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Bu ¢alismada veri madenciligi ve makine dgrenme yaklagimimin egitim alaninda kullanilmasi
ve bu algoritmalara dayali olarak elde edilen sonuglarin giivenirlik ve gecerlik degerlerinin ne
diizeyde oldugu belirlenmeye calisilmistir. PISA 2015 Tiirkiye ortalamasina gore grencilerin
basarili ve basarisiz olarak siniflandigi ¢aligmada farkli 6grenme yontemleri kullanilarak fen
okuryazarlig1 bakimindan 6grencilerin hangi sinifta yer alacagi tahmin edilmis ve bu asamada
elde edilen sonuglarin giivenirlik ve gecerlik dlgiitleri incelenmistir. Calisma kapsaminda ele
alman 8 farkli 6grenme yonteminden dogru siniflama sayisi, dogru smiflama orani, kappa
istatistigi, karekok hata ve goreceli karekok hata degerleri bakimindan en iyi sonuglarin
Random Forest yontemiyle elde edilirken Ridge lojistik regresyon, Lojistik model ve Hoefding
tree yontemlerinin en basarili diger yontemler oldugu belirlenmistir. Capraz gegerleme yontemi
kullanilmadan tiim veri setinin egitim ve test veri seti olarak ayrilmasi durumunda Lojistik
model, Random Forest ve Ridge Regresyon yontemlerinin farkli biiyiikliikteki test verilerinde
en disiik hata degerlerini verirken Random Tree ve J.48 yoOnteminlerinin en yiiksek hata
degerlerine sahip oldugu belirlenmistir. Ridge regresyon, Random forest ve Lojistik model ile
elde edilen hata degerlerinin de farkli yilizdelikteki test verilerinde oldukga tutarli oldugu
sonucuna ulagilmistir. Farkli yontemler yardimiyla elde edilen 6lgme sonuglarinin veri setini
test ve egitim verisi olarak ayirmayip ayni veri seti lizerinden hem 6grenme yontemini egitip
hem de test ettigimiz takdirde &zellikle Random tree ve J.48 6grenme yontemlerinin gercek
performanslarindan daha yiiksek dogru siniflama oranina sahip olduklari belirlenmistir.

Anahtar sozciikler: Veri madenciligi, WEKA, 6grenme yontemi, siniflama, PISA.
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Giliniimiizde bireyler hakkinda farkli ortamlarda ve farkli amaclarla ¢ok fazla
bilgi toplanmaktadir. Bu bilgiler yardimiyla bireylerin bircok farkli 6zelligine dayali
olarak onlarin satin alma, yeme-igme ve benzeri davranislari hakkinda tahminde
bulunulmaktadir (North, 2012). Bu agamada elde edilen ¢ok fazla veri arasindan
hangilerinin karar verme siirecinde anlamli, hangilerinin degersiz oldugunun
belirlenmesi biiyiik 6nem tagimaktadir. Bireylerin 6zelliklerine iliskin degiskenlerin
yapilan kestirim ve karar alma islemlerinde elde edilen sonug¢larin dogrulugu lizerinde
biiyiikk etkisi bulundugundan hangi degiskenlerin bizim i¢in 6nemli oldugunun
belirlenmesi de gerekmektedir (Brown, 2014).

Bilgisayar yazilimlarinin gelisimiyle ¢ok fazla veri arasindaki gizli oriintiileri
ortaya ¢ikarmak ve gelecege iligkin tahminde bulunmak arastirmacilarin ve karar alici
mercilerin {izerinde ¢alistiklar1 bir konudur. Biiyiik verilerden anlamli sonuglar
¢ikarabilmek i¢in veri madenciligi (VM) yontemleri ile bireylerin davranis driintiileri
analiz edilerek gelecekteki davramislar1 hakkinda tahminde bulunulmaktadir
(Mavroforakis, 2011). Siniflandirma ve tahminde bulunma amaciyla kullanilan veri
madenciligi yontemleri, birgok bilim dalinda yayginlasirken egitim alaninda ¢ok fazla
kullanilmadigr goriilmektedir (Sinharay, 2016). Denetimli 6grenme yontemi olarak
tanimlanan VM yontemlerinin klasik yontemlere gore daha iyi bir kestirim giiciine ve
daha az soruna sahip oldugu belirtilmektedir (Fernandez-Delgado, Cernadas, Barro
ve Amorim, 2014).

Veri tabanlarindan elde edilen bilginin kesfi siirecinde verilerin ve yapilan isin
ozelliklerinin bilinmemesi durumunda, VM algoritmasi1 ne kadar iyi olursa olsun
yararli sonuglar vermesi olanakli degildir. Dolayisiyla ilk 6nce verilerin ve isin
ozelliklerinin 6grenilmesi gerekir. Bu nedenle sirasiyla: Problemin Tanimlanmasi,
Verilerin Hazirlanmasi, Modelin Kurulmast ve Degerlendirilmesi, Modelin
Kullanilmas1 ve Modelin izlenmesi veri tabanlarinda bilgi kesfi siirecinde izlenmesi
gereken temel asamalardir (Chen ve Liu, 1997).

Bilgi c¢aginin yasandigi giliniimiizde ¢ok ¢esitli kaynaklardan veri
toplanmaktadir. Ticari veya bilimsel amagli olarak giderek artan verinin goreli olarak
diisiik maliyetle depolanmasini olanak kilan teknolojilerin yani sira, bu tiir verilerin
icinde bulunabilen bir bilginin dogru bir sekilde kullanilmasi biiyilk Onem
tagimaktadir (Bramer, 2013). Belirli bir veri seti iizerinden elde edilen
smiflandiricinin performansini tahmin etmek igin kullanilacak en iyi 6l¢iit tahminin
dogrulugu ya da dogru smiflandirma oranidir. Her ne kadar dogruluk orani en 6nemli
Olciit olarak goriilse de smiflandiricinin elde ettigi sonuglart degerlendirmek igin
bagka olgiitler de bulunmaktadir (Bramer, 2013).

Model degerlendirmesinde kullanilabilecek yontemler temel olarak 4 baglik
altinda yer almaktadir. Bunlar: Bekletme (hold-out), K-katli ¢apraz gegerleme (k-fold
cross validation), Bir tanesini kapsam dis1 birakma (Leave-one-out) ve Bootstrap
yontemidir. Bekletme yaklasimi aslinda tiim verileri egitim ve test verisi seklinde belli
oranlarda ayiristirma islemidir (Souza, Matwin ve Japkowicz, 2002). Bu asamada veri
kiimesinden test i¢in belirli bir miktar (% 20 - % 30) tutulur ve bu isleme, bekletme
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prosediirii denilir. Daha sonra geriye kalan veriler egitim i¢in kullanilir. Pratik olarak
eldeki verinin ticte birini (1/3) test icin, geri kalan kismini1 ise egitim i¢in kullanmak
oldukca yaygin bir yontemdir. Ancak eger gerekli ise egitim i¢in kullanilacak verinin
bir kism1 dogrulama verisi olarak ayrilabilir (Ahmed ve Elaraby, 2014).

Verileri Egitme ve Test Etme

Bu yontemde elinizdeki veri dosyasi egitim ve test verileri olarak ikiye
ayrilmaktadir. ik olarak smiflandiric1 (classifier) olarak isimlendirilen &grenme
yontemini olusturmak i¢in egitim veri seti olusturulur. Daha sonra test veri setinden
olusturmus oldugunuz siniflandiricinin 6rneklerin siniflarint tahmin etmesi saglanir.
Eger toplam N 6rnekten olusan veri setinizin C tanesi dogru olarak siniflanmis ise bu
durumda tahmin edilen dogruluk orani p=C/N olacaktir. Bu formiil hangi smifta
oldugunu bilmediginiz veriler i¢in kullanilacak siniflandiricinin  performans
Olciitlerinden biri olan tahmin edilen dogruluk orani olacaktir. Gorsel olarak egitim
ve test siirecinin nasil ¢calistig1 Sekil 1’de gosterilmistir (Bramer, 2013).

OGRENME
ALGORITMASI

44 SINIFLANDIRICI |
VERI SETI L

TEST VERI SETi TAHMINLEME
Sekil 1. Egitim ve test verileri tizerinden 6grenme siireci

AYRISMA EGITIM VERI SETI

Capraz Gegerlik

Veri madenciligi i¢in kullanilacak olan verilerin az ve sinirli olmasi durumunda
elde edilen sonuglarin degerlendirilmesi i¢in bekletme yaklasimina segenek olarak
kullanabileceginiz degerlendirme yontemi k-katli capraz gecerleme yaklagimudir.
Toplam N drnekten olusan veri seti k adet (5 veya 10 gibi) esit pargaya ayrilir (Eger
toplam 6rnek sayisi k sayisina tam olarak boliinemiyorsa ayrilan son pargadaki 6rnek
sayisinin diger k-1 pargadaki ornek sayilarindan daha az olacagi unutulmamalidir).
Bu durumda k adet analiz ardisik olarak gergeklestirilmektedir. Capraz gecerleme
stirecinde sirasiyla k parcanin her biri test veri seti olarak kullanilirken diger k-1
parcalar egitim veri seti olarak kullamlmaktadir (Bramer, 2013). Ornek olmasi
bakimindan k=5 i¢in elde edilen sonuglarin degerlendirimesi amactyla kullanilacak
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olan 5 katli capraz gecerleme stirecinde nasil bir yol izlendigi Sekil 2’de gorsel olarak
verilmigtir.

1. Asama 2. Asama 3.Asama 4. Asama 5. Asama

> - Egitim Egitim Egitim Egitim | 2>
. - | egitim Test Egitim Egitim Egitim | > :
;::-]er —> | EZitim Egitim - Egitim Egitim | > T;_
-> > 2

_) >

Egitim Egitim Egitim Egitim
Egitim Egitim Egitim Egitim Test

Sekil 2. Capraz gecerlik siireci

Capraz gecerlemede sabit bir katlanma ya da verilerin boliinme sayisina karar
verilir. Ornegin sekil 2°de goriildiigii gibi kullanilan sabit say1 5 olsun. Daha sonra
veriler yaklagik olarak esit bes pargaya ayrilir ve her biri sirasiyla test igin
kullanilirken geri kalanlar egitim igin kullanilir. Yani test igin verilerin beste biri
kullanilirken egitim igin eldeki verilerin beste dordii kullanilmis olur. Béylece her bir
ornek test i¢in bir kez kullanilmis olacaktir. Buna bes katli ¢apraz gegerlik denir ve
eger tabakalandirma islemi yapilmigsa buna tabakalandirilmis bes katli gapraz
gecerlik denilmektedir. Bu yontemi kullanmak egitim ve test verilerindeki dengesiz
bir temsili ortadan kaldirmak icin ilkel bir koruma olarak goriilmektedir
(Vanwinckelen ve Blockeel, 2012).

Elde tek ve sabit bir veri oldugunda 6grenme yonteminin hata oranini tahmin
edebilmek icin standart olarak 10 katli capraz gegerleme yaklasimi uygulanmaktadir.
Bu yaklagimda verilerin tamaminin yer aldigi ¢alisma evreni rastgele 10 sinifa
ayrilmaktadir ve her bir sinifin tam veri kiimesinde yaklasik olarak ayni oranda temsil
edilmesi gerekmektedir. Her bir sinif sirasiyla test i¢in ayri bir kenarda bekletilirken
geriye kalan dokuz simif iizerinden 6grenme siireci gerceklesir ve bir kenarda
bekletilen 1/10’luk veriler lizerinden hata orani hesaplanmaktadir. Béylece 6grenme,
farkli egitim verileri lizerinden 10 kez tekrar edilerek gergeklesmektedir. Son olarak
10 farkli hata teriminin ortalamasi alinarak genel bir hata terimi elde edilmektedir
(Witten ve Frank, 2005).

On katli ¢apraz gecerleme yontemi uygulamada herkes tarafindan kullanilan
standart bir degerlendirme 6l¢iitii durumuna gelmistir. Deneysel ¢aligmalarda tabakali
ornekleme yaklasiminin  sonuglar1  biraz daha iyilestirdigi  goriilmektedir
(Vanwinckelen ve Blockeel, 2012). Her ne kadar performans tahmininin dogru ve
tutarli bir sekilde yapilmasi yontemin bir Ustiinliigii olarak goriilse de birbiriyle
cakisan egitim verileri, kargilastirma igin 1. tip hatanin artmasi, karsilastirma igin
performans varyansinin tahmin edilememesi ve serbestlik derecesinin agir1 tahmin
edilmesi gibi sinirliliklar1 da bulunmaktadir (Refaeilzadeh, Tang ve Liu, 2009).
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Bootstrap Yontemi

Bu yontem bir kestiricinin istatistiksel dogrulugunu degerlendirmek icin Efron
(1979) tarafindan gelistirilmistir. Bootstrap yontemi Orneklemin yer degistirmesi
olarak tanimlanabilecek istatistiksel tekniklere dayanmaktadir. Bu yontemde egitim
veya test i¢in eldeki veri setinden bir 6rneklem alinir ve segilen drneklerin iizeri ¢izilir
(Kuonen, 2018). Yani aynmi 6rnek bir kez secildiyse tekrar secilmez (Dekking,
Kraaikamp, Lopuhaa ve Meester, 2005). Bu yaklagim futbol takimi olusturmaya
benzer. Nasil ki bir oyuncu farkli iki takimda yer alamiyorsa Bootstrap yonteminde
de aymi ornek iki kez segilemez. Cogu Ogrenme yontemi ayni Ornegi iki kez
kullanmaktadir. Eger bir 6rnek egitim kiimesinde iki kez yer almigsa sonuglarda
farklilik olusacaktir. Matematiksel olarak konusmak gerekirse ayni nesnenin birden
fazla goriintiisiiniin olmas1 durumunda "kiime" olarak tanimlanan gruplardan s6z
etmek anlamli olmayacaktir.

Geleneksel yaklagimin modern bir segenegi olan Bootstrap yontemi, daha
gercekeci modellerin uygulanmasina izin veren bilgisayar yogunluklu bir yeniden
ornekleme yontemidir (Boss, 2003). Gorsel agidan Bootstrap yonteminin daha iyi
anlasilmasi i¢in Sekil 3’iin incelenmesi yararhdir. Sekilde goriildigii lizere rastgele
olusturulmus olan 6rneklemde yer alan birimler her bir adimda yerleri degistirilerek
yeniden drnekleme dahil edilmektedir.

® Y X Y YT X Y Y Y o
® e~ -
® O @O ®@® ©® voostrap2

®e @ODODEO@®®®® voosiors
Rastgele clusturulan e e
&rneklem

Sekil 3. Bootstrap yonteminde 6rnekleme siireci.

Bootstrap (Tekrarlamali1 Ornekleme) yéntemi temel olarak 4 adimda
Ozetlenmektedir. Birinci adimda tiim veri setindeki 6rneklerin yerleri degistirilerek
rastgele bir &rneklem olusturulur. ikinci adimda 6rneklemden bazi istatistikler
hesaplanir (Ornegin, érneklemin medyan degeri hesaplanir). Ugiincii adimda ilk iki
adimdaki islemler Bootstrap dagilimini elde edebilmek i¢in Nb defa tekrarlanir.
Dordiincii ve son adimda Bootstrap dagilimi kullanilarak giiven araligi ve standart
hata gibi degerler hesaplanir (Galdi ve Tagliaferri, 2017).

Evet-hayir, 6diing verme-vermeme, kredi verme -vermeme, kuskulu - kuskulu
degil vb. sekillerde iki sinifi olan durumlarda olas1 sonuglar Tablo 1’de gosterildigi
gibidir. Dogru pozitif (DP) ve dogru negatif (DN) dogru siniflama sonuglaridir. DP
dogru tahmin edilen 6rnek sayisidir. DN dogru olarak reddedilen 6rneklerin sayisidir.
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Yanlis pozitif (YP), sonucun aslinda negatif iken yanlislikla pozitif, yanlis negatif
(YN), sonucun aslinda pozitif iken yanliglikla negatif olarak tahmin edilmesidir
(Williams, 2011). Tablo 1°de iki farkli sonucu olan bir tahmine iligkin gercek ve test
sonuglarinin alabilecegi durumlar gosterilmektedir (Schwenke ve Schering, 2007).

Tablo 1.

Iki Stmifli Bir Tahmine Iliskin Farkli Sonuglar
Gercek Durum
Pozitif Negatif
Pozitif  Dogru Pozitif (DP)  Yanlis Pozitif (YP)  DP+YP
Negatif  Yanlig Negatif (YN) Dogru Negatif (DN) YN+DN
Toplam DP+YN YP+DN DP+YP+YN+DN

Toplam

Test
Sonucu

ki sinifli bir tahmin siireci sonucunda DP, YP, YN ve DN oranlari asagida
gosterildigi sekilde elde edilmektedir (Elhamahmy, Elmahdy ve Saroit, 2010).

Yanlis pozitif orant (YPO): YP / (YP+DN)
Dogru pozitif orant (DPO): DP / (DP+YN)
Yanhs negatif orant (YNO): YN / (YN+DP)
Dogru negatif orani (DNO): DN / (DN+YP)

Sonuglara iligkin oranlarin ardindan genel basari orani dogru siniflamalarin
sayisinin toplam siniflama sayisina bolimiidiir.

DP+DN
DP+DN+YP+YN

@

Genel Basari =

Bu siniflama i¢in hata orami ise 1’den “genel basari" oraninin ¢ikarilmasi
sonucunda elde edilmektedir. Duyarlilik ve se¢icilik kavramlarinin da bilinmesinde
yarar vardir.

Duyarlilik, testin ger¢ek pozitif durumlar i¢inden pozitif olan durumlari ayirma
yetenegidir.
DP
DP+YN

Duyarlilik (Sensitivity) = (2)

Segicilik, testin gergek negatif durumlar iginden negatif olan durumlar1 ayirma
yetenegidir.

DN
DN+YP

Secicilik (Specifity) =

®)
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Duyarlilik ve segicilik degerleri, testin arastirilan durumla ilgili olan ve
olmayanlar1 birbirinden ne kadar iyi ayurt ettigini tanimlamaktadir. Cok smnifli bir
tahminde testten elde edilen sonuglar, karisiklik (confusion) matrisi adi verilen iki
boyutlu, her bir sinif i¢in satir ve siitunlari olan bir tablo tlizerinde gosterilmektedir.
Matrisin her bir eleman satir1 gercek degeri, siitunu ise tahmin edilen (test sonucu)
degeri gosterecek sekilde tanimlanmaktadir (Bazi durumlarda satirlar test sonuglarini,
siitunlar ise gercek durumu gosterebilir.). Iyi sonuclar esas kosegen iizerindeki
sayilarin oldukc¢a biiyiik ve kdsegen disindaki sayilarin kiigiik (ideali sifir) olmasi
durumunda elde edilir (Elhamahmy, Elmahdy ve Saroit, 2010).

Arastirmanin Amaci

Veri madenciliginde kuramsal temelleri farkli istatistiksel modellere dayali olan
birgok farkli 6grenme yontemi bulunmaktadir. Bu yontemlerin fazla olmasi nedeniyle
hangilerinin daha etkili kestirimlerde bulundugu ve hangilerinin daha az hatali
hesaplamalar yaptiginin belirlenmesi, sonuglarin giivenirligi ve gecerligi bakimindan
Oonem tasimaktadir (Souza, Matwin ve Japkowicz, 2002). Model degerlendirmesinde
kullanilan 6grenme yontemleri arasinda olusacak belirgin farkliliklarin tesadiifii
etkilerden kaynaklanmadigindan emin olmak igin istatistiksel karsilagtirmalara
gereksinim duyulmaktadir (Chamatkar ve Butey, 2014). Bu nedenle c¢alisma
kapsaminda veri madenciliginde kullanilan farkli 6grenme yontemleriyle elde edilen
sonuglarin giivenirlik ve gegerlik degerlerinin farkli kosullar altinda nasil bir
degiskenlik gosterdiginin belirlenmesi amaglanmigtir. Bu amag¢ kapsaminda “PISA
smavina katilan 6grencilerinin Fen okuryazarligi bakimindan basarilarini tahmin
etmede kullanilan veri madenciligi siniflama algoritmalarinin giivenirlik ve gecerlik
degerleri ne diizeydedir?” sorusuna cevap aranmistir.

Arastirmanin alt problemleri asagidaki gibi belirlenmistir:

1. PISA &grenci anketiyle dl¢iilen degiskenlerden yararlanarak “Fen basarisi”n1
tahminde kullanilan Decision Stump, Hoeffding Tree, J.48, Lojistik Model,
RepTree, Random Forest, Random Tree ve Ridge lojistik Regresyon
yontemleriyle edilen sonuglarin, 10 katli c¢apraz gecerleme yontemi
yardimiyla elde edilen giivenirlik ve gecerlik degerleri ne diizeydedir?

2. PISA 6grenci anketiyle 6l¢iilen degiskenlerden yararlanarak “Fen basarisi”n1
tahminde kullanilan Decision Stump, Hoeffding Tree, J.48, Lojistik Model,
RepTree, Random Forest, Random Tree ve Ridge lojistik Regresyon
yontemleri yardimiyla edilen sonuglarin, test edilen verilerin %5, %10, %15,
%20, %25, %30 ve %35 olmasi durumunda giivenirlik ve gecerlik degerleri
ne diizeydedir?

3. PISA 6grenci anketiyle 6lgiilen degiskenlerden yararlanarak “Fen basar1”sin1
tahminde kullanilan Decision Stump, Hoeffding Tree, J.48, Lojistik Model,
RepTree, Random Forest, Random Tree ve Ridge lojistik Regresyon
yontemleri yardimiyla edilen sonuglarin, karisiklik matrisi yardimiyla elde
edilen dogruluk dereceleri ne diizeydedir?
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Yontem

Bu béliimde arastirmanin tiirii, caligma grubu, arastirma kosullar1 ve verilerin
analizine iligkin bilgilere yer verilmektedir.

Arastirma Modeli

Aragtirmada izlenen siireg ve siirece iliskin her bir bilesen gorsel olarak daha iyi
anlasilmas1 amaciyla Sekil 4’te gdsterilmistir.

— -~

i ™ [
L PISA - I~ —
~ . o ™, Degiskenlerin
. S “ Analiz
R [—:/ Ham veriler | e belirlenmesi 1 veritabam
Anketler .
i — i —
o
/—“\ /’7“" 1 2 RS
= kY (/I— Veri madenciligi 1—| .
< Sonuglar ] <.| < Bulgular |, analizleri <.I On iglema
™, - N /’f N

Sekil 4. Arastirma siireci.

Ogrencilerinin PISA 6grenci anketinde yer alan alt dlgeklere verdikleri yanitlar
yardimiyla Fen okuryazarligi basarilarini tahmin etmek ve bu siiregte kullanilan veri
madenciligi tahminleme yontemlerinin giivenirlik ve gegerlik degerlerinin ne diizeyde
oldugunu belirlemek amaciyla Sekil 4’te verilen adimlar izlenmistir. Buna gore
oncelikle PISA 6grenci anketinden ham veriler elde edilmis ve ardindan degiskenler
belirlenmistir. Ardindan analiz edilecek veriler 6n isleme tabi tutulmus ve veri
madenciligi yontemleri ile analiz edilmistir. Analiz sonucunda elde edilen bulgular ve
sonuglara dayali olarak onerilerde bulunulmustur.

Aragtirmada PISA fen basarini tahmin etmede kullanilan farkli veri madenciligi
algoritmalarma iliskin giivenirlik ve gecerlik degerlerinin ne diizeyde oldugunun
belirlenmesi amaglandigindan ¢aligma betimsel aragtirma niteligindedir (Fraenkel,
Wallen ve Hyun, 2012).

Evren-Orneklem

Aragtirmanin amagclart dogrultusunda c¢alisma evreni OECD tarafindan
diizenlenen PISA 2015 smavina katilan ve drgiin egitime kayitli olan 15 yas grubu
ogrencileri olusturmaktadir. Smava 72 iilkeden toplam 540.000 civarinda &grenci
katilmis ve bunlarm 5895’1 Tiirkiye’den katilan &grencilerdir. PISA 2015 Tiirkiye
uygulamasinda 15 yas grubu Ogrenci evreni 1.324.089 o&grenci, uygulamaya
katilabilecek ulasilabilir Tiirkiye evreni ise 925.366 Ogrenci olarak belirlenmistir.
PISA arastirmasinda orneklem, tabakali segkisiz yontemle belirlenmektedir (MEB,
2016).
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Veri Toplama Siireci

Arastirmada kullanilan veriler 2017 yilinda paylasima agilan ve OECD’nin
resmi internet sayfasi olan http://www.oecd.org/pisa/data/2015database/ adresinden
elde edilmistir. SPSS veri dosyast formatinda yer alan ve iilke kodu TR olan 5895
Ogrenciye iligkin veriler analize dahil edilmistir.

Veri Toplama Araglan

Aragtirmada veri toplama araci olarak kullanilan ve PISA 6grenci anketinde yer
alan, agagida isimleri ve kodlar1 yazili olan degiskenler Tablo 2’de gosterilmistir.

Tablo 2

Calisma Kapsaminda Kullanilan Degiskenlerin Adlari ve Kodlari
Degiskenin Ad1 Kodu Degiskenin Ad1 Kodu
Disiplin ortami DISCLISCI Fen 6grenme siiresi (hafta) SMINS
Ogretmen destegi TEACHSUP  Toplam &grenme siiresi TMINS

(hafta)
Sorgulamaya dayali fen IBTEACH Okula ait hissetme BELONG
egitimi
Ogretmen merkezli egitim ~ TDTEACH Test kaygist ANXTEST
Cevreye duyarlik ENVAWARE Tutum, tercih ve 6z inanglar MOTIVAT
Fenden keyif alma JOYSCIE Birlikte ¢aligama istegdi COOPERATE
Fen konularina ilgi INTBRSCI Ailenin duygusal destegi ~ EMOSUPS
Aragsal motivasyon INSTSCIE Algilanan geri bildirim PERFEED
Fen ozyeterligi SCIEEFF Ogretmenin adil olmast unfairteacher
Bilimsel inanglar EPIST Evdeki egitim kaynaklart ~ HEDRES
Fen yasantist SCIEACT Evdeki egitimsel esyalar HOMEPQOS
Ogrenciden beklenen BSMJ BIT kaynaklar1 ICTRES
mesleki statii
Anne egitim diizeyi MISCED Ailenin mal varligi WEALTH
Baba egitim diizeyi FISCED Sosyo ekonomik durum ESCS
indeksi

Okul disi ders ¢alisma OUTHOURS  Fen Okuryazarligi PV1SCIE

siiresi (hafta)

Tablo 2’de bagimsiz degiskenler ile fen okuryazarligi bagimli degiskeninin veri
dosyasindaki kodlar1 goriilmektedir. PISA smavinda kullanilan degiskenler indeks
degiskenleridir. Ornegin her bir 6grenci icin hesaplanan sosyo-ekonomik ve kiiltiirel
durum indeksi (EKSD), anne-babanin meslegi ve egitim diizeyi, 6grencinin evde
sahip oldugu egitim ile ilgili kaynaklar ve ailenin evindeki bir takim ara¢ gerecler
degiskenleri dikkate alinarak hesaplanmaktadir (MEB, 2015). PISA uygulamalarinda
sorular/maddeler 4’1t Likert tipi derecelendirilmis sekilde yapilandirilmisgtir. Bu
sorular/maddeler diizeyinde toplam puanlar elde edilip ortalama ve standart
sapmalarina gore standartlagtirilarak (-5, +5) araliginda indeks puanlar
olusturulmaktadir (Tatl, Ergin ve Demir, 2016). Her bir duyussal 6zellige yonelik
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O0lgme sonuclart bu indekslerle tanimlanmaktadir. Yiiksek indeks degeri, ilgili
ozelligin nicelik olarak daha biiyiik oldugu anlamina gelmektedir. Arastirmada bilgi
teknolojileri kullanimi, 6grencinin ge¢mis fen deneyimi, ailenin &grenme igin
sagladig1 destek, 6grencinin degistirdigi okul sayis1 ve ailenin algiladig1 okul kalitesi
degiskenleri Tiirkiye ornekleminde bos birakilmasi ve/veya cevaplanmamasi
nedeniyle analize dahil edilememistir.

Verilerin Analizi

Aragtirmanin ilk asamasinda Ogrencilerin PISA Fen okuryazarlik puanlari
Tiirkiye ortalamasi olan 425,00 puaninin altinda olanlar basarisiz (0), bu puanin
lizerinde olanlar basarili (1) olarak kodlanmustir. Elde edilen iki kategorili sonuglara
gore 5865 dgrencinin 2769’u basarili (%47,20), 3096’s1 basarisiz (%52,8) olarak
smiflanmistir. Arastirmanin ikinci agamasinda bagimsiz degiskenlerden yararlanarak
ogrencilerin PISA fen okuryazarligi performanslarini tahmin edecek bir model
olusturulmustur (Hastie, Tibshirani ve Friedman, 2009). Ogrencilerin PISA sinavinda
gosterdikleri performans “Bagarili” ve “Basarisiz” seklinde kodlandigi i¢in bu bir
smiflama problemidir ve veri madenciligi siniflama yontemleri kullanilarak tahmin
yapilmistir (Olmo, Romero ve Ventura, 2012). Bu amagla alanyazinda siniflama ve
tahmin amaciyla siklikla kullanilan Decision Stump, Hoeffding Tree, J.48, Lojistik
Model, RepTree, Random Forest, Random Tree ve Ridge lojistik Regresyon
yontemlerinden yararlanilmigtir. Aragtirmanin  {iglincli asamasinda, arastirma
kapsaminda belirlenen smiflama algoritmalariyla basarili ve basarisiz olarak
smiflanan 6grenciler i¢in giivenirlik ve gecerlik degerleri incelenmistir.

Caligmanin alt problemlerine ge¢gmeden Once fen okuryazarligimi yordamak
amacityla kullanilan degisken sayisinin PISA 6grenci anketi esas alindiginda ¢ok fazla
olmast sebebiyle Oncelikle ¢aligma kapsaminda kullanilacak degiskenler
belirlenmistir. Her ne kadar YSA yoOntemleri regresyon analizi yOntemine gore
modele eklenen degisken sayisinin fazla olmasi durumunda daha iyi tahmin yapacagi
belirtilse de (Lykourentzou, Giannoukos, Mpardis, Nikolopoulos ve Loumos, 2009)
VM gibi tahmine dayali yontemlerde modele daha ¢ok sayida degisken eklemenin
performans kestiriminin dogrulugunda bir artisa neden olmayacagini belirtmistir
(Huang ve Fang, 2013). Bunun yaninda Kohavi (1995) tarafindan yapilan deneysel
caligmada farkli algoritmalar altinda yapilan kestirimlerin katman sayisinin 10 ve 20
olmast durumunda olduk¢a iyi oldugu ve neredeyse tamamen yansiz oldugu
belirtildigi i¢in ¢alismada 10 kath ¢apraz gegerleme yontemi kullanilmigtir. Degisken
sayisint azaltmak amaciyla dncelikle VM yontemlerinden Best First Forward, Best
First Backward ve Greedy Stepwise yardimiyla 10 kath ¢apraz gegerleme yontemi
sonucunda en az %40 ve lizeri basarili olan toplam 12 degisken yardimiyla PISA fen
okuryazarlig1 tahmin edilmeye ¢alisiimustir.

Calismada giivenirlik Ogiitleri olarak dogru siniflama sayisi, dogru siniflama
orani, Kappa istatistigi, ortalama mutlak hata, karekok hata, géreli mutlak hata ve
goreli karekok hata degerleri kullanilirken ve gegerlik dlgiitleri olarak dogru poztif
orani, yanlis pozitif orani, duyarlik, geri cagirma, F-0l¢iitli, Matthew korelasyon
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katsayisi, ROC egrisi altinda kalan alan ve Duyarlik-Geri ¢agirma egrisi altinda kalan
alan degerleri kullanilmigtir. Ozellikle kesme puani belirleme asamasinda duyarlik
(sensititivity), 6zgiilliik (specificity), genel dogruluk (accuracy) ve egri altinda kalan
alan (ROC) gibi yontemlerle elde edilen kesme puaninin etkinligi ve verimligi
hakkinda yorum yapilabilmektedir (Kumar ve Indrayan, 2011). ROC egrisi, tani
koymak amaciyla kullanilan bir degiskenin degisim aralig1 i¢inde degiskenin tiim
degerleri sirasiyla kesim noktas1 kabul edilmesiyle hesaplanacak duyarlilik
degerlerinin, testin yanlis pozitif oranina (1 - 6zgiilliik) kars1 noktalanmasi ile elde
edilir. ROC egrisinin olusturulacagi koordinat sisteminde, Y ekseninde tani testinin
gercek pozitif degeri (duyarlilik), X ekseninde ise yanlis pozitif degeri (1-6zgiilliik)
yer alir (Egan, 1975). ROC egrisi altindaki alanin beklenen degeri 0.50’dir.
Miikemmel bir test ise sifir yanlis pozitif ve sifir yanlis negatif ile alanin degeri 1.00
olacaktir. Egri altinda kalan alanin yorumlanmasinda; 90-1.00 = miikemmel, .80-.90
=iyi, .70-.80 = orta, .60-.70 = zayif ve .50-.60 = basarisiz olarak siniflandirilmaktadir.

Bulgular

Calisma kapsaminda ilgili alanyazin taramasi sonucunda Ogrencilerin fen
okuryazarlig1 iizerinde etkili oldugu belirlenen degiskenlerin isimleri, kodlari, en
diistik ve en yiiksek degerleri ile aritmetik ortalamalari Tablo 3’te gésterilmistir.

Tablo 3
Calisma Kapsaminda Kullamilacak Degiskenlere Iliskin Istatistikler

Degiskenin Ad1 Kodu Min. Max.  Ort. Kayip Oram

(%)

Disiplin ortami DISCLISCI -2.416  1.883 -0.134 10.7
Ogretmen destegi TEACHSUP -2.719  1.447 0.196 10.9
:girtﬂamaya dayalifen  \prpacH 3340 3182 0.320 109
Ogretmen merkezli egitim  TDTEACH -2.447  2.078 -0.059 111
Cevreye duyarlik ENVAWARE -3.376  3.293 0.552 4.2
Fenden keyif alma JOYSCIE -2.115  2.163 0.124 4.4
Fen konularina ilgi INTBRSCI -2581 2730 -0.065 85
Aragsal glidiileme INSTSCIE -1930 1.735 0.375 5.1
Fen 6zyeterligi SCIEEFF -3.756  3.277 0.336 5.1
Bilimsel inanglar EPIST -2.790 2155 -0.192 4.8
Fen yasantist SCIEACT -1.757  3.361 0.687 5.3
Ogrenciden beklenen BSMJ 10 89 6335 7.7
mesleki statii

Anne egitim diizeyi MISCED 0 6 2.20 1.6
Baba egitim diizeyi FISCED 0 6 2.67 1.6
Okul dist ders calisma OUTHOURS 0 70 2554 8.8
stiresi (hafta)

Fen 6grenme siiresi (hafta) SMINS 0 800 198.82 4.7

(devam ediyor)
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Tablo 3 (devam)

Degiskenin Adi Kodu Min.  Max.  Ort. Syt o)
(Th‘;%Z;n ogrenme siresi g Ng 100 3000 155875 6.5
Okula ait hissetme BELONG -3.129 2.612 -0.436 15
Test kaygisi ANXTEST -2.505 2.549 0.318 13
Tutum, tercih ve 6z MOTIVAT 3087 1854 0613 15
inanglar

Birlikte ¢alisama istegi COOPERATE -3.332 2.287 0.000 1.6
Ailenin duygusal destegi ~ EMOSUPS -3.078 1.099 -0.267 11
Algilanan geri bildirim PERFEED -1.525 2.499 0.351 11.3
Ogretmenin adil olmasi unfairteacher 1 24 10.25 18
Evdeki egitim kaynaklart ~ HEDRES -4.370 1.180 -0.583 15
Evdeki egitimsel esyalar HOMEPOS -6.710 5.150 -1.432 0.6
BIT kaynaklari ICTRES -3.270 3.500 -1.190 1.2
Ailenin mal varligi WEALTH -6.960 4.090 -1.487 0.9
Isr%sg’lfs iekonom'k durum - gqcs 5130 3120  -1.447 0.6
Fen okuryazarligi PV1SCIE 197.72  707.89  422.45 0

Tablo 3 incelendiginde veri madenciligi yontemleriyle fen okuryazarligini
yordamak amaciyla kullanilacak degisken sayisinin 29 oldugu belirlenmigtir. Bu
islemlerin ardindan kayip veri icermeyen tam verilerin Weka programina aktarilmasi
amaciyla gerekli doniisiimler yapilmig ve analizlere gecilmistir.

PISA Fen okuryazarligimmi yordamak amaciyla kullanilabilecek degisken
sayisinin ¢ok fazla (29) olmasindan dolayi farkli algoritmalar yardimiyla basarty1 en
iyi yordayan &zellikler belirlenmistir. Bu amagla egitim veri seti iizerinden kullanilan
algoritmalar BestFirst ve Greedy Stepwise olup her bir yontemle elde edilen siralama
sonuglar1 Tablo 4’te gdsterilmistir.

Tablo 4
PISA Okuryazarhgim En Iyi Yordayan Degiskenler

Sira No  Best First -forward Best First -backward Greedy Stepwise

1 Sorgulamaya dayali fen =~ Sorgulamaya dayali fen =~ Sorgulamaya dayali fen
egitimi egitimi egitimi

2 Cevreye duyarlik Cevreye duyarlik Cevreye duyarlik

3 Bilimsel inanglar Bilimsel inanglar Bilimsel inanglar
Ogrenciden beklenen Ogrenciden beklenen Ogrenciden beklenen
mesleki statii mesleki statil mesleki statil
Okul dis1 ders ¢aligma Okul dis1 ders ¢aligma Okul dis1 ders ¢alisma
siiresi stiresi stiresi

6 Fen 6grenme siiresi Fen 6grenme stiresi Fen 6grenme stiresi

7 Toplam 6grenme siiresi ~ Toplam 6grenme siiresi ~ Toplam 6grenme siiresi

(devam ediyor)
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Tablo 4 (devam)

Sira No  Best First -forward Best First -backward Greedy Stepwise

8 Ogretmenin adil olmas1 ~ Ogretmenin adil olmast ~ Ogretmenin adil olmas1

9 Evdeki egitim Evdeki egitim Evdeki egitim
kaynaklari kaynaklari kaynaklari

10 BIT Kaynaklari BIT Kaynaklar1 BIT Kaynaklar1

1 Sosyo ekonomik durum  Sosyo ekonomik durum  Sosyo ekonomik durum
indeksi indeksi indeksi

Tablo 4 incelendiginde fen okuryazarligini en iyi yordayan ilk 11 degiskenin
farkli yontemler kullanildiginda degismedigi belirlenmistir. Elde edilen bu sonucun
gecerligi 10 katli capraz gegerleme yontemiyle test edilmistir. On katli capraz
gecerleme analizlerinde degiskenlerin en az 4 katmanda anlamli etkiye sahip olmasi
6l¢iit alinmistir. Modele dahil edilecek degiskenler, kodlar ve basarilt olunan katman
sayis1 Tablo 5°te gosterilmistir.

Tablo 5
Veri Madenciliginde Kullanilacak Degiskenlere Iliskin Ozet Bilgiler
Sl:ll;)a Degiskenin Adi Kodu Min  Max ogf:‘(ﬂ% |
1 Sorgulamaya dayal: fen egitimi IBTEACH -3.340 3.182 100
2 Cevreye duyarlik ENVAWARE -3.376 3.293 100
3 Bilimsel inanglar EPIST -2.790 2.155 100
4 Ogrenciden beklenen mesleki stati ~ BSMJ 10 89 100
5 Okul dis1 ders caligma siiresi (hafta) OUTHOURS 0 70 100
6 Fen 6grenme siiresi (hafta) SMINS 0 800 100
7 Toplam 6grenme siiresi (hafta) TMINS 100 3000 100
8 Test kaygist ANXTEST -2.505 2.549 60
9  Ogretmenin adil olmasi Unfairteacher 1 24 40
10  Evdeki egitim kaynaklari HEDRES -4.370 1.180 80
11  BIT kaynaklart ICTRES -3.270  3.500 100
12 Sosyo ekonomik durum indeksi ESCS -5.130  3.120 100

Bu islemlerin ardindan 12 bagimsiz degisken icin PISA fen okuryazarligini
yordamak amaciyla kullanilan veri madenciligi yontemlerinin giivenirlik ve gegerlik
degerlerinin karsilagtirilmasi agamasina gecilmistir.

Birinci Alt Probleme iliskin Bulgular

PISA Fen basarisini tahmin etmede kullanilan Decision Stump, Hoeffding Tree,
J.48, Lojistik Model, RepTree, Random Forest, Random Tree ve Ridge lojistik
Regresyon yontemleri yardimiyla edilen sonuglarin 10 katli ¢apraz gegerleme yontemi
yardimiyla elde edilen giivenirlik ve gecerlik degerleri ne diizeydedir?
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Farkh yontemlerin karsilastirilmasi. Farkli yontemler yardimiyla elde edilen
giivenirlik degerlerinin karsilastirilmasi amaciyla agirliklandirilmis genel ortalama
degerleri karsilastirilmistir. Her bir yontem i¢in dogru siniflanan 6rnek sayilari, dogru
simiflama oranlari, Kappa istatistigi, mutlak hatanin ortalamasi, hatalarin ortalama
karekdokii ve goreceli mutlak hata degerleri Tablo 6’da gosterilmistir.

Tablo 6
Farkl Yontemler Kullamlarak Elde Edilen Giivenirlik Olgiitleri
Dogru Dogru Kanpa Ortalama Karekik Goreli  Goreli
Algoritma  Smmiflama  Simiflama istat?s‘:i'i Mutlak ?—::t; Mutlak Karekok
Sayis1 Oram 8 Hata Hata Hata
LDecision 50/, g383 0276 0460 0479 9232 96.10
Stump
%‘r'::efd'”g 4085 69.65 0.390 0357 0455 7176 91.8
3.148 3976 67.79 0.351 0382 0492 7679 9867
alojistik 405 7033 0403 0381 0437 7658 87.70
Model
5.RepTree 3946 67.28 0.341 0391 0472 7856 94.65
6. Random
Eorest 4177 71.22 0.420 0378 0434 7601 86.92
i'rsea“dom 3690 6292  0.256 0370 0609 7440 121.98
8. Ridge
Lojistik 4141 70.61 0.409 0384 0438 7711 87.82
Reg.

Tablo 6 incelendiginde dogru smiflama sayisi, dogru simiflama orani, kappa
istatistigi, karekok hata ve goreceli karekdk hata degerleri bakimindan en iyi
sonuglarin Random Forest yontemiyle elde edilirken mutlak hatanin ortalamasi ve
goreceli mutlak hata bakimindan en iyi sonuglarin Hoefding Tree yontemiyle elde
edildigi belirlenmistir. Bunun yaninda dogru siniflanan 6rnek sayisi ve orani, Kappa
istatistigi, hatalarin ortalama karekokii ve goreceli hatalarin karekokii bakimindan en
koti sonuglarin Random tree tarafindan elde edilirken mutlak hatanin ortalamasi ve
goreceli mutlak hata bakimindan en kétii sonuglarin Decision Stump yontemiyle elde
edildigi belirlenmistir.

Bu arastirmada Decision stump, Hoefding tree, J.48, Lojistik model, RepTree,
Random Forest, Random Tree ve Ridge Lojistik Regresyon yontemleri kullanilarak
basarili ve basarisiz olarak smiflama sonuglart igin elde edilen agirliklandirilmis
ortalamalara dayali gegerlik Olgiitleri Tablo 7°de gosterilmistir.
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Tablo 7
Farkli Yontemler Kullanilarak Elde Edilen Gecerlik Olgiitleri
. DP YP Geri F- ROC DG
Algoritma Oram1 Oram Duyarhk Cagirma  Olgiit Matthew Alam__ Egrisi
1. Decision
Stump 0.638 0.361 0.640 0.638 0.639 0.277 0.629 0.596
%‘re'loefd'“g 0697 0307 0696 0697 0696 0390 0758 0.739

3.J.48 0.678 0.328 0.678 0.678 0.677 0.352 0.694 0.649

LLORSUK 0703 0301 0703 0703 0703 0404 0778 0767

5. RepTree 0.673 0.332 0.672 0.673 0.672 0.342 0.718 0.688

ﬁbii':dom 0712 0294 0712 0712 0711 0421 0785 0.777
%Eea”dom 0629 0373 0629 0629 0629 0256  0.628 0.582
8. Ridge 0706 0298 0706 0706  0.706 0.409  0.777 0.765
Lojistik

Tablo 7 incelendiginde Random Forest yontemiyle elde edilen tiim gecerlik
Olciitlerinin diger yontemlerden daha yiiksek oldugu belirlenmistir. ROC egrisi altinda
kalan alanlar karsilastirildiginda Decison Stump, J.48 ve Random tree algoritmalari
ile elde edilen sonuglarin zay1f ve diger algoritmalar tarafindan elde edilen sonuglarin
orta diizeyde oldugu belirlenmistir. Giivenirlik ve gegerlige iliskin elde edilen
sonuglar bir biitiin olarak degerlendirildiginde eger kategorik bir bagimli degisken i¢in
bireyleri siniflamak istenirse en iyi sonuglarin sirasiyla Random forest, Ridge lojistik
regresyon, Lojistik model, Hoefding tree, J.48, RepTree, Decision Stump ve Random
Tree algoritmalart geklinde olacagi goriilmektedir. Eger Kappa istatistigi dikkate
almarak bir siralama yapmak istenirse en iyi sonuglarin sirasiyla Random forest,
Ridge lojistik regresyon, Lojistik model, Hoefding tree, J.48, RepTree, Decision
Stump ve Random Tree algoritmalar1 seklinde olacagi goriilmektedir. Buna gore
dogru smiflama veya kappa istatistigini esas almanin siralamada bir degisiklige neden
olmayacag1 goriilmektedir.

ikinci Alt Probleme iliskin Bulgular

PISA Fen basarisini tahmin etmede kullanilan Decision Stump, Hoeffding Tree,
J.48, Lojistik Model, RepTree, Random Forest, Random Tree ve Ridge lojistik
Regresyon yontemleri yardimiyla edilen sonuglarin test edilen verilerin %5, %10,
%15, %20, %25, %30 ve %35 olmasi durumunda giivenirlik ve gegerlik sonuglart
nasildir?
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Farkh yontemlerden elde edilen sonuglarin karsilastirilmasi. Genel olarak
bakildiginda test edilen veri setinin %15 olmasi durumunda degerlendirme
Olciitlerinin farklilastigi ve oOlgiitlerin tutarli sonuglar {iretmedigi goriilmektedir.
Ogrenme yontemleri hata 6lgiitleri bakimindan kendi icinde karsilastirildiginda en
tutarli sonuglar Ridge regresyon yontemi ve Lojistik model tarafindan elde
edilmektedir. Elde edilen sonuglardan dogru pozitif oranlarmin farkli yiizdeliklerdeki
test verilerinde gosterdigi degisimler Tablo 8’de gosterilmistir.

Tablo 8

Farkly Yontemler Kullanilarak Elde Edilen Dogru Pozitif Oranlart
DP Orani %5 %10 %15 %20 %25 %30 %35
1. Decision Stump 7131 67.91 64.43 64.27 63.50 63.44 63.22
2. Hoefding Tree 70.64 69.96 70.22 69.99 67.80 66.00 63.17
3.J.48 69.96 68.08 66.02 68.28 67.80 65.88 67.65
4. Lojistik Model 7167 7184 73.06 7195 7114 70.60 70.53
5. RepTree 66.89 67.57 7125 67.17 68.62 66.62 66.43
6. Random Forest 72.01 71.16 73.75 7237 73.46 70.83 69.99
7. Random Tree 62.79 62.79 63.97 6163 64.39 60.26 64.39
8. Ridge Lojistik R. 7235 71.67 7272 7161 7135 70.66 70.19

Tablo 8 incelendiginde Lojistik model, Random Forest ve Ridge Regresyon
yontemlerinin farkli biiytlikliikteki test verilerinde en dogru tahmin sonugclarini
verirken test edilen veri seti oran1 %15 oldugunda en yiiksek degere ulastig1 sonra
tekrardan azaldigi goriilmektedir. Hatalarin ortalama karekokiiniin farkli test veri
setlerinde ve farkli yontemlerde nasil bir degisim gosterdigi Tablo 9°da verilmistir.

Tablo 9

Farkli Yontemler Kullanilarak Elde Edilen Hatalarin Ortalama Karekokii
Hata %5 %10 %15 %20 %25 %30 %35
1.Decision Stump 0.459 0469 0478 0478 0.481 0.481 0.481
2.Hoefding Tree 0.452 0.464 0.458 0.456 0.469  0.495 0.537
3.J.48 0.462 0.491 0.511 0.498 0.487 0.522 0.499
4.Lojistik Model 0.425 0.434 0.428 0.435 0.432 0.438 0.439
5. RepTree 0.463 0.463 0.455 0.476 0.478 0.481 0.480
6. Random Forest 0.429 0.431 0.420 0.429 0.427 0.435 0.436
7. Random Tree 0.609 0.609 0.600 0.619 0.596 0.630 0.596

8. Ridge Lojistik R. 0425 0434 0429 0.433 0.432  0.437 0.438

Tablo 9 incelendiginde Lojistik model, Random Forest ve Ridge Regresyon
yontemleri farkl biiyiikliikteki test verilerinde en diisiik hata degerlerini vermistir. En
diisiik hata degerlerinin test edilen veri seti oran1 %15 oldugunda elde edildigi ve daha
sonra tekrar arttigi goriilmektedir. Sonuglarin daha iyi anlagilmasi bakimindan
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Hatalarin Ortalama Karekdkii degerlerinin farkli yontemler altindaki degisimi Sekil
5’te gosterilmistir.

0,65
1.Decision
Stump
0.60 1 2. Hoefding
Tree
— 3. ].48
0,55
4. Lojistik
Model
——5_RepTree
0,50 -
5. Random
Forest
0.45 7. Random
= e EEE—— — Tree
—_— — — =
8. Ridge
0,40 T T T T - . Lojistik Reg.
5% 10% 15% 20% 25% 30% 35%

Sekil 5. Farkli algoritmalar kullanilarak elde edilen hatalarin degisimi.

Sekil 5 incelendiginde Random Tree yonteminin en yiiksek hata degerine sahip
oldugu ve ikinci en yiliksek hata degerlerinin J.48 yontemi ile elde edildigi
goriilmektedir. Bunun yaninda en diisiik hata degerlerinin Ridge regresyon, Random
forest ve Lojistik modele ait oldugu goriilmektedir. Ayrica bu yontemlerle elde edilen
hata degerlerinin farkl yilizdelikteki test verilerinde de tutarli oldugu belirlenmistir.

Uciincii Alt Probleme iliskin Bulgular

PISA Fen basarisini tahmin kullanilan Decision Stump, Hoeffding Tree, J.48,
Lojistik Model, RepTree, Random Forest, Random Tree ve Ridge Lojistik Regresyon
yontemleriyle edilen sonuglarin karisiklik matrisiyle hesaplanan dogruluk dereceleri
ne diizeydedir?

Caligmanin t¢ilincii alt probleminde veri setini test ve egitim verisi olarak
ayirmaylp ayni veri seti iizerinden hem Ogrenme yontemini egitip hem de test
ettigimizde elde edilen sonuglarin dogruluk dereceleri belirlenmistir. Ayn1 veri seti
iizerinden hem egitilip hem de test edilen 6grenme yontemlerinin dogruluk oranlari
ile bagarili ve basarisiz olarak tahmin ettigi 6grenci sayilari Tablo 10’da gosterilmistir.
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Tablo 10

Farkli Ogrenme Yontemlerine Iligkin Karisikluk Matrisi ve Dogruluk Oranlar:
Genel Basar

gigj;::nn:ie Kanisikhik Matrisi (Dogru Simiflama
Oram %0)
Basarili Basarisiz
. Basarili 1959 1137
Decision Stump Basarisiz 082 1787 63.87
. Basarili 2296 800
Hoeffding Tree Basarisiz 1025 1744 68.88
Basarili 2681 415
J.48 Basarisiz 702 2067 80.95
L Basarili 2352 744
Lojistik Model Bagarisiz 894 1875 72.07
Basarili 2578 518
RepTree Basarisiz 796 1973 77.59
Basarili 3096 0
Random Forest Basansiz 0 2769 100
Basarili 3096 0
Random Tree Basarisiz 0 2769 100
. Basarili 2290 806
Ridge Regresyon Basarisiz 910 1859 70.74

Tablo 10 incelendiginde ayni veri seti {izerinde hem 6grenme ydnteminin
egitilmesi hem de test edilmesi sonucunda Random Forest ve Random Tree
yontemlerinin tiim 6grencileri dogru siniflayarak %100 dogru siniflama oranina sahip
olduklar1 belirlenmistir. Bu yontemlerin ardindan en iyi dogru siniflama oranina sahip
Ogrenme yonteminin J.48 algoritmasi oldugu ve basari oraninin % 80,95 oldugu
belirlenmistir. En diisiik dogru siniflama oranina sahip dgrenme yonteminin Decision
Stump ve basar1 oraninin % 63,87 oldugu saptanmistir. Her ne kadar 10 katli capraz
gecgerleme yontemiyle basart orant %67,28 olan Random tree ve basari orant %67,79
olan J.48 yontemleri, veri setinin egitim ve test verisi olarak ayrilmamasi durumunda
sirastyla %100 ve %80,95 gibi daha yiiksek dogru siniflama oranina sahip olduklari
goriilmektedir. Elde edilen bu sonucun asirt uyum gosterme (over fitting) olarak
bilinen sorundan kaynaklandigi diisiiniilmektedir. Zhou ve Cervantes (2016) asir1
uyum gosterme sorununun Orneklemin evrenin iyi bir temsilcisi olmamast ve bu
sebeple egitim setindeki varyansin yiiksek olmasi ile egitim veri setindeki yanlig sinif
ozellikleri ve yanlis sinif etiketi gibi giiriiltiilii durumun olmasindan kaynaklandigini
belirtmektedir. Bu sebeple yeterli delil olmamasi durumunda agag¢ biiyiimesinin
durdurulmasi veya daha fazla diigiimiin olusmasina engel olunmasi gibi ¢6ziim
yontemleri Onerilmektedir (Bramer, 2013). Arastirma sonucunda rastgele agac
yonteminin yeterli kanit olmamasina ragmen biiyiimeye devam etmesi sonucunda
aslinda gergekci olmayan %100 gibi bir bagar1 oranina sahip oldugu goriillmektedir.
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Tartisma, Sonu¢ ve Oneriler

Arastirmadan elde edilen sonuglar alt problemlere iligkin basliklar altinda
agiklanmistir.

Birinci Alt Probleme iliskin Sonuclar

Calismanin birinci alt probleminde verileri egitim ve test verisi olarak ayirmadan
dogrudan 10 katli ¢apraz gecerleme yontemi yardimiyla kullanilan veri madenciligi
tahmin yontemlerinin giivenirlik ve gegerlik degerleri karsilagtirilmistir. Kullanilan
giivenirlik 6l¢iitlerinden dogru siniflanan 6rnek sayisi, kappa istatistigi, mutlak hata
ve ortalama hatalarin karekokiine gére en iyi tahmin ydnteminin Random forest
oldugu belirlenmistir. Elde edilen bu sonu¢ Liaw ve Wiener (2002) ile Svetnik, Liaw,
Tong ve Wang (2004) tarafindan yapilan ¢aligmalarla benzerlik gostermektedir.
Random forest yonteminde bir smiflandirict yerine birden c¢ok siniflandirici
kullanilmasi ve sonrasinda onlarin tahminlerinden elde edilen sonuglar ile yeni veriyi
smiflandiran 6grenme algoritmalari olusturuldugu icin daha az hatali ve daha
giivenilir sonuglar elde edildigi diisiiniilmektedir (Strobl, Malley ve Tutz, 2009).
Daha sonra sirastyla Ridge Lojistik Regresyon, Lojistik model, Hoeffding Tree, J4.8,
RepTree, Decision Stump ve son olarak Random Tree yontemlerinin en az hataya
sahip ve en giivenilir yontemler oldugu belirlenmistir. Bunun yaninda tahminleme
yontemlerinin gegerlik Olgiitlerinden dogru pozitif, yanlis pozitif, duyarlik, geri
cagirma, f-degeri, MKK, ROC egrisi altinda kalan alan ve Duyarlik-geri getirme (DG)
egrisine gore en iyi yontemin Random forest oldugu belirlenmistir. Daha sonra
gecerlik Olciitlerine gore sirasiyla Ridge Lojistik Regresyon, Lojistik model,
Hoeffding Tree, J4.8, RepTree, Decision Stump ve son olarak Random Tree
yontemlerinin daha basarili olduklari belirlenmigtir. Elde edilen sonuglar birlikte
degerlendirildiginde yontemlerin giivenirlik ve gegerlik dl¢iitleri bakimindan basari
sirasinda bir farklilik olmadigi, her bir yontemin kendi ic¢inde kararli oldugu
belirlenmistir. Alanyazinda en ¢ok kullanilan ydntem olarak goriilen J4.8 algoritmast
orta diizeyde bir basar1 gostermistir. Bunun yerine Random forest, Ridge lojistik
regresyon, lojistik model ve Hoeffding tree yontemlerinin hem hataya dayali
giivenirlik degerleri hem de gegerlik 6l¢iitleri bakimindan daha basarili yontemler
oldugu belirlenmistir.

ikinci Alt Probleme iliskin Sonuclar

Calismanin ikinci alt probleminde farkli yontemler yardimiyla test edilen
verilerin %35, %10, %15, %20, %25, %30 ve %35 olmasi durumunda elde edilen
sonuglarin giivenirlik ve gecerlik degerleri karsilastirilmistir. Sinha ve May (2005)
bekletme yaklasimi olarak da bilinen egitim ve test veri seti yonteminin model
performansini tahmin etmede biiylik 6rneklem gruplarinda basarili olurken goreli
olarak daha kiigiik gruplarda bu ydntemin normalden daha iyimser sonuglar
verecegini belirtmektedir. Bu sinirliligt ortadan kaldirmak icin tesadiifi olarak
belirlenen egitim ve test veri setlerinin ortalamasi alinarak elde edilen g¢apraz
gecerleme yonteminin kullanilmasi 6nerilmektedir (Weiss ve Kulikowski, 1991). Bu
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nedenle bu arastirmada farkli veri setlerinde O0grenme yontemlerinin nasil bir
performans gosterdigi incelenmis ve dogru pozitif oranlart bakimindan en iyi
sonuglarin sirastyla Ridge lojistik regresyon, Random forest, Lojistik model, Decision
stump, Hoeffding tree, J4.8, Rep tree ve Random tree yontemleri tarafindan elde
edildigi belirlenmistir. Ortalama hatalarin karekdkleri esas alinarak kargilagtirma
yapildiginda en diigiikk hata degerlerinin tiim orneklem gruplarinda sirasiyla Ridge
lojistik regresyon, Random forest, Lojistik model, Hoeffding tree, Decision stump,
J4.8, Rep tree ve Random tree yontemleri tarafindan elde edildigi belirlenmistir.
Yontemlerin farkli 6rneklem gruplarinda nasil bir degisim gosterdigi incelendiginde
Decision stump yonteminin test edilen veri seti %15 ve iizerinde olmast durumunda
daha kararli bir kestirim yaptig1 saptanmistir. Hoeffding tree yonteminin test edilen
veri seti %20’ye kadar olmasi durumunda kararli sonuglar iiretirken bu degerden sonra
hata degerlerinin artarken kappa istatistifinin azaldigi belirlenmistir. J4.8
algoritmasinin hata degerlerinin farkli 6rneklemlerde hem arttigt hem de azaldig
goriilmiis ve elde edilen sonuglarin kararli olmadig1 saptanmistir. Lojistik modelde
test edilen veri setinin hata ve kappa istatistiginde anlaml diizeyde bir farkliliga neden
olmadigi ve yontemin oldukga kararli kestirim yaptigi belirlenmistir. Rep tree
yonteminin de hata degerlerinin farkli veri setlerinde hem arttigi hem de azaldig
goriilmiis ve elde edilen sonuglarin kararli olmadigi saptanmistir. Random forest
yontemi farkli veri setlerinde hata degerleri bakimindan kararli kestirimlerde
bulunurken sadece kappa istatistiginin %15-%25 araliginda bir miktar artti§i1 sonra
tekrar ayni diizeye indigi belirlenmistir. En yiiksek hata degerlerine sahip olan
Random tree yonteminin test edilen veri setinin %15 oluncaya kadar nispeten kararli
kestirimlerde bulunurken sonrasinda test edilen dl¢iitlerde artma ve azalmalar oldugu
goriilmiistiir. En iyi kestirimde bulunan Ridge regresyon ydnteminin tiim test
verilerinden oldukga kararli kestirimlerde bulundugu belirlenmistir.

Uciincii Alt Probleme iliskin Sonuclar

Caligmanin igiincii alt probleminde farkli yontemler yardimiyla elde edilen
6lgme sonuglariin veri setini test ve egitim verisi olarak ayirmayip ayni veri seti
iizerinden hem &grenme yontemini egitip hem de test ettigimizde karigiklik matrisi
yardimiyla elde edilen sonuglarin dogruluk dereceleri karsilastirilmistir. Buna gore
Random forest ve Random tree yontemlerinin tiim drnekleri dogru olarak siniflayarak
en yiiksek smiflama oramna sahip oldugu belirlenmistir. Ugiincii en yiiksek dogru
smiflama oranina sahip J4.8 algoritmasini sirastyla Rep Tree, Lojistik model, Ridge
regresyon, Hoeffding tree ve Decision stump yontemleri takip etmektedir. Ayn1 veri
seti iizerinde kestirimde bulunuldugu taktirde aslinda hatali ve diisiik dogru siniflama
oranlarina sahip olan Random tree ve Rep tree yontemlerinin %100 gibi oldukca
basarili birer algoritma olarak belirlenmesi oldukg¢a diisiindiiriiciidiir. Bu sorun veri
madenciliginde asir1 uyum gdsterme (overfitting) olarak tanimlanan sorundur
(Domingos, 2012). Her ne kadar asir1 uyum gdsterme sorunu yanli kestirim ve yiiksek
varyans gibi farkli sekillerde ortaya cikabilse de ayni veri seti iizerinde ¢alismak bu
soruna neden olabilmektedir (Domingos, 2000). Bu sorunu ortadan kaldirmanin en iyi
yontemlerinde biri de ¢apraz gegerleme uygulamaktir (Ng, 1997). Aragtirmada ¢apraz
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gecerleme yontemi uygulandiginda asir1 uyum gosteren Random Tree ve RepTree
yontemlerinin genel bagar1 oranlariin oldukga diistiigii belirlenmistir. Bu sonuca gore
alanda caligma yapacak arastirmacilarin topladiklari verileri egitim ve test veri seti
olarak ayirmamalar1 halinde kullanacaklar1 yontemlerin hatali sonuglar verecegi
goriilmektedir. Bu sebeple arastirmacilarin veri madenciligi alaninda ¢alisma
yaparken test edilen veri setini en az %15 ve tizerinde tutmalari gerekmektedir. Bunun
yaninda daha kararli ve daha dogru kestirimlerde bulunmak i¢in ¢apraz gegerleme
yontemlerini kullanmalar1 ve bu agsamada kullanacaklar1 katman sayisinin en az 10 ve
lizeri olmasi 6nerilmektedir.

Model degerlendirme o6lgiitlerinden ROC egrisi altinda kalan alanlarin
incelenmesinde Elayidom (2012) tarafindan yapilan degerlendirme kriterleri esas
almmistir. Buna gore egri altindaki alan 1.00-0.90 aras1 miikemmel, 0.80-0.89 arast
iyi, 0.70-0.79 arast normal, 0.60-0.69 aras1 zayif ve 0.50-0.59 aras1 basarisiz olarak
yorumlanmaktadir. Calismada farkli algoritmalar yardimiyla 10 kathh c¢apraz
gecerleme sonucunda sirasiyla Random forest, lojistik model, Ridge lojistik
regresyon, Hoeffding tree ve Rep tree yontemlerinin basarili ve basarisiz olarak
tanimlanan Ggrencileri normal seviyede tahmin ederken J4.8, Random tree ve
Decision stump yontemlerinin zayif olarak tamimlanan seviyede kestirimde
bulunduklar1 belirlenmistir. Mehdiyev, Enke, Fettke ve Loos (2016) tarafindan
yapilan benzer bir ¢alismada en dogru kestirimlerin sirasiyla yapay sinir aglari,
Random forest, Lojistik regresyon, Radyal temelli aglar ve C4.5 yontemleri tarafindan
gerceklestirildigi goriilmektedir. Elde edilen bu sonu¢ arastirmanin bulgulartyla
benzerlik gostermektedir. Sonu¢ olarak Weka programinda yer alan sekiz farkli
o6grenme yonteminin farkli degerlendirme olgiitleri altinda en iyi sonuglar Random
forest, Ridge regresyon yontemi ve lojistik model tarafindan elde edilmistir.

Oneriler

Arastirmadan elde edilen bulgulara dayali olarak asagidaki Onerilerde
bulunulmustur.

1. Degisken sayisimi azaltmak ve en cok bilgi veren ozellikleri belirleme
amaciyla farkli yontemlerle 10 katli ¢apraz gegerleme yaklagimi ile ¢aligma
kapsaminda kullanilacak degisken sayist 29°dan 12’ye indirilmistir. Elde
edilen bulgulara dayali olarak fen basarisinin yordanmasi amaciyla sinirl
sayida bagimsiz degisken almak yerine c¢ok sayida degiskenin farkl
katmanlardaki dogru tahminleme basarilari incelenerek daha tutarli ve
giivenilir kestirimler elde edilebilir.

2. Caligma kapsaminda elde edilen sonuglarin giivenirligine iligkin delil
sunmak amaciyla mutlak ve bagil hata degerlerinin farkli birimlerle ifade
edildigi belirlenmistir. Elde edilen bu bulguya dayali olarak veri
madenciliginde elde edilen sonuglarin giivenirligine iliskin bilgi vermek
amaciyla ortalama hatalarin karekokiiniin yaninda standartlagtirilmis hata
degerlerinin rapor edilmesi 6nerilmektedir.
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. Veri madenciliginde 6rneklemin yeterince biiylik olmasi ve {izerinde

calisilan 6grenme yontemini ayn1 veri seti lizerinde egitmek ve test etmek
yerine c¢apraz gecerleme gibi yOntemlerin kullanilmasinin  gerektigi
goriilmektedir. Aksi takdirde asir1 uyum gosterme sorunuyla karsilasilacagi
belirlenmistir. Bu sebeple ayni veri setinin hem test hem de egitim i¢in
kullanilmamast dnerilmektedir.

. Caligmadan elde edilen giivenirlik ve gegerlik 6l¢iitlerinin farkli 6rneklem

biiyiikliiklerinde degiskenlik gosterdigi belirlendiginden 6rneklemin 1000 ve
tizerinde olmasi durumunda test edilen veri setinin en az %15 ve iizeri olmasi
gerekmektedir. Aksi taktirde elde edilen sonuglarin tutarli olmayacaginin géz
oniinde bulundurulmasi gerekir.

. Veri madenciliginde elde edilen sonuglari sadece karisiklik matrisinden elde

edilen dogruluk degerlerine gore yorumlamak yerine duyarlik, segicilik,
ROC egrisi altinda kalan alan, Matthew korelasyon katsayisi, F-0lgiitii ve
Geri ¢agirma gibi standart Slgiitlerin de mutlaka raporlanarak elde edilen
sonuglarin giivenirlik ve gecerligine iligkin birden fazla degerin rapor
edilmesi Onerilebilir.Bu sayede giivenirlige ve gegerlige iliskin birden fazla
delil sunulmus olacaktir.

. Veri madenciliginde o0zellikle Weka programinda yer alan 0grenme

yontemlerinden Random forest, lojistik model (LMT) ve Ridge regresyon
yontemlerinin farkli kosularda altinda genellikle en giivenilir ve gegerli
sonuglari elde ettigi belirlendiginden basarinin yordanmasi veya siniflama
amaciyla yapilacak galismalarda bu 6grenme yontemlerinin kullanilmasi
Onerilmektedir.

. Ozellikle lojistik modelde basarili ve basarisiz olarak siniflanan 6grencilere

iligkin elde edilecek modelde degiskenler arasindaki iliskinin tek bir
regresyon denklemi ile modellenmesi yerine farkli 6zellik degerlerine gore
¢ok sayida regresyon denklemi kullanarak dogru siniflama orani artirilabilir.

. Bekletme yonteminde test veri setinin en az %15 ve iizeri olmasi durumunda

gegerlik ve giivenirlik Slgiitlerinin en yliksek degere ulagsmasi sabebiyle bu
alanda g¢alisma yapacak arastirmacilarin daha diisilk orandaki test veri
setlerinden elde edecekleri sonuglara dikkat etmeleri onerilmektedir.

Simirhhiklar

Arastirmanin sinirliliklar agsagida verilmistir.

1. Veri madenciliginde kullanilan giivenirlik 6lgiitlerinin goreceli ve yiizdelik

olarak ifade edilmesi sebebiyle bu 6lgiitlerin kiyaslanabilir nitelikte olmadig1
belirlenmistir. Bu nedenle standart dlgiitlerin arastirmacilar tarafindan daha
kolay anlagilabilecegi diigiiniildiigiinden daha farkli giivenirlik olgiitlerinin
belirlenmesinin gerektigi diistiniilmektedir.
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2. Calismada model degerlendirme yaklasimlarindan 10 katli ¢apraz gecerleme
yonteminin kullanilmasi arastirmanin sinirliligi olarak goriilmektedir. Bunun
yerine k=5, 10, 15 ve 20 alinarak elde edilen sonuglar karsilastirilarak daha
kararli bulgular elde edilebilir.
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Purpose and Significance

The day of the information age, data is collected from a wide variety of sources.
With the help of this information, it is estimated about their behavior based on many
different characteristics of individuals. At this stage, data mining methods are used
especially in recent years. In this study, it is aimed to determine how the reliability
and validity values of the results obtained by different learning methods used in data
mining vary under different conditions. Within the scope of this aim, “What are the
reliability and validity values of the data mining classification algorithms used to
predict the success of the students who participated in the PISA exam in terms of
science literacy?* was sought. In the first sub-problem of the study, the reliability and
validity values which estimating the science achievement obtained with the
Regression methods of Decision Stump, Hoeffding Tree, J.48, Logistic Model,
RepTree, Random Forest, and Logistic Model, with the help of 10-fold cross
validation method were determined. In the second sub-problem the results obtained
with the help of Decision Stump, Hoeffding Tree, J.48, Logistic Model, RepTree,
Random Forest, Random Tree and Ridge Logistic methods tested in 5%, 10%, 15%,
20%, 25%, 30% and 35% because of determining the level of reliability and validity.
In the third sub-problem the degree of accuracy obtained with the help of the
confusion matrix was determined with the help of Decision Stump, Hoeffding Tree,
J.48, Logistic Model, RepTree, Random Forest, Random Tree and Ridge Logistic
methods.

Method

The WEKA program was used in the study in which the data mining methods
were used to determine the reliability and validity values of the data mining estimation
methods used in this process. For the purposes of the study, the study group consisted
of 15 age group students who participated in the PISA 2015 exam organized by OECD
and registered in formal education. Examination total of around 540,000 students from
72 countries participated and 5895 were from Turkey. The universe of Turkey PISA
2015 exam is 1.324.089 and the avaible sample of Turkey is 925.366 students. The
data used in the study was obtained from the official web site of OECD, which was
published in 2017 and was published on the
http://lwww.oecd.org/pisa/data/2015database/ OECD website. In the research, use of
information technology, student's past science experience, the support provided for
family learning, the number of schools where students change and family perceive
that school quality variables are could not be included in the analysis due to the
questions left blank and / or not answered. In the 10-fold cross validation analysis, it
was determined that the variables had a significant effect on at least 4 layers.
Accordingly, the number of input variables total of 12, covered in the study are based
on inquiry Science education, sensitivity to the environment, scientific beliefs,
expected professional status from students, out-of-school study time (weeks), duration
of science learning (week), total learning period (week), test anxiety, fairness of the
teacher, educational resources at home, ICT resources and socioeconomic status
index. PISA science literacy scores of students in the first phase of the research, which
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is below the average in Turkey fails 425.00 points (0), is accepted as successful and
this score as coded 1. According to the results of the two categories, 2769 of the 5865
students were classified as successful (47.20%) and 3096 (52.8%) of the students as
failed. In the second phase of the study, a model was created to predict students' PISA
science literacy performance by using independent variables (Hastie, Tibshirani and
Friedman, 2009). Because students' performance in the PISA exam is coded as
Successful and Unsuccessful, this is a classification problem and estimations have
been made using data mining classification methods (Olmo, Romero and Ventura,
2012). For this purpose, Decision Stump, Hoeffding Tree, J.48, Logistic Model,
RepTree, Random Forest, Random Tree and Ridge Logistic Regression methods were
used. In the third phase of the study; The reliability and validity values of the students
classified as successful and unsuccessful with the classification algorithms
determined within the scope of the research were examined. Reliability criteria as
correct classification rate, correct classification number, Kappa statistic, mean
absolute error, square root error, relative absolute error and relative square root error
values, and validity criteria as correct criterion, false positive rate, sensitivity, recall,
F- criterion, Matthew correlation coefficient, area under ROC curve and Area-
Sensitivity-Recall curve are used. In order to determine the external validity of the
results obtained from the Weka program, analyzes were performed again in the Matlab
program and the correct classification rates of both programs were compared over the
same training and test data set. 66.6% of the data obtained from 5865 students who
participated in the PISA 2015 exam was divided into training (N = 3870) and 33.3%
(n = 1995) as the test data set. The overall success rate was determined as 71,03%
(2749/3870) by 1392 students who failed and 1357 students who were successful in
the realization by classifying method in the Weka program. Following the
introduction of the same data into the Matlab2017b program as a set of training and
test data, the overall success rate was determined to be 70.31% (2721/3870), with
1039 successful individuals who failed in the training data set and were actually
successful by the classification method. Overall the correct classification rate of Weka
program was 71,03% and 69,90% in Matlab program.

Results

Weighted general average values were compared in order to compare the
reliability values obtained with different methods in the first sub-problem of the study.
Accurate classification rates for each method, correct classification rates, Kappa
statistics, average of absolute error, mean square root of errors and relative absolute
error values were determined. Accordingly, the best results in terms of the correct
classification, correct classification rate, kappa statistics, square root error and relative
square root error values were obtained by the Random Forest method. Besides this, it
was determined that the best results were obtained by Hoefding Tree method in terms
of the mean of absolute error and relative absolute error. In addition to this, while the
number and number of samples correctly classified, the Kappa statistics, the mean
square root of the errors and the square root of the relative errors, the worst results are
obtained by the Random tree. It was determined that the worst results were obtained
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by Decision Stump method in terms of the mean of absolute error and relative absolute
error. When the validity criteria obtained by using different methods were compared,
it was determined that all validity criteria obtained by Random Forest method were
higher than other methods. When the results obtained for reliability and validity are
evaluated as a whole it is seen that the best results are random forest, Ridge logistic
regression, Logistic model, Hoefding tree, J.48, RepTree, Decision Stump and
Random Tree algorithms, respectively. If you are asked to make a ranking considering
the Kappa statistic it is seen that the best results will be in the form of Random forest,
Ridge logistic regression, Logistic model, Hoefding tree, J.48, RepTree, Decision
Stump and Random Tree algorithms respectively. Accordingly, it was determined that
using the correct classification or kappa statistic would not cause a change in the
ranking.

In the second sub-problem of the study, it was determined that the reliability and
validity results of different methods were 5%, 10%, 15%, 20%, 25%, 30% and 35%.
According to this, the logistic model, Random Forest and Ridge Regression methods
gave the most accurate estimation results in different sized test data and it was
determined that the data set rate was 15% when it reached the highest value and then
decreased again. Besides, Logistic model, Random Forest and Ridge Regression
methods have the lowest error values in different size test data. It is observed that the
lowest error values are obtained when the rate of the data set is 15% and then increased
again.

In the third sub-problem of the study, it was determined that the level of accuracy
calculated by the confusion matrix of different methods. According to this, Random
Forest and Random Tree methods were determined to have a 100% accurate
classification rate. Following these methods, it was determined that the learning
method with the best correct classification ratio was J.48 algorithm and the success
rate was 80.95%. Decision Stump method’s success rate were found to be 63.87%.
However via 10-fold cross validation method Random tree with a success rate of
67.28% and J.48 methods with a success rate of 67.79%, if the data set is not separated
as education and test data, it is seen that they have a higher correct classification rate
as 100% and 80.95% respectively.

Discussion and Conclusions

It is determined that the best estimation method according to the square root of
the categorized samples, kappa statistic, absolute error and mean errors is Random
forest. In the random forest method, it is thought that the use of multiple classifiers
instead of a classifier and then the results obtained from their estimates and learning
algorithms that classify the new data are generated, and therefore less faulty and more
reliable results are obtained (Strobl, Malley and Tutz, 2009). The J4.8 algorithm,
which is the most commonly used method in the literature, showed a moderate
success. Instead, Random forest, Ridge logistic regression, logistic model and
Hoeffding tree methods were found to be more successful methods in terms of error-
based reliability values and validity criteria.



