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Oz

Hastalikli kisilerde hastaligin teshisinin 6nceden yapilmasi, tanisinin konulmasi ve gerekli dnlemlerin alinmasina yardimci
olmalarindan dolay1 dbekleme algoritmalarinin performansi biyomedikal aragtirmalarda ¢ok énemlidir. Ancak, cogu 6bekleme
algoritmas1 benzerlik metrigi olarak Oklid uzakligim kullanir. Oklid uzakhig1 verilerin varyanslarim esit kabul eder. Giiriiltiilii
veya aykir1 degerlerin veriye bulasmasi durumunda, geleneksel Oklid uzakligi kullanan Sbekleme yontemlerinin performansi
oldukca diismektedir. Bu ¢alisma, yukarida bahsedilen olumsuzluklari gidermek i¢in kernel tabanli 6bekleme yontemlerinden
biri olan Elipsoit Destek Vektor Obekleme (EDVO) algoritmasim &nerir. EDVO algoritmasinda, dnceden dbek sayisinin
belirtilmesine gerek yoktur. Ayrica, EDVO algoritmasi, mahalanobis benzerlik 6l¢iisiinii kullanarak verilerin dagilimima uygun
kiimelenme sekilleri iiretebilir. Onerilen EDVO algoritmasi hem gercek biyomedikal verilere hem de sentetik verilere
uygulanms ve daha sonra geleneksel kiimeleme ydntemleri ile karsilastirilnustir. EDVO algoritmasinin dogruluk, 6zgiilliik ve
duyarlilik agisindan iyi bir performans gosterdigi gdzlemlenmistir.
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Abstract

The performance of clustering algorithms is very important in biomedical research because they help in the pre-diagnosis of
diseases, recognize diseases and take necessary precautions in diseased people. However, most clustering algorithms use the
Euclidean distance as a similarity metric. Euclidean distance assumes the variances of the data samples are equal. The
performance of traditional clustering methods that use Euclidean distance is quite low if the data contains noise or outlier samples.
This study proposes the Ellipsoidal Support Vector Clustering algorithm, which is one of the kernel-based clustering methods,
in order to eliminate the above mentioned problems. In the ESVC algorithm, there is no need to specify the cluster number in
advance. Moreover, the ESVC algorithm is capable of generating clustering shapes that are appropriate to the distribution of data
using the mahalanobis similarity metric. The proposed ESVC algorithm was applied to both real biomedical data and synthetic
data and then compared to conventional clustering methods. It has been observed that ESVC algorithm performs well in terms
of accuracy, specificity and sensitivity.
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1. GIRIS

Denetimsiz 6grenme yontemlerinden biri olan &bekleme
algoritmalarimin amaci, smurlt bir veri kiimesini, kiimeler
arasi benzerligi en aza indirecek sekilde sonlu sayida
Obeklere ayirmaktir [1]. Bu ayirma isleminin sonucunda,
ayni obek icinde yer alan veriler birbirine biiyiik oranda
benzer oOzellikler gosterirken, farkli Obeklerde yer alan
veriler de s6z konusu benzerlik olduk¢a azalmaktadir [2].
Siniflandirma problemlerinden farkli olarak, Gbekleme
problemlerinde verilere ait etiket bilgileri 6nceden
bilinmemektedir [3].

Obekleme algoritmalar;, dbekleme sonucu elde edilen
verileri  kullanarak ilgili alanda yeni kararlarin
verilebilmesini saglar. Ornegin, hastalikl kisilerde, hastalik
teshisinin dnceden yapilmasi, tanisinin konulmasi ve gerekli
Onlemlerin alinmasinda 6bekleme yontemleri ilk bagvurulan
yontemler arasindadir. Ozellikle, k-merkez (k-means)
Obekleme [4], hiyerarsik 6bekleme [5], bulanik C-merkez
(Fuzzy C-Means - FCM) oObekleme [6] gibi algoritmalar
biyomedikal arastirmalarda siklikla kullanilmaktadir.

Son zamanlarda, farkli 6bekleme algoritmalarinin ayni
veriler ~ {izerinde  uygulanmasi  ve sonuglarinin
(performanslarinin) karsilastirilmasina iliskin ¢alismalarin
sayisinda dnemli bir artig goriilmektedir. Velmurugan [7], k-
merkez ve FCM Obekleme algoritmalarini haberlesme veri
setine uygulamis ve performans tabanli analizini
gerceklestirmistir.  Velmurugan  k-merkez  Gbekleme
algoritmasina ait hesaplama siiresinin FCM 06bekleme
algoritmasina ait hesaplama siiresinden daha kisa stirdiigiinii
ancak giriiltiiye kars1 daha hassas oldugunu vurgulamustir.
Erken [8], k-merkez, spektral ve Girvan-Newman dbekleme
algoritmalarini g6giis kanseri veri setine uygulayarak art1 ve
eksi yonlerini incelemistir. Elde edilen sonuglardan, k-
merkez Obekleme algoritmasinin en hizli sonucu veren
algoritma oldugu, spektral dbekleme algoritmasinda bazi
sapmalarin ortaya c¢iktigi ve son olarak Girvan-Newman
Obekleme algoritmasinda da c¢ok fazla siireye ihtiyag
duyuldugu saptanmustir. Sharma ve ark. [9], hiyerarsik
maksimum olasilik tabanli 6bekleme algoritmas: ile k-
merkez Obekleme  algoritmasini  genom  verilerine
uygulayarak dbekleme performanslarini karsilagtirmislardir.
Buna gore, ozellikle st tste ¢akisan Obeklerde hiyerarsik
maksimum olasilik tabanli 6bekleme algoritmasinin daha iyi
sonu¢ verdigini ve bOylece veri sayisinin, verinin
boyutundan daha az oldugu durumlarda bile kullanish
oldugunu gostermistir.

Yukarida bahsi gegen bekleme algoritmalari, veri rnekleri
arasinda benzerlik metrigi olarak, Oklid uzakhigim
kullanirlar. Oklid uzaklig1 verilerin varyanslarini esit kabul
eder. Ancak, ¢ogu gergek diinya verisi farkli varyansta
veriler igerebilir.

Son yillarda, verinin dagilimi hakkinda ©n bilgi
gerektirmeksizin  calisabilmesi ve kullanilan  kernel
(cekirdek) fonksiyonundaki parametre sayesinde veriye
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uygun &bek sinirlarini olusturabilmesi gibi 6zelliklerinden
dolay1, Destek Vektor Obekleme (DVO) yontemi oldukca
dikkat ¢ekmistir [10-15].

DVO algoritmas ile gergeklestirilen 6bekleme islemlerinde,
k-merkez ve FCM 06bekleme algoritmalarinda oldugu gibi,
veri Ornekleri arasinda, benzerlik metrigi olarak Oklid
uzakhgr kullamlir. Oklid uzakhginda, veri &rnekleri
arasindaki farkin karesi minimize edilir. Eger giiriiltiilii veya
aykirt ornekler veri setinde bulunursa, Oklid metrigini
kullanan 6bekleme algoritmalarinda hatali 6beklerin elde
edilmesi kagmilmaz olur. Yukarida belirtilen problemin
iistesinden gelmek i¢in, Wang ve ark. [16], Oklid uzaklig
yerine Mahalanobis uzaklig1 kullanan kernel tabanli yeni bir
Obekleme algoritmasini 6nermis ve Elipsoit Destek Vektor
Obekleme (EDVO) algoritmasi olarak adlandirmustir.

Literatiirde, herhangi bir hastaliga ait verilerin analizinde,
EDVO yénteminin uygulandigi bilimsel bir calismaya
rastlanmamistir. Ancak, yakin ge¢miste, fonksiyonel MRI
verisinde aktif bolgelerin tespit edilmesi icin EDVO
algoritmast Onerilmistir [16]. Elde edilen sonuglardan,
EDVO algoritmasinin k-merkez ve FCM gibi geleneksel
Obekleme algoritmalarindan daha iyi bir performans
gosterdigi gozlemlenmistir.

Bu ¢alismada, EDVO yontemi ilk kez sentetik yiiziik (Ring)
veri seti ile University of California Irvine (UCI) veri
deposundan [17] alinan Hepatit ve Parkinson hastaliklarina
ait gercek veri setlerine uygulanmistir. Ayrica, s6z konusu
veri setleri iizerinde, literatiirde yaygin olarak kullanilan k-
merkez, hiyerarsik ve FCM gibi gelencksel obekleme
algoritmalar1 ile EDVO algoritmasinin karsilastirmali
performans analizleri de gergeklestirilmistir.

Makalenin geri kalan kismi; 2. boliimde DVO algoritmasinin
ozeti ve EDVO algoritmasinin teorik detayindan, 3. boliimde
onerilen EDVO yontemi ile FCM, k-merkez, hiyerarsik gibi
literatiirde yaygin olarak kullanilan 6bekleme yontemlerinin
performans analizinden ve son bdliimde sonug ve gelecekte
yapilmasi diigiiniilen ¢aligmalara ait bilgilerden olusur.

2. MATERYAL VE YONTEM

Bu béliimde, ¢alismanizda kullanilan EDVO algoritmasi
teorik ayrmtilari ile agiklanmistir. EDVO, DVO algoritmast
temel alinarak olusturulan bir algoritmadir. Bundan dolayi,
ilk olarak, DVO algoritmasinin teorik altyapisi verilmis
ardindan EDVO algoritmasinin teorisi DVO teorisine
dayanarak detayli bir sekilde agiklanmuistir.

2.1. Destek Vektor Obekleme

Destek vektor 6bekleme yontemi iki ana agamadan olusur.
Ik asamada, giris uzayinda verilen veriler dogrusal olmayan
bir kernel fonksiyonu ile yiiksek boyutlu bir uzaya tasinir.
Gauss fonksiyonlar1 en sik segilen kernel fonksiyonlarindan
biridir. Bu yiiksek boyutlu uzayda, tiim veri noktalarim
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kapsayacak sekilde en kiigiik yarigapli kiire tanimlanmaya
calistlir.

Ikinci asamada, yiiksek boyutlu uzayda elde edilen kiirenin
giris uzayina iz diislimii alinir. Giris uzaymdaki bu iz diisiim
birbiri ile kesismeyen gesitli sekiller (6bekler) olusturur.
Sekillerin sinirlar1 6bek sinirlar1 olarak kabul edilir.

DVO algoritmasmin matematiksel formiilasyonu asagidaki
gibi tanimlanir. Giris uzayindaki N tane d boyutlu veri
{x1, %5, ., xy}, x; € RY dogrusal olmayan bir déniisiim
fonksiyonu @ ile dzellik uzayma tagmsin. Ozellik uzayinda,
verilerin tamamini igine alacak sekilde yaricapr en kiigiik
olan bir hiper kiire belirlenmeye calisilir. Ayrica, az bir
hatayla olusturulacak bu kiirenin hemen diginda kalan
verilerin de kiimeye dahil edilebilmesi igin & parametresi
tanimlanir. Boylece daha esnek kiime sinirlari olusur. Bu
hiper kiire denklem 1°de ifade edilmistir.

min {R? + C XN, &;}
subject to

[9(x;) —all> < R? + ¢

R>0¢;=20,j=1,..,N

Bu denklemde R hiper kiirenin yarigapi, a hiper kiirenin

merkezi, C ise regiilarizasyon sabitidir. Denklem 1’de

verilen optimizasyon problemini ¢6zmek igin Lagrange
carpanlar1 yontemi kullanilir (denklem 2).

1)

L=R*=3%;(R? +&; — | ®(x) — a8, -
XS+ CLj¢;
B;=0,u;=20,i=1,..,N
B; ve uj Lagrange katsayilaridir.

()

Denklem 2’nin R, a ve & parametrelerine gore tlirevi alinip
sifira esitlenirse, denklem 3, 4 ve 5’te gosterilen esitlikler
elde edilir.

% iBi=1 3)

a =3, B8(x) (4)

Bj = C —u, ®)
Karush-Kuhn-Tucker (KKT) sartlarmma gbre optimal

¢oziimde Lagrange carpanlari ile kisitlar arasindaki ¢arpimin
sifir olmasi gerekir (denklem 6 ve 7).

(6)
U]

$iuj=0

(R* +¢& — ||o(x) — al| )8, =0

Denklem 7°den &; >0 ve f; >0 sartini saglayan veri
orneklerinin, hiper kiirenin diginda kaldigi anlagilmaktadir.
Denklem 6’dan ¢; > 0 sartina gore u; = 0 olmalidir. Bu
durum, denklem 5’den goriilecegi lizere f; = C’dir. Yani,
§; >0 ve B; = C kosulunu saglayan veri Ornekleri hiper
kiirenin disinda kalan aykir1 rneklerdir.
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¢;=0ve 0 <pB; <C sartlarim saglayan veri 6rnekleri ise
hiper kiirenin yiizeyindedir. Bu veri orneklerine destek
vektorler (support vectors) denir ve giris uzayindaki obek
sinirlari, bu destek vektorler ile belirlenir.

Esitlik 3, 4 ve 5 denklem 2’de yerine konup gerekli
sadelestirmeler yapilirsa (giris degiskenleri yok edilirse)
Lagrange carpanlari cinsinden ikinci dereceden bir
optimizasyon denklemi (8) elde edilir.

W =2, (D(xj)zﬁj — Xij BiﬁjK(xi.xj)

subject to ©))
0<p <C i=1,..,N
Burada,
K(x;, %) = @(x;) - @(x)) 9)

kernel olarak adlandirilir.

Literatiirde genellikle Gauss kernel fonksiyonu kullanilir
(10).

K(xi) = ool
(10)

Denklem 8’in ¢6ziimiinden Lagrange carpanlarinin optimal
degeri bulunur. ikinci asama 6bek etiketleme adimdir. DVO
algoritmasinda kullanilan geometrik yaklagima gore farkli
iki 6bekte yer alan iki drnek veriyi giris uzayinda birlestiren
bir hat, 6zellik uzayinda hiperkiirenin diginda olmalidir. Bu
adimin uygulanmasi igin, rastgele segilen iki noktay1
birlestirecek hatti olusturan noktalar belirlenir. Noktalar
arasi mesafe fonksiyonunu bulmak i¢in, denklem 11’de
gosterilen, 6zellik uzayindaki bir verinin kiirenin merkezine
olan uzakligin1 belirten denklem kullanilir.

R? = |o(x) — al (11)
Denklem 11°de a parametresi yerine, denklem 4’de
gdsterilen a parametresinin esiti yazilirsa DVO icin egitilmis
kernel destek fonksiyonu asagidaki gibi (denklem 12) elde
edilir.

f(x) = K(x,x) —2%; 5K (x,x) +

12
¥, BiBiK (xi, x;) (12)

Denklem 10°da gosterilen Gauss kernel fonksiyonunun gq
parametresi, veri uzayindan 6zellik uzayina atanan verilerin
Olcegini belirlemektedir. Bu parametrenin seg¢ilmesi igin
[10]’da, denklem 13’de gosterilen formiildeki degerin ilk
deger olarak segilmesi ve bu degerin artirilarak devam
edilmesi 6nerilmistir. ik q degerinde ¢ok sayida Obek
olusacakken, q degeri arttirildiginda 6bek sayis1 giderek
azalacaktir.
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1

q:

.. 2
maxt,j ||xl- - Xj” (13)

2.2. Elipsoit Destek Vektor Obekleme

DVO algoritmasina benzer olarak EDVO algoritmasinda da
veriler once yliksek boyutlu bir uzaya tasinir, tasinan veri
ornekleri arasinda benzerlikler hesaplanarak 6bek sinirlari
olusturulur. Diger bir ifadeyle, optimizasyon ve &bek
etiketlerinin belirlenmesi gibi adimlar EDVO algoritmasinda
da izlenmektedir. Bundan dolay1, DVO algoritmasina benzer
bir yaklasim EDVO algoritmasinda da séz konusudur.
Ozellik uzayindaki verileri ifade etmek igin ortalama vektorii
(u®) ve kovaryans matrisi (£%) kullamlir. Bu durum
denklem 14°de ifade edilmistir.

xi = D) (R®, 2%), i = 1,..., N, (14)

EDVO’de DVO’den farkli olarak 6zellik uzayma atanmis

veriler hiperkiire yerine denklem 15°de belirtilen
hiperelipsoitin i¢ine alinmasidir. Bunun anlami, O6zellik
uzayina atanmig veri Orneklerinin, birbirine olan

benzerliklerini bulurken Oklid benzerlik metrigi yerine
mahalanobis benzerlik metrigi kullanilacak olmasidir.
Mahalanobis benzerlik metrigi, veri érneklerinin arasindaki
benzerligi eliptik bir diizlemde bulur.

(@) —a)"E") (@) —a) =17 (15)

Burada, a elipsoitin merkezini, (£®)~* kovaryans matrisinin
tersini ifade eder.

EDVO yénteminin optimizasyon problemi denklem 16’da
gosterildigi sekilde tanimlanir [16].

min {r + CY, &}

subject to
(16)

V@) — )72 (D) —a) ST+
r>0¢§=0i=1,..,N

Denklem 16°da ifade edilen optimizasyon probleminde
kernel fonksiyonunun kullanabilmesi igin verileri giris
uzayindan yiiksek boyutlu uzaya tagiyan dogrusal olmayan
fonksiyonlarm  i¢  c¢arpim olarak ifade edilmesi
gerekmektedir. Konunun geri kalan kismi denklem 9’da
verilen bu i¢ ¢arpim gergeklestirmek i¢in yapilan teorik
islemleri agiklamaktadir.

Teorem 1

®(x), ozellik uzayina atanmus drnek olmak iizere p® ve &
denklem 17°deki sekilde ifade edilebilir.
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1
® = N ?]:1 D(x;)

. a7
2P = EZ?’:KCD(XL') = 1@ — ™)’

Burada, optimal a parametresi, 6zellik uzayina atanmig
verilerin lineer bileseni seklinde yazilabilir. Bu durum
denklem 18’de ifade edilmistir. Ozellik uzaymndaki
verilerden olusan matrix X® ile gosterilmektedir.

a =% w®(x;) = X*w (18)

Optimizasyon probleminde kernel fonksiyonunu

kullanabilmek i¢in merkezilestirilmis kernel matrisi,
denklem 19°daki gibi tanimlanir.
K. =K —EK — KE + EKE (19)

Burada, E tiim degerleri 1/N olan [NxN] boyutlu matristir. K
kernel matrisidir.

Teorem 2
K nin 6zdeger analizi K. = AT0A olarak kabul edildiginde
kovaryans matrisi £ denklem 20°deki gibi yazilabilir.

I = (7 ZAX®T)T (%) @ 24x°") (20)

Teorem | ve Teorem 2 nin ispatlar1 [16]’da agiklanmustir.
Teorem 2’den kovaryans matrisinin sézde-ters formu X ‘D+,
denklem 21°deki gibi hesaplanir.

0% = NXPATO2AX®" (1)
Denklem 18 ve denklem 21’1 denklem 16’nin iginde

kullandigimizda, denklem 22 ile gosterilen kisith
optimizasyon problemi olugturulur.

min r+CYN, &

s.t. |[VNQTTAK —Kw)|| <7+ &, (22)

T>0, EiZO, l=1,,N

Denklem 22’nin ¢o6ziimiinden egitilmis kernel destek

fonksiyonu, asagidaki gibi (denklem 23) elde edilir.
f) = |[VNQTTAK* — Kw)|| (23)

Yukarida da bahsedildigi gibi, optimizasyon problemi,

Ozellik uzayma atanmig verilerin i¢ ¢arpimlart kullanilarak

ifade edilmistir.

Optimizasyon denklemindeki dogrusal olmayan kisitlamalar
ikinci dereceden koni (IDK) kisitlamalari olarak adlandirilir.
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Dogrusal bir denklemi dogrusal ve dogrusal olmayan
kisitlarla birlikte minimize etmeye ikinci dereceden koni
programlama (IDKP) denir.

IDKP i¢ nokta yéntemi (interior-point method) kullanan
Sedumi [18] optimizasyon algoritmast ile MATLAB
ortaminda etkili bir sekilde c¢oziilebilmektedir. Ara-yiiz
programi olarak CVX [19] ile birlikte Sedumi optimizasyon
algoritmasi, sayisal iglemlerde Onemli o6lgiide kolaylik
saglamaktadir.

Bu calismada, Sedumi optimizasyon programi MATLAB
ortaminda CVX arayiiz programi ile EDVO algoritmasinin
optimizasyon probleminin ¢oziilmesi icin kullanilmustir.
Ayrica, k-merkez, hiyerarsik ve FCM 0&bekleme
algoritmalarmin ¢6ziimii icin MATLAB ortaminda bulunan
hazir fonksiyonlardan yararlanilmistir.

3. BULGULAR

Bu boliimde, giris kisminda bahsedilen k-merkez, hiyerarsik
ve FCM gibi geleneksel 6bekleme algoritmalari ile 6nerilen
EDVO algoritmas1 hem sentetik yiiziik veri setine hem de
UCI veri seti deposundan [17] alinan ger¢ek hepatit ve
parkinson biyomedikal veri setlerine uygulanmistir. Ayrica,
elde edilen sonuglardan konfiizyon matrisi ¢ikarilmis, 6bek
hata orani, 6zgiilliik, hassasiyet degerlerine gore s6z konusu
algoritmalar karsilastirilmistir.

EDVO ve diger 6bekleme algoritmalarinin (k-merkez,

hiyerarsik, FCM) performanslart  degerlendirilirken
konflizyon matrisi asagidaki formatta olusturulmustur.
Konfiizyon Pozitif Negatif
Matrisi isaretlenmis isaretlenmis
Pozitif TP FN
Negatif FP TN

Hepatit veri seti i¢in pozitif siif kisinin hepatit hastaligt
tagidigini (6li), negatif smuf ise kiginin saglikli oldugunu
(hayatta), Parkinson veri seti i¢in pozitif sif kisinin
Parkinson hastalig1 tagidigint negatif sinif ise kiginin saglikli
oldugunu ifade etmektedir. TP hasta veri drneginin hasta
olarak isaretlendigi, FN hasta veri 6rneginin saglikli olarak
isaretlendigi, TN saglikli veri Orneginin saglikli olarak
isaretlendigi, FP saglikli veri Orneginin hasta olarak
isaretlendigi veri 6rneklerinin sayisini belirtmektedir.

Obekleme algoritmalarinin karsilastirilmasinda kullanilan
hesaplamalar denklem 24’de belirtilmistir.

Hassasiyet parametresi, hastalara ait veri orneklerinin ne
kadarinin hasta olarak isaretlendiginin, 6zgiillik parametresi
ise saglikli insanlara ait veri Orneklerinin ne kadarmin
saglikli olarak isaretlendiginin oranini gosterir. Hata orani
parametresi, toplamda hatali isaretlenen veri drneklerinin
tiim veri 0rneklerine gore yilizdesini ifade eder.

TN

Ozgulluk = m
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TP
Hassasiyet = TPTFN (24)
TP+ TN
Hata Orant = 100

TP+ FP+TN + FN

3.1. Sentetik Veri Seti

Yiiziik veri seti, 2 boyutlu 200 &rnek icerir. Obekleme
islemini gorsellestirmek i¢in uygun olan bu veri seti, Sekil
1’deki gibi bir gosterime sahiptir. Hiyerarsik, k-merkez,
FCM ve EDVO &bekleme algoritmalari ayri ayr1 yiiziik veri
setine uygulanmistir. Buna gore en iyi sonug, veri setinin 4
Obege ayrilmasi ile elde edilmis ve gorsel sonuglar sirasiyla
Sekil 2, 3, 4 ve 5’de gosterilmistir. Ayrintili analiz sonuglari
ise Tablo 1°de verilmistir. Yiiziik veri setini Obeklere
ayirmak i¢in kullanilan k-merkez, FCM ve hiyerarsik
Obekleme algoritmalarint ¢aligtirmadan 6nce 6bek sayisint
belirten  parametrenin (k)  degeri  belirtilmelidir.
Ornegimizde, bu parametre 2, 3 ve 4 olacak sekilde secilmis
ve her bir durum i¢in 6bekleme hata oranlari Tablo 1°de
sunulmustur. Ancak, kernel tabanli EDVO algoritmasi daha
once de bahsedildigi gibi dnceden 6bek sayisini belirten k
parametre  degerine ihtiyag duymadigindan, kernel
parametresinin degeriyle veri setine uygun sayida &bek
olusturmustur. Kernel olarak Gauss kernel kullanilmis olup,
k-merkez, hiyerarsik ve FCM igin belirlenen 6bek sayilarini
saglayacak sekilde varyans degeri 2 ile 3 arasindaki
degerlerden secilmistir.

Tablo 1’den goriilecegi iizere, k=4 alindiginda, FCM ve k-
merkez yontemleri ile %2.5 hata elde edilmistir. Sekil 2 ve
Sekil 3’den goriilecegi tizere, k-merkez ve FCM
algoritmalar1 diger bir 6bege ait olan verileri merkezdeki
Obege atamustir. Bu durum verinin diizgiin bir sekilde
Obeklenemedigi anlamina gelir. Diger taraftan, hiyerarsik
Obekleme algoritmasinda, k=4 alindiginda yiiziik veri setine
ait ornekleri hatasiz bir sekilde obekleyebildigi Sekil 4’den
goriilmektedir. Tablo 1°den ve Sekil 5°den goriilebilecegi
iizere dnerilen EDVO algoritmasinda varyans degeri 6=2.4
alindiginda % 0.5 hata ile ylizik veri setini 4 Obege
ayirabilmistir. Ancak, EDVOQ algoritmas1 ile verinin
dagilimina uygun olarak olusturulan dbeklerin sinirlar1 diger
algoritmalara goére daha belirgindir. Bu durum Sekil 5°de
acikca goriilmektedir.
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Sekil 2. k-merkez algoritmasi ile 6bekleme (k=4)
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Sekil 3. FCM algoritmasi ile 6bekleme (k=4)
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Sekil 4. Hiyerarsik algoritma ile 6bekleme (k=4)

Sekil 5. EDVO algoritmasi ile 8bekleme (6=2.4)
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Tablo 1. Sentetik yiiziik veri setine ait 6bekleme sonucu elde
edilen hata oranlari

Obek Sayist B
/ Hata Obekleme Yontemi
Orani (%)
Cinsiyet merkez FCM Hiyerarsik *EDVO
K=2
‘5 =29 50 50 50 50
K=3
v o =276 25 25 25 255
K=4
co =24 2.5 2.5 0 0.5

3.2. Gercek Biyomedikal Veri Seti

Gergek diinya veri setleri ¢ok boyutlu verilerden
olugmaktadir. Her bir boyutta gosterilen Olglimler farkli
biiyiikliikteki degerler ile dolayisiyla farkl araliklarda ifade
edilmektedir. Ornegin, biyomedikal veri setlerinde, yas
ozelligi 1-100 arasinda degisebilen bir degere karsilik
gelirken, kanda bulunan bazi maddelerin 6l¢iim degerleri 0-
5 arasi degerler ile ifade edilmektedir. Farkli araliklarda olan
verilerin  sisteme dogrudan verilmesi optimizasyon
asamasinda hataya neden olabilir. Bu sorundan kaginmak
igin, veri Oznitelik vektorleri iizerine ortalama,
normallestirme ve dlgekleme gibi islemler uygulanarak veri
orneklerinin benzer Olgekte (genellikle 0-1 araliginda)
olmasi saglanir. Ayrica kategorik 6znitelik vektorleri, her bir
kategori i¢in sadece o kategorik 6zelligin 1, diger kategorik
ozelliklerin 0’dan olustugu ayr1 ayri Oznitelik vektorleri
olusturularak sisteme verilmelidir. Bu ¢alismada, veri
setlerinin hazirlanmasinda s6z konusu bu iglemlerin tamami
uygulanmistir.

Hepatit veri seti, hepatit viriisiine sahip kisiler ile sagliklt
kisilerden olugsmaktadir. Dolayisiyla, veri seti sadece 2 dbek
igerir. Bu durum ikili (binary) elemanlara sahip bir 6znitelik
vektorii ile ifade edilmektedir. Bundan dolay1, k-merkez ve
FCM algoritmalarinda 6nceden sisteme verilmesi gereken
kiime sayis1 2 olarak belirlenmistir. EDVO algoritmasinda
ise, sisteme Onceden herhangi bir kiime sayisi
girilmediginden, Obek sayisi iki olacak sekilde kernel

parametresi belirlenmis ve optimizasyon algoritmasi
calistirllmustir. Ayrica, Obekleme algoritmalari,
smiflandirma  algoritmalarinin ~ aksine,  denetimsiz

yaklagimlar oldugundan bu 6znitelik vektorii basta sisteme
verilmemektedir.
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Hepatit veri seti, 155 adet 19 boyutlu 6rnek igerir. Burada,
155 rakami 155 farkli kisiden alinan verilerin kullanildigini,
19 rakamu ise her bir kisiden alinan verinin 19 farkl dl¢iime
sahip oldugunu belirtir. Veri seti icerisinde ikili degere sahip
13 6znitelik degeri bulunurken, deger aralig1 6 ile 8 arasinda
olan 6 ayrik (discrete) sayisal degerli Oznitelik vektorii
bulunur. Hepatit veri setinde bulunan her bir 6znitelige ait
bilgiler Tablo 2°de ayrintilar1 ile gosterilmektedir.

Tablo 2. Hepatit veri seti 6znitelikleri tablosu

Oznitelik ismi Oznitelik Degeri
Yas 10, 20, 30, 40, 50, 60,
70, 80
Cinsiyet Erkek, Kadin
Steroid Hayir, Evet
Antivirals Hayir, Evet
Fatigue Hayir, Evet
Malaise Hayir, Evet
Anorexia Hayir, Evet
Liver big Hayir, Evet
Liver firm Hayir, Evet
Spleen Palpable Hayir, Evet
Spiders Hayir, Evet
Ascites Hayir, Evet
Varices Hayir, Evet
Bilirubin 0.39, 0.80, 1.20, 2.00,
3.00, 4.00
Alk Phosphate 33, 80, 120, 160, 200,
250
Sgot 13, 100, 200, 300, 400,
500
Albumin 2.1,3.0,38,45,5.0,
6.0
Protime 10, 20, 30, 40, 50, 60,
70, 80, 90
Histology Hayir,Evet

Onerilen EDVO algoritmas: ile literatiirde yaygin olarak
kullanilan k-merkez, hiyerarsik ve FCM algoritmalarinin
hepatit veri seti kullanilarak yapilan dbekleme sonuglarina
ait konfiizyon matrisleri sirasiyla Tablo 3, 4, 5 ve 6’da
verilmigtir.

Tablo 3. Hepatit veri seti ile k-means kullanilarak yapilan
6bekleme sonucu elde edilen konfiizyon matrisi

Pozitif Negatif
k-merkez . . . .
isaretlenmis isaretlenmis
Pozitif 5 14
Negatif 21 72

Tablo 4. Hepatit veri seti ile FCM kullanilarak yapilan
Obekleme sonucu elde edilen konfiizyon matrisi

FCM Pozitif Negatif
igsaretlenmis igaretlenmis

Pozitif 6 13

Negatif 21 72
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Tablo 5. Hepatit veri seti ile hiyerarsik algoritmasi
kullanilarak yapilan 6bekleme sonucu elde edilen konfiizyon
matrisi

Hiyerarsik Pozitif Negatif
isaretlenmis isaretlenmis

Pozitif 5 14

Negatif 21 72

Tablo 6. Hepatit veri seti ile EDVO kullanilarak yapilan
obekleme sonucu elde edilen konfiizyon matrisi

EDVO Pozitif Negatif
isaretlenmis isaretlenmis

Pozitif 6 13

Negatif 9 84

Hepatit veri setinde uygulanan dbekleme algoritmalarindan
elde edilen konflizyon matrislerine gore en iyi TN ve TP
degerleri sirastyla EDVO algoritmas ile 84 ve 6 olarak elde
edilmistir (Tablo 6). Calismada kullanilan bir diger veri seti
ise parkinson hastaligina ait veri setidir. Oxford
iiniversitesinden Max Little tarafindan, Kolorado eyaletinin

bagkenti Denver’de  bulunan hastalarin, konusma

sinyallerinin ulusal ses ve konusma merkezinde

kaydedilmesiyle olusturulmustur.
Tablo 7. Parkinson veri seti 6znitelikleri tablosu
Oznitelik Ismi Oznitelik Aciklamasi
MDVP:Fo(Hz) Ortalama Ses Frekansi
MDVP:Fhi(Hz) En Yiksek Ses
Frekansi

MDVP:Flo(Hz) En Diisiik Ses Frekansi

MDVP:litter(%), Frekans  Degisimini

MDVP:Jitter(Abs), Gosteren Bazi

MDVP:RAP, Olgiimler

MDVP:PPQ,

Jitter:DDP

MDVP:Shimmer, Genlik Degisimini

MDVP:Shimmer(dB), | Gosteren Bazi

Shimmer:APQ3, Olgiimler

Shimmer:APQ5,

MDVP:APQ,

Shimmer:DDA

NHR,HNR Ses tonuna ait
bilesenler ile giirilti
oranini belirten iki adet
Ol¢lim

RPDE,D2 iki adet lineer olmayan
karmagiklik olgtileri

DFA Sinyal fraktal
Olgeklendirme {issii

spreadl, Temel frekans

spread2, degisiminin ¢

PPE dogrusal olmayan
Olglimii

S6z konusu veri seti, Parkinson hastaligina sahip kisiler ile
saglikli kisilerden alinan bir dizi biyomedikal ses 6lglimii
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igerir. Bundan dolayi, 6bekleme sonucu ulagilmast gereken
obek sayist 2°dir. Parkinson veri seti 197 adet 22 boyutlu
ornek igerir. Her bir 6znitelik belirli bir ses ol¢iistidiir ve her
ornek 197 adet ses kaydma karsilik gelir. Tablo 7°de
Parkinson veri setine ait Oznitelikler ayrintilarn ile
verilmistir. Onerilen EDVO algoritmas1 ile k-merkez,
hiyerarsik ve FCM algoritmalarimin Parkinson veri seti
kullanilarak yapilan 6bekleme sonuglarina ait konfiizyon
matrisleri sirasiyla Tablo 8, 9, 10 ve 11°de verilmistir.

Tablo 8. Parkinson veri seti ile k-merkez kullanilarak
yapilan 6bekleme sonucu elde edilen konfiizyon matrisi

k-merkez Pozitif Negatif
igaretlenmis isaretlenmis

Pozitif 74 73

Negatif 0 48

Tablo 9. Parkinson veri seti ile FCM kullanilarak yapilan
6bekleme sonucu elde edilen konfiizyon matrisi

FCM Pozitif Negatif
isaretlenmis isaretlenmis

Pozitif 84 63

Negatif 1 47

Tablo 10. Parkinson veri seti ile hiyerarsik kullanilarak
yapilan 6bekleme sonucu elde edilen konfiizyon matrisi

Hiyerarsik Pozitif Negatif
isaretlenmis isaretlenmis

Pozitif 103 44

Negatif 48 0

Tablo 11. Parkinson veri seti ile EDVO kullanilarak yapilan
Obekleme sonucu elde edilen konfiizyon matrisi

EDVO Pozitif Negatif
isaretlenmis isaretlenmis
Pozitif 144 3
Negatif 38 10
Parkinson veri setinde uygulanan Obekleme

algoritmalarindan elde edilen konfiizyon matrislerine gore
en iyi TP degeri 144 ile EDVO algoritmasindan elde
edilirken en iyi TN degeri ise 48 ile k-merkez
algoritmasindan elde edilmistir. Tablo 12 ve 13’de EDVO
algoritmasinin uygulanmasindan elden edilen hassasiyet,
Ozgiillik ve hata orani ile literatiirde kullanilan geleneksel
diger obekleme yontemlerinin (k-merkez, hiyerarsik ve
FCM) uygulanmasiyla elde edilen sonuglar karsilastirmali
olarak gosterilmektedir.

Tablo 12. Hepatit veri seti ile yapilan deneyler sonucu
performans karsilastirmast

Hepatit k-merkez FCM  Hiyerarsik EDVO
Hassasiyet 0.26 032 0.26 0.32
Ozgiillik ~ 0.77 0.77 0.77 0.90
Hata

Orani(%) 31.25 30.35 31.25 19.6
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Tablo 12’den goriilecegi iizere, hepatit veri seti iizerinde en
kiiciik hata oran1 19.6% en yiiksek hassasiyet (0.32) ve
ozgiillik (0.9) degerleriyle EDVO algoritmasindan elde
edilmigtir.

Tablo 13. Parkinson veri seti ile yapilan deneyler sonucu
performans karsilagtirmasi

Parkinson k-merkez FCM  Hiyerarsik EDVO
Hassasiyet 0.5 057 0.7 0.98
Ozgiilliik 1 098 O 0.21
Hata

Orani(%) 37.43 32.82 47.18 21.02

Benzer sekilde Tablo 13’den goriilecegi iizere, Parkinson
veri setinde en kiigiik hata orani 21.2% ve en yiiksek
hassasiyet 0.98 ile EDVO algoritmasindan elde edilirken en
yiiksek 6zgiilliik ise 1 ile k-merkez algoritmasindan elde
edilmistir.

Bu sonuglara gore dnerilen EDVO algoritmasmin gergek
biyomedikal veri setleri iizerindeki performansinin diger iig
algoritmaya gore daha iyi oldugu anlasilmaktadir.

4. DEGERLENDIRME VE SONUC

Bu calismada, kernel tabanli EDVO algoritmasinin sentetik
ve ger¢ek diinya veri setleri ile performans analizi
yapilmistir.  EDVO, denetimsiz yaklasim &zelliginden
dolayl, smiflandirma algoritmalarinin  aksine kiime
etiketlerinin bilinmesine gerek duymamasi yoniiyle oldukga
dikkat ¢ekmektedir. Ayrica, kernel fonksiyonu parametresi
sayesinde, algoritmanin g¢alistirilabilmesi i¢in 6nceden 6bek
sayisinin  belirtilmesine ihtiyag duymamasi ve farkli
varyanslara sahip veri setlerine de basar1 ile uygulanabilmesi
icin veriler arasinda benzerlik metrigi olarak mahalanobis
uzakligini kullanmasi gibi 6zellikleri ile son yillarda diger
kiimeleme algoritmalarindan daha ¢ok kullanim alani
bulmustur. Hasta ve saglikli kisilerden alinarak olusturulan
gercek hepatit ve Parkinson veri setleri kullanilarak
gerceklestirilen 6bekleme iglemlerine yonelik, literatiirde, k-
merkez, FCM, hiyerarsik gibi gesitli 6bekleme algoritmalari
onerilmesine karsin EDVO algoritmasi ile yapilmis bir
calismaya rastlanmanustir. Calismamizda, EDVO yéntemi,
sentetik yliziik veri seti ile hepatit ve parkinson veri setleri
lizerinde uygulanmig ve yukarida bahsi gecen yontemlerle
Obekleme hata orani cinsinden karsilastirilmistir.

Karsilastirma sonuglarina gore Yiiziik veri setinde en iyi
sonu¢lar k=4 alindiginda elde edilmistir. Burada k-merkez
ve FCM algoritmalar1 %2.5, hiyerarsik 6bekleme algoritmasi
%0 hata ile veriyi 6beklerken EDVO algoritmast %0.5 hata
ile veriyi dbeklemistir. Hepatit veri seti lizerinde, 6nerilen
EDVO algoritmasi ile %19.6 ‘lik en kiiciik hata orani elde
edilirken, benzer sekilde parkinson veri seti iizerinde de
onerilen EDVO algoritmasi ile %21.02’lik en kiigiik hata
orani elde edilmistir. Diger bir ifadeyle, EDVO algoritmasi
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ile hepatit veri seti %80.04 ve Parkinson veri seti %79.98
basar1 orani ile 6bekleyebilmistir. Ayrica EDVO algoritmasi
ozgiillik acisindan da diger algoritmalardan daha basarili
sonuglar vermistir. Hassasiyet acisindan EDVO algoritmasi
Hepatit veri setinde en iyi degeri saglarken Parkinson veri
setinde en iyi deger k-merkez algoritmasi ile elde edilmistir.
Sonug olarak énerilen EDVO algoritmasi, gelecek ¢aligmalar
icin diger biyomedikal uygulamalarda da kullanilabilir.
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