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Öz 

Bu çalışma, Türkiye'de gıda, tahıl, et, süt, yağ ve şeker fiyatları için 2015-2024 döneminde aylık verilerle kısa 
dönemli tahmin performansını karşılaştırmayı amaçlamaktadır. FAO gıda fiyat endeksleri, USD/TRY, EUR/TRY 
döviz kurları ve Brent petrol fiyatları bağımsız değişken olarak kullanılmıştır. Ayrıca, Kasım 2021 kur krizi ile 
Şubat 2022 Rusya-Ukrayna savaşını temsil eden yapısal kırılma kuklaları modellere eklenmiştir. SARIMAX, 
ElasticNet ve Random Forest modelleri, Harvey-Leybourne-Newbold düzeltmeli Diebold-Mariano testiyle 
karşılaştırılmıştır. 2023–2024 test dönemi bulgularına göre makine öğrenmesi modelleri SARIMAX karşısında 
istatistiksel açıdan belirgin bir üstünlük sağlayamamıştır. SHAP ve ElasticNet katsayı analizleri, kur krizi kukla 
değişkeninin tüm kategorilerde birincil belirleyici olduğunu ortaya koymuştur. Sonuçlar, döviz kuru 
geçişkenliği ve yapısal kırılmaların Türkiye gıda enflasyonundaki belirleyici rolünü vurgularken kısa örneklemli 
aylık verilerde istatistiksel zaman serisi yaklaşımlarının rekabetçi konumunu koruduğunu göstermektedir. 
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Abstract 

This study aims to compare short-term forecasting performance using monthly data for food, grain, meat, 
dairy, oil, and sugar prices in Turkey over the 2015–2024 period. FAO food price indices, USD/TRY and 
EUR/TRY exchange rates, and Brent crude oil prices were used as independent variables. Additionally, 
structural break dummies representing the November 2021 currency crisis and the February 2022 Russia-
Ukraine war were incorporated into the models. SARIMAX, ElasticNet, and Random Forest models were 
compared using the Harvey-Leybourne-Newbold-adjusted Diebold-Mariano test. According to the findings 
from the 2023–2024 test period, machine learning models did not demonstrate a statistically significant 
advantage over SARIMAX. SHAP and ElasticNet coefficient analyses revealed that the exchange rate crisis 
dummy variable was the primary determinant across all categories. The results highlight the decisive role of 
exchange rate pass-through and structural breaks in Turkish food inflation while demonstrating that statistical 
time series approaches maintain a competitive position in short-sample monthly data. 
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1. Giriş 

Gıda enflasyonu, tüketici fiyat dinamiklerinin en oynak ve politika açısından en kritik 
bileşenlerinden birini oluşturmaktadır. Gıda harcamalarının toplam tüketim bütçesi içindeki yüksek 
payı, özellikle gelişmekte olan ekonomilerde bu kalemi gelir dağılımı, yoksulluk ve gıda güvenliği 
için doğrudan bir refah tehdidine dönüştürmektedir (Doğan vd., 2025). Türkiye bu sürecin belirgin 
biçimde gözlemlendiği bir örnek oluşturmaktadır. 

2015-2024 döneminde Türkiye gıda enflasyonu genel TÜFE'nin üzerinde seyretmiştir. Ağustos 
2018 döviz krizi, Mart 2020 COVID-19 pandemisi, Kasım 2021 kur krizi ve Şubat 2022 Rusya-
Ukrayna savaşı farklı aktarım kanalları aracılığıyla gıda fiyatlarını şekillendirmiştir. Kasım 2021'de 
USD/TRY'deki sert yükseliş ile 2022'de FAO Yağ Endeksi'nin tarihi zirvelere ulaşması, dışsal 
baskıların birbirini izlediğini göstermektedir. 2022'de gıda enflasyonunun yüzde doksanı aşması bu 
sürecin bir sonucu olarak değerlendirilebilir (Bozkurt ve Çamoğlu, 2025; Glauben vd., 2022; Güngör 
ve Erer, 2022).  

Mevcut Türkiye literatürü gıda fiyatı belirleyicilerini ağırlıklı olarak SVAR, ARDL/NARDL, FAVAR 
ve DCC-GARCH modelleriyle ele almıştır. Döviz kuru geçişkenliği, enerji fiyatları ve yapısal kırılmalar 
açısından önemli bulgular ortaya koymuştur (Baskaya vd., 2008; Ertuğrul ve Seven, 2023; Orkun 
Oral vd., 2023; Yıldırım, 2021). ML yöntemlerinin Diebold-Mariano testi gibi nesnel bir sınamayla 
istatistiksel zaman serisi modellerine karşı değerlendirilmemiş olması ve gıda alt kategorilerinin 
aynı araştırma tasarımı altında paralel biçimde modellenmemesi literatürdeki boşluğu 
oluşturmaktadır. Güncel çalışmalar incelendiğinde, Şenel vd. (2026) ve Ceylan vd. (2025) Türkiye 
özelinde makine öğrenmesi uygulamalarının genişlediğini göstermekle birlikte her iki çalışma da 
DM testiyle istatistiksel bir baz modele karşı karşılaştırma yapmamıştır. Bu çalışma söz konusu 
metodolojik boşluğu doldurmayı amaçlamaktadır.  

Temel amaç, FAO gıda fiyat endeksi alt kategorileri, USD/TRY ve EUR/TRY döviz kurları, Brent 
ham petrol fiyatı ve yapısal kırılma kukla değişkenlerini bağımsız değişken olarak kullanan altı gıda 
alt kategorisi için SARIMAX, ElasticNet ve Random Forest modellerinin 2023-2024 test dönemi 
tahmin performansını Harvey-Leybourne-Newbold düzeltmeli DM testiyle istatistiksel olarak 
karşılaştırmaktır. 

Çalışmanın literatüre dört temel katkı sunması beklenmektedir. İlk olarak, makine öğrenmesi 
modellerinin DM testi aracılığıyla istatistiksel bir baz modele karşı sınanması yaklaşımı Türkiye gıda 
enflasyonu literatüründe pek rastlanmayan bir yöntemdir. İkinci olarak, tahıl, et, süt, yağ, şeker ve 
genel gıda kategorileri aynı bağımsız değişken seti altında eş zamanlı modellenmiş ve kategoriler 
arası heterojen yapının gözlemlenebilir kılınması hedeflenmiştir. Üçüncü olarak, ElasticNet katsayı 
analizi ile Random Forest SHAP değerleri birlikte sunularak doğrusal ve doğrusal olmayan aktarım 
mekanizmaları karşılaştırmalı biçimde ele alınmıştır. Son olarak, Chow testiyle tespit edilen iki 
yapısal kırılmanın altı kategori üzerindeki etkileri istatistiksel düzlemde incelenmiş ve ilgili kukla 
değişkenler tüm modellere dahil edilmiştir. Bu doğrultuda çalışma şu üç araştırma sorusunu ele 
almaktadır: (1) 2023-2024 test döneminde makine öğrenmesi modelleri SARIMAX'ı istatistiksel 
olarak anlamlı biçimde geçebiliyor mu? (2) Gıda alt kategorilerinin fiyat belirleyicileri kategoriler 
arasında nasıl farklılaşmaktadır? (3) Kasım 2021 kur krizi ve Şubat 2022 Ukrayna savaşı, gıda alt 
kategorilerinde istatistiksel olarak anlamlı yapısal kırılmalara yol açmış mıdır? 

Model seçiminde üç temel gerekçe belirleyici olmuştur. SARIMAX, güçlü Granger nedenselliği 
tespit edilen döviz kuru değişkenlerini dışsal bileşen olarak bünyesinde barındırabilmesi ve gıda 
fiyatlarının mevsimsel otokorelasyon yapısını doğrudan modelleyebilmesi nedeniyle istatistiksel 
baz model olarak seçilmiştir. ElasticNet, gecikme değişkenlerinin oluşturduğu gruplu yapıda 
Lasso'nun grup içinden yalnızca bir değişkeni keyfi seçme eğilimini gidermek amacıyla tercih 
edilmiştir. Random Forest ise Türkiye gıda fiyatları ile uluslararası fiyatlar arasındaki ilişkinin 
doğrusal olmayan karakter taşıdığına dair ampirik kanıtlar (Kaya ve Ertuğrul, 2024) çerçevesinde 
doğrusal olmayan bileşeni temsil etmek üzere dahil edilmiştir. 
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Makalenin ikinci bölümünde literatür taraması ve kavramsal çerçeve, üçüncü bölümünde 
metodoloji ve veri seti, dördüncü bölümünde bulgular, beşinci bölümünde ise sonuçlar yer 
almaktadır. 

2. Literatür Taraması ve Kavramsal Çerçeve 

Gıda fiyatlarının belirlenmesinde üç aktarım kanalı teorik olarak birbirinden ayrıştırılabilir. Döviz 
kuru kanalında yerel para biriminin değer kaybı, ithal girdi maliyetlerini doğrudan artırarak üretici 
ve tüketici fiyatlarına yansımaktadır. Türkiye gibi yüksek ithalat bağımlılığına sahip ekonomilerde 
bu kanal özellikle güçlü ve hızlı işlemektedir (Campa ve Goldberg, 2005). Küresel emtia kanalında 
FAO endeksleriyle temsil edilen uluslararası gıda fiyatları, tedarik zinciri aracılığıyla iç piyasalara 
gecikmeli aktarılmaktadır. Aktarım hızı ve büyüklüğü ülkeye özgü ticaret politikaları ve piyasa 
yapısına göre farklılaşmaktadır (Janda ve Krištoufek, 2019). Enerji kanalında ise ham petrol fiyatları 
lojistik maliyetleri ve tarımsal üretim girdileri (yakıt, gübre) üzerinden gıda fiyatlarını dolaylı 
biçimde etkilemektedir (Ciaian ve Kancs, 2011). Türkiye'de bu üç kanalın birlikte değerlendirilmesi, 
yüksek cari açık ve kronik döviz kırılganlığı nedeniyle emtia ve enerji şoklarının büyük bölümünün 
döviz kuru aracılığıyla güçlenerek iç fiyatlara yansıması gerçeğiyle zorunlu hale gelmektedir. 
Aşağıda bu üç kanalı ampirik olarak belgeleyen çalışmalar incelenmektedir. 

Gıda fiyatları, enerji fiyatları, döviz kuru hareketleri, küresel emtia fiyatları, tarımsal girdi 
maliyetleri, iklim şokları, jeopolitik riskler ve tedarik zinciri kırılmalarının karmaşık etkileşiminin 
ürünüdür (Janda ve Krištoufek, 2019). Bu çok boyutluluk, basit talep-arz çerçevesinin açıklayıcı 
sınırlarını ortaya koymakta ve zengin değişken setleriyle çalışan çoklu model yaklaşımlarını zorunlu 
kılmaktadır. Döviz kuru kanalı ithal girdi maliyetleri üzerinden üretici ve tüketici fiyatlarına 
yansırken (Campa ve Goldberg, 2005), küresel emtia kanalı FAO endeksleri aracılığıyla uluslararası 
fiyatların iç piyasalara gecikmeli aktarımını temsil etmektedir. Enerji kanalı ise lojistik ve tarımsal 
üretim maliyetleri üzerinden işlemektedir (Ciaian ve Kancs, 2011). Türkiye'de döviz kuru kanalı, 
yüksek cari açık ve enflasyon kırılganlığı nedeniyle küresel emtia şoklarından daha güçlü ve hızlı bir 
etki üretmektedir (Baskaya vd., 2008; Orkun Oral vd., 2023). Baskaya vd. (2008), döviz kuru 
geçişkenliğinin ilk üç ayda belirginleştiğini ve ithalat fiyatı kanalından daha hızlı işlediğini ortaya 
koymuştur. Yıldırım (2021), gıda fiyatlarının geçmiş değerlerinin belirleyici rolünü ön plana 
çıkarmıştır. Döviz kuru, üretici fiyatları ve faiz oranının da fiyat hareketlerine katkıda bulunduğunu 
göstermiştir. Kadanalı (2021), NARDL yaklaşımıyla döviz kuru şoklarının etkisinin asimetrik ve uzun 
dönemde kalıcı olduğunu belgelemiştir. Ertuğrul ve Seven (2023), uluslararası ve Türkiye gıda 
fiyatları arasındaki dinamik yayılımın volatilite rejimlerine göre belirgin biçimde farklılaştığını 
göstermiştir. Kaya ve Ertugrul (2024), doğrusal olmayan modellerin bu ilişkiyi daha iyi temsil ettiğini 
doğrulamıştır. Orkun Oral vd. (2023), gıda fiyatlarının kendi şoklarından sonra en fazla döviz kuruna 
tepki verdiğini raporlamıştır. Bu çalışmanın SHAP ve ElasticNet analizleri bu bulguyu 
doğrulamaktadır. Kapusuzoglu vd. (2018), küresel gıda fiyat şoklarının Türkiye enflasyonunu eş 
zamanlı artırabildiğini, Akkoç vd. (2021), petrol fiyatı şoklarının gıda ve ulaştırma sektörlerinde 
belirgin tepkilere yol açtığını ortaya koymuştur. Roman vd. (2020) ham petrol ile FAO alt endeksleri 
arasındaki uzun dönem bağlantıları belgelemiştir. Urak vd. (2022) ve Bozma vd. (2023), Türkiye et 
ve hayvan fiyatlarındaki volatilitenin ithalat kısıtlamaları ve enerji fiyatlarından beslendiğini 
göstermiştir. Malesios vd. (2020) ile Türken ve Yildirim (2024), gıda alt gruplarının farklı şok 
duyarlılıkları taşıdığını ve ikinci tur enflasyon etkilerini doğrulamıştır. Bu bulgular alt kategorilerin 
ayrı modellenmesi gerekliliğini doğrulamaktadır. Makine öğrenmesi ve ekonometrik modellerin 
karşılaştırmalı değerlendirmesi son dönemde belirginleşmektedir. Toledo ve Duncan (2024), 
küresel kriz dönemlerinde kısa vadeli gıda enflasyonu tahmininde otoregresif modellerin makine 
öğrenmesiyle rekabetçi kaldığını göstermiştir. Yan vd. (2026), ABD tarım ürünleri fiyatları üzerine 
yaptıkları çalışmada makine öğrenmesinin orta vadede üstünlük sağladığını, kısa vadede ise 
otoregresif yapıların güçlü kaldığını ortaya koymuştur. Ogol vd. (2025), Kenya gıda fiyatları için 
XGBoost ve Gradient Boosting modellerini DM testiyle karşılaştırmış ve bu çalışmanın metodolojik 
tasarımına doğrudan ilham vermiştir. Javed (2026) ise SHAP değerleriyle aktarım mekanizması 
analizini birleştirerek yorumlanabilir makine öğrenmesi yaklaşımının gıda enflasyonu 
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araştırmalarındaki potansiyelini göstermiştir. Bu bulgular, iki yaklaşım arasındaki ilişkinin koşullara 
göre farklılaştığına işaret etmektedir. Ekonometrik modeller yapısal ilişkileri açık biçimde 
modelleyebilme ve istatistiksel çıkarım yapabilme açısından avantajlıyken, makine öğrenmesi 
yöntemleri doğrusal olmayan ilişkileri ve yüksek boyutlu değişken setlerini işleyebilme esnekliğiyle 
öne çıkmaktadır. Kısa örneklemde ML modellerinin doğrusal olmayan örüntüleri yeterince 
öğrenemeyebileceği, yapısal kırılmaların belirleyici olduğu dönemlerde ise kukla değişkenlerle 
desteklenen doğrusal modellerin görece daha iyi performans sergileyebileceği 
değerlendirilmektedir. Bu çerçevede iki yaklaşımın Türkiye gıda fiyatı bağlamında karşılaştırmalı 
olarak sınanması literatüre katkı sağlayabilecektir. Bu çerçevede güncel çalışmalar incelendiğinde 
Şenel vd.'nin (2026) DM testiyle istatistiksel baz modele karşı karşılaştırma yapmadığı ve farklı bir 
ürün grubu (pirinç) ile değişken seti kullandığı, Ceylan vd.'nin (2025) ise tarımsal ihracat fiyatlarını 
kapsayan farklı bir problem kurgusu içerdiği görülmektedir. Bu bağlamda ML modellerinin DM 
testiyle istatistiksel baseline'a karşı sınanmamış olması, gıda alt kategorilerinin aynı tasarım altında 
karşılaştırmalı analize dahil edilmemesi ve SHAP ile katsayı analizinin birlikte kullanılarak aktarım 
mekanizmalarının kategoriler bazında ortaya konulmamış olması literatürdeki temel boşluklar 
olarak tespit edilmektedir. Bu çalışma söz konusu boşlukları bütünleşik bir araştırma tasarımıyla 
doldurmayı amaçlamaktadır.  

3. Metodoloji 

3.1. Veri Seti 

Çalışmada Ocak 2015-Aralık 2024 dönemini kapsayan aylık frekanslı 120 gözlemden oluşan bir 
zaman serisi veri seti kullanılmıştır. Üç kaynaktan derlenen veri, Tablo 1'de özetlenmektedir. 

Tablo 1: Veri Seti  

Değişken Kaynak Frekans Birim/Baz 
TÜİK Genel Gıda (COICOP 01) TÜİK Düzey 2 Aylık Endeks (2025=100) 

TÜİK Tahıl (0111) TÜİK Düzey 4 Aylık Endeks (2025=100) 
TÜİK Et (0112) TÜİK Düzey 4 Aylık Endeks (2025=100) 

TÜİK Süt (0114) TÜİK Düzey 4 Aylık Endeks (2025=100) 
TÜİK Yağ (0115) TÜİK Düzey 4 Aylık Endeks (2025=100) 

TÜİK Şeker (0118) TÜİK Düzey 4 Aylık Endeks (2025=100) 
FAO Genel Endeks (FFPI) FAO Aylık Endeks (2014-16=100) 

FAO Tahıl, Et, Süt, Yağ, Şeker FAO Aylık Endeks (2014-16=100) 
USD/TRY, EUR/TRY TCMB EVDS Aylık TL/yabancı para 
Brent Ham Petrol TCMB EVDS Aylık USD/varil 

Bağımlı değişkenler TÜİK TÜFE harcama gruplarına göre endeks değerlerinden türetilmiştir 
(2025=100 baz yılı). Bağımsız değişkenler; FAO Gıda Fiyat Endeksi (FFPI) altı alt kategorisi, USD/TRY 
ve EUR/TRY spot döviz kurları ile Brent ham petrol fiyatından oluşmaktadır. Veri ön işleme, model 
tahminleri ve görselleştirmeler Python programlama dili kullanılarak Google Colaboratory 
ortamında gerçekleştirilmiştir (Bisong, 2019). Analizlerde başlıca statsmodels, scikit-learn ve shap 
kütüphanelerinden yararlanılmıştır. 

3.2. Tanımlayıcı İstatistikler 

Tablo 2'de sunulan tanımlayıcı istatistikler incelendiğinde, TÜİK gıda endekslerinin tüm 
kategorilerde pozitif çarpıklık (1,35–1,76) ve yüksek basıklık sergilediği görülmektedir. Bu durum 
dönem içindeki hızlanmış fiyat artışlarını yansıtmaktadır. FAO Yağ Endeksi'nin standart sapması 
(36,95) diğer alt endekslere kıyasla belirgin biçimde yüksek olup Rusya-Ukrayna savaşı 
dönemindeki küresel yağ piyasası oynaklığını göstermektedir. USD/TRY'nin 2,33-34,90 aralığında 
seyretmesi ise dönem genelinde yaşanan yapısal kur değer kaybının boyutunu ortaya koymaktadır. 
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Tablo 2: Tanımlayıcı İstatistikler- Düzey Seriler (Ocak 2015- Aralık 2024, n=120) 

Değişken Ort. S.S. Min. Maks. Çarp. Bas. Gözlem 
TÜİK Genel Gıda 23.51 20.76 7.87 84.33 1.62 1.48 120 

TÜİK Tahıl 21.89 20.91 6.57 81.15 1.53 1.13 120 
TÜİK Et 21.32 23.81 5.31 87.31 1.76 1.81 120 

TÜİK Süt 24.23 23.58 6.65 86.85 1.38 0.51 120 
TÜİK Yağ 24.76 22.62 6.50 87.09 1.35 0.58 120 

TÜİK Şeker 22.34 19.81 7.56 83.54 1.58 1.42 120 
FAO Genel 108.84 18.41 84.93 160.22 0.86 -0.21 120 

FAO Yağ 117.87 36.95 76.59 251.83 1.33 1.65 120 
USD/TRY 10.87 9.87 2.33 34.90 1.26 0.22 120 
EUR/TRY 11.94 10.54 2.72 37.72 1.26 0.29 120 

Brent Petrol 66.33 19.79 14.85 125.53 0.26 0.36 120 
Not: TÜİK serileri 2025=100; FAO serileri 2014-2016=100 bazlı endeks değerlerini; döviz kurları TL/yabancı para birim 
değerini; petrol ise USD/varil fiyatını göstermektedir. 

Şekil 1: TÜİK Gıda Alt Kategorileri-Log Fark Zaman Serileri 

 
Not: Kırmızı, Kasım 2021 kur krizini, sarı, Şubat 2022 Ukrayna savaşını, gri noktalı çizgiler train/validation ve validation/test 
sınırlarını göstermektedir. 

Şekil 1'de tüm kategorilerin Kasım 2021 kur krizi sonrasında hem düzey hem volatilite açısından 
köklü bir yapısal dönüşüm yaşadığı görülmektedir. Et kategorisi Ocak-Şubat 2023'te, Tahıl 
kategorisi ise Temmuz 2023'te zirve değerlerine ulaşmıştır.  

3.3. Veri Dönüşümü ve Ön Testler 

3.3.1. Logaritmik Fark Dönüşümü 

Tüm değişkenlere logaritmik fark dönüşümü uygulanmıştır: 

𝜋𝜋(𝑡𝑡)  =  𝑙𝑙𝑙𝑙[𝑃𝑃(𝑡𝑡)]  −  𝑙𝑙𝑙𝑙[𝑃𝑃(𝑡𝑡 − 1)] (1) 

Burada 𝜋𝜋(𝑡𝑡) yaklaşık aylık enflasyon oranını, 𝑃𝑃(𝑡𝑡) ve 𝑃𝑃(𝑡𝑡 − 1) ise 𝑡𝑡 ve 𝑡𝑡 − 1 dönemlerindeki 
fiyat endeksini göstermektedir. Bu dönüşüm trend ve birim kökü gidermekte, ölçek farklarını 
azaltmakta ve seriler arası karşılaştırmayı kolaylaştırmaktadır (Box vd., 2015). 

 



326  UİİİD-IJEAS, 2026 (52):321-344 ISSN 1307-9832 

International Journal of Economic and Administrative Studies 
 

3.3.2. Durağanlık Testleri: ADF ve KPSS 

Durağanlık sınaması, sıfır hipotezleri birbirine zıt olan ADF (Dickey ve Fuller, 1979) ve KPSS 
(Kwiatkowski vd., 1992) testleriyle birlikte gerçekleştirilmiştir. İki testin birlikte kullanılması karar 
güvenilirliğini artırmaktadır (Elliott vd., 1996). Tablo 3, seçilmiş serilere3* ait sonuçları vermektedir. 

Tablo 3: ADF ve KPSS Durağanlık Test Sonuçları (Seçilmiş Seriler) 

Değişken ADF  ADF p KPSS KPSS p Karar 
TÜİK Genel Gıda (Düzey) 1.574 0.998 — — Durağan Değil 

ΔTÜIK Genel Gıda -2.544 0.105 ≤0.10 >0.05 ⚠ Çelişkili 
TÜİK Tahıl (Düzey) 1.440 0.997 — — Durağan Değil 

ΔTÜIK Tahıl -3.818 0.003 ≤0.10 >0.05 ✓ Durağan 
TÜİK Et (Düzey) -2.885 0.047 — — Sınırda 

ΔTÜIK Et -1.421 0.572 ≤0.05 <0.05 ✗ Durağan Değil 
TÜİK Yağ (Düzey) 2.591 0.999 — — Durağan Değil 

ΔTÜIK Yağ -6.019 0.000 ≤0.10 >0.05 ✓ Durağan 
USD/TRY (Düzey) 2.637 0.999 — — Durağan Değil 

ΔUSD/TRY -8.016 0.000 — — ✓ Durağan 
Not: ADF: sabitli, AIC gecikme seçimi. KPSS: sabitli, otomatik gecikme seçimi. KPSS p-değerleri 0.01 ve 0.10 sınırlarında 
kesilmektedir. ✓ Durağan: ADF p<0.05 ve KPSS p>0.05; ✗ Durağan Değil: ADF p>0.05 ve KPSS p<0.05; ⚠ Çelişkili: testler zıt 
sonuç veriyor. 

Düzey serilerinin tamamı birim kök içermektedir. Log fark sonrası çoğu seri durağanlaşmaktadır. 
Ancak TÜİK Et ve TÜİK Şeker değişkeninde ADF sınırda ya da anlamsız sonuç vermektedir. Çelişkili 
sonuçlar veren kategorilerde SARIMAX modelinde d parametresi auto_arima tarafından AIC 
kriterine göre endojen belirlenmiştir. Yapılan analizde Et kategorisinde d=1, Şeker kategorisinde 
d=1 seçilmiş; d=2'ye başvurulmamıştır. Bununla birlikte, tek fark sonrası tam durağanlaşmanın 
sağlanamaması Et ve Şeker kategorilerine ait ekonomik yorumların sınırlı tutulmasını 
gerektirmekte olup bu durum çalışmanın bir kısıtı olarak kabul edilmektedir.  

3.3.3. Yapısal Kırılma: Chow Testi 

Kırılma noktaları, Kasım 2021 USD/TRY döviz krizinin gıda ithalat maliyetleri üzerindeki ani etkisi 
ve Şubat 2022 Rusya-Ukrayna savaşının küresel emtia fiyatları üzerindeki yapısal baskısı göz önüne 
alınarak önsel (a priori) olarak belirlenmiştir. Bu iki tarihin istatistiksel olarak anlamlı kırılma 
noktaları oluşturup oluşturmadığı Chow (1960) testi ile sınanmıştır. F istatistiği: 

𝐹𝐹 =  
[(𝑅𝑅𝑅𝑅𝑅𝑅_𝑡𝑡𝑡𝑡𝑡𝑡 −  𝑅𝑅𝑅𝑅𝑅𝑅₁ −  𝑅𝑅𝑅𝑅𝑅𝑅₂)/𝑘𝑘]

[(𝑅𝑅𝑅𝑅𝑅𝑅₁ +  𝑅𝑅𝑅𝑅𝑅𝑅₂)/(𝑛𝑛 −  2𝑘𝑘)] 
 ~ 𝐹𝐹(𝑘𝑘,𝑛𝑛 − 2𝑘𝑘) (2) 

Tablo 4: Chow Yapısal Kırılma Test Sonuçları 

Kırılma Noktası Kategori F İst. p-değeri Karar 
Kur Krizi (Kasım 2021) Genel Gıda 23.89 0.000 *** Kırılma Var 
Kur Krizi (Kasım 2021) Tahıl 26.27 0.000 *** Kırılma Var 
Kur Krizi (Kasım 2021) Et 12.83 0.000 *** Kırılma Var 
Kur Krizi (Kasım 2021) Süt 9.56 0.000 *** Kırılma Var 
Kur Krizi (Kasım 2021) Yağ 10.79 0.000 *** Kırılma Var 
Kur Krizi (Kasım 2021) Şeker 25.08 0.000 *** Kırılma Var 

Ukrayna Savaşı (Şub. 2022) Genel Gıda 3.43 0.036 ** Kırılma Var 
Ukrayna Savaşı (Şub. 2022) Tahıl 4.87 0.009 *** Kırılma Var 
Ukrayna Savaşı (Şub. 2022) Et 5.26 0.007 *** Kırılma Var 
Ukrayna Savaşı (Şub. 2022) Süt 2.96 0.056 NS – Kırılma Yok 
Ukrayna Savaşı (Şub. 2022) Yağ 1.94 0.148 NS – Kırılma Yok 
Ukrayna Savaşı (Şub. 2022) Şeker 5.76 0.004 *** Kırılma Var 

Not: Sabitli doğrusal trend modeli üzerinden uygulanmıştır. *** p<0.01, ** p<0.05, * p<0.10, NS: istatistiksel olarak anlamlı 
değil.  
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Burada 𝑅𝑅𝑅𝑅𝑅𝑅_𝑡𝑡𝑡𝑡𝑡𝑡,  tam dönem artık kareler toplamını, 𝑅𝑅𝑅𝑅𝑅𝑅₁ ve 𝑅𝑅𝑅𝑅𝑅𝑅₂ kırılma öncesi ve sonrası 
dönem toplamlarını, 𝑘𝑘 parametre sayısını (𝑘𝑘 = 2) göstermektedir. Tablo 4'te görüldüğü üzere 
Kasım 2021 kur krizi tüm altı kategoride istatistiksel olarak son derece anlamlı yapısal kırılmaya yol 
açmıştır (p<0,001). Şubat 2022 Ukrayna savaşı, Genel Gıda, Tahıl, Et ve Şeker değişkenlerinde 
anlamlı etki üretirken, Süt ve Yağ değişkenlerinde istatistiksel eşiği geçememiştir. Bu bulgular 
doğrultusunda iki kukla değişken (dummy_kur (Kasım 2021 sonrası=1) ve dummy_ukrayna (Şubat 
2022 sonrası=1)) tüm modellere eklenmiştir (Perron, 1989) 

3.3.4. Granger Nedensellik Testi 

Bağımsız değişkenlerin öngörü kapasitesi Granger (1969) nedensellik testiyle 
değerlendirilmiştir. Test log fark serisinde, maksimum 6 gecikmeyle uygulanmıştır; gecikme sınırı 
hem n/p oranı hem de FAO-TÜİK aktarım mekanizmasının ekonomik süresiyle gerekçelendirilmiştir. 
Tablo 5'te sonuçlar sunulmaktadır. 

Tablo 5: Granger Nedensellik Test Sonuçları (Maks. Lag = 6) 

İlişki (X → Y) Opt. Lag F İst. p-değeri Karar 
FAO Tahıl → TÜİK Tahıl 1 4.10 0.045 ** Nedensellik Var 

FAO Et → TÜİK Et 3 4.64 0.004 *** Nedensellik Var 
FAO Süt → TÜİK Süt 2 0.89 0.414 NS 
FAO Yağ → TÜİK Yağ 1 10.69 0.001 *** Nedensellik Var 

FAO Şeker → TÜİK Şeker 4 1.08 0.372 NS 
FAO Genel → TÜİK Genel 1 0.91 0.341 NS 
USD/TRY → TÜİK Genel 2 29.11 0.000 *** Nedensellik Var 
EUR/TRY → TÜİK Genel 2 22.05 0.000 *** Nedensellik Var 

Petrol → TÜİK Genel 1 0.31 0.576 NS 
Not: *** p<0.01, ** p<0.05, * p<0.10, NS: anlamlı değil. Opt. Lag: en düşük p-değerini veren gecikme. 

Tablo 5’te, iki önemli bulgu görülmektedir. Birincisi, USD/TRY ve EUR/TRY'nin genel gıda 
enflasyonu üzerindeki nedensel etkisi son derece güçlüdür (F=29,11; p<0,001 ve F=22,05; p<0,001). 
Bu bulgu, döviz kuru geçişkenliği yazınını (Baskaya vd., 2008; Campa ve Goldberg, 2005) 
desteklemektedir. İkincisi, FAO'nun TÜİK üzerindeki Granger nedenselliği kategoriler arasında 
heterojen dağılmaktadır: Tahıl (p=0,045), Et (p=0,004) ve Yağ (p=0,001) değişkenlerinde istatistiksel 
olarak anlamlı bir nedensellik ilişkisi saptanmışken, Genel Gıda (p=0,341), Süt (p=0,414) ve Şeker 
(p=0,372) değişkenlerinde FAO endekslerinin TÜİK fiyatları üzerinde anlamlı bir öngörü kapasitesi 
tespit edilememiştir. Tahıl, Et ve Yağ değişkenlerinde anlamlı; Genel, Süt ve Şeker değişkenlerinde 
anlamsız kalmaktadır. Bu heterojenlik, altı kategorinin bağımsız modellenmesini desteklemektedir. 

3.3.5. Veri Ayrımı 

Zaman serisi tahmininde rastgele k-katlı çapraz doğrulama veri sızıntısı (data leakage) 
ürettiğinden kronolojik ayrım benimsenmiştir (Hyndman ve Athanasopoulos, 2018). Bölüm sınırları 
yapısal kırılma noktalarına göre belirlenmiş ve Tablo 6’da sunulmuştur.  

Tablo 6: Kronolojik Train/Validation/Test Ayrımı 

Bölüm Tarih Aralığı Gözlem Oran (%) Amaç 
Train Oca.2016 – Ara.2021 66 ay %63 Model eğitimi 

Validation Oca.2022 – Ara.2022 12 ay %11 Hiperparametre seçimi 
Test Oca.2023 – Ara.2024 24 ay %23 Final değerlendirme 

Validation setinin 2022 yılına denk gelmesi, hiperparametre seçiminin yüksek volatilite 
döneminde gerçekleşmesi anlamına gelmekte olup bu durum çalışmanın metodolojik bir kısıtı 
olarak kabul edilmektedir. Bununla birlikte, validation setini kriz öncesine çekmek test setini 2022-
2024 dönemine taşıyacak ve yüksek volatiliteyi test seti içine dahil edecektir. Dolayısıyla mevcut 
tasarımın bu ikilemin en az sakıncalı çözümünü sunduğu değerlendirilmektedir. 
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3.4. Yöntemler 

3.4.1. SARIMAX- İstatistiksel Baseline 

SARIMA(p,d,q)(P,D,Q)[s] mevsimsel zaman serisi modeline dışsal değişken eklenmesiyle elde 
edilen SARIMAX, çalışmanın istatistiksel baseline modelini oluşturmaktadır (Box vd., 2015). Genel 
model denklemi: 

𝜑𝜑(𝐵𝐵)  ·  𝛷𝛷(𝐵𝐵ˢ)  ·  𝛥𝛥ᵈ ·  𝛥𝛥ˢᴰ ·  𝑦𝑦ₜ =  𝜃𝜃(𝐵𝐵)  ·  𝛩𝛩(𝐵𝐵ˢ)  ·  𝜀𝜀ₜ +  𝛾𝛾ᵀ𝑥𝑥ₜ (3) 

Burada 𝐵𝐵 geri kaydırma operatörünü, 𝜑𝜑(𝐵𝐵) ve 𝜃𝜃(𝐵𝐵) mevsimsel olmayan AR ve MA 
polinomlarını, 𝛷𝛷(𝐵𝐵ˢ) ve 𝛩𝛩(𝐵𝐵ˢ) mevsimsel AR ve MA polinomlarını, 𝛥𝛥ᵈ  ve 𝛥𝛥ˢᴰ sırasıyla mevsimsel 
olmayan ve mevsimsel fark operatörlerini, 𝜀𝜀ₜ ~ 𝑁𝑁(0,𝜎𝜎²) hata terimini, 𝛾𝛾 dışsal değişken katsayı 
vektörünü ve 𝑥𝑥ₜ dışsal değişken vektörünü (USD/TRY lag 1-6, dummy_kur, dummy_ukrayna) 
göstermektedir. 

SARIMAX seçimi iki ampirik gerekçeye dayanmaktadır. ACF analizi Genel Gıda (ACF₁₂ = 0,239) ve 
Et (ACF₁₂ = 0,393) kategorilerinde anlamlı mevsimsel otokorelasyon göstermiş olup bu bulgu saf 
ARIMA'yı söz konusu kategoriler için yetersiz kılmaktadır. Öte yandan USD/TRY'nin güçlü Granger 
nedenselliği (F = 29,11; p < 0,001) dışsal değişken kanalını zorunlu hale getirmektedir. Model 
parametreleri auto_arima ile AIC kriterine göre otomatik seçilmiştir (Hyndman ve Khandakar, 
2008). AIC formülü: 

𝐴𝐴𝐴𝐴𝐴𝐴 =  −2 ·  𝑙𝑙𝑙𝑙(𝐿𝐿�)  +  2𝑘𝑘 (4) 

Tahminler kayan pencere tek adım ileriye (rolling one-step-ahead) yöntemiyle üretilmiştir. Bu 
yaklaşımda her dönemde gerçekleşen değer eğitim setine eklenerek bir sonraki dönem tahmini 
güncellenmektedir (Tashman, 2000). Bu yaklaşım gerçek dünya senaryosunu simüle etmekte ve 
iyimser tahmin yanılgısını engellemektedir. Kayan pencere uygulamasında tüm modellerin 
hiperparametreleri sabit tutulmuştur; yani validation setinde GridSearchCV ve 
RandomizedSearchCV ile seçilen optimal hiperparametreler, test dönemi boyunca her adımda 
değiştirilmeksizin kullanılmıştır. Bu tercih karşılaştırmanın tutarlılığını ve tekrarlanabilirliğini 
güvence altına almaktadır. 

3.4.2. ElasticNet- Doğrusal ML 

ElasticNet, 𝐿𝐿1 ve 𝐿𝐿2 cezalarını birleştiren regularizasyon yöntemidir (Zou ve Hastie, 2005). 
Yöntemin minimize etmeyi hedeflediği kayıp fonksiyonu Formül 5 ile ifade edilmektedir: 

𝛽̂𝛽  =  𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎ᵦ { (1/2𝑛𝑛)  ·  ‖𝑦𝑦 −  𝑋𝑋𝑋𝑋‖² +  𝛼𝛼 · 𝜆𝜆 · ‖𝛽𝛽‖₁ +  𝛼𝛼 · (1 − 𝜆𝜆)/2 ·  ‖𝛽𝛽‖² } (5) 

Ceza şiddetini 𝛼𝛼, dengesini 𝜆𝜆 kontrol etmektedir; 𝜆𝜆 =  0 saf Lasso'ya, 𝜆𝜆 =  1 saf Ridge'e 
indirgenmektedir. Bu çalışmada gecikme değişkenleri doğası gereği gruplar oluşturmakta olup saf 
Lasso'nun grup içinden yalnızca bir değişkeni keyfi biçimde seçme eğilimi ElasticNet tercihinin 
temel gerekçesini oluşturmaktadır. Hiperparametre optimizasyonu GridSearchCV ile beş katlı 
zaman serisi çapraz doğrulaması kullanılarak 𝛼𝛼 ∈  {0,001;  0,01;  0,1;  1,0;  10,0} ve 𝜆𝜆 ∈
 {0,1;  0,3;  0,5;  0,7;  0,9;  1,0} arama uzayında gerçekleştirilmiştir. L1 ve L2 cezalarının varyansa 
duyarlı olması nedeniyle gecikme değişkenleri standartlaştırılmış; ölçeklendirici yalnızca eğitim 
kümesine uyarlanarak test bilgisinin eğitim sürecine sızması engellenmiştir (Géron, 2022). 

3.4.3. Random Forest- Doğrusal Olmayan ML 

Random Forest, 𝐵𝐵 adet bağımsız karar ağacının tahminlerini birleştiren bir topluluk öğrenme 
yöntemidir (Breiman, 2001). Her ağaç bootstrap örneklemesi, her dal bölünmesi ise rastgele seçilen 
𝑚𝑚ₜᵣᵧ adet değişken üzerinden oluşturulmaktadır. Topluluğun nihai tahmini, bireysel ağaç 
tahminlerinin basit ortalamasıyla elde edilir (Formül 6): 
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𝑓𝑓̂(𝑥𝑥)  =  (1/𝐵𝐵)  ·  𝛴𝛴ᵦ₌₁ᴮ 𝑇𝑇ᵦ(𝑥𝑥) (6) 

𝑇𝑇ᵦ(𝑥𝑥) 𝑏𝑏. ağacın tahmini, 𝐵𝐵 ise toplam ağaç sayısını göstermektedir. Bootstrap örneklemesi ve 
rastgele değişken seçimi ağaçlar arası korelasyonu zayıflatarak aşırı öğrenmeye karşı direnç 
kazandırmaktadır. RF'nin tercih edilmesi iki gerekçeye dayanmaktadır: Kaya ve Ertuğrul'un (2024) 
bulgusu doğrultusunda Türkiye gıda fiyatları ile uluslararası fiyatlar arasındaki ilişkinin doğrusal 
olmayan karakter taşıması ve ağaç tabanlı modellerin değişken ölçeğine duyarsız yapısının 
normalizasyon gerekliliğini ortadan kaldırması. Hiperparametre optimizasyonu rastgele arama 
yöntemiyle (RandomizedSearchCV, n_iter = 50) ve beş katlı zaman serisi çapraz doğrulamasıyla 
(TimeSeriesSplit, n_splits = 5) gerçekleştirilmiştir. 

Değişken önem ölçümü için SHAP değerlerinden yararlanılmıştır (Lundberg ve Lee, 2017). 𝑖𝑖. 
gözlem için 𝑗𝑗. değişkenin Shapley katkısı; F tüm değişkenler kümesi (|𝐹𝐹|  =  26), 𝑆𝑆 ise 𝑗𝑗'yi dışarıda 
bırakan herhangi bir alt küme olmak üzere, 𝑗𝑗'nin 𝑆𝑆'ye eklenmesiyle elde edilen marjinal katkının 
tüm olası sıralamalar üzerinden ağırlıklı ortalaması alınarak hesaplanmaktadır (Formül 7). Küresel 
değişken önemi, test seti üzerindeki ortalama mutlak SHAP değerleriyle elde edilmiştir. 

𝜙𝜙ⱼ(𝑥𝑥ᵢ)  =  𝛴𝛴_{𝑆𝑆 ⊆  𝐹𝐹{𝑗𝑗}} [ |𝑆𝑆|!  ·  (|𝐹𝐹|  −  |𝑆𝑆|  −  1)! / |𝐹𝐹|! ]  ·  [ 𝑣𝑣(𝑆𝑆 ∪  {𝑗𝑗})  −  𝑣𝑣(𝑆𝑆) ] (7) 

Çalışmada XGBoost modeline yer verilmemesi bilinçli bir tercih sonucudur. XGBoost, büyük ve 
yüksek boyutlu veri setlerinde güçlü performans sergilemekle birlikte, bu çalışmanın 66 aylık eğitim 
seti gibi kısa bir örnekleme sahip olması nedeniyle aşırı öğrenme riski görece yüksektir. Araştırma 
tasarımı, doğrusal bir ML yaklaşımı (ElasticNet) ile doğrusal olmayan bir yaklaşımı (Random Forest) 
istatistiksel bir baz modele (SARIMAX) karşı sınamak üzerine kurgulanmıştır. Bu çerçevede Random 
Forest, doğrusal olmayan bileşeni temsil etmesi açısından yeterli ve yorumlanabilirlik açısından 
SHAP değerleriyle uyumlu bir seçim olarak değerlendirilmiştir. XGBoost dahil gradyan artırma 
yöntemlerinin daha geniş örneklemlerle sınanması gelecek araştırmalar için öncelikli bir yön olarak 
görülmektedir. 

3.4.4. Performans Metrikleri 

Model performansı MAE, RMSE ve MAPE olmak üzere üç hata metriğiyle değerlendirilmiştir 
(Hyndman & Koehler, 2006). Temel performans ölçütü olarak MAE benimsenmiştir; zira log fark 
serisindeki ani sıçramalar RMSE'yi orantısız biçimde etkilemekte, MAE ise aykırı gözlemlere karşı 
görece dirençli kalmaktadır. Formüller 8, 9 ve 10 sırasıyla MAE, RMSE ve MAPE'nin matematiksel 
ifadelerini sunmaktadır. 

3.4.5. Diebold-Mariano Testi 

Model karşılaştırması Harvey-Leybourne-Newbold (HLN) düzeltmeli Diebold-Mariano (DM) 
testiyle gerçekleştirilmiştir (Diebold ve Mariano, 1995; Harvey vd., 1997). SARIMAX (Model 1) ile 
ML modeli (Model 2) arasındaki mutlak kayıp farkı serisi Formül 11 ile tanımlanmaktadır: 

𝑑𝑑ₜ =  |𝑒𝑒₁ₜ|  −  |𝑒𝑒₂ₜ|, 𝑡𝑡 =  1, 2, . . . ,𝑇𝑇 (11) 

𝑀𝑀𝑀𝑀𝑀𝑀 =  (1/𝑇𝑇)  ·  𝛴𝛴ₜ₌₁ᵀ |𝜋𝜋(𝑡𝑡)  −  𝜋𝜋�(𝑡𝑡)| (8) 

𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 =  �[ (1/𝑇𝑇)  ·  𝛴𝛴ₜ₌₁ᵀ (𝜋𝜋(𝑡𝑡)  −  𝜋𝜋�(𝑡𝑡))² ] (9) 

𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀 =  (100/𝑇𝑇)  ·  𝛴𝛴ₜ₌₁ᵀ |𝜋𝜋(𝑡𝑡)  −  𝜋𝜋�(𝑡𝑡)| / |𝜋𝜋(𝑡𝑡)| (10) 
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Burada 𝑒𝑒ₖₜ =  𝜋𝜋ₜ −  𝜋̂𝜋ₖₜ, 𝑘𝑘. modelin 𝑡𝑡 dönemindeki tahmin hatasını göstermektedir. Orijinal 
DM istatistiği, kayıp farkı serisinin ortalamasının tahmini standart hatasına oranı olarak hesaplanır 
(Formül 12): 

𝐷𝐷𝐷𝐷 = 𝑑̅𝑑/ �𝑓𝑓𝑑𝑑(0)  →  𝑁𝑁(0,1) (12) 

Burada 𝑑̅𝑑 kayıp farklarının örneklem ortalamasını, 𝑓𝑓𝑑𝑑(0) ise sıfır frekanstaki spektral yoğunluk 
tahminini ifade etmektedir. Spektral yoğunluk Newey-West tahmincisiyle hesaplanmıştır.  

T = 24 aylık kısa test seti göz önüne alındığında, standart DM istatistiğinin küçük örneklemlerde 
nominal boyutunu aşma eğilimi sergilediği bilinmektedir. Bu nedenle HLN küçük örneklem 
düzeltmesi uygulanmıştır (Formül 13): 

𝐷𝐷𝐷𝐷∗  =  𝐷𝐷𝐷𝐷 ×  �[ (𝑇𝑇 +  1 −  2ℎ +  ℎ(ℎ − 1)/𝑇𝑇) / 𝑇𝑇 ] ~ 𝑡𝑡(𝑇𝑇 − 1) (13) 

Burada ℎ =  1 (bir adım ileriye tahmin) ve 𝑇𝑇 =  24'tür. Düzeltilmiş istatistik standart normal 
yerine 𝑇𝑇 − 1 =  23 serbestlik dereceli t dağılımına başvurulmaktadır. 

𝐷𝐷𝐷𝐷∗ istatistiğinin işareti sonucun yorumlanmasında belirleyicidir: pozitif değer ML modelinin, 
negatif değer ise SARIMAX'ın görece üstünlüğüne işaret etmektedir. 

3.4.6. Gecikme Değişkeni Yapısı 

Her bağımsız değişken z ∈ {FAO_k, USD/TRY, EUR/TRY, petrol} için 1–6 aylık gecikmeli 
versiyonlar türetilmiş olup toplam değişken sayısı 26'ya ulaşmaktadır. Bu yapı, maksimum 
gecikmenin 12 olarak belirlenmesi durumunda elde edilecek değerle kıyaslandığında aşırı öğrenme 
riskini belirgin biçimde azaltmaktadır. Maksimum gecikmenin altı ay olarak belirlenmesi hem 
istatistiksel hem de ekonomik gerekçelere dayanmaktadır: istatistiksel açıdan n/p ≈ 2,54 oranı 
modelin genelleme kapasitesini güçlendirirken, ekonomik açıdan altı aylık yapı uluslararası 
fiyatların yurt içi tüketici fiyatlarına yansıma süreci ve döviz kuru geçişkenliği literatürüyle tutarlılık 
taşımaktadır (Campa ve Goldberg, 2005). Bununla birlikte, özellikle et ve süt gibi arz zincirinin 
görece uzun olduğu kategorilerde daha uzun gecikme yapısının farklı sonuçlar üretebileceği ve altı 
aylık sınırın bu kategoriler için bir model kısıtı oluşturabileceği kabul edilmektedir. 

USD/TRY ve EUR/TRY arasındaki yüksek korelasyon çoklu doğrusallık riski doğurmaktadır. 
ElasticNet bu riski L2 cezası aracılığıyla kısmen yönetmektedir. Bununla birlikte SHAP grafiklerinde 
her iki döviz kuru değişkeninin bazı kategorilerde benzer önem düzeyiyle birlikte yer alması, 
Shapley değerlerinin korelasyonlu değişkenler arasında paylaşıldığına işaret etmektedir. Bu durum 
bireysel değişken etkilerinin yorumlanmasında dikkatli olunması gerektiğini ortaya koymakta olup 
çalışmanın bir kısıtı olarak kabul edilmektedir. 

4. Bulgular 

4.1. SARIMAX Modeli Sonuçları 

AIC kriterine göre otomatik seçilen model yapıları kategoriler arasında belirgin bir heterojenlik 
sergilemektedir: Genel Gıda, SARIMA(0,0,1)(0,0,0)[12]; Tahıl, SARIMA(1,0,0)(1,0,0)[12]; Et, 
SARIMA(0,0,1)(0,0,0)[12]; Süt, SARIMA(1,0,0)(1,0,1)[12]; Yağ, SARIMA(2,0,0)(0,0,0)[12]; Şeker, 
SARIMA(1,0,0)(0,0,0)[12]. Tüm modellere USD/TRY'nin 1-6 aylık gecikmeleri ile kur krizi ve Ukrayna 
savaşı kukla değişkenleri dışsal bileşen olarak dahil edilmiştir. 

Seçilen yapılar incelendiğinde Tahıl kategorisinin mevsimsel AR bileşeni içeren tek model olması 
güçlü bir yıllık belleğe, Süt kategorisinde hem mevsimsel AR hem MA terimlerinin birlikte seçilmesi 
daha karmaşık bir mevsimsel otokorelasyon yapısına sahip olduğunu göstermektedir. Genel Gıda 
ve Et kategorilerinde yalnızca MA(1) bileşeninin yeterli görülmesi ise fiyat hareketlerinin ağırlıklı 
olarak kısa dönemli şoklara tepki gösterdiği söylenebilir. 
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Şekil 2: SARIMAX - Tahmin vs Gerçek (Test: 2023-2024) 

 
Not: SARIMAX modelinin altı kategori için test seti tahminlerinin gerçekleşen değerlerle karşılaştırması. Kesik kırmızı çizgi 
SARIMAX tahminini, mavi düz çizgi gerçekleşen değerleri göstermektedir. 

Şekil 2, SARIMAX tahminlerini gerçekleşen değerlerle karşılaştırmaktadır. Model 2024'ün ikinci 
yarısındaki düşük oynaklık dönemlerinde daha başarılı seyrederken 2023'ün ilk yarısındaki ani 
hareketleri yakalamakta zaman zaman yetersiz kalmıştır. Tahıl ve Yağ kategorilerinde Temmuz 
2023 zirvesine en yakın tahminlerin üretilmesi, mevsimsel AR bileşeninin ve FAO endekslerinin 
gecikmeli aktarımının bu kategorilerde etkin biçimde içselleştirildiğine işaret etmektedir. Et ve Süt 
kategorilerinde 2023 başındaki yüksek oynaklık döneminde belirgin sapmalar gözlemlenmiştir. Et 
kategorisinde SARIMAX'ın görece başarısı; (1) ACF₁₂ = 0,393 değeriyle güçlü mevsimsel 
otokorelasyon yapısının SARIMAX tarafından doğrudan modellenebilmesi; (2) FAO Et → TÜİK Et 
Granger nedensellik ilişkisinin kısa ve belirgin bir gecikme yapısı (optimal lag = 3) taşıması nedeniyle 
bu aktarımın SARIMAX dışsal değişken kanalında etkin biçimde içselleştirilmesi; (3) kısa eğitim 
örnekleminin RF'nin doğrusal olmayan örüntüleri öğrenmesini kısıtlaması olarak üç yapısal etkenle 
açıklanabilir. Şeker kategorisinde ise genel eğilim yakalanmakla birlikte dönemsel dalgalanmaların 
büyüklüğü hafife alınmıştır. 

4.2. Elastic Net Modeli Sonuçları 

GridSearchCV optimizasyonu sonucunda belirlenen hiperparametreler kategoriler arasında 
farklılaşmaktadır. Genel eğilim değerlendirildiğinde düşük alpha (0,001-0,01) ile yüksek L1_ratio 
(0,7-1,0) kombinasyonunun baskın olduğu görülmektedir. Bu durum, L1 cezasının L2'ye kıyasla 
belirleyici rol üstlendiğine ve modelin güçlü bir değişken seçimi davranışı sergilediğine işaret 
etmektedir. Bir başka deyişle ElasticNet, 26 değişkenin büyük bölümünü sıfıra yakın katsayılarla 
etkisizleştirirken yalnızca sınırlı sayıda değişkeni aktif tutmayı tercih etmiştir. 

Şekil 3, ElasticNet'in değişken seçimini kategori bazında görselleştirmektedir. dummy_kur tüm 
kategorilerde en yüksek mutlak katsayıya sahip değişken olmuştur. Bu bulgu Kasım 2021 kur 
krizinin yapısal etkisinin model tarafından tutarlı biçimde öğrenildiğini göstermektedir. 
usd_try_lag1 tüm kategorilerde ikinci sıraya yerleşmiş olup döviz kurunun kısa vadeli aktarım 
gücünü yansıtmakta ve Granger nedensellik bulgularıyla (F = 29,11; p <0,001) doğrudan 
örtüşmektedir. 
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FAO değişkenlerinin ağırlığı kategoriler arasında heterojen dağılmaktadır. Et kategorisinde 
fao_et_lag1 baskın ikinci değişken konumuna yükselirken Yağ kategorisinde birden fazla FAO 
gecikmesinin (lag1, lag2, lag6) birlikte aktif kalması uluslararası yağ fiyatlarının dağılmış bir gecikme 
yapısıyla yansıdığına işaret etmektedir. Genel Gıda ve Şeker kategorilerinde FAO değişkenlerinin 
geri planda kalması bu kategorilerin ağırlıklı olarak döviz kuru kanalıyla şekillendiğini 
düşündürmektedir. Süt kategorisinde eur_try_lag1'in güçlü biçimde aktif kalması Avrupa kaynaklı 
fiyat hareketlerine duyarlılığa işaret ederken petrol değişkenleri Et ve Yağ kategorilerinde ölçülü 
katkı sağlamakta, diğer kategorilerde etkisizleşmektedir. 

Şekil 3: ElasticNet Katsayı Analizi- Aktif Katsayılar (|β|>0) 

 
Not: Altı kategori için ElasticNet mutlak katsayıları. Mavi=FAO, Kırmızı=USD/TRY, Yeşil=EUR/TRY, Sarı=Petrol, Gri=Dummy 
değişkenler. Yalnızca sıfır olmayan (aktif) katsayılar gösterilmektedir. 

4.3. Random Forest ve SHAP Analizi Sonuçları 

RF modelinin hiperparametre optimizasyonu sonucunda belirlenen yapılar kategoriler arasında 
ölçülü bir farklılaşma sergilemektedir. Tüm kategorilerde görece derin ağaçlar ve geniş örneklem 
altkümeleri tercih edilmiş; bu durum modelin veri içindeki doğrusal olmayan örüntüleri yakalama 
kapasitesini artırmaktadır. 

Şekil 4'te sunulan RF SHAP global değişken önem sıralamaları ElasticNet bulgularıyla 
uyuşmaktadır. dummy_kur her kategoride birinci, dummy_ukrayna büyük bölümünde ikinci, 
usd_try_lag1 ise genel olarak üçüncü sıraya yerleşmektedir. Bu üç değişkenin her iki model 
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tarafından tutarlı biçimde ön sıraya taşınması, gıda fiyatı belirleyicilerine ilişkin bulguların yöntem 
seçiminden bağımsız güçlü bir örüntü sergilediğine işaret etmektedir. 

Et kategorisinde fao_et_lag1, petrol_lag3 ve fao_et_lag5'in ön plana çıkması, et fiyatlarının 
uluslararası piyasalardan doğrudan beslenen aktarım kanalının yanı sıra enerji maliyetleri 
aracılığıyla işleyen dolaylı baskıya da maruz kaldığını göstermektedir. Süt kategorisinde 
dummy_ukrayna'nın ikinci sıraya yükselmesi, savaşın bu kategoride diğerlerine kıyasla daha kalıcı 
bir etki bıraktığı söylenebilir. Şeker kategorisinde dummy_ukrayna'nın görece yüksek SHAP 
değeriyle ikinci konumda yer alması ise uluslararası şeker piyasalarındaki jeopolitik duyarlılığın yurt 
içi fiyatlara yansımasıyla tutarlı görünmektedir. 

Şekil 4: RF- SHAP Global Değişken Önemi (Ortalama |SHAP| Değeri) 

 
Not: Altı kategori için Random Forest modelinin SHAP global feature önemi. Mavi=FAO, Kırmızı=USD/TRY, Yeşil=EUR/TRY, 
Sarı=Petrol, Gri=Dummy değişkenler. 

Şekil 5, ElasticNet mutlak katsayıları ile RF SHAP değerlerini kategori bazında yan yana 
sunmaktadır. Genel Gıda, Tahıl ve Şeker kategorilerinde sıralamalar büyük ölçüde benzerdir. Bu 
durum aktarım mekanizmalarının her iki model tarafından benzer biçimde algılandığını 
göstermektedir. Yağ kategorisinde ise belirgin bir uyumsuzluk gözlemlenmektedir: ElasticNet FAO 
Yağ endeksinin birden fazla gecikmesini aktif tutarken RF döviz kuru değişkenlerine daha yüksek 
SHAP ağırlığı vermiştir. Bu ayrışma, emtia ve döviz kuru kanallarının Yağ kategorisinde dönemsel 
olarak ön plana geçtiğini ve bu ilişkinin doğrusal modellerle öğrenilemediğini göstermektedir. Et 
kategorisinde de bir uyumsuzluk vardır. ElasticNet'te fao_et_lag1 ve usd_try_lag1 eşit ağırlıkla öne 
çıkarken RF'de petrol gecikmelerinin yüksek SHAP değerleri alması, enerji maliyetlerinin etkisinin 
doğrusal olmayan bir eşik yapısı taşıyabileceği ve bu yapının yalnızca ağaç tabanlı modeller 
tarafından yakalanabildiği söylenebilir. 
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Şekil 5: ElasticNet Katsayı vs RF SHAP - Kategori Bazında Karşılaştırma 

 
Not: Her kategori için ElasticNet mutlak katsayıları (sol panel) ve RF SHAP değerleri (sağ panel) karşılaştırması. Uyumlu 
sıralamalar güçlü, uyumsuz sıralamalar doğrusal olmayan etki sinyali olarak yorumlanmaktadır. 

4.4. Model Karşılaştırması: DM Testi ve MAE 

Bu bölümde SARIMAX, ElasticNet ve RF modellerinin test dönemi performansları hem hata 
metrikleri hem de istatistiksel anlamlılık sınaması temelinde değerlendirilmektedir.  

Şekil 6 ve Tablo 8, HLN düzeltmeli DM testi istatistikleri ile MAE değerlerini bütünleşik biçimde 
sunmaktadır. En temel bulgu, hiçbir ML modeli, hiçbir kategoride SARIMAX'ı yüzde beş anlamlılık 
düzeyinde geçememiştir. Bu sonuç kısa örneklem koşullarında istatistiksel zaman serisi 
modellerinin rekabet gücünü koruduğuna dair literatür bulgularıyla benzerlik göstermektedir. 
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Şekil 6: DM Testi Isı Haritası (Sol) ve MAE Karşılaştırma Bar Grafiği (Sağ) 

 
Not: (Sol) DM* istatistikleri ısı haritası; yeşil tonlar ML modelinin üstünlüğünü, kırmızı tonlar SARIMAX'ın üstünlüğünü 
göstermektedir. (Sağ) Test seti MAE karşılaştırması (log fark ölçeği). 

Tablo 8: Model Karşılaştırması- MAE ve HLN-DM Testi Sonuçları (Test: 2023-2024) 

Kategori SARIMAX 
MAE EN MAE DM (EN) RF MAE DM (RF) Sonuç 

Genel Gıda 0.0200 0.0192 0.481 NS 0.0193 0.399 NS Fark Anlamsız 
Tahıl 0.0200 0.0168 0.642 NS 0.0193 -0.114 NS Fark Anlamsız 

Et 0.0328 0.0407 -1.930 * 0.0383 -1.519 NS SARIMAX Üstün 
Süt 0.0258 0.0247 0.265 NS 0.0276 -0.606 NS Fark Anlamsız 
Yağ 0.0197 0.0167 0.725 NS 0.0202 0.639 NS Fark Anlamsız 

Şeker 0.0174 0.0139 1.285 NS 0.0137 1.693 * RF Sınırda (p≈0.10) 
Not: MAE log fark ölçeğindedir. DM* istatistiği HLN düzeltmeli t₂₃ dağılımına referans verir. Pozitif DM* → ML üstün; Negatif 
DM* → SARIMAX üstün. * p<0.10; NS: istatistiksel olarak anlamlı değil. 

SARIMAX ile Et kategorisi en belirgin ayrışmayı göstermiştir. ElasticNet'in negatif DM istatistiği 
(−1,930; p < 0,10) ve yüksek MAE değeri (0,0407) bu modelin SARIMAX'ın gerisinde kaldığını 
göstermiştir. RF'nin DM istatistiği de negatif yönlü olup (−1,519) yüzde on düzeyinde anlamsızdır. 
Şeker kategorisinde RF, pozitif DM istatistiği (1,693; p ≈ 0,10) ve en düşük MAE (0,0137) ile görece 
avantajlı görünmektedir. Ancak bu bulgu p ≈ 0,10 düzeyinde zayıf bir istatistiksel sinyal niteliği 
taşımakta olup Şeker kategorisi için kesin bir üstünlük yargısı çıkarmak için yeterli kanıt 
sağlamamaktadır. 

MAE bazında ElasticNet altı kategoriden dördünde sayısal olarak en düşük hata değerini 
üretmiştir. Tahıl kategorisinde ElasticNet MAE'sinin (0,0168) SARIMAX değerinin (0,0200) belirgin 
altına inmesine rağmen DM istatistiğinin (0,642) anlamlılık düzeyine ulaşamamıştır. Bu durum, 
küçük örneklemli verisetlerinde ML modellerinin sayısal avantajının istatistiksel anlamlılık düzeyine 
ulaşamayabileceğini göstermektedir. Dolayısıyla ElasticNet'in sayısal üstünlüğü bir üstünlük kanıtı 
olarak değil, daha büyük örneklemlerle ya da daha uzun test dönemlerinde doğrulanmayı bekleyen 
potansiyel bir işaret olarak değerlendirilmelidir. 

Şekil 7 incelendiğinde tüm modellerin ani fiyat sıçramalarını yakalamakta benzer güçlükler 
yaşadığı ve belirgin bir düzleştirme eğilimi sergilediği görülmektedir. Et kategorisindeki Ocak-Şubat 
2023 yükselişi ve Tahıl kategorisindeki Temmuz 2023 zirvesi hiçbir model tarafından tam olarak 
yakalanamamamıştır. Bu durum söz konusu hareketlerin gecikmeli değişkenlerle öngörülmesinin 
yapısal bir sınır oluşturduğunu göstermektedir. Tüm modellerde gözlemlenen bu düzleştirme 
eğilimi herhangi bir modelin özgül başarısızlığı değil, gecikmeli değişken yapısına dayanan tahmin 
çerçevesinin doğal ve kaçınılmaz bir kısıtıdır. Anlık fiyat sıçramalarını tetikleyen bilgi, tanım gereği 
modelin bilgi setinin dışında kalmaktadır. Ayrıca SARIMAX, Tahıl ve Yağ kategorilerindeki zirve 
dönemlerini diğer modellere kıyasla daha yakın tahmin etmiştir. Mevsimsel AR bileşeninin 
gecikmeli uluslararası fiyat şoklarını kısmen öğrendiği, mevsimselliğin güçlü olduğu bu 
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kategorilerde SARIMAX'a avantaj sağlamaktadır. Genel Gıda, Süt ve Şeker kategorilerinde ise 
modeller arası farklılıklar sınırlı kalmaktadır. 

Şekil 7: Tüm Modeller-Tahmin vs Gerçek (Test: 2023-2024, 6 Kategori) 

 
Not: Test dönemi boyunca SARIMAX (kırmızı), ElasticNet (turuncu) ve RF (yeşil) modellerinin tahminlerinin gerçekleşen 
değerlerle (mavi) karşılaştırması. 

5. Sonuç 

Bu çalışma, Türkiye gıda enflasyonunun alt kategoriler bazında tahmininde istatistiksel zaman 
serisi modeli ile makine öğrenmesi yaklaşımlarının karşılaştırmalı performansını ve fiyat 
belirleyicilerinin yapısal örüntüsünü incelemiştir. 

2023–2024 test dönemine ait Diebold-Mariano testi bulguları, hiçbir makine öğrenmesi 
modelinin SARIMAX'ı istatistiksel olarak anlamlı biçimde geçemediğini ortaya koymaktadır. Et 
kategorisinde ElasticNet anlamlı biçimde SARIMAX'ın gerisinde kalmıştır (DM* = −1,930; p < 0,10). 
Bu bulgu, Toledo ve Duncan'ın (2024) kısa tahmin ufkunda otoregresif modellerin makine 
öğrenmesiyle rekabetçi kaldığı sonucuyla ve Yan vd.'nin (2026) kısa vadede otoregresif yapılı 
modellerin güçlü kaldığına dair tespitleriyle örtüşmektedir. Şenel vd.'nin (2026) Türkiye pirinç fiyatı 
çalışmasında XGBoost'un öne çıkması ise farklı ürün ve değişken seti bağlamından kaynaklanmakta 
olup bu çalışmanın bulgularıyla doğrudan çelişmemektedir. Makine öğrenmesi modellerinin 
SARIMAX'ı geçememesi, yaklaşık 66 aylık eğitim setinin doğrusal olmayan ilişkilerin öğrenilmesi için 
sınırda bir hacme karşılık gelmesi, dummy_kur değişkeninin tüm kategorilerde birinci belirleyici 
konumuna yerleşmesiyle birlikte test döneminde fiyat dinamiklerinin büyük ölçüde yapısal şoklara 
(Kasım 2021 kur krizi ve Şubat 2022 Ukrayna savaşı) bağlı kalması ve SARIMAX'ın mevsimsel 
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örüntüyü doğrudan modelleyebilmesi şeklinde üç yapısal nedenle açıklanabilir. Random Forest 
modelinin hiçbir kategoride istatistiksel üstünlük sağlayamaması da ağırlıklı olarak bu nedenlerden 
ilkiyle, kısa eğitim örnekleminin doğrusal olmayan örüntülerin öğrenilmesini kısıtlamasıyla, 
açıklanabilir. Daha geniş bir zaman dilimi veya daha yüksek frekanslı veriyle RF performansının 
farklılaşabileceği gelecek araştırmalar için göz önünde bulundurulabilir. 

Her iki modelin değişken önem analizleri, dummy_kur'u tüm kategorilerde tartışmasız birinci 
belirleyici olarak göstermiştir. Bu bulgu, Kasım 2021 kur krizinin gıda fiyatları üzerinde kalıcı bir 
yapısal seviye değişimine yol açmış olabileceğine işaret etmektedir. USD/TRY'nin bir aylık 
gecikmesinin ikinci önem katmanını oluşturması, Baskaya vd.'nin (2008) döviz kuru geçişkenliğinin 
ilk üç ayda tamamlandığı bulgusunu teyit etmekte ve Orkun Oral vd.'nin (2023) gıda fiyatlarının 
döviz kuruna verdiği güçlü tepkiyle örtüşmektedir. Kategoriler arası heterojenlik de belirgin 
biçimde gözlemlenmektedir. Et kategorisinde FAO nedensel etkisi güçlüdür (Granger testi p = 
0,004). Yağ kategorisinde uluslararası emtia kanalı ile döviz kuru kanalı dönemsel baskınlık 
değiştirmektedir. Süt ve Şeker kategorilerinde ise döviz kuru dinamikleri belirleyici konumdadır. 

Chow testi, Kasım 2021 kur krizinin tüm altı kategoride son derece anlamlı yapısal kırılma 
ürettiğini doğrulamıştır (F: 9,56–26,27; p <0,001). Şubat 2022 Ukrayna savaşı dört kategoride 
anlamlı kırılma yaratırken Süt ve Yağ kategorilerinde istatistiksel eşiği geçememiştir. Bu bulgu, kur 
krizinin Türkiye gıda enflasyonu üzerinde Ukrayna savaşına kıyasla daha yaygın ve kalıcı bir yapısal 
iz bıraktığına işaret etmektedir. Et kategorisi, en yüksek tahmin hatalarının gözlemlendiği ve 
SARIMAX'ın göreli üstünlük sergilediği kategori olarak ayrıca değerlendirilmelidir. Et fiyatlarındaki 
yüksek tahmin hatasının temelinde, ithalat kısıtlamaları (Bozma vd., 2023), hayvan hastalıkları ve 
mevsimsel kesim döngüleri gibi standart makroekonomik göstergelerle temsil edilemeyen arz 
tarafı faktörlerinin yattığı değerlendirilmektedir. Bu yapısal özellik, söz konusu değişkenleri 
modelleme çerçevesine dahil etmeyen her yaklaşım için bir kısıt oluşturmakta olup tedarik zinciri 
verilerinin fiyat izleme sistemlerine entegre edilmesi önerilmektedir.Urak vd.'nin (2022) et fiyatı 
oynaklığının gıda güvenliği açısından tehdit oluşturduğuna dair bulgusu ve Bozma vd.'nin (2023) 
hayvan ithalatı kısıtlamalarının fiyat oynaklığını artırdığına ilişkin tespiti, bu kategorinin standart 
makroekonomik göstergelerle modellenmesinin yapısal sınırlarını ortaya koymaktadır. Tümtürk'ün 
(2025) para politikasının maliyet kanalı baskınsa gıda enflasyonunu istikrarsızlaştırabileceği bulgusu 
da göz önünde bulundurulduğunda, bulgularımızın USD/TRY hareketlerinin yaklaşık bir aylık 
gecikmeyle gıda perakende fiyatlarına yansıdığına işaret ettiği dikkate alınarak döviz kuru yönetimi 
ile tarımsal fiyat politikası araçlarının eş güdümlü değerlendirilmesinin politika etkinliği açısından 
gerekli olabileceği değerlendirilmektedir. Bununla birlikte bu çalışmanın tahmin odaklı yapısının 
politika önerilerini desteklemede sınırlı bir kanıt tabanı oluşturduğu göz önünde bulundurulmalıdır. 
Gelecek araştırmalar, veri tabanının haftalık frekansa ya da daha geniş bir zaman dilimine 
genişletilmesini, gübre fiyatları ve jeopolitik risk göstergelerinin modele eklenmesini ve volatilite 
odaklı hibrit yaklaşımların sınanmasını (Huang ve Sayed, 2025; Li vd., 2025) öncelikli olarak 
değerlendirebilir. + 
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FORECASTING FOOD PRICE SUBCATEGORIES IN TURKIYE: A COMPARATIVE 
ANALYSIS OF MACHINE LEARNING AND TIME SERIES APPROACHES 

Extended Abstract 

Aim: Food inflation is one of the most volatile and policy-critical components of consumer price 
dynamics. The high share of food expenditures in total consumption budgets makes it a direct 
welfare threat in developing economies, particularly regarding income distribution, poverty, and 
food security. In Turkey, food inflation consistently outpaced overall CPI throughout 2015–2024 
amid multiple concurrent structural shocks. The existing Turkish literature lacks studies comparing 
machine learning methods with statistical time series models through objective tests such as the 
Diebold-Mariano test, and no study has simultaneously modeled food subcategories under the 
same research design. This study addresses both gaps. The primary objective is to statistically 
compare the forecasting performance of SARIMAX, ElasticNet, and Random Forest models across 
six food subcategories for the 2023-2024 test period using the Diebold-Mariano test with Harvey-
Leybourne-Newbold correction. The secondary objective is to identify the key determinants of 
Turkish food inflation through SHAP and ElasticNet coefficient analyses. 

Method(s): The study utilized 120 months of data (January 2015–December 2024) covering six food 
subcategories: general food, grains, meat, dairy, oils, and sugar. Dependent variables were derived 
from TURKSTAT CPI expenditure group indices, while independent variables included FAO food 
price index subcategories, USD/TRY and EUR/TRY exchange rates, and Brent crude oil price. 
Structural break dummies representing the November 2021 currency crisis and the February 2022 
Russia–Ukraine war were included based on Chow test results. One-to-six month lags yielded 26 
variables in total. SARIMAX, ElasticNet, and Random Forest models were compared using MAE, 
RMSE, and MAPE, with statistical significance assessed via the Diebold-Mariano test. Machine 
learning hyperparameters were optimized through five-fold time series cross-validation, and 
variable importance was presented via ElasticNet coefficients and SHAP values. 

Findings: The Chow test confirmed that the November 2021 currency crisis produced highly 
significant structural breaks across all six categories (F: 9.56–26.27; p <0.001). The February 2022 
Ukraine war generated significant breaks in general food, grains, meat, and sugar, but did not reach 
statistical thresholds in dairy and oils. Diebold-Mariano test results for the 2023–2024 test period 
showed that no machine learning model statistically outperformed SARIMAX in any category at the 
five percent significance level. In the meat category, ElasticNet significantly underperformed 
relative to SARIMAX (DM* = −1.930; p <0.10), while Random Forest showed a borderline advantage 
in sugar (p ≈ 0.10) that lacks statistical robustness. Although ElasticNet produced the numerically 
lowest MAE in four of six categories, this advantage did not achieve statistical significance under 
the short test window. Variable importance analyses consistently identified dummy_kur as the 
primary determinant across all categories in both ElasticNet and SHAP analyses, with the one-
month lag of USD/TRY constituting the second tier of importance. Category-level heterogeneity is 
also evident: FAO price transmission is strongest in meat, the international commodity and 
exchange rate channels alternate in dominance for oils, and exchange rate dynamics are the 
primary drivers for dairy and sugar. 

Conclusion: The findings demonstrate that statistical time series models maintain their competitive 
edge under short-sample, monthly-frequency conditions. The failure of machine learning models 
to outperform SARIMAX reflects three structural factors: limited training sample size, dominance 
of structural break effects during the test period, and SARIMAX's capacity to directly model 
seasonal patterns. The broader and more persistent structural impact of the November 2021 
currency crisis, compared to the Ukraine war, confirms the primacy of the exchange rate channel 
in Turkish food inflation. Agricultural support and price intervention tools should be designed in 
coordination with exchange rate management, accounting for the approximately one-month 
transmission lag from USD/TRY movements to food retail prices. Persistent forecasting difficulties 
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in the meat category highlight the need to integrate supply chain data into price monitoring 
systems. 
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