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Oz

Web tabanli e-ticaret platformlarindaki gelismeler, tavsiye sistemlerinin giderek 6nem kazanmasina neden olmaktadir. Tavsiye sistemleri,
kullanicilar i¢in faydali ve kisisellestirilmis 6neriler sunmak i¢in gelistirilen sistemlerdir. Biiyiik veri ¢caginda, artan sayida kullanic1 ve iiriin
karsisinda mevcut tavsiye sistemleri 6l¢eklenebilirlik ve verimlilik sorunlart yasamaktadir. Bu ¢aligma kapsaminda, biiytik veri ve tavsiye
sistemleri {izerine kapsamli ve karsilastirmali bir inceleme yapilmistir. Literatiirde bilylik verinin tavsiye sistemlerinde kullanildig: ¢alis-
malar incelenmis, biiyiik verinin tavsiye sistemlerine yiiksek performans ve basari ile uygulanabilmesi i¢in gerekli 6niglemler ve yontem-
ler detayli bir sekilde incelenmistir.

Anahtar Kelimeler: Biiyiik Veri, Akan Veri, Tavsiye Sistemleri

Abstract

Developments in Web-based e-commerce platforms are making recommendation systems increasingly important. Recommendation sys-
tems are developed to provide useful and personalized recommendations for users. In big data era, existing recommendation systems are
experiencing scalability and productivity challenges in an increasing number of users and products. In this work, a comprehensive and com-
parison review of big data and recommendation systems was conducted. In the literature, the studies used in big data and recommendation
systems have been examined and necessary precautions and methods have been analyzed in detail in order to be able to apply large data to
recommendation systems with high performance and success.
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I. GIRIS

Giintimiizde, donanim ve yazilim teknolojilerindeki gelismelerle birlikte veri toplama islemleri kolay ve stirekli yapilabilir
bir hale gelmistir. Kredi kart1 islemleri, mobil cihazlar ya da kisisel bilgisayarlar kullanilarak Web tizerinde gergeklestirilen
giinliik islemler, otomatik olarak depolanabilmektedir. Benzer sekilde bilgi teknolojilerindeki geligsmeler IP aglari arasinda
biiyitk miktarda akan verinin olusmasini saglamaktadir. Biiylik miktardaki bu veri, ¢esitli uygulamalardan farkli 6riintiilerin
¢ikarilmasi i¢in kullanilabilmektedir [1].

Internet ortaminda hizin giderek daha fazla énem kazandig: giiniimiizde geleneksel tavsiye sistemleri, kullanici tercihlerindeki
degisikliklere hizli bir sekilde yanit verememekte ve kullanicilarin ilgi alanlarmi gergek zamanli bir sekilde yakalayamamaktadir.
Biiyiik veri ¢aginda, tavsiye sistemlerinin tepki siirelerinin milisaniyeler cinsinden ifade edilmesi ve yiiksek hesaplama karmasiklik-
lar1 ile bas edebilmesi gerekmektedir. Ornek olarak “Son on saniye boyunca, bir reklama Pekin’ den tiklayan ve yast 20 ile 30 ara-
sinda olan erkek kullanicilarin orani nedir?” sorgusu diisiiniildiigiinde bolge, yas, cinsiyet ve reklam olmak tizere dort boyutun birle-
siminin hesaplanmasi gerekmektedir. Bu gibi sorgular biiytlik akan verilerde yiiksek hesaplama maliyetlerine neden olmaktadir [2].
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Giiniimiizde gelismekte olan uygulamalarda veriler
sonlu bir bi¢imde depolanan veri kiimelerinden ziyade akan
veri seklinde siirekli bir sekilde elde edilmektedir. Bu gibi
akan verilere borsa verileri, ag trafigi dl¢timleri, Web sunu-
cusu kayitlari, Web tizerindeki tiklama akislari, sensor agla-
rindan elde edilen 6l¢iimler ve mobil iletisim kayitlar1 6rnek
olarak verilebilir. Akan veriler tizerinde gerceklestirilen is-
lemler, akan verilerin boyutlarinin zamanla artmasindan ve
sorgulara yanit siirelerinin kisa olmasi gerektigi igin gele-
neksel veri madenciligi yaklasimlarindan farklilik goster-
mektedir. Bu sebeple akan verileri biitiiniiyle depolamak ve
sorgulara yanit verebilmek i¢in akan verilerin tamaminin ta-
ranmasi miimkiin degildir [3].

Arka plandaki verinin hacmi ¢ok biiyiik oldugu i¢in bir
takim arastirma ve hesaplama zorluklar ortaya ¢ikmaktadir.
Verilerin hacimleri arttikga, ayn1 veri lizerinden bir¢ok kez
gecis yapilarak etkili bir sekilde islenmesi miimkiin olma-
maktadir. Bir veri 6gesinin en fazla bir defa islenebilmesi,
arka plandaki algoritmalarin uygulanisi tizerinde kisitlama-
lara yol agmaktadir. Bu nedenle akan veri madenciliginde
kullanilacak algoritmalarin, veriler lizerinden tek bir ge-
¢is ile galisacak sekilde tasarlanmasi gerekmektedir [4].
Cogu durumda veriler zaman icinde gelisebilecegi i¢in bu
isleminin dogal bir zamansal bileseni vardir. Akan verile-
rin bu davranigi zamansal lokalite olarak adlandirilmakta-
dir. Bu nedenle, tek gegisli akan veri madenciligi algorit-
malarmin basit bir sekilde uyarlanmasi gorev i¢in etkili bir
¢ozlim olmayabilir. Akan veri madenciligi algoritmalarinin,
arka plandaki verilerin gelisimine odaklanilarak dikkatle bir
sekilde tasarlanmasi gerekmektedir [5].

Tavsiye sistemleri, Internet ortaminda elektronik tica-
ret uygulamalarinin yayginlasmasi ile birlikte giderek popii-
ler bir hale gelmistir. Ancak gelistirilen tavsiye sistemlerinin
bliylik bir boliimii gergek zamanli olarak tasarlanmamustir.
Mevcut sistemler, biiyiik 6l¢ekli sistemlerde etkili bir se-
kilde ¢alisamadigi igin ¢evrimigi ortamlarda ger¢ek zamanli
etkilesimler kurulamamaktadir. Bilyiik veri algoritmalarinin
tavsiye sistemlerine uygulanmasindaki temel sorun bellek
iizerinde yapilan iglemler i¢in depolama alaninin oldukea si-
nirli olmasidir. Ayrica biiytik veriler kullanicilar tizerindeki
biligsel yiikii artirarak, tavsiye sistemleri i¢in 6l¢eklenebi-
lirlik ve kullanict memnuniyeti problemlerinin yasanmasina
neden olmaktadir. Bu sebeple tavsiye sistemlerinin perfor-
mansini diigiirmeden daha biiyiik veri setlerindeki artan kul-
lanici ve triin sayilar1 ile hesaplama maliyetlerine kars1 61-
¢eklenebilir bir yapiya sahip olmasi gereklidir.

Bu ¢alisma kapsaminda, biiyiik verilerin tavsiye sistem-

lerinde uygulanabilirligi izerine arastirmalar yapilmustir. Bii-
yiik verilerin tavsiye sistemlerinde kullanildigir caligmalar
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analiz edilmis, tavsiye sistemleri biiyiik veri bakis agisindan
degerlendirilerek biiytlik veri ve biiytiik veri analizinde kulla-
nilan yontemler kapsamli bir sekilde incelenmistir. Biiyiik 61-
¢ekli tavsiye sistemlerinde Hadoop ve Spark gibi biiyiik veri
teknolojilerinin uygulanmasina yonelik literatiirdeki ¢alisma-
lar degerlendirilmistir. Tavsiye sistemlerinde kullanilan yon-
temler, biiytiik veri kaynaklar1 ve biiytik veri analizinde kulla-
nilan teknolojiler karsilastirmali olarak incelenmistir.

Bu boliimiin devaminda, akan veri algoritmalarinin tav-
siye sistemlerine uygulanmasina yonelik literatiirdeki calis-
malar incelenmistir.

Subbian ve ark. tarafindan 2016 yilinda yapilan calis-
mada, gercek zamanli Oneriler sunabilmek icin olasiliksal
komsuluk tabanli yeni bir yontem gelistirilmistir. Akan ve-
rinin kullanildig1 tavsiye sistemi uygulamalarindaki varsa-
yim, belirli bir kullanicinin tiim degerlendirmelerinin veya
belirli bir 6genin tiim degerlendirmelerinin ayni anda alina-
mamasidir. Tavsiye sistemi uygulamalari, ayni kaydin tim
boyutlarinin her zaman eszamanli olarak alindig1 ¢ok bo-
yutlu akis uygulamalarindan farklidir. Tavsiye sistemi uygu-
lamalarinda, kullanici herhangi bir zamanda belirli bir 6ge
icin bir degerlendirmede bulunabilmektedir. Ayrica, yeni
kullanicilar veya 6geler herhangi bir zamanda sisteme da-
hil olabilmektedir.

Genel olarak, degerlendirmeler hi¢bir zaman silinmedi-
ginden kullanicilarin ve dgelerin sayist zamanla artis gos-
termektedir. Bu sebeple,  zamanindaki kullanici sayist m(%),
¢t zamandaki 6ge sayisinin n(f) ve ¢ zamandaki degerlen-
dirme matrisinin boyutunun m(#) x n(¢) oldugu kabul edil-
mistir. Kullanicilarin 6geler hakkinda bulunduklar1 deger-
lendirmeler (Kullamicild, Ogeld, Degerlendirme Puani)
seklinde alinmaktadir. Kullanici degerlendirmeleri, +1 be-
genme durumunu, — 1 ise begenmeme durumunu ifade et-
mek iizere binary olarak alinmistir. Cevrimi¢i uygulama
alanlarinda kullanicilara sunulacak oneri listeleri ya da be-
lirli bir 6ge ile ilgilenen kullanicilarin listesi belirlenmek is-
tenebilir. Akan veri iizerinde tek bir kullanici degerlendirme
giincellenmesinin olmasi, dgeler arasindaki mesafenin ye-
niden hesaplanmasinit gerektirdigi icin klasik komsuluk ta-
banli yaklagimlarda dogru sonuglar lirctememektedir. Ayrica
degerlendirme matrisinin tiimiiniin hafiza tutulmasi beklen-
memektedir. Komsuluk uzakliklart hesaplanacak i ve j 6ge-
leri i¢in kullanicilar tarafindan ¢ zamanina kadar yapilmis
olumlu (+1) degerlendirmeler P(i, f) ve P(j, ) ile olumsuz
degerlendirmeler ise N(i, t) ve N(j, ) ile ifade edilmektedir.
t zamanda, i ve j 6geleri arasindaki benzerlik Es. 1’de goriil-
diigii gibi hesaplanmaktadir.

PG, 1) P(j,1)

S D= e CRGLD
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Olumlu degerlendirmelere dayali olarak hesaplanan bu
benzerlik Jaccard indeksidir. & = |P{i,£)| + |P(j.t) ve
8 = INUi. £)| + |N(j, £) olmak iizere olumlu ve olumsuz de-
gerlendirmelerin agirliklandirilmasi ile Es. 2 elde edilmek-
tedir.

a. ST, .0+ 8870, 5.6
g+ 5

Sii,j.6=
2

Kullanici degerlendirmelerinin tahmin edilmesi i¢in ilk
olarak belirli bir 6genin tiim 6geler ile olan benzerligi he-
saplanmaktadir. Belirli bir i 6gesine en benzer 6gelerin de-
gerlendirmelerinin agirlikli ortalamasi, o 6ge icin kullanici
degerlendirmesi olarak ongoriilmektedir. [;{u}, u kullanici-
sinin degerlendirmede bulundugu i 6gesine benzer dgelerin
kiimesini ve %, ; ise u kullanicisinin j 6gesi ile ilgili deger-
lendirme puanini ifade etmektedir. # kullanicis1 ve i 6gesi
icin f zamanindaki komsuluk tabanli tahmin puani Es. 3 kul-
lanilarak hesaplanmaktadir.

Z.} £ Ir'{l::-(‘g(‘r-:j: I)' rl.':r')
Zj EIf(l.':-S(‘r-= j I) (3)

Calisma kapsaminda gelistirilen olasiliksal komsuluk ta-
banli yontemler ile 6geler arasindaki benzerliklerin olasilik-
sal olarak hesaplandigi min-hash teknigi onerilmistir. Ben-
zerlikler, min-hash indeksindeki her bir kullanici izlenerek
yaklasik olarak hesaplanmaktadir. Temel fikir bir hash fonk-
siyonu kullanarak kullanicilara siralama diizeni uygulamak-
tir. Bu siralama diizeninde i 6gesi igin pozitif degerlendir-
mede bulunan ilk kullanicinin, j 6gesi i¢in de olumlu bir
degerlendirmede bulunan ilk kullanict olma ihtimali Jaccard
indeksi ile benzerdir. f (.).. fz(.) hash fonksiyonlar, j 6ge-
sini olumlu olarak ve olumsuz olarak degerlendirmis kulla-
nicilara uygulanmaktadir. Hash fonksiyonlar: uygulandiktan
sonra olumlu degerlendirme yapan kullanicilar M* veri ya-
pisinda, olumsuz degerlendirme yapan kullanicilar ise M -
veri yapisinda tutulmaktadir. Bu veri yapilarmin boyutlar
kullanici-6ge degerlendirme matrisinden daha kiigiik oldugu
icin ve kolaylikla giincellenebildigi i¢in bellekte muhafaza
edilebilmektedir. i ve j 6geleri arasindaki benzerlik Es. 4
kullanilarak hesaplanmaktadir.

R::f(r) =

o
>80, = j.)
5=1
d 4)

d(.), i ve j dgeleri benzerse 1 benzer degilse 0 degerini
alan bir fonksiyondur [1].

S j.f) ~ R7(i.j.1)=

Werner ve Lommatzsch tarafindan 2015 yilinda yapi-
lan ¢alismada, ger¢gek zamanli haber tavsiyesi sunmak ama-
ciyla sinirli donanim kaynaklart ve zaman kisitlamalari
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konularinda optimize edilmis yeni bir yontem Onerilmis-
tir. PLISTA ad1 verilen sistem ile oneri taleplerine 100 ms
icerisinde yanit verilerek, hizli ve verimli oneriler sunmak
hedeflenmistir. Gelistirilen sistemde bir kullanic1 bir haber
portalini ziyaret ettiginde, portal PLISTA sunucusuna bir
oneri talebi gondermektedir. PLISTA sunucusu, istegi rast-
gele secilen bir tavsiye algoritmasina devretmektedir. Istege
cevap verilmesi igin secilen tavsiye algoritmasinin 100 ms
icinde bir 6neri listesi sunmasi gerekmektedir. VAGRANT4
ad1 verilen ¢evrimdisi test sunucusu ile gegmiste oturum ag-
mis olan kullanicilarin etkilesim verileri kullanilarak oneri-
len algoritmalarin performansi analiz edilmektedir. Gelisti-
rilen sistemin mimarisi Sekil 1’ de goriilmektedir.

a
4

a
a

Kullanicilar

Tavsiye modiilii A-1
Haber yaymlar

///aﬁ(,,

XX

Tavsiye modiilii A-2
PLISTA sunucusu

Tavsiye arayiizii

verisi

I‘
o
a3

Cevrimdis1 test Tavsiye modiilii A-n

sunucusu

!

VAGRANT yazilim1

Sekil 1. Gelistirilen sistemin mimarisi

Gelistirilen sistemin smirlamalarindan biri kullanicilar
haber portallarinda kullanici girisi yapmadiklart i¢in benzer-
siz kullanicilarin belirlenmesi sorunudur. Bu durum, kulla-
niciya dayalt yontemlerin kisisellestirilmis onerileri hesap-
lamak i¢in kapsamli veriler elde etmesini zorlagtirmaktadir.

Gelistirilen sistemde, haber makalelerinin sinirli kulla-
nim Omiirleri hesaba katilarak dnceden belirlenmis zaman
araliginda en c¢ok incelenen haber makaleleri kullanici-6ge
etkilesimi istatistigine gore belirlenerek oneri olarak sunul-
maktadir. Bu yaklagimin altinda yatan fikir, en popiiler ma-
kalelerin heniiz bu makaleleri gérmeyen kullanicilar igin de
ilgi ¢ekici olabilecegidir. p(a), a makalesini okuyan kulla-
nici1 sayist ve #(a), a makalesinin yayinlanma zamani olmak
tizere bir makalenin popiilerlik dlgiisii 7(a), Es. 5’te goriil-
diigii gibi hesaplanmaktadir.

simdiki zaman+ T{q)

(@), p =log, (max(abs(p (@)~ 1), 1.0)) + sign(p(a)=T). .

(&)
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Burada p, makalenin yasmin popiilerlik 6l¢iisii tizerin-
deki etkisini belirlemektedir. 7 ise bir makalenin 6neri de-
geri kazanmadan 6nce kag kullanict tarafindan okunmus ol-
mast gerektigini belirlemektedir. abs fonksiyonu ifadenin
mutlak degerini, sign fonksiyonu ise verilen ifadenin pozitif
ya da negatif olacak sekilde isaretini dondiirmektedir.

Klasik igbirlikgi filtreleme yaklasimlarina benzer olarak,
ortak ozelliklere gore makaleler arasindaki iliskiler hesap-
lanmaktadir. Ornegin, bir kullanic1 iki makaleyi okuduysa
bu makaleler iligkili olabilir denilmektedir. Algoritma, bili-
nen her bir makale i¢in bir dizi ilgili makale sunmaktadir. Bu
yaklagim ile bir kullaniciya 6neri sunulacagi zaman kullani-
cmin daha 6nce okudugu makale ile ilgili makaleler arana-
rak elde edilen makaleler kiimesi kullanilmaktadir.

Gelistirilen sistem, kullanici etkilesimlerinin en yogun
oldugu zaman durumda sistemin kaynak tiiketim orani agi-
sindan, paralel istekler, maksimum giincelleme ve gosterim
sayist ile tepki siiresi agisindan ve bir algoritmanin ayn1 do-
nanim kaynaklari ile ka¢ tane portala cevap verebildigine
yonelik test senaryolari ile analiz edilmistir [6].

Ludmann tarafindan 2015 yilinda yapilan c¢alismada,
akig tabanli tavsiye sistemleri i¢in akan veriler {lizerinde
sorgular yaparak kisisellestirilmis Oneriler kiimesinin he-
saplandig1 yeni bir yontem oOnerilmistir. Bu sorgular iligki-
sel cebir islemlerini ve veri madenciligi islemlerini kapsa-
maktadir. U={u,, ug, ..., u,} kullancilar kiimesi, /= {i,
, im} O8eler kiimesi ve T’ zamani ifade etmek {izere
her bir u kullanicisinin i 6gesi ile # zamanda yaptig etkile-
simin sonucu dogrudan ya da dolayl olarak degerlendirme
puant seklinde elde edilmektedir. Degerlendirme puani,
R ={{u,i,r.t)(u.i,7.t) € UxIxRxT} seklinde hesaplan-
maktadir.

gy .en

RecSys sorgulart, gelistirilen modeli egitmek i¢in deger-
lendirme girdi akiginin verileri kullanilarak egitilen model
ile her bir istek talebi i¢in Oneri listeleri olugturulmaktadir.
Degerlendirme akan verileri EXTRACT TEST DATA mo-
diilii tarafindan test verileri akisi ve 6grenme verileri akisi
olmak {izere iki akan veriye boliinmektedir. Ogrenme veri-
leri, bir modeli egitmek icin TRAIN RECSYS MODEL mo-
diilii tarafindan kullanilmaktadir. Her yeni 6grenme grubu
ile bu operatér modeli giincellemekte ve sonraki operatorler
icin bir kopyasini ¢ikarmaktadir. Bu operator, giden model-
lerin gegerlilik araliklarini su kurallara gore ayarlamaktadir:

Zamanin her noktasinda, gecerli bir tane model vardir.
Bu, yeni bir model gegerli oldugunda dnceki modelin
gecersiz olmasi gerektigi anlamina gelmektedir.

Modeli egitmek i¢in kullanilan tiim 6grenme dizileri,
modelin gecerlilik araliginda olmali ve modelin
gecerlik araliginda kullanilmayan bir 6grenme grubu
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olmamalidir. Ayrica, hafizada tutulan degerlendirme

sayisini sinirlamaktadir.

Her bir 6neri isteginde, RECOMM CANDIDATES mo-
diili ile bir dizi oneri aday1 belirlenmektedir. Bu adaylar
genellikle kullanici tarafindan degerlendirilmemis 6geler-
dir. PREDICT RATING (PREDICT RATING) modiili, her
bir dneri adaymin degerlendirme puanini tahmin etmek igin
modelleri kullanmaktadir. RECOMMEND modiilii deger-
lendirme sonuglarina gore onerilmesi gereken dgeleri sec-
mektedir. TEST PREDICTION operatorii, RMSE gibi bir
degerlendirme metrigi uygulayarak tahmin edilen ve gercek
degerlendirme puanlarini kargilagtirmaktadir [7].

Lommatzsch ve Albayrak tarafindan 2015 yilinda ya-
pilan calismada, g¢evrimi¢i haber portallarindaki kullani-
ci-0ge etkilesimlerinin analiz edilerek kalite, saglamlik,
Olceklenebilirlik ve siki zaman kisitlamalarr gibi gereksi-
nimleri kargilayacak akan veri tabanli 6neriler sunmak igin
optimize edilmis yeni bir algoritma gelistirilmistir. Haber
portallar1 ve tartisma platformlarindan giinliik haber veri-
leri alinarak analiz edilmektedir. Akislarin 6zelliklerini ve
gizli kurallarmi belirleyebilmek i¢in PLISTA yarigmasin-
daki (ACM Recsys News Challenge 2013) akan verileri in-
celenmistir. PLISTA, arastirmacilara gergek diinya senaryo-
lart altinda algoritmalarini degerlendirme imkani saglayan
reklameilarin ve yayincilarin bir araya geldigi bir platform-
dur. PLISTA’ nin amaci kullanicilara ilgi ¢ekici makaleler
onermektir. Bir kullanici, haber portalindaki bir web sayfa-
sin1 her ziyaret edisinde makale onerileri olusturulmakta ve
oneri sayfasina yerlestirilmektedir. Bu yarigsmada, bir kul-
lanic1 yarisma programina katilan haber sitesini ziyaret et-
tiginde, PLISTA sunucusu rastgele bir tavsiye ekibi sege-
rek talebi bu ekibe iletmektedir. Secilen ekibin algoritmast,
talebe gore degismekle birlikte alt1 adet oneri sunmaktadir.
Oneri talepleri, iletisim siiresi de dahil olmak iizere 100 ms
icerisinde cevaplanmaktadir. Ekiplerin performansi, kullani-
cilar tarafindan tiklanan Onerilerin sayisiyla 6l¢iilmektedir.
Yasanan sorunlar ise kullanicilar girig yapmadigi i¢in ben-
zersiz kullanicilar1 tanimlamanin zor olmasi ve yarigmaya
katilan takimlarin sunduklart 6nerilerin kullanici davranis-
larin1 etkilemesidir. Diger bir problem ise sunulan onerilere
kullanicilarin geribildirimde bulunma siireleridir. Baz1 kul-
lanicilar 6nerileri derhal tiklarken digerleri giinlerce bekle-
yebilmektedir.

Calisma kapsaminda egitim verisi olarak ACM Recsys
2013 verileri kullanilmistir. Egitim verisi 84 milyon kulla-
nic1 tiklama verisi ve yaklasik olarak 1 milyon 6neri tiklama
olaymdan olusmaktadir. Degerlendirme 6l¢iitii olarak kulla-
nicilarin sunulan onerilere tiklama orani ve ¢evrimigi ana-
lizler kullanilmistir. Cogu kullanici yalnizca Web sitesindeki
makalelerle ilgilendigi ve sunulan 6nerilere dikkat etmedigi
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icin tiklama oran1 genellikle ¢ok diisiiktiir. Web sayfasindaki
Onerilerin yerlestirilmesi, kullanic1 gruplarmin aliskanlik-
lar1 ve zamanin etkisi nedeniyle, tiklama orant1 biiyiik oranda
portala bagimlidir. Cevrimigi degerlendirmeler tavsiye algo-
ritmasinin kullanici tiklamalarini ne 6lglide dogru tahmin et-
tigini belirlemekte ve hassasiyet (precision) degerini hesap-
lamaktadir.

Gergeklestirilen topluluk tabanli yaklasim ile oneri ta-
lepleri igin en uygun algoritmanin segilmesi saglanmakta-
dir. Bir karar agaci ile baglama dayali olarak gelen istekle-
rin hangi algoritma ile cevaplanacagina karar verilmektedir.
Haber makalelerinin 6neri olarak uygun olup olmadiginin
belirlenmesi igin egilim tabanli bir yaklagim kullanilmistir.
Bu yaklagimda algoritmanin yakin zamanda basarili olma-
sinin gelecekte de basarilt olacagi varsayimi temel alinarak
son 60 dakikalik veriler kullanilmigtir. Oneri listesi olustu-
rulurken kullanilan doldurma yaklagim ile sunulacak 6 ele-
mandan olusan 6neri listesinin her elemani igin talepler bir-
kag farkli dneri algoritmasina iletilmektedir. Her 6neri ajani
icin en yiiksek sirada yer alan tavsiye, sonug¢ kiimesindeki
bir oneri i¢in kullanilmaktadir. Topluluk stratejisinin teme-
lindeki fikir, her bir 6neri algoritmasi hesaplama yaparken
kendi 6zel kriterlerini kullandigindan, farkli 6neri algorit-
malarindan Oneriler toplamanin ¢esitlilige yol acacagidir.

Analiz sonuglari ¢gevrimdisi degerlendirmelerde (siki za-
man kisitlamalar1 olmadan), topluluk stratejisinin yaklasik
olarak % 5 daha iyi Oneri hassasiyetine ulagtigini goster-
mistir. Topluluk stratejisinin avantaji sistemin kullanicinin
davranislarindaki degisikliklere stirekli uyum saglamasidir.
Dezavantaji ise nihai sonug kiimesinin ancak tiim 6neri al-
goritmalar1 hesaplamalarini bitirdikten sonra tamamlanma-
sidir [8].

Chen ve ark. tarafindan 2013 yilinda yapilan ¢alismada,
¢evrimi¢i puanlama yaklagimlari genigletilereck TeRec adi
verilen zamana dayali bir tavsiye sistemi Onerilmistir. Te-
Rec’ te, kullanicilar tweet gonderirken, gercek zamanli ola-
rak ilgi alanlarina gore hashtag tavsiyeleri alabilmekte ve
tavsiyeler i¢in hizli geribildirimler olusturabilmektedirler.
TeRec, kullanicilarin gergek zamanli konu onerilerine eris-
mesini saglayan tarayici tabanli istemci arabirimi sagla-
makta ve sunucu tarafinda, gercek zamanli akan verileri isle-
yip saklamaktadir. TeRec, bir akan veri ortaminda galisarak
(Weibo) kullanicilarina herhangi bir anda tercihlerine gore
gercek zamanli tavsiyeler saglamaktadir. TeRec kullanicilari
ve Ogeleri, daha dogru sonuglar elde edebilmek i¢in mat-
ris ¢arpanlarina ayirma kullanarak modellemektedir. TeRec’
in temel fikri, hashtag’ leri ilging konularin vekilleri olarak
kullanmaktir. Bir kullanici bir tweet yayinlamak tizereyken,
sistem kullanicinin mevcut ilgi alanlarini ngérmekte ve bu
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tweet’ te kullanmak isteyebilecegi ¢esitli konulart (hashtag’
leri) 6nermektedir.

TeRec, kullanicilara tweet gonderdiklerinde kendilerine
uygun hashtag’ leri secmelerine yardimci olan tarayici ta-
banli bir hizmet sunmaktadir. Sistemin sunucu tarafi kul-
lanicr tercihlerini modelleyip depolamakta, kullanicilar ve
hashtag’ ler arasinda degerlendirme puani tahminlerini he-
saplamakta ve kullanicilar tweet attiklarinda hashtag oneri
listesinin olusturulmasini saglamaktadir. Gelistirilen sistem
Sekil 2° de goriildiigii gibi i¢ katmandan olusmaktadir. Bi-
rinci katman, oneri sonuglarinin goésterilmesi ve kullanici
geribildirimlerinin alinmasi gibi kullanicilar ve veriler ara-
sindaki etkilesimlerin gerceklestirildigi kullanici arayiizii-
diir.

Tavsi deli .
avstye modelt Tavsiye motoru

(8]
(8]

Rezervuari giincelle (4)
Modeli gincelle

3)

Kullanicr arayiizii

Matrisi diizenle (5)

—————————— ————— =

Tavsiye iret (1)

Degerlendirme
puanlannin
hesaplanmasi (2)

Depolama birimi

——— —— —————————— =

Sekil 2. TeRec mimarisi

Depolama katmaninda kullanict tercihleri ve 6ge 6zellik-
lerinden olusan bir matris tutulmaktadir. Ugiincii katman ise
depolama katmani ve kullanict arayiizii arasinda kalan 6ne-
rilerin olusturuldugu ve modelin giincellendigi katmandir.
TeRec’ in ¢aligsma siireci su sekilde islemektedir: 1 adimda
kullanicr araytizii, kullanicilardan gelen talepleri alarak tav-
siyede bulunulmasini istemektedir. 2. adimda tavsiye modeli
degerlendirme puanlarini hesaplayarak oneri listesini kul-
lanict arayiiziine dondiirmektedir. 3. adimda kullanici ara-
yiizii, kullanici geribildirimini alarak dneri modelini giincel-
lemektedir. 4. adimda tavsiye modeli, ge¢cmis girdilerin veri
deposunu (rezervuar) giincellemektedir. 5. adimda tavsiye
modeli glincellenmis rezervuari kullanarak matrisi giincel-
lemektedir.

Verilerin ¢ok biiyiik olabilecegi ve ¢ogunun yararsiz ol-
dugu diigiiniildiigiinde, model giincellemelerini hizlandir-
mak i¢in bilgilendirici girdilerin bir alt kiimesinin (rezer-
vuar) Orneklenmesi gerekmektedir. Bu amagla rezervuar
ornekleme teknigi kullanilmigtir. Veri girdilerinin boyutu ¢
sayisina ulastiginda Vitter’s algoritmasinda ¢. veri ¢/t ola-
silikla korunacaktir. Calisma kapsaminda sunulan rezer-
vuar 6rnekleme mekanizmasinda ise ¢. veri /-c/t olasilikla
korunacaktir. Yeni verilerin rezervuara konulmasina karar
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verildiyse, rezervuarda bulunan =; veri 6rneginin yer degis-
tirme olasihi§1 1 — P(s; € F,_, ), Es. 6 kullanilarak hesap-
lanmaktadir.

1

P(s,=R, ;) cexp
t—i

(6)

1 - P{s; € R._,), zaman serisi analizinde yaygin ola-
rak kullanilan iistel bozunma fonksiyonunu, ¢-i mevcut za-
man sirasi ¢ ile sisteme gelen veri drneginin zaman sirasi i
arasindaki farki ifade etmektedir.

Gelistirilen sistemde kullanicilarin son tercihlerinin or-
neklerini saklayan rezervuar, yeni gelen her veri ile dinamik
olarak giincellenmekte ve dnerilerini her zaman en son giin-
cellenen modele gore tiretmektedir. Analiz sonuglari, TeRec
sisteminin tweet akislari i¢in ger¢ek zamanli hashtag dnerisi
sunma konusunda daha basarili sonuglar verdigini goster-
mistir. Gelistirilen sistemde kullanicilarin son tercihlerinin
orneklerini saklayan rezervuar, yeni gelen her veri ile dina-
mik olarak giincellenmekte ve dnerilerini her zaman en son
giincellenen modele gore tiretmektedir. Analiz sonuglari, Te-
Rec sistemiminin tweet akislart i¢in ger¢ek zamanli hash-
tag Onerisi sunma konusunda daha basarili sonuglar verdi-
gini gostermistir [9].

IL. BUYUK VERI

Giintimiizde, insanlar ve sistemlerin olusturdugu dijital or-
tamlardaki veri miktar1 iistel olarak artmaktadir. Web {ize-
rindeki veri miktari, exabyte (1018) ve zettabyte (1021) cin-
sinden ol¢iilmektedir. Verilerin hizli bir sekilde biiyiimesi
dijital sensorlerin, iletisimlerin, hesaplamanin ve veri depo-
lama hacminin artmasina baghdir. Biiytik veri kavrami bu
olguyu tanimlamak i¢in ortaya ¢ikmistir [10].

Biiytik veri kavrami, Gartner tarafindan daha iyi bilgi
ve karar verme i¢in maliyet etkin ve yenilikei bilgi isleme
yontemleri talep eden yiiksek hacimli, yiiksek hizli ve ¢ok
cesitli bilgi varliklar1 olarak tanimlanmustir [11]. Benzer
sekilde TechAmerica kurulusu tarafindan bilginin elde edil-
mesi, depolanmasi, dagitimi, yonetimi ve analizi i¢in gelis-
mis teknik ve teknoloji gerektiren, yiiksek hacim, yiiksek
hiz ve yiiksek karmasikliktaki degisken veriyi tanimlayan
bir terim olarak ifade edilmistir [12]. Biiylik veri tanimla-
rindaki hacim kavrami terabayt ve petabaytlar ile ifade edi-
len verilerin biiyiikliigiinii belirtmektedir. Biiyiik verilerdeki
hacim tanimlar1 zaman ve veri tipi gibi faktorlere gore de-
gismektedir. Cesitlilik, bir veri kiimesindeki yapisal hetero-
jenligi belirtmektedir [13]. Teknolojik gelismeler firmala-
rin yapisal, yart yapilandirilmis ve yapilandirilmamis ¢esitli
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veri tilirlerini kullanmasina izin vermektedir. Mevcut veri-
lerin yalnizca %5’ini olusturan yapisal veriler e-tablolarda
veya iliskisel veritabanlarinda bulunan tablo verilerini ifade
etmektedir [14].

Metin, gorlintii, ses ve video verileri, analizler i¢in ma-
kinelerin yapmasi gereken yapisal diizenlemelerden yoksun
olan yapilandirtlmamis verilere drnektir. Xml verileri, web
loglari, sosyal medya yayinlari ve e-posta yart yapilandiril-
mis verilere 6rnek olarak verilebilir [15]. Hiz kavrami, ve-
rilerin iiretildigi hiz1 ve hangi hizla analiz edilecegini ifade
etmektedir. Mobil cihazlar ve sensorler gibi dijital aygitla-
rin ¢ogalmasi biiylik miktarlarda verinin olusmasina neden
olmakta ve gercek zamanli analizlerin yapilmasini gerektir-
mektedir. Mobil cihazlardan elde edilen ve mobil uygulama-
lar araciligiyla akan veriler, miisterilere gercek zamanli ve
kisisellestirilmis teklifler tiretmek i¢in kullanilabilecek bil-
giler tiretmektedir [16]. Bu bilgiler, kullanici profilleri olus-
turmak ve gergek zamanli analizler yapabilmek i¢in cografi
konum, demografik bilgiler ve ge¢mis satin alma 6rnekleri
gibi bilgiler saglamaktadir [17].

Biiyiik veri taniminda ifade edilen 3V kavraminin yani
sira dogrulama, degiskenlik ve deger kavramlart 6n plana
cikmaktadir. Dogrulama kavrami veri kaynaklariin gliveni-
lirligini temsil etmektedir. Ornek olarak sosyal medya plat-
formlarindaki kullanic1 yorumlar1 6znel ifadeler olduklari
icin belirsizdir [18]. Bu gibi kesin olmayan ve belirsiz veri-
lerle basa ¢ikma ihtiyaci, belirsiz verilerin yonetimi ve ince-
lenmesi, biiylik veri analizlerinin diger bir yoniidiir. Degis-
kenlik kavrami, akan verilerin hizlarindaki degisime karsilik
gelmektedir [19]. Deger kavrami ise orijinal haliyle alinan
verilerin genellikle hacmine kiyasla daha diisiik bir degere
sahip oldugu ve biiylik miktarlardaki verilerin analiz edile-
rek yiiksek bir deger elde edilmesini ifade etmektedir [20].

2.1 Biiyiik Veri Kaynaklari

Biiyiik veri analizi, biiylik verilere gelismis analitik teknik-
lerin uygulanmasi olarak tanimlanmaktadir [21]. Biiyiik ve-
riler, ¢esitli analizler yoluyla anlam kazanmaktadir. Karar
verme siireclerinde biiyiik verileri hizli ve etkin bir sekilde
analiz eden siireglere ihtiya¢ vardir. Biiyiik veri analizleri
veri yonetimi ve analiz yapma islemlerinden olugmakta-
dir. Veri yonetimi verilerin alinmasi, depolanmasi ve ana-
lizler i¢in hazirlanmasi siireglerini igermektedir [22]. Analiz
yapma islemleri ise verilerin analiz edilmesi ve ¢ikarimlar
yapma siireglerini igermektedir. Biiyiik verilerin gesitlilik
ozelliklerinden dolayi, analiz iglemleri i¢in kullanilan birgok
teknik vardir [23]. Yaygin olarak tavsiye sistemlerinde kulla-
nilan birliktelik kurallar1 varliklar arasindaki iligkileri belir-
lemek i¢in kullanilmaktadir. Makine 6grenmesi yontemleri,
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bilgisayarlarin karmasik oOriintiilerden zeki kararlar cikar-
mast i¢in kullanilmaktadir. Veri madenciligi yontemleri is-
tatistik, makine 6grenmesi ve veritabani yonetiminin birle-
simi seklinde kullanilmaktadir [24]. Kiimeleme analizleri
ise denetimsiz makine 6grenmesi yontemlerini kullanmak-
tadir. Verileri, dnceden bilinmeyen ayni1 6zelliklere sahip kii-
ciik kiimelere bolmeyi amaglamaktadir [25].

Biiytik veri analizleri kullanilacak veriye gore metin ana-
lizi, Web verisi analizi, ses ve video verisi analizi, sosyal
medya verisi analizi, sensor verisi analizi ve mobil cihaz ve-
risi analizi bagliklar1 ile incelenmektedir [26].

Metin analizleri, metinsel verilerden bilgi ¢ikarimi sii-
reclerini ifade etmektedir. E-postalar, bloglar, forumlar, an-
ket yanitlari, kurumsal belgeler, haberler ve ¢agr1 merkezi
giinliikleri metinsel verilere 6rnek olarak verilebilir [27].
Metin analizleri, insanlar tarafindan olusturulan metinlerin,
karar vermeyi destekleyen anlamli 6zetler haline doniistii-
riilmesini saglamaktadir. Ornegin, finansal analizler, finan-
sal haberlerden ¢ikarilan bilgileri esas alan borsa tahminleri
icin kullanilmaktadir. Metin analizleri, genel olarak yapilan-
dirtlmamig metinlerden kullanislt bilgiler elde etmek igin
kullanilan stireglerdir. Metin analizleri bilgiye erisim, ma-
kine 6grenmesi, istatistik, bilisimsel dilbilim ve veri maden-
ciligi ile iliskilidir [20].

Web verisi analizi, Web belgelerinden ve hizmetlerinden
otomatik olarak aldigi verileri, ayiklayip degerlendirerek
yararli bilgiler ¢ikarmay1 amaglamaktadir [28]. Web analizi
veritabani, bilgiye erisim, dogal dil isleme ve metin maden-
ciligi gibi ¢esitli arastirma alanlariyla iliskilidir. Web analizi
Web igerik madenciligi, Web yapis1 madenciligi ve Web kul-
lanim1 madenciligi basliklar1 altinda incelenmektedir. Web
icerik madenciligi, metin, resim, ses, video ve kod gibi ¢e-
sitli veri tiplerini igeren yararli bilgileri Web sayfalarinda
elde etmek i¢in kullanilmaktadir [2]. Web yapist madenci-
ligi, Web sayfalar lizerinde farkli sayfalara verilen linkleri
elde etmek ve model ¢ikarimi yapmak i¢in kullanilmaktadir.
Web kullanim madenciligi Web sunucularindaki ve proxy
sunucularindaki erigim giinliikleri, tarayici gegmisi kayitlari,
kullanicr profilleri, kayit verileri, kullanici oturumlari, kulla-
nic1 sorgulart ve kullanici tiklamalar1 gibi Web sayfalari lize-
rinde yapilan etkilesimleri incelemektedir [29].

Ses analizleri, yapilandirilmamis ses verilerinden bilgi
analizi ve cikarimi yapmay1 hedeflemektedir [30]. Cagri
merkezleri ve saglik hizmetleri, ses analizinin birincil uy-
gulama alanlaridir. Cagri merkezleri, binlerce saat boyunca
kaydedilen ¢agrilart etkili bir sekilde analiz etmek i¢in ses
analizleri kullanmaktadir. Bu teknikler, miisteri deneyimi-
nin iyilestirilmesi, gizlilik ve giivenlik politikalarin belir-
lenmesi, miisteri davranislariyla ilgili ¢ikarimlar yapma gibi
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farkli alanlarda kullanilmaktadir [20]. Ses analiz sistemleri,
canlt bir aramay1 analiz etmek, miisterinin gegmis ve giinii-
miizdeki etkilesimlerine dayali olarak ¢apraz satig dnerileri
belirlemek ve gergek zamanli geri bildirim saglamak igin
gelistirilmektedir. Video analizi, video akislarini izlemek,
analiz etmek ve anlamli bilgiler ¢ikarmak i¢in gesitli tek-
nikleri igermektedir. Video analizleri ile sinir bolgelerindeki
ihlalleri tespit etme, ¢alinan nesneleri belirleme, belirli bir
bolgedeki dolandiriciliklar tespit etme ve siipheli etkinlik-
leri tanimlama gibi islevler gergeklestirilebilmektedir [31].

Sosyal medya verisi analizi, sosyal medya kanallarin-
dan elde edilen yapilandirilmis ve yapilandirilmamis verile-
rin analiz edilmesini ifade etmektedir [32]. Kullanicilar tara-
findan olusturulan yorumlar, resimler, videolar ve yer imleri
ile kisiler, kuruluglar ve {irinler arasindaki iliskiler ve etki-
lesimler, sosyal medyadaki bilgi kaynaklaridir [33]. Bu bilgi
kaynaklarina dayali olarak sosyal medya analizleri igerik
tabanlt analiz ve yapisal analizler olarak iki baslik altinda
incelenebilir. Icerik tabanli analizler, kullanicilarin sosyal
medya platformlarinda yayinladig: geribildirimler, iiriin in-
celemeleri, goriintiiler ve videolar gibi verilere odaklanmak-
tadir [34]. Sosyal medyadaki bu tiir igerikler genel olarak
bliylik hacimli, yapilandirilmamis, giiriiltilic ve dinamiktir
[35]. Sosyal ag yapilari kisiler ve aralarindaki iligkileri tem-
sil eden diiglim ve kenarlar seklinde modellenmistir. Bu mo-
dellerde diigiimler arasindaki kenarlar, kisiler arasindaki bir
baglant varligini (Ornegin, arkadaslik) gostermektedir [36].

Sosyal aglarin yapisindan bilgi ¢ikarmak igin topluluk
belirleme, sosyal etki analizi ve link tahmini yontemleri kul-
lanilmaktadir. Topluluk belirleme, sosyal ag icerisindeki do-
layli iliskilerin belirlenmesi i¢in kullanilmaktadir. Sosyal
etki analizi, bir sosyal agdaki kisilerin ve baglantilarin mo-
dellenmesi ve degerlendirilmesi i¢in kullanilmaktadir [37].
Link tahmini ise agdaki mevcut diigiimler arasindaki gele-
cek baglantilarin 6ngdriilmesi i¢in kullanilmaktadir.

Sensorler ses, titresim, akim, hava, basing ve sicaklik
gibi fiziksel nicelikleri okunabilir dijital sinyallere doniistii-
rerek 6l¢lim ve depolama i¢in kullanilmasini saglamaktadir.
Sensdrler araciligiyla algilanan veriler, kablolu veya kablo-
suz aglar vasitasiyla bir veri toplama noktasina aktarilmak-
tadir. Sensor diiglimleri arasinda veri iletimini saglamak igin
kablosuz iletisim kullanilmaktadir. Kablosuz aglar su kali-
tesi izleme, askeri gézlem ve dogal yasam izleme gibi bir-
cok uygulamada kullanilmaktadir [38].

Mobil cihazlarin islevlerindeki gelismelerle birlikte mo-
bil cihazlardan elde edilen veri ¢esitliliginde de artis yasan-
maktadir. Mobil cihazlar sahip olduklari konumlandirma
sistemleri araciligtyla cografi konum bilgilerini, kamera
ve mikrofonlar1 araciligiyla ses, fotograf ve video gibi
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multimedya igeriklerini, dokunmatik ekranlari ve yergekimi
sensorleri araciligryla da kullanict hareketlerini elde edebil-
mektedir. Kablosuz iletisim operatorleri, elde ettikleri bu tiir
bilgileri analiz ederek mobil internetin hizmet seviyesini ge-
listirmektedir [39].

2.2 Biiyiik Veri Teknolojileri

Farkli kaynaklardan gelen yiiksek hacimli veriler, depolama
ve zaman kisitlamalari altinda islenmelidir. Tek bir fiziksel
makine, karmasik hesaplama siirecleri nedeniyle diisiik ge-
cikme ile gelen veriyi isleyemezken, bazi durumlarda be-
lirli bir zamanda gelen biilyiik miktardaki veri, ag trafiginin
sinirlarini agabilmektedir. Bu durum, hesaplamalarin bir-
den fazla makinede gergeklestirilmesini ve dagitik isleme
sistemlerinin gelistirilmesine neden olmustur [40]. Dagi-
tik sistemlerde paylagimi olmayan bilgisayarlar bir kiimede
birlestirilmektedir. Bu sekilde bir gorev tlizerinde birlikte ¢a-
lisan makinelerin verilerinin ve hesaplamalarinin sonuglari-
nin paylasilmasi i¢in bu makinelere, ortak bir ag iletisiminin
saglanmasi gerekmektedir [41].

Apache Hadoop, donanimsal kiimeler ile biiyiik veri kii-
melerini depolamak ve islemek i¢in kullanilan agik kay-
naklt bir yapidir. Hadoop platformu dagitik dosya sistemi
(HDFS) ve Hadoop MapReduce bilisenlerinden olusmak-
tadir. HDFS, veri depolamak i¢in kullanilan birimdir. Ha-
doop MapReduce ise MapReduce programlama modelinin
uygulamasidir [42]. HDFS, dagitik Google Dosya Siste-
minin (GFS) agik kaynak kodlu bir uygulamasidir. Dagitik
makineler {izerinde biiylik dosyalarin giivenilir ve etkili bir
sekilde depolanmasi igin 6lgeklenebilir dagitik bir dosya sis-
temi saglar [43].

MapReduce, biiyiik veri kiimelerinin paralel olarak is-
lenmesini saglamak i¢in tasarlanmis bir programlama mo-
delidir [44]. MapReduce, Google tarafindan 2004 yilinda,
paralellestirme, dagitik depolama, yiik dengeleme ve hata
toleransi gibi ayrintilardan soyutlanmig bir hesaplama aract
olarak gelistirilmistir. MapReduce programlama modeli,
kullanicilar tarafindan olusturulan Map ve Reduce islemle-
rinden olusmaktadir. Map iglevi, girdi olarak tek bir anah-
tar/deger ¢ifti alarak ara anahtar/deger ¢ifti olusturmaktadir.
Ardindan, MapReduce ayn1 anahtarla ilgili tiim ara deger-
leri bir araya getirerek bu degerleri daha kiigiik bir kiimeye
sikistiran Reduce islevine iletmektedir [45]. Map asama-
sinda, anahtar/deger yapisina sahip her y18in i¢in, ilgili Map
fonksiyonu ile bir dizi ara anahtar/deger ¢ifti iiretilmekte-
dir. Birlestirme asamasi, ayn1 ara anahtarla iligkili tim ara
anahtar/deger ¢iftlerinin gruplandirilmasini amaglamaktadir.
Boliimleme asamasinda sonuglar farkli Reduce fonksiyon-
larina dagitilmaktadir. Reduce asamasinda, ayni anahtara
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sahip anahtar/deger ciftleri birlestirilerek nihai bir sonug he-
saplanmaktadir [46,47].

Apache Spark, heterojen verilerin etkili bir sekilde ana-
liz edilmesi i¢in 2009 yilinda Berkeley’ de gelistirilmis-
tir. Hadoop’ a alternatif olarak disklerdeki G/C simirlama-
larm1 agmak ve onceki sistemlerin performansini artirmak
tizere tasarlanmistir [48]. Spark’in temel kavrami esnek da-
gitik verisetleridir (RDD). RDD, temelde bir Spark kiime-
sine yayilmis nesnelerin degistirilemez bir koleksiyonudur.
RDD’ler iizerinde doniisiimler ve eylemler gergeklestiril-
mektedir. Doniisiimler map, filter, union ve join gibi fon-
kiyonlar kullanilarak mevcut RDD’lerden yeni RDD’lerin
olusturulmasini, eylemler ise RDD’lerin hesaplama sonug-
larint ifade etmektedir [49]. Doniisiimler Apache Hadoop
teknolojisindeki Map islemine, eylemler ise Reduce isle-
mine karsilik gelmektedir.

Spark kiimeleri master/slave mimarisine dayali ola-
rak siiriicii programi, kiime yoneticisi ve ig¢i diigiim bile-
senlerinden olugmaktadir. Siirlici programi bileseni, Spark
kiimesindeki slave diigiimii temsil etmektedir. Calisan uy-
gulamalar1 yoneten ve denetleyen SparkContext nesnesini
tutmaktadir. Kiime yoneticisi bileseni, siiriicli programi tara-
findan is¢i diigiimlere atanan uygulamalarin is akisini yon-
lendirmekten sorumludur [50]. Ayrica, kiimedeki kaynaklari
kontrol edip denetleyerek durumlarini siiriicii programina
dondiirmektedir. Isci diigiimler ise Spark programmin yiirii-
tiilmesi sirasindaki bir iglemin kapsamini ifade etmektedir.
Spark, Spark Core, Spark Streaming, Spark SQL, Spark MI-
Lib ve GraphX gibi ¢esitli uygulama programlama arayiiz-
lerini (API) kullanmaktadir.

Storm, ger¢ek zamanli olarak biiyiik yapilandirilmis ve
yapilandirilmamis verileri islemek i¢in kullanilan agik kay-
nakli bir yapidir. Storm, gergek zamanl veri analizleri ve
makine 6grenmesi i¢in kullanilmaktadir [51]. Storm topolo-
jisi, cevrimsel yonlii graflar (DAG) ile temsil edilmektedir.
DAG yapisinin kenarlart veri aktarimini temsil etmektedir.
DAG diigiimleri ise spout ve bolt bilegenlerinden olugmak-
tadir. Spout bilesenleri veri kaynaklarini, bolt bilesenleri ise
verilere uygulanacak fonksiyonlari temsil etmektedir.

Storm, Nimbus ad1 verilen ana diigiim ve supervisor ad1
verilen slave diigiimlerden olugmaktadir. Nimbus, tiim slave
diigiimleri arasinda veri dagitimi yapmak, slave diigiimle-
rine gorev atamak ve arizalart izlemekten sorumludur [52].
Kiimede bir diigiim hatas1 algilanirsa, Nimbus gorevi bagka
bir diiglime atar. Supervisor diigiimler ise Nimbus tarafin-
dan atanan gorevlerin yiiriitiilmesini kontrol eder. Supervi-
sor diigiimler birden fazla is¢i siirecine sahiptir ve Nimbus
tarafindan atanan gorevleri tamamlamak i¢in ¢alisan siireg-
leri yonetir [46].
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Flink, gercek zamanli olarak ya da yi1gin halinde veri is-
lemek i¢in gelistirilmis agik kaynakli bir ¢cergevedir. Flink’in
programlama modeli MapReduce’a benzerdir. Ancak Map-
Reduce’un aksine birlestirme, filtreleme ve toplama gibi
iist seviye iglevler sunmaktadir. Flink, Flume ve Kafka gibi
farkl1 araglar tarafindan toplanan akan veriler iizerinde tek-
rarli ve gergcek zamanli hesaplama yapmaya izin vermekte-
dir [48].

MapReduce, Spark, Storm ve Flink yapilarinin veri for-
mati, isleme modu, kullanilan veri kaynaklari, programlama
modeli, desteklenen programlama dilleri, kiime yonetimi ve
yinelemeli hesaplamaya izin vermelerine gére siiflandiril-
masi Tablo 1°de goriilmektedir [53].

Tablo 1. Biiytik veri teknolojileri

MapReduce Spark Storm Flink
Veri format: {\nahtar/de- RDD Anvahtar/ {\nahtar/de-
ger deger ger

isleme modu  Yigin Yigi ve Ak Yigm ve
i £ akig g akig
Veri HDES, HDEFS, Kafka,
Kavnaklart HDFS DBMSve  HBASEve Kinesis, akis

¥ Kafka Kafka verileri
Programlama Map ve Doniisiimler . -
modeli Reduce ve eylemler Topoloji  Dondstimler
Desteklenen

Java, Scala
programlama Java ¢ Pyihon Java Java
dilleri Vet
Kiime Standalone, YARN
énetimi YARN YARNve  veya ZooKeeper
y Mesos ZooKeeper
Yinelemeli . N .
i i i

hesaplama

II1I. BUYUK VERI VE TAVSIYE SiISTEMLERI

Tavsiye sistemleri, kisisellestirilmis Oneriler sunmak igin
kullanicilarin gegmisteki satin alma durumlarini ve deger-
lendirme verilerini kullanmaktadir. Giliniimiizde mevcut
olan veri hacmi tavsiye sistemlerinde oneri olusturmak i¢in
kullanilan yontemlerin yeniden degerlendirmesini gerektir-
mektedir [54]. Biiyiik verinin temelinde yer alan paralel ve
dagitik veri isleme, algoritma tasariminda temel teskil etme-
lidir. OpenMP ve MPI gibi geleneksel paralel bilgi isleme
ortamlart ile MapReduce ve Spark gibi dagitik bilgi isleme
platformlar1 bu amagla kullanilmaktadir [55].

Tavsiye sistemlerin ele aldig: iki temel problem, deger-
lendirme puani tahmini ve en iyi-N oneri listesinin olus-
turulmasidir. Degerlendirme puani tahmininde amag, bir
kullanicinin bir 68e i¢in verecegi puanlamay1 hesaplamak-
tir. En 1yi-N Oneri listesinin olusturulmasindaki amag ise
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kullanicilarin ilgilerini ¢ekebilecek ve muhtemelen begene-
cekleri N adet 6geden olusan bir 6neri listesi sunmaktir [S6].
Onerilerin hesaplanmasi igin en yaygin kullanilan iki yakla-
sim komsuluk tabanli yaklasimlar ve gizli faktdr modeli ta-
banli yaklagimlardir. Komsuluk tabanli yaklagimlar, gele-
rin veya kullanicilarin arasindaki benzerliklere dayali olarak
onerilerin hesaplanmasi i¢in kullanilmaktadir. Gizli faktor
modeli tabanl yaklagimlarda ise kullanicilar ve 6geler ayni
gizli alan igerisinde eslestirilir ve bu alandaki bir kullaniciya
en yakin 6geler oneri olarak sunulur. Gizli faktér modeli ta-
banli yaklagimlar degerlendirme tahminlerinin elde edilme-
sinde, komsuluk temelli yaklasimlar ise en iyi-N oneri liste-
sinin elde edilmesinde yaygin olarak kullanilmaktadir [57].

Giderek artan veri miktari, tavsiye sistemlerinde bii-
yuk veri analizi sorunlarmin yasanmasina neden olmakta-
dir. Tavsiye sistemleri, biiylik 6l¢ekli verileri iglerken veya
analiz ederken genellikle dl¢eklenebilirlik ve verimsizlik so-
runlart yasamaktadir [58]. Bu béliimde literatiirdeki tavsiye
sistemlerinde biiyiik veri analizlerinin gerceklestirildigi ca-
lismalar incelenmistir.

Meng ve ark. tarafindan 2014 yilinda yapilan ¢alismada,
kullanicilara kisisellestirilmis ve etkin Oneriler sunabilmek
icin KASR ad1 verilen anahtar kelimeye dayali tavsiye sis-
temi gelistirilmistir. Anahtar kelimeler, kullanicilarin tercih-
lerini belirtmek i¢in kullanilmis ve uygun oneriler olustur-
mak i¢in bir kullanict tabanlt igbirlik¢i filtreleme yontemi
kullanilmigtir. Gelistirilen sistemde yakin kullanicilarin in-
celemelerinden ¢ikarilan anahtar kelimeler, kullanici tercih-
lerini belirlemek i¢in kullanilmistir. Biiyiik veri ortaminda
Olgeklenebilirligi ve verimliligi artirmak igcin KASR sistemi,
MapReduce paralel isleme paradigmasi kullanilarak Hadoop
platformu tizerinde gelistirilmistir. Gelistirilen yontemde,
kullanicilarin tercihlerini elde etmek igin anahtar kelime
aday listesi ve uzmanlasmig alan adi sozIigii olmak tizere
iki veri yapist kullanilmigtir. n, anahtar kelime aday listesin-
deki anahtar kelimelerin sayisi olmak tlizere K={k .k ...k }
seklinde ifade edilen anahtar kelime aday listesi, kullanicila-
rin tercihlerine ve aday hizmetlerin goklu dlgiitlerine iligkin
bir dizi anahtar kelimedir ve aday hizmetlerin kalite dl¢tit-
leriyle ilgili bir sozciik olabilmektedir. Aktif kullanicinin ve
yakin kullanicilarin tercihleri anahtar kelime kiimelerine es-
lestirilmektedir. Aktif kullanictya yakin kullanicilarin hesap-
lanmast i¢in Jaccard benzerligi kullanilmistir [59].

Yu ve ark. tarafindan 2015 yilinda yapilan calismada, ya-
pilandirilmamis biiyiik saglik hizmeti verilerini giivenli bir
ortamda yoneterek bu verilerden yararl bilgiler tiretmek ve
bilgileri faydali bir pratik modele ¢evirmek amaglanmis-
tir. Calisma kapsaminda hastaliklarin erken teshisi i¢in bir
uygulama sistemi olusturmak hedeflenmistir. Uygulama
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sistemi, kullanicilarin saglik kosullar ile ilgili onerilerde
bulunmak, tedavi optimizasyonu saglamak ve olumsuz olay-
lar1 6nlemek i¢in Apache Mahout’un {izerinde ¢alisan Naive
Bayes (NB) smiflandirma algoritmasi kullanilarak olustu-
rulmustur [60].

Gu ve ark. tarafindan 2015 yilinda yapilan ¢alismada,
Spark iizerine kurulmus dagitik matris hesaplama kiitiipha-
nesi olan Marlin 6nerilmistir. Sosyal ag madenciligi, tavsiye
sistemleri ve dogal dil isleme gibi veri analitigi uygulama-
larinin temeli olan matris hesaplamasi, biiyiik veri ¢aginda
matris Olgekleri bitylidiigii i¢in geleneksel tek diiglimlii mat-
ris hesaplama sistemleri, bu gibi veri boyutlart ve hesapla-
malart konusunda yetersiz kalmaktadir. Gelistirilen Marlin
kiitiiphanesi ise igerdigi dagitik matris islem algoritmalari
ile yiiksek seviyeli matris hesaplamasi saglamaktadir. De-
neysel sonuglar, Marlin’in R ve MapReduce’u temel alan
dagitik matris iglem algoritmalarindan daha hizli oldugunu
gostermistir [61].

Verma ve ark. tarafindan 2015 yilinda yapilan ¢alismada,
Hadoop ¢ercevesi kullanilarak Web {izerinde iiriin, etkinlik,
birey ve hizmetler gibi herhangi bir 6ge hakkinda degerlen-
dirme, inceleme, goriis, sikayet, agiklama, geri bildirim ve yo-
rum gibi biiylik miktarda veri saglayan bir tavsiye sistemi ge-
listirilmistir. Gelistirilen sistemde inceleme, goriis, agiklama,
yorum ve sikayet gibi farkl tiirdeki verileri filtrelemek i¢in
bir hibrid filtreleme teknigi kullanilmistir. Kullanicilara sunu-
lan oneriler, kullanict degerlendirmelerine, igerige, inceleme
yapan kullanicinin davranigina ve farkli kullanicilar tarafin-
dan {iretilen incelemelerin zamanlamasima dayanmaktadir.
Gelistirilen sistem Hadoop platformu {izerinde MovieLense
verisetinin farkli boyuttaki dosyalart ile test edilmistir. So-
nug grafigi, dosya boyutundaki artisa paralel olarak degerlen-
dirme, inceleme ve geri bildirim bigiminde olan veri boyutu-
nun da arttigini ancak veri igleme siiresinde ayni oranda artis
yasanmadigini gostermektedir [62].

Dai ve ark. tarafindan 2015 yilinda yapilan ¢aligmada,
biiyilik rota verileri kullanilarak kullanicilara kigisellestiril-
mis rota dnerilerinin sunulmasina yonelik bir tavsiye sistemi
gelistirilmistir. Gelistirilen sistem, farkli siiriiciilerin siiriis
tercihlerini kullanarak modelleme ve giincelleme yapmak-
tadir. Kisisellestirilmis rota tavsiyesi olusturmak i¢in, sii-
ricliniin belirledigi kaynak ve varis noktasi ile kalkis saa-
tine gore belirlenecek rota igin en etkin alt kiime rotalarin
¢ikarilmasi hedeflenmistir. Gelistirilen sistem, Pekin’deki
52.211 taksi soforii ile analiz edilmistir. Test sonuglari gelis-
tirilen sistemin verimli ve etkili bir sekilde tavsiyeler sundu-
gunu gostermistir [63].

Huang ve ark. tarafindan 2015 yilinda yapilan ¢alismada,
bliylik veriler lizerinde gergcek zamanli ve dogru Oneriler
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sunabilmek i¢in Storm platformu kullanilarak TencentRec
ad1 verilen sistem gelistirilmistir. Akan veriler, gelistirilen
bir veri erisim bileseni ve bir veri depolama bileseni ile bir-
likte Storm kullanilarak analiz edilmistir. Farkli tiirdeki uy-
gulamalar i¢in 6ge tabanli igbirlikgi filtreleme, igerik tabanli
filtreleme ve demografik 6zelliklere dayali filtreleme yon-
temleri uygulanmistir. Ger¢ek zamanli veri toplama ve is-
leme siireci kullanilarak oneri degisiklikleri gergek zamanl
olarak sunulmaktadir. Gelistirilen sistem 6n isleme katmani,
algoritma katmani ve depolama katmani bilesenlerinden
olusmaktadir. On isleme katmani, alinan verileri ayristirir ve
niteliksiz verileri siizerek algoritma katmania gonderir. Al-
goritma katmani ana algoritma hesaplamalarindan sorum-
ludur. Isbirlikei filtreleme, icerik tabanli filtreleme ve de-
mografik 6zelliklere dayali filtreleme yontemleri algoritma
katmaninda uygulanmaktadir. Depolama katmani, algoritma
katmani tarafindan iiretilen sonuglara, farkli uygulamalarin
kurallarma gore filtreleme uygulamakta ve hesaplama so-
nuglarini giincellemektedir [64].

Riyaz ve ark. tarafindan 2016 yilinda yapilan ¢alismada,
gelencksel tavsiye sistemlerinin artan kullanici ve {iriin veri-
lerinin analizinde yasadigi 6l¢eklenebilirlik ve verimlilik so-
runlar1 sebebiyle MapReduce paradigmasi kullanilarak Apa-
che Hadoop tizerinde isbirlikgi filtreleme yontemleri ile yeni
bir tavsiye sistemi gelistirilmistir. Gelistirilen sistem Ha-
doop diigtimleri, dagitik tavsiye motoru ve HBase depolama
alanindan olusmaktadir. Gelistirilen sistemde Amazon {iriin
veriseti kullanilmustir. isbirlikci filtreleme yonteminde Pear-
sons Correlation Coefficient yontemi kullanilarak benzerlik-
ler hesaplanmustir. Uretilen kullanic1 tavsiyeleri HBase da-
gitik veritabaninda saklanmaktadir. HBase, disk iizerinde
fazladan arama yapmay1 azaltan Bloom Filtresini kullan-
maktadir [65].

Shang ve ark. tarafindan 2016 yilinda yapilan ¢alismada,
bir mikro-video Oneri sistemi gelistirilmistir. Gelistirilen sis-
tem videonun yapimcisina ka¢ kullanicinin videoyu begen-
digi gibi bilgileri saglamaktadir. Ayrica kullanicilarin favori
videolarmi ve izleme ge¢misini analiz ederek kullanicilara
video Onerisi sunmaktadir. Gelistirilen sistemde, Web craw-
ler yazilimi kullanilarak video siteleri ve forumlari gibi alan-
lardan veri toplanmistir. Elde edilen veriler kullanilarak mik-
ro-video modeli ve kullanici modeli olusturulmustur. Web
crawler yazilimi ile elde edilen veriler Hadoop platformunda
depolanmis ve verileri islemek i¢cin Mahout kullanilmistir.
Mahout tizerinde isbirlikgi filtreleme yontemlerinin gergek-
lestirilmesini saglayan Slope algoritmasi kullanilmistir [66].

Chang ve ark. tarafindan 2017 yilinda yapilan ¢aligmada,
sonsuz ve degisken boyuttaki akan veriler i¢in gercek za-
manlt glincelleme yapabilen sRec sistemi gelistirilmistir.



Biiyiik Veri ve Tavsiye Sistemleri

Marmara Fen Bilimleri Dergisi 2018, 4: 339-357

Gelistirilen sistemde girdi akisi, kullanict geri bildirim et-
kinlikleri, yeni kullanicilar ve yeni 6geler olarak modellen-
mistir. sRec degisen kullanic1 ve iiriin sayisi ile kullanici
tercihlerinde yasanabilecek igerik kaymasi durumlarint be-
lirleyerek gercek zamanli dneriler sunmaktadir. sRec temel
olarak ¢evrimici dneri modiilii ve ¢evrimdist parametre 68-
renme modiiliinden olusmaktadir. Sistem, kullanict dinamik-
lerini yakalamak ve gergek zamanli 6neriler sunabilmek igin
modelini siirekli olarak giincellemektedir. sRec sisteminde,
kullanici 6ge degerlendirmeleri zamana dayali bir fonksiyon
ile modellenmektedir. Cevrimdist parametre giincelleme-
leri, yalnizca olaylar meydana geldiginde ve d6nceki olaylara
bagli olarak gergeklestirilmektedir. Cevrimigi 6neri modiilii
ise olusturulan kullanici-6ge-zaman modellerini kullanarak
kullanicilarin yapmis olduklar tercihlerin son olasilik dagi-
limina (posterior) gore 6neri sunmaktadir [67].

Prando ve ark.tarafindan 2017 yilinda yapilan ¢aligmada,
e-ticaret platformlarindaki kullanicilarin tercihlerini belirle-
yebilmek icin kullanicilarin sosyal aglardaki etkilesimle-
rine dayali yeni bir tavsiye sistemi gelistirilmistir. Gelisti-
rilen tavsiye sistemi, igerik tabanli filtreleme teknikleri ile
yeni kullanicilarin sosyal ag verilerini analiz ederek kulla-
nicilar belirli kategorilere atamaktadir. Kullanicr tercihleri,
kullanicilarin dogrudan yaptigi paylasimlar, begendikleri
paylasimlar ve begendikleri sayfalar kullanilarak elde edil-
mistir. Gelistirilen sistem, soguk baslangi¢c sorununu gider-
mek amactyla bir e-ticaret platformu {izerinde test edilmistir.
Analiz sonuglari, gelistirilen sistemin ilk kez e-ticaret plat-
formuna erisen yeni kullanicilar i¢in basarili sonuglar verdi-
gini gostermistir [68].

Ajantha ve ark. tarafindan 2017 yilinda yapilan calig-
mada, kullanici konum vektorii adr verilen bir vektor kulla-
nilarak, kullanicilar ile ilgi alanlar1 arasindaki iliskileri be-
lirlemek i¢in yeni bir yontem gelistirilmistir. Gelistirilen
sistem kullanic1 bilgisi toplama modiilii, kullanic1 kiime-
leme modiilii, konum bilgisi toplama modiilii, kullanici-ko-
num vektorii hesaplama modiilii ve konum profili modiiliin-
den olusmaktadir. Kullanici profil bilgileri ve yas, cinsiyet
gibi bilgileri Facebook’tan kullanici bilgisi toplama mo-
diilii kullanilarak toplanmaktadir. Elde edilen kullanici bil-
gileri k-means algoritmasi kullanilarak yakin kullanicilarin
belirlenebilmesi i¢in kiimelenmektedir. Konum bilgileri ise
trip advisor ve seyahat bloglarindan toplanmaktadir. Kulla-
nici-konum vektorleri ise konum bilgileri ve kullanict pro-
fil bilgilerine gore hesaplanmaktadir. Konum profil modiilii
ise kullanict profillerinden ¢ikarilan kullanicilarin ilgi alan-
lart ile yakin kullanicilarin ilgi alanlarina gore ziyaret ettik-
leri konumlari eslestirmektedir [69].
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Zhou ve ark. tarafindan 2017 yilinda yapilan ¢alismada,
0ge tabanl isbirlik¢i filtreleme yontemi ve Hadoop prog-
ramlama modeli kullanilarak bir film tavsiye sistemi gelis-
tirilmistir. Gelistirilen sistemde dagitik dosya sistemi HDFS
ve MapReduce kullanarak artan veri hacminin depolanmasi
ve verilerin paralel olarak islenerek algoritmanin perfor-
mansinin ve sistemin yanit hizinin artirtlmasi amaglanmis-
tir. Gelistirilen sistem, MoviLense veritabani iizerinde test
edilmistir. Deneysel sonuclar, sistemin biiylik veri kiimele-
rinde klasik yontemlere gore yiiksek verimlilik ve giivenilir-
lik sagladigini gostermektedir [70].

Seo ve ark. tarafindan 2017 yilinda yapilan ¢alismada,
sosyal aglardaki kullanicilar arasindaki yakinligi hesapla-
mak i¢in yeni bir yontem sunulmustur. Twitter tizerindeki
biiyiik sosyal veriler analiz edilerek kullanicilara konu veya
ilgi alani oneren arkadaslik temeline dayali, kisisellestiril-
mis bir tavsiye sistemi gelistirilmistir. Gelistirilen sistem, bir
aylik Twitter verileri kullanilarak precision, recall, f 6l¢iitii
ve ortalama mutlak hata metriklerine gore karsilastirmali
deneyler gerceklestirilmistir. Deney sonuclari, gelistirilen
sistemin kullanicilar arasindaki yakinlik derecesini belirle-
mede ve kisisellestirilmis oneriler hesaplamada daha basa-
ril1 oldugunu ortaya koymustur [71].

Wei ve ark. tarafindan 2017 yilinda yapilan ¢alismada,
isbirlik¢i filtreleme yaklasimlarinin yasadigi soguk baslan-
gi¢ problemlerine ¢éziim olarak derin 6grenme tabanli yeni
bir model gelistirilmistir. Gelistirilen modelde tiriinler ile il-
gili kullanic1 degerlendirmelerin eksik olmasi veya hi¢ ol-
mamast durumlarinda yasanan problemler asilmaya calisil-
mistir. Ogelerin icerik 6zelliklerini ¢ikarmak igin sinir ag1
tabanli bir derin 6grenme mimarisi kullanilmistir. Kulla-
nic1 tercihlerinin ve 6ge ozelliklerinin zamansal dinamik-
lerini modelleyen isbirlik¢i filtreleme modeli, tekil deger
ayrisimi (Singular Value Decomposition-SVD) kullanila-
rak soguk baslangi¢ sorunu yaganan 6gelerin icerik 6zellik-
lerini 6ngérmek lizere degistirilmistir. Gelistirilen sistem,
Netflix degerlendirmelerinin bulundugu biiyiik veri kiimesi
iizerinde test edilmistir. Test sonuglar1 gelistirilen modelin,
soguk baslangi¢ sorunu yasanan 6gelerinin degerlendirme
puanlariin tahmininde klasik modellerden daha iyi perfor-
mans sergiledigini gostermistir [72].

3.1 Tavsiye Sistemlerinde Kullanilan Veri Toplama
Yaklasimlar

Kullanicilara 6neri olarak sunulacak 6gelerin tahmini asa-
masinda, kullanict profilleri ve modelleri olusturmak igin
kullanicilarin nitelikleri, davranislar1i veya kullanicilarin
eristigi kaynaklarm igerikleri gibi bilgiler kullanilmaktadir.
Ornek olarak e-6grenme platformlarinda biligsel beceriler,
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zihinsel yetenekler, 6grenme stilleri, ilgi, tercihler ve sis-
temle olan etkilesimler kullanic1 profillerinin olusturulmasi
asamasinda kullanilmaktadir [7].

Tavsiye sistemlerinde sunulan onerilerin kalitesi ve ba-
saris1 olusturulacak kullanict profilleri ile dogrudan iligki-
lidir. Kullanicilarin beklentilerine cevap verebilecek oneri-
ler sunabilmek i¢in kullanicilar hakkinda miimkiin oldukca
fazla bilgiye sahip olunmas1 gerekmektedir. Kullanicilarin
davraniglariin gozlemlenmesi yoluyla elde edilen dolayl
geribildirimlerin kullanici tercihlerini daha dogru bir sekilde
yansitacagi temel alinmaktadir [73].

3.1.1 Dolayh geribildirimler

Dolayli geribildirimler, kullanicilarin satin alma gegmisi,
gezinme gegmisi, Web sayfalarinda kalinan siireler, kulla-
nic1 tarafindan tiklanan baglantilar ve kullanici arayiizii tize-
rindeki tiklamalar gibi farkli kullanict eylemlerinin gézlem-
lenmesi yoluyla elde edilmektedir. Dolayli geribildirimler
kullanict tercihlerini, kullanicilarin sistemle olan etkilesim-
lerinden ¢ikararak kullanici yiikiinii azaltmaktadir. Dolayl
geribildirimler, herhangi bir kullanici ¢abasi gerektirmemesi
ve dogrudan kullanict davraniglarinin analiz edilmesi yo-
luyla elde edildigi i¢in daha objektif bir yaklasim olarak 6n
plana ¢ikmaktadir [74].

3.1.2 Dogrudan geribildirimler

Dogrudan geribildirim kullanilan sistemlerde, bir kullanici
arayiizii araciligiyla kullanicilardan sistemde bulunan 6ge-
ler hakkinda degerlendirmelerde bulunmalar1 beklenmekte-
dir. Bu sistemlerde sunulan dnerilerin dogrulugu, kullanici
tarafindan yapilan degerlendirmelerin sayisina baglidir. Bu
yontemin eksikligi ise kullanici ¢abasi gerektirmesi ve kul-
lanicilarin daima yeterli bilgi vermeye hazir olmamasidir.
Dogrudan geribildirimlerin daha fazla kullanici ¢abasi ge-
rektirmesi gergegine ragmen, kullanicit davranislarindan ¢i-
karimlar yapilmasi gerekli olmadigindan elde edilen veriler
daha giivenilir olarak goriilmekte ve Oneri siirecinde seffaf-
lik saglanmaktadir [75].

3.1.3 Hibrit geribildirimler

Dogrudan ve dolayl geribildirimlerin zay1f yonlerini en aza
indirgemek ve en iyi performansi elde edebilmek igin, bu
yontemler birlikte kullanilabilmektedir. Hibrit geribildirim-
ler, dogrudan geribildirimlerin tizerine bir kontrol meka-
nizmast seklinde eklenen dolayli geribildirimler ile ya da
dolayli geribildirimler alinirken, kullanicilarin 6geler hak-
kindaki degerlendirmeleri alinarak gergeklestirilebilmekte-
dir [76].
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3.2 Tavsiye Sistemlerinde Kullanilan Yéntemler

Kullanicilara faydali ve kaliteli oneriler sunabilmek i¢in et-
kin ve dogru oneri tekniklerinin kullanilmast dnemlidir.
Farkli 6neri sunma yontemlerinin dzelliklerinin ve potansi-
yellerinin dogru bir sekilde belirlenmesi ve kullanilacak sis-
teme gore degerlendirilmesi gerekmektedir.

3.2.1 icerik tabanh filtreleme

Icerik tabanli filtreleme yontemleri, kullanilan alana ba-
giml algoritmalardir ve tahminlerin olusturulmasi igin dge
ozelliklerinin analizi yliksek dnem tasimaktadir. Web say-
fasi, yayin ve haber 6nerisi gibi uygulama alanlarinda i¢erik
tabanli filtreleme teknikleri daha yiiksek basari gostermek-
tedir. Igerik tabanl filtreleme ydntemlerinde, kullanicilarin
geemiste degerlendirdikleri 6gelerin 6zelliklerine gore kulla-
nici1 profilleri olusturulmaktadir. Cogunlukla kullanicilar ta-
rafindan olumlu olarak degerlendirilmis 6gelere yakin 6zel-
likteki 63eler dneri olarak sunulmaktadir [77]. igerik tabanli
filtreleme yontemleri anlamli Sneriler iiretebilmek i¢in 6ge-
ler arasindaki benzerlikleri hesaplamada farkli modeller kul-
lanmaktadir. Farkli 6geler arasindaki iligkileri modellemek
icin TF / IDF gibi Vektor Uzay Modeli veya Naive Bayes Si-
niflandiricisi, Karar Agaglar1 ve Yapay Sinir Aglar gibi ola-
siliksal modeller kullanabilmektedir. Bu teknikler, istatistik-
sel analizler yoluyla ya da makine 6grenmesi yontemleri ile
temel alinan modeli 6grenerek tavsiyelerde bulunmaktadir.
Icerik tabanli filtreleme yontemleri, kullanic profillerindeki
olas1 degisimlere karsi ¢ok kisa bir siire iginde sunacagt 6ne-
rileri diizenleme potansiyeline sahiptir. Bu yontemin en bii-
yuk dezavantaji, 6gelerin 6zelliklerine iligkin derinlemesine
bilgi ve agiklamaya ihtiyag duymasidir [78].

3.2.2 isbirlikci filtreleme

Isbirlikgi filtreleme yontemleri, film ve miizik gibi kolay-
likla ve yeterince tanimlanamayan igeriklerin bulundugu uy-
gulama alanlarinda kullanilan bir tahmin yontemidir [79].
Isbirlik¢i filtreleme, kullanicilarin dgeler ile ilgili degerlen-
dirmelerinin bulundugu bir veritabani (kullanici-6ge mat-
risi) olusturarak calismaktadir. Oneri sunma asamasinda
kullanic1 profilleri arasindaki benzerlikleri hesaplayarak
kullanicilarla alakali ve ilgili tercihleri eslestirmektedir. Ak-
tif kullaniciya daha once gormedigi ancak kendi komsu-
lugundaki kullanicilar tarafindan olumlu olarak degerlen-
dirilen 6geler oneri olarak sunulmaktadir [80]. Isbirlikgi
filtreleme tarafindan tahminler ve tavsiyeler iiretilebilmek-
tedir. Tahmin, j iriind i¢in 7 kullanicisinin yapacag deger-
lendirmeyi gosteren Rij ile ifade edilmektedir. Tavsiye ise
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Sekil 3’te goriildiigii gibi kullanicilarin en ¢ok begenecegi N
elemanli bir 6ge listesidir [81].

Oge1 | Oge2 Ogej | Ogen

Kullamiar 1

i kullanicisi igin j Griind
ile ilgili tahmin degeri

Kullanici 2|

isbirlikgi Tahmin

Filtreleme

Kullameri

Tavsiye

}

N elemanli 6neri listesi

Sekil 3. Kullanici-6ge degerlendirme matrisi

ullanici m|

Kullaniclr tabanh yontemler

Kullanict tabanli yontemlerde, hedef kullaniciya benzer bir
dizi kullanict, kullanicinin komsusu olarak belirlenir. Kulla-
nicilar arasindaki benzerlikler, genellikle olarak iki kullani-
cinin degerlendirme puanlarini belirten vektorler arasindaki
kosiniis benzerligi veya Pearson correlation coefficient kul-
lanilarak hesaplanmaktadir. £ komsu kullanicilar ifade et-
mek iizere u kullanicisinin i 6gesi hakkindaki degerlendirme
puanini tahmin etmek icin Eg.7°de goriilen esitlik kullanil-
maktadir [82].

> sim(u) (r, — £4,.)

ueN! (i)

> sim(u,v)

neN? (i)

(7

sim(u,v) u ve v kullanicilart arasindaki benzerligi, u ve
u, ise u ve v kullanicilariin degerlendirme puanlarinin or-
talamasim ifade etmektedir. N (k) ise i 6gesi hakkinda de-
gerlendirmede bulunan, & yakin kullanicilar kiimesini ifade
etmektedir [83].

Oge tabanh yontemler

Oge tabanli yontemler, belirli bir kullanici tarafindan pu-
anlanan Ogelerin, hedef 6geye benzerlikleri kullanilarak u
kullanicisinin hedef 6ge tlizerindeki degerlendirme puanini
hesaplamaktadir [84]. Kullanici tabanli yontemlere benzer
sekilde, 6geler arasindaki benzerligi hesaplamak i¢in ko-
siniis benzerligi veya Pearson correlation coeffcient kulla-
nilabilir. » kullanicisinin i 6gesi hakkindaki degerlendirme
puani Es.8’de goriilen esitlik kullanilarak hesaplanabilmek-
tedir.
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> sim(i. ), — £4)

JeEN ()

: > sim(i. j)

JENT (1)

Foi= A+

(®)

sim(i,j) i ve j 0geleri arasindaki benzerligi, u, ve 1, ise i
ve j 6geleri igin yapilmis degerlendirme puanlarinin ortala-
mastni ifade etmektedir. N} (k) ise u kullanicisinin degerlen-
dirmede bulundugu, i 6gesine benzer k yakin 6geler kiime-
sini ifade etmektedir [85].

Gizli Faktor Modeli Tabanli Isbirlik¢i Filtreleme

Gizli faktor tabanli yontemler, nesnelerin niteliklerini ta-
mimlayan 6zelliklerin bulunmasini temel almaktadir. Oge
ozellikleri ve kullanici tercihleri Sekil 4’te goriildiigii gibi
sayisal faktor degerleri ile ifade edilmektedir. Kullanic de-
gerlendirmelerine dair tahminler ise daha az sayida paramet-
renin bir araya getirilmesi ile elde edilen modellerden ¢ika-
rilmaktadir [86].

Dram Komedi

Sekil 4. Gizli faktor modelleri

Gizli faktor modeli tabanli yaklagimlarda matris ¢arpan-
lara ayirma yontemleri kullanilmaktadir. Matris ¢arpanlara
ayirma yontemleri, degerlendirme puani tahmini i¢in kulla-
nilmaktadir. Kullanict degerlendirme matrisini ifade eden R
kullanilarak P ve Q kullanic1 ve 6ge matrisinin hesaplana-
bilecegi temel alimmaktadir. # kullanicisinin i 6gesi iizerin-
deki degerlendirme puani, Sekil 5’te gorildiigii gibi 6geler
ve kullanicilar faktor vektoriiyle iliskilendirilerek Es. 9 kul-
lanilarak hesaplanmaktadir.

. T
rrrr' = ‘Prt ‘gf
(€))
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Kullanicr 6zellik matrisi (NxM)

S

f
Degerlendlrmatrm (NxM) 0 o 0 3
@ 5 3 s 3.0 -5 1

Film 6zellik matrisi (NxM)

G« 2 MO
G o 3 3 fl-1 0 2

2 4 -4 1

f3 0 2 2

Sekil 5. Oge ve kullanici 6zellik matrisleri

Es. 9 kullanilarak tamamlanan F = PQF matrisi, kulla-
nicilarin degerlendirmede bulunmadigi 6geler hakkindaki
degerlendirme puanlarinin belirlenmesinde kullanilmakta-
dir [87].

3.2.3 Hibrit yontemler

Hibrit yontemler, tavsiye sistemlerinin bazi sinirlamalarini
ve sorunlarini ortadan kaldirmak ve daha iyi sistem optimi-
zasyonu elde etmek icin farkli 6neri tekniklerinin birlesti-
rilmesi ile olusturulmaktadir [88]. Hibrit tekniklerin ardin-
daki diistince, bir algoritmanin dezavantajlarinin baska bir
algoritma ile ortadan kaldirilacagi ve birden fazla algoritma
kombinasyonunun tek bir algoritmadan daha dogru ve etkili
tavsiyeler sunabilecegidir. Algoritmalarin ayr1 ayri uygulan-
mas1 ve sonucun birlestirilmesi, isbirlik¢i filtreleme yo6n-
temlerinde icerik tabanli filtreleme yontemlerini kullanma
ya da her iki yaklasimi bir araya getiren birlesik bir 6neri
sistemi olusturma yoluyla hibrit sistemler olusturulabilmek-
tedir [89].

3.3 Baglamsal Oneriler

Kullanicilarin degerlendirme puanlarinin disinda, 6neri ka-
litesini artirmak i¢in kullanilabilecek ¢ok miktarda baglam-
sal veri mevcuttur [90]. Baglamsal veriler zaman, konum ya
da kullanicilar, 6geler veya degerlendirmelerle iligkili ek bil-
giler olabilmektedir. Baglamsal oneriler, her baglami farkli
bir boyut olarak ele alarak iligkilerin modellenmesini sagla-
maktadir. Bu sayede kullanicilar ve 6gelerden olusan iki bo-
yutlu bir degerlendirme matrisi yerine ¢ok boyutlu bir iligki
modeli (kullanici, 6ge, zaman, konum gibi) olusturmakta-
dir [91].
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3.4 Biiyiik Veriler icin Komsuluk Tabanh Yaklagimlarin
Olceklenmesi

Filtreleme ve yaklasik en yakin komsu tabanli yaklagimlar,
hesaplanmis benzerliklerin sayisini azaltmak icin veri yapi-
larm1 kullanmaktadir [92]. Diger yaklasimlar, yiiksek kali-
tede sonu¢ garantisi olmaksizin komsular1 belirlemek igin
bir kullanic1 veya 6ge alt kiimesi segmektedir. Performans
artisi, cok kanalli (multithread) ve dagitik sistemler araci-
ligiyla gercgeklestirilmektedir. Komsuluklarin belirlenmesi
icin k-en yakin komsu ve e-en yakin komsu yaklagimlari
kullanilmaktadir. K-en yakin komsu (kNN) yaklasimi, bir
sorgu nesnesine en yakin komsulukta olan k nesneyi bul-
maya amaclamaktadir. e-en yakin komsu (eNN) veya ben-
zerlik arama yaklasimi, yapilan sorguya en az e benzerli-
gine sahip tiim nesnelerin bulunmasini amaglamaktadir [93].

Gilintimiizde, veri miktarindaki artis ile birlikte komsu
olamayan nesne ¢iftlerinin g6z ardi edildigi veya filtrelen-
digi seyrek vektorler icin en yakin komsu yontemleri 6ne-
rilmistir [94]. Bir kullanicty1 veya 6ge degerlendirmesini
temsil eden vektor, kullanicilarin genellikle &gelerin ¢o-
gunu degerlendirmedigi i¢in seyrektir. Arama yontemleri,
ters indeks yapisi kullanarak higbir 6zelligi olmayan nesne-
lerin karsilastirilmasini nler [95]. Indeks yapisi, tiim nesne-
ler arasindaki her 6zellik i¢in bir tane olmak iizere bir dizi
olusturur. Bu sayede j. 6zellik icin sifirdan farkli bir " de-
gere sahip 7/ 6gelerinden ve (i, ri,j) ikililerinden olusan j lis-
tesi elde edilmektedir [96].

Komsuluklarin belirlenmesi i¢in kullanilan ydntemler
bellek tabanli ¢caligmaktadir. Bellek paylagimli paralel veri
isleme yontemleri is pargaciklarinin ¢aligma siiresinin ve
kaynak rekabetinin minimize edilmesini amaglamaktadir.
En yakin komsularin belirlenmesi i¢in mevcut olan dagitik
¢oziimler genellikle MapReduce cergevesini kullanmakta-
dir. MapReduce gergevesiyle birlikte nesneler daha kiiglik
alt gruplara boéliinerek blok ciftleri arasinda en yakin komsu
arama yontemleri uygulanabilmektedir. Baz1 blok karsilag-
tirmalari, blok diizeyinde filtreleme tekniklerine dayanarak
ortadan kaldirilabilmektedir [97].

3.5 Degerlendirme Puani1 Tahmini

Tavsiye sistemleri temel olarak kullanicilarin belirli 6ge-
ler hakkinda yaptiklar1 degerlendirme puanlarini kullanarak
Ogelerin geri kalan1 igin kullanict degerlendirme puanlarini
tahmin etmeyi hedeflemektedir [98]. »n kullanici ve m 6ge-
den olusan bir sistem, « kullanicilarinin i 6geleri igin yapmis
oldugu r  degerlendirmelerini igeren nxm boyutunda bir R
matrisi ile ifade edilmektedir. R matrisi, kullanicilarin he-
niiz degerlendirmede bulunmadiklart 6geler sebebiyle sey-
rektir [55].
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Matris ayristirma teknikleri, kullanici-6ge degerlen-
dirme matrisini diigiik seviyeli matrislere bolmek i¢in kulla-
nilmaktadir. Bu sayede kullanici-6ge degerlendirme matris-
lerindeki eksik degerlerin tamamlanmasi hedeflenmektedir.
Tavsiye sistemlerinde matris ¢arpanlarina ayirma yontemle-
rinin kullanilabilmesi i¢in least squares ve gradient descent
algoritmalar1 kullanilmaktadir [99]. Least squares, biiyiik
6lgekli verilere uygulanan matris tamamlama algoritmala-
rindan biridir. m kullanici sayisini, n ise 6ge sayisini ifade
etmek tizere olusturulacak faktor vektorleri ile 6geler ve kul-
lanicilar temsil edilebilmektedir. Least squares metodunun
amaci, bir fonksiyona uyan parametrelerin bir tahmini bul-
maktir [100]. Gradient descent metodu ise makine dgren-
mesi alaninda yaygin olarak kullanilan ve diisiik hesaplama
karmasiklig1 i¢in ¢ok sayida yineleme yapan bir optimizas-
yon algoritmasidir. Temel olarak, optimizasyon degisken-
leri i¢in bir maliyet fonksiyonunun ve baslangi¢ degerleri-
nin varligini varsayan, basit ve yinelemeli bir optimizasyon
islemi gerceklestirir. Gradient descent algoritmasinda amag
bir fonksiyonun minimum noktasini bulmaktir [101].

3.6 Tavsiye Sistemlerinin Degerlendirilmesinde
Kullanilan Metrikler

Tavsiye algoritmalarinin kalitesini 6l¢mek igin kullanilacak
metrik, algoritmaya gore degisebilmektedir [102]. Tavsiye
sistemlerinin dogrulugunu 6lgen metrikler istatistiksel 6l-
climler ve karar destek dl¢ctimleri olmak iizere ikiye ayril-
maktadir. Her metrigin uygunlugu, veri kiimesinin 6zellik-
lerine ve sistemin yapacagi gorev tiirlerine baglidir [103].

Istatistiksel dogruluk Slciimleri, tahmin edilen degerlen-
dirme puanlarini gercek kullanicilarin degerlendirme puan-
lariyla dogrudan karsilagtirarak kullanilan tavsiye algorit-
masinin dogrulugunu degerlendirmektedir. Ortalama mutlak
hata (Mean Absolute Error-MAE), ortalama karesel hatanin
karekokii (Root Mean Squared Error-RMSE) ve korelasyon
genellikle istatistiksel dogruluk metrikleri olarak kullanil-
maktadir. Ortalama mutlak hata, 6nerinin kullanicinin 6zel
degerinden sapmasinin Olgiistinii ifade etmektedir ve Es.
10°da goriildiigii gibi hesaplanmaktadir.

1

MAE=—TY

T il
}\' i

|prr_j — Py |
(10)

B¢ u kullanicist ve i 6gesi igin tahmin puanini, 1, ; u
kullanicisinin i 6gesi i¢in gergekte vermis oldugu deger-
lendirme puanini ve N degeri verisetindeki toplam deger-
lendirme puani sayisini ifade etmektedir. MAE degeri diis-
tiikce, tavsiye sistemi kullanict degerlendirmelerini daha
dogru bir sekilde tahmin etmektedir. Ortalama karesel hata-
nin karekokii Es. 11°de goriildiigii gibi, ortalama mutlak hata
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metrigine benzerdir ancak daha biiyiik sapmalara daha yiik-
sek agirlik vermektedir [104].

RMSE = \Il D (P~

n 1,i

)J
(11)

Karar destek 6l¢iimleri ise hassasiyet (Precision), duyar-
lilik (Recall) ve F olgiitii” diir (F — Measure). Bu odlgiitler,
kullanicilarin sistemde mevcut dgeler arasindan yiiksek ka-
litede olan 6geleri segmelerine yardimci olmaktadir. Hassa-
siyet, Es. 12’de gortldiigi gibi dneri olarak sunulan 6gelerin
kullanici ile gergekten ilgili olup olmadigini belirlemekte-
dir [105].

Oneri listesinden secilen G3e sayist
Oneri listesinin boyutu

Hassasiyet =
(12)

Duyarlilik, Es. 13’te goriildiigii gibi kullanicilarin sec-
tikleri 6gelerin kag tanesinin kendisine Oneri olarak sunul-
dugunu belirlemektedir.

Oneri listesinden secilen oge sayist
Secilen toplam 6ge sayist

Duyarlhilik =
(13)

F-olgiitii ise Es. 14°te goriildiigii gibi hassasiyet ve du-
yarlilik metriklerinin tek bir metrik igerisinde hesaplanma-
sin1 saglamaktadir [106].

2«HassasiyvatsDuyarhlik
Hassasiver+Duyarhlik

F élciitii =
(14)

IV. SONUCLAR VE ONERIiLER

Tavsiye sistemleri, e-ticaret basta olmak tizere Web tizerinde
hizmet veren ¢ogu platformda uzun zamandir kullanilmak-
tadir. Tavsiye sistemleri kullanicilarin ilgilerini ¢ekebilecek
kisisellestirilmis igerikleri dneri olarak sunarak kullanicilar
iizerindeki asir1 bilgi yliklemesi sorununun hafifletilmesini
hedeflemektedir. Biiyiik veri ¢aginda, tavsiye sistemlerinde
artan kullanici tiklamalari ve iiriin miktart ile arka plandaki
veri hacminin artmasi sebebiyle ayn1 verilerin tekrarli bir se-
kilde islenmesi miimkiin olmamaktadir. Bir veri 6gesinin en
fazla bir defa islenebilmesi ise arka plandaki klasik tavsiye
sistemi algoritmalar1 tizerinde kisitlamalara neden olmakta-
dir. Bu sebeple tavsiye sistemlerinde kullanilan geleneksel
veri madenciligi yaklasimlar etkisiz kalmaktadir.

Bu ¢alisma kapsaminda biiyiik verilerin tavsiye sistem-
lerinde kullanildigt ¢aligmalar analiz edilmis, tavsiye sis-
temleri biiyiik veri bakis agisindan degerlendirilerek biiytik
veri ve biiyiik veri analizinde kullanilan yontemler kapsamli
bir sekilde incelenmistir. Tavsiye sistemlerinde kullanilan
komsuluk tabanli yaklasimlar ve gizli faktdr modeli tabanli



Marmara Fen Bilimleri Dergisi 2018, 4: 339-357

Biiyiik Veri ve Tavsiye Sistemleri

yaklasimlar, geleneksel tavsiye sistemleri ve biiyiik veri tav-
siye sistemleri agisindan incelenmistir.

Yapilan literatiir arastirmalar1 sonucunda, yapilan ca-
lismalarin paralel isleme platformlart olan MapReduce ve
Spark kullanilarak gelistirildigi goriilmiistiir. Klasik sosyal
ag madenciligi, tavsiye sistemleri ve dogal dil isleme gibi
veri analitigi uygulamalarinda kullanilan matris tabanli yon-
temlerin, biiyilik verilerin dagitik yapilari sebebiyle yetersiz
kaldig1, bu sebeple paralel ve dagitik veri isleme ortamlari-
nin biiytik veri ¢aginda 6n plana ¢iktig1 gortilmiistiir.

Biiyiik veri ve tavsiye sistemleri konusunda ¢alisma ya-
pacak arastirmacilara, statik bilyiik veri kiimeleri igin paralel
isleme teknikleri onerilmektedir. Mevcut kullanici ve iiriin
degerlendirmelerin tamami1 kullanilarak daha etkin, kulla-
nislt ve hizli dneriler elde edilebilir. Akan veriler ile gergek-
lestirilecek tavsiye sistemlerinde ise verilerinin tamaminin
tekrarl bir sekilde islenmesi miimkiin olmayacagi i¢in gelen
veri 6rneklerine gore giincellenebilecek bir karar modelinin
kullanilmast dnerilmektedir.
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