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VERIi ON iSLEME

Ayse OGUZLAR®

OZET

Veri madenciligi, (data mining-DM) son 10 yilda diinyada hizla yayginlasmaya baslayan
bir disiplinler aras1 disiplin olarak gbze carpmaktadir. Giiniimiizde artan veri sayisi, bilgisayar kulla-
niminin yayginlagsmasi ve bilgi toplumu olma yolundaki adimlar bu disiplini daha fazla giindeme
getirecektir. Yurtdiginda yaygin bir kullanim alanina sahip veri madenciligi iilkemizde yeni yeni
uygulanip anlasilmaya ¢alisilmaktadir. Veri madenciliginde kullanilacak verinin kalitesi sonuglart da
etkileyeceginden kullanilacak verilerin 6n islemden gegirilmesi olduk¢a 6nemli olmaktadir. Kaliteli
veriler sonugta kaliteli ¢iktilar iiretecektir. Verilerin kalitesini artirmanin yolu ise 6n islemden gegi-
rilmesi yoluyla veri kalitesinin artirilmasi yoluyla gergeklesebilir. Bu ¢alismada veri madenciligine
iliskin genel bir bilgi verilerek verilerin 6n isleme teknikleri agiklanmaya caligilmigtir.

Anahtar Sézciikler : Veri 6n isleme, veri madenciligi.

GIRIS

Veriler hacim olarak sayfalarca yer kaplarlar ama kullanim degerleri azdir.
Oysa, sayilar1 diizenleyip 6zetlersek, harfleri diizenleyerek anlamli ciimleler haline
doniistiiriirsek, notalar1 siralayip bir melodi olusturursak ve bilgisayar ekranindaki
noktalar1 (verileri) bir araya getirerek bir aga¢ resmi veya bir grafik olusturursak
ancak o zaman verileri bilgiye doniistiirmiis oluruz. Bilgi verilere gore hacim ola-

rak daha az yer tutar ama kullanim degeri olarak daha giicliidiir (Giirsakal,
2001:48).

Gliniimiizde veri tabanlar1 artik tera byte’larla dl¢iilmektedir. Bu 6lgekte
biiyiik veriler, stratejik 6neme sahip bilgileri gizlemektedir. Veri madenciligi, bii-
yiitk veri tabanlarmdaki gizli bilgi ve yapiy1 agiga ¢ikarmak igin, ¢ok sayida veri
analizi aracini kullanan bir siirectir. Veri madenciliginin {i¢ farkli bakis agis1 vardir:
veri tabani bakis agisi, makine 6grenim bakis agisi ve istatistiksel bakis agis1. Yazi-
lan kitaplar ve gelistirilen bilgisayar programlar1 da bu farkl bakis acilarma uygun
olarak yapilmaktadir (Zhou, 2002:140). Veri madenciliginin cazibesi anlagilmaya
basladik¢a bu dal ile ilgili bilgisayar programlari hizla artmaktadir (Goebel and
Gruenwald, 1999:1). Yine de istatistik bu alanda yapilan ¢aligmalarda temel bir rol
tistlenmektedir.

* Yrd. Dog. Dr., Uludag Universitesi, Ekonometri Béliimii.
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I. VERI MADENCILiIGINDE VERILERIN ONEMIi

Veri madenciligi, veri tabani teknolojisi, istatistik, makine 6grenim, Oriintii
tanimi, yapay sinir aglari, verilerin gorsellestirilmesi ve uzaysal veri analizi gibi
farkl disiplinlerde yer alan tekniklerin bir birlesimini icerir. Bu disiplinlerin arala-
rindaki kesin smirlar1 tammlamak zor oldugu gibi, bu alanlar ile veri madenciligi
arasindaki kesin smirlar1 tanimlamak da zordur (Hand vd., 2001:4).

Veri madenciliginin uygulanabilmesi igin kullanilacak verilerin bir takim
kesin kriterleri karsilamas1 gerekmektedir. Asagidaki bagliklar veri ve uygulamada
ele alinmasi gereken bazi 6zellikleri gostermektedir:

A. VERILER ELDE EDILEBILIiR Mi?

Bu soru ¢ok agik olmasina karsin, veriler elde edilebilir olmasina karsilik
kolayca kullanilabilecek bir forma sahip olmayabilir. Bu durumda verilerin uygun
formlara dontistiiriilmeleri gerekebilir. Farkli veri tabani veya kaynaklardaki veriler
bir araya getirilebilir. Bazen veriler kagit tizerinde de olabilir. Bu durumda veri
madenciligine baglanilmadan 6nce verilerin bilgisayara girilmesi gerekecektir.

B. VERILER iLGIiLi NITELIKLERI KAPSAMAKTA MI?

Veri madenciliginin hedefi ilgili niteliklerin teshis edilmesi oldugundan bu
soru anlamsizmig gibi goriinebilir. Bununla beraber hangi verilerin elde edilebilir
olduguna bakilarak kayit edilmemis ilgili degiskenlerin belirlenmesine calisilabilir.
Kayit edilmemis degiskenler veri madenciliginin kullaniglt sonuglar liretemeyecegi
anlamina gelmemelidir. Fakat bu durumda tahminlerin giivenilirligi azalacaktir.

C. VERILER GURULTULU MU?

Veriler genellikle bir hata icermektedir ve bu hatalar toplu olarak giiriilti
olarak adlandirilmaktadir. Tipik olarak verilerde ne kadar ¢ok oranda giiriiltii varsa,
o derece de giivenilir sonuglara ulagsmak giiclesecektir. Bununla beraber makine
Ogrenim yontemleri giiriiltli igeren verilerle ¢aligmak i¢in uygun olacaktir.

D. YETERINCE VERi VAR MI?

Bu cevaplamasi zor bir sorudur. Veri madenciliginde, veri kiimesinin bii-
yiikliigiinden ziyade veri kiimesinin temsil edebilirligi énemlidir. Ele alinan ne
kadar ¢ok nitelik varsa, o kadar ¢ok sayida kayita gereksinim duyulacaktir.

E.VAR OLAN VERILER ICIN BIiLiR KiSI RAPORU VAR MI?

Cogu zaman elimizdeki mevcut veriler lizerinde ¢alisir ve onun igerigi ile
anlamini biliriz. Bununla beraber 6rnegin bagka bir béliimiin verileri ile ¢aligildi-
ginda, bu verileri bilen kisilerin yardimina gereksinim duyariz. Bu kisiler veriler ile
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ilgili bilgi saglayarak, veri madenciligi sonuglarinin 6zetlenmesi i¢in yardim eder-
ler.

Klasik istatistiksel uygulamalar ve veri madenciligi arasindaki en temel
farklilik, veri kiimesinin biiyiikliiglidiir. Bir istatistik¢i i¢in ‘biiyiik’ veri kiimesi
birkag yiiz veya bin veri igerir. Veri madenciligi ile ugrasan birileri igin ise milyon
veya milyarlik veri beklenmeyen bir say1 degildir. Bu tip biiyiik veri tabanlar1 ger-
cek hayatta sikga ortaya ¢ikmaktadir.

Cok fazla sayida degisken oldugunda daha ileri diizeyde zorluklar meydana
gelmektedir. Degisken sayist arttiginda uzaydaki birim hiicrelerin sayisinda {istel
oranda artis olacaktir. Ornegin bir tek ikili degisken ele alalim. Bu degiskenin hiic-
relerinin her birimde 10 gézlem oldugunu varsayarsak, toplam hiicre sayist 20 ola-
caktir. iki tane ikili degisken oldugunda gdzlem sayist 40 olurken, 10 tane ikili
degisken igin gozlem sayist 10240 ve 20 degisken icin say1 10485760 olacaktir.
Ayrica yiiksek boyut sayisina sahip uzayda en yakin noktalar birbirlerinden ¢ok
uzakta olabilmektedir. Bazi durumlarda modelin 6n se¢imiyle ek kisitlamalar yapi-
labilir (6rnegin dogrusal modellerin varsayilmasi gibi).

Biiyiik veri kiimelerine erisilmesinin zorluklar: agiktir. Istatistik¢inin veri
kiitiigline bakis acis1 satirlarin objeleri ve siitunlarin da degiskenleri temsil ettigi bir
veri kiimesidir. Pek ¢ok durumda veriler karigik bir haldedir ve farkli bilgisayarlara
yiiklenilmis olabilir. Bu durumda verilerden bir rassal 6rneklem elde edilmesi igin
gergevenin tanimlanmasi ve verilere erisimin ne kadar siirecegi 6onemli konular
olacaktir.

Veri kiimesinin biiyiikliigii zorluklara yol acarken, standart istatistiksel uy-
gulamalarda sik kargilagilmayan bir takim 6zellikler ortaya ¢ikabilir. Veri madenci-
liginde veriler, veri madenciligi uygulamak {lizere degil diger bazi amaglar igin
toplanmaktadir. Tersi bir bigimde, pek c¢ok istatistiksel ¢aligmada veriler akildaki
belirli sorular igin toplanir ve bu sorulara yanit bulmak igin analiz edilir. Istatistik,
deney tasarimi ve alan arastirmasi gibi alt disiplinleri igermektedir. Bu disiplinler,
veri toplamak i¢in en iyi yollarla ilgili ipucu saglarlar.

Verilerin toplanmasinda ortaya g¢ikan problemlerin yaminda, biiyiik veri
kiimeleri ile ¢aligilirken bagka bir takim problemler de olusabilir. Biiyiik veri kii-
meleri cogunlukla eksik, kirli ve hatali veri noktalarini igerecektir. Bu tip hatalara
sahip olmayan veri kiimeleri az rastlanilan veri kiimeleridir. EM algoritmasi gibi
bir tahmin yontemi veya bir yerine koyma (imputasyon) yontemi, eksik veriler i¢in
kullamlacak aynmi genel dagilim &zelliklerine sahip yapay veri iiretilmesine yardim-
c1 olur. Bu problemlerle standart istatistiksel uygulamalarda da karsilagilmakla
beraber, veri kiimesi nispeten kii¢iik oldugundan veri madenciligi uygulamalarin-
daki gibi biiyiik problemlere yol agmamaktadir. Ozetlemek gerekirse veri madenci-
liginde pek ¢ogu biiylikliikk ve ele alinan veri kiimesinin dogasindan kaynaklanan
yeni problemler ortaya ¢ikmaktadir (Hand vd., 2001:19-21).

Veri madenciliginde veri kiimesinin biiyiikliiglinden kaynaklanan en fazla
zaman alic1 agsama, verilerin 6n iglemden gegirilmesi agamasidir. Veri madenciligi
uygulamalarinda kaynaklarm %80’ i verilerin 6n igslemden gegirilmesi ve temiz-
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lenmesi stiregleri i¢in harcanmaktadir (Piramuthu, 2003:1). Veri 6n isleme iki farkli
tiirde islemi gerektirir. Bu farkli iglemlerin ilki veri kiimesinin se¢ilmesi ve birlesti-
rilmesi, ikincisi ise veri madenciligi i¢in verilerin daha yararh bir hale getirilmesi
amaciyla verilerin islenmesidir (Pyle, 1999:125). Verilerin se¢imi, verilerin 6zel-
likleri ve veri biiyiikliigl ile veri tiirii gibi teknik sinirlamalarin elverdigi dlgiide
gergeklestirilmektedir (DMS Tutorial, 2001:1). Verilerin daha yararli olmasi igin
verilerin iglenmesine iligkin yapilmasi gerekenler ise asil inceleme konumuz olan
veri On isleme teknikleri basligi altinda kisaca agiklanmaya ¢aligilmustir.

II. VERI ON ISLEME TEKNIKLERIi

Veri kalitesi, veri madenciliginde anahtar bir konudur. Veri madenciliginde
giivenilirligin artirilmasi igin, veri 6n isleme yapilmalidir. Aksi halde hatali girdi
verileri bizi hatali ¢iktiya gotiirecektir. Veri 6n isleme, ¢ogu durumlarda yar1 oto-
matik olan ve yukarida da belirtildigi gibi zaman isteyen bir veri madenciligi asa-
masidir. Verilerin sayisindaki artig ve buna bagli olarak ¢ok biiylik sayida verilerin
On iglemeden gegirilmesinin gerekliligi, otomatik veri 6n isleme i¢in etkin teknikle-
ri onemli hale getirmistir.

Veri 0n isleme asagidaki sebeplerden dolayi verilere uygulanmaktadir:

1. Veriler tizerinde herhangi bir analiz tiiriiniin uygulanmasini engelleyecek
veri problemlerinin ¢6z{iimii

2.Verilerin dogasinin anlagilmasi ve anlamli veri analizinin basarilmasi

3. Verilen bir veri kiimesinden daha anlamh bilginin ¢ikarilmasi.

Cok sayida uygulamada, veri 6n islemenin bir tiirlinden daha fazlasina ihti-
ya¢ duyulmaktadir. Veri 6n islemenin tiirliniin belirlenmesi bu sebeple 6nemli bir
istir (Famili vd., 1997:4-5).

Cok sayida veri 0n isleme teknigi mevcuttur. Bunlardan biri olan veri te-
mizleme (data cleaning) verilerdeki giiriiltiiniin giderilmesi ve tutarsizliklarin dii-
zeltilmesi i¢in uygulanir. Bir diger teknik olan veri birlestirme (data integration)
ise farkli kaynakli verileri uygun bir veri tabaninda birlestirir. Normallestirme gibi
veri déniigtiirme yontemleri (data transformations) uygulanabilir Veri indirgeme
(data reduction) de ise fazla olan baz1 degiskenlerin atilmasi ve birlestirilmesi veya
kiimeleme yolu ile veri biiyiikliigiiniin azaltilmasi amaclanir. Bu sozii edilen veri
on isleme teknikleri, veri madenciliginden 6nce uygulanarak elde edilen sonuglarin
kalitesi ve/veya veri madenciligi i¢in harcanacak zaman artirilmis olur (Han and
Kamber, 2001:105).

Veri 0n igleme teknikleri yukaridaki paragraftan da anlasilabilecegi gibi su
sekilde siralanabilir:

1. Veri Temizleme
2. Veri Birlestirme
3. Veri Doniigtlirme
4. Veri Indirgeme
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Eksik, tutarsiz ve giiriiltiilii veriler ger¢ek veri tabanlarindaki ve veri am-
barlarindaki yaygin 6zelliklerdir. Bu tiir veriler literatiirde kirli veriler olarak isim-
lendirilmektedir. Kirli verilerin genis bir taksonomisi hazirlanmistir (Kim, Choi,
Hong, Kim and Lee, 2003:3). Eksik veriler ¢ok sayida sebepten kaynaklanabilir.
Ilgilenilen degiskenler veri tabaninda bulunmayabilir. Ornegin satislara iliskin bir
veri tabaminda miisteri bilgileri yer almayabilir. Bir kisim bilgiler, verilerin girildigi
zaman diliminde 6nemsiz bulunarak kayit edilmemis olabilir. lgili veriler yanls
anlamadan dolay1 kayit edilmemis olabilir. Tiim bu nedenlerle de tam olmayan bir
veri tabanina sahip olunabilir. Veriler, bir kisim verinin silinmesinden dolayi tutar-
siz olabilir. Bagka bir neden olarak da zaman i¢inde kayit ve diizenlemelerdeki
farkliliklar gosterilebilir. Verilerin giiriiltii icermesinin nedenleri de farklilik goste-
recektir. Bir neden olarak veri toplama araglarinin yanhs kullanimi gosterilebilir.
Diger bir neden olarak veri girigindeki insan veya bilgisayar hatalari sayilabilir.
Veri naklinde karsilasilan hatalar da giiriiltiiye neden olabilecektir. Hatal ve giiriil-
tiilii veriler neden kaynaklanmis olursa olsun, verilerdeki hata ve giiriiltii dogru bir
bicimde teshis edilerek uygun c¢oziimler getirilmelidir (Han and Kamber,
2001:106).

Yukarida sayilan veri 6n igleme teknikleri verilerin kalitesini artiracaktir.
Kaliteli kararlarm kaliteli veriler gerektirdigi bir gercektir. Bu sebeple, veri 6n
isleme stireci veri madenciliginin 6nemli bir adimidir. Bundan sonraki kisimlarda
bu veri 0n isleme teknikleri agiklanmaya ¢aligilacaktir.

A. VERI TEMIZLEME

Veri temizleme, eksik verilerin tamamlanmasi, aykir1 degerlerin teshis e-
dilmesi amaciyla giiriiltiiniin diizeltilmesi ve verilerdeki tutarsizliklarm giderilmesi
gibi iglemleri gerektirmektedir. Bu baslik altinda veri temizleme i¢in temel yon-
temlere kisaca deginilecektir.

Herhangi bir degiskene iliskin eksik degerlerin doldurulmasi igin farkl
yollar vardir. Bunlardan bazilar1 asagida kisaca agiklanmaktadir (Roiger and Geatz,
2003:155):

1. Eksik deger igeren kayit veya kayitlar atilabilir.
2.Degiskenin ortalamasi eksik degerlerin yerine kullanilabilir.

) 3. Ayni siifa ait tiim o6rneklemler i¢in degiskenin ortalamasi kullanilabilir.
Ornegin aym kredi risk kategorisine giren miisteriler i¢in ortalama gelir degeri
eksik degerler yerine kullanilabilir.

4.Var olan verilere dayali olarak en uygun deger kullanilabilir. Burada so-
zli edilen en uygun degerin belirlenmesi i¢in regresyon veya karar agaci gibi tek-
nikler kullamilabilir. Ornegin yas1 x, egitim diizeyi y olan bir kisi igin iicret durumu,
mevcut verilerden yukaridaki tekniklerden birinin kullanilmasiyla tahmin edilebilir.

Veri temizleme tekniginin kullanilmasi gereken bir diger problem ise gii-
rultilii verilerdir. Giiriiltii, dlgiilen degiskendeki varyans veya rassal bir hatadir.
Giriltili verilerin teshis edilmesi amaciyla histogram, kiimeleme analizi ve reg-
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resyon gibi teknikler kullanilabilir. Eger ele alinan degisken fiyat gibi siirekli bir
degisken ise, giiriiltiilii verilerin diizeltilmesi (smoothing) gerekmektedir. Asagida
veri diizeltme tekniklerinden bazilar1 agiklanmaya ¢aligilmustir:

1. Binning: Binning yontemleri, kiigiikten biiyiige veya biiyiikten kiiclige
siralanmig verileri diizeltmek igin kullanilir. Binning ydnteminde oncelikle sira-
lanmig veriler esit biiyiikliikteki bin’lere ayrilir. Daha sonra bin’ler, bin ortalamala-
11, bin medyanlar1 veya bin sinirlar1 yardimiyla diizeltilir (Gohorian and Grossman,
2003:11). Ornegin degerler 4, 8, 15, 21, 21, 24, 25, 28 ve 34 olsun.

Bin1:4, 8, 15
Bin 2: 21, 21, 24
Bin 3: 25, 28, 34 olacaktir.

Ornegin bin ortalamasi ile diizeltme yapilirsa,

Bin1:9,9,9
Bin 2: 22, 22,22
Bin 3: 29, 29, 29 olacaktir.

2. Kiimeleme (Clustering): Aykir1 degerler kiimeler ile belirlenebilir.
Benzer degerler ayn1 grup veya kiime iginde yer alirken, aykir1 degerler kiimelerin
disinda yer alacaktir.

3. Regresyon (Regression): Veriler regresyon ile verilere bir fonksiyon
uydurularak diizeltilebilir. Uydurulan fonksiyona uymayan noktalar aykir1 deger-
lerdir.

Veri temizlemeyi gerektiren bir diger durum ise verilerdeki tutarsizliklar-
dir. Baz1 veri tutarsizliklar1 dissal referanslarin kullanimiyla diizeltilebilir. Ornegin
kodlarin kullanimindaki tutarsizliklar diizeltilebilir. Verilerin birlestirilmesinden
kaynaklanan tutarsizliklar da olabilir. Bir degisken ismi farkli veri tabanlarinda
farkli gekillerde olabilir.

B. VERI BIRLESTIRME

Veri madenciliginde genellikle farkli veri tabanlarindaki verilerin birlesti-
rilmesi gerekmektedir. Bu farkli veri tabanlarindaki veriler tek bir ¢ati altinda - ki
bu genellikle bir veri ambaridir- birlestirilirler. Farkli veri tabanlarindaki verilerin
tek bir veri tabanminda birlestirilmesiyle sema birlestirme hatalar1 (schema
integration errors) olusur. Ornegin, bir veri tabaninda girisler “tiiketici-ID” seklin-
de yapilmigken, bir digerinde “tiiketici-numarasi” seklinde olabilir. Bu tip sema
birlestirme hatalarindan kaginmak i¢in meta veriler kullanilir. Veri tabanlar1 ve veri
ambarlar1 genellikle meta veriye sahiptirler. Meta veri, veriye iligkin veridir.
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Veri birlestirmede dnemli bir konu da indirgemedir. Bir degisken, bagka bir
tablodan tiiretilmigse fazlalik olabilir. Degiskendeki tutarsizliklar da, sonucta elde
edilen veri kiimesinde fazlaliklara neden olabilir. Bu fazlaliklar korelasyon analizi
ile arastirilabilir. Ornegin yukarida da bahsedilen “tiiketici-ID” ile “tiiketici-
numarasi” korelasyon katsayisi bulunabilir. Eger bulunan korelasyon katsayisi
yiikksek bulunuyorsa, degiskenlerden biri veri tabanindan c¢ikarilarak indirgeme
yapilir.

C. VERIi DONUSTURME

Veri doniistiirme ile veriler, veri madenciligi i¢cin uygun formlara doniistii-
riliirler. Veri doniistiirme; diizeltme, birlestirme, genellestirme ve normallestirme
gibi degisik islemlerden biri veya bir kagini icerebilir. Veri normallestirme en sik
kullanilan veri doniistiirme islemlerinden birisidir. Veri normallestirme teknikle-
rinden bazilar1 asagidaki bigimde siralanabilir (Roiger and Geatz, 2003:156):

1. Min-Max
2. Z Skor
3. Ondalik Olgekleme

Min-max normallestirmesi ile orijinal veriler yeni veri araligina dogrusal
doniigiim ile doniistiiriiliirler. Bu veri araligi genellikle 0-1 araligidir.

Z Skor normallestirmede (veya 0 ortalama normallestirme) ise degiskenin
her hangi bir y degeri, degiskenin ortalamasi ve standart sapmasma bagli olarak
bilinen Z doniisiimii ile normallestirilir:

Ondalik dlgekleme ile normallestirmede ise, ele alinan degiskenin degerle-
rinin ondalik kismi hareket ettirilerek normallestirme gergeklestirilir. Hareket ede-
cek ondalik nokta sayisi, degiskenin maksimum mutlak degerine baghdir. Ondalik
Olgeklemenin formiilii asagidaki sekildedir:

Ornegin 900 maksimum deger ise, n=3 olacagindan 900 sayis1 0,9 olarak
normallestirilir.

D. VERIi iINDIRGEME

Veri indirgeme teknikleri, daha kiigiik hacimli olarak ve veri kiimesinin in-
dirgenmis bir drneginin elde edilmesi amaciyla uygulanir. Bu sayede elde edilen
indirgenmis veri kiimesine veri madenciligi teknikleri uygulanarak daha etkin so-
nuglar elde edilebilir.

Veri indirgeme yontemleri asagidaki bicimde 6zetlenebilir:

1. Veri Birlestirme veya Veri Kiipili (Data Aggregation or Data Cube)
2. Boyut indirgeme (Dimension Reduction)

3. Veri Sikistirma (Data Compression)

4. Kesikli hale getirme (Discretization)
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Veri birlestirme veya veri kiipli yapilacak 2000-2003 yillar i¢in ¢eyrek do-
nemlik satig tutarlarindan olusan bir veri kiimesinin bulundugunu varsayalim. Bu
yillar i¢in yillik satig tutarlari tek bir tabloda toplandiginda veri birlestirmesi ya-
pilmis olur. Sonug¢ olarak elde edilen veri kiimesinin hacmi daha kiigliktiir fakat
yapilacak analiz i¢in bir bilgi kayb1 s6z konusu degildir. Veri kiipleri ise ¢ok degis-
kenli birlestirilmis bilginin saklandig1 kiiplerdir. Ornegin bir firmanin satis tutarlari
yillar, satig1 yapilan iirlinler ve firmanin farkli satig yerleri icin aym kiip {lizerinde
gosterilebilir. Veri kiipleri 6zet bilgiye herhangi bir hesaplama yapmadan hizli bir
bi¢imde erisilmesini saglarlar.

Veri madenciligi yapilacak veri kiimesi bazen gereksiz olarak yiizlerce de-
gisken icerebilir. Ornegin bir iiriiniin satisina iliskin olarak diizenlenen bir veri
kiimesinde, tiiketicilerin telefon numaralar1 gereksiz bir degisken olarak yer alabi-
lir. Bu tiir gereksiz degiskenler elde edilecek oriintiileri kalitesizlestirebilecegi gibi
veri madenciligi siirecinin yavaglamasina da yol agacaktir. Gereksiz degiskenlerin
elenmesi amaciyla ileri veya geri yonlii olarak sezgisel se¢imler yapilabilir. ileri
yonlii sezgisel secimde orijinal degiskenleri en iyi temsil edecek degiskenler belir-
lenir. Ardindan her bir degisken veya degiskenler grubunun, bu kiimeye dahil edi-
lip edilmeyecegi sezgisel olarak belirlenir. Geri yonlii sezgisel segimde ise oncelik-
le degiskenlerin tiim kiimesi ele alinir. Daha sonra gereksiz bulunan degiskenler
kiimeden dislanarak, en iyi degisken kiimesi elde edilmeye calisilir. Boyut indir-
geme amactyla kullanilacak bir diger yontem ise karar agacglaridir. Karar agaglari
ele alinacak ¢ikt1 degiskenini en iyi temsil edecek degisken kiimesini verecektir.

Veri sikistirmada ise orijinal verileri temsil edebilecek indirgenmis veya
sikistirilmig veriler, veri sifreleme veya doniisiimil ile elde edilirler. Bu sekilde
indirgenmis veri kiimesi, orijinal veri kiimesini bir bilgi kaybi olacak bigimde tem-
sil edebilecektir. Bununla beraber bilgi kayb1 olmaksizin indirgenmis veri kiimesi
elde edilmesine yarayacak bir takim algoritmalar da mevcuttur. Bu algoritmalar bir
takim sinirlamalara sahip olduklarindan sik¢a kullanilamamaktadir. Bununla bera-
ber temel bilesenler analizi gibi yontemler, bir bilgi kaybina gdz yumularak sikisti-
rilmig veri kiimesi elde edilmesinde kullaniglhidir.

Kesiklestirme, bazi veri madenciligi algoritmalar1 yalnizca kategorik de-
gerleri ele aldigindan, siirekli verilerin kesikli degerlere doniistiiriilmesini igerir. Bu
sekilde siirekli verilerin kesikli deger araliklarina doniistiiriilmesiyle elde edilen
kategorik degerler, orijinal veri degerlerinin yerine kullamlirlar. Bir kavram hiye-
rarsisi (concept hierarchy), verilen siirekli degisken i¢in, degiskenin ayristirilmasi
olarak tamimlanabilir. Kavram hiyerarsileri, diisiik diizeyli kavramlarin yiiksek
diizeyli kavramlarla degistirilmesiyle verilerin indirgenmesinde kullanilir. Ornegin
yas degiskeni 1-15, 16-40, 40+ olacak bigimde daha yiiksek kavram diizeyinde
ifade edilebilir. Bu sekilde veri indirgemede detay bilgiler kayboluyorsa da, genel-
lestirilmig veriler daha anlamli olacak, daha kolay yorumlanabilecek ve orijinal
verilerden daha diisiik hacim kaplayacaktir.

Kullanilan veri madenciligi programlari sayilan veri 6n isleme tekniklerin-
den bir ¢cogunu gerceklestirmektedir. Bununla beraber veri isleme ile ilgili 6zel
programlar veya veri On igleme agisindan gii¢lii bir takim 6zel programlar vardir.
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Ozellikle veri 6n isleme tekniklerini iceren bu agidan giiclii programlar arasinda;
BioComp i-Suite, Data Digest Business Navigator 5, Data Detective, IBM
Intelligent Miner for Data, KXEN, Magnify PATTERN, Quadstone
DecisionHouse, Salford Systems Data Mining Suite ve Xpertrule Miner 4.0 sayila-
bilir.

SONUC

Veri madenciliginin uygulanabilmesi i¢in yigin halinde verilerin elimizde
bulunmasi 6n kosuldur. Veri madenciligi farkli formatlarda ¢ok sayida kiitiikte
y1gin halindeki veriler arasinda gizli bir sekilde bulunan mesajlar1 ¢ekip ¢ikarma-
miza yarayan bir aragtir. Veri madenciligi cesitli acilardan geleneksel istatistiksel
yontemlerle énemli farkhiliklar gosterir. Ozellikle zaman i¢inde verinin azligmin
degil, coklugunun bir sorun olmas1 ve bilgisayarlarmn veri saklama ve igleme hizla-
rindaki inanilmaz artiglarin sonucunda veri madenciliginin giincelligi her gecen
giin artmig ve artmaktadir. Veri madenciliginde kullanilmak {izere verilerin 6n
islemeden gecirilmesi ayni anlama gelmek {izere verilerin veri madenciliginde i¢in
hazir duruma getirilmesi veri madenciliginin en énemli asamalarmdandir. Bu ¢a-
lismada veri On isleme tekniklerine agiklik kazandirilmaya c¢aligilmustir.
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