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OZET

Istatistiksel siire¢ kontroliinde kullanilan Shewhart kontrol grafikleri, siirecteki anormal degisimleri incelemede
o6nemli bir aractir. Siiregte zaman icinde olusabilecek degisimlerin tespit edilmesi, siirecin kontrol altinda
tutulmas1 ve Onlemlerin alinmasi amaciyla siiregteki anormal degisimlerin oriintiilerini tanimlamaya yonelik
Yapay Sinir Aglar1 ve Bayes Oriintii tanima sistemleri olusturulmustur. Olusturulan Oriintii taniyicilarmnin
siniflandirma performanslari dl¢iilmiistiir. Dogru siniflandirma performansini artirmak i¢in oriintiileri olusturan
gozlem degerlerinden, alt1 adet istatistiksel 6zellik ¢ikarilmis ve siniflandirma performanslari karsilastirilmisgtir.
yapay sinir aglar1 ve Bayes Oriintii tantyicilarinin, ilgili 6zellikler tanimlandiktan sonra daha yiiksek performans
verdigi goriilmiistiir. Sonug olarak, Bayes Oriintii taniyicinin yapay sinir aglarina nazaran daha iyi siniflandirma
performansinin oldugu sonucuna varilmigtir. Bayes smiflandirict gergek zamanli kontrol grafikleri
uygulamalarinda Oriintii tanima amagli kullanilabilir.

Anahtar Kelimeler: Kontrol grafikleri, Oriintii tanima, yapay sinir aglari, Bayes smiflandirici, se¢ilmis
istatistiksel ozellikler.

CONTROL CHART PATTERN RECOGNITION USING
STATISTICAL-FEATURE BASED BAYES CLASSIFIER

ABSTRACT

Shewhart control charts for statistical process control are important tools to examination abnormal changes in a
process. Artificial Neural Networks and Bayesian pattern recognition systems are formed to identify patterns of
abnormal changes in a process to identify changes that may occur over time, to keep a process under control and
to take necessary actions in a process. Classification performance of the generated pattern recognizers was
measured. Six statistical features are issued from observations, that patterns were created, and classification
performances were compared to improve the performance of correct classification. It is observed that Artificial
Neural Networks and Bayesian pattern recognizers have higher performance after related features are defined. In
conclusion, it is concluded that Bayesian pattern recognizer has better classification performance than artificial
neural networks. Bayesian classifier can be used in real-time control charts for pattern recognition applications.

Key Words: Control Charts, Pattern Recognition, Artificial Neural Networks, Bayes Classifier, Selected
Statistical Features.

1. GIRIS INTRODUCTION) gelmektedir. Genel nedenler, siirecte her zaman

karsilagilan ve  siirecin  tamammi  etkileyen
Kontrol grafikleri, istatistiksel stire¢ kontroliinin  kaynaklardaki degisimlerden olusurken, 6zel nedenler
Onemli araglarlndandlr. Shewhart [1] tarafindan genellikle makine, personel ve malzemeden
bulunan  kontrol  grafikleri  siiregteki anormal  kaynaklanan aksakliklardan olusmaktadir [2]. Bundan
degiskenlikleri  tespit ~etmede yaygmn olarak  dolay: siirecteki anormal degisimleri hizli ve etkin bir
kullanilmaktadir. Siirecteki degisimler, genel ve 6zel  sekilde tanima iiriin kalitesinin saglamasinda onemli
nedenlerin sonuglarmdan dolay1 meydana olmaktadir. Kontrol grafikleri, Sekil 1’de verilen;
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normal (NOR), tekrarlayan (periyodik) c¢evrimler
(TEC), yukari egilim (YUE), asagi egilim (ASE),
yukari ani degisim (YAD) ve asagi ani degisim
(AAD) gibi alti farkli Oriinti tipinden biriyle
gosterebilir  [3]. Normal Oriintii  digindaki diger
oriintiiler, siiregteki anormal degisimlerin kaynagini
olusturmakta ve siliregte hemen Onlem alinmasi
geregini gostermektedir.

Asagi Egilim

Yukart Ani Degisim Asagi Ani Degisim

Sekil 1. Kontrol grafikleri driintiileri (Control chart
patterns)

Son yillarda, bilgisayarlar aracilifiyla, genellikle
ornekler kullanilarak, girdiler ile c¢iktilar arasinda
iligskileri kurup, smiflandirabilme yetisinden dolay1
yapay zeka tekniklerinden olan yapay sinir aglari
(YSA) kontrol grafiklerinde  oriintii  tanima
caligmalarmin  ilgi odagi olmustur. Ozellikle,
gozlemlenen siire¢ verilerinin herhangi bir istatistiksel
dagilima ihtiyag duymamas: ve eksik verilerinin
islenmesinde YSA basariyla kullanilmaktadir. Cogu
calismada, damigmanli geri yayilimli Ogrenme
algoritmasinin kullanilarak ¢ok katmanli YSA aglan
ile cesitli oriintli tipleri siniflandirtlmigtir [4-13].
Ancak, YSA’nin egitim i¢in ¢ok sayida egitim
verisine ihtiyag duymasi, yerel ¢oziim noktalarina
takilip ¢Ozlimiin iyilesmemesi gibi dezavantajlari

vardir [14]. Genellikle, bilimsel yazinda YSA
modellerinde 06grenme algoritmasi olarak azalan
egilimli 6grenme algoritmast kullanilmis olup,

6lgeklenmis konjuge gradyant algoritmasini kullanan
bir ¢alisma mevcut degildir.

Veri madenciligi siniflandirma algoritmalarindan olan
Bayes, uygulanabilirligi ve hizli  hesaplama
performansi ile aragtirmacilar tarafindan 6ne ¢ikan bir
algoritmadir. Temeli istatistiksel Bayes teorisine
dayanmakta ve siniflandirilacak olaylar1 birbirinden
bagimsiz olarak ele almaktadir. Bilimsel yazin
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incelendiginde, genellikle goriintii isleme ve metin
madenciliginde daha ¢ok kullanilmakta olup kontrol
grafiklerinde Oriintii tanimayla ilgili herhangi bir

calisma mevcut degildir. Bu a¢idan mevcut
calismanin,  bilimsel yazina  katkist  oldugu
diigtiniilmektedir.

Cogu calismada her bir 6riintii tipi ¢ok sayidan olusan
gbzlem verilerini ham veri (raw data) olarak girdi
vektoriinde incelenmistir [15-17]. Ancak girdi
vektoriiniin  boyutunun biiyiilk olmast smiflandirma
performansim1  diisiirmektedir.  Girdi  vektoriiniin
boyutunun kiiciik olmasi, smiflandirma ve c¢aligma
performansint artirmaktadir. Bundan dolayi, Hassan
[18] tarafindan gbzlem verilerini iyi temsil eden alti
adet istatistiksel Ozellik ¢ikarilmistir.  Bunlar;
ortalama, standart sapma, ¢arpiklik katsayisi, ortalama
kareler degeri, otokorelasyon katsayisi ve cusum
istatistikleridir. Calismasinda 20 adet gézlem verisini
alt1 adet istatistiksel Ozellikler temsil etmis ve
smiflandirma performansini artirmigtir. Anagiin [19]
tarafindan go6zlem verilerinin basit ve karmasik
Ozelliklerinin temsili olarak frekans sayisi (histogram)
kiimesi kullanilmusgtir.

Pham ve Wani [20] ile Gauri ve Chakraborty [12]
tarafindan ise gozlem verilerinin kontrol grafikleri
iizerindeki konumlarindan dokuz adet istatistiksel
sekil ozelligi ¢ikarilmistir.

Bu calisgmanin amaci, Naive Bayes smiflandiricis
kullanarak girdi vektdriinden altt adet farkli
istatistiksel ozellik ¢ikararak siniflandirma
performansi incelemektir. Ayrica caligmada, ozellik
cikararak ve Ozellik ¢ikarmadan (raw data) bayes
smiflandiricist ve ¢ok katmanli YSA modelinin
performanslari incelenerek karsilastiriimistir.

Bu ¢aligmanin 2. boliimiinde kullanilacak olan 6rnek
oriintiilerin  nasil  olusturuldugu, 3. boliimde
istatistiksel Ozellik ¢ikarimi, 4. ve 5. boliimlerinde
sirastyla YSA ve Bayes Oriintii tanima modellerinin
olusturulmasi, 6. bolimde yapilan deneyler ve
smiflandirma performanslari verilmistir.

2. ORNEK ORUNTULER (SAMPLE PATTERNS)

Cok sayida kontrol grafigi gozlem verisinin girdi
vektorii olarak kullanilmasi oriintiileri smiflandirma
performansin1  diisiirmekte ve harcanan zamani
artirmaktadir. Az sayida gozlem verisi kullanimi ise,
istenilen Oriintiilerin tam olarak olusamamasina ve
Oriintiilerin birbirinden ayirt edilmesinin zorlagmasina
neden olmaktadir.

Kontrol grafiklerinin performans &l¢iimiinde yaygin
olarak kullanilan performans gostergesi Ortalama
Kosum Uzunlugu (OKU)’dur. OKU, siireci kontrol
etmek i¢in kullanilan kontrol grafigi, siirecin kontrol
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disinda olduguna dair bir sinyal verene kadar siiregten
alman ortalama Ornek sayisini gosterir. Eger siireg
ortalamasi hedef degerde ise, grafigin verdigi alarm
yanlistir ve bu durumda beklenen OKU degeri biiyiik
olmalidir; siire¢ ortalamast sapma gosterdiginde
kontrol grafiginin verdigi alarm dogrudur ve beklenen
OKU degeri kiigiik olmalidir.

Shewhart x kontrol grafiginde, bir noktanin kontrol
limitleri (30) disina ¢ikma olasilig1 (o) matematiksel
olarak esitlik 1’deki gibidir.

o =P(X > UKL) + P(¥< AKL) (1)

Kontrol limitinin 3 sigma oldugu kabul edilirse,
standart normal  dagilim  tablosuna  gore,
P( £>3)=0,00135 ve P(X <3)=0,00135 olarak bulunur.
Buradan o = 0,0027 olarak bulunur. Kontrol i¢ci OKU,
1/0.0027=370 olarak hesaplanir [21]. OKU=370
ifadesi, silire¢ kontrol altinda olsa bile, kontrol
diyagramimin ortalama 370 o6rnekte bir kontrol disi
sinyal drettigini anlatir. Olusturulacak olan her bir
oriintli 6rnegi biiylikliiglinii hesaplamak icin benzetim
calismasi yapilmistir. Yapilan denemelere gore drnek
blylikligi olarak 60 kullanildiginda yaklasik 366
ornek de bir kontrol dis1 sinyal diretmistir. 60’dan
kiigiik o6rnek biiyiikliiglinde yapilan denemelerde
370°den fazla kontrol dis1 sinyal iirettiginden dolay1
ornek  biiyiikliigi olarak 60 secilmisti. Bu
nedenlerden dolay1 ¢aligmada; girdi vektorii olarak
altmig gozlem verisi kullanmilmistir, yani altmig
gbzlem verisi ile bir 6riintii 6rnegi olusturulmustur.

Kontrol grafiklerinde bahsedilen oriintiileri tanimak
icin egitim ve test agamalart i¢in ¢ok sayida ornek
oriintiiye  ihtiyag  duyulmaktadir. Ideal olarak,
Orlintiller icin gozlem verileri gercek bir iiretim
stirecinden almmalidir, ancak pratikte bu ekonomik
olmamaktadir. Bundan dolay1 arastirmacilar benzetim
yardimiyla Oriintiiler olusturmaktadirlar [10, 12]. Bu
calismada da oriintiiler benzetim ile olusturulmus
olup, alt1 tip Oriintilyii olusturmada kullanilan
parametreler Tablo 1° de verilmistir.

Tablo 1°deki oriintii formiillerinde, i (=1,...,60); bir
oriintii i¢in olusturulan gbézlem verisi sayisini, #; ve ¥;
sirasiyla standart normal dagilimla olusturulan rassal
saylyt ve i'nci gozlem verisinin  degerini
gostermektedir. k degeri ise kayma pozisyonundan
once bir, sonra sifir degerini almakta, diger degerler
ise ayrt ayri her ornek icin belirtilen araliklarda
rasgele secilmektedir. Her bir oriintii sinifi igin 150
tane Oriintii 6rnegi olusturulmus toplam 900 (150x6)
adet 6rnek olusturulmustur.
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Tablo 1. Kontrol grafikleri oriinti formiil ve

parametreleri (Pattern equations and parameters for control
charts)

Oriintii| Oriintii Parametre Oriintii
Tipi Parametreleri | Degerleri Formiilii
(6%
NOR Ortalama (i) 80
Standart ptne
sapma (F) 5
TEC Periyodik degisim) L
g T o
degeri () 0sa<l15 |, i-i o
Periyod (D 8 T Dlll"‘_.ﬂdlrblfl J
YUE Trend egimi () | 0,2<5<05| pg+ns+ig
ASE Trend egimi (g) | 0,2<g<0)5| p+no—ig
YAD Kayma
pozisyonu (&) k=1, k=0 L
Kayma BT OGE T RS
miktari (5) 75<5<20
AAD Kayma
pozisyonu (k) k=1, k=0 ) i
Kayma BT o — kS
miktari (S) 7’5 <5<20

3. SECILMIS ISTATISTIKSEL OZELLIiKLER
(SELECTED STATISTICAL FEATURES)

Girdi vektoriinin  boyutunu azaltarak verileri iyi
temsil eden istatistiksel Ozellik ¢ikarma kontrol
grafiklerinde oriintii tanimada (KKO) basariyla
uygulanmistir. Guh [22], yaptig1 calismada KKO icin
altt adet istatistiksel 0Ozellik ¢ikarmigtir. Bunlar;
ortalama, standart sapma, ¢arpiklik katsayisi, basiklik
katsayisi, regresyon dogrusu egimi, ve Pearson
korelasyon katsayisidir. Merkezi egilim Olgiilerinden
olan ortalama, veri kiimesi igindeki degerler i¢in kiitle
merkezi ve denge noktasini tanimlar. Merkezi degisim
Ol¢iilerinden olan standart sapma ise veri noktalarinin
ortalamadan sapmalarini agiklar. Ortalama ve standart
sapma normal ve tekrarlayan ¢evrim Oriintiilerini ayirt
etmeye yardimcr olmaktadir. Sekil 6lgiilerinden
carpiklik  katsayisi, verilerin bir egri {izerinde
egikliginin Ol¢iisiidiir. Simetrik bir dagilimda katsay1
sifir olur, saga yatik bir dagilimda ise pozitif deger
alir, sola yatik bir dagilimda ise negatif deger alir.

Basiklik katsayisi, yukar1 ve asagi egilim gosteren
orintiileri ayirt etmeye yardimc1 olur. Basiklik
katsayisi, admdan anlasilacagi {izere verilerin
basiklig1 veya sivriligini agiklamaktadir. Eger basiklik
Olciisti sifir ise mezo-basik olarak adlandirir. Pozitif
ise lepto-basik negatif ise plati basik olarak
adlandirilir [23]. Basiklik katsayisi yukar1 ani degisim
ve yukari egilim oriintiilerin ayn1 zamanda asagi ani
degisim ve asag1 egilim Orlntiilerin ayirt edilmesini
kolaylastirir. Regresyon dogrusu egimi ile Pearson
korelasyon katsayisi ise artan ve azalan egilim,
normal Oriintiileri siniflandirmay1 kolaylagtirir. Yukari
egilimde genellikle pozitif degerler alirken asagi
egilimde negatif degerler alirlar, normal Oriintiilerde
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ise sifira yakin degerler almaktadirlar [22]. Bu
calismada ¢ikarilan alt1 6zellik formiilii esitlikler 2-6°
da verilmistir:

e LizaTi
ORT = == (2)

T ———
IV rv.—nNETZ

STD = ‘}“7“‘ %‘_1 (3)
E”- (V.—ABRT3

CAR === T2 @)

(5)

(6)

KOR = (T V) - (T DR, V) (D

| . . 2 2]
JEE - Eh O%inE, ¥ -(Ziy¥)?]
Burada; Y, i’nci gozlem verisinin degerini, n, (n=60),
ise gozlem sayisini gostermektedir.

4. BAYES SINIFLANDIRCI KULLANARAK

ORUNTU TANIYICI TASARIMI (PATTERN
RECOGNIZER DESIGN USING BAYES CLASSIFIER)

Naive Bayes smiflandirici, temeli Bayes teorisine
dayanan, verileri istatistiksel smiflandirma
tekniklerinden  biridir. Bu  teorem, Orunti
smiflandirma problemine gore asagidaki sekilde
aciklanabilir.

X ={xy%,..x,), smifi belli olmayan o&riintilyii
iceren girdi vektoriinii,

C; (i=123,456) hipotezi, X’in alt1
herhangi biri olan C sinifina ait oldugunu,
P(C;|X) (Sonsal olasilik), X verildiginde C;
hipotezinin kabul edilebilir (dogru) olma olasiligi,
P(C;) (Onsel olasilik), C;hipotezinin gdzlem
yapilmadan 6nceki ilk haldeki olasiligini,

(Mevcut girdi vektoriinlin alt1 6riintii sinifindan (AAD
v.b.) birine ait olma olasilig, P(C))=1/6 olarak
belirlenmistir)

P(X), omek girdi
olasiligini,

P(X|C)), C;hipotezinin dogru oldugu verildiginde
X’in gozlemlenme olasiligini gosterirken;

siniftan

vektoriiniin -~ gdzlemlenmesi

_ P(xlc)P(c)
P(cx) = 2EE ®)
olur.
Hesaplamalardaki islem yiikiinii azaltmak igin

P(X|C;)) olasihgim basitlestirmek amaciyla her
Oriintiiye ait x; degerlerinin birbirinden bagimsiz
oldugu kabul edilerek esitlik 9 elde edilir:

P(X|C) =[IR=1P(x,|C ©)
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Bilinmeyen oOriintii 6rnegi X’i siniflandirmak igin
esitlik 9’daki P(C.IX} iginde yer alan paydalar
birbirine esit oldugundan sadece pay degerlerinin
karsilagtirilmast yeterlidir. Bu degerler ig¢inden en
biiyiik olant;

argmaxe, {P(X|COP(C)) (10)

secilerek bilinmeyen oOriintiiniin bu sinifa ait oldugu
belirlenir.

Dikkat edilecek olursa sonsal olasiliklar1 kullanan
esitlik 10, en biiyiik sonsal siniflandirma yontemi
(Maximum A Posteriori Classification) olarak bilinir.
Sonug olarak esitlik 11°deki

mmrrarn a1 ITE D 1™y

I
"‘-"map a;Eirbw.mC Lip=14% \Agivwis (11)

ifade Orlintii tanima egitim ve test veri setleri igin
Bayes simiflandiricisi olarak kullanilmigtir [24].

Bayes smiflandiricida nitelik  degerleri  sayisal
oldugunda kosullu olasiliklart modellemek igin
sayisal verilerin dagiliminin  normal dagildig:
varsayilarak esitlik 12’deki olasilik  yogunluk
fonksiyonu kullanilir. Bulunan olasilik degerleri
esitlikler 10-11’e gore en Dbiyikleri segilerek
smiflandirma performanslari elde edilmisﬂolur.
= pgy)
P Q| CO=f (x4 1, 06)= e (12)

||2m:.rc.
A L
Burada; He, ortalama, o, standart sapma degerleridir.

Alt1 farkli Oriintii tipi siniflandirmak igin hazirlanan
Bayes Smmuflandiricc  MATLAB®™ta  kodlanmus
sonuglart Boliim 6’da anlatilmistir.

5. YAPAY SINIiR AGI KULANARAK ORUNTU

TANIYICI TASARIMI (PATTERN RECOGNIZER
DESIGN USING ARTIFICAL NEURAL NETWORK)

Genel olarak bir YSA ag modeli, siire¢ elemanlarinin
baglanmasi sonucu olusan yapi, siire¢ elemanlariin

sahip olduklar1 girdileri ¢iktilara  donistiiren
aktivasyon fonksiyonlar1 ve O0grenme
algoritmalarindan  olugmaktadir.  Son  yillarda,

kullanilan 6grenme algoritmasi ve yapisina gore ¢ok
sayida model gelistirilmistir. Ornegin, ¢ok katmanl
algilayict (CKA), vektor kuantizasyon modelleri,
olasilikli aglar (OA) ve diger ag modelleri gibi. Fakat
CKA kontrol grafikleri 6riintii tanima ¢alismalarinda
basariyla uygulanmigtir [25]. Basit bir CKA yapisi,
girdi katmani, bir veya daha fazla ara katman ve ¢ikt1
katmanindan olusmaktadir. Girdi katmani disaridan
aldiklar1 girdi vektorlerini herhangi bir islem
yapmadan ara katmana aktarir. Ara katman ise girdi
katmanindan gelen bilgileri isleyerek bir sonraki
katmana gonderir. Ara katmandaki her bir siire¢
elemani, girdi ve c¢ikti katmanmdaki biitiin siireg
elemanlaria baglidir. Siire¢ elemanlarinda bilgi akist
sirasinda herhangi bir geri besleme mekanizmasi
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mevcut degildir. Sekil 2’de 3 katmanli ve katmanlar
arast agirhklart W7 ve W olan érnek bir CKA ag
modeli verilmistir.

Cikti Katmam

Girdi Katmam  Ara Katmam
i i

,,,,,,,,,,

Sekil 2. CKA yapay sinir ag modeli (MLP neural network
architecture)

Oriintii tantyic1 a8 modeli, uygulanmadan 6nce
egitilip test edilmesi gerekmektedir. Danigmanlt
o6grenme yaklagiminda girdi ve ¢ikti vektorleri CKA
ag modeline gosterilir. Ogrenme siirecinde ise agm
irettigi ¢iktilar ile liretmesi gereken ¢iktilar arasindaki
fark (hata) enazlanmaya c¢alisilir. Yani amag,
kullanilan girdi-ara katmani arasindaki agirlik (Wﬁ

ile ara-gikti katmani arasindaki agirligi (ij) zaman

icinde istenilen performansa gore gerekli ayarlamalar
ve dagitimlar1 yaparak farki en aza indirmektir.

5.1 Yapay Sinir Ag Yapisi (Neural Network
Configuration)

Genel kural; olusturacak olan agin boyutunun
olabildigince kiiciik olmasidir. Caligmada kullanilan
YSA uygulamasinda, girdi katmanindaki siireg
eleman: sayisi, girdi vektdriiniin biiyiikliigiine paralel
olarak islenmemis (ham) veri i¢in 60 adet, 6zellik
cikartilmig veri icin ise 6 adet girdi siire¢ elamani
kullanilmigtir.  Diger  taraftan ara  katmanda
kullanilacak olan siire¢ elamani sayisini belirlemek
icin 10 ile 20 arasinda degisen siire¢ elamani ile
gerekli denemeler yapilarak en yiiksek smiflandirma
performanst alman 20 adet siireg elemani
kullanilmasina karar verilmistir. Cikt1 katmaninda ise
alti adet Oriinti tipi siniflamak icin alti tane siireg
elamani kullanilmistir. Istenilen hedef ¢ikt1 matrisinin
yapisi Tablo 2’de goriilmektedir.

Biitiin yapilan denemeler ve kurulan ag modelleri
MATLAB® YSA Toolbox’1 kullanilarak kodlanmustir.
Kullanilan  transfer fonksiyonlar1 ve 0grenme
algoritmalar1 sirastyla bolim 5.2 ve bolim 5.3°te
detayli bir sekilde ele alinmigtir. Yapilan deneme
sonuglarma gore en yiksek performanst veren
modeller, islenmemis veri i¢in 60x20x6 ve Ozellik
cikartilmig veri igin ise 6x20x6 boyutunda ag
olusturulmustur [26].
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Tablo 2. Hedef ¢ikti matrisi (Target output matrix)

Oriintii | Oriintii Ciktilar

Siifi Aciklamast | {[2[3[4]5]6
1 NOR 11001000
2 TEC 0(1(0(0]0|0
3 YUE 0(0]1/0]0|0
4 ASE 01001100
5 YAD 0(0j]010O]T1|0
6 AAD 0]0j0(0|0]1

5.2 Transfer Fonksiyonu (Transfer Function)

Ara katmanda hiperbolik tanjant (tansig), c¢ikti
katmaninda ise lojistik sigmoid (logsig) aktivasyon
fonksiyonlart  kullanilmistir.  Hiperbolik  tanjant
aktivasyon fonksiyonu katmanindaki verileri -1 ile 1
arasindaki degerlere donistiiriir. Sigmoid fonksiyon
ise verileri 0 ile 1 arasinda degisen degerlere
doniistiirtir [12].

53 (")grenme Algoritmasi (Training Algorithm)

Cogu caligmada, kullanilan ag modeli i¢in 6grenme
algoritmast segilir. Genellikle, kontrol grafiklerinde
Oriintli tanima c¢aligmalarinda kullanilan iki tip
O0grenme algoritmast vardir. Bunlar, Levenberg-
Marquardt (trainlm) ve azalan egilimli (traingdx). Bu
iki algoritmadan azalan egilimli algoritma Onceki
calismalarda daha iyi ve tutarli sonuglar alinmistir
ayrica, daha az bilgisayar hafizas1 gerektirmektedir
[18]. Trainlm daha az adimda hizli hata diisiirme
egilimi gostermesine ragmen cok fazla bilgisayar
hafizas1 gerektirir. Ancak geri yayilimli 6grenme
algoritmalarindan olan &lgeklenmis konjuge gradyant
algoritmast (trainscg) daha oOnceki ¢aligmalarda
kullamilmamistir.  Yapilan denemeler sonucunda
Olgeklenmis konjuge gradyant algoritmasi diger
algoritmalara goére daha hizli sonu¢ vermesinden
dolay1 Ogrenme algoritmast olarak &lgeklenmis
konjuge gradyant algoritmasi kullanilmigtir. YSA
egitiminde kullanilan algoritmalarin  ham veri
smiflandirma performans hizlar1 saniye cinsinden
Tablo 3’de verilmistir. Bu islem i¢cin MATLAB®, 4
Gb bellekli Core i5 460m islemcili bilgisayarda
calistirllmistir. Calismada ag performansi ortalama
hata kareler yontemine (OHKY) gére hesaplanmistir.
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Tablo 3. Kullanilan YSA egitim algoritmalarinin

siniflandirma  performans hizlart (The
erformance speeds of used ANN training algorithms)

classification

Olg:ekl.e nimils Levenberg- Azalan
Siniflandiricii Konjuge -
Marquartdt Egimli

Numaras1 | Gradyant (trainlm) (traingdx)
(trainscg) g
1,1 19,53 45,31 45,47
1,2 10,79 46,34 44,53
1,3 25,15 41,09 43,88
1,4 11,80 57,36 44,13
1,5 15,33 50,67 43,57
Ortalama 16,52 48,15 4431

5.4 Kullamlan Ogrenme ve Test Parametreleri
(Used Training and Test Parameters)

Bu c¢alismada olusturulan YSA Oriinti tanima
modelinin, tanima performansi ve test edilmesi gercek
hayat uygulamalar1 i¢in Onemlidir. YSA tabanl
Orlintii tantyict i¢in her biri 900 Oriintii seti igeren 5
farkli egitim ve test verisi olusturulmustur. CKA
modelinin egitim ve test asamalari igin asagidaki
parametreler seg¢ilmistir:

- Maksimum adim (epoch) sayist: 2500

- Ogrenme oran: 0,1

- Ogrenme oram artis miktar1: 1,05

- Istenilen Hata orani: 0,01

- Momentum sabiti: 0,5

- Ogrenme oran1 azalma miktari: 0,7

Ag durdurma, istenilen hata orani veya maksimum
adim  sayisina  ulasildiginda  gergeklesecektir.
Olusturulan 5 farkli oriintii tanima veri seti igin
uygulamadaki ayni Ogrenme ve test parametreleri
kullanilmistir.

6. DENEYLER VE SONUCLARI (EXPERIMENTS
AND RESULTS)

Ger¢ek zamanl uygulamalarda, gelistirilen Oriintii
tantyicinin kabulii i¢in siniflandirma performansinin
Ol¢iilmesi ve degerlendirmesi iki 6nemli konudur. Bu
amagla, her biri 900 farkli Oriintii Ornegi iceren
siniflandiricilarin - egitim ve test performanslarimi
O6lemek i¢in 5 farkli (5x900) Ornek kiimesi
olusturulmustur. Ham veri ve esitlikler 2-6’da verilen
alt1 istatistiksel 6zelligi kullanarak olusturulan YSA
ve Bayes Oriintii siniflandiricilarinin egitim ve test
asamalarindaki siiflandirma orani sonuglar sirasiyla
Tablo 4 ve Tablo 5’te verilmistir. Olusturan Oriintii
taniyict modellerin  akis semasi ise Sekil 3’te
goriilmektedir.
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Tablo 4. Ham veri ve istatistiksel 6zellik kullanarak

elde edilen YSA egitim-test performanslari (ANN
training-test performances based on raw data and statistical
features)

Ham Veri YSA Oriintii Tanyici
Egitim Test
Sl;ﬂig?;gm Slnlﬂandlrma Smlﬂ_and1rma
Yiizdesi Yiizdesi
1,1 100 95,78
1,2 100 96,67
1,3 100 95,33
1,4 100 97,78
1,5 99,56 98,00
Ortalama 99,91 96,70
Standart 0.20 118
Sapma
Ozellik-Temelli YSA Oriintii Taniyici
Egitim Test
Sl;\}:ﬂigf;gm Slnlﬂ.a.mdlrr.na Slmf}andlr_ma
Yiizdesi Yiizdesi
2,1 98,67 98,44
2,2 98,67 97,56
23 98,44 96,00
2,4 98,67 98,67
2,5 98,67 98,56
Ortalama 98,62 97,85
Standart 0.10 121
Sapma

Tablo 5. Ham veri ve istatistiksel Ozellik kullanarak

elde edilen Bayes egitim ve test performanslari (Bayes
training-test performances based on raw data and statistical
features)

Ham Veri Bayes Oriintii Taniyict
Siniflandiric Egitim Test
1 Smiflandirma | Simiflandirma
Numarasi Yiizdesi Yiizdesi
3.1 100 90,22
32 100 91,56
33 100 92,89
34 100 90,89
3,5 100 92,22
Ortalama 100 91,56
Standart 0 1,05
Sapma
Ozellik-Temelli Bayes Oriintii Taniyici
Egitim Test
SIII\IJTIEZ?;SCI Slmf_lindlrma Smlﬂ_and1rma
Yiizdesi Yiizdesi
4,1 99,78 99,33
4.2 99,78 99,11
473 99,56 98,67
4.4 99,56 99,11
4.5 99,56 98,89
Ortalama 99,65 99,02
Standart 0.12 0.25
Sapma
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Egitim ve Test
Oriintiilerinin
Olusturulmasi

Segilmis
Ham Veri Istatistiksel
Ozellikli Veri
YSA(MLP) Naive Bayes

L

Oriintii
Tantyicilarin
Egitim ve Testi

¢

Oriintii Tanima
Performanslarinin
Hesaplanmas1

Sekil 3. Oriintii tamma modeli akis semasi (Pattern
recognition flow diagram)

YSA ve Bayes smiflandiricilarinin egitim ve test
asamalarinda 5 Ornek kiimesi i¢in Oriintiiler
istatistiksel ozelikleri ¢ikarilarak ve ham olarak girdi
vektoriine sunulmus, ayni zamanda istenilen c¢ikti
matrisleri aga gosterilmistir. Ornek kiimeleri, YSA ve
Bayes smiflandiricilarina ayri ayri sunulmustur. Tablo
4’e gore ham ve istatistiksel Ozellik temelli YSA
modelinin test performanslariin ortalamasi sirasiyla
% 96,70 ve % 97,85 olarak bulunmustur. Buna goére
istatistiksel 0Ozellik ¢ikarildiktan sonra Oriintiileri
dogru smiflandirma performanst olarak % 1,19
oraninda artmigtir. Bu calismadaki bulgular, Gauri
[12] ve Hassan [18]’mn farkli istatistiksel Ozellikler
kullanarak, YSA smiflandirma performanslarini
artirdiklarin1 - gosterdikleri ¢alismalarla uyumludur.
Tablo 5’e¢ bakildiginda, Bayes smiflandirici
kullanildiginda, bu fark % 91,56’dan % 99,02’ye,
%8,15 oraninda artmustir. Ayrica, YSA ozellik temelli
siniflandirictya goére % 1,17 oraninda daha dogru
siniflandirmastir.

6.1 Hata Matrisleri (Confusion Matrix)

Hata matrisi tablosu kullanilan smiflandiricinin
ilgilenilen Oriintiiyli dogru smiflandirma orani veya
diger muhtemel bes Oriintii sinifindan olma oranini
(yanlis siniflama orani) gosteren matristir [17]. Tablo
6 ve Tablo 7’de ham veri veya istatistiksel 6zellik
kullanarak elde edilen test sonuglarinin hata matrisleri
verilmistir. YSA ile yapilan orlintii taniyici sistem
icin, dogru siniflandirma performanslart birbirlerine
yakin  oldugundan  dolayr  hata  matrisleri
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olusturulmaya gerek duyulmamistir. Tablo 6’da ham
veri YSA Bayes oriintii tantyici sistem sonuglari
incelenecek olursa, normal Oriintiilerin % 16,53 gibi
biiyiik bir oranda, tekrarlayan ¢evrim oriintiileri olarak
ve % 0,26 oraninda da asag1 egilim Oriintiisii olarak
smiflandirma egilimi  gosterdikleri goriilmektedir.
Fakat, istatistiksel 6zellik kullanarak smiflandirma
yapildiginda ise tim normal Oriintilerin % 100
oraninda dogru smiflandirmistir. Bu, istatistiksel
ozellik temelli smiflandiricilarin dogru smiflandirma
performansint  artirdigimin  kanmitidir.  Ayni  sekilde
diger oriintii tiplerinin siniflandirma performansi, ham
veri kullanilan orlintii tantyici sisteme gore basari
oranlarmin arttig1 acik sekilde goriilmektedir. Ayrica,
Tablo 8’de bu iki oriintii taniyict sistem i¢in Tablo
5’de bulunan dogru smiflandirma performanslar
0=0,01 anlam diizeyinde eslestirilmis t (paired- t test)
testi kullanilarak performans farklar
karsilastirilmistir.

Tablo 6. Ham veri hata matrisi (Raw data based confusion

matrix)
Gergek
Oriintii Belirlenmis Oriintii Siniflan1 Yiizdesi
Simiflari
Yiizdesi

NOR | TEC | YUE | ASE | YAD | AAD
NOR 83,20 | 4,80 | 0,00 | 0,00 | 0,27 | 0,00
TEC 16,53 195,20 | 0,53 | 0,00 | 0,00 | 0,27
YUE 0,00 | 0,00 |98,40 | 0,00 | 14,40 | 0,00
ASE 0,26 | 0,00 | 0,00 |99,46 | 0,00 |12,00
YAD 0,00 | 0,00 | 1,07 | 0,00 |85,33 | 0,00
AAD 0,00 | 0,00 | 0,00 | 0,54 | 0,00 |87,73

Tablo 7. istatistiksel ozellikli veri hata matrisi

(Statistical-feature based data confusion matrix)

Gercek
Oriintii Belirlenmis Oriintii Simiflar1 Yiizdesi
Simiflar
Yiizdesi

NOR | TEC | YUE | ASE | YAD | AAD
NOR 100 | 1,34 | 0,00 | 0,00 | 0,00 | 0,00
TEC 0,00 | 98,66 | 0,00 | 0,00 | 0,00 | 0,00
YUE 0,00 | 0,00 |98,93 | 0,00 | 1,04 | 0,00
ASE 0,00 | 0,00 | 0,00 99,46 | 0,00 | 1,87
YAD 0,00 | 0,00 | 1,07 | 0,00 |98,93 | 0,00
AAD 0,00 | 0,00 | 0,00 | 0,54 | 0,00 |98,13

Tablo 8. Performans orani anlamlilik testi (Significance
test of performance rate)

Perf .
el:Ofcri;Itli? " Hipotez |t i, Karar
Dogru . -
Stuflandirma | 10 M 0 12,85 | 336 Hy rededilir
Hi:p>0 H, rededilemez
Ortalamasi

Tablo 8’e gore tiuisit > twinr 0ldugundan H, hipotezi
reddedilir. Boylelikle istatistiksel ozellik ¢ikarimli
Bayes oriintli tantyicinin, ham veri kullanan Oriintii
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taniyictya gore performansinin yiiksek olmadigim
gosterecek yeterli istatistiksel kanit mevcut degildir.

7. SONUC (CONCLUSION)

Bu c¢alismada, kontrol grafiklerinde olusabilecek
normal, tekrarlayan cevrimler, asagi egilim, yukari
egilim, asag1 ve yukar1 degisim seklindeki oriintiileri
siniflandirmak i¢in ham veri ve istatistiksel 6zellikler
olarak da ortalama, standart sapma, ¢arpiklik, basiklik
katsayisi, regresyon dogrusu egimi ve Pearson
korelasyon katsayis1 degerlerini girdi vektoriinde
kullanan  YSA ve Bayes  smiflandiricilan
kullanilmustir.

Oriintiileri olusturan gdzlem degerlerinden segilmis
istatistiksel Ozellikleri kullanan YSA ve Bayes
siniflandiricilarmin dogru smiflandirma
performansinin, ham verileri kullanan
smiflandiricilara gére  daha  yiiksek  tanima
performansi gosterdikleri gozlenmistir.

Kontrol  grafikleri  iizerinde degisik  sekiller
olusabilmektedir. Pratikte, izlenilen siiregte Olgiilen
kalite karakteristiginin ortalama degerinde zaman ile
bir diisme s6z konusu olursa o zaman grafik iizerinde
asagiya dogru azalan bir egilim goriilmektedir. Kalite
kontrol grafiklerinde olusan her bir sekil igin cesitli
onleyici onlemler alinmalidir. Onemli olan &riintiiniin
taninmasidir. Otomatik olarak oriintii taniyan bir
sistem  kurulmasi halinde Onleyici tedbirleri
calisanlara bildirmek ve gerekeni yapmalar istemek
miimkiin olabilir. Bu nedenle olusabilecek olan
Orlintiilerin otomatik olarak taninmasi imalat sektorii
icin c¢ok oOnemlidir. Bu calisma sonucuna gore,
istatistiksel Ozellik temelli Bayes siniflandiricinin
yikksek  smiflandirma  performanst  vermesinden
dolayl, bu smiflandiricinin gergek zamanli Oriintii
tanima uygulamalarinda rahatlikla kullanabilecegi
diisiiniilmektedir. Bu ¢alismanin devaminda ise diger
siniflandirma teknikleri (k-en yakin komsuluk metodu
ve karar agaclar1 gibi) ile burada kullanilan
siniflandiricilarin performanslarina yonelik ¢aligmalar
yapilabilir.
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