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ÖZET

Bu çalışmada, veri madenciliği kavramından ve bilginin keşif sürecinden bahsedilmiş, veri madenciliği mo-delleri örneklerle anlatılmıştır. Veri madenciliğindeki küme analizi ve bu modelde kullanılan iki önemi K-means ve K-medoids algoritmaları örneklerle açıklanmıştır. Veri madenciliğinin kullanıldığı alanlar ve bu alanda çalışmalar gerçekleştiren araştırmacı gruplar ve bunların gerçekleştirdikleri yeni yöntemler ve teknikler irdelenmiştir.
Anahtar Kelimeler: Veri Madenciliği, Veritabanı, Küme Analizi, K-means, K-medoids. 
__________________________________________________________________________________________________________________________________________________

DATA MINING CONCEPT AND APPLICATION AREAS
ABSTRACT

In this paper, data mining concept and knowledge discovery in database processes are mentioned; the data mining models like cluster analysis are examined. K-means and K-medoids are two important algorithms in cluster analysis of data mining are examined. The areas where data mining is used, research groups working in this areas and new methods and techniques are examined. 
Keywords: Data Mining, Database, Cluster Analysis, K-means, K-medoids.
__________________________________________________________________________________________________________________________________________________

1. GİRİŞ


Bilgisayar ve iletişim teknolojilerindeki ge-lişmelere parallel olarak donanımın ucuzlaması veri-lerin uzun süre depolanmasına dolayısıyla büyük kapasiteli veritabanların oluşmasına neden olmuştur. Bu nedenle büyük veritabanlarında istenilen anlam-lı, kullanılabilinir ve ilginç bilgiye erişmek yeni bir disiplinin doğmasına sebep olmuştur. Veriler çeşitli istatiksel metotlarla analiz edilerek kurumların karar verme sürecinin etkinliğini ve yeni stratejiler gelişti-rmesine katkı sağlamaktır.
2.VERİ MADENCİLİĞİ

Veri madenciliği, diğer bir adla veritabanında bilgi keşifi; çok büyük veri hacimleri arasında tutu-lan, anlamı daha önce keşif edilmemiş potansiyel olarak faydalı ve anlaşılır bilgilerin çıkarıldığı ve arka planda veritabanı yönetim sistemleri, istatistik, yapay zekâ, makine öğrenme, parallel ve dağıtık işlemlerin bulunduğu veri analiz tekniklerine veri madenciliği adı verilir [1],[2],[3].
Alternatif veri madenciliği isimleri:“Veri Ta-banlarında Bilginin Keşfi” (Knowledge Discovery in Database, KDD),  “Bilgi çıkarımı” (Knowledge Extraction), “Veri ve Örüntü Analizi” (Data/Pattern Anaysis), “Veri Arkeolojisi” (Data Archeology), Veri Eşeleme (Data Dredging)  vb. [2].
2.1. KISACA VERİ MADENCİLİĞİNİN TA-RİHÇESİ
Veri madenciliği teknikleri üzerine matema-tikçiler 1950’li yıllarda mantık ve bilgisayar bilimle-ri alanlarında çalışarak yapay zekâ “artificial intel-ligence” ve makina öğrenme “ machine learning” yaratmışlar. 
1960’lı yıllarda istatistikçiler yeni bir algorit-ma keşfetmişlerdir. Örneğin regresyon analizi “reg-ression analysis”, en büyük olabilirlik kestirim “maximum likelihood estimates”, sinir ağları “neu-ral networks” vb. metotlar veri madenciliğinin ilk adımlarını oluşturmuştur. Ayrıca veritabanı sistem-leri gelişerek büyük sayıda metin dökümanların sak-lanması ve bilginin geri kazanılması sağlanmıştır.
1970, 1980, 1990’lı yıllarda yeni programla-ma dilleri ve yeni bilgisayar tekniklerinin geliştiril-mesi genetik algoritmalar, “genetic algorithms”, “EM algorithms”, “K-Means clustering” ve “decisi-on tree algorithms” gibi algoritmaları da içermiştir.
1990 yılıyla beraber veritabanında bilgi keşi-finin ilk adımları oluşturulmuş ve büyük veritaban-larının için veri ambarı veritabanı “database warehouses”  geliştirilmiştir. Ayrıca aynı zaman içe-risinde yeni teknolojilerle beraber veri madenciliği değiştirilerek yaygın olarak kullanılan standart bir işin parçası olmuştur [3].
2.2. VERİ MADENCİLİĞİ SİSTEMİNİN SINIF-LANDIRILMASI VE UYGULAMA ALANLARI
Veri madenciliği Şekil 1’de gözüktüğü gibi birçok disiplini içeren bir alandır. Bu disiplinler kü-mesi; veritabanı teknolojileri, istatistik, makina öğrenme, görselleşme ve diğer disiplinlerdir. Veri madenciliğinin genel kullanım alanları Tablo 1’de belirtilmiştir.
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Şekil 1. Veri Madenciliğin Birçok Disiplinle Bileşimi [2]

Tablo 1. Veri Madenciliğinin Genel Kullanım Alanları [7],[8],[9].

[image: image2.png]Urgama [, damma Apikana

ple
[ ——
-
ey
Fobene | S i
“ C‘ﬂ"“‘ ‘bubsnmas, iviins abslan
2% arasudaki iliskiyi tespit etmek|
i e
M“;"“ tammlanmasy, niterler
Baka WL | b encestierin spit
o tmek, gelireri mals inmum
jrrepbemivyiet
o [ | Bl e
Tt (0| i
el B v

Gagmi ver Iullamlaak
Sieone  IS.ualk| sabkishk yapanlaricinbir

Bankaol |, o vm | model ol o ve benzari

Telslomi

gl O R———

o belslems

Benoer call e gt
iy torlerinbubmaass:
Benzer gslivgruplan, lei
alanlan, Tareama

Hedof  [oo | alylaniian

Pazar Benzer gt stomatk

b ["05 | sk emplayarsk par
Ao tanlayin ve bu
diimler paarlara
Karpanyalann hazvladen
e analis g Il

o akit pan akiimn

Planlamas incelermuee v ks,

e bilingo[Risk anali] talap incelomesi e kestved
degerlendix Zaman s icslemas





3. VERİ MADENCİLİĞİNDE BİLGİ KEŞİF SÜRECİNİN AŞAMALARI
Büyük veritabanlarında ilginç ve değerli olan bilgiyi algılamak ve erişmek oldukça zordur. Verita-banında bilgi keşif sürecinin aşamaları (Knowledge Discovery in Databases) bu değerli, öncede bilinmi-yen kullanılabilir olan bilgiye belirli metotolar uy-gulayarak tanımlamada çok büyük rol oynamaktadır [7].
1. Uygulama alanının incelenmesi: Öncelikle ko-nuyla ilgili bilgi ve uygulama amaçların belirlen-mesi

2. Amaca uygun veri kümesi yaratma: Analiz edi-lecek verinin hangi veritabanında yapılacağını belirterek, veri seçmek ya da keşif edilecek alt veri örnekleri oluşturma

3. Veri ayıklama ve önişlem: Gürültülü ve tutarsız verileri silme

4. Veri azaltma ve veri dönüşümü: Analizde gerek-li özellikleri (boyutları) seçme, özellikler arasındaki ilişkiyi belirleme, veri dönüşümü ya da veri birleşi-mi yaparak boyut azaltma

5. Veri madenciliği tekniği seçme: Sınıflandırma (classify), bağlantı kuralları (association rules), kü-meleme (clustering)
6. Veri madenciliği algoritması seçme.
7. Model değerlendirme ve bilgi sunma
8. Bulunan bilginin yorumlanması[2],[3],[4]
Veri madenciliği bilgi keşif sürecinin aşama-ları Şekil 2’de belirtilmiştir[2]
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Şekil 2. Veri Madenciliği Bilgi Keşif Sürecinin Aşamaları[2]
Örnek: Web kayıtlarındaki bilgi keşif süreci
1. Web sitesinin yapısını inceleme

2. Verileri seçme: tarih aralığı belirleme

3. Veri ayıklama, önişleme: gereksiz kayıtları silme

4. Veri azaltma, veri dönüşümü: kullanıcı oturum-ları belirleme

5. Veri madenciliği tekniği seçme: demetleme

6. Veri madenciliği algoritması seçme: k-ortalama, EM, DBSCAN...

7. Model değerlendirme/yorumlama: değişik kulla-nıcı grupları için sıkça izlenen yolu bulma

8. Uygulama alanları: öneri modelleri, kişiselleş-tirme, ön belleğe alma [9].
4. VERİ MADENCİLİĞİ MODELLERİ
Veri madenciliğinde kullanılan modeller, tahmin edici (Predictive) ve tanımlayıcı (Descripti-ve) olmak üzere iki ana başlık altında incelen-mektedir [10].
Tahmin edici modellerde, sonuçları bilinen verilerden hareket edilerek bir model geliştirilmesi ve kurulan bu modelden yararlanılarak sonuçlan bilinmeyen veri kümeleri için sonuç değerlerin tah-min edilmesi amaçlanmaktadır [5].
Tanımlayıcı modellerde ise karar vermeye rehberlik etmede kullanılabilecek mevcut verilerde-ki örüntülerin tanımlanması sağlanmaktadır. Şekil 3’de veri madenciliği metotları gösterilmektedir [5].
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Şekil 3. Veri madenciliği metotları [2],[3].
4.1. SINIFLANDIRMA VE EĞRİ UYDURMA (CLASSIFICATION AND REGRESSION) 
Sınıflandırma: Veriyi önceden belirlenmiş sınıflar-dan dâhil eder. Bir niteliğin değerini diğer nitelikleri kullanarak belirlemek [2].
Eğri Uydurma: Veriyi gerçek değerli bir fonksiyo-na dönüştürme [2].
5. KÜMELEME ANALİZİ NEDİR?
Soyut ve somut benzer objelerin bir grupta toplanması kümeleme olarak adlandırılır. 
Benzer ya da birbiriyle ilişkili olan obje gu-rupları aynı küme oluştururken farklı obje ya da ilişki olmayan objeler başka bir küme oluşturur [2].
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Şekil 4. Küme yapısı [2]
Şekil 4’de gözüktüğü gibi küme içindeki nes-neler arasındaki benzerlik (Intra-Cluster similarity) fazla olduğu için aynı kümede yer almaktadırlar, oysaki kümeler arası benzerlik (Inter-Cluster simila-rity) bir küme içindeki nesneler ile diğer küme için-deki nesneler arasındaki benzerliğin az olduğunu göstermektedir [2].
Veri matrisinde n veri sayısı, p nitelik sayısı olmak üzere,
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iki veri arasındaki uzaklık (d(i,j)) ile ifade edilir. Veriler arasındaki benzerlik ve fark ölçümü Eğer q = 2 ve d Öklid Uzaklığı (Euclidean Distance)  ise:
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Şeklindedir.

Özellikleri:
1. d(i,j)  ≥ 0

2. d(i,j) = 0

3. d(i,j) = d(j,i)

4. d(i,j) ≤ d(i,h)+d(h,j)
Kümeleme örüntü tanıma, görüntü işleme ekonomi bilimi (özellikle market araştırma), dünya çapında ağ (world wide web) üzerinde doküman sı-nıflandırılması, benzer ortak arkadaş grupları keşfet-me, veri madenciliği, istatistik, biyoloji ve makine öğrenmesi (machine learning) gibi pek çok alanda kullanılır [2].
Kümeleme modelinde, sınıflandırma mode-linde olan veri sınıfları yoktur. Verilerin herhangi bir sınıfı bulunmamaktadır. Sınıflandırma modelin-de, verilerin sınıfları bilinmekte ve yeni bir veri gel-diğinde bu verinin hangi sınıftan olabileceği tahmin edilmektedir. Oysa kümeleme modelinde, sınıfları bulunmayan veriler gruplar halinde kümelere ayrı-lırlar. Bazı uygulamalarda kümeleme modeli, sınıf-lama modelinin bir önişlemi gibi görev alabilmekte-dir [5].
Marketlerde farklı müşteri gruplarının keşfe-dilmesi ve bu grupların alışveriş örüntülerinin ortaya konması, biyolojide bitki ve hayvan sınıflandırma-ları ve işlevlerine göre benzer genlerin sınıflandırıl-ması, şehir planlanmasında evlerin tiplerine, değer-lerine ve coğrafik konumlarına göre gruplara ayrıl-ması gibi uygulamalar tipik kümeleme uygulama-larıdır. Kümeleme aynı zamanda web üzerinde bilgi keşfi için dokümanların sınıflanması amacıyla da kullanılabilir [5].
Örnek: Doküman Kümeleme
Doküman içinde geçen terimlere göre aynı konudaki dokümanları gruplanır. Her doküman için-de sık geçen terimler bulunur ve bu terimlerden ve ağırlıklardan yararlanarak bir benzerlik ölçütü geliş-tirilir. Bulunan ölçülere göre kümeleme yapılarak yeni bir dokümanın hangi dokümanlarla benzer olduğu tespit edilir [9].
5.1. KÜMELEME YÖNTEMLERİ 
Genel olarak baslıca kümeleme yöntemleri dört farklı şekilde sınıflandırılabilir.
1. Bölümleme Metotları (Partitioning methods): Veriyi bölerek, her grubu belirlenmiş bir kritere göre değerlendirilir.

2. Hiyeraşik Metotları (Hierarchical methods): Veri kümelerini ya da nesneleri önceden belirlenmiş bir kritere göre hiyeraşik olarak ayırır.

3. Yoğunluk Tabanlı Metotlar (Denisty-base methods): Nesnelerin yoğunluğuna göre kümeleme oluşturur.

4. Model Tabanlı Metotlar (Model-base methods): Her kümenin bir modele uyduğu var-sayılır ve bu modellere uyan verileri gruplandırılır [2].
5.2. BÖLÜMLEME YÖNTEMLERİ  (PARTITI-ONING METHODS)
Bölümleme yöntemlerinde, n veri ta-banındaki nesne sayısı ve k olusturulacak küme sayısı olarak kabul edilir. Bölümleme algoritması n adet nesneyi, k adet kümeye böler (k ≤ n). Her bir bölüm bir kümeyi gösterir. Kümeler tarafsız bölme ölçütü olarak nitelendirilen bir ölçüte uygun oluştu-rulduğu için aynı kümedeki nesneler birbirlerine benzerken, farklı kümedeki nesneler birbirinden farklıdırlar [2].
5.3. KLASİK BÖLÜMLEME METODLARI (K-MEANS AND K-MEDOIDS)
En iyi bilinen ve en yaygın kullanılan bölüm-leme yöntemleri k-means yöntemi, k-medoids yön-temi ve bunların varyasyonlarıdır [11].
5.3.1. K-Means Algoritması
K-Means algoritması, veritabanındaki n tane nesnenin k adet kümeye bölümlenmesini sağlar. Kümeleme sonucu küme içi (intra-cluster) elaman-lar arasındaki benzerlikler çok iken, kümeler arası (inter-cluster) elamanları arasındaki benzerlikler çok düşüktür [2].
Kümeleme sürecinde türüne özgü olarak hata kareleri ölçütü “square-error criterion”  toplamı kul-lanılır [2].
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E: veritabanındaki bütün nesnelerin “square error” iki vektör arasındaki uzaklıklarının toplamıdır.

p: uzayda bir nesneye verilen noktayı gösterir.
mi: Ci kümesinin orta noktasını gösterir [2].
Algoritma: K-Means
Girdi (Input):
k: küme sayısı

D: n tane nesne içeren veritabanı

Çıktı (output): k kümesi [2].
Metod (Method):
1. 
Başlangıçta küme merkezini belirlemek için D veritabanında k tane alt küme oluşturulacak şe-kilde rasgele n tane nesne seçilir.

2. 
Her nesnenin ortalaması hesaplanır. Merkez nokta kümedeki nesnelerin niteliklerinin ortala-ması,
3. 
Her nesne en yakın merkez noktanın olduğu kümeye dâhil edilir.

4. 
Nesnelerin kümelemesinde değişiklik olmayana kadar adım 2’ye geri dönülür[2].
Bir nesne grubunun, Şekil 5’da görüldüğü gibi uzayda konumlanmış olduğu varsayılsın. Kulla-nıcının bu nesneleri üç kümeye ayırmak istediği varsayılırsa, k=3 olur. 

Algoritmaya göre başlangıçta rasgele üç nesne, üç kümenin merkezi olarak seçilmiş ve “+” olarak işaretlenmiştir. Şekil 5(a) da görüldüğü gibi diğer nesneler de bu kümelerin merkezine olan yakınlıklarına göre kümelere dağıtılmıştır. Bu ayrı-ma göre her üç kümenin nesnelerinin yeni ortala-ması alınmış ve bu değerler ile kümelerin yeni mer-kezleri olmuştur. Şekil 5(b)’de yeni küme merkez-leri “+” ile gösterilmiştir.

Yeni “+” işaretli merkezlere göre, bazı nes-neler diğer kümelerin merkezine daha yakın duruma gelmişlerdir. Nesnelerin küme merkezine olan uzak-lığına göre yeni durum Şekil 5(b)’de görülmektedir. Şekil 5(c)'de görüldüğü gibi, bu süreç yenilemede kümelere yeni katılan nesnelerin ortalama değerleri ve dolayısıyla merkezleri değişmiştir. Sonunda, üç küme içindeki nesnelerin yeniden dağılım gereksi-nimi olmayacağı ve her nesne, içinde bulunduğu kümenin merkezine en yakın durumda bulunduğu için k-means metodu ile kümelere bölünme islemi Şekil 5(c)’de görüldüğü gibi sonlanmıştır [2].
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Şekil 5. K-means modeliyle kümeleme örneği[2]
K-means algoritmasının en büyük problemi başlangıçta merkez noktayı belirlemek için seçilen nesnelerin küme içindeki seçiciliğiyle ilgilidir. Eğer kötü bir seçim yapılırsa nesnelerin kümelenmesin-deki değişiklik çok sık olur ve farklı sonuçlar doğu-rabilir [6].
K-means yöntemi, sadece kümenin ortala-ması tanımlanabildigi durumlarda kullanılabilir, kul-lanıcıların k değerini, yani oluşacak küme sayısını belirtme gerekliligi bir dezavantaj olarak görülebilir. Esas önemli olan dezavantaj ise dışarıda kalanlar (outliers) olarak adlandırılan nesnelere karşı olan duyarlılıktır. Değeri çok büyük olan bir nesne, dâhil olacağı kümenin ortalamasını ve merkez noktasını büyük bir derecede değiştirebilir. Bu değişiklik kü-menin hassasiyetini bozabilir. Bu sorunu gidermek için kümedeki nesnelerin ortalamasını almak yerine, kümede ortaya en yakın noktada konumlanmış olan nesne anlamındaki medoid kullanılabilir [5].
5.3.1.1. K-Means Avantajları, Dezavantajları Avantajları:
— Gerçeklemesi kolay

—Karmaşıklığı diğer kümeleme yöntemlerine göre az [2].
K-Means algoritması aşağıdaki durumlarda iyi sonuç vermeyebilir:

— Veri grupları farklı boyutlarda ise

— Veri gruplarının yoğunlukları farklı ise

— Veri gruplarının şekli küresel değilse

— Veri içinde aykırılıklar varsa [2].
5.3.2. K-Medoids Algoritması
K-medoids de her küme, kümede bulunan bir nesne ile ifade edilir. K-means algoritması ortalama hesaplama ile küme merkezi bulduğundan merkez belirleme işlemi istisna noktalardan etkilenir.

K-medoids ise küme merkezi için ortalamayı değil orta noktayı kullanır [2].
Örnek: 

— 1, 3, 5, 7, 9 ortalama: 5

— 1, 3, 5, 7, 10009 ortalama: 205

— 1, 3, 5, 7, 1009 orta nokta: 5

Bölümleme metodunun temel prensibi farklı her nesnenin arasındaki uzaklığı minimize etmektir. Bunun için kullanılan yöntem hata ölçütlerinin mutlak toplamı “absolute-error criterion” ile yapılır [2].



[image: image11.wmf]å

å

=

'

-

=

E

k

i

Ci

p

mi

p

1


        (5)

E: Veritabanındaki bütün nesnelerin hata ölçütleri-nin mutlak toplamı “absolute-error criterion”, iki vektör arasındaki uzaklıklarının toplamıdır.

P: Cj kümesindeki bir nesneye verilen noktayı gösterir

Oj: Cj kümesinin orta noktasını gösterir [2].
Algoritma: k-Medoids
Girdi (input):
K: küme sayısı

D: n tane nesne içeren veritabanı

Çıktı (output): k kümesi [2].
Metod (Method)
1. 
Başlangıçta k adet nesne kümeleri temsil etmek üzere rasgele seçilir.

2. 
Kalan nesneler en yakın merkez nesnenin bulun-duğu kümeye dâhil edilir.

3. 
Merkez nesne olmayan rasgele bir nesne seçilir, Orastgele
4. 
Toplam maliyet bulunur, S, yerdeğiştiren nesne-nin orta noktası, Oj ile Orastgele
5. 
Eğer S < O ise Oj ile Orastgele yer değiştirir

6. 
Kümede değişiklik olmayana kadar 3. adıma geri gidilir [2]. 
Şekil 6'de Oi ve Oj iki ayrı kümenin orta nok-taları, Orastgele rasgele seçilen ve orta nokta olan bir nesneyi, p ise orta nokta olmayan bir nesneyi temsil etmektedir. Şekil 6 Orastgele nin, şu anda orta nokta olan Oj'nin yerine geçip, yeni orta nokta olup olama yacağı belirleyen dört durumu göstermektedir [2].
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Şekil 6. K-medoids metoduyla kümeleme örneği [2].
Durum 1: p nesnesi şu anda Oj orta noktasına bağ-lıdır. Eğer Oj, Orastgele ile yer değiştirir ve p Oi 'ye en yakınsa, p nesnesi Oi 'ye geçer.

Durum 2: p nesnesi şu anda Oj orta noktasına bağ-lıdır. Eğer Oj, Orastgele ile yer değiştirir ve p Orastgele 'ye en yakınsa, p nesnesi Oratsgele ye geçer.

Durum 3: p nesnesi şu anda Oi orta noktasına bağ-lıdır. Eğer Oj, Orastgele ile yer değiştirir ve p hala Orastgele ye en yakınsa, p nesnesi yine Oi ye bağlı kalır.

Durum 4: p nesnesi şu anda Oi orta noktaına bağlı-dır. Eğer Oj, Orastgele ile yer değiştirir ve P Orastgele ye en yakınsa, p nesnesi Orastgele ye geçer [2].
6.SONUÇ
Bu çalısmada veri madenciliginin temel kavramları, bilgi keşif süreci, kullanım alanları, mo-delleri Sınıflama ve Kümeleme başlıkları altında incelenmiş kullanım alanları örnekler verilerek açık-lanmıştır. Özellikle çok büyük hacimli veritabanla-rında ya da birden fazla veritabanı içeren sistemler-de çalışırken bilgi keşif süreci çok önemlidir. Bu nedenle veri madenciliğiyle ilgili bir uygulamaya başlamadan önce veri madenciliğiyle ilgili temel kavramları ve kullanılan metotların iyi bilinmesi uygulamanın sağlıklı ve kısa sürede tamamlanma-sını sağlayacaktır.
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