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ABSTRACT

Purpose- As the credit scoring model is developed, the accuracy of the models is low due to the unbalanced distribution of the samples
belonging to the classes. In this study, we tried to determine the most effective models by comparing the performance of the models
obtained by using collective learning algorithms together with cost sensitive learning method.

Methodology- For this purpose, Bagging and AdaBoost collective learning methods were run on two different credit data sets with decision
trees, support vector machines and k-NN basic classifiers. In addition, the penal score of the minority classification group was increased by
using cost-sensitive learning method for Bagging and AdaBoost. All these combinations were compared.

Findings- The use of cost-sensitive learning methods has led to more successful results in terms of AUC for both AdaBoost and Bagging. It
was observed that the Bagging collective method, which is the main classifier of decision trees, had higher success than the AdaBoost
collective method in the case of increasing class imbalance rate in the data.

Conclusion- Although the development of a highly effective credit scoring method is still a problem that needs to be solved, it has been
observed that the models created by the collective learning method show higher success than the models created by individual classifiers.
This situation coincides with the findings of other studies in the literature. [Maciej Zieba ve ark., 2012]

Keywords: Credit scoring, ensemble learning, unbalance datasets
JEL Codes: C13, C19

DENGESiZ KREDi SKORLAMA VERi SETLERINDE KOLEKTiF OGRENME ALGORITMALARININ
PERFORMANS DEGERLENDIRMESi

OzET

Amag- Kredi skorlama modeli gelistirilirken kullanilan veri kiimelerinde siniflara ait 6rneklerin dengesiz bir dagilima sahip olmalarindan dolayi,
modellerin dogruluk orani dustik olmaktadir. Biz bu galismada kollektif 6grenme algoritmalarini maliyete duyarli 6grenme yontemiyle birlikte
kullanarak elde edilen modellerin performansini karsilastip en etkin modellleri belirlemeye galistik.

Metodoloji- Bu amagla Bagging ve AdaBoost kolektif 6grenme yontemleri karar agaclari, destek vektor makineleri ve k-NN temel
siniflandiricilart ile iki farkh kredi veri seti Gizerinde galistirilmistir. Ayrica Bagging ve AdaBoost igin maliyet duyarli 6grenme yontemi
kullanilarak azinhik siniflandirma grubunun ceza puani artirilmigtir. Bitiin bu kombinasyonlar kiyaslanmistir.

Bulgular- Maliyete duyarli 6§renme yontemlerinin kullanilmasi, hem AdaBoost hem de Bagging icin performans degerlendirme 6lgegi AUC
acisindan daha basarili sonuglar elde edilmesini saglamistir. Verideki sinif dengesizlik oraninin artmasi durumunda, karar agaglarinin temel
siniflandirici oldugu Bagging kolektif yénteminin AdaBoost kolektif yontemine gére daha yiiksek basari elde ettigi gozlemlenmistir.

Sonug- Basarisi yiksek etkili bir kredi skorlama yontemi gelistirilmesi hala ¢6ziilmesi gereken bir problem olmasina ragmen kolektif 6grenme
yoéntemi ile olusturulan modellerin bireysel siniflandiricilarilarla olusturulan modellere gére daha yiiksek basari gosterdigi gozlemlenmistir.
Bu durum literattirdeki diger ¢alisma bulgulariyla da értismektedir. [Maciej Zieba ve ark., 2012]

Anahtar Kelimler: Kredi skorlama, kolektif 6grenme, dengesiz veri seti
JEL Kodlan: C13, C19
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1. GiRiS

Son yillarda artan kredi taleplerine hizli ve giivenilir yanitlar vermek finansal kurumlar agisindan oldukga dnem arz etmektedir. Kredi
taleplerinin hizli bir sekilde yanitlanmasi, kredi basvurusunda bulunan misterilerin memnuniyetini; glvenilir bir sekilde yanitlanmasi ise
finansal kurumlarin krediyi verdigi musterisinden geri 6deme noktasinda sorun yagamamasini saglamaktadir. Finansal kurumlarin batik kredi
oranlarinin artmasi, artan kredi taleplerinin dogru analiz edilmesi ve krediyi geri 6deyen miisteri ve geri 6demeyen musteri kavramlarinin
tanimlanabilmesi igin kredi skorlama yontemleri oldukga 6nemli bir yere sahip olmustur.

Kredi skorlama, kredi bagvurusunda bulunan bireysel veya tizel kisilerin krediyi geri 6ddeme noktasindaki yeterliligini 6lglimleyen bir sistemdir.
Kredi skorlama sistemi igin, musterinin gegmisteki kredi iliskilerinde sergiledigi davranislar, gelir-gider dengesi, kredi karsihiginda
gosterebilecegi teminatlari ve kefilleri gibi daha birgok puanlamayi etkileyen konular 6lgtim igin dikkate alinmaktadir.

Glinimuzde kredi skorlama sistemlerinde karsimiza ¢ikan en biytk problemlerden biri verilerin dengesiz dagilmasidir. Azinlik sinifin dogru
siniflandirlamamasi KOTU miisterilerin belirlenmesi icin 6nerilen modelin tutarl olmamasina sebep olmaktadir. Sinif dengesizligi problemini
¢6zmek icin ¢cok sayida yaklasim dnerilmistir. Bu yaklasimlar; On isleme, Maliyete Duyarli Ogrenme, Kolektif Ogrenme’dir.

Dengesiz veri setleriyle basa ¢ikmak icin sinif dagilimini degistirerek sinif dagilimini dengelemek (zere gesitli 6n isleme adimlari
uygulanmaktadir. Sinif dagilimi dengeli hale getirilirken Yeniden Ornekleme (Resampling) teknikleri kullaniimaktadir. Yeniden érnekleme, veri
ornegini gergek veri setlerinden istatistiksel olmayan tahmin veya istatistiksel tahmin yoluyla yeniden yapilandirma islemidir. Yeniden
ornekleme teknikleri tig gruba aynistirilabilir; [Galar,2012]

v" Random Undersampling: Cogunluk sinif érneklerinin rastgele ortadan kaldirilmasi yoluyla sinif dagiimini dengelemeyi amaglayan
yeniden 6rnekleme yéntemidir.

v" Random Oversampling: Azinlik sinif érneklerinin rastgele cogaltiimasi yoluyla sinif dagilimini dengelemeyi amaglayan yeniden
ornekleme yontemidir.

v Synthetic samples: Veriler yetersiz oldugunda orijinal veri setinden yapay olarak iiretilmesi yoluyla sinif dagilimini dengelemeyi
amaglayan yeniden 6rnekleme yontemidir. Sentetik veri Gretmek igin kullanilan yaygin algoritmalar SMOTE ve ADASYN dur.

Maliyete Duyarli Ogrenme, veri siniflandirmalarinda yanls siniflandirilmalarin maliyetlerinin belirlenmesi ile yanhs siniflandirmalari dikkate
alan bir 6grenme tirtidir. [Ling, 2008] Bu 6grenme yontemi, odaklanilan sinifin yanlis siniflandiriimasi durumundaki ceza puaninin artirilarak
riski ortadan kaldirmayi hedeflemektedir.

Kolektif 6grenme yontemi, birden fazla makine 6grenme tekniklerinin ayni problemi ¢g6zmek tzere egitildigi bir makine 6grenme yéntemidir.
Bu yontem, genel siniflandirma sonuglarini iyilestirmek igin birden fazla siniflandiricinin sonuglarini birlestirerek daha gugli bir siniflandirici
elde edilmesini saglamaktadir.

Kredi skorlama modelinin finansal kurum icin en anlamli giktisi, kredi geri 6deme durumu ‘KOTU’ olarak siniflandirilmis miisteri kitlesinin
onceden tahmin edilebilmesidir. Bu amagla maliyet duyarli 6grenme ve kolektif 6grenme teknikleri birlestirilerek yeni bir model 6nerilmistir.

2. LITERATUR OZETi

Bagslica kolektif 6grenme yontemleri ve verilerin dengesizligi konusuna yonelik yapilan galismalar asagidaki gibidir;

v Verilerin ¢ogunlukla dengesiz oldugu, bilgilerin eksik oldugu gibi zorluklara sahip IBM italyan érnegini temel alan bir vaka calismasi
sunulmaktadir. Kredi skorlamasi verileri gibi son derece dengesiz veriler igin 6zellikle uygun olan bir kolektif siniflandirma
tekniginin kullanimi 6nerilmektedir. (Giuseppe Paleologo ve ark, 2010)

v’ Bagging, Boosting ve Stacking kolektif 6grenme yéntemlerinin temel siniflandiricilari LR, DT, ANN ve SVM olmasi durumlarindaki
kiyaslamalari incelenmistir (Gang Wang ve ark, 2011)

v' Bes farkl kolektif 6grenme yénteminin temel siniflandiricilarinin performanslari kiyaslanmistir. (A.l. Marqués ve ark, 2012)

v' Gurilti verilerinin ve veri gereksiz niteliklerinin etkilerini azaltmak ve nispeten daha yiiksek siniflandirma dogrulugunu elde etmek
icin Bagging ve Random Subspace kolektif 6grenme stratejisine dayanan cift stratejili kolektif agaglar 6nerilmektedir. (Gang Wang
ve ark, 2012)

v' Dengesiz veri dagilimi problemini ¢ézmek iizere (Dynamic Classifier Ensemble Imbalanced Distribution (DCEID)) dinamik bir
kolektif siniflandirici yontemi 6nerilmektedir. (Jin Xiao ve ark, 2012)

v' Sinif etiketi tekniklerini degistirilmesi tekniginin dengesiz veri kiimesinin ortaya ¢ikmasi ve asimetrik maliyet matrisi sorunu gibi
veri madenciligi problemlerinin ¢6ziilmesine yardimei oldugu incelenmistir. (Maciej Zieba ve ark, 2012)

v Kolektif 6grenme ydntemlerinden Bagging ve Boosting yéntemlerinden hangi yéntemin daha performansh oldugunun
arastiriimasi ve kolektif 6grenme siniflandiricilar igin bir dizi belirli temel siniflandiricinin bir araya getiriimesinde, en iyi
performansi saglamak igin kag tane siniflandiricinin kombine edilmesi gerektigi arastiriimistir. (Chih-Fong Tsai ve ark, 2014)

v' Kolektif siniflandiricilar ve hibrit siniflandiricilar gibi gelismis makine dgrenme tekniklerinin, tek makine égrenme tabanli
siniflandirma tekniklerinden daha iyi tahmin performansi sagladigi konularina deginilmistir. (Tsai Chih-Fong ve ark, 2014)

v' AdaBoost, Bagging, Rotation Forest, Dagging, Decorate ve Random Subspace olmak Gzere alti farkli kolektif 6renme modellerinin
performans kiyaslamasi yapilmistir. (Ning Chen ve ark, 2015)

v' Bireysel siniflandiricilari, homojen ve heterojen kolektif siniflandiricilarin kiyaslanmasi yapilmistir. (Stefan Lessmann ve ark, 2015)

v' Siniflandirma dogrulugunu artirmak icin yedi ayri modeli bir araya getiren kolektif bir teknik énerilmistir. (Shashi Dahiya ve ark,
2015)

v' Buyik dengesiz veriler gz 6niine alindiginda, kredi skorlama problemleriyle basa ¢ikabilmek icin kolektif 6grenme yénteminde
temel siniflandirici olarak LR siniflandiricisinin kullanilmasi incelenmistir. (Hong Wang, Qingsong Xu ve ark, 2015)
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v/ AdaBoost, Bagging ve Random Forest olmak izere ii¢ farkl kolektif 8grenme modellerinin performans kiyaslamasi yapilmistir.
(C.R.Durga devi ve ark, 2016)

v' Siniflar arasindaki dengesizligi azaltmak icin baslangicta dengesiz veri kiimesine uygulanan yeni bir yaklasim sunulmaktadir. (Uma
R. Salunkhe ve Suresh N. Mali, 2016)

v' Kolektif 6grenme yéntemlerinin birlesiminin bireysel makine égrenme ydntemleri ve kolektif 6grenme ydéntemlerinden daha iyi
performansa sahip olmasi belirtilmistir. (You Zhu ve ark, 2017)

3. VERIi VE YONTEM

3.1. Verilerin Tanitimi

Bu ¢alismada, UCI Repository veri ambarindan ‘German Credit’ ve ‘Australian’ veri setleri kullaniimistir. Veri seti 6zellikleri arasinda
mdisterilere ait birikim hesaplarinin durumu, bankadaki varolan kredileri, aylik geliri gibi finansal ve yas, medeni durum gibi demografik bilgiler
bulunmaktadir.

German Credit Veri Seti; 19 6zellik, 1 sinif etiketi ve 1000 veri iceren orta biyuklikteki egitim veri seti olarak paylasiimistir. Sinif etiketi
degerleri, ‘iYi’ ve ‘KOTU' olarak belirlenmistir. ‘iYi’ sinif etiketi, kredi borcunu geri ddeyen, ‘KOTU’ sinif etiketi ise kredi borcunu geri 6demeyen
gercek kisi miisteri kitlesini ifade etmektedir. Egitim veri setinde sinif etiketlerine gére veri dagilimlari; “iYi’ olarak siniflandirilan veri sayisi
700, ‘KOTU’ olarak siniflandirilan veri sayisi ise 300’ddir.

Australian Veri Seti; 14 6zellik, 1 sinif etiketi ve 690 veri iceren kredi kart basvurulari egitim veri seti olarak paylasiimistir. Ozelliklerden 6
tanesi nimerik, 8 tanesi ise kategorik veri icermektedir. Veri 6zelliklerinin agiklamalari belirtiimemistir. Egitim veri setinde sinif etiketlerine
gore veri dagilimlari; Pozitif sinif veri sayisi 307, Negatif sinif veri sayisi ise 383’tir.

3.2. Performans Olgiitii

Makine 6grenme teknikleri model karsilagtirmasi igin Dogruluk Orani (Accuracy), Duyarlilik (Recall) ve Kesinlik (Precision) 6lgtilmektedir. Ama
son yillarda kullanilan model basarilarini karsilastirmak igin Alici isletim Ozellikleri Egrisi Altinda Kalan Alan (AUC-Area Under the Curve)
kullanilmaktadir [Fawcett, 2006]

Sistemin basarisinin tek bir deger ile ifade edilmesi ROC egrisinin altinda kalan alan (AUC-Area Under the Curve) ile ifade edilmektedir. Bu
alan degeri ne kadar biytik ise sistemin gtivenilirlik degeri de o kadar yiiksek olur.

3.3. Kolektif Ogrenme Yontemleri

3.3.1 Bagging

Her bir modelin bireysel tahminlerinden daha dogru tahminler yapmak tzere goklu makine algoritmalarinin paralel galismasi ile bir araya
gelmesini saglayan bir makine 6grenme yontemidir. Bu yontem Leo Breiman tarafindan formiile edilmis ve adi “Boostrap Aggregating”
ifadesinin kisaltmasindan gikarilmistir. [Machova, 2006] Bagging yonteminin ¢alisma adimlari Sekil 2 de gosterilmistir.

3.3.2 Boosting

Bir dizi zayif siniflandiriciyr daha giiglu bir siniflandiriciya donustiren, her bir iterasyonun sirali bir sekilde isletilerek daha dogru tahminleme
yapilmasini amaglayan bir makine 6grenme yontemidir. Bu yéntemde amag, her bir iterasyonda yanlis siniflandirilan verilerin agirhklarinin
arttiriimasi ile bir sonraki iterasyonda yanlis siniflandiriimis verilere odaklanarak modelin dogrulugunu arttirmaktir. Boosting yontemlerinin
en iyi bilinen algortimalari arasinda AdaBoost ve Gradient Boosting algoritmalari yer almaktadir.

3.3.2.1. AdaBoost

1988 yilinda Kearns tarafindan sorulan bir sorudan ortaya gikan Boosting yontemini gerceklemek lizere 1996 yilinda Freund ve Schapire
tarafindan ilk pratik algoritma olarak AdaBoost algoritmasi sunulmustur. [Didrik, 2016] Boosting yonteminin galisma adimlarinda bahsi gegen
Adjust_Distribution ve Combine_Outputs ifadeleri gergek bir algoritmayi ifade etmemektedir. Bu ifadeleri gergeklemek tizere etkili bir destek
algoritmasi olarak AdaBoost ifade edilmektedir. AdaBoost yonteminin galisma adimlari Sekil 3 te gosterilmistir.

Sekil 2: Bagging Calisma Adimlari Sekil 3: AdaBoost Calisma Adimlan

Veri seti D = {(x1, 1), (X2, ¥2) rs (K Y )} Veri seti D = {(x1, 1), (X2, ¥2), voe» (s Y )}
Temel 6grenme algoritmasi £ Temel 6grenme algoritmasi £

Ogrenme tur sayisi T Ogrenme tur sayisi T
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= p, =1/, Agirlik
Dagilimi baglat

L] for t=1,..,T

=  h,= L(D,D,) D, dagilimi

ile D den bir 6greniciyi egit.
- g = Pyop, (he(x) # f(x)) he nin
hatalarini degerlendir.

L] fort=1,2,..,T
*  hy= L(D,Dps) Dy bootstrap

dagilimi * g>0.5 olanakadar devam et.
= end " g = —ln( ;5‘) h; nin
agirhigini belltrle.
" D= th(:o x
{ exp(—a,) if he(x) = f(x)
exp(a,) if he(x) # f(x)

. Z/'nin Dyyy'in - bir dagiim olmasini
saglayan normalizasyon faktori oldugu
dagilimi glincelleyin.

. end

T T
HG) = argmax,g; ) 107/= h(x) HG) = argmax,y; ). 10= h(x)

4. BULGULAR VE TARTISMALAR

WEKA programinda, ‘German Credit’ ve ‘Australian’ veri seti kullanilarak AdaBoost ve Bagging kolektif 6§renme yontemi REPTree, k-NN ve
SVM temel siniflandiricilari ile gahstiriimistir. AdaBoost ve Bagging igin iterasyon sayilari sirasiyla 257 ve 248 olarak belirlenmistir. ‘German
Credit’ ve ‘Australian’veri setleri igin elde edilen sonuglar;

v' ‘German Credit’ icin dogruluk agisindan en yiiksek sonug Bagging-REPTree, en diisiik sonu¢ temel siniflandirici olarak REPTree
olmustur.

v' ‘German Credit’ icin AUC agisindan en yiiksek sonug Bagging-SMO, en diisiik sonu¢ AdaBoost-kNN olmustur.

v ‘Australian’ igin dogruluk acisindan en yiiksek sonug Bagging-kNN, en diisiik sonug AdaBoost-REPTree olmustur.

v ‘Australian’ igin AUC agisindan en yiiksek sonug Bagging-kNN, en diisiik sonug temel siniflandirici olarak REPTree olmusgtur.

WEKA programinda, ‘German Credit’ ve ‘Australian’ veri seti kullanilarak AdaBoost ve Bagging kolektif 6grenme yontemi REPTree, k-
NN ve SVM temel siniflandiricilari ile maliyet duyarli 6grenme yontemi uygulanarak galistirilmistir. Maliyet duyarli 6grenme yontemi
‘RISKLI" misteri kitlesinin yanlis siniflandirma ceza puani diger sinifin 2 kati olacak sekilde ayarlanmistir. AdaBoost ve Bagging icin
iterasyon sayilari sirasiyla 257 ve 248 olarak belirlenmistir. ‘German Credit’ ve ‘Australian’veri setleri igin elde edilen sonuglar;

v' ‘German Credit’ icin dogruluk agisindan en yiiksek sonug Bagging-REPTree, en diisiik sonug AdaBoost-kNN ve temel siniflandirici
olarak kNN olmustur.

v' ‘German Credit’ icin AUC agisindan en yiiksek sonug Bagging-SMO, en diisiik sonug AdaBoost-kNN olmustur.

v ‘Australian’ igin dogruluk agisindan en yiiksek sonug Bagging-SMO, en diisiik sonug AdaBoost-REPTree olmustur.

v ‘Australian’ igcin AUC agisindan en yiiksek sonug Bagging-kNN, en diisiik sonug temel siniflandirici olarak REPTree olmustur.

‘German Credit’ ve ‘Australian’ veri seti igin elde edilen deney sonuglarinin maliyet duyarli 6grenme uygulanip uygulanmamasina gore
dogruluk (accuracy) ve AUC degerleri karsilastirilmistir. Karsilastirmalara gére sonuglar su sekildedir;

. - - .. . . - "
German Credit’ Dogruluk Kriterine Gore Deney Sonuglari German Credit’ AUC Kriterine G6re Deney Sonuglari
= i & i MALIYET DUYARLI GERENME (+) M u.hrev DUYARLI OGRENME MALIYET DUYARLI OGRENME [+)
DOGRULUK MALIYET DUYARLI GGRENME (-) A D) T 20, “ 5] (RISKSIZ: 1.0 / RISKLL: 2.0)
AdaBoost  Bagging _ AdaBoost  Bagging 5 | (ROIBOSSY RN O] = =0 | CTID - ‘
p— e a =0 =0 = ‘ 0656 0.744 0727 0.665 0746 o727 \
. : ) ; : : 0,731 0,781 072 0,744 0782 o700 |
741 754 71.8 742 746 706 ‘
0.745 0785 0671 0.756 0785 oriz |
75 751 751 724 728 727 ‘
. s - " . . - "
Australian’ Dogruluk Kriterine Gére Deney Sonuglari Australian AUC Kriterine Gore Deney Sonuglari
DOGRULUK MALIYET DUYARLI GGRENME (-) M”"J‘T;KD;I’: ‘:R;"I :I‘i"‘(f_r“;i)‘” MALIVET DUYARLI OGRENME( ) MALI(\:::;;Z ‘:'_‘;"Iﬁi"s'.‘(ﬂ";i]“’
AdaBoost Bagging AdaBoost Bagging - ‘ AdaBoost Bagging - AdaBoost Bagging - ‘
86,3768 86,0565 86,3768 83,3333 83,7681 82,029 ‘ 0876 0918 0915 0,879 0,919 0,872 ‘
53,7681 54,7826 55,0725 52,3188 55,3623 sss072 | 052 0,546 0,501 0513 0,542 0404 |
85,2174 85,6522 85.6522 84.9275 85.2174 84,7826 ‘ 0.88 0.908 0.863 0.885 0.897 0.845 ‘
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‘German Credit’ veri seti icin elde edilen deney sonuglarinin maliyet duyarli 6grenme uygulanip uygulanmamasina gore
‘RISKLI” miisteri tahmin orani degerleri karsilastiriimistir. ‘Australian’ kredi veri seti icin elde edilen deney sonugclarinin maliyet
duyarli 8grenme uygulanip uygulanmamasina gére ‘NEGATIF’ tahmin orani degerleri karsilastirilmistir.

‘RISKLI’ Miisteri Tahmin Orani Deney Sonuglar ‘NEGATIF’ Tahmin Orani Deney Sonuglari
MALIYET DUYARLI OGRENME DUYARLI OERENME (+) TEMEL T —— MALIYET DUYARLI GGRENME ()
LN “ (alllulz_ 1.0/ RISKLE 2.0) SINIFLANDIRMA| © (RISKSIZ: 1.0 / RISKLL: 2.0)
AdaBoost  Bagging AdaBoost  Bagging | AdaBoost  Bagging AdaBoost  Bagging |
0,393 0,393 0.303 0637 0807 0637 ‘ 0,896 0,901 0,896 0,94 0,943 0,911 ‘
REPT!’I:E 0487 044 039 0.507 0E&7 0637 ‘ REPTree 0,742 0971 0,468 082 1 ‘
0,467 0,483 047 067 0,68 o3| 0859 0.864 0.802 0869 0896 0859 |

Bankacilik sisteminde, kredi verme konusunda musterilerin belirlenmesinde kredi skorlama modelleri oldukga etkin rol oynamaktadir. Bu
amagla literatiirde istatistik ve makine 6grenmesi yontemleri kullanilarak birgok kredi skorlama modeli gelistirilmistir. Kredi skorlama modeli
gelistirilirken kullanilan veri kiimelerinde siniflara ait érneklerin dengesiz bir dagilima sahip olmalarindan dolayi, modellerin dogruluk orani
distik olmaktadir. Bu durum kredi skorlama sistemlerinde hala tistesinden gelinmesi gereken bir problem olarak gértlmektedir. Bu ¢alismada
kolektif 6grenme algoritmalarini maliyete duyarli 6grenme yontemiyle birlikte kullanarak elde edilen kolektif modellerin performansini
karsilastip en etkin modellerin belirlenmesine calisiimistir. ‘RISKLI’ miisteri kitlesinin énceden tahminlenmesindeki basari oranina
odaklanilmistir.

Bu amacgla Bagging ve AdaBoost kolektif 6grenme yontemleri karar agagclari, destek vektor makineleri ve k-NN temel siniflandiricilari ile iki
farkl kredi veri seti Gzerinde galistinimistir. Ayrica Bagging ve AdaBoost igin maliyet duyarl 6grenme yontemi kullanilarak azinhk siniflandirma
grubunun ceza puani artirilmigtir. Butiin bu kombinasyonlar kiyaslanmistir.

Bagging kolektif yonteminin AdaBoost kolektif yontemine gére AUC agisindan daha yiksek basari elde ettigi gozlemlenmistir.

Maliyete duyarli 6grenme yodntemlerinin kullanilmasi German Credit veri setinde, hem AdaBoost hem de Bagging igin performans
degerlendirme 6lgcegi AUC agisindan daha basarili sonuglar elde edilmesini saglamistir. Verideki sinif dengesizliginin azalmasi durumunda bu
sonug gegerli olamamigtir.

Calismanin odagindaki ‘RiSKLI” miisteri orani, hem AdaBoost hem de Bagging icin temel siniflandiricilarla kullanimindan daha yiiksek orana
sahip olmustur. Maliyet duyarl 6grenme yonteminin kullanimi bu oranin buyik 6lgiide artmasini saglamistir. Bu artis veri dengesizliginin
arttigi veri setinde daha buylk oran nispeten veri dengesizliginin az oldugu durumda daha kugtik oranda olmustur.

Basarisi yliksek etkili bir kredi skorlama yontemi gelistirilmesi hala ¢oziilmesi gereken bir problem olmasina ragmen kolektif 6grenme yontemi
ile olusturulan modellerin bireysel siniflandiricilarilarla olusturulan modellere gore daha yiiksek basari gosterdigi gézlemlenmistir. Bu durum
literaturdeki diger calisma bulgulariyla da 6rtigmektedir. [Maciej Zieba ve ark., 2012]

REFERANSLAR
Paleologo, Giuseppe ve ark. (2010). Subagging for credit scoring models. European Journal of Operational Research. 201 (2010) 490-499

Wang, Gang ve ark. (2011). A comparative assessment of ensemble learning for credit scoring, Expert Systems with Applications. 38 (2011)
223-230

Marqués, A.l. ve ark. (2012). Exploring the behaviour of base classifiers in credit scoring ensembles. Expert Systems with Applications. 39
(2012) 10244-10250

Gang Wang ve ark (2012). A hybrid ensemble approach for enterprise credit risk assessment based on Support Vector Machine. Expert
Systems with Applications. 39 (2012) 5325-5331

Jin Xiao ve ark (2012). Dynamic classifier ensemble model for customer classification with imbalanced class distribution. Expert Systems with
Applications 39 3668-3675

Maciej Zieba ve ark (2012). Ensemble Classifier for Solving Credit Scoring Problems. IFIP International Federation for Information Processing,
pp. 59-66

Chih-Fong Tsai ve ark (2014). A comparative study of classifier ensembles for bankruptcy prediction. Applied Soft Computing 24 (2014) 977—
984

Tsai Chih-Fong ve ark (2014). Modeling credit scoring using neural network ensembles. Kybernetes, vol. 43, no. 7, pp. 1114-1123

Ning Chen ve ark (2015). Comparative study of classifier ensembles for cost-sensitive credit risk assessment. Intelligent Data Analysis 19
(2015) 127-144

Stefan Lessmann ve ark (2015). Benchmarking state-of-the-art classification algorithms for credit scoring: An update of research. European
Journal of Operational Research 247(2015) 124-136

DOI: 10.17261/Pressacademia.2019.1089 184 PressAcademia Procedia



5th Global Business Research Congress (GBRC - 2019), Vol.9-p.180-185 Ankara, Sahinturk

Shashi Dahiya ve ark (2015). Credit Scoring Using Ensemble of Various Classifiers on Reduced Feature Set. Industrija, vol. 43, no. 4
Hong Wang ve ark (2015). Large Unbalanced Credit Scoring Using Lasso-Logistic Regression Ensemble. PLOS ONE

C.R.Durga devi ve ark (2016). A Relative Evaluation of the Performance of Ensemble Learning in Credit Scoring. IEEE International Conference
on Advances in Computer Applications (ICACA)

Uma R. Salunkhe, Suresh N. Mali (2016). Classifier Ensemble Design for Imbalanced Data Classification A Hybrid Approach. International
Conference on Computational Modeling and Security (CMS 2016) Procedia Computer Science 85 ( 2016 ) 725 — 732

You Zhu ve ark (2017). Comparison of individual, ensemble and integrated ensemble machine learning methods to predict China’s SME credit
risk in supply chain finance. Neural Comput & Applic (2017) 28 (Suppl 1):S41-S50

Mikel Galar ve ark (2012). A Review on Ensembles for the Class Imbalance Problem: Bagging-, Boosting-, and Hybrid-Based Approaches. IEEE
Transactions On Systems, Man, And Cybernetics—Part C: Applications And Reviews, vol. 42, no. 4, pp. 463-485

Charles X. Ling, Victor S. Sheng (2008). Cost-Sensitive Learning and the Class Imbalance Problem. Encyclopedia of Machine Learning
Zhou, Zhi-Hua (2012). Ensemble Methods Foundations and Algorithms . Cambridge UK: CRC Press

ETS Asset Management Factory. (2016, Nisan 20). What is the difference between Bagging and Boosting?. Retrieved from
https://quantdare.com/what-is-the-difference-between-bagging-and-boosting/

Schapire, R. (2013, Ekim 09). Explaining AdaBoost. Retrieved from http://rob.schapire.net/papers/explaining-adaboost.pdf

Polikar, R. (2008, Aralik 22). Ensemble Learning. Retrieved from http://www.scholarpedia.org/article/Ensemble learning

Lutins, E. (2017, Agustos 01). Ensemble Methods in Machine Learning: What are They and Why Use Them?. Retrieved from
https://towardsdatascience.com/ensemble-methods-in-machine-learning-what-are-they-and-why-use-them-68ec3f9fef5f

DOI: 10.17261/Pressacademia.2019.1089 185 PressAcademia Procedia


https://quantdare.com/what-is-the-difference-between-bagging-and-boosting/
http://rob.schapire.net/papers/explaining-adaboost.pdf
http://www.scholarpedia.org/article/Ensemble_learning
https://towardsdatascience.com/ensemble-methods-in-machine-learning-what-are-they-and-why-use-them-68ec3f9fef5f

