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Meme Kanseri Histopatolojik Goriintiilerinin Evrisimsel Sinir Aglar1 ile Siniflandirilmasi
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Oz: Meme kanseri, diinya capinda kadimlar arasinda en fazla Sliimiin goriildiigii kanser tiiriidiir. Meme kanseri imgelerinin
bilgisayar destekli sistemler yardimiyla hizli ve dogru bir sekilde siniflandirilmasi hayati 5nem arz etmektedir. Bu ¢aligmada,
meme kanseri imgelerini iyi ve kotii huylu olarak siniflandirmak igin ResNet-50 mimarisi 6nerilmistir. Evrisimsel Sinir Ag1
tabanli ResNet-50 mimarisi kullanilarak, agik kaynak BreakHis veri setindeki, meme kanseri imgelerinin ikili siniflandirilmasi
gerceklestirilmistir. ResNet-50 mimarisinin egitiminde transfer 6grenme yontemi uygulanmistir. Onerilen modelin
siniflandirma bagarisinin, literatiirdeki mevcut ¢aligmalara kiyasla daha yiliksek oldugu gozlemlenmistir. Ayrica 6nerilen model,
meme kanseri imgeleri tizerinde herhangi bir 6n igleme yapmadan verileri otomatik olarak siniflandirmaktadir.

Anahtar kelimeler: Meme kanseri, Tibbi imge analizi, Derin 6grenme, Evrigimsel sinir ag1.
Classification of Histopathological Breast Cancer Images using Convolutional Neural Networks

Abstract: Breast cancer is the most common form of cancer among women worldwide. Fast and accurate classification of
breast cancer images with computer aided systems is of vital importance. In this study, ResNet-50 architecture was proposed
to classify breast cancer images as benign and malignant. Convolutional neural network based ResNet-50 architecture was
employed to classify breast cancer images into two categories using open source BreakHis dataset. Transfer learning method
was applied during the training process of ResNet-50 architecture. The classification performance of the proposed model was
higher than existing state-of-the-art studies in the literature. In addition, the proposed model automatically classifies images
without requiring any pre-processing on raw data.
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1. Giris

Meme kanseri, kadinlar arasinda yaygin goriilen bir kanser tiirii olmakla birlikte kadinlar1 en fazla etkileyen
tehlikeli bir kanser tiiriidiir. Diinya Saglik Orgiitii (World Health Organization-WHO) raporlarina gore her yil
yaklagik 2 milyon kadin meme kanserinden yagamini yitirmektedir. 2018 yilinda meme kanseri sebebiyle yaklasik
627, 000 kadin hayatini kaybetmistir [1]. Bu nedenle, erken teshis ¢aligmalar1 kritik dneme sahiptir.

Meme kanseri histopatolojik imgelerinin otomatik olarak bilgisayar destekli tan1 sistemleri yardimiyla iyi ve
koti huylu kanser olarak siniflandirilmasi ve bu dogrultuda erken tedaviye baslanmasi hayati dnem arz etmektedir.
Meme kanserinin tespiti; mamografi, Manyetik Rezonans Gorintilleme (Magnetic Resonance Imaging, MRI),
ultrason ve tomografi gibi goriintiileme teknikleri ile saglanabilirken kesin teshisi i¢in meme dokusunun biyopsisi
gereklidir [2,3]. Patologlar biyopsi yontemiyle viicuttan alinan hiicre veya doku histolojik 6rneklerini, mikroskop
altinda inceleyerek memede olusan degisim hakkinda kesin teshis komaya caligirlar [4]. Patologlar, meme
dokusunun biyopsisi ile iyi huylu (benign), kotii huylu (malignant) ve normal dokular arasinda siniflandirma
yapmaya calisirlar.

Biyopsi ile alinan doku drnekleri farkli mikroskobik biiyiitme oranlari ile analiz edilmektedir. Histopatolojik
imgelerin analizi zaman alic1 bir siire¢ oldugu i¢in bu imgelerin dogru tani ve teshisi igin bilgisayar destekli
yontemlerle degerlendirilmesi ciddi katki saglayacaktir. Bu imgelerin analizi sirasinda patologlarin deneyim ve
dikkatleri, teshis ve taninin dogru bir sekilde yapilabilmesi i¢in biiyiik bir 6neme sahiptir. Bilgisayar destek
sistemleri, patologlarin giinliik hayatlarinda olusabilecek yorgunluk ve dikkat dagilmas1 gibi olumsuz faktorlerden
etkilenerek yapilabilecek yanlis teshisleri minimuma indirgeyebilir. Boylece uzmanlarin tani1 konulmasi zor
vakalara odaklanabilmelerini saglayabilir [5].
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Histopatolojik imge isleme alaninda meme kanserinin tanisi i¢in dijital goériintiileme teknikleri kullanilarak
birgok 6nemli calisma yapilmistir. Bu ¢alismalarin basinda 6zellikle iyi ve kotlii huylu meme kanser tiirlerinin
otomatik olarak simiflandirilmasi gelmektedir. Bilgisayar destekli tan1 sistemleri kullanilarak meme kanseri tespiti
ve teshisi igin, Oncelikle gesitli s1g yapili makine 6grenmesi algoritmalarindan; Yapay Sinir Aglar1 (Artificial
Neural Networks, ANN), Rastgele Orman (Random Forest, RF), Destek Vektor Makineleri (Support Vector
Machines SVM) ve Temel Bilesen Analizi (Principal Component Analysis, PCA) gibi yontemler kullanilmistir.

Meme kanseri siniflandirmast i¢in Spanhol ve arkadaslari [6], 82 hastadan elde edilen 7,909 histopatolojik
meme kanseri imgelerinden olusan BreakHis veri setini agik kaynak olarak yaymlamislardir. Yazarlar, LeNet ve
AlexNet modellerini histopatolojik imgelerin siniflandirilmasi i¢in Onermislerdir. Bu calismada, AlexNet
modelinin histopatolojik imgeleri siniflandirmadaki basarisinin, LeNet modelinden daha iyi oldugu rapor
edilmistir. AlexNet’e sunulan imgelerin boyutlari, 32x32 veya 64 x 64 piksel boyutlarinda tanimlanmigtir.
Maksimum, ¢arpim ve toplam gibi basit fiizyon kurallari, 6nerilen modellerde uygulamis ve elde edilen sonuglar
kargilagtirtlmistir. Yazarlar, ikili meme kanseri imge siniflandirmast igin dnerdikleri AlexNet modeli ile en yliksek
%85.6 + 4.8 siiflandirma basarisi elde etmislerdir.

2017 yilinda Han ve ark. [7], iyi ve kotli huylu meme kanseri imgelerini siniflandirmak i¢in Sinif Temelli
Evrisimsel Sinir Ag: (Class Structure-based Deep Convolutional Neural Network, CSDCNN) modelini
kullanmiglardir. CSDCNN derin 6grenme modeline giris olarak verilen imgelerin biiytikliikleri, 256 x 256 olacak
sekilde yeniden boyutlandirilmistir. Evrisim katmanlarinda 3x3, 5x5 veya 7x7 biyiikliklerinde filtreler
uygulanmstir. Modelin egitiminde iki farkli yol denenmistir. Oncelikle, BreakHis veri seti iizerinde modelin
egitimi sifirdan yapilmistir fakat kotii sonug alindigr goriiliinee, ikinci yol olarak transfer 6grenme yontemi ile
ImageNet {izerinde egitilen modelin agirliklar1 kullamlmstir. Onerilen model, imgelerin ikili siniflandirilmasinda
en yiiksek %96.9 + 1.9 performansina ulagmistir. Ayni yil, Kahya ve ark. [8], Adaptif Seyrek Destek Vektor
Makinas1 (Adaptive Sparse Support Vector Machine, ASSVM) yaklasimini kullanarak farkli biiyiitme
oranlarindaki imgeler iizerinde en fazla %94.97 oraninda simiflandirma dogrulugu bildirmislerdir. Onerilen
yontemde, 6zellik ¢ikarimi i¢in, destek vektor makineleri, agirlikli L1-normuyla birlestirilerek kullanilmistir.

Kowal ve arkadaglar1 [9], 50 hastadan elde edilen 500 imgeden olusan veri setinde ¢ekirdek segmentasyonu
i¢in, dort farkli kiimeleme algoritmasini (K-ortalama, bulanik, C-ortalama, rekabet¢i 6grenme sinir aglari ve Gauss
karisim modeli) karsilastirarak %96 - %100 araliginda siniflandirma performansi elde etmislerdir. Zhang ve
arkadaslar1 [10], meme kanseri histopatolojik imgelerinin iyi huylu ve kotii huylu olanlarint siniflandirmak igin
onerdikleri PCA yontemi ile %92 oraninda bir siniflandirma basarisi rapor etmislerdir. Bir baska ¢aligmalarinda
ise cascade yaklasimi ile 40% biiylitme oranina sahip 361 imgeden olusan bir veri serisinde %97 basart orani
bildirmislerdir [11]. Benzer bir ¢alismada da meme kanseri imgelerinin siniflandirilmasi i¢in 92 imgeden olusan
bir veri seti iizerinde ANN ve SVM gibi farkli makine 6grenme modelleri kullanilarak %94 siniflandirma
dogrulugu elde edilmistir [12]. Filipczuk ve arkadaslari [13], 737 adet meme kanseri imgesini iyi huylu veya kotii
huylu olarak ayirt etmek igin 25 boyutlu bir 6zellik vektorii ile egitilmis dort farkli siniflandirict kullanarak, %98
oraninda bir performans elde etmislerdir. Gupta ve Bhavsar, SVM, En Yakin Komsu Siniflandiricis1 (K-Nearest
Neighbors, K-NN), Karar Agaci (Decision Tree, DT), ayirt edici analiz ve topluluk simiflandiricilart makine
Ogrenmesi yontemlerini kullanarak meme kanseri imgelerinin hasta seviyesinde siiflandirilmasi ile ortalama
%87.53 oraninda bir basariya ulasmislardir [14].

Son yillarda derin 6grenme yaklagimlari kullanilarak meme kanseri imgelerinin siniflandirildigi birgok
calisma yapilmistir. 2017 yilinda yapilan bir ¢alismada, Evrisimsel Sinir Ag1 (Convolusyonel Neural Network,
CNN) kullanilarak imge seviyesinde %86.3 ve %84.2 oraninda tanima dogrulugu elde edilmistir [15]. Terasa ve
arkadaslar1 [16], meme kanseri imgelerinin siniflandirmasi igin AlexNet'e benzer bir model ile imgeleri hasta
seviyesinde siniflandirmiglardir. Bu ¢alismada farkli fiizyon teknikleri kullanilarak maksimum fiizyon yontemiyle
ortalama %90 ve %85.6 tanima dogrulugu bildirilmistir. Bir bagka ¢alismada CNN ve ¢ok gorevli CNN (Multi-
Task Cascaded Convolutional Networks, MTCNN) modelleri kullanilarak hasta diizeyinde %83.25 siniflandirma
basarisi elde edilmistir [17]. 2018 yilinda Alom ve dig. [18], Baslangi¢ Tekrarlayan Rezidiiel Evrisimsel Sinir Ag1
(Inception Recurrent Residual Convolutional Neural Network, IRRCNN) modelini kullanarak ikili ve ¢ok sinifli
meme kanseri siiflandirmasim hasta ve imge seviyesinde gergeklestirmislerdir. Onerilen model, Inception-v4,
ResNet ve Tekrarlayan Evrisimsel Sinir Ag1 modellerinin birlesiminden olusan bir mimariye sahiptir. Modelin
insasi i¢in kullanilan bloklarda sirasiyla 128, 256, 512 ve 1024 6zellik haritalar1 kullanilmistir. Model yaklasik 9,3
milyon parametre igermektedir. Modele sunulan imgeler rasgele kirpilarak veya iist {iste binmeyen yamalar halinde
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dikkate alinmigtir. Bu ¢aligmada kullanilan model ile hem resim hem de hasta seviyesi siniflandirmasi igin
ortalama %97 oraninda bir performans elde edilmistir. [19]’da meme kanseri histolojik goriintii analizi alaninda
yapilan farkli imge isleme teknikleri ve uygulama alanlar1 hakkinda genel bir bakis acis1 sunmaktadir.

Bu calismada, histopatolojik meme kanseri imgelerin iyi huylu ve kotii huylu olarak siniflandirilmasini
saglayacak ugtan uca derin 6grenme tabanl bir mimari 6nerilmistir. Simiflandirma igin ResNet-50 [20] CNN
tabanli model segilerek transfer 6grenme yontemi kullanilmigtir. Bu mimari ile herhangi bir 6n islemeye tabi
tutulmayan ham histopatolojik meme kanseri imgelerinin otomatik olarak siiflandirilmas: saglanmistir. Onerilen
model ile iyi ve kot huylu meme kanseri imgelerinin siniflandirilmasinda 40x, 100x, 200x ve 400x biiyiitme
oranlarindaki imgelerde, %97 - %98 araliginda degisen yiiksek siniflandirma basarisi elde edilmistir.

Makalenin devami su sekilde diizenlenmistir: materyal ve yontem bdliimiinde, ResNet-50 modelinin ayrintili
mimarisi, katmanlari verilmis ve egitim asamasinda kullanilan transfer 6grenme yonteminin detaylart izah
edilmistir. Ayrica modelin egitimi i¢in kullanilan BreakHis veri seti tanitilmigtir. 3.boliimde modelin egitim
asamalar1 anlatilmis ve onerilen modelin basarisi, literatiirdeki mevcut ¢alismalarla karsilastirilmigtir. Son boliim
ise sonug kismina ve gelecekte yapilabilecek ¢aligmalara ayrilmustir.

2. Materyal ve Yontem

Derin 6grenme, beyinin yapisindan ilham alinarak ortaya ¢ikmis makine grenmesi alaninin bir alt koludur.
Son yillarda kullanilan derin 6grenme teknikleri bircok alanda oldugu gibi tibb1 goriintii isleme alaninda da
etkileyici bir performans sergilemeye devam etmektedir.

Derin 6grenme teknikleri tibbi verilere uygulanarak, tibbi verilerden anlamli sonuglar ¢ikarilmaya
calisilmigtir. Derin 6grenme modelleri; tibbi verilerin, siniflandirilmasi, segmentasyonu ve lezyon tespiti gibi
birgok alanda basariyla kullanilmigtir. MRI, Bilgisayarli Tomografi (Computed Tomography, CT) ve
Elektrokardiyogram (Electrocardiogram, ECG) gibi tibbi imgeleme teknikleri ile elde edilen imge ve sinyal
verilerinin, derin 6grenme modelleri yardimiyla analizi ve bu analizler sonucunda beyin tiimord, cilt ve meme
kanseri gibi hastaliklarin tespit ve teshisinde uzmanlara kolaylik saglanmaktadir [21-24].

Derin 6grenme alaninda yaygin bir sekilde kullanilan transfer 6grenme yontemi ile biiyiik bir veri seti
iizerinde 6nceden egitilmis modelin kazandig1 bilgilerin, egitimi yapilacak olan modele aktarimi gergeklestirilir.
Bu sayede imgeler iizerinde higbir bilgisi olmayan bir model yerine dnceden egitilmis bir modelin birikiminden
istifade edilir.

Tibbi verilerin analizinde, arastirmacilarin karsilastiklari en biiyiik zorluklarin baginda mevcut veri setlerinin
siirlt sayida olmasi gelmektedir. Derin 6grenme modelleri genellikle ¢ok sayida veriye ihtiya¢ duymaktadir. Bu
verilerin uzmanlar tarafindan etiketlenmesi hem masrafli hem de zaman alic1 bir istir. Transfer 6grenme yontemin
en bilyiik avantaji; daha az veri kiimesine sahip verilerin egitimine olanak saglayarak daha az hesaplama maliyeti
gerektirmesidir.

2.1. Derin 6grenme modeli

Bu ¢aligmada, bilgisayar goriintii analizi alaninda yeni modeller insa eden agik kaynak CNN tabanli ResNet-
50 mimarisi, onerilen yeni modele taban olarak giydirilmistir. ResNet mimarisi ILSVRC 2015 ve COCO 2015
yarigmalarinda birincilik kazanan bir model olmakla birlikte farkli veri setlerinde kullanimi oldukga kolaydir. 50
katmandan olusan Resnet-50 mimarisinin insasinda bes evrigimsel blok kullanilmistir. Bu bloklar, 1x1, 3x3 ve
I1x1 evrisim katmanlarindan meydana gelmektedir. 1x1 evrisimleri ile giris imgeleri daha diisilk boyuta
indirgenirmis ve 3x3 evrisimleri ile daha yiiksek boyutlarda filtreleme islemi gerceklestirilmigtir. Mimaride boyut
kiigliltme amaciyla, global ortalama havuz katmani kullanilmig ve iki adimlik &rnekleme islemi
gergeklestirilmistir. Mimarinin tam bagli katmaninda, Softmax aktivasyon fonksiyonu kullanilmis ve imgelerin
smiflandirmasi igin 1000 kategorilik bir ¢ikis verilmistir. ResNet-50 mimarisi 25,6 milyon parametreden
olugsmaktadir. ResNet50 evrisimsel sinir ag1 genel olarak; konvoliisyon katmani, aktivasyon katmani, alt-
ornekleme (pooling) katmani ve tam bagli katman (fully-connected) gruplarindan meydana gelmektedir.

Bu caligmada, ResNet-50 modelinin konvoliisyon, aktivasyon ve alt-ornekleme katmanlari ¢ikarilarak,
olusturulan yeni modelde taban olarak kullanilmistir. Bu taban {izerine iki farkli tam bagli katman yerlestirilmistir.
Cikis katmaninda tanimlanan tam bagli katman, Softmax aktivasyon fonksiyonu yardimi ile imgeleri iyi ve koti
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huylu olarak siniflandirmaktadir. Ayrica modelin egitim verilerini ezberlemesini engellemek i¢in bazi néronlari
rasgele etkisiz hale getirmek amaciyla model seyretme (dropout) katmanlar1 eklenmistir. Toplu Normallestirme
(Batch Normalization) yontemi, sinir aglarinin her bir katmanini giris degerlerine gére normallestirerek modelin
daha hizl1 ve kararh bir sekilde egitilmesini saglamaktadir. Histopatolojik meme kanseri imgelerinin iyi ve koti
huylu olarak simiflandirmasimi saglayan CNN mimarisi Sekil 1’ de verilmistir. Bu mimarinin katmanlari ve
parametre sayilar1 Tablo 1’de gosterilmistir.

Tablo 1. Onerilen mimarinin katmanlar1, gikis boyutlar1 ve parametre sayilari.

Katmanlar Cikis boyutu Parametre sayisi
(genislik, yiikseklik)
ResNet50 (64,2048) 23,508,032
BatchNorm (64, 4096) 8,192
Dropout (64, 4096) 0
Tam bagh (64, 512) 2,097,664
ReLU (64, 512) 0
BatchNorm (64, 512) 1,024
Dropout (64,512) 0
Tam bagh (64, 2) 1,026
SoftMax (64, 2) 0
: " © paes
ResNet-50 © 0 F
P P T
Katmanlart 0 o M
u u A Kétii huylu
T T A tiimor
Meme kanseri — Taban — —— EKlenen katmanlar Crlas

goruntileri

Sekil 1. ResNet-50 tabanli CNN mimarisi

Az sayida veriye sahip siniflandirma problemlerinin ¢6ziimiinde transfer 6grenme yontemi biiyiik bir 6neme
sahiptir. Evrisimsel sinir aglarinin egitimi i¢in, bilyiik miktarda etiketlenmis veri kiimelerine ve yiiksek hesaplama
giicline sahip grafik kartlarina ihtiya¢ vardir. Tibbi gériintii isleme alanindaki temel problemlerden biri etiketli veri
sayisinin az olmasidir. Uzman doktorlarin tibbi verileri etiketleme siireci pahali ve zaman alici bir siiregtir. Bu
nedenle, CNN modelini sifirdan egitmek yerine, dnceden farkli bir veri seti iizerinde egitilmis modelin tecriibeleri
eldeki modele transfer edilir. Baska bir deyisle, transfer 6grenme yontemi kullanilarak, dnceden egitilmis
modellerin agirliklart meveut modele aktarilir. Transfer 6grenme yontemi kullanilarak, az veri setlerine sahip olan
problemler basarili bir sekilde egitilebilirler. Ayrica kullanilan bu yontem, daha diisiik hesaplama maliyeti
gerektirir.

2.2 Veri seti

Bu c¢alismada kullanilan meme kanseri imgeleri, acik kaynak BreakHis veri setinden saglanmistir [6].
BreakHis veri seti 82 hastadan alinan iyi ve kotii huylu mikroskobik meme tiimdr imgelerinden olugsmaktadir. Veri
setinde 2,440 iyi huylu, 5,429 kétii huylu olmak tizere toplam 7,909 tiimdr imgesi bulunmaktadir. Tablo 2°de
BreakHis veri setine ait histopatolojik tiimoér imgelerinin dagilimi verilmistir.
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Tablo 2. BreakHis veri setindeki histopatolojik timor imgelerin dagilimi.

Biiyiitme orani Iyi Huylu Kétii Huylu Toplam
40x 625 1370 1995
100x% 644 1437 2081
200x 623 1390 2013
400x% 588 1232 1820
Toplam 2480 5429 7909

BreakHis veri setindeki mikroskobik imgeler 40%, 100x, 200x ve 400x farkli biiylitme katsayilar ile
verilmistir. Veri setindeki ornekler, 8 bit derinliginde ve 700 x 460 boyutunda ii¢ kanalli RGB imgelerinden
olugmaktadir. Sekil 2°de BreakHis veri setinden farkli bilyiitme oranlarindaki 6rnek imgeler verilmistir.

Sekil 2. BreakHis veri setinden alinan farkli biiyiikliikteki meme kanseri imge drnekleri:
a) 40x,b) 100x, ¢) 200x ve d) 400x

3. Deneysel Sonuglar ve Tartisma

Derin 6grenme modelinin egitimi i¢in Python programlama dili destekli PyTorch kiitiiphaneleri kullanilmigtir.
PyTorch derin 6grenme kiitiiphanesi, Python programlama dili kullanilarak olusturulmustur. Giiglii GPU
altyapisina sahip olan bu kiitiiphane, dinamik hesaplama grafiklerinin hizli bir sekilde olusumunu saglamaktadir.

Tim deneyler, iizerinde 11 GB hafizaya sahip, NVIDIA GeForce GTX 1080 TI ekran karti bulunduran
Ubuntu 16.04 isletim sistemi kurulumlu bir Linux sunucusunda gerceklestirilmistir. BreakHis veri seti
makalesindeki [6] deneysel protokol uygulanarak mevcut veri, %70 oraninda egitim ve %30 oraninda test kiimeleri
icin boliinmiistiir. Modelin egitiminde agirlik parametrelerinin giincellenmesi i¢in karekdk ortalama hata olasiligt
(RMSprop) optimizasyon algoritmasi kullamilmistir. Modele eklenen dropout katmanlari i¢in parametre degerleri
strastyla 0.25 ve 0.50 olarak secilmistir.

Modelin egitiminde oncelikle, ResNet-50 mimarisinden transfer 6grenme yontemi ile elde edilen taban
katmalariin agirlik degerleri dondurulmus ve sadece bu tabana eklenmis olan yeni katmalarin egitimi
gerceklestirilmigtir. Bu egitim i¢in 6grenme orani le-3 olarak rasgele secilmis ve 10 devir (epochs) egitim
yapilmigtir. Daha sonra modelin tiim katmanlar1 egitilmis ve dgrenme orani [1e-6, 1e-4] araliginda segilmistir.
Modelin baglangi¢ katmanlar1 6nceden egitildiginden, bu kisimdaki 6grenme orani igin kii¢iik bir deger (1e-6)
secilmistir. En son katmanlar ilk katmanlara nispeten daha fazla parametre giincellemesine ihtiyag¢ duyuldugundan,
son katmanlardaki 6grenme oram1 daha biiyiik bir deger (le-4) secilmistir. Ara katmanlarin parametre
giincellemelerinde 6grenme orani bu iki deger [1e-6, le-4] arasinda secilerek katman derinligine bagli olacak
sekilde dereceli bir egitim gerceklestirilmistir. Onerilen modelin 40%, 100x, 200x ve 400x biiyiitme oranlarindaki
egitim ve test kayip (loss) grafik 6rnekleri Sekil 3 de verilmistir. Ayrica, modelin farkl: biiylitme oranlarindaki
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test imgeleri icin basarim grafigi Sekil 4’de sunulmustur. Egitim ve test kayiplarinin es zamanli azalmasi, modelin,
egitiminde asir1 6grenmenin (overfitting) gerceklesmedigini gostermektedir. Bir bagka deyisle model, egitim
verilerini ezberlemeden egitim kiimesinde sergiledigi yiiksek basarty1 test verilerinde de sergilemistir.
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Sekil 3. Onerilen modelin, 40%, 100x , 200x ve 400x biiyiitme oramindaki meme kanseri imgeleri iizerindeki
egitim (mavi) ve test (kirmizi1) kayip grafikleri. a) 40x, b) 100x, c) 200x, d) 400x
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Sekil 4. Resnet-50 modelin, 40%, 100x , 200x ve 400% biiyiitme oranlarindaki test goriintiileri i¢in bagarim
grafigi.

Bu calismada, meme kanseri imgelerinin farkli biiylitme oranlari i¢in testler bes defa tekrarlanmig, sonuglar
bu denemelerin ortalamasi alinarak hesaplanmistir. Tablo 3’ de BreakHis veri setini kullanilarak, iyi ve kétii huylu
tiimdr siniflandirmasi yapan derin 6grenme modelleri ile bu ¢aligmanin siniflandirma sonuclar1 karsilastirilmistir.
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Tablo 3. BreakHis veri setini kullanilarak, meme kanseri imgelerinin ikili siniflandirmasi igin yapilan

caligmalarin karsilastirilmas: (Dogruluk + standart sapma).

Yazarlar Yontem Farkh Bilyiime Oranlarindaki Simiflandirma Basaris1 (%)
40x% 100x 200% 400%
Spanhol ve dig. [6] AlexNet + 85.6 £ 4.8 83.5+3.9 83.1+19 80.8 £3.0
(2016) fizyon
Han ve dig. [7] CSDCNN + 95.80 + 3.1 96.9 +1.9 96.7 + 2.0 9490 +2.8
(2017) veri artirma
Kahya ve dig. [8] ASSVM 94.97 93.62 94.54 94.42
(2017)
Alom ve dig. [18] IRRCNN 97.16 + 1.37 96.84 + 1.34 96.61 + 1.31 95.78 +1.44
(2018)
Alom ve dig. [18] IRCNN + 97.95 + 1.07 97.57 £ 1.05 9732 +£1.22 97.36 £ 1.02
(2018) veri artirma
Onerilen Transfer o6gr. 98.83 + 0.33 98.46 + 0.58 97.54 £ 0.64 97.47 + 0.47
(2019) (ResNet-50)

Tablo 3°de goriildigii gibi, 6nerilen modelin, meme kanseri imgelerinin ikili siniflandirilmasindaki basarisi,
giincel c¢aligmalarda verilen yontemlerden daha basarilidir. Ayrica, ResNet-50 modeli, farkli biiyiitme
oranlarindaki meme kanseri imgelerin tiimiinde, veri artirmasi (augmentation) yapmadigi halde, mevcut
calismalara nispeten daha basarili siniflandirma performansi gostermistir. BreakHis meme kanseri veri kiimesi
lizerinde yapilan 6nceki ¢aligmalarda, geleneksel makine 6grenme yontemleri (AVSSVM) veya ilk donem derin
6grenme modelleri (AlexNet, IRCNN) kullanilmistir. Derin 6grenme modelleri, imgeler {izerinde elle 6zellik
c¢ikarimi gerektirmeyen modern yapilardir. Makine 6grenmesi yontemleri ile manuel olarak bulunmaya ¢alisilan
kiymetli 6zellikler, derin 6grenme yonteminde model tarafindan otomatik bir sekilde ortaya ¢ikarilmaktadir. Bu
calismada Onerilen derin 6grenme tabanli ResNet-50 mimarisi, ilk donem mimarilerine (AlexNet) kiyasla daha
fazla katmana sahiptir. Mimarinin katman sayist artik¢a genellikle modelin basarist artmaktadir. Fakat dikkat
edilmelidir ki katman sayisinin bir noktadan sonra artmasi, modelin egitimi sirasinda bilgi kaybina neden
olabilmektedir. Bu ¢aligmada 6nerilen ResNet-50 modeli sahip oldugu 6zel baglantilar yardimiyla, ilk katmanlarda
Ogrenilen bilgileri (agirlik degerlerini) sonraki katmanlara tasiyarak modelin egitimi sirasinda meydana
gelebilecek bilgi kaybimi Onlemektedir. Dolaysiyla Onerilen mimari ile yapilan testlerde yiiksek basari
gozlemlenmistir.

4. Sonuclar

Bu caligmada, ResNet-50 derin 6grenme modeli taban olarak kullanilarak transfer 6grenme yontemi
yardimiyla BreakHis veri setinden elde edilen meme kanseri imgelerinin iyi ve koti huylu olarak ikili
smiflandirmasi yapilmistir.  Onerilen model farkli biiyiitme oranlarindaki mikroskobik imgelerin tamaminda
kullanilabilir. Smiflandirma islemi, meme kanseri imgeleri iizerinde herhangi bir 6n isleme yapilmaksizin

gerceklestirilmistir. Sonraki galismalarda veri seti artirrmi yaptirilarak farkli CNN modellerinin basarisi test
edilebilir.
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