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Oz

Giinlimiizde biiyiik veri alaninda meydana gelen gelismelerle birlikte giinliik islenebilir durumda olan veri
miktar1 oldukea biiyiik boyutlara ulagsmistir. Bu verilerin ¢ok biiyiik bir kisminin metin (text) verilerinden
olusmasi, metin isleme alaninda yapilan ¢aligsmalar1 olduk¢a 6nemli ve popiiler bir hale getirmistir. Ancak
bu alanda yapilan calismalar incelendiginde basta ingilizce olmak iizere bircok diinya diline yonelik
cesitli caligmalar yapilirken, Tiirkgeye 6zgii yapilan ¢aligmalarin istenilen sayida olmadigi gorilmiistiir.
Bu nedenle bu ¢alisma i¢in, python ortami kiitiiphanelerinden biri olan Beautiful Soup kitiuphanesi
kullanilarak Tiirk¢e metinlerden olugan biiyiikk bir derlem olusturulmustur. Bu c¢aligmada, kelimeleri
vektdr uzayimda her bir kelimenin bir vektorle temsil edildigi yeni bir yaklasim olan Word2Vec modeli
algoritmalarindan CBOW ve Skip-Gram algoritmalar1 ile Glove modeli kullanilmistir. Olugturulan derlem
lizerinde Word2Vec yontemi ile Tiirk¢e kelimelerden olusan ve bu kelimeler arasindaki anlamsal iligkileri
tespit etmeye calisan bir model gelistirilmis ve diger modeller ile basarimi ve egitim siireleri
kiyaslanmugtir. Ayrica calismanin bir diger katkisi ise modelin performansini artirmak icin Tiirkge icin
etkisiz kelimeler listesi olusturulmasidir. Gelistirilen bu model ile 6zellikle Tiirk¢e metin siniflandirma
problemlerinde daha yiiksek bir siiflandirma basariminin yakalanmasi hedeflenmektedir. Bu g¢alisma
kapsaminda olusturulan model analiz edilip yakin anlamli kelimeler incelendiginde olduk¢a basarili
performans gosterdigi tespit edilmistir. Veriseti ve kelime vektorleri Tiirk¢e ¢alismalara katki saglamak
i¢in erisime agik olarak paylasilacaktir.

Anahtar Kelimeler: Dogal dil isleme, Kelime temsili, Word2Vec, GloVe

Investigation of Word Similarities with Word Embedding Methods

Abstract

Nowadays, the amount of data that can be processed daily has reached quite big dimensions with the
developments in the big data. The fact that a large part of this data consists of text data has made the
studies in the field of text processing very important and popular. However, when the studies in this area
are examined, it has been observed that while various studies are carried out for many World languages,
especially English, there are no desired number of studies conducted in Turkish. Therefore, a large corpus
of Turkish texts was created using the Beautiful Soup library, one of the python environment libraries. In
this study, CBOW and Skip-Gram algorithms from Word2Vec model algorithms and Glove model were
used where each word is represented with a vector in the vector space. In this study, a model which
consists of Word2Vec method and Turkish words and tries to detect the semantic relations between these
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words has been developed and the performance and training times have been compared with other
models. In addition, another contribution of this study to improve the performance of the model to create
a list of stop words for Turkish. With this model, it is aimed to achieve a higher classification
performance especially for Turkish text classification problems. After analyzing the model formed within
the scope of this study, it was detected that it showed a very successful performance when close words
were examined. The dataset and word vectors will be shared with the public to provide contributions to

Turkish studies.

Keywords: Natural language processing, Word embedding, Word2Vec, GloVe

1. GIRIS

Giintimiizde internet diinyasinin yaygin
kullanimina bagli olarak yasanan gelismelerle
birlikte {iiretilen veri miktart hizla artmaktadir.
“Biiylik Veri” olarak adlandirilan bu blyik veri
kiimeleriyle ilgili olarak IBM’e gbre bir giinde
yaklasik 2,5 kentilyon veri tiretilmektedir. Uretilen
bu verinin ¢ok biiyiik kismini ise (%90-95) metin
verileri olusturmaktadir. Forbes verilerine gore 2
yil igerisinde tiretilen metin verileri 40 zettabayt
boyutuna ulasacaktir. Ayrica Google her saniyede
40 binden fazla arama sonucunu iglerken bu durum
yaklagik olarak giinde 3,5 milyar aramaya tekabl
etmektedir [1].

Bu nedenle metin isleme ¢alismalar1 son donemde
oldukca dnemli hale gelmis ve yapilan ¢aligmalar
incelendiginde olduk¢a popiiler olmustur. Metin
isleme alaninda su alanlarda ¢ok sayida ¢aligmalar
yapilmaktadir.

* Yazim yanliglarinin diizeltilmesi

* Bir metnin 6zetini ¢ikarma

* Metnin icerdigi bilgiyi ¢tkarma

* Bilgiye erisim

* Metni anlama

* Bilgisayarla sesli etkilesim
* Konusmayr  anlama
doniistiirme)

* Soru yanit dizgeleri

* Dogal diller arasi ¢eviri [2].

(konugsmayr  metne

Bir derlem icerisindeki metinlerin nasil temsil
edilecegi metin isleme c¢aligmalarinin en kritik
noktalarindan  biridir. En basit tanimiyla,
metinlerin  sayisal ifadelere doniistiriilmesine
kelime temsili (word embedding) denilmektedir.
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Ayni metin farkli sekilde farkli sayisal degerlere
doniistiriilebilmektedir [3].

Kelime temsil yontemleri, Frekans Bazli Temsil ve
Tahmin Bazli temsil olmak iizere ikiye
ayrilmaktadir. Daha geleneksel yontemler olarak
tamimlanan Frekans bazli kelime temsilleri,
dokiimanlar icerisinde bulunan kelimeler ve bu
kelimelerin  frekanslarimin ~ tespit  edilmesi
prensibine dayanmaktadir [4].

Frekans bazli kelime temsiline dayali olarak
gelistirilmis ve en ¢ok tercih edilen yontem Bag of
Words metodudur. Bu yonteme goére, dokuman
icerisindeki her clmle benzersiz (unique)
kelimelere ayrilarak, benzersiz kelime boyutunda
bir matrise dondstiiriilir. Matrisin ~ siitunlari
dokuman igerisindeki kelimelerden olusurken (N),
satirlart ise dokuman sayisindan meydana gelir
(D). Sonug olarak tiim derlem DxN boyutunda bir
matris olarak temsil edilmis olur [5]. Frekans bazli
temsil yontemlerinden bir digeri ise TF-IDF (Term
Frequency—Inverse Document Frequency)
yontemidir. Term Frequency, bir dokiman
icerisinde gegen terim frekanslarini tespit etmek
icin kullantlir. Inverse Document Frequency
yontemi ise birden fazla dokiimanda kelimenin
geeme sayisint bularak bu kelimenin terim olup
olmadiginm1 baglag vb (stop words-etkisiz kelime-)
oldugu anlamaya ¢alhisir [6]. Bu caligmada da
olusturulan modelin verimliligini artirmak i¢in
Tirkce kelime stop words listesine ihtiyac
duyulmus ancak bu konuda tatmin edici bir liste
bulunmadigr i¢in calismanin bir katkist olarak
Inverse Document Frequency yontemi kullanilarak
bir stop words (etkisiz kelimeler) listesi
olusturulmus bununla ilgili bilgiler ¢alismanin
ilerleyen kisimlarinda verilmistir. Co-Occurrence
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Matrix ise benzer kelimelerin cumle icerisinde
birlikte ge¢me egiliminde olmas1 ilkesine
dayanmaktadir. Bu yontemde olusturulan matrisin
hem satirlarinda hem siitunlarinda benzersiz
(unique) kelimeler yer almaktadir. Matrisin
hicrelerini ise, satir ve siitunda yer alan
kelimelerin ~ birlikte gegme frekanslarini
icermektedir [7].

Frekans bazli yontemlerin en Onemli iki
dezavantaji vardir. Birincisi, kullanilan yonteme
gore satir ve/veya siitunlarda benzersiz kelimeler
bulundugu i¢in kelime sayisi boyutunda matrisler
meydana gelir ve bunlarin birgogunun degeri 0
olacagindan seyrek matris (sparse matrix) denilen
durum ortaya ¢ikmaktadir. Bir diger o6nemli
dezavantaji ise, kelimeler arasindaki anlamsal
yakinliklarin tespit edilememesi durumudur [8].

Kelime temsil yontemlerinden bir digeri olan
tahmin bazli kelime temsil yontemi ailesinden olan
Mikolov ve arkadaglar1 [9] tarafindan 2013 yilinda
gelistirilmis olan temelinde yapay sinir ag1 ile
kelimelerin egitilmesi ilkesine dayananWord2Vec
modelidir. Bu model giris olarak alinan kelimelere
dayanarak hedef kelimeyi tahmin etme prensibine
dayalidir. Word2Vec modeli CBOW (Continous
Bag of Words) ve Skip-gram olarak adlandirilan
iki farkl: algoritmadan olugmaktadir.

Tahmin bazli bir kelime temsil yontemi olan
Word2Vec yontemi, girdi (input) olarak biytk bir
derlem igerisindeki benzersiz kelimeleri alir ve
belirlenen bir temsil vektorii boyutunda matris
olusturulmaktadir.  Word2Vec  modeli  her
defasinda dokiimandaki bir climleyi pencere
(window) denilen bir yap1 icerisinde kaydirarak
taramakta ve penceredeki hedef kelimeye gore
genellikle ¢cok sayida boyuttan olusan bir vektdri
¢ikt1 olarak tiretmektedir [10].

Word2Vec yonteminin genel olarak birbirine
benzeyen CBOW (Continuous Bag of words) ve
Skip—Gram olmak iizere iki tiir alt yontemi vardir.
Bu iki modelin temel olarak farkliliklari ise girdi
ve ¢iktilart alma yontemlerine dayanmaktadir [11].

Bu calismada, Tirk¢e igeriklerden olusmus bir
derlem (zerinde Word2Vec yontemi ile her bir
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kelime icin kelime vektorleri olusturularak kelime
benzerlikleri ve anlam benzerlikleri incelenmis,
ayrica bulunan sonuglar Glove yontemi ile
kiyaslanmustir.

2. ONCEKIi CALISMALAR

Kelime temsili (word embedding), kelimelerin
harflerden vektor bi¢iminde sayilara
doniistiiriilmesi olarak agiklanabilir. Kelime temsil
metotlar1 ise bu doniistirme isleminde tercih
edilen tekniklerdir. Literatiir incelendiginde,
ozellikle sinir aglarinda son donemlerde yasanan
gelismelerle birlikte kelime temsilinin - metin
isleme ¢aligmalarinda en kritik noktalardan bir
oldugu kabul edilmektedir [12].

Amasyali ve arkadaglart [13] c¢alismalarinda
Tirkge metin siniflandirma i¢in 6 Tiirkge veri Seti
lzerinde temsil yontemlerinin performanslarini
karsilagtirmiglardir. Calismalarinda uyguladiklar
kelime temsil metotlar1 arasinda en basarili
performansi nN-gram yontemi gostermistir.

Arabact ve arkadaglart [14] ise kelime temsil
yontemlerini  kullanarak benzer cumle tespiti
yapmuglardir. Calismada Word2Vec yontemi ile
birlikte Fisher kodlama kullanilmistir. Calisma
sonunda bu teknikle en yiiksek basarim degeri elde
edilmistir.

Esen ve Ozkan ise TBMM tutanaklarina gére
kelime temsil yontemleri ile parti bagdasiklig
acisindan analiz g¢aligmasi yapmiglardir. Bunun
icin siyasi metinler otomatik olarak analiz edilmis
ve buna gére parti bagdasikligi olgtilmiistiir [15].

Amasyal1 ve arkadaglart [16] ¢aligmalarinda
Tirkce duygu durum analizi igin metinlerin
kelime, anlamsal ve karakter tabanli temsilleri
kargilagtirmiglardir.  Tiirkge  veriseti  (zerinde
yaptiklar1 ¢aligmalarinda karakter tabanli temsiller
daha basarili olmustur.

Ayata ve arkadaglar1 ise Tiirkce tweetlerinin
icerigine gore duygu analizi yapmuslardir.
Kelimeler vektorlestirilerek temsil edilmis, makine
O0grenmesi algoritmalart ile siniflandirma islemi
yaptlmstir [17].
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Keles ve Ozel [18] ise calismalarinda Tiirkce
dokiiman arasindaki benzerlikleri belirleyebilmek
icin cesitli uzaklik o6lcutlerinin performanslarini
kargilagtirarak en uygun yontemi belirlemeye
calismislardir. Caligma sonunda kosiniis benzerligi
yonteminin daha basarili performans gostermistir.

Yapilan calismalar incelendiginde genellikle
yapilan ¢alismalarin  bir kisminda geleneksel
kelime  temsil  yontemlerinin  kullanildigi
goriiliirken, sinir ag1 temelli modern temsil
yontemlerinin ~ kullanildigi  ¢alismalarda  ise
kullanilan veri setlerinin belli bir konseptten
(TBMM tutanaklari, siyasi metinler, olumlu-
olumsuz miisteri/kullanict yorumlart vs.) segildigi
gorilmiistiir.

Bu durumun kelimeler arasinda ki anlamsal
iligkilerin tam olarak ortaya g¢ikarilmasinda bir
dezavantaj olusturacagr disiiniildiigiinden bu
calismada, ¢esitli konu basliklarindan segilen
metinlerle bilinen en biylk etiketsiz Turkce veri
seti olusturulmustur. Bu veri seti (zerinde kelime
temsil ¢aligmalar1 yapilirken ayni zamanda kelime
temsil yontemlerinin de performanslari
degerlendirilmistir. Bu veri seti ve kelime
vektorleri Tiirkce dogal dil isleme c¢aligmalarina
katki sunmak amaciyla arastirmacilarla
paylasilacaktir. Calismanin bir diger katkis1 ise 6n
isleme caligmalarina fayda saglamak amaciyla
etkisiz kelimeler listesi olusturulmustur. Ayrica,
ozellikle Word2Vec metodu ve sistematigi
hakkinda Tiirk¢e kaynak eksikligi goriildiigiinden
bu konu da detayli olarak anlatilmaya calisilmustir.

3. YONTEM

3.1. CBOW Model (Continuous Bag of Words)

CBOW modelinde pencere boyutu (window size)
merkezinde olmayan kelimeler girdi olarak alinip,
merkezinde olan kelimeler ¢ikti olarak tahmin
edilmeye ¢aligilmaktadir. Bu iglem ciimle bitimine
kadar devam etmektedir [9].

Bu durum Sekil 1’de gosterilmeye c¢aligilmustir.

Burada wi(t) ile gosterilen deger, cilimlenin
merkezinde bulunan ve tahmin edilmek istenen
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cikti degeriyken, w(t-2)....w(t+2) ile gosterilen
degerler ise tercih edilen pencere boyutuna gore

(window_size) merkezde olmayan ¢ikti
degerleridir.
Girdi Cikn
W(t-2)
- Sum W (t)
W (t-1)
Witrl) ||
we ||
Sekil 1. CBOW modelinin yapisi [9].
Sekil 1'de  aciklanan CBOW  modelinin
uygulamasi  diinyaca  Unli  yapay  zeka

aragtirmacilarindan  biri olan Andrew Ng’nin
sOyledigi bir s6z lizerinden agiklanmak istenirse

Ornek Cumle: “Yapay zeka yeni elektriktir.”

Bu climleyi girdi olarak alan ve pencere boyutu=1
olan CBOW modeli su sekilde ¢alismaktadir. Once
“yapay” kelimesini pencerenin merkezine oturur,
sonra sagindaki ve solundaki 1’er kelimeyi ayri
ayr1 girdi olarak alip (window_size=1) pencerenin
merkezinde bulunan “yapay” kelimesisinir ag1
modeli ile tahmin edilmeye calisilmaktadir. Sonra
pencere 1 saga kaydirilarak, bu sefer de pencerenin
merkezine  “zeka”  kelimesi  gelmektedir.
Cizelge 1’de ciimlenin adim adim CBOW
modeline gore isletilmesi gosterilmistir. Kirmizi
renkle yazilmis kelimeler ¢iktiyr, mavi renkli
kelimeler ise girdiyi ifade etmektedir.

Cizelge 1. CBOW modeli

Cuimle (window_size=1) GIRDI CIKTI
1 | Yapay | zeka | yeni | elektriktir (zeka) (yapay)
i iwtir | (vapay)
2 | Yapay | zeka | yeni | elektriktir (yeni) (zeka) (zeka)
. s (zeka) . E
3 | Yapay | zeka | yeni | elektriktir (elekriktir) (yeni) (yeni)
4 | Yapay | zeka | yeni | elektriktir (yeni) (elektriktir)
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3.2. Skip — Gram Model

Skip-Gram modelinde ise CBOW modelinin tersi
seklinde bir isleyise sahiptir. Merkezdeki kelime
girdi olarak alinip merkezde olmayan kelimeler
ciktt olarak tahmin edilmeye calisilir. Bu islem

cimle bitene kadar devam eder. Bu durum
Sekil 2’de gosterilmistir [10].
Girdi Cikt
W (t-2)
W (t-1)
W)
W (t+1)
W (t+2)

Sekil 2. Skip — Gram modelinin yapist [10]

CBOW modelinde uygulamasi yapilan 06rnek
cimle skip-gram modelinde uygulanmasi ise
Sekil 3’teki gibi olmaktadir.

Sekil 3’te anlatilan skip-gram algoritmasinin
optimize edilecek hata fonksiyonu ise Eesitlik 1’de
gosterilmistir. Bu denklemde pencere biiyiikligii m

Murat AYDOGAN, Ali KARCI

t=1.....T ile ifade edildigi gibi bu islem derlem
icerisindeki tim kelimeler igin yapilarak, her
kelimenin etrafindaki kelimeleri yiiksek olasilikla
tahmin edebilen vektérler olusturulmaktadir.
Olasiliklarin hesaplandigi kisim ise Esitlik 2 ile
daha ayrintili olarak gosterilmistir.

exp(Ul,; V)

P(Wyi|l W)= ——F~—
( tﬂl t) Z%:leXp (U\Ivth)

O]

Burada dikkat edilmesi gereken husus biiyiikliigii
m olan bir pencere icerisindeki kelimenin tahmin
edilmesi isleminde, her kelimenin biri s6z konusu
kelimenin merkezde yani w: durumunda iken bir
digeri ise kelime pencere icerisinde kenar kelime
durumunda yani wi+j durumunda olmak tzere iki
adet vektoriiniin olmasidir. Her kelime igin kenar
kelimelere gore olasiliklarin nasil hesaplandigini
gosteren 2 numarali formilde v semboli o
kelimenin merkez kelime iken vektoér degerini, u
ise Kkelimenin pencere icerisinde kenar kelime
durumundayken vektorel degerini ifade
etmektedir.

Pencere boyutunun 2 oldugu bir olasilik hesaplama
islemi Ornegi asagidaki gibidir. Bolme isleminin
paydasinda ise, bu islemin derlem icerisinde yer
alan tiim kelimeler icin yapilarak degerlerin
toplandig1 goriilmektedir.

exp (U;apayVyeni)

ile ifade edilmistir. Denklem, derlem igerisindeki anav|veni)=
tiim kelimeler igin t pozisyonundaki bir kelimenin p(yapaylyeni) =1 %P (W Vyeni)
solunda ve saginda bulunan m (pencere boyutu) .
kadar kelimenin tahmin edilmesine dayanmaktadir. . eXP(UgekaVyeni)
p(zekalyeni)= = =
1 w=1 €XP (uwvyeni)
J:';Zthl 2 mejem 109 P(Wej | W) 1)
Plwezlwd ¥ pjwea | we) . « P (e | wy | P Wzl W)
| Yapay | zeka | yeni | elektrik |  demektir
! V ||| .|I.I |’
Kenar t pozisyonundaki Kenar

merkez kelime

Sekil 3. Skip-Gram yonteminin uygulanmast

C.U. Mih. Mim. Fak. Dergisi, 34(2), Haziran 2019
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Cizelge 2. Skip-Gram modeli

Ciimle (window_size=1) GIRDI CIKTI
1| Yapay zeka yeni elektriktir (yapay) (zeka)
2| Yapay zeka yeni elektriktir (zeka) (zeka) (yapay) (yeni)
3| Yapay zeka yeni elektriktir (yeni) (yeni) (zeka) (elektriktir)
4| Yapay zeka yeni elektriktir (elektriktir) (yeni)

Cizelge 1 ve Cizelge 2 incelendiginde Skip-Gram
modelinin esasen CBOW modeli ile ¢ok benzer
oldugu daha Oncede ifade edildigi gibi temel
farkliligin kelimeleri girdi olarak alis sekillerinden
kaynaklandig1 net olarak ortaya ¢ikmaktadir.

3.3. GloVve

Glove, adim1 “Global Vectors for Word
Representation” kelimelerinin bas harflerinden
alan bir diger kelime temsil yontemidir. Dogal dil
isleme alaninda Word2Vec yonteminden sonra en
cok kullanilan yontemdir. Stanford {iniversitesinde
Pennington ve arkadagslar1 tarafindan
gelistirilmigtir [19].

Bir derlem iizerinde yakin anlamli kelimelerin
tespit edilmesinde Word2Vec yontemine gore daha
az basarilidir. Glove, global kelime-kelime sayilari
lizerinde egitilen ve boylece istatistiklerin daha
etkili olarak kullanilmasina olanak saglayan bir
yontemdir. Glove modeli, analojik wveri seti
tizerinde %75 dogruluk oranina sahip bir kelime
uzay modeli 0Uretmektedir. Bu da Word2Vec
yonteminin analoji tespitlerinde daha basarili
oldugunu gostermektedir. Glove yoOntemine gore
optimize edilecek hata fonksiyonu Esitlik 3 ile
gosterilmistir.

w
J:%Zij:l f(PU) (U;r Vj' |Og Pij)z (3)
3 numarali esitlige gore u ve v simgeleri global
kelime-kelime sayilari ile olusturulan matrisin satir
ve siitun degerlerini gostermektedir. Esitlik 3’te Ki
f(Pij) tanimlanmig agirlik fonksiyonudur. W ise
olugturulan sozliigiin boyutudur [19].
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4. MATERYAL

Daha oncede bahsedildigi iizere metin isleme hatta
daha iist kapsamiyla dogal dil isleme alaninda
yapilan calismalar, biiyiik veri kavramimin ortaya
¢ikmasiyla hatta bu verilerin ¢ok biyik bir
kisminin  metin (text) verilerinden olugmasi
nedeniyle ¢ok biiyiikk 6nem kazanmis ve son
yillarda olduk¢a popiiler calisma alanlar1 haline
gelmigtir. Ancak bu konuda Tirkce diline 6zgi

yapilan  c¢aligmalarin  sayisina  bakildiginda
sayilarinin  yetersiz oldugu goriilmiistiir. Bu
nedenle Word2Vec yoéntemiyle Tirkce

iceriklerden olusan veriler iizerinde bir ¢alisma
yapilmigtir. Caligmada kullanilan Tiirk¢e derlem
(korpus) iki boliimden olusmaktadir.

Hazirlanan korpusun ilk boliimii, internetten
faydalanarak bazi sorgularla veri ¢gekmeye yarayan
beautiful soup adli bir python kiitiiphanesi ile
olusturulmustur. Ornegin “teknoloji”, “egitim”,
“tarih”, “turkiye”, “ekonomi”, “spor” , “siyaset”
gibi kelimeler ile sorgu yapilmistir. Bu kisim
internetten edinildigi i¢in bazi kelimelerde yazim

hatalar1 olabilmektedir.

Korpusun ikinci bélimu ise Turkiye Blyik Millet

Meclisi  tutanaklar1 ve  Wikipedia  Tiirkce
makaleleri  kullanilarak  olusturulmustur. Bu
boélumde ise, herhangi bir yazim hatasi
bulunmamaktadir.

Bu calisma kapsaminda, toplamda 22.090.767
satirdan ve 10.562.752.820 adet token haline
gelmis kelimeden olusan yaklasik 60 GB
boyutunda bu alanda yapilmis ¢aligmalar igerisinde
ki en biiyiik derlemlerden biri olusturulmustur.

C.U. Mih. Mim. Fak. Dergisi, 34(2), Haziran 2019
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4.1. On islem Cahsmalar
Metin dosyast igerisindeki metinler okunarak,
nokta igareti referans alinarak metinler cumlelere

bolinmiistiir.

Ciimlelerden harfler digindaki tiim karakterler

(sayilar, semboller,  noktalama  isaretleri)
temizlenmistir.
Ciumleler ise, aralarindaki bosluklar dikkate

alinarak kelimelere ayrilmstir.

Tokenlara ayrilmig kelimeler, zemberek ortami
kullanilarak koklerine ayrilmstir.

Kelimeler icerisinde stop words olarak bilinen
etkisiz kelimeler elenmistir. Ancak diger diller igin
bu kelime listeleri daha 6nceden olusturulmusken
Tiirkgeye 6zgii bu sekilde tatmin edici bir ¢aligma
yapilmadigi i¢in bu boliimde ¢aligmanin bir katkisi
olarak etkisiz kelimeler listesi olusturulmustur.

Etkisiz kelimeler listesinin  olusturulmasinda
calisma i¢in hazirlanmig derlemin ikinci bolimi
kullanilmistir.  Bunun nedeni derlemin  bu
boliimiiniin daha kiiciik olmasi ve higbir yazim
hatasinin bulunmamasidir.

Etkisiz kelimeler listesinin olusturulmasinda ilk
boliimde deginilen TF-IDF yontemi kullanilmistir
[20].

Esitlikte 4’te tf; ; ile terim sikhig1 yani TF degeri

hesaplanmaktadir. Bu deger esitlikte de goriildiigi
Uzere TF=kelimenin dokiman da geg¢me

Cizelge 3. TF-IDF agirlik matrisleri

Murat AYDOGAN, Ali KARCI

sayisi/dokiimandaki kelime sayisi ile
hesaplanmaktadir.
— _Mij
W e “)

Esitlik 5 kullanilarak IDF degeri hesaplanmuistir.
IDF = log (toplam dokiiman sayisi/kelimeyi igeren
dokiuman sayust)

idf (w)= log (dﬁfl) (5)

TF-IDF matrisinin agirliklarinin olusturulmasi igin
ise Esitlik 6 kullanilmustir.

w=tf*idf (6)

Cizelge 3 yorumlanirsa, derlem igerisinde en
yaygin kelimeler frekanslart géz Oniine alinarak
hesaplanmistir. TF-IDF degerleri tablodaki gibi
hesaplandiginda agirlik degeri ne kadar 0’a
yakinsa o kelimenin derlem igerisinde o kadar
yaygin (common word) bir kelime oldugu
anlagilmaktadir. Bu da derlem igerisinde kelimenin
¢ok spesifik bir kelime olmadigini ortaya
koymaktadir. Bu nedenle TF-IDF skoru 0 ile 0,1
araliginda olan kelimelerden etkisiz 250 kelime
belirlenmistir.

Daha once de belirtildigi gibi bu g¢alisma igin
hazirlanan derlem igerisinde yaklagik 10,5 milyar
token kelime bulunmaktaydi. Etkisiz kelimeler
listesinin olusturulmasi ve uygulanmasi ile birlikte
848.908.720 adet kelime etkisiz kelimeler listesi
icerisinde yer alan kelimelerden olustugu igin
model igin hazirlanan derlem igerisinden elenerek
temizlenmistir.

KELIME TF IDF AGIRLIK
‘igin’ 126215/4742527= 0,026 | log(387179 /126215) = 0,486 TF*IDF =0,012
‘de’ 98689/4742527= 0,020 | log(387179/98689) = 0,593 TF*IDF =0,011
‘da’ 68652/4742527= 0,014 | log(387179 /68652) = 0,751 TF*IDF =0,010
‘bu’ 44037/4742527= 0,009 | log(387179 /44037) = 0,944 TF*IDF =0,008
‘ve’ 26249/4742527= 0,005 | log(387179 /26249) = 1,168 TF*IDF =0,005
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4.2. Model Olusturulmasi

Bu calismada daha Oncede bahsedildigi gibi
kelimelerin ~ analizlerinin ~ yapilmak  iizere
sayisallagtirllmast maksadiyla Google tarafindan
Mikolov ve arkadagslari [9] tarafindan gelistirilen
Word2Vec yontemi kullanilmigtir.  Word2Vec
yonteminde  parametre  secimleri  modelin
performansint  6nemli  Ol¢iide  etkilemektedir.
Yontemde kullanilan bazi parametreler ve
aciklamalari ile bu calismada gelistirilen modelde
tercih edilen parametre degerleri Cizelge 4’te

verilmigtir. ~ Kullanilan ~ parametre  degerleri
literatiirde yapilan ¢alismalar incelenerek ve
kullanilan degerlerin sonunda elde edilen sonuglar
deneme yanilma ile gézlemlenerek en uygun deger
degerler tercih edilmistir [21].

Deneysel ¢alismalarda, Python 3 programlama dili
ve Anaconda ortami ayrica Microsoft Windows
Server 2012 R2 igletim sistemi ile Intel Xeon E5-
2630 2.20 CPU ve 64 GB bellek kullanilmistir.

Cizelge 4. Word2Vec yonteminde kullanilan bazi parametreler
Parametre Alabilecegi Deger Arahgi Aciklama Kullanilan Deger
.Model e O.h?Stu.mlml.ls’ on Modelin egitilmesi igin
sentences islemden gegirilmis kelimeler AR Derlem
S kullanilan veri kiimesidir.
listesidir.
size Op5|yone[olarak integer Kelime vektorlerinin 300
deger alir. boyutudur.
Bir cimle igindeki
window Op5|y0ne[olarak integer mevch ve tahmin ed-llen 10
deger alir. kelime arasindaki
maksimum mesafedir.
Opsiyonel olarak integer Parametre degerinden
min_count psty deser alir g daha diigiik frekanstaki 10
& ) tiim kelimeler yok sayilir.
Modeli egitmek igin
Opsivonel olarak integer caligan thread sayisidir.
workers pSty deser alir g Cok cekirdekli 10
& ’ makinelerle daha hizli
egitim gergeklesir.
Skip-gram ydntemiyle
o .. egitim i¢in 1, CBOW Caligmada iki yontemde
59 0 ve 1 degerlerini alir. yontemi i¢in 0 degeri kullanilmustir.(0 ve 1)
kullanilir.
alpha Opsiyonel olarak float deger Baslangi¢ 6grenme 0,025
alir. oranidir.
5. BULGULAR Sekil 4’te goriildiigii gibi Mikolov ve arkadaslarina

Bu calismada, python programlama diline ait
BeautifulSoup kiittiphanesi kullanilarak
olusturulan derlem {izerinde 6n islem calismalar
yapilarak  Word2Vec modeli uygulanmustir.

188

gore, “king” ve “man” kelimelerinin vektorleri
arasindaki uzaklik “queen” ve “woman” kelimeleri
arasindaki uzaklia esit olmalidir. Bagska bir
deyisle A vektorii B vektoriine esit olmalidir
denilebilir. Mikolov ve arkadaslari bu esitligi soyle
tanmimlamuslardir [11].
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vector (“king”) — vector ("man") = vector (“queen”) — vector ("woman")
Bu denklem Sekil 4’te gorsellestirilmistir. Ayrica
bu gosterim yorumlandiginda “king” kelimesinin
vektorel degerinden “man” kelimesi ¢ikarilip
“woman” kelimesi eklenirse “queen” kelimesinin
cevap olarak alinmas1 beklenmektedir.

]

Sekil 4. Mikolov tarafindan tanimlanmig kelime
vektdrlerinin gosterimi [11]

Bu ¢alismada Word2Vec modeline ait CBOW ve
Skip-gram yontemleri Tirkce metinler (zerinde
kiyaslanarak modelin performansi incelenmistir.
Word2Vec modelinde kelime vektorleri arasindaki
benzerlik genellikle kosiniis benzerligi kullanilarak
tespit edilmektedir. Bu ¢aligmada kosiniis uzaklik
formiilii ile birlikte Ibn-i Sina (Oklid) uzaklig1 da
kullanilarak uzaklik formiillerinin de yakin anlaml
kelimelerin tespitinde nasil bir rol oynadig1
incelenmistir.

Calismada, olusturulan Tiirk¢e derlem {izerinde
Oniglem asamalarinin ardindan Word2Vec modeli
ile uygun parametreler kullanilarak egitim siireci
tamamlanmistir. Egitim iglemi bittikten sonra
derlem igerisindeki her bir benzersiz kelime igin
kelime vektorleri olusturulmustur.

Kelimeler arasindaki benzerlik ve yakin anlamlarin
incelenmesinde bu kelime vektorleri kullanilmastir.
Cizelge 5 incelendiginde Orneklerde verilen
kelimelerin ~ vektorel karsiligi  bulunarak, bu
degerin kelime listesinde yer alan diger benzersiz
kelimelerin vektorel degerleri arasindaki kosiniis

C.U. Mih. Mim. Fak. Dergisi, 34(2), Haziran 2019
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uzakliklar1 incelenmistir. Cizelge 5’te  6rnek
kelimeler iizerinde bu kelimeye en yakin 5 kelime
CBOW, Skip-Gram ve Glove ydntemlerine gére
listelenmistir.

[Ik siitunda yakin anlamli kelimelerin arastirildig
kelime vektorii verilmistir. Cizelge 5’te yer alan
sonuclar ilk olarak CBOW ydntemine gore
incelendiginde; “Pazartesi” kelimesi ile yakin
anlamli  kelimelerin  tespiti i¢in  pazartesi
kelimesinin ~ vektdriine en yakin  vektorler
siralandiginda  listelenen  kelimelerin  Sals,
Persembe, Carsamba seklinde yine haftanin
giinlerinin bulundugu gorilmektedir.  Yani bu
durum modelin pazartesi kelimesini haftanin
giinlerinden biri oldugunu anladigt ve yakin
anlamli olarak haftanin diger giinlerini buldugu
seklinde yorumlanabilir. Yine benzer sekilde
“ocak” kelimesi ile yakin anlamli kelimeler olarak
yilin diger aylar listelenmis, “ankara” kelimesinde
diger Onemli iller, “bes” kelimesinde diger
rakamlar benzer kelimeler olarak ortaya ¢ikmustir.

Cizelge 5’te yer alan son 6rnek incelendiginde ise
“mi” kelimesine benzer kelimeler sorgulanmis
cevap olarak mu?, mudur? vb. soru ekleri
bulunmustur. Bdylece modelin “mi” sdzciigiiniin
bir soru eki oldugunu tespit ettigi ve bu model
kullanilarak bazi gramer tabanli islemlerinde
yapilabilecegi goriilmektedir. CBOW
algoritmasina gore sonuglarin basarili oldugu
gorilmektedir.

Cizelge 5 Skip-Gram algoritmasina gore analiz
edildiginde ise, hemen hemen CBOW algoritmasi
ile aynt sonug¢lara ulagilmigtir. Yakin anlaml
kelimelerin tespitinde bir diger Word2Vec yontemi
olan Skip-Gram algoritmasinin da basarili sonuglar
verdigi gorilmektedir.

Cizelge 5 Glove yontemine gore irdelendiginde ise
bu yontemle de yakin anlamli kelimelerin basarilt
sekilde tespit edildigi ancak siralanan 5 kelime
icerisinde daha once incelenen CBOW ve Skip-
Gram algoritmalarinda rastlanmayan bazi alakasiz
kelimelerinde listelendigi goriilmektedir.
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Cizelge 5. Word2Vec yontemi ile egitilen kelime benzerliklerinin incelenmesi

Kelime cBoOw Skip-Gram GLOVE
 [('salr’, 0,9630045294761658), 0’797[57";;?[%%1327;185)' [(‘carsamba’, 0,5897661447525024),
Ve (‘persembe’, 0,9585877656936646), | (. . . "0 71 o5 7616877148) (‘sali’, 0,5786328315734863),
(pazartesiv) | (‘arsamba’, 0,9553182721138), (aal’, 0.7703690528860629), | ( persembe’, 0,5526260137557983)
(‘cuma’, 0,0538884162902832), | (.p\\anecis ) 7690112895065576), | . Anem’, 0,4993872046470642),
(‘cumartesi, 0,9386611580848694)] | "(.c.. 2" 0 6702000460604492)] | ( CUmartesi’, 0,4941185712814331)]
[(agustos’, 0,9286551475524902), | [(‘subat’, 0,5146446824073792), [(nisan’, 0,7427805662155151),
vec (‘mart’, 0,9277894496917725), (‘mart’, 0,4734412431716919), (‘mayis’, 0,7262980341911316),
Cocaky) | (mans’09231933355331421), | (‘kasinm', 0,4670507311820984) (‘kasim’, 0,7259864807128906),
(‘subat’, 0,9167772531509399), (‘ekim’, 0,43222731351852417), (‘ekim’, 0,7126656770706177),
(‘temmuz’, 0,9152134656906128)] | (‘eyliil’, 0,42404061555862427)] (‘subat’, 0,6853300333023071)]
[(izmir’, 0,7307801842689514), | [(istanbul, 0,5656736493110657), | [(istanbul, 0,5705186128616333),
vec (‘bursa’, 0,6751932501792908), (‘izmir’, 0,5347393751144409), | (‘erzincan’, 0,5660161375999451),
(ankara’) | (jstanbul’, 0,6552906086376953), | (‘antalya’, 0,5179589986801147), (tokyo, 0,5624301433563232),
(*adana’, 0,6191496849060059), (‘bursa’, 0,5097886919975281), | (*bilyiikelci’, 0,5579214692115784),
(‘antalya’, 0,5946915149688721)] | (‘erzurum’, 0,5054399967193604)] | (‘mmo,org,tr’, 0,539327502250671)]
[(‘ii¢”, 0,900638222694397), [(*sekiz’, 0,826900839805603), [(“0’, 0,6285558342933655),
vec (‘sekiz’, 0,8753728866577148), (“iig’, 0,8074360489845276), (altr’, 0,6276718378067017),
(bes’) (‘dort’, 0,8631222248077393), (‘elli*, 0,7847145795822144), (“yirmi’, 0,6216707229614258),
$ (“yedi’, 0,8289333581924438), (‘dort’, 0,7656667232513428), (“sekiz’, 0,5732786059379578),
(“dokuz’, 0,779234766960144)] (‘say’, 0,7624074220657349)] (‘ii¢’, 0,5651163458824158)]
[(‘mu’, 0,565196692943573), [(‘mi*, 0,7778604030609131), [(‘mu’, 0,7941142916679382),
vec (‘midir’, 0,5488075613975525), (“yoksa’, 0,7676596641540527), (‘peki’, 0,7562239766120911),
e (‘mi’, 0,5180516839027405), (‘midir’, 0,7531024813652039), (‘evet’, 0,7499561309814453),
(‘mr’) (‘ne’, 0,5127418041229248), (‘mu’, 0,7458171844482422), (‘ney’, 0,7311218976974487),
(‘misin’, 0,4763811230659485)] (‘ne’, 0,7390531301498413)] (*herhalde’, 0,719590425491333)]

CBOW algoritmasina gore “bilgisayar” kelimesi
ile tespit edilen yakin anlamli kelimelerin kosiniis

gdobe

gncafee

grabirim

orel

pazihm &ilgisayar 1

nix

dnux @ntiviris

axindow

ftware

benzerligi kullanilarak tespit edilmesi ve 2 boyutlu
gosterimi ise Sekil 5°te verilmistir.

vec(*bhilgisayvar?®)
[('vazilim', 0.7579794526100159),
('software’, 0.7499984502792358),
('linux', 0.7446211576461792),
('arabirim', 0.7420304417610168),
('adobe’, 0.73287433385849),
("antiviriis', 0.7316679954528809),
('windows', 0.7205464243888855),
('corel', 0.7121461629867554),
(unix', 0.7088601589202881),
('mcafee’, 0.7064476013183594)]

Sekil 5. Vektoriin 2boyutlu diizlemde gdsterimi

Word2Vec modeli kullanilarak vektorel degerler
tizerinden bir kelime ile yakin anlamli kelimeler
tespit edilebildigi gibi bu yontemde kelimelerin
vektorel degerleri olusturuldugu igin kelimeler

lizerinde bazi matematiksel islemlerde
yapilabilmektedir.
190

Cizelge 6 incelendiginde, 1 numarali esitlikte
Mikolov ve arkadaslarinin [9] ¢alismalarinda
bahsettikleri esitligin Tiirkge karsiligi denenmistir.
Buna gore, “kral” wve “erkek” kelimelerinin
vektorlerinin arasindaki mesafenin, “kralice” ve
“kadin” kelimelerinin vektorlerinin arasindaki
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mesafeye esit olmast gerekmektedir. Yani
“kralice” kelimesini elde edebilmek igin “kadin”
kelimesi esitligin diger tarafina atildiginda (kral-
erkek+kadin) olusan esitligin vektorel karsiliginin
yaklagik olarak ‘kralice” kelimesinin vektorel
karsiligina esit olmalidir. 1 numarali esitlik
incelendiginde ise kral-erkek+kadin denkleminin
sonucunda ortaya c¢ikan degere en yakin 5 deger
stiralandiginda CBOW ve Skip-Gram algoritmasina
gore ilk sirada beklendigi lizere “kralice” kelimesi
elde edilmistir. Ancak Glove yodnteminde bu
sonuca ulagilamamigtir. 2 numaralt esitlikte ise
“amca” — “erkek” = “teyze” — “kadin” esitligi
sinanmig, bu nedenle “teyze” kelimesi yalniz
birakilmistir. Bu esitlikteki amag ise esitlikten elde
edilen vektorel degerin karsiliginin “teyze” veya
“hala” kelimesinin degerine yaklasik olmasidir. Bu
esitlikte de CBOW ve Skip-Gram algoritmasina
gore beklenen sonuca ulagilarak ilk sirada “teyze”
kelimesi elde edilmistir. Ancak “hala” kelimesi
daha arka siralarda yer almistir. Glove yonteminde
ise “teyze” kelimesi son sirada yer almustir. 3
numarali esitlikte ise “doktor” ve ‘erkek”
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kelimeleri ile “hemsire” ve “kadin” kelimelerinin
vektorel degerlerinin farklarinin  esit oldugu
diistiniilerek daha onceki 6rneklerde oldugu gibi
“hemgire” kelimesinin elde edilmesi
amaglanmistir.  Bu  o6rnekte  ise CBOW
algoritmasina gore beklenildigi gibi ‘“hemsire”
kelimesi  cevap  kelime  vektori  olarak
dondiiriilmistiir. Ancak Skip-Gram algoritmasina
gore “hemsire” kelimesi ikinci sirada yer almustir.
Bu durum daha nadir gegen kelimelerin tespitinde

kullanilabilecegi  seklinde  yorumlanabilir. 3
numarali esitlik Glove algoritmasina gore
bakildiginda ise hem beklenen sonuglara

ulagilamadig1 hem de elde edilen sonuglarin alakali
kelimeler olmadig1 goriilmiistiir.

Kelimelerin vektorlestirilerek iizerinde
matematiksel islemlerin yapilabildigi ve elde
edilen sayisal deger ile ilgili vektoriin arasindaki
mesafeye en yakin kelimenin  vektoriiniin
dondiirtildigii bu uygulamada Glove yonteminin
Word2Vec algoritmalarina gore daha basarisiz
oldugu goriilmektedir.

Cizelge 6. Word2Vec yontemi ile egitilen kelime benzerliklerinin incelenmesi

CBOW |

Skip-Gram

GLOVE

1. vec (“kral”) - vec (“erkek”) + vec (“kadin”) = vec (cevap)

[(*kralice’, 0,5058310031890869),
(‘prenses’, 0,4587770998477936),
(‘imparator’, 0,4512189030647278),
(‘prens’, 0,44870319962501526),
(‘hukiimdar’, 0,43795979022979736)]

[(kralige, 0,6649389863014221),
(“‘prens’, 0,6619410514831543),
(htikiimdar, 0,6613924503326416),
(‘imparator’, 0,6476287841796875),
(“frigya’, 0,6386576890945435)]

[(‘prens’, 0,36667877435684204),
(prenses, 0,3593514561653137),
(“‘napolyon’, 0,342054545879364),
(‘aleksandr’, 0,3324899971485138),
(‘ferdinandr’, 0,31234925985336304)]

2. vec (“amca”) - vec (“erkek”) + vec (“kadin”) = vec (cevap)

[(‘teyze’, 0,6639469861984253),
(‘dayr’, 0,5801525712013245),
(hala, 0,5743905305862427),
(abla, 0,5725879669189453),
(‘agabey’, 0,5711960792541504)]

[(‘teyze’, 0,46290165185928345),
(“eniste’, 0,39535993337631226),
(“day1’, 0,38905856013298035),
(‘anneanne’, 0,38179734349250793),
(“abla’, 0,3774968683719635)]

[(ogul’, 0,7785995602607727),
(‘dede’, 0,7496525049209595),
(“dayr’, 0,743678092956543),
(‘baba’, 0,7313336730003357),
(‘teyze’, 0,7183244228363037)]

3. vec (“doktor”) — vec (“erkek”) + vec (“kadin”) = vec (cevap)

[(*hemsire’, 0,7681228518486023),
(*hekim’, 0,7603170275688171),
(*hasta’, 0,7203007936477661),

(‘kardiyolog’, 0,682590901851654),

(‘hastabakicr’, 0,6806880235671997)]

[(*hekim’, 0,6817376017570496),
(‘hemsire’, 0,6360365152359009),
(‘eczacr’, 0,6312180161476135),
(“hasta’, 0,6196988821029663),
(“bakicr’, 0,6053770184516907)]

[(‘adam’, 0,37649837136268616),
(‘ameliyat’, 0,37092214822769165),
(“hasta’, 0,33870816230773926),
(“hanim’, 0,3268465995788574),
(“bleda’, 0,3250676989555359)]

Cizelge 6°da bir onceki uygulamada Word2Vec
algoritmalar1 daha basarili olduklar1 i¢in bu
uygulamada Word2Vec yontemine gore sonucalar
incelendiginde beklenen sonuglara ulasildigy,
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ozellikle Word2Vec yontemi ile kelimelerin

vektorel  degerleri  iizerinde  matematiksel
islemlerin yapilabilmesi ve sonuglarmn oldukga
basarili  performans  gosterdigi  gOriilmiistiir.
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vec(“tlrkiye™)

- vec (“tirk™) + vec (“japon”)

(‘japonya’, 0,5943777561187744)

vec(“tlrkiye™)

- vec (“ankara”) + vec (“baki™)

(“azerbaycan’, 0,5270528793334961)

vec(“tlrkiye”) - vec (“osmanli”) + vec (“bizans”)

(‘yunanistan’, 0,5426459312438965)

vec(“islam”) - vec (“turkiye”) + vec (“almanya”)

(‘yahudi’, 0,5666460990905762),
(“musevi’, 0,5661754012107849),
(‘hiristiyan’, 0,5618569254875183)

vec(“lira”) - vec (“almanya”) + vec (“tlrkiye”)

(‘euro’, 0,5543266534805298),
(‘sterlin’, 0,5256396532058716),
(‘dolar’, 0,5223875641822815),
(‘avro’, 0,4999542832374573),

vec(“odtli”) — vec(“tlrkiye™) + vec (“ingiltere™)

(‘birmingham’, 0,4685020446777344),
(‘nortwestern’, 0,46640270948410034),
(“massachussets’, 0,46634599566459656),
(“sussex’, 0,4653938412666321),

Yine yukaridaki tabloda goriildigi gibi ilk iki
satirda ilke-millet ve ulke-bagkent sorgulamasi
yapilmis ikisinde de beklenen sonuglar ilk sirada
donmiistiir. Ozellikle “Tirkiye-Osmanl1”
kelimeleri ile “Yunanistan-Bizans” kelimeleri
arasindaki baglantinin tespit edilebilmis olmasi

heyecan vericidir. Ulke-din sorgulamasinda ise,
sonug olarak Almanya’da en ¢ok inanilan din olan
Hristiyanligin ilk sirada ¢ikmasi beklenmis ancak
bu kelime {igiincii sirada goriilmiistiir. Bu durumun
da derlem icerisinde gecen kelimeler ile alakali
oldugunun bir Ornegidir. Derlem zenginlestikce
sonuglarin dogruluk orani da artmaktadir.

Asagida yer alan tabloda ise, verilen ilk iki kelime
arasindaki benzerlik nokta carpimi ile tespit
edilerek ¢ikan sonug¢ ile son kelime vektorii
arasindaki farkin hangi kelimenin vektoriine denk
geldigi incelenmistir. Boylece iinlii bir futbolcu
olan Ronaldo ve futbol kelimelerinin vektorleri
arasindaki fark ile ressam kelimesi ve bir ressamin
isminin (icraci-icra edilen ig) ortaya c¢ikmasi
beklenmistir. Sonug olarak tabloda goriildigii gibi
“Zonaro” kelimesi donmiistiir. Zonaro kelimesi
Google da arastinldiginda ise, wikipedia
kayitlarinda 19. yy’da Osmanli sarayinda hizmet
vermis Tiirk ressam olarak taninan italyan bir
ressam oldugu bilgisi ile karsilasilmigtir [22]. Yani
bizim bile bilmedigimiz bir bilgi model tarafindan
tespit edilmisgtir.

Input: en_yakin_benzerlik_bul("ronaldo",

futbolcu

, "'ressam”

Output: ‘zonaro’

ronaldo ve futbolcu kelimeleri, zonaro ve ressam kelimeleri kadar iligkilidir...

Input: eslesmeyeni_bul("bursa", "karadeniz",

Output: ‘bursa’

marmara”, “akdeniz”)

Bir diger 6rnekte ise tanimlanan bir fonksiyon ile
girdi (input) olarak verilen kelimelerin vektorleri
incelenerek vektorler arasindaki en diisiik deger en
uzak mesafe bir bagka deyisle anlam bakimindan
en uzak kelime olmasi beklenmistir. Ornek olarak
“Karadeniz, Akdeniz, Marmara ve Bursa”
kelimeleri verilmis model tarafindan ilk 3
kelimenin deniz veya bdlge isimleri oldugu, son
kelimenin bu kelimeler ile ayni grupta yer
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almadig1 tespit edilmistir. Cikt1 olarak “Bursa”
kelimesi donmiistiir.

Derlem olusturulduktan sonra kelime vektorlerinin
CBOW, Skip-Gram ve Glove ydntemlerine gore
egitim siireleri Sekil 6’da gosterilmistir. Derlem
boyutunun %25, %50, %75 ve son olarak derlemin
tamami yani %100’lik kismi egitilerek egitim
stireleri incelenmistir. Bu agamada egitim siireleri
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ilk adimda CBOW algoritmas1 87,3 dk, Skip-Gram
algoritmast 91,4 dk ve Glove yoéntemi 80,5 dk
olarak elde edilmistir. Yani bu asamada en hizli

Murat AYDOGAN, Ali KARCI

algoritmayr Glove ve Skip-Gram algoritmasinin
takip ettigi sOylenebilir. Grafik incelendiginde bu
durum son adima kadar dogrusal olarak bu

yontemin CBOW  algoritmasi  oldugu bu siralama ile devam ettigi seklinde yorumlanabilir.
——CBOW —@—Skip-Gram =—A—GloVe
9
< 400
= 350
@ 300
= 250
= 200
= 150
550 100 A
= 59 DERLEM BOYUTU
25% 50% 75% 100%
——CBOW 87,3 154,1 220,4 357,2
—ili— Skip-Gram 91,4 200,6 300,3 440,9
—A—GloVe 80,5 176,3 290,4 422.5
Sekil 6. Kelime vektorlerinin egitim siireleri
6. SONUCLAR Glove yontemine gore anlamsal benzerliklerin

Bu calismada, metin isleme calismalarinin en
6nemli bolimlerinden biri olan kelimelerin temsil
edilmesi iizerinde ¢aligmalar yapilmistir. Yaklagik
60GB boyutunda 10,5 milyar kelimeden olugan bir
derlem olusturularak bu alandaki en biiyiik
calismalardan birisi yapilmstir.

Calismanin katkilarindan biri olan Tiirk¢e diline
0zgl gereksiz kelimeler listesi TF-IDF yontemiyle
olusturulmus ve uygulamada kullanilmistir. Bu
islem sonunda derlem igerisindeki kelimelerden
onemli miktarda bir eleme yapilarak uygulamaya
performans olarak katki saglanmistir.

Olusturulan derlem iizerinde, son doénemlerde
gelistirilen en dnemli iki model olan Word2Vec ve
Glove yontemleri ile  kelime  vektorleri
olusturulmustur. Bu iki modelin en biiyiik avantaji
olan kelimelerin anlamsal olarak yakinliklarinin
tespit edilmesi konusu analiz edilmistir. Bu analiz
sonucunda goriilmiistir ki Word2Vec yontemi
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tespiti konusunda daha iyi sonuglar vermistir.
Ozellikle “vec(kral) — vec(erkek) + vec(kadin) =
vec(kralige)” gibi bir denklem formatinda
vektorler lizerinde matematiksel islemler yapilarak
beklenilen kelimenin model tarafindan 6nerilmesi
islemlerinde Word2Vec yontemi oldukga iistiin bir
basarim gostermistir.

Calisma kapsaminda Word2Vec yonteminin iki
temel algoritmasi olan CBOW ve Skip-Gram
algoritmalar1 da analiz edilmistir. Calismada
kullanilan derlem biiyiik bir derlem oldugu igin bu
derlem tizerinde CBOW algoritmasi daha iyi bir
performans gostermistir. Derlemin daha kiguk bir
kismi ile ¢alismalar yapildiginda ise, Skip-Gram
yonteminin daha basarili oldugu goriilmiistiir. Yine
derlem igerisinde sik gegen kelimelerin temsilinde
CBOW, nadir gecen kelimelerin temsilinde ise,
Skip-Gram algoritmasinin daha basarili oldugu
goriilmiistiir. Yani tercih edilecek algoritmanin,
iizerinde ¢alisilan derleme gore tercih edilmesi
daha uygun olacaktir.
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Calismanin son kisminda ise, Word2Vec modeli
CBOW ve Skip-Gram algoritmalar1 ile Glove
yontemi egitim siireleri bakimindan analiz
edilmistir. Oncelikle derlemin tamanmi daha sonra
derlemin %75’lik kismu ardindan %50 ve son
olarak %25’i modellere derlem (corpus) olarak
verilmis ve egitim siireleri kiyaslanmigtir. Bu
inceleme sonunda CBOW algoritmasinin egitim
stiresinin tim adimlarda Skip-Gram ve Glove
algoritmalarindan daha hizli oldugu goriilmiistiir.

Calisma sonunda kelime vektorlerinin kullanilarak
anlamsal olarak yakin kavramlarin  tespit
edilmesinde hem Word2Vec hem de Glove
yontemlerinin basarili olduklart ancak hem hiz
hem de basarim olarak Word2Vec ydnteminin
daha iyi oldugu goriilmiistiir. Olusturulan kelime
vektorlerinin, metin smiflandirma problemlerde
kullanilarak bu yontemin siniflandirma basarimin
artiracagi diistiniilmektedir.
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