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In this paper, three different methodologies are proposed for classification problem in the real
production environment. Hybrid genetic algorithm is adapted to the current problem and the
results compared with hybrid radial basis function. After validating hybrid genetic algorithm, the
best chromosome’s genes’ values are used as coefficients to predict the classes for the first time
in this study.
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Figure A. Chromosome schema

Purpose: The aim of this paper is to build a predictive decision support model which will support
the decision making of yarn acceptance at the incoming quality control stage of the actual
production environment.

Theory and Methods: Hybrid genetic algorithm, in which the k-NN classifier with variable k
policy and local search is embedded, is applied as the first solution method. Radial basis function
(RBF) that is hybridized with recursive least squares estimation (RLS) method is utilized as a
second solution method. Finally, since both important attributes and their coefficients can be taken
directly from the best chromosome of the hybrid genetic algorithm, the third technique is proposed
as using these coefficients by multiplying with attribute values and then comparing with the
threshold value to accept/reject the sample.

Results: Average accuracy rates of hybrid genetic algorithm and hybrid RBF are 90.14% and
90.25% respectively. These two methods then compared with Naive Bayes and 1Bk and applied
methods, outperformed both of them. The accuracy rate of the proposed third method is calculated
as 88.95%. The result is compared with multiple linear regression, and it is observed that the
proposed method outperformed with a significant margin.

Conclusion: In this study, the predictive decision system models are suggested to accept or reject
decision for yarn acceptance process in a textile factory in Bursa/Turkey. More than 1200 samples
are used to run hybrid genetic algorithm, hybrid RBF, and regression-based method, which utilize
the best chromosome’s genes’ random numbers of hybrid genetic algorithm. Although this
technique’s performance is less than the hybrid genetic algorithm and hybrid RBF, it is clear that
it is a convenient methodology that can be preferred in terms of ease of use.
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Bu caligmada, iplik kalite kabul siirecindeki dort adet girdi faktoriinlin yaninda, ¢alisanlarin karar
alma konusunda uzman goriislerinin de dikkate alindig1 bir yapi ig¢in ongorii destek sistemleri
tasarlanmustir. Ilk yontem, daha énce siniflandirma ¢alismasi icin tasarlanip dogrulanan melez
genetik algoritma olup mevcut ¢alismaya adapte edilmistir. Diger metot ise, sinirsel aglar temelli
melez radyal tabanli fonksiyondur ve probleme uygun hale getirilerek kodlanmstir. Gergek iiretim
verilerinin kabul-ret karari igin siniflandirilmasi siirecinde, gelistirilen iki teknik ile %90’in
iizerinde dogruluk orani elde edilmis, literatiirde iyi bilinen diger bazi yontemler de performans
karsilastirmasinda kullanilmigtir. Melez genetik algoritmanin performans: dogrulandiktan sonra,
elde edilen en iyi kromozom, siuflandirma tahmin modeli olarak kullanilmustir. Onerilen
metodolojiye gore, secilen 6znitelik degerleri, belirlenen katsayilar ile ¢arpilmis ve bir esik degeri
ile karsilagtirilarak makul bir dogruluk orami ile kabul-ret karari verilebilmistir. Makalenin
literatiire katkis1 ise iki sekilde degerlendirilebilir. ilki, onerilen melez genetik algoritmanin
siiflandirma performansinin melez sinirsel aglar yontemi ile karsilastirilmasi, ikincisi, onerilen
melez genetik algoritma sonucunda elde edilen en iyi kromozomun iplik kalite kabul siireci igin
destek sistem olarak kullanabilmesidir.

Support System of Acceptance-Rejection Decision for Incoming
Quality Control Process

Abstract

In this study, predictive support systems have been designed for a structure in which takes into
account the expert opinions of employees for decision making in addition to four input factors in a
yarn quality acceptance process. The first technique is a hybrid genetic algorithm which was
previously designed and validated for the classification study and adapted to the current problem.
The other method is a hybrid radial based function (RBF) based on neural networks which is
adapted to the problem and coded. During the process of classifying the actual production data for
the accept-reject decision, accuracy rate of more than 90% has been achieved with two techniques
developed and also some other methods which are well-known in literature were used for
performance comparison. After the verification of the hybrid genetic algorithm performance, the
best chromosome that was obtained, used as the model for classification estimation. According to
the proposed methodology, the selected attribute values were multiplied by the determined
coefficients and compared with a threshold value, and an acceptance-rejection decision could be
made with a reasonable accuracy rate. The contribution of the article to the literature can be
evaluated in two ways. The first one is comparing the classification performance of the proposed
hybrid genetic algorithm with the hybrid neural networks method, and the second one is utilizing
the best chromosome of the proposed genetic algorithm as a support system for yarn quality
acceptance process.

1. GIRiS INTRODUCTION)

Sanayide dijitallesme, literatiirde OODA ( observe—orient—decide—act) dongiisii olarak bilinen, temellerini
insan beyninin karar verme mekanizmasindan alan, Amerika Birlesik Devletleri Hava Kuvvetleri’'nde hava
mubharebesi i¢in Albay John Boyd tarafindan gelistirilen [1] adimlar1 igermektedir. Zamana dayali rekabet,
gergek zamanli isletme, sifir gecikme siiresi, ¢evik isletme, uyarlanabilir isletme gibi birgok yonetim
stratejisinin temelinde, firmalarin degisime olan cevaplan esastir. Gilintimiizde, is liderleri ii¢ yeni soruyu
sormakta; su anda neler oluyor? Olasi muhtemel olaylar nelerdir? Hangi olaylar gelecegi
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etkileyebilir? [2] Bu sorulari tiretim ortaminda cevaplandirabilmek igin, gozlem (observe) agamasindan
verilerin anlik toplanmasi, adaptasyon (orient) asamalarinda analizlerin yapilmasi, gelistirilen
algoritmalarin kullanilarak karar verilmesi ve uygula (act) asamasinda gelistirilen karar destek sisteminin
adapte edilmesi gerekir. Bu dongiiniin canli tutulabilmesindeki en 6nemli kosul ise geri besleme (feedback)
olup tiim asamalardaki doniitlerin gézlem asamasina girdi olarak kullanilabilmesini gerektirir. Veri
madenciligi yontemleri de bu dongiiniin adaptasyon ve karar asamalarinda siklikla kullanilmaktadir. Bu
perspektif ile bakildiginda —calismamizda da odaklanilacak olan- karari en fazla etkileyen 6zniteliklerin
secilmesi, agirliklandirilmasi, segilen ve agirliklandirilan 6znitelikler kullanilarak yeni verinin sinifinin
tahmin edilmesi i¢in gelistirilen algoritmalar, insan beynini taklit etmeye ¢aligan bir karar destek sisteminin
parcalaridir.

Bu makalede, bir dokuma firmasinin iplik kalite kabulii i¢in gereken girdi parametrelerinin (faktor ya da
Oznitelik olarak da belirtilebilir) hizli ve dogru sekilde degerlendirilerek kabul ya da ret kararinin
verilmesini destekleyen bir karar destek sistemi tizerinde g¢aligilmigtir. Gergek sistemde, her bir kabul
faktorii icin alt ve iist limitler belirlenmistir. Fakat limitler icerisinde olsa dahi tiim ipliklerin uzman
calisanin onayimi almasi gerekmektedir. Sonug olarak, sadece uzman caligsan onayini da alan iplikler tiretim
asamasina gonderilmektedir. Onerilen algoritmalar, kabul kararinda insan faktériiniin de yer aldig1 uzman
sistem modellemeleridir. Bu anlamda yapilan ¢alisma, kabul kararinda faktor etkisinin arastirilmasi
niteligindedir. Caligmada, daha dnce siniflandirma ve 6znitelik se¢imi problemleri igin kullanilan melez
genetik algoritma, sinirsel aglar yontemleri ile karsilastirilmistir. Onerilen melez genetik algoritmanin
siniflandirma basarisi %90.14 olup, RLS (recursive least squares estimation-6zyinelemeli en kii¢iik kareler)
ile melezlestirilmis RBF (radial basis function-radyal tabanli fonksiyon) problem i¢in kodlanmis ve %90.25
siniflandirma basarisi elde edilmistir. Hedef ise, regresyon yonteminde oldugu gibi katsayilarin parametre
degerleri ile carpilarak sonu¢ degerin tahmininde kullanilmasi oldugundan, melez genetik algoritmanin son
asamasindaki en iyi kromozomun agirliklar1 kullanilacaktir. Elde edilen bu agirliklar ile karsilik gelen
parametre degerleri carpilmig, hesaplanan deger belirlenen esik degeri ile karsilagtirilmis ve kabul/ret karari
verilmistir. Test asamasinda, sonuglarin %88.95 dogru tahmin edildigi gézlemlenmistir. Esinlenilen yontem
olan regresyonda ise dogruluk oran1 %64.53 degerine kadar ulasabilmistir. Elde edilen tiim bu sonuglara
gore, Onerilen melez genetik algoritma, iplik kalite kabulii asamasinda bir 6ngorii olarak dikkate alinarak
kabul siirecin hizlandirilmasi saglanacaktir.

Makalenin 2. Boliimi, ilgilenilen konular ile ilgili literatiirde daha 6nce yapilan ¢alismalari, 3. bolim melez
genetik algoritma temel adimlarmi, 4. bdliim, probleme 0Ozgii sinirsel ag algoritmalarim
detaylandirmaktadir. 5. boliimde hesaplama sonuglar1 karsilastirilarak algoritma performanslari ortaya
konmus, son olarak 6. boliim ile makale tamamlanmuistir.

2.LITERATUR TARAMA (LITERATURE REVIEW)

Yapilan simiflandirma calismalart iki koldan yiiriitiilmiistiir. Ilki, agirliklandirilnus 6znitelik secimi ile
simiflandirma yapan melez genetik algoritma, digeri ise sinirsel aglar ¢alisma kapsaminda yer alan melez
RBF dir. Iki algoritma performansinin karsilastirilmasinin ardindan, melez genetik algoritma ile elde edilen
en iyi kromozom katsayilarinin sinif tahmininde bulunmast igin gelistirilen, ¢oklu regresyondan esinlenilen
metot da bir tahmin 6ngorii yontemi olarak onerilmistir. Literatiir taramas1 da bu kapsamda ilerletilerek,
Oznitelik se¢im algoritmalari, sezgisel yontemlerle siniflandirma ¢aligmalari, sinirsel aglar ile siniflandirma
caligmalari, es zamanlh simiflandirma ve agirliklandirma algoritmalar1 ve regresyon tabanli yontemler
irdelenmistir.

Oznitelik se¢imi, sonug degerine en fazla katkida bulunan dzellikleri belirleme islemidir ve dogru sekilde
yapilabilirse, 6zellikle biiyiik veriler iceren sistemlerde modelin yiiksek dogrulukta tahminler yapabilmesini
kolaylastirir. Konu ile ilgili literatiir tarama ¢aligmalar1 farkli tarihlerde yapilmis ve ¢cok degerli bilgileri
hassasiyetle derleyebilmistir [3, 4, 5]. Bu ¢calismalarda da gézlemlenebilecegi gibi, meta sezgisel yontemler
oznitelik se¢imi problemlerinde siklikla kullanilmistir. Ornegin Seera ve Lim [6], bulamk min-max sinirsel
aglar, siniflandirma ve regresyon agaci ve rasgele orman algoritmalarini iceren melez algoritma Onermisler,
algoritmay1 UCI [7] veri bankasi’ndaki tibbi veri setlerine uygulamis ve sonuglari literatiirdeki sonuglar ile
karsilastirilarak dogrulamiglardir. Marinakis ve ark. [8] tarafindan yapilan diger bir ¢alisma, 6nerilen melez
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parcacik y1gin optimizasyonu-degisken komsuluk arama algoritmasi olup 6znitelik altkiimesi belirleme
amaci ile kullanilmistir. Oznitelik se¢imi konusunda genetik algoritma kullanan algoritmalarin énemli bir
kisminin kromozom yapilarinda, secilen parametrelerin, 1 segilmeyen parametrelerin 0 ile gosterildigi (ikili
gosterimin kullanildigi) gézlemlenmis ve bahsi gegen caligmalarin bazilart bu paragrafta derlenmistir.
Chatterfee ve Bhattacherjee [9] tarafindan yapilan bir makalede, bir demir madeninde, iiriinlerin kalite
parametrelerini belirleme konusunda, 6znitelik se¢imi igin genetik algoritma kullanilmustir. Calismada,
kromozomun uygunluk fonksiyon degerini degerlendirmek igin bir sinirsel ag yapisi gelistirilmistir. Diger
bir ¢aligmada ise genetik algoritma, hem 6znitelik hem de 6rnek se¢imi i¢in kullanilmis, boylece biiyilik
veri seti kiiciiltiilebilmistir [10]. El yazis1 tanima iizerine odaklanan, Das ve ark. [11] tarafindan yapilan bir
calismada ise genetik algoritma yaninda diger bazi meta sezgiseller de kullanilmis en yiiksek dogru tanima
orani alaninda genetik algoritmanin diger yontemlerden daha iyi ¢alistigi sonucuna ulagilmistir.

Simiflandirma, sinif sayisinin ve eldeki verilerin hangi sinifa ait oldugunun bilindigi durumlarda, yeni
verinin hangi smifa ait olabileceginin tahmin edilmesidir. Karar agaglari, en yakin komsuluk yaklagimi,
kural tabanli yaklagimlar, bayes siniflandirict yaklagimi, sinirsel aglar gibi ¢cok sayida temel metot ve bu
metotlarin  gelistirilmis versiyonlar1 veri madenciligi temel yontemlerini olusturmaktadir [12].
Aragtirmacilar, siniflandirma problemlerinin ¢oziimiinde meta sezgisel yontemlerden de siklikla
yararlanmiglardir [13]. Farkli simmiflandiricilarin entegre edilerek genetik algoritmanin melezlestirildigi
yontemler, ihtiyag duyulan alanlardaki problemler igin etkili sonuglar sergilemistir. Zhao ve ark. [14]
siniflandirict olarak SVM (support vector machine-destek vektdr makinesi) kullanan genetik algoritma
onermiglerdir. Algoritma, eszamanli olarak SVM parametrelerini ve 6znitelik altkiimesini eniyileyebilmek
tizere c¢alismig ve etkili sonuglar elde edilmistir. SVM’nin smiflandirici, genetik algoritmanin arama
algoritmas1 olarak kullanildig1 diger bir makalede, hiperspektral goriintii siniflamasi yapilmistir [15].
Eritemato-skuamoz hastalik tanisi konusunda, Ozcift ve Gulten [16] tarafindan yapilan ¢aligmada, bayes
aglan siniflandiricist ile melez 6zellik kazandirilan genetik algoritma, diger yontemlere kiyasla hastalig
teshis etmede etkili bir arag olarak 6ne ¢gikmuistir.

Optimizasyon, parametrik ve kontrol optimizasyonu olarak gruplandirilirsa, sinirsel aglar, parametrik
optimizasyon altindaki siirekli yapinin bir kolu olarak degerlendirilebilir. Literatiirde siklikla bagvurulan
sinirsel aglar kapsaminda tanimlanmis ¢ok sayida algoritma mevcuttur. Dogrusal ve dogrusal olmayan
fonksiyonlarin kullanildig sinirsel aglarin birgok avantajindan bazilari, neden sonug iliskisi yaratmaya
yardime1 olmalari, verilerin degiskenligine adapte olabilmeleri ve farkli yapilarin eklenip ¢ikarilmasina
uygun olmalar1 olarak siralanabilir [17]. RBF ise, daha genel tahminci olmasi ve 6grenme hizinin, lokal
olarak ayarlanmis noronlar sayesinde yiiksek olmasi nedeni ile diger sinirsel aglardan farklilasmaktadir
[18]. RBF’in literatiirde siklikla kullanildigi alanlar oriintii tanima ve siiflandirma uygulamalaridir [19,
20]. Bu makale kapsaminda, onerilen melez genetik algoritma, melez RBF sinirsel aglar yontemi ile
dogrulandig i¢in, RBF ile siniflandirma yapan yontemlerden bazilari da literatiir tarama kapsaminda
irdelenmistir. Fu ve Wang [21], dnerdikleri ayrlabilirlik-korelasyon Ol¢iisii ile 6znitelik sayisini azaltarak
RBF ag1 karmagiklik derecesini diislirmiis ve yiiksek siniflandirma performansi elde etmislerdir. Caligsmada,
sonuglarin gegerlilikleri, UCI veri bankas1 [7]’daki bazi veri setleri kullanilarak dogrulanmigtir. Janik ve
Lobos tarafindan yayinlanan makalede, voltaj bozulmalarinin otomatik siiflandirmasi i¢in SVM 6nerilmis,
sonuclart dogrulamak i¢in ise RBF ile ilgili de ¢calismalar yapilmigtir [22]. Literatiirde, radyal tabanli sinir
aglar eksik verilerin tahmini i¢in de kullanilmigtir [23]. 2018 yilinda, tekstil sektdriinde veri madenciligi
ve makine 0grenmesi ile ilgili yapilan literatiir taramasi’nda sektoriin problemlerine odaklanarak, farkli
siniflandirma ve kiimeleme algoritmalari ile ¢6ziime ulagilmig yetmis adedin iizerinde makale incelenmistir
[24]. Bahsi gecen galigmaya gore, yiin iplik bobinlerinin kuruma siirelerinin tahmini i¢in RBF kullanan
Akyol ve ark.[25], algoritmalarinin performansini bes farkli metot ile karsilastirarak ortaya koymuslardir.
Yildiz ve ark. [26] tarafindan yapilan diger bir calismada da, poplin ve gabardin dokuma kumas
kiyafetlerinin dikis mukavemeti ve kopma uzamasi modellemesi i¢cin MLP (multilayer perceptron-gok
katmanli algilayici) ve RBF kullanilmis, benzer sonuglar elde edilmistir. Behera ve Karthikeyan [27]
tarafindan yaymlanan bir makale golgelik kumaslarmin konstriikksiyon ve performans parametrelerinin
tahmini i¢cin RBF kullanmigtir. Nurwaha ve Wang ise egrilmis iplik kalite tahmini i¢in, aralarinda RBF
yonteminin de oldugu akilli kontrol sistemlerini kullanmis ve yontemleri istatistiksel olarak
karsilastirmiglardir [28]. Kotb [29] tarafindan yapilan bir ¢alismada da Misir’da iiretim yapan bir firmada,
pamuk ve polyester iplik kalitesine etki eden faktorler lineer regresyon yontemi ile belirlenmistir. Abakar
ve Yu [30], yaptiklar1 ¢aligmada iplik kalitesini etkileyen faktorlerin belirlenmesinde yapay sinirsel aglar
ve SVM yontemleri karsilagtirmis, sonug olarak, RBF ve PUK (Pearson VII Universal Kernel) tabanli SVM
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ile elde edilen sonuclarin yapay sinirsel aglardan daha iyi sonuglar verdigini gézlemlemislerdir. Iplik
kalitesini etkileyen faktorlerden lif sayisimi etkileyen parametreler ise Amin ve ark. [31] tarafindan
regresyon yontemi ve istatistiksel teknikler ile belirlenmistir. Raggi ve Barbiroli tarafindan yapilan
calismada da renk fark degeri olan Delta E {izerinde temel istatistiki ¢aligmalar yapilmistir [32]. Literatiirde
ilaveten, dayaniklilik [33] ve burulmanin [34] iplik kalitesine etkileri ile ilgili ¢alismalar da bulunmaktadir.

Bazi ¢alismalarda ise, 6zniteligin sonucu etkileme derecesi one ¢ikar. Bu tip problemlerin ¢oziimiinde ise
Oznitelik agirliklandirma algoritmalan gelistirilmistir. Esasinda bu tip algoritmalarda, 6znitelik 0 degeri
aldiginda algoritma 6znitelik secim algoritmasi olarak da ilerlemektedir. Literatiir, 6znitelik agirliklandirma
konusunda, 6znitelik secimine gore daha az sayida ¢aligma icermektedir. Eszamanli olarak 6znitelik secimi
ve Oznitelik agirliklandirma yapan algoritmalar genellikle simiflandirici algoritmalart da igerisinde
barindirmaktadir. Ornegin Tahir ve ark. [35] tarafindan gelistirilen melez tabu arama algoritmas, igerisine
gomiilii k-NN siniflandiricisi ile eszamanli 6znitelik secim ve agirliklandirma yapmaktadir. Algoritmada k
degiskendir. Konu ile ilgili, bu makaledeki genetik algoritmanin da temelini olusturan galigmada [36],
eszamanli Oznitelik secimi ve agirliklandirmasi birlikte yapilmig, degisken k’nin yer aldigi k-NN
siiflandiricis1 melez genetik algoritma igerisine gomiilmiistiir. Algoritmanin siniflandirma performansi,
UCI [7] veri tabanindaki veri setleri kullanilarak dogrulanmis ve sonrasinda firmalarin inovasyon
seviyelerine etki eden faktorlerin en Gnemlileri belirlenmistir. Bu makalede, temelde benzer algoritma
kullanilacak, probleme 6zel adaptasyonlar yapilacak, sinirsel aglar ile performans karsilastirmasi yapilacak
ve elde edilen 6znitelik agirliklar1 dogrudan kabul ret kararmin verilmesinde bir formiilasyonun iginde
kullanilacaktir. Sonucun tahmininde faktdr agirliklarini kullanmak regresyon tabanli yontemleri [37, 38]
daha uygulanabilir kilmaktadir. Sektérde hizli karar vermeyi kolaylastiracak yaklasimlara olan ihtiyag
nedeniyle, son asamada, 6nerilen melez genetik algoritma ile elde edilen agirliklar, iplik iireticisinden gelen
lotlarin kabul ya da ret kararinda bir 6ngorii bilgi olarak kullanilacaktir.

3. MELEZ GENETIK ALGORITMA iLE SINIFLANDIRMA (CLASSIFICATION VIA HYBRID
GENETIC ALGORITHM)

Simiflandirict olarak K-NN algoritmasinin kullanildigi, genleri rassal sayilardan olusan ve bu rassal
saylilarin ayn1 zamanda 6zniteliklerin agirliklarin1 gdsterdigi, lokal arama ile melezlestirilmis genetik
algoritmanin [36] etkinligi, daha 6nceki ¢aligmalarda farkl veri kiimeleri ve algoritmalar ile karsilagtirilarak
dogrulanmis olup, bu c¢alismada algoritma, iplik kalite kabul problemine 06zel adaptasyonlarla
giiclendirilmistir. Ornek kromozomun Sekil 1°deki gibi gdsterildigi yapida, her bir gen icerisindeki rassal
sayilar, O ile 1 arasinda diizglin dagilima gore tiiretilmistir. Her gen cifti bir 6znitelige atanmis olup, eger
gen c¢iftinin ilk degeri en kiigiik degere sahip ise incelenen Oznitelik, 6znitelik kiimesine dahil edilmez
(secilmez), aksi durumda 6znitelik segilir. Segilen dzniteliklerin agirliklari da rassal sayilardir. Sekil 1°deki
yapt ii¢ 6znitelik iceren bir kromozomu temsil etmektedir. Oznitelik 1 i¢in tiiretilen iki rassal say1 olan 0.21
ve 0.32 karsilastirildiginda ilk rassal say1 daha kiigiik oldugundan, 0.21 iizerinden ilerlenir ve bu gene
karsilik gelen segim karari uygulanir (0> Secim negatif). Bu karara gore Oznitelik 1, 6znitelikler kiimesine
dahil edilmemistir. Benzer caligma Oznitelik 2 i¢in yapildiginda, 0.63 ve 0.14 karsilastirilir ve 0.14 daha
kiiciik say1 oldugu i¢in bu gene karsilik gelen secim karari olan 1’e gére Oznitelik 2 secilir. Oznitelik 3 icin
de benzer karsilastirmalar yapildiktan sonra se¢im karari verilmistir. Bu kromozomdaki rakamlara gore
Oznitelik 2 ve Oznitelik 3 segilmis, agirliklar da sirastyla 0.14 ve 0.76 olarak belirlenmistir.

Jznitelikler 1 2 3
Secim "0 1 " 0 1" 0 1
A A A A S N
Rassal Savdar | 021 | 032 | 0.63 | 014 | 095 | 0.76

Sekil 1: Melez genetik algoritma kromozom yapist

Onerilen algoritmanin ana adimlar1 asagidaki gibidir.
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. Veri 6nislemden gegirilir. Dogrusal dl¢eklendirmenin uygulandigi bu asamada, her bir 6znitelik, (1)
numarali formiilasyona gore 0 ile 1 arasinda olgeklendirilir. Bu formiilasyonda v orijinal degeri, v’
olgeklendirilmis degeri, max Ozniteligin en biyiik degerini, min 6zniteligin en kiigiik degerini ifade
etmektedir.

, v —min
V= —— (D
max — min

Il. Onerilen yontemin siniflandirma dogruluk oram1 10-katli ¢capraz dogrulama (10-fold cross validation)
yontemi ile hesaplanmistir. Siniflandirici dogrulamasi igin kullanilan yontemde oncelikle, veri esit
biiyiikliikte 10 alt kiimeye ayrilir. Sonrasinda, sirastyla her alt kiime test i¢in ve geri kalan egitim i¢in
kullanilir. Sonug olarak, n 6rnekleme sahip veri seti f=10 kat (fold)’a boliinmiistiir. f= 1’den 10’a kadar
her f kat1 i¢in asagidaki hesaplamalar yapilir.

i.  Veri setinin f’inci n/10 adet verisi test verisi olarak ayrilir.
ii.  Kalan n-(n/10) adet veriyi kullanarak egitim yapilir. Bu asamada, egitim verisinin 2/3 adedi
dogrudan egitimde, 1/3 adedi dogrulama asamasinda kullanilir.

a. Melez genetik algoritma kullanilarak 6znitelikler ve agirliklarinin tanimli oldugu baslangig
popiilasyon olusturulur. Hem baslangi¢ popiilasyonu, hem de sonraki nesillerdeki her bir
kromozomun uygunluk fonksiyonu degeri hesabi i¢in, hem 6znitelik sayisini azaltmaya, hem
de dogruluk oranini arttirmaya ¢alisan, Zhao ve ark. [14] tarafindan Onerilen algoritmadan
esinlenilerek olusturulan, (2) numarali formiilasyon kullanilir.

Uygunluk fonksiyonu = 1 —
0.999 x Toplfzm Hata Sayist
Test 6rneklem Sayist

S - (2)
_ Secilen 6znitelik sayist 1
0.001 (1 (P + Oznitelik Sayist ) )

b.Her bir kromozom i¢in k-NN siniflandiricisi kullanilir. Bu siniflandiricida, egitim
kiimesindeki bilinmeyen 6rnek (dogrulama verisi), en yakin k adet komsusunda en sik goriilen
sinif etiketi ile siniflandirilir. Melez genetik algoritmada,
v" k degeri kromozoma bir gen olarak eklenmis olup degiskendir ve kromozomda 3-10
arasinda deger atanir. En iyi kromozom, en iyi k sayisini da belirlemis olacaktir.
Egitim setinin 1/3’{ine karsilik gelen her bir dogrulama verisi i¢in asagidaki
hesaplama yapilir;
° Egitim setinin 2/3 ne karsilik gelen egitim setine Oklid uzaklig1 hesaplanir.
° En kii¢lik mesafenin hesaplandigi k adet veri secilir.
° Bu verilerin smiflar arasinda en fazla tekrar eden sinif, tahmin edilen siiftir.
¢ Eger tahmin edilen sinif degeri, dogrulama verisindeki gercek sonugctan farkl
ise hata say1s1 degeri 1 arttirilir.

v" Uygunluk fonksiyonundaki Toplam Hata Sayisi, dogrulama veri kiimesindeki her bir
veri i¢in elde edilen hata sayilarinin toplam ile bulunur.

c. Lokal arama: Tiim kromozomlarin en iyi uygunluk fonksiyon degerine ulasabilmesi i¢in
lokal arama uygulanir. Buna gore, daha 6nce segilmeyen bir dzniteligin se¢ilme durumu ve
secilmis olanin agirhiginin degisme durumlar1 gdzden gegirilir. Ilgilenilen kromozomun,
lokal arama ile en iyilenmesi saglanir.

d. Dogruluk orani degerinin hesaplanmasi: Iterasyonlar, belirlenen nesil sayis1 kadar
ilerletildikten sonra, elde edilen en iyi kromozoma ulasilir. Bu kromozom kullanilarak,
daha Once test i¢in ayrilan test kiimesi verileri ile dogruluk orani hesaplanir.

iii.  Ilaveten her bir kat icin algoritma 10 kez calistirilmis, elde dilen dogruluk degerlerinin
ortalamasi ilgili kat i¢in dogruluk degeri olarak kaydedilmistir. Sonu¢ olarak elde dilen
dogruluk orani degeri, algoritmanin 100 kez ¢alistirilmasi ile elde edilmistir

Onerilen algoritma, C# programlama dilinde kodlanmis olup algoritmanin deneysel tasarimina ve
sonuglarina dair yorumlar 5. Boliimde detaylandirilmustir.
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4. MELEZ RBF iLE SINIFLANDIRMA (CLASSIFICATION VIA HYBRID RBF)

Bu bolimde detaylandirilan RLS Yaklagimi ile melezlestirilmis RBF algoritmasi, Matlab R2013a
programlama ortaminda kodlanmustir. Iplik kalite kabul &rnegi iizerinde yapilan analiz sonuglari ve
karsilastirmalar, sonraki boliimde detaylandirilmistir.

RBF sinirsel aginin anlatimi i¢in Sekil 2°deki yap1 ve agsagidaki agiklamalar dikkate alinabilir [17]. Bu yap1
ii¢ katmandan olusur.

1. Girdi katmani: mo adet kaynak diigiimii igerir. Burada mo girdi vektorii olan x’in boyutudur.
Ornegimizde iplik kalite kabul kararim etkileyen 6zniteliklerdir.

2. Gizli katman: Egitim ornekleminden daha az sayida K<N hesaplama birimi igerir. Her birim
matematiksel olarak radyal tabanli fonksiyon olarak tanimlanabilir. Radyal tabanli fonksiyon olarak
Gauss fonksiyonu kullanildiginda, gizli katmandaki her bir hesaplama birimi i¢in (3) no’lu
formiilasyon yazilabilir. Bu formiilasyonda oj, Xj merkezli Gauss fonksiyonunun genisligidir.

1
¢, (%) = p(x — x;) = exp <—ﬁ I - x,-||2), J=12,..K (3)
J

j. girdi veri noktasi olan xj, radyal tabanli fonksiyonun merkezini, ve x vektorii girdi katmanina
gonderilen sinyali gosterir.

3. Cikt1 katmani: Sekil 2°deki ¢ikti katmani, (4) no’lu formiilasyonda gosterildigi gibi tek hesaplama
birimi igermektedir.

F(x) = X1 wjp, (%, %)) j=12,...K (4)

X1
X2
¢1(.)
merkez Cikti=F(x)
X2
¢1(.)
Xmo merkez

Xk

Sekil 2: RBF aginin yapist

Yontem, literatiirde de siklikla kullamilan, lineer olarak ayristirnllamayan XOR o6mnegi ile daha iyi
anlagilabilir. Sekil 3 (a), her bir noktanin x degerlerini ve XOR fonksiyonu sonrasinda elde edilen sonug
degerini gostermektedir. Sekil 3 (b), X1 ve X2 eksenlerinde noktalarin yerini gostermektedir. Problemin
¢Ozlimii i¢in dogrusal olmayan gizli katman kullanimu ise yarayacaktir. RBF yonteminin uygulanis adimlar
ise Sekil 4 (a)’daki gibidir. Burada, gauss fonksiyonu sayesinde XOR, dogrusal olarak birbirinden
ayrilabilen bir yapiya sahip olmustur. Sekil 4(b)’deki grafik de bu durumu dogrulamaktadir. Sekil 5 ise ¢ikt1
degeri hesaplama adimlarini géstermektedir. Sekil 4 sonucunda elde edilen denklemlerin ¢6ziimlenmesi ile
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w1 ve W, agirliklarina ulagilacak, sonrasinda girdi olarak verilen herhangi bir verinin siifinin tahmin
edilmesi saglanabilecektir.

Nokta X1 X Sonug (1)
1 0 0 0
3 1 0 1
4 1 1 0 _
N
0@ §
(a) (b)

Sekil 3 (a) Her bir noktanin koordinati ve XOR fonksiyonu uygulandiktan sonraki sonug degeri (b) XOR
fonksiyonunun x1 ve X, eksenlerindeki grafiksel gosterimi

@2
1. Gizli Fonksiyon (@1(x)) 2. Gizli Fonksiyon (@2(x)) 4
Girdi (x) (1. egitim verisi {1,1)) (2. egitim verisi (0,0)) O """""""""""""""""""""
(1,1) (-0 1-174 o (=0 +{1-0090 135
{Drl} E_':':D_1}=+':1_1}2}:0_36? e—l:I:D—D:I:'I'l:l—l}:l::l:olaﬁ?l 2 -
(0,0) g—((0-1*+(0-10%2p 135 E_IEIED_D}j+IED_D}i}=1 . 3 O.
(1,0) g~ ((1-1*4(0-1)%)p 367 g~ ((1-0°+(0-0)%) - 357
©1
Karar Sinir Cizgisi
() (b)

Sekil 4 (a) RBF uygulama adimlar1 (b) XOR fonksiyonunun ¢ Ve @ eksenlerindeki grafiksel gosterimi

X @1(x) @2(x) d 0
(1,1) 1 0.135 0 Wy wy]s| L 0367 0135 0.367]: 1
(01) 0367 0367 1 — 0135 0367 1 0367 |1
(0,0) 0.135 1 1 0
(1,0) 0.367 0.367 0

Sekil 5 Agirliklarin bulunmasinda kullanilacak denklemlerin elde edilmesi

Agirliklan gosteren w degerine ulasabilmek i¢in matris ¢arpimlari ve matris tersi alma yontemi de
kullanilabilir. Burada @, (5) numarali denklemdeki gibi tanimlanirsa,

D = ((pll D2y eee) (P])T ] = 1,2, ,K (5)
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Sekil 5’deki denklemde bulunan w agirliklarini bulmak i¢in, (6) numarali esitlik olusturulabilir.
dw=d (6)
Bu yapi, (7) numarali denklemdeki gibi yazilabilir.

oTdw = dTd @)
Sonraki asamada, ®T ® matrisinin tersi alinarak w bulunabilir.

Eger ilgili matrisin tersi alinamiyorsa, sinirsel aglardaki iteratif yontemlerden biri kullanilarak w matrisi
elde edilebilir. Melezlestirme asamasinda, gizli katmanlarin egitimi i¢in K-means algoritmasi kullanilmis,
¢ikt1 katmaninin egitimi i¢in ise RLS yontemine bagvurulmustur. Sonug olarak, w degerleri iteratif olarak
giincellenerek ¢6ziim elde edilecektir.

K-means algoritmasi hesaplamalarini iteratif bir yontem ile ilerletir. RLS yontemi de K-means mantigi ile
ilerleyen bir algoritma oldugundan, her iterasyonda bulunan agirlik degeri ile onceki agirlik degeri
arasindaki fark degerine odaklanarak giincellemeler yapilacaktir. (7) numarali formiilasyonda, (8) numaralt
denklemde gosterildigi gibi doniisiimler yapilirsa,

PTdw, = &Td (8)

R(m)w(n) = r(n)

Bu yapida, w(n) agirlik matrisi ile w(n-1) agirlik matrisi arasindaki fark bulunmaya calisilacagindan, r(n),
r(n-1) ile bagintili yazilacaktir. Buna gore, (9) numarali esitlik ortaya ¢ikmaktadir.

r() = 3 (@G)d(D) + D (x,)d(n)
=r(n—1)+ &(x,)d(n) ©)
=R(n—Dwh —-1) + &(x,)d(n)

Bu denkleme ®(n)®T (n)w(n — 1) ekleyip cikarilirsa, (10) numaral: esitlik elde edilecektir.

r(n) = w(n — 1)\[R(n -1+ CD(n)CDT(n)]}+ CD(n)\[d(n) - dT(m)w(n — 1)], (10)
R(n)Y d(n) ! wl(n—-1)®(n)
\ J
a: Onceki tahmin

r(n) yerine R(n)w(n) yazilarak denklem sadelestirilirse (11) numaral esitlik elde edilir.

R(n)w(n) =RMn)*wn —1) + ®(n)a(n) (11

Her iki taraf R(n) ile garpilirsa,(12) numarali esitlikte de goriilebilecegi gibi w(n) degerine ulasilabilir.
wn) =wh —1) + R (n)Pm)a(n) (12)

Sonug olarak, agirliklar arasi fark (13) numarali denklemde gosterildigi gibi yazilabilir. Denklemde, o(n),
83::&1}(; btﬁﬁr_nin olduguna gore, agirlik vektorleri arasi fark, kazan¢ matrisi ve onceki tahmin carpimi ile

Aw = R™'(n)®(n)a(n) (13)

Kazan¢ matrisi
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(13) numaral esitlikteki R™*(n) matrisinin bulunmasi igin, matris tersi alma teoremi (matrix inversion
lemma) geregince, (14) numarali esitlik yazilabilir.

R(n)=R(n—1) + d(n)1d7(n) (14)
(14) numarali esitlikteki R(n) matrisinin tersi (15) denkleminde gosterildigi gibi bulunabilir.

R'(n—-1DPn)PT(MR(n—-1)

RT) =R (=)~ —— e r T = Do) 1%

Algoritmay1 baglatmak icin;

w(0)=0 ve R~1(0) =A""*I atamas1 yapilabilir. I birim matris olup, A degerinin kiiciik se¢ilmesi egitim
orneklemi kalitesinin giivenirligini saglayacaktir.

Matlab R2013a ortaminda kodlanan algoritma ile elde edilen sonuglarin karsilastirilmasi sonraki boliimde
detaylandirilmstir.

5.IPLIK KALIiTE KABUL SURECINE UYGULAMA VE SONUCLARIN KARSILASTIRILMASI
(IMPLEMENTATION ON YARN INCOMING QUALITY CONTROL PROCESS AND
COMPARISON OF RESULTS)

Bu béliimde, Bursa’da désemelik kumas iireten bir firmaya ait iplik kalite kabul siireci incelenmistir. Iplik
kabul stirecinde dikkate alinan 4 adet parametre bulunmaktadir Bunlar, dayaniklilik, burulma, lif sayis1 ve
renk farkliligini gosteren Delta E parametreleridir. Bahsi gecen parametreler dikkate alinarak, ilaveten
uzman personelin goriisleri nezaretinde iplik kabul islemleri yapilir. Temelde, hem siireci hizlandirmak,
hem de karar verici kisiye yardimci olacak bir destek sistemi tasarlamak hedeflenmistir. Bahsi gecen
problemde 1231 veri dikkate alinmistir. Tablo 1, kullanilan veri setinden bir kesiti gostermektedir. Son
siitundaki 1 degeri iplik lotunun giris kabuliinii aldigini, -1 degeri ise reddedilen iplik lotu oldugunu
gostermektedir.

Tablo 1: Iplik kabulii probleminde dikkate alinan veri seti kesiti

Lot No: Dayamkhhk Burulma LifSayis1i  DeltaE Sonu¢

1 10.22 942.00 3.90 0.82 1
2 10.65 947.00 4.00 0.95 -1
3 10.65 942.00 3.90 0.78 1
4 11.25 936.00 3.80 0.89 1
5 10.66 957.00 4.00 0.80 1
6 10.66 948.00 4.00 0.78 1
7 11.20 946.00 4.00 0.80 1
8 10.56 938.00 3.80 0.71 1
9 11.66 942.00 4.00 1.37 -1
1226 11.33 942.00 3.80 0.77 -1
1227 10.65 942.00 3.80 0.77 1
1228 11.00 945.00 4.00 0.85 1
1229 10.69 943.00 3.90 0.82 1
1230 10.88 948.00 3.90 0.76 -1

1231 10.69 942.00 3.80 0.75 -1
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Melez genetik algoritma parametre se¢imleri, deneysel tasarim ile yapilmis, analizler tamamlandiginda en
iyi sonuglara, popiilasyon sayisi 100, caprazlama orani ve mutasyon orani degerleri i¢in sirasiyla 1 ve 0.5
degerleri kullanildiginda ulasilabilmistir. Algoritmada da anlatildigr gibi, degisken k igeren k-NN
siniflandiricis1 kromozoma entegre edilmistir. Melez RBF igin ise, gizli katman (K) sayis1 24 olarak
belirlenmis, K-means algoritmasi ile orta noktalarm hangi 6rnekler olduguna karar verilmistir. Melez
genetik algoritma C# programlama dilinde, melez RBF Matlab R2013a ortaminda kodlanmig ve 2.10 GHz
hizinda ¢alisan Intel Core i7-3612QM islemcili bilgisayarda ¢alistirilmislardir. ilaveten, Naive Bayes [39]
ve IBk [40] simiflandirma algoritmalarinin performanslart da Weka veri madenciligi yazilimi [41]
kullanilarak elde edilmistir. Weka, algoritma karsilastirmalari i¢in siklikla bagvurulan [42] bir agik kaynak
yazilimidir. Tablo 2, bahsi gegen algoritmalar ile elde edilen siniflandirma dogruluk orani degerlerini
karsilastirmaktadir. Degerler, 10-katli capraz dogrulamadaki her katin 10 farkli g¢ekirdek degeri ile
tekrarlanmasi sonucunda elde edilen 100 dogruluk oraninin ortalamasi olup, Tablo 2’ye gore melez genetik
algoritma ve melez RBF sonuglarmin birbirine oldukga yakin oldugu gozlemlenebilir.

Tablo 2: Metotlarin siniflandirma performanslarimin karsilastirilmasi

Ortalama
Metod Dogruluk

Oram (%)
Melez RBF 90.25
Melez genetik algoritma 90.14
Naive Bayes 87.11
Ibk 82.57

Melez genetik algoritmanin problem i¢in sergiledigi performans seviyesi gézlemlendikten sonra, firmanin
kalite kabul asamasinda daha hizli karar verebilmesini desteklemek icin genetik algoritma secenegine
odaklanilmigtir. Daha 6nce de anlatildigi gibi, melez genetik algoritma, k-NN mantigi ile ilerleyip sonucu
tahmin etmek istedigi 6rnegi en yakin k adet komsusunda en sik goriilen sinif etiketi ile siniflandirmaktadir.
Elde edilen modelin (en iyi kromozom) kabul asamasinda daha etkin kullanilabilmesi i¢in ise secilen
Ozniteliklerin ve en iyi kromozomdaki katsayilarinin dogrudan kullanilmasi saglanmistir. Tablo 3, yapilan
calismalar1 6zetlemek icin kullanilabilir. Melez genetik algoritmanin en iyi olarak sectigi kromozomda
birinci (Dayaniklilik) ve dordiincii (Delta E) 6znitelikler siniflandirma i¢in kullanmis ve agirliklar: sirasiyla
0.1 ve 0.58 olarak belirlemistir. Burulma ve Lif Sayis1 6znitelikleri kromozom tarafindan secilmedigi i¢in
Tablo 3’de iigilincii ve dordiinci siitunlar gri ile gosterilmistir ve kabul kararinda kullanilamamistir. Tablo
3’{in altinci siitununda da gosterildigi gibi, 6znitelik degerleri ile agirliklarinin ¢arpilmasi ile elde sonuglarin
toplami, model hesap degeri olarak tamimlanmistir. Tiim verilerin model hesap degerleri, 1. ve 4.
Ozniteliklerin her birine ait degerin belirlenen katsayilar1 ile carpilmast ve carpim sonuclarmin
toplanmasinin ardindan elde edilmis ve bu sonuglar bir skalada degerlendirilmistir. Sonuglarin 1.30 - 3.85
araliginda dagildigi, en sik gozlemlenen rakamlarmn ise 1.5 - 2.2 aralifinda oldugu gdzlemlenmistir.
Sonrasinda, 1.5 ile 2.2 araliginda 0.1 ilerleyerek elde edilen her bir degerin esik degeri segilmesi
sonucundaki dogruluk orani hesaplanmis ve grafigi, Sekil 6’daki gibi olusturulmustur. Sekil 6’daki grafige
gore en yiiksek dogruluk orani olan % 88.95 degeri, 1.7 esik degeri kullanilarak elde edilmistir. Tablo 3’iin
yedinci siitunda, model hesap degeri, en yiiksek dogruluk oranini veren 1.7 esik degeri ile karsilastirilarak
kabul ya da ret karar ile ilgili bir tahmin yapilmaktadir. Son siitun ise ger¢ek kabul (1) ya da ret (-1)
kararim gostermektedir. Elde edilen dogruluk orani, Tablo 2’deki, melez genetik algoritma ortalama degeri
olan % 90.14 degerine yakin oldugundan bahsi gegen katsayilar bir ongorii olarak kabul-ret karar
asamasinda destek olarak kullanilabilir. Yapilan calismay1 dogrulamak igin, esinlenilen yontem olan
regresyondaki dogruluk orani performansi ise Weka [41] ile hesaplanmig ve %64.53 degeri hesaplanmustr.
Onerilen yontem, belirgin bir farkla daha iyi performans sergilemistir. Bununla birlikte, ilgili degerlerin
belirli frekanslarla giincellenmesi, verilen kararin dogruluk oraninin ortalama seviyelerde kalmasim
destekleyecektir.
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Tablo 3: Oznitelik katsayilarina gére kabul ret karar

. Tahmin :
Lot Model hesap : Model Hesa
Dayamkhhk DeltaE  Dayamkhhk * 0.1+ P Sonug
No Delta E * 0.58 =171
' >1.7 ;-1
1 10.22 0.82 1.50 1 1
2 10.65 0.95 1.62 1 -1
3 10.65 0.78 1.52 1 1
4 11.25 0.89 1.64 1 1
5 10.66 0.80 1.53 1 1
6 10.66 0.78 1.52 1 1
7 11.20 0.80 1.58 1 1
8 10.56 0.71 1.47 1 1
9 11.66 1.37 1.96 -1 -1
1226 11.33 0.77 1.58 1 -1
1227 10.65 0.77 151 1 1
1228 11.00 0.85 1.59 1 1
1229 10.69 0.82 1.54 1 1
1230 10.88 0.76 1.53 1 -1
1231 10.69 0.75 1.50 1 -1
Dogruluk Orani
100,00% - 88,95%
*“ N
—‘—
80,00% - 88,79% 87,49%  gc 5o ¢
78,55% ’ 83,75% 82,45%
60,00% -
0, 4
40,00% 42,65%
20,00% -
0'00% T T T T T T T 1
1.5 1.6 1.7 1.8 1.9 2 2.1 2.2
Sekil 6 Farkli degerlere gore dogruluk oranlarinin karsilastiriimasi
6.SONUC (CONCLUSION)

Yapilan ¢alismanin amaci, gergek liretim ortaminin giris kalite kontrol asamasinda, iplik kabul kararinin
verilmesini destekleyecek bir ongorii karar destek modelinin kurulmasidir. Bu amagla, daha 6nce, 6znitelik
secimi ve siiflandirma ile ilgili problemlerin ¢6ziimii i¢cin Onerilen ve performansi dogrulanan melez
genetik algoritma, C# programlama dilinde probleme adapte edilmistir. Eszamanli 6znitelik se¢im ve
agirliklandirmasi yapan, degisken k politikasi igeren k-NN siiflandiricisinin ve lokal aramanin genetik
algoritmanin icerisine gomiildiigli melez yap1 bu makalede ilk kez sinirsel aglar ile karsilastirlmistir.
Sinirsel aglar kapsaminda, RLS siizgeci ile melezlestirilen RBF ve RLS algoritma adimlar1 detayli olarak
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tamimlanmis ve Matlab R2013a’da kodlanmistir. Uygulama siirecinde ise Oncelikle iplik kalite kabul
asamasinda kabul ya da ret kararini etkileyen parametreler ve ornek sayisi ile ilgili problem kapsami
hakkinda bilgilendirme yapilmistir. Gelistirilen melez genetik algoritma ve melez RBF algoritmalarinin
disinda, Naive Bayes ve [Bk algoritmalarinin siiflandirma performanslart da olgiilmiis ve dort adet
algoritmanin sonuglar1 karsilastirilmistir. Karsilastirilan degerler, her bir algoritmaninlO-katli ¢apraz
dogrulamasinin her katinin 10 kez tekrarlanarak elde edildigi 100 adet sonucun ortalamasidir. Ortalama
%90.14 dogruluk orani ile melez genetik algoritma, %90.25 dogruluk orani hesaplanan melez RBF
algoritmast ile yakin deger elde edebilmistir. Onerilen melez genetik algoritmanin en iyi kromozomunun
yapisindan hem 6nemli 6znitelikler hem de bunlarin katsayilar1 dogrudan alinabildigi icin, performansi
dogrulanmis olan genetik algoritma ile kabul karar1 6ngorii sistemi lizerinde ¢alisilmistir. Eldeki tiim veriler
kullanilarak, en iyi kromozomun sectigi birinci ve dordiincii 6zniteliklerin degerleri ve katsayilar garpilip
toplanarak, ve sonrasinda belirlenen esik degeri ile karsilagtirilarak kabul ya da ret kararinin verilmesi
durumunda %388.95 dogruluk orami tespit edilmistir. YOntemin, iplik kabul asamasinda kullanimu ile
kararlarin daha hizli sekilde verilebilecegi bir ongérii sistemi gelistirilmistir. Onerilen yéntem, ilham alian
metot olan regresyon ile de karsilastirilmis ve Onerilen yontemin belirgin bir farkla daha iyi performans
sergiledigi gozlemlenmistir.

Sonraki ¢aligmalar, dznitelik sayisinin daha fazla oldugu, niimerik degerlerin yaninda kategorik verilerin
de oldugu veri setleri de dikkate alinarak yapilabilir. Ilaveten daha yiiksek dogruluk orani degerlerini veren
algoritmalarin gelistirilmesine de odaklanilabilir.
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