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OZET
Anahtar kelimeler: Hem isyeri hem de meskenlerde kullanilan asansérlerde giivenlik son derece
. onem arz etmektedir. Bu sebeple belirli periyotlarla asansérler kontrol
Asansor, edilmektedir. Ilk kontrolii yapilan asansorler etiketlendirme isleminin
Suniflandirma ardindan yonetmelikte belirtilen siireler dahilinde son kontrolii yapilarak
Algc.)rltmalarz.,m tekrar etiketlendirme islemine tabii tutulur. Bu c¢alismada son kontrol
Veri Madenciligi asamasinda yapilan etiketlendirmeye iliskin sebepler ¢esitli makine 6grenme
algoritmalarindan  yararlanmilarak  swiflandirilmis  ve  algoritmalarin
Makale Gelis Tarihi: — pgsariiar, kwaslanmistir.  Uygulamanmin  sonucunda Iterative Classifier
11'10'2019 . Optimizer ve Logitboost Algoritmalar:t en basarili algoritmalar olarak
Kabul Tarihi: belirlenmistir.
02.09.2020
ABSTRACT
Keywords: The earliest distinction that mankind has ever experienced throughout its
Safety is highly important for elevators used in both workplaces and
Elevator residential buildings. For this reason, the elevators are checked
Classific’ation periodically. After the labeling process of initially inspected elevators, the
Algorithms, final _control tz_akes place within the period s_pec!fied in the regulation for re-
Data Mining labeling. In this study, the reasons for labeling in the last control stage were
classified by using various machine learning algorithms and their successes
were compared. lterative Classifier Optimizer and Logitboost Algorithms
were determined as the most successful algorithms.
1.GIRIS

Veri madenciligi istatistik, yapay zeka ve yapay zekayr kullanan makine 6grenimini
birlestiren, veri dizinlerinden gegerli, miimkiinse faydali ve anlasilir oOriintiilerin ortaya
¢ikartilabilmesi igin gergeklestirilen bir siire¢ olarak tanimlanabilir (Akpinar, 2017).

Veri madenciligi, niimerik veya kategorik 6zelliklere sahip verileri kullanarak pazarlama,
finans, muhasebe, tip ve mithendislik gibi ¢esitli alanlarda kullanilmigtir. Veri madenciligi ile
veri igleme, kiimeleme (clustering), siniflandirma (classificiation), ilkelleme (regression), veri
on isleme (data preprocessing), Ozellik secimi (feature selection) gibi islemler
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gerceklestirilebilmektedir (Seker, 2013). Bu calismada da asansorlerde meydana gelen
arizalara iligkin sebeplerin siniflandirilmasiyla ilgili bir uygulama yapilmstir.

Isyeri ve meskenlerde kullanilan asansérler T.C. Sanayi ve Teknoloji Bakanlig: tarafindan
yetki verilen A tipi olarak adlandirilan muayene kuruluslarinca belli araliklarla muayene
edilmektedir. Belirli araliklarla yapilan kontrol sonuglar1 “kusursuz, hafif kusurlu, kusurlu ve
giivensiz” olmak tizere dort sekilde degerlendirilir. Bu degerlendirmenin ardindan (Asansor
Isletme Bakim ve Periyodik Kontrol Y&netmeligi, www.resmigazete.gov.tr, 2015):

1. “Kusursuz” olarak adlandirilan asansore, ilgili idare adina diizenli kontrolii yapan A tipi
muayene kurulusunca “yesil renkli” bilgi etiketi yapistirilir.

2. “Hafif kusurlu” olarak adlandirilan asansore, ilgili idare adina diizenli kontrolii yapan A
tipi muayene kurulusunca “mavi renkli” bilgi etiketi yapistirilir.

3. “Kusurlu” olarak tanimlanan asansore, ilgili idare adma diizenli kontrolii yapan A tipi
muayene kurulusunca “sar1 renkli” bilgi etiketi yapistirilir.

4. “Giivensiz” olarak tanimlanan asansore, ilgili idare adina diizenli kontrolii yapan A tipi
muayene kurulusunca “kirmizi renkli” bilgi etiketi yapistirilir.

5. “Kurmuzi renkli” bilgi etiketi yapistirilan ve “giivensiz” olarak adlandirilan asansoriin
kullanimina bina sorumlusunca miisaade edilmez.

Ilk kontrolii yapilan asansérler yukarida bahsedilen etiketlendirme islemin ardindan
yonetmelikte belirtilen siireler dikkate alinarak son kontrolii yapilir ve ardindan tekrar
etiketlendirme iglemine tabi tutulur.

Bu c¢aligmada son kontrol asamasinda yapilan etiketlendirme islemine dair sebepler gesitli
makine 6grenme algoritmalarindan yararlanilarak siniflandirilmis ve algoritmalarin basarilari
kiyaslanmustir.

2. LITERATUR TARAMASI

Literatiir taramasi yapildiginda ¢esitli alanlarda veri madenciliginde siniflandirma ile ilgili
birgok ¢alismaya rastlamak miimkiindiir. Tablo 1.’de bu ¢alismalardan bazilarina yer
verilmistir. Literatiirde asansorlerle ilgili siniflandirma ¢alismasina rastlanilmamakla birlikte
asansorlerle ilgili yapilmis g¢esitli ¢aligmalar bulunmaktadir. Bu ¢alismalardan bazilar1 yine
Tablo 1.’de goriilmektedir.

Tablo 1. Literatiir Taramasi

Calisma Yazar Konu
Alam
Kaygin ve ark., Isletmelerin Finansal Basarili ve Basarisiz Olma
(2016) Durumlarinin Veri Madenciligi Ve Lojistik Regresyon
Analizi ile Tahmini
o R Akgetin ve Celik, Istenmeyen Elektronik Posta (Spam) Tespitinde Karar
:_‘% s Nz (2014) Agac1 Algoritmalarinin Performanslarimin
= 3‘3 § § Kiyaslanmast
< § S E Tekin ve ark., K-Means ve YSA Temelli Hibrit Bir Model ile

§ % = (2011) Epileptik Eeg Isaretlerinin Simiflandirilmasi

SE Kaya ve ark., C4.5 Karar Agaci Temelli Oznitelik Secimi Ile Video-
(2017) Okiilografi (VOG) Sinyallerinden Diyabetik
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Retinopati Hastaliginin Siiflandiriimasi

Das ve Tiirkoglu,
(2014)

DNA Dizilimlerinin Siniflandirilmasinda Karar Agaci
Algoritmalarmin Karsilastirilmasi

Koyuncugil ve
Ozgiilbas, (2008)

IMKB’de Islem Goren Kobi’lerin Giiglii ve Zay1f
Yonleri: Chaid Karar Agaci Uygulamasi

Cihan ve Kalipsiz, Ogrenci Proje Anketlerini Siniflandirmada En Basaril
(2015) Algoritmanin Belirlenmesi

Asliyan ve Giinel, Metin Igerikli Tiirk¢e Dokiimanlarin Siniflandiriimasi
(2010)

Vernakar ve Makine Ogrenme Yaklasimlarii Kullanarak Motor
ark.,(2018). Sanziman Arizasi Teshisi

Adewumi ve E-Posta Kimligi Tespiti Igin Melez Ates Bocegi ve

Akinyelu, (2016)

Destek Vektor Makine Siiflandiricist,

Pei ve ark., (2019)

Hassas Karar Agaci1 Yaklasimi Ile Cin Niifusundaki
Potansiyel Tip I1 Diyabetin Belirlenmesi,

Trivedi ve
Panigrahi, (2018)

Spam Siniflandirmasi,

Hussain ve ark.,
(2018)

Bir E-Ogrenim Sisteminde Ogrenci Katilim
Tahminleri ve Ogrenci Ders Degerlendirme
Puanlarmna Etkileri

Wu ve ark., (2014)

Makine Ogrenme Tekniklerini Kullanarak Tki Asamal
Kredi Orani1 Tahmini

Krichene (2017)

Kredi Riski Degerlendirme I¢in Naive Bayes
Siniflandiriciy1 Kullanma Metodolojisi

Salehzadeh (2017)

Takipgiler Hangi Tip Liderleri Tercih Eder? Bir Karar

Agaci Yaklagimi
Cahisma Yazar Konu
Alam
Bayar (2016) Asansérlere Uygulanan Periyodik Kontrolleri Is

Asansorlerle ilgili yapilmis ¢calismalar

Giivenligi Agisindan Incelenmesi

Karahan (2016)

Asansér Bakim Islerinde Risklerin Degerlendirilmesi
Agisindan Coziim Onerileri

Bolat (2006)

Asansor Kontrol Sistemlerini Genetik Algoritma le
Simiilasyonunu

Kiral ve Goren
Kiral (2008)

Ray Deformasyonlarinin Asansor Kabini
Titresimlerine Etkisinin Incelenmesi

Kog (2009)

Asansor Kilavuz Ray Konsollarinin Gerilme Analizi

Bedir (2007)

Cift Yonlii Asansor Fren Bloklarinin Modellenmesi

Dursun ve Saygin
(2006)

Bir Asansér Tahrik Sistemi I¢in Bulanik Mantik
Denetimli Anahtarlamali Reliiktans Motor Siiriiciisii
Tasarimi

Adak ve ark. Asansér Simiilatoriiniin Urettigi Sonuclar Uzerinde

(2012) Bir K-Means++ Kiimeleme Caligmasi ile Trafik
Tiiriiniin Tahmini

Cicik (2016) Asansdr Montaj Islerinde Is Saglig1 ve Giivenligi Risk

Faktorlerinin Degerlendirilmesi

Kavlak (2006)

Elektrikli Asansorlerle Hidrolik Asansorlerin

Kargilagtirilmasi
Zarikas ve ark. Yunanistan'da Asansér Kazalarinin Istatistiksel
(2013) Arastirmast
Park ve Yang Asansor Ariza, Kaza ve Bakimlariin Diizenliligi
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(2010)

Ceri (2018) Asansor Bakimu I¢in Risk Bazli Denetim Uygulamasi
Imrak ve Fetvaci Asansorlerde Bakim Onarim Yetersizliginden

(2004) Kaynaklanan Kazalar

Unal ve Aykag Yapi Islerinde Asansér Kazalar1 ve Giivenlik

(2010) Onlemleri

3. VERI MADENCILIiGi iLE SINIFLANDIRMA

Siniflandirma (classificiation), bir veri seti verildiginde veri lizerinde bilinen ¢esitli gruplar
arasinda veriyi paylastirir. Veri seti egitim seti ve test seti seklinde ayrilir. Cesitli
smiflandirma algoritmalari, egitim kiimesi verileri sayesinde dagilim seklini 6grenerek
smifinin tanimi verilmeyen test verisi verildiginde dogru sekilde smiflandirilmaya ugrasir
(Seker, 2013). Makine o6greniminde bu tiir 6grenmeye denetimli 6grenme (supervised
learning) ad1 verilmektedir. Bu ¢aligmanin analiz agamasinda iicretsiz olarak sunulan Waikato
Universitesinde Java programlama diliyle ortaya konulan WEKA (Waikato Environment for
Knowledge Analysis) programi kullanilacaktir. Uygulamada kullanilacak olan algoritmalar
hakkinda kisaca bilgi verilecektir.

3.1. Uygulamada Kullanilan Siniflandirma Algoritmalari
Bu béliimde uygulamada kullanilan makine 6grenme algoritmalarina kisaca yer verilmistir.

Karar Agaclari (Decision Tree), smiflandirma ve tahminde kullanilan veri madenciligi
tekniklerindendir. Karar agacinin agaca benzer bir yapis1 vardir. I¢ diigiimler iki veya daha
fazla c¢ocuk diigiimlerinden olusmaktadir. Karar agacinin i¢ diigiimleri veri kiimesinin
ozelliklerini temsil ederken dallar1 da bu oOzelliklerin degerlerini temsil etmektedir. Her
yaprak veri kiimesiyle ilgili bir simif igermektedir. Karar agaci, bir egitim seti yardimiyla
egitilmektedir. Karar agact bilinmeyen siif etiketleri ile bir veri setini siniflandirmak igin
kullanilmaktadir. Karar agaci, karar vermek igin oncelikle bilgiyi islemektedir. Agag, ¢ocuk
diigtimlerde girdi ozelliklerini en iyi ayiran nitelikleri belirleyebilmek icin veri setinden
olusturulmustur (Hussain ve ark, 2018).

J48, C45 karar agaci algoritmasinin bir uygulamasidir. J48 6zyinelemeli bir boliinme ve
fethetme yaklagimini iceren yukaridan asagiya dogru bir strateji izlemektedir (Lemoyne ve
Mastroianni, 2017). Bilgi kazancini maksimum yapmak ve bit olarak bilginin &lgiilmesi,
ilgili bilgi kazancinin artirilmasi igin entropi hesaplayarak en kisa (6z) karar agacini elde
etmek i¢in bilgi kazanci teorisine bagvurmaktadir. J48, veriler {izerinde basit bir siniflandirma
modeli olusturmak i¢in anlamli olmayan zayif dallar1 keserek budama islemi
gergeklestirmektedir (Dag ve Varol, 2013). J48, en yiiksek bilgi kazancin igeren 6zellik
iizerinden verileri bolerek olusturulan diigiimlerden nihai bir karar verir (Akgetin ve Celik,
2014).

Random Tree (Rasgele Agag) Algoritmast ise, olusturulan agaglar dizisinden tesadiifi olarak
secilmis 6zellikleri alarak bir agag¢ olusturmaktadir. Tesadiifilik (random) agaglar dizisi igcinde
her bir agacin esit se¢ilme sansi oldugunu ifade etmektedir. Random Forest (Rasgele
Orman) Algoritmast ise, karar agaci Ogreniminde tesadiifi Oznitelik se¢imi kullanan,
budanmamis siniflandirma veya regresyon agaglarinin bir toplulugudur (Akpinar, 2017). Veri
setinde her bir diigimde yer alan tesadiifi segilen ozelliklerin en iyisinin se¢imini
gergeklestirerek mevcut diigiimleri dallara boler. Her veri kiimesi asil veri setinden yer
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degistirmeli olarak {iretilmektedir. Rasgele 06zellik secimi yoluyla agaclar gelistirilir ve
budama isleminin olmamasi sebebiyle bu algoritmanin digerlerine gére daha ¢abuk ve daha
dogru siniflandirma yaptig1 soylenmektedir (Akgetin ve Celik, 2014).

Bayes Aglart ise, Bayes Teoremi diye bilinen istatistiksel prensipleri kullanarak, 6nceki
bilgilerden yola ¢ikarak yeni simif etiketleri olusturmaktadir. Uygulamada dikkate alinan
Naive Bayes simiflandirma teknikleri ise arastirilan Ozelliklerin bagimsizligi varsayimina
dayanarak her smif etiketini sartli olasilikla tahmin etmeye g¢alismaktadir. Naive Bayes
siiflandirma basit olmasina ragmen birgok yontemle karsilastirildiginda iyi bir performansi
bulunmaktadir (Wu ve ark, 2014). Naive Bayes siniflandiricisi egitim igin kisa hesaplama
stiresi vermektedir (Gopalakrishnan ve Sengottuvelan, 2016). Naive Bayes siniflandirma
algoritmasi belli olan degiskenler setinin belli bir gruba ait iiyelik olasiliklarini tahminleyen
istatistiksel siniflandiricilar olarak adlandirilir (Kiling ve ark, 2016).

Uygulamada dikkate alinan K-En Yakin Komsu (IBk) Algoritmast ise, 1950’lerden
giiniimiize kadar kullanilan koklii ve saglam bir algoritma olarak bilinmektedir. K-en yakin
komsu algoritmasi drnek tabanli bir 6grenme yontemidir. Algoritma parg¢ali dogrusal karar
siirlarinin toplamini birlestiren bir yaklasimdir. Belirlenmis egitim 6rneklerine dayanarak,
K- en yakin komsular yeni 6rnege en ¢ok benzeyen egitim kiimesini arastirmaktadir
(Lemoyne ve Mastroianni, 2017). Uygulamada kullanilan diger bir algoritma olan K-Star
Algoritmast ise, ornek tabanli bir siniflandirici olarak bilinmektedir. Entropi tabanli bir
mesafe islevi kullanmasi nedeniyle diger Ornek tabanli Ggrenicilerden farkli olarak
goriilmektedir.

Uygulamada dikkate alinan Cok katmanh Algilayict Modeli (Multi Layer Perceptron) sinir
sisteminin modellenmesi sonucu ortaya ¢ikan Yapay Sinir Aglarinda (YSA) kullanilan bir
algoritmadir. YSA, paralel galisabilme ve d6grenebilme yetenekleri bakimindan biyolojik sinir
sistemi Ozelligi gostermektedir (Sen, 2004). Bir¢ok problem tiirii i¢in kullanilabilen yapay
sinir aglar1 6zellikle siniflandirma problemleri i¢in tercih edilmektedir. Yapay sinir aglarinda
kullanilan ¢ok katmanli algilayici modeli (CKA-MLP) gruplandirma, tanima ve genellemeye
ihtiyag duyan problemler igin gelistirilmis algoritmadir. Bu model Delta Ogrenme Kurali
denilen bir 6grenme yontemi kullanarak agin beklenen ¢iktisi ile ortaya ¢ikan ¢ikti arasinda
meydana gelen hatayr minimum seviyeye indirmek suretiyle hatayr aga yaymaktadir. Cok
katmanli aglarda degiskenler seti girdi katmanindan aga verilerek, gizli katman araciligiyla
¢ikt1 katmanina ulagarak, aga verilen girdi setine karsilik olarak agin verdigi yanit disariya
iletilir (Oztemel, 2003).

Uygulamada kullanilan Lojistik Regresyon(Logistic Regression) ise, bagimli degiskenin
dagilimi hakkinda herhangi bir varsayim igermemektedir. Bagimsiz degiskenlerin normal
dagilima uymasi ve bagimli degiskenle dogrusal bir iliskiye sahip olmasi ve gruplarin esit
varyansa sahip olmasi sart1 tasimasi gerekmektedir. Ayrica bagimsiz degiskenler kesikli,
siirekli ve ikili degisken karisimi seklinde olabilmektedir. Lojistik regresyonda iki veya daha
fazla bagimli degisken olabilecegi gibi bunlar sirali (nominal) ya da sirali olmayabilir
(Tabachnick ve Fidell, 2015).

Makine Ogreniminde ensemble Ogrenim (Ensemble Learning) esasina dayanan bazi
algoritmalar bulunmaktadir. Bu algoritmalar elde edilen sonuc¢larin performansint artirmak
amaciyla farkli 6grenme algoritmalarinin bir arada kullanilmas: ile ortaya c¢ikmislardir. Bir
isletme yOnetiminin stratejik kararlar vermesi sirasinda kurullarina danigmasi ve oylama ile

655



KARAATLI

sonuglarm belirlenmesi bu tip égrenmenin bir &rnegi olarak verilebilir. Ozetle oylama ile
karar verilmesi esasina dayanmaktadir. Bu amacla farkli algoritmalar gelistirilmistir (Akpinar,
2017). Uygulamada dikkate alinan Iferative Classifier Optimizer Algoritmast Capraz
dogrulama kullanarak verilen iteratif siniflandiricinin iterasyon sayisin1 optimize etmektedir.
Bagging Algoritmast regresyon yontemini kullanarak, Classificiation Via Regression
Algoritmas: varyansi azaltarak, LogitBoost Algoritmast ise, bir regresyon semasi yardimiyla
simiflandirma  yaparak ¢ok smifli  problemleri ¢6zebilmektedir. Random Comittee
Algoritmasinda ise, ayn1 veriye dayali her bir temel siniflandirict farkli bir rasgele say1
tohumu kullanilarak olugturulur. Nihai tahmin her bir simiflandiricinin iirettigi tahminlerin
ortalamasidir (WEKA2007,weka.sourceforge.net).

3.2. Model Basarim Olgiitleri

Model basarimint degerlendirirken dikkate alinan o6lgiitler Dogruluk Orani(Correctly
Classified Instances), Kesinlik (Precision), Duyarlilik (Recall), F-0l¢iiti ve Kappa
istatistigidir (Kappa Statistic). Modelin basarilt olmasi, dogru sinif olarak adlandirilan 6rnek
sayist ve yanlis simf olarak adlandirilan 6rnek sayisi ile ilgilidir. Test sonucunda
simiflandirma modelinin basarisi hata matrisindeki dogru siniflandirilan degiskenler ile yanlis
smiflandirilan degiskenlerin sayisiyla hesaplanir. Hatalarin yer aldigi matriste, siralar test
kiimesinde yer alan orneklerle ilgili gercek degerleri, siitunlarsa modelin ortaya koydugu
tahminlemeyi gosterir. Tablo.2’de iki sinifli bir veri kiimesinde olusturulmus bir modelin hata
matrisi verilmistir. Bu hata matrisinde ana kdsegen olarak adlandirilan kdsegen dogru
tahminlenmis 6rnek sayilarini gosterirken, ana kosegen diginda yer alan matris elemanlari
hatali olan degerleri ortaya koyar. TP (dogru olumlu) ve TN (dogru olumsuz) degerleri dogru
simiflandirilmig 6rnek sayisi olarak tanimlanmistir. Yanlis olumlu (FP), aslinda 0 (olumsuz)
simifindayken 1 (olumlu) olarak tahminlenmis 6rneklerin sayisini ifade eder. Yanlig olumsuz
(FN) ise 1 (olumlu) sinifindayken O (olumsuz) olarak tahminlenmis Orneklerin sayisini
gosterir.

Tablo 2. Hata Matrisi

Ongoriilen sinif

Simif=1 Sinif=0

Simif=1 a b

Sinif=0 c d

Dogru siif

Dogruluk Orani (Correctly Classified Instances): Dogruluk orani, dogru olarak adlandirilan
ornek sayisinin (TP +TN), toplam 6rnek sayisina (TP+TN+FP+FN) oranlanmasiyla bulunur.
Bu oranin 1’e tamamlayani hata orami olarak adlandirilir. 1 ve 2 numarali esitlikte
goriilmektedir.

TP+ TN )

Dogruluk = Z e b TFN T TN
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TP +FN )

Hata Oram = & PP Y FN 1 TN
Kesinlik (Precision): Dogru siniflandirilmis olumlu 6rneklem sayisinin sinifi olumlu olarak
Ongoriilmiis toplam 6rneklem sayisina oranidir. [0,1] Araliginda bir deger alir. 3 numarali
esitlikte goriilmektedir.

Kesinlik = — & @)
TP + FP

Duyarlilik (Recall): Dogru smiflandirilmis pozitif 6rneklem sayisinin gergek sinift pozitif
olan tiim 6rneklemlerin sayisina oranidir. Duyarlilik, gergek pozitiflik oran1 (True Positive
Rate) olarak da adlandirilir. [0,1] Araliginda bir deger alir. 4 numarali esitlikte goriilmektedir.

Duyarhlik = L 4)

* TP+ FN
F-Olgiitii: Cogunlukla kesinlik ve duyarlilik arasinda zit bir iliski vardir ki birinin degerini
arttirmak digerinin degerini diisiirebilir. Bu nedenle daha kesin ve duyarli sonuglar elde etmek
icin her iki Ol¢iitin harmonik ortalamasi olan F-Olgiitii kullanilir. 5 numarali esitlikte
goriilmektedir.

2 = Duyarhilk = Kesinlik )
Duyarlilik 4+ Kesinlik

F Olgiitii =

Kappa Istatistigi (Kappa Statistic): Kappa istatistigi ya da degeri beklenen ve gozlenen
degerlerin karsilastirildig1 sayisal bir degerdir. Bu deger, tesadiifi sans faktoriinii de hesaba
kattigindan daha az yanilticidir. Beklenen ve gbzlenen dogruluk hesabi Kappa istatistiginde
ayni anda kullanilmakta ve karigiklik matrisi tizerinden kolaylikla belirlenebilmektedir. Bu
yontemde satirdaki degerler gergek degerleri, siitundaki degerler ise tahmin edilen degerleri
gostermek lizere gozlenen dogruluk oranindan beklenen dogruluk oranmi ¢ikartilip elde edilen
bu deger 1-bekelenen dogruluk oranina boliinmektedir. Kappa istatistiginin yorumlanmasi
konusunda kesin standart bir yorum olmasa da genel olarak 0.00-0.20 aras1 diisiik, 0.21-0.40
arasi kayda deger, 0.41-0.60 arasi orta diizeyde; 0.61-0.80 arasi dnemli ve 0.81-1.00 arasi
milkemmel olarak tanimlanmaktadir (Aksu ve Dogan, 2019).

4. UYGULAMA

Bu boéliimde ¢aligmanin amaci, ¢alismada kullanilan veriler ve degiskenler son olarak da
bulgular ve degerlendirmeler yer almaktadir.

4.1. Amacg

Isyeri ve meskenlerde kullanilan asansérler T.C. Sanayi ve Teknoloji Bakanhig: tarafinca
gorevlendirilen yetkilendirilen A tipi muayene kuruluslari tarafindan diizenli olarak muayene
edilmektedir. Diizenli olarak yapilan kontrol sonuglar1 “kusursuz, hafif kusurlu, kusurlu ve
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giivensiz” olarak dort sekilde degerlendirilmektedir. ilk kontrolii yapilan asansorlerin
etiketlendirme igleminin ardindan yonetmelikte belirtilen siireler dikkate alinarak son
kontrolii yapilir ve ardindan tekrar etiketlendirme islemi yapilir. Bu ¢aligmada, son kontrol
asamasinda yapilan etiketlendirme islemine dair sebepler g¢esitli makine &grenme
algoritmalarindan yararlanilarak siniflandirilmig ve algoritmalarin basarisi kiyaslanmistir.

4.2. Arastirmada Kullanilan Veriler ve Degiskenler

Bu ¢alismada Kayseri ilindeki A tipi muayene kurulusu ile gorisiilerek 100 adet binaya
iliskin veri temin edilmistir. Elde edilen veriler asansdriin montaj yili, hizi (m/sn), seyir
mesafesi(m), kapasitesi (kisi), fren tipi (kaymali, ani tampon, ani), ilk giivenlik durumu
(kirmizi, sart mavi, yesil), son giivenlik durumu (kirmizi, sart mavi, yesil), eksiklik sebebi (0-
bina yonetimi kaynakli, 1-firma kaynakli, 2-insaat firmas1 kaynakli, 3-problem yok, 4-firma
ve ingaat firmasi kaynakli, 5-firma ve bina yonetimi kaynakli, 6-bina yonetimi ve insaat
firmasi kaynakli, 7-bina yonetimi, firma ve insaat firmasi kaynakli) ait bilgilerdir.

Caligmada asansorlerle ilgili arizalar  Sekil 1.’de yer alan grafikte goriilmektedir.
Asansorlerin %34’tinde problem olmadigi, %18’inde firma kaynakli, %18’inde firma ve
ingaat firmas: kaynakli, %15’inde firma ve bina yonetimi kaynakli, %10’unda bina yonetimi
kaynakli, %3’linde ingaat firmasi kaynakli, %1’inde bina yonetimi ve insaat firmast kaynakli
ve son olarak %]1’inde bina ydnetimi, firma ve insaat firmasi kaynakli arizalarin oldugu
saptanmuigtir.

EKSIKLIK SEBEBI
7 6

0
, [vUzpe]  T¥UzDE]
[YUzDE 3
5 YUZDE]
[YUzDE]
4 1
[YUzDE]

[YUzDE]

Sekil 1. Ariza Sebeplerine iliskin Daire Grafigi

Asansorlerin ilk kontrol agamasi tamamlandiktan sonra yonetmelikte belirtilen siireler dikkate
almarak son kontrol asamas: siirecinde etiketlendirme islemi yapilir ve bu etiketlendirme
islemine dair sebepler belirtilir. Bu caligmada belirtilen sebeplerin tahmini igin bir
smiflandirma ¢aligmasi yapilnustir. Sozii edilen sebepler (0-bina yonetimi kaynakli, 1-firma
kaynakli, 2-ingaat firmasi kaynakli, 3-problem yok, 4-firma ve ingaat firmasi kaynakli, 5-
firma ve bina yonetimi kaynakli, 6-bina yonetimi ve insaat firmas1 kaynakli, 7-bina yonetimi,
firma ve ingaat firmas1 kaynakli) olmak iizere sekiz sinifa ayrilmaktadir.
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Veri madenciligi analizinde degerlendirilecek olan veriler WEKA Programina uygun olmasi
icin “arff formatinda” hazir hale getirilmistir. Degiskenlerden montaj yili, seyir mesafesi,
kapasitesi degiskenleri niimerik, fren tipi, ilk giivenlik durumu, son giivenlik durumu ve
eksiklik sebepleri degiskenleri nominal degiskenlerdir. Niimerik yapida olan verilerde
normalizasyon islemi WEKA programinda yapildiktan sonra analize tabi tutulmustur. Analiz
isleminde egitim asamasi tamamlandiktan sonra sinif etiketleri olusturmak igin “10 kat capraz
dogrulama” yapilmistir. Bu yontem veri setinin 10 parcaya ayrilmasi ve her par¢anin bir defa
test grubuna, geriye kalanlarin Ogrenme grubuna atilmasiyla yapilir. Daha sonra
smiflandirmada en basarili algoritmalar1 degerlendirilebilmek i¢in Dogruluk Orani (Correctly
Classified Instances), Kappa Istatistigi (Kappa statistic), Duyarlilik (Recall), Kesinlik
(Precision) ve F 6l¢iitii model basarim dlgiitleri géz oniine alinmistir.

5. BULGULAR VE DEGERLENDIRME

WEKA programi kullanilarak uygulanan algoritmalarin sonuglart Tablo.3’de verilmistir.
Karsilastirilacak algoritmalarin programda yer alan parametreleri kullanilarak analiz
gergeklestirilmistir.

Tablo 3. Algoritmalarin Model Basarim Olgiitleri

< Kappa
(ng—i’(‘;ltl{;kcgg;ﬁie d Istatistigi | Duyarlilik Kesi_n_lik i F )
Instances) (qupa (Recall) | (Precision) | olgiitii
Statistic)
ELA(;\(;%?T'?\IESSI %83 0.7827 0.845 0830 | 0828
LOJISTIK

R %84 0.7959 0.822 0.840 | 0.830

MLP %93 0.9108 0.034 09030 | 0.929

LAZYIBK %87 0.8347 0.880 0870 | 0870

KSTAR %87 0.8353 0.869 0870 | 0.865
ITERATIVE

CLASSIFIER %95 0.9362 0.953 0950 | 0.949
OPTIMIZER

BAGGING %83 0.7822 0.802 0.830 | 0.806

%ﬁﬁ'g‘g&g‘gﬁ' %86 0.82 0.817 0.860 | 0.837

LOGITBOOST %95 0.9362 0.953 0950 | 0.949

RANDOMCOMITTEE %93 0.911 0.942 0030 | 0.934

148 ALGORITMASI %85 0.8079 0.812 0.850 | 0.827

RANDOM FOREST %90 0.8736 0.916 0.900 | 0.904

RANDOM TREE %90 0.8727 0.912 0000 | 0.903

Tablo 3.’de yer alan uygulama sonuglarina gore algoritmalarin performanslar incelendiginde
Dogruluk Orani (Correctly Classified Instances) yani dogru siniflandirma orani agisindan
bakildiginda %95 oraninda Iterative Classifier Optimizer ve Logitboost Algoritmalar1 birinci
sirada yer almistir. Arkasindan %93 oraninda MLP ve Randomcomittee Algoritmast yer
almaktadir. Random Forest ve Random Tree Algoritmalari %90 oraninda dogru
smiflandirarak iigiincli sirayr almistir. Diger algoritmalar ise %83 ile %87 arasinda dogru
smiflandirma oranina sahiptir. Sekil 2.’de ise simiflandirma algoritmalarinin dogruluk
oranlarini gosteren grafik goriilmektedir.
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96%
94%
92%
90%
88%
86%
84%
82%
80%
78%
76%

Sekil 2. Simiflandirma Algoritmalarimin Dogruluk Oranlar:

Kappa istatistigi yapilan tahminin dogruluk oOlgiisiinii gosterir. Bu istatistigin sonuglari
incelendiginde ise 0.9362 degerine sahip Logitboost ve Iterative Classifier Optimizer
Algoritmalari birinci siray1 alirken, arkasindan Randomcomittee Algoritmasi 0.911 degeriyle
ikinci sirada, 0.9108 degeriyle MLP {igilincii siradadir. Random Forest ve Random Tree
Algoritmalari 0.8736 ve 0.8727 degerlerini alarak dordiincii ve besinci siraya yerlesmislerdir.
Diger algoritmalar ise 0.7822 ve 0.8357 araliginda farkli degerler almislardir. Kapa degeri
0.81 ile 1 arasinda ise g¢ok iyi, 0.61-0.8 araliginda ise iyi olarak yorumlanmaktadir.
Dolayistyla Logitboost, Iterative Classifier, Randomcomittee, MLP, Random Forest ve
Random Tree Algoritmalarinin ¢ok iyi, diger algoritmalarin ise iyi olduklar1 sdylenebilir.

Duyarhilik (Recall), Kesinlik (Precision) ve F él¢iitii degerleri incelendiginde sirastyla 0.953,
0.950 ve 0.949 degerleriyle Iterative Classifier Optimizer ve Logitboost Algoritmalar1 ilk
sirada yer almistir. MLP 0.934, 0.930 ve 0.929 degerleriyle ikinci sirada yer alirken Random
Forest Algoritmasi 0.916, 0.900 ve 0.904 degerleriyle igiincii sirada, Random Tree
Algoritmast  0.912, 0.900 ve 0.903 degerleriyle dordiincii siraya yerlesmis. Diger
algoritmalarda yiiksek denilebilecek oranlar almiglardir. Bu oranlarin ne kadar 1’e yakinsa o
derecede basarili bir performans gosterdigi sOylenebilir. Dolayisiyla s6zii  gecen
algoritmalarin bagarili oldugu yorumu yapilabilir.

ilk {igte yer alan algoritmalarin dogru tahminledigi 6rnek sayilar1 Tablo 4.’de yer almaktadir.
Bu tablo WEKA programinin ekran goriintiisinde yer alan hata matrisinin ana kosegeninde
yer alan degerleri igermektedir. Hata matrisinin ana kdsegeni dogru tahminlenmis Srnek
sayilarini gosterir.

Tablo 4. ilk iicte Yer Alan Algoritmalarin Dogru Tahminledigi Ornek Sayisi

Algoritmalar 0|1 (2|3 |4 |5 |6]|7]| Toplam

Iterative Classifier Optimizer | 10 | 18 | 2 | 34|18 | 13| 0| 0 95

Logitboost 1011812 |34|18|13|0]|0 95
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MLP 1018|234 |17|112|0|0 93

Randomcomittee 10|18 | 2|34 | 17|12 |00 93

6. SONUCLAR

Isyeri ve meskenlerde kullanilan asansérler T.C. Sanayi ve Teknoloji Bakanligi tarafinca
yetki verilen A tipi muayene kuruluslarinca diizenli olarak muayene edilmektedir. Bu
degerlendirme sonucunda ilk kontrol asamasinin arkasindan yapilan son kontrol asamasinda
etiketlendirme islemi yapilir. Yapilan bu etiketlendirmeye dair sebepler ortaya konulur. Bu
calismada da asansorlerde meydana gelen arizalara iligkin ortaya konulan sebeplerin
smiflandirilmast ile ilgili olarak bir uygulama yapilmig ve g¢esitli algoritmalarin
performanslar1 karsilastirilmistir.

Calismanin sonucunda model basarim o6lgiitleri Dogruluk Orant (Correctly Classified
Instances), Kappa istatistigi, Duyarlilik (Recall), Kesinlik (Precision) ve F olgiitii dikkate
alinarak algoritmalar degerlendirilmistir. Uygulamada iicretsiz bir yazilim olarak sunulan
Waikato Universitesinde Java programlama diliyle ortaya konulmus olan WEKA (Waikato
Environment for Knowledge Analysis) programi kullanilmistir. Degerlendirmenin sonucunda
model basarim o6lgiitleri agisindan Iterative Classifier Optimizer ve Logitboost Algoritmalari
birinci sirada yer almiglardir. MLP ikinci sirada ve Randomcomittee Algoritmasi da t¢iincii
sirada basarili bir performans gostermiglerdir.

Literatiir taramasinda gerek veri madenciligi gerekse asansorlerle ilgili birgok g¢alismaya
rastlanilmis ancak bu c¢alismanin bir benzerine rastlanilmamigtir. Bu anlamda caligmanin
literatiire katki saglayabilecegi diisiiniilmektedir.
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