Firat Universitesi Miih. Bil. Dergisi
32(1), 47-56, 2020

Evrisimsel Sinir Ag1 Modellerinde Ozellik Se¢im Yontemlerini Kullanarak
Cicek Goriintiilerinin Simiflandirilmasi

Mesut TOGACAR?Y, Burhan ERGEN?Z, Fatih OZYURT?
! Bilgisayar Teknolojileri Programi, Teknik Bilimler Meslek Yiiksek Okulu, Firat Universitesi, Elazig, Tiirkiye
2 Bilgisayar Miihendisligi, Miihendislik Fakiiltesi, Firat Universitesi, Elazig, Tiirkiye
3 Yazilim Miihendisligi, Teknoloji Fakiiltesi, Firat Universitesi, Elazig, Tiirkiye
*1 mtogacar@firat.edu.tr, 2 bergen@firat.edu.tr, ® fatihozyurt@firat.edu.tr

(Gelis/Received: 03/06/2019; Kabul/Accepted: 28/10/2019)

Oz: Goriintii isleme yontem ve tekniklerinin giin gectikce daha iyi sonug vermesi, ekolojik dengenin duyarlilig1 agisindan 6nem
arz etmektedir. Bu makale ekolojik dengenin temel unsuru olan ¢igek goriintiilerinin siniflandirilmasini ele almaktadir. Son
zamanlarda ¢igek goriintiileri iizerinde derin 6grenme yontemlerinin kullanimi artmistir. Bu ¢alismada, ¢igek goriintiilerinin
siiflandirilmasi igin internette erisime agik olan veri seti kullanilmigtir. Veri seti 4326 goriintiiden olugsmaktadir. Elde edilen
veri kiimesinde ozellik cikarimi igin derin dgrenme modellerinden evrisimsel sini agi (ESA) kullanilmistir. ESA
mimarilerinden AlexNet, VGG-16 ve VGG-19 modelleri kullanilmistir. Ug modelinde ortak 6zelligi 1000 6zellik veren tam
baglantili katmana sahip olmalaridir. Cigek goriintiilerinden elde edilen ozellikler destek vektor makineleri (DVM) ile
siniflandirilmis ve elde edilen sonuglar karsilastirilmistir. Karsilagtirma sonucunda en iyi smiflandirma performansim VGG-
16 mimarisi ile saglanmistir. Elde edilen siniflandirma dogruluk orani %86,56°dir. Sonraki asamada ESA mimarilerinin son
tam baglantili katmanindan elde edilen 1000 &zellik birlestirilerek 3000 6zellik seti olusturuldu. Ardindan, 6zellik se¢im
yontemlerinden; Maksimum Bilgi Katsayis1 (MBK), Ridge regresyonu ve Ozyinelemeli Ozellik Eleme (OOE) yontemleri
kullanilarak dzellik sayis1 300’e diisiiriilmiistiir. Ozellik segim yontemleri ile ¢ikartilan en verimli 6zellikler DVM yontemi ile
yeniden siniflandirilmistir. Siniflandirma basar1 orani yaklasik %4,54 artarak %91,10 olmustur. Bu ¢alisma ile ¢igek
goriintiilerinin  smiflandirilmasinda ESA mimarileri ile birlikte 6zellik secim ydntemlerinin kullanimimnin etkili oldugu
gozlemlenmistir.

Anahtar kelimeler: ESA, derin 6grenme, goriintii isleme, 6zellik se¢imi, ¢igek goriintiileri.

Classification of Flower Images by Using Feature Selection Methods
in Convolutional Neural Network Models

Abstract: It is important for the sensitivity of ecological balance that image processing methods and techniques give better
results day by day. This article deals with the classification of flower images which are the basic elements of ecological balance.
Recently the use of deep learning methods on flower images has increased. In this study, the dataset available on the internet
was used for the classification of flower images. The dataset consists of 4326 images. In the obtained dataset, convolutional
neural network (CNN), one of the deep learning models, was used for feature extraction. The CNN architectures AlexNet,
VGG-16 and VGG-19 are used in this study. The common feature of the three models is that they have a fully connected layer
that give 1000 features. The features obtained from flower images were classified with support vector machines (SVM) and
the results were compared. As a result of the comparison, the best classification performance was achieved with VGG-16
architecture. Obtained classification accuracy rate is 86.56%. In the next phase, 1000 features obtained from the last fully
connected layer of CNN architectures were combined and 3000 feature set were created. Then, the most efficient 300 features
were selected from the 3000 set of features using the Maximum Information Coefficient (MIC), Ridge regression, and
Recursive Feature Elimination (RFE) feature selection methods. The most efficient features extracted by feature selection
methods were reclassified by SVM method. The classification success rate increased by approximately 4.54% to 91.10%. In
this study, it has been observed that using CNN architectures and feature selection methods are effective in the classification
of flower images.

Key words: CNN, deep learning, image processing, feature selection, flower images.
1. Giris
Bitki organlarindan biri olan ¢igekler, ekolojik diizenin vazgecilmez bir unsurudur. Cigekler, insanlara faydali

olacak alanlarda da kullanilmistir [1]. Tlag sanayisi, gida ve kozmetik sektorii, peyzaj alanlari, 6zel ve anlamli
glinlerde vs. siireklilik arz edip, talep gormektedir. Cigeklerin sekil ve renk benzerliginden dolay1 ayirt etmek zor
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bir istir [1,2]. Giiniimiizde yaklasik 390 bin ¢igek cesidi bulunmaktadir [3]. Insan géziiyle belli bir mesafeden sonra
birbirine renk ve sekil olarak benzeyen c¢icekleri ayirt etmek daha da zorlagmaktadir. Derin 6grenme ise insan
goziliniin yaptigi iglevleri daha hizli ve dogru sonuglar vermeye yarayan bir yazilim teknolojisidir [4,5]. Bu
teknolojide ¢esitli modeller gelistirilmistir. Gelistirilen bu modeller igerisinde son zamanlarda popiilerligini
artirmus olan ESA modelleridir. ESA modelleri, uzman bilgisine ihtiya¢ duymaksizin 6zellikleri otomatik olarak
cikarir. Ayrica ESA modelleri girdi olarak vektor (6zellik vektorii) degil, matris (ham goriintii) kullanir [6,7].
Sonug olarak, c¢igeklerin simiflandirilmas:t ve segmentasyonu gibi islemlerde derin 6grenme mimarileri giin
gectikce daha da ilgi gormeye baslamistir [8].

Cigek gortntiilerinin siniflandirilmasi isleminde birgok teknik ve yéntem Onerilmistir. Hazem Hiary ve ark.
[8], calismalarinda ¢igek goriintiilerinin siniflandirilmasi igin iki agamali derin 6grenme modeli dnermislerdir.
Birinci asamada ¢igek bolgesini otomatik olarak yerellestirmek i¢in segmentasyonu islemini gergeklestirmiglerdir.
Ikinci asamada ise ¢oklu simiflandirict Softmax’1 kullanarak %97,1 oraninda bir basar1 elde etmislerdir. Musa
Cibuk ve ark.[9], calismalarinda minimum artikhik maksimum alaka diizeyi (MAMAD) yontemini kullanarak
ozellik se¢imi yapmislardir. Cikardiklari verimli 6zellikleri DVM siniflandiricini kullanarak %96,39 oraninda bir
basar1 elde etmislerdir. Philipe A.Dias ve ark. [10], yeni ESA tabanli bir algilama algoritmas: gelistirmislerdir.
%90 oraninda bir smiflandirma basarisi elde etmislerdir. MostafaMehdipour Ghazi ve ark. [11], ¢alismalarinda
cicek goriintiilerinin siniflandirilmasi i¢in 6nceden egitilmis (transfer 6grenme) ESA modellerini kullandilar. Veri
setine goriintii gogaltma teknigi kullanip yeni goriintii kiimesi elde ederek siniflandirma islemini gerceklestirdiler.
Calismalarinda elde ettikleri basar1 oram1 %80°dir. Marco Seeland ve ark. [12], ¢igeklerin siniflandirilmasi
isleminde geleneksel yontemleri kullandilar. Yerel sekil ve renk tanimlayicilar1 yontemleri ile 6zellik secim
detektorlerini birlikte kullandilar. Smiflandirict olarak kullandiklari DVM yontemi ile %94 oraninda bir basari
elde ettiler. Son olarak D.S.Guru ve ark. [13], geleneksel yontem olan renk dokusu momentlerini, gri-seviye es-
olusum matrisi yéntemini ve Gabor teknigini birlestirerek bir smiflandirma islemi gergeklestirdiler. Ug ydntemin
birlesiminde yaklasik %79 oraninda bir basari elde ettiler.

Bu galismada yazarlar, ¢igek goriintiilerinin ayirt edilebilmesi igin ESA modelleri ile 6zellik ¢ikarma
yontemlerinin birlikte kullanilmasini 6nermektedirler. Cigek goriintiilerinin siniflandirilmasinda yaygin olarak
kullanilan siniflandirict DVM [14,15], bu ¢alismada da kullanilmustir.

Bu makale kisaca soyle diizenlenmistir: 2. boliimde, veri kiimesi ve ESA modelleri hakkinda kisa bilgiler
verilmektedir. Boliim 3'te 6zellik se¢imi yontemleri, siniflandirici ve 6nerilen yontem hakkinda bilgi sunulmustur.
Bu ¢alismada elde edilen analiz sonuglar1 Boliim 4'te verilmistir. Tartisma boliimii boliim 5'de verilmistir. Tartisma
boliimiinde ayn1 veri setini kullanan diger ¢alismalara deginilmistir. Son béliim ise sonug boliimiinden olusmustur.

2. Veri Kiimesi ve ESA Modelleri
2.1 Veri kiimesi

Bu caligmada, bes bitki tiirine ait 4326 ¢igek goriintlisinden olusan erisime agik veri kiimesi [16]
kullanilmustir. Veri kiimesini olusturan papatya, karahindiba, giil, ayg¢igegi ve lale bitki tiirlerine ait Grnek
goriintiiler Sekil 1°de gosterilmistir. Veri goriintiileri Google, Flicker ve Yandex tarayicilari {izerinden toplanmis
ve erisime sunulmustur. Cigek siniflarina ait goriintii sayis1 Tablo 1’°de gosterilmistir. Veri kiimesindeki goriintiiler
yiiksek ¢oziiniirliikte degildir. Goriintiilerin  ¢oziintirligii 134x240 piksel ile 1024x198 piksel arasinda
degismektedir.

a. . C. ‘ d. l . e

Sekil 1. Deneyde kullanilan ¢igek goriintiileri: (a) papatya, (b) karahindiba, (c) giil (d) aycigegi ve (e) lale.
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Tablo 1. Veri setinde bulunan gorintiilerin sinif bazinda sayisal dagilimu.
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Cicek Adr

Papatya

Karahindiba

Giil

Aygicegi

Lale

Toplam

1055

784

734

984

4326

Goriintii Sayis1 769

2.2 ESA modelleri

Bu béliimde, AlexNet, VGG-16 ve VGG-19 modelleri hakkinda bilgi verilmistir. Ug modelin mimari yapist
birbirine benzer Ozellikler gosterdigi igin secilmistir. ESA mimarilerinin sematik gosterimi Sekil 2’de
gosterilmistir. AlexNet mimarisi, 2012 yilinda imageNet yarismasinda adin1 duyuran, yaklasik bir milyon gériintii
ile egitilme ozelligine sahip, gorintiileri simiflandirmada son derece basarili bir ESA modelidir. AlexNet
mimarisinin ana katmanlar1 evrisim, havuzlama ve tam bagli katmanlardan olusur. Evrisim katmani, secilmis filtre
boyutu ile giris yapan goriintii iizerinde dolastirilmasi islemine dayanir. Filtrenin boyutu 3x3 veya 5x5 piksel
olabilir. Filtre ile elde edilen goriintii bir sonraki katmanin giris goriintiisii olur. Kisaca evrigimsel katmanlardan
gecen goriintiiniin aktivasyon haritalar1 olugsmaktadir. Aktivasyon haritalarinin en 6nemli 6zelligi kendine has
Ozelliklerden olusmasidir [17].Son olarak havuzlama katmani, goriintii 6zelliklerini korur, goriintii boyutunu ve
maliyetlerini azaltir ve ayrica goriintii bilgilerini bozulmadan tutar [18].
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Sekil 2. ESA modellerinin sematik gosterimi: (a) VGG-16, (b) VGG-19 ve (c) AlexNet.

VGG-16 mimarisi, evrisimsel, havuz ve tamamen bagh katmanlardan olusur. Toplam 21 ana katmandan
olusur [19]. Bu mimari artan bir ag yapisina sahiptir. Goriintii giris ¢ozUniirliigi 224x224 pikseldir. Evrisimsel
katmanindaki filtre boyutu 3x3 pikseldir. Bu mimaride son katmanlar 6zellik ¢ikarimi i¢in kullanilan tam baglantilt
katmanlardan olusur.

VGG-19 mimarisinin ana katmanlar1 16 evrisimsel, bes adet havuzlama ve {i¢ tam baglantili katmandan
olusur. Bu mimari toplam 24 ana katmana sahiptir. VGG-19 derinlemesine bir aga sahip oldugundan evrisimsel
katmanda kullanilan filtreler parametre sayisini azaltmak i¢in kullanilir. Bu mimaride segilen filtrenin boyutu 3x3
pikseldir. VGG-19 mimarisi yaklasik 138 milyon parametre igermektedir [20].

Bu makalede kullanilan ESA mimarileri 6zellik ¢ikarim i¢in kullamlmustir. Ozellikler, ii¢ modelde de FC-8
katmanindan elde edilmistir. FC-8 katmani, 1000 tane 6zellik ¢ikarir [21]. Ug modelde filtre 3x3, adim sayis1 iki
ve havuzlama tiirii maksimum se¢ilmistir. Ayrica bu g¢alismada kullanilan veri seti tiim deneylerde %30’u test
verisi, %701 ise egitim verisi olarak kullanildi. Yani, ¢apraz dogrulama yerine genis veri kiimesi oldugu i¢in veri
kiimesi test ve egitim olarak ikiye ayrilip siniflandirma islemi gerceklestirildi. ESA mimarilerinde egitim siireci
transfer ogrenme ile gergeklestirildi. Ek olarak, veri seti goriintiilerinin ESA modellerinin giris boyutlarina
dontstiiriilmesi isleminde “ImageDatastore” ve “augmentedIimageDatastore” aktivasyon kodlari kullanildi.

3. Yontemler
3.1 Ozellik se¢im yontemleri

Ozellik secimi, goriintii islemede simiflandirma dogrulugunu artirmak ve daha hizli sonu¢ vermek icin
kullanilir. Diger bir ifadeyle, mevcut veri kiimesinden bir veri alt kiimesi olusturma yontemidir [22]. Bu ¢alismada

ii¢ tip Ozellik se¢im yontemi kullanildi.
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3.1.1 MBK yéntemi

Kullanilan yontemlerden ilki MBK yontemidir. Bu yontem, bilyiikk veri kiimelerindeki ¢ift degiskenler
arasinda iliski bagmtisint inceler ve MBK’nin dogrulugu, her ¢ift i¢cin bagimlilik 6l¢iisii {izerinde etkilidir.
Dogrusal veya dogrusal olmayan degigkenlerin eslestirilmesi ile birlikte olabilme durumunu 6lgen istatistik tabanl
bir yontemdir [23]. Degiskenler arasindaki karsilikli bilginin maksimum olacagi sekilde se¢ip yapar. Bu durum
her zaman i¢in miimkiindiir. Denklem 1’de X ve Y degiskenleri temsil etmektedir. Burada X ve Y degiskenlerinin
boyutlari kabaca ayni olmak zorundadir. X=2 ve Y=2 degerleri genel olarak kabul edilir ancak bu degerler
H(X) tarafindan degisebilmektedir. Eger veri kiimesinde eslestirilmis degiskenlerin boyutlari farkl ise, o
kiimede elde edilmis en biiyiik degere boliinerek normalizasyonu gerceklestirilir. Boylece degiskenler
arasinda olusmasi muhtemel diizensizlik (entropi) en aza indirgenmis olur [24]. Bu durum Denklem 2’de
gosterilmistir. Denklem 2’nin normalizasyonu ise Denklem 3’te gerceklesmistir.

H(Xp) = H(Yp) = H(Xp, V) 1)
I1(X;Y) = H(X) + H(Y) — H(X,Y) @)
log(min(n,,n,) 3

3.1.2 Ridge yontemi

Ridge regresyonu, ¢ok degiskenli neden-sonug iliskisine dayanan verilerin analizini gergeklestiren istatistik
tabanl1 bir yontemdir. Tercih edilmesinin sebebi en kiiciik kareler (EKK) yonteminin varyans degerlerinden daha
diisiik varyans degerleri verdigi i¢in kullanilmaktadir. Ridge regresyon formiilii Denklem 4’te gosterilmistir. Bu
denklemde k sabit bir degisken olup, 0 < k < 1 aras1 deger alir. X ve Y veri kiimesinde yer alan degiskenleri ifade
eder. | ise birim matrisini temsil eder [25,26].

XX +kD7'X'Y 4)
3.1.3 OOE yontemi

OOE, 6zyinelemeli dzellik azaltma ydntemi olarak bilinir. Bu yontem, veri setinde elde edilen tiim 6zellikleri
ele alir ve 6nem sirasina gore siralama yapar. S 6zellikler verisini igeren bir dizi olarak kabul edilirse, birden fazla
ozellik dizisini S1 > S2 > S§3 olacak sekilde onem derecesine gore siralar. Bu yontemde her yineleme iglemi
gergeklestirildiginde, Si dizisine ait st sirali 6zellikler (en verimli 6zellikler dizisi) Korunur, iyilestirilme yapilir
ve dogruluk degerlendirilir. Sonraki asamada, en iyi dogruluk degerleri ile Si dizisi kiyaslatilir ve en verimli Si
ozelliklerinden daha iyi sonu¢ vermis ise degerler modelde dnem sirasina gore degistirilir [27].

Bu makalenin calismasinda, MBK, Ridge ve OOE 6zellik se¢im algoritmalarindan elde edilen 6zelliklerin
agirlik katsayilart ¢ikartilmistir. Sonraki adimda ii¢ 6zellik seciminden elde edilen agirlik katsayilari toplanip
aritmetik ortalamasi alinmistir. Aritmetik ortalamasi yiiksek olan 6zellikler sirasi ile siniflandirma igleminde
kullanilmustir.

3.2 DVM smiflandiricisi

DVM yontemi, regresyon ve siniflandirma problemleri i¢in kullanilabilecek kontrollii bir makine 6grenme
yontemidir. Bu yontem, verilerden elde edilen zellikleri yeni bir koordinat diizlemine yerlestirir. Ardindan,
smiflandirma islemi siniflari ayiran hiper diizlem bulmak suretiyle gerceklestirilir. Bagka bir ifadeyle DVM, pozitif
veri alanini, negatif alan kiimesinden maksimum alani olan ayiran bir siniflandiricidir [28]. Sekil 3°te DVM
siiflandiricisinin ¢aligma prensibi gosterilmigtir. Denklem 6’nin amact olugan siniflandirma siirecinde olusan
problemlerin en aza indirgemesini saglar. Denklem 7’de Xi ve Yi 6zellikleri temsil eder. Bu denklem 6zelliklerin
hangi sinifa ait oldugunu tahmin eder [28].
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Sekil 3. DVM smiflandirma siireci islem diyagrami.
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Bu ¢alismada DVM siniflandiricist kodlart ESA modellerinin mimari yapisinda kullanilmistir. Ayrica, 6zellik
secim yontemleri ile olusturulan 6zellik setleri icinde Matlab yaziliminin “Siiflandirma Ogrenmesi” arac kutusu
kullanilarak DVM yontemi ile siniflandirma gergeklestirilmistic. DVM parametre degerleri, makul degerler kabul
edilmis ve tercih edilen parametre bilgileri sunlardir; Kutu kisitlama diizeyi bir tercih edilmistir. Kernel fonksiyonu
dogrusal ve kuadratik olarak secilmistir. Kernel skalasi otomatik kabul edilmistir. Cok sinifli yontem parametresi
ise bire-bir se¢ilmistir.

3.3 Onerilen yontem

Onerilen yontemde AlexNet, VGG-16 ve VGG-19 mimarileri 6zellik ¢ikarimi igin kullanilmgtir. Ug
modelinde FC8 katmanina sahip olmasi bu modellerin birlikte kullaniminda etkili olmustur. Her modelin FC8
katmani 1000 adet &zellige sahiptir [20]. Onerilen yontemde 6zellik ¢ikarimlari egitim ve test asamalarinda
gerceklestirilmigtir.  Toplamda (1000 + 1000 + 1000) 3000 adet ozellik birlestirilmis o6zellik se¢im
yontemleriyle (MBK, Ridge, OOE) 300 adet 6zellige diisiiriilmiistiir. Bu yaklasimda kullanilan dzellik se¢im
yontemleri i¢in her bir 6zellige ait agirliklar hesaplanmistir. Sonraki adimda tiim agirliklarin aritmetik ortalamasi
almarak yeni bir agirlik 6zelligi ¢ikartilmistir. Bir bagka deyisle, ii¢ 6zellik segiminden ¢ikan agirlik degerlerinin
toplaminin aritmetik ortalamalar1 alinarak 6zellik se¢imi gergeklestirilmistir. En son adimda siniflandirma islemi
DVM ile gerceklestirilmistir. Onerilen yaklasimin tasarim Sekil 4’te gdsterilmistir. U¢ modelde Béliim 2’°de
belirtilen parametre degerleri disinda Tablo 2’de belirtilen parametre degerleri kullanilmistir. Mini-batch
parametresi birden fazla girdinin model iizerinde ayn1 anda islemesi durumudur [29]. Bu durum ise kullanilan
bilgisayarin donanim o6zellikleri ile alakali oldugu i¢in maliyetli bir istir. Bu ¢alismada mini-batch degeri 32
segildi.

Tablo 2. Onerilen yaklasimda kullanilan ESA mimarilerinin parametre degerleri.

5:;11?::1]3“ ESA Mimarisi ;:;L:L Optimizasyon | Momentum | Decay | Beta é\g ;2;] Og:;ﬂ‘:le
AlexNet 227x227 Sigmoid

Matlab VGG-16 224x224 Gradient 0.9 le-6 - 32 0.0001
VGG-19 224x224 Descent
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Birlestirilmis
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MBK & Ridee & OOE
(300)

3000 D\—.\I

Sinsflandirict

Veri Kimesti

V

FC8

Sekil 4. Onerilen yaklasimin tasarim.

4. Bulgular

Bu makaledeki deneyler, 64 bitlik Windows 10 isletimi {izerinde kurulan Matlab R2018b goriintii isleme
yazilimi kullamilarak derlendi. Kullanilan bilgisayarm &zellikleri; NVIDIA GeForce 2 GB grafik karti, Intel© i5 -
Core 2.5 GHz islemci ve 8 GB RAM e sahiptir.

Bu ¢alismada kullanilan veri kiimesi bes bitki tiiriine ait 4326 ¢igek goriintiisiinden olugmaktadir. Veri
kiimesini olusturan &rneklerin 3225’1 siniflandiricinin egitimi igin, geriye kalan 1101 6rnek test islemleri igin
kullanmilmustir. Modellerin performanslarimin degerlendirilmesi igin dogruluk, duyarlilik, 6zgiinliik ve f-skor
metrikleri kullanilmigtir. Calismanin analizinin iyi performans gostermesi i¢in, olumlu (pozitif) ve olumsuz
(negatif) kararlarin dogruluklar1 6nemlidir. Bu kararlar, dogru pozitif (DP), dogru negatif (DN), yanlis pozitif
(YP), yanlis negatif (YN) olarak ifade edilmektedir [30-32]. Asagida belirtilen denklemlerde metrik degerleri bu
kararlara gore degerlendirilmektedir.

Duyarlilik = —— 8
YA = Dp iy ®)
Ozgiinliik = —— 9
ZBUMUE = N tYP ©)
2xDP
F-skor =———— (10)
2xXDP+YP+YN
DP+DN
Dogruluk = ————2" (11)
DP+DN+YP+YN

Her simif igin hesaplanan dogruluk, duyarlilik, 6zgiinliik ve f-skor performans metriklerine ek olarak, modelin
genel basarimini 6lgmek icin genel dogruluk metrigi hesaplanmistir. Genel dogruluk, modelin dogru tahmin
sayisinin, toplam tahmin sayisina orani olarak tanimlanir.

Bu calisma iki deney analizinden olugmustur. Birinci deneyde ESA mimarileri 6zellik se¢im yontemleri
kullanilmadan DVM ile siniflandirilmigtir. Analiz sonuglar1 Tablo 3°te gosterilmistir. Analiz sonuglarinda en iyi
smiflandirma dogrulugu VGG-16 mimarisiyle saglanmistir. Elde edilen simiflandirma basaris1 %86,56’dir. ESA
mimarilerinin 6grenim grafikleri ise Sekil 5’te gosterilmistir. Ikinci deneyde ise ESA mimarilerine dzellik segim
yontemleri uygulanarak analiz gergeklestirilmistir. Ug 6zellik se¢im yontemi birlestirilip aritmetik ortalamalari
alinarak en iyi 6zellikler segilmistir. Ozellik segim orani orijinal 6zelliklerin %10’unu alacak sekilde belirlendi.
Ornegin; {i¢ modelin birlesiminden olusan 3000 dzelligin %10 orann alarak 6zellik segimi gergeklestirildi ve 300
ozellik secildi. Veya 1000 6zellikli AlexNet mimarisinin %10 oranim alarak 6zellik se¢imi ile 100 6zellik segildi.
Ikinci deneye iliskin analiz sonuglar1 Tablo 4’te gosterilmistir. Tablo 4 incelendiginde birlestirilmis 6zellik se¢im
yontemleri ESA mimarilerine ayr1 ayr1 ve {i¢ mimarinin 6zelliklerinin birlesimine uygulanmistir. Onerilen yontem
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ile ii¢ modelin 6zellikleri birlestirilmistir ve 3000 6zellik elde edilmistir. Ozellik secim yontemlerinden elde edilen
aritmetik agirlik ortalamalart géz oniinde alinarak bu &zellikler 300’e diisiiriilmistiir. Neticede elde edilen
siiflandirma basarisinda %4,54 oraninda bir artig saglanmustir.

Sonug olarak bes ¢igek goriintii kiimesinin siniflandirilmasinda 6nerilen yaklagim ile %91,10 oraninda bir
genel basar1 saglanmistir. Bu basarimin karmagiklik matrisi ve ROC egrisi grafigi Sekil 6’ ta gosterilmistir. Ayrica
ozellik se¢im yonteminin CNN mimarilerinde zaman olarak kazang sagladigi Tablo 5’te gosterilmistir.

Tablo 3. Ozellik segimi ydntemleri kullanilmadan ESA modellerinin DVM ile siniflandirma sonuglari.

- . Genel
ESA Mimarisi Simif Kiimesi # Ozellik | Dogruluk Duyarhhk | Ozgiinliik | F-skor | Dogruluk
(FC8) (%) %)
Papatya 93,87 0,87 0,96 0,86
Karahindiba 95,19 0,85 0,98 0,89
AlexNet Giil 1000 93,13 0,86 0,95 0,84 86,29
Aygicegi 94,81 0,90 0,96 0,88
Lale 93,13 0,84 0,96 0,84
Papatya 94,83 0,85 0,98 0,88
Karahindiba 94,92 0,90 0,96 0,89
VGG-16 Giil 1000 93,24 0,88 0,95 0,85 86,56
Aygicegi 94,82 0,89 0,97 0,88
Lale 92,97 0,81 0,96 0,83
Papatya 92,58 0,79 0,97 0,82
Karahindiba 93,05 0,84 0,96 0,84
VGG-19 Giil 1000 91,94 0,85 0,94 0,82 83,92
Aygicegi 94,76 0,90 0,96 0,89
Lale 92,12 0,82 0,95 0,82

Tablo 4. Ozellik secimi yontemleri kullanilarak ESA modellerinin DVM ile smiflandirma sonuglari.

. - Sinif L # Dogruluk o Genel
ESA Mimarisi Kiimesi Ozellik %) Duyarlilik| Ozgiinliik | F-skor | Dogruluk
(FC8) (%)

Papatya 92,78 0,85 0,95 0,84
AlexNet Karahindiba 94,01 0,81 0,98 0,86

& Giil 100 91,68 0,83 0,94 0,81 84,11
(MBK + Ridge + OOE) Aycicegi 93,72 0,89 0,95 0,86
Lale 92,69 0,84 0,95 0,83
Papatya 93,44 0,83 0,97 0,85
VGG-16 Karahindiba 93,83 0,86 0,96 0,86

& Giil 100 90,93 0,78 0,95 0,79 82,92
(MBK + Ridge + OOE) Aycicegi 92,59 0,85 0,95 0,84
Lale 91,20 0,82 0,94 0,81
Papatya 92,84 0,82 0,96 0,84
VGG-19 Karahindiba 94,08 0,92 0,95 0,87

& Giil 100 92,20 0,81 0,95 0,82 83,74
(MBK + Ridge + OOE) Aycicegi 93,41 0,85 0,96 0,85
Lale 91,46 0,80 0,95 0,80
Onerilen Yaklasim Papatya 96,91 0,94 0,98 0,92
(AlexNet + VGG16 + VGG19) | Karahindiba 97,55 0,94 0,99 0,94

& L Giil 300 95,28 0,90 0,96 0,88 91,10
(MBK + Ridge + OOE) Aygicegi 97,18 0,91 0,99 0,93
Lale 95,28 0,86 0,98 0,88
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Sekil 5. CNN mimarilerinin 6grenme grafikleri.

Tablo 5. ESA modellerinin DVM siniflandiricini kullanarak performans karsilagtirilmasi (saniye olarak).

Sekil 6. Onerilen yaklagimin analiz sonuglarmin karmagiklik matrisi ve ROC egrisi.
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5. Tartisma

Cigek goriintii kiimesinin simiflandirilmast islemi oldukga zor bir siirectir. Ozellikle ¢icek goriintiilerinin sahip
oldugu yaprak, dal gibi unsurlar simiflandirma siirecini daha da zorlastirmaktadir. Ote yandan gigeklerin renklerinin
benzer veya ayn1 olmasi goriintli siniflama bagarisini digiirmiistiir. Bu ¢aligmada siniflandirma basarisini diisiiren
en biiytik faktdriin bu oldugu degerlendirilmektedir. Ancak bu alanda teknolojinin her gegen giin ilerlemesi bu
zorluklar1 kolaylagtirmistir. ESA mimarilerinin yetersiz kaldigi durumlarda geleneksel yontemlerle birlikte
kullanilmasi simiflandirma performansina katkida bulunabilecegi nitekim bu makalenin c¢alismasinda
gozlemlenmistir.

Tablo 6. Ayn1 veri kiimesini kullanan ¢aligmalarin sonuglar1.

Yazar, Y1l Yontem Basari (%)
Baosu Guo ve ark. [33], 2019 ESA + Genetik algoritma 74,34
Francois Luus ve ark. [34], 2019 ESA + Boyut azaltma yontemleri +Yar1 denetimli 6grenme 79,33
Onerilen Yontem ESA + Ozellik se¢im yontemi 91,10

Ayn1 veri setini kullanan diger ¢aligmalar ile karsilastirilmasi Tablo 6’da gosterilmistir. Bu makalenin
calismasinda 6nerilen yontemin basar1 oran1 Baosu Guo ve arkadaslarinin ¢alismalarina gére daha iyi sonug verdigi
gorilmiistiir. Baosu Guo ve arkadaglari, genetik algoritma ydntemini kullanarak ¢igek goriintiilerini
smiflandirmiglardir. Elde ettikleri basart orami %74,34 idi. Bu c¢aligmalarinda smiflandirma basarisini
artirabilmeleri igin tek bir ESA mimarisine (LeNet) bagli kalmamalidirlar. Farkli mimarileri kullanarak siiflama
dogrulugunu artirabilirler. Ayrica ESA mimarisinde kullandiklar1 parametre degerleri ve optimizasyon
yontemlerinin de siniflandirma sonuglarini olumsuz etkiledigi diisiiniilmektedir. Francois Luus ve arkadaslar1 yar1
denetimli 6grenme yontemi ile goriintii boyutlarini diigiiren yontemleri birlikte kullanarak siniflandirma islemini
gerceklestirmiglerdir. Cigeklerin siniflandirilmasinda ¢esitli ESA mimarilerini kullanmiglardir ve en iyi basariy1
Inception ve ResNet mimarilerinin birlestirilmesi ile yakalamiglardir. Siniflandirma basari orani yaklasik %79,33
elde etmiglerdir Francois Luus ve arkadaslarmnin ¢alismasinda boyut diisiirme yontemleri zaman kullanimin
olumlu etkilese de siniflandirma iglemine katki sagladigt sdylenemez.

6. Sonug¢

Son zamanlarda derin dgrenme modelleri ile bitki goriintiilerinin simiflandirilmasina ilgi artmistir. Bu
makalede, bes gesitten olusan ¢icek goriintiilerinin ESA mimarileri ile smiflandirilmasi gerceklestirildi. Onerilen
yaklasimda ESA mimarileri ile 6zellik ¢ikarim yontemlerinin i¢ i¢e kullanabilecegi goriilmiistiir. Ayrica 6zellik
se¢im yoOntemlerinin ayri ayrt performansini ele almaktansa kendi aralarinda agirlik derecelerinin
birlestirilebilecegi ve verimli olabilecegi yapilan bu ¢aligmada dogrulanmustir.

Sonug olarak bes gesit ¢igek sinifinin, siniflandirma dogrulugu 6zellik se¢im yontemleri ile %91,10 oraninda
elde edildi. Bu caligmanin diger kazanimi1 daha az ama verimli 6zelliklerle daha iyi performans saglanacagini
smiflandirma isleminde gostermistir. Gelecek calismalarda o6zellik se¢im yontemlerinin ayr1 bir sekilde
kullanilarak siniflandirma basarisina olan performanslari kryaslatilacaktir.
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