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Denetimli érantt tanima, siniflandirma igin 6rnek kategorisi tyeligi hakkinda bir 6n bilginin kullanildidi teknikleri ifade
etmektedir. Siniflandirma modeli, kategorileri olan érneklerin bir egitim seti Gzerinde gelistiriimektedir. Kimya, biyoloji,
ilag ve gida bilimi icinde denetimli 6riintd tanima uygulamasi giderek daha énemli hale gelmektedir. Denetimli 6rintu
tanima yontemleri ¢ok gesitlidir ve asil énemli nokta en uygun yontemi segmektir. Gida analizlerinde gida kalite
degerlendirmesi, veri yorumlama gibi ¢esitli amaglarla farkh verilere uygulamalari bulunmaktadir. Denetimli 6rinti
tanima teknikleriyle incelenen gidalara 6rnek olarak sarap, yag, bal, sut trlnleri, et, meyveler, icecekler, tahillar ve
balik verilebilir. Bu teknikler kullanilarak gidalarda doku analizi, aroma analizi, gida dogrulamasi, gida kalitesinin
degerlendirilmesi, ¢oklu element analizi, cografi ve botanik kokene goére siniflandirma gergeklestirilebilmektedir. Bu
derlemede, denetimli 6rintl tanima tanimlanmig, uygulama teknikleri 6zetlenmis ve gida analizlerinde kullanilan
oruntl tanima teknikleri konusunda yapilan ¢alismalar ile 6rneklendirilerek bilgi verilmigtir.

Anahtar Kelimeler: Denetimli 6riintii tanima, Gida analizi, Cok degiskenli veri analizi, Gorinti isleme, Siniflandirma

Supervised Pattern Recognition and its Applications in Food Analyses
ABSTRACT

Supervised pattern recognition is a technique for classification that the prior knowledge is used regarding member of
sample category. Classification model is improved by using samples separated into category as training set.
Supervised pattern recognition is getting more important for chemistry, biology, pharmacology and food science.
There are many supervised pattern recognition methods. The main part is to select the most appropriate method.
There are implementations to different inputs for various purposes such as food quality assessment and data
interpretation. Wine, oil, honey, dairy products, meat, fruits, beverages, cereals and fish could be given as examples
analyzed by supervised pattern recognition techniques. Also by using this techniques, texture and aroma analyses,
food verification, food quality assessment, multiple element analysis, classification based on geographical and
botanical origins can be performed. In this review, supervised pattern recognition is defined, its application techniques
are summarized, and information is provided by exemplifying studies on pattern recognition techniques used in food
analysis.

Keywords: Supervised pattern recognition, Food analysis, Multivariable data analysis, Image processing,
Classification
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GiRiS

GiUnumulzde, modern analitik araglar, nispeten kisa
slrede analiz edilebilecek ¢ok sayida 6rnek (nesne) igin
cok miktarda bilgi (de@isken veya 6zellik) Uretmeye izin
vermektedir. Bu durum verilerin maksimum yararl
bilgisini verimli bir sekilde ¢ikarmak igin matematiksel ve
istatistiksel yontemlerin kullaniimasini gerektiren ¢ok
degigkenli veri matrislerinin  kullanilabilirligine  yol
acmaktadir. Denetimli oriintl tanima teknikleri, bilinen
siniflardan birinde bilinmeyen érneklerin dlgim modeline
gére siniflandirimasi icin  6rneklerin  sinif  Gyeligi
hakkindaki bilgileri belirli bir gruba dahil etmede (sinif
veya kategori) kullaniimaktadir [1, 2]. Denetimli 6rinti
tanima prosedirleri, algoritmanin uygulandigi, asagidaki

adimlardan olugsan ortak bir strateji kullanarak
yurutiimektedir:
I. Degiskenlerin &lglldigu  bilinen sinif  Gyeligi

nesnelerinden olusan bir egitim, kalibrasyon ve test
seti segimi,

Degisken segimi,

Egitim setini kullanarak model olugturulmasi,

Elde edilen siniflamanin gavenilirligini
degerlendirmek igin, bu ydntemin gegerliliginin
onaylanmasi [2, 3].

Il
Il
V.

Gida bilimlerinde birka¢ gesit orinti tanima yontemi
uygulanmis olup bunlar, siniflandirmaya ulagsma yolunda
esas olarak farkliik gostermektedir [2]. iki tip ydntem
genellikle ilk yaklagimda ayrilir. Bu ayrim dogrusal
tanimlayici analiz (LDA), k-en yakin komsular (KNN),
siniflandirma ve regresyon agaclari (CART), kismi en
kiiclk kareler tanimlayici analiz (PLS-DA) gibi siniflar
arasinda siniflandirma (izerine odaklananlar ile yapay
sinir aglan (YSA), sinif analogunun esnek bagimsiz
modellemesi (SIMCA), esit olmayan daginik siniflarin
esnek bagimsiz modellemesi (UNEQ) gibi modelleme
siniflarina yonelik olanlar seklindedir [4]. Siniflandirma
teknikleri, siniflandirma ile ilgili tim kategorilere dayal
modeller olusturmak igin kullanilirken, ayrik sinif
modelleme yontemleri, her bir kategori icin ayri bir

model olusturmaktadir. Ayinmci yontemlerin
dezavantajlarindan biri, érneklerin, bunlardan herhangi
birine ait olmasalar bile, her zaman verilen
kategorilerden biri olarak siniflandiriimasidir.  Sinif
modelleme yontemleri, modelin bir parcasi olarak
modele uygun olan nesneleri g6z Oninde
bulundurmakta ve olmayan Uyeler olarak

siniflandirmaktadir. Ancak, siniflandirma yetenekleri ile
ilgili olarak, yakin zamandaki ampirik inceleme,
SIMCA’nin daha ©nce dusUnualdigd kadar guglu
olmadigini goéstermektedir; siniflandirma ve etki matrisi
analizi (CAIMAN), CART ve tanimlayici analizin
varyantlarinin daha iyi oldugu ifade edilmektedir [4, 5].

Denetimli 6rintl tanima teknikleri parametrik/parametrik
olmayan [2], belirleyici/olasiliksal veya
dogrusal/dogrusal olmayan yontemler olarak
gruplandirilabilmektedir. LDA, PLS-DA, SIMCA ve
UNEQ gibi parametrik teknikler, karar fonksiyonunun
tiretiimesinde  nesnelerin  dagihminin  istatistiksel
parametrelerini kullanmaktadir (genellikle gok degiskenli
normal dagilim varsayilir). KNN ve CART gibi
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parametrik olmayan ydntemlere ait istatistikler, dogru
siniflandirma olasiliklarinin tahminini zorlagtiran dagitim
varsayimina  dayanmamaktadir.  Dogrusal/dogrusal
olmayan siniflandirma, siniflar arasinda ayrim yapmak
icin kullanilan, sirasiyla dogrusal/dogrusal olmayan
tanimlayici fonksiyonlarinin dogasina dayanir [6].

Bu derlemede ginimizde otomotiv, astronomi, tip ve
guvenlik gibi sektoérlerde yaygin olarak kullanilan
denetimli 6rantl tanima tekniklerinin gida analizlerinde
kullanimi  hakkindaki c¢alismalar incelenmis ve so6z
konusu tekniklerin gida analizlerinde dogru bir sekilde
kullaniminin pratik ve faydali sonuglar elde etmeye
olanak saglayabilecedi dusinulmustir. Derlemede
kapsamli olarak denetimli ériinti tanima uygulamasinin
amaci, teknikleri, islem basamaklari ve sonuglarin
yorumlanmasi gida analizlerinde kullanim &rnekleriyle
birlikte incelenmigtir.

DENETIMLI ORUNTU TANIMA

Nesnelerin ve olaylarin tespiti ve siniflandiriimasi olarak
tanimlanan orGntdli  tanima, Ozellikle nesnelerin
makinalar ile kategorilere ayriimasini ifade eder. Olgiim
ve nitelikler, nesnelerin siniflandiriimasinda 6zellik
olarak adlandirilirken, tip ve kategoriler ise nesnelerin
gruplandiriimasinda sinif olarak adlandiriimaktadir.
Siniflandirmadaki  bireysel pargalar nesne olarak,
durumlar da ornek veya orantu olarak
adlandiriimaktadir. Denetimli (egitimli) 6grenme; egitme
uygulamalarinda bulunan giris vektdrlerinin ve bunlara
uyan hedef vektorlerinin verildigi Ornekler olarak
tanimlanirken, denetimsiz (egiticisiz) 6grenme ise orinti
tanima problemlerinde egitim verisinin herhangi bir
hedef vektdri olmadan bir x giris vektérl dizisinden

olusmasi olarak tanimlanmaktadir. Endustride kalite
kontrol, islem kontroli ve nesne tanimada kullanilan
orunti tanima uygulamalari otomotiv, astronomi,
biyoloji, tip, finans ve guvenlik gibi alanlarda

kullaniimaktadir. Bu uygulamalar son dénemlerde gida
analizlerinde de kullanilmaya baslanmigtir [7].
Glnimizde en vyaygin kullanilan 6rinta
uygulamasinin érnekleri:

tanima

- Tibbi gorintulerin, fotograflarin otomatik olarak analiz

edilmesi,

insan konusmasinin bilgisayarla taninmasi,

Petrol ve mineral arastirmalari ve deprem tespiti icin

sismik sinyallerin siniflandiriimasi,

Parmak izinden, el seklinden, retinadan,

karakteristiginden, el yazisindan kimlik tespiti,

Cizilmis desenlerin ve basiimis karakterlerin otomatik

olarak tespiti ve el yazisi tanima,

Hava durumu, kar ve su rezervleri, mineralleri tespit

etmek igin kullanilan uydu goérantulerinin analizi,

- Montaj bandindaki pargalarin otomatik denetimi,

- Kalp hastalarinin tibbi kategorilerde siniflandiriimasi,
dalgalarin tespiti ve analizi

olarak siralanabilmektedir [7]

ses

Bu ornekler uygulama alani, uygulama, giris ortintisi ve
orunti siniflari seklinde detaylandirilabilmektedir. Bu
sekilde giinimuzde yapilan galismalara:
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- Optik karakter tanima uygulamalarinin dokiman
analizinde karakter ve kelimelerin siniflandiriimasinda
giris  oruntist  olarak  dokiman  gorintisinin
kullaniimasi,

Tipta teshis amaciyla kanserli ve saglikl hicrelerin
siniflandiriimasinda giris 6riintisi olarak mikroskobik
gérintulerin kullaniimasi,

Otomatik hedef tanima amaciyla askeriyede hedef
tiplerinin siniflandinimasinda girig  Orlntlsid olarak
optik ya da infrared fotograflarin kullaniimasi,

Giris OrlntlUsu olarak ylriyen bant zerinden alinan
meyve gérantulerinin, meyve siniflandirma
uygulamalariyla endistriyel otomasyonda kalite
derecelerine gore siniflandiriimasi

DNA dizilerinin giris Ooruntust olarak kullanildigi
biyoenformasyon uygulamalarinda dizi analizleri
amaciyla bilinen gen tiplerine goére siniflandirma
yapilmasi 6rnek olarak verilebilir [7].

Oriintii Tanima Siireci

Oriinti tanima  sirecinin ik basamaginda algilama
islemini gergeklestirmek igin fiziki ¢evreden veriler
toplanmakta, ardindan bir 6n isleme basamagi ile 6zellik
cikarim iglemleri gergeklestiriimektedir. Siniflandirmak
Uzere Ozellikler belirlenmekte ve bu siregle birlikte
egitim verilerinin 6zellikleri de 6n isleme ve Ozellik
¢lkarma basamaklarindan gegirilerek belirlenmektedir.
Alt yapi olusturduktan sonra segilen 6zellikler, model
ogrenmede elde edilen model ile diger Ozelliklerin
siniflandiriimasinda  kullaniimaktadir. Karar verme
basamaginda ise  sonuglar  Uzerinde  gerekli
diizenlemeler yapilarak islem sonlandiriimaktadir [8].

Sembolik (6rnek: renk) ve nimerik (6rnek: uzunluk)
olarak belirtilen “6znitelik”, herhangi bir ayirt edici
durum, nitelik ya da karakteristik Ozellik olarak
tanimlanabilir. “Oriinti” ise bireye ait karakteristik 6zellik
ya da Ozniteliklerin bilesimi olarak tanimlanmaktadir.
Oznitelik vektdri X, gdzlemler ya da 6zniteliklerden
olusurken, W ise gdzlemlerin arkasindaki kavram veya
etiket olarak ifade edilmektedir. Oriintii “{X, W}” seklinde
gosteriimekte, siniflandirma ise Oznitelik uzayini sinif
etiketli karar bdlgelerine ayirmak olarak
tanimlanmaktadir. Sonug olarak, 6znitelik vektort olarak
ifade edilen X hangi karar bdlgesine ait ise drnek o
sinifa atanmaktadir [8].

Goriintii isleme Teknikleri

Son yillarda kullanimi oldukga artan goérinti isleme ve
bilgisayar kullanimi ile goérintl tanima uygulamalarinin
ozellikle arag i¢i otomasyon, guvenlik sistemleri, gezgin
robot uygulamalari, askeri alanlarda dost ve disman
kuvvetlerinin  gbzetlenmesi, tarim  uygulamalari,
biyomedikal ve tip alanlarinda, cografi bilgi
sistemlerinde, tasarim ve imalat uygulamalari gibi genis
kullanim alanlari bulunmaktadir [9, 10].

Gorunti  isleme  teknikleri uygulamalarinda ©6nce
kameradan goruntiler alinmakta ve bu gorintiler
Uzerinde gorunti on isleme basamaklari
gerceklestirilerek ilgili nesnelere ait Ozellik ¢ikarimi
yapiimaktadir. Bu asamada ortamdaki nesnelerin dogru
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taninmasi 6nem tasimaktadir. Nesne tespit veya
taninmasinda farkli yontemlerin kullanimi
Onerilmektedir. Bu amagcla hizl ve etkili sonug almak igin
nesnelerin  basit &zellikleri  kullanilarak  yapilan
galismalarda [11], karmasik arka plan c¢ikarmi ile
tanima [12], sekil tanima, renk tanima, kenar ve kose
tanima, istatistiksel oérinti tanima, sablon egsleme gibi
cesitli ydontemler kullaniimaktadir [10, 13].

Bilgisayar kullanimi ile gorinti tanimanin
yayginlasmasiyla, tarim alaninda, Uurdn Kkalitesinin
gbzlenmesi [14], Urin sulama [15], ilaglama, hasat, Grin
siniflandirma,  Grin  gelisimlerinin  gézlenmesi  gibi
calismalar yapilmaktadir [16]. Yine tarim alaninda,
gorintl isleme tekniklerinin kullaniimasi ile yapilan
cesitli calismalarda seftali [17, 18], elma [18, 19],
bugday [20], findik [21], kiraz [22, 23], ceviz [24], badem
[25] vb. meyveler siniflandiriimakta ve Ozellikleri
belirlenmektedir. Bu o&zellikler saptanirken sayisal
gorintu analizi, siniflama, kimeleme gibi ydntemler
kullaniimakta ve incelenen nesnelerin boyut, cins veya
kalite bakimindan siniflandiriimasi yapilabilmektedir.

Aragtirilan ortamda bulunan ayni nesnelerin tespiti ve
siniflandiriimasiyla ilgili yapilan ¢alismalarda 3 asamali
bir yontem uygulanmaktadir [10]. Bu asamalar;

Asama 1 — Goriintii On isleme

Bu asamada ilk olarak kameradan elde edilen goruntiye
filtreleme islemi uygulanmakta, bdylece istenmeyen
glrulttlerin giderilmesi ve gereksiz detaylarin minimuma
indiriimesi saglanmaktadir. Daha sonra renkli olan
gorintl  grilestirilerek esikleme islemiyle yalniz ilgili
nesnelere ait kisimlar elde edilmektedir. Bu islemden
sonra siyah ve beyaz goéruntl olusturulmakta ve siyah
olan yerlerde beyaz, beyaz olan yerlerde ise siyah
renkte istenmeyen noktalar bulunmaktadir. Olusan ikili
gOruntideki istenmeyen gurdltileri silmek amaciyla
morfolojik islem uygulanmakta, ikili gortntideki beyaz
bdlgeleri daraltmak ve siyah bolgelerdeki beyazliklari
gidermek icin asindirma islemi uygulanmaktadir. Beyaz
bdlgenin sinirlarini  genisletmek ve bu bdlgedeki
siyahliklari gidermek igin ise genisleme iglemi
uygulanmaktadir.

Asama 2 — Nesne Bulma ve Ozellik Cikarimi islemi

Bu asamada goérintli, ©n isleme asamasindan
gegcirilerek elde edilen ikili gérintu Uzerinde nesnelerin
bulunmasi ve her bir nesneye ait 6zelliklerin gikarimi
islemleri gercgeklestiriimektedir. Ozellik  gikarim
vektorlerinde nesnelerin gorinti dizleminde kaplamis
oldugu alan, nesne boylari ve nesne merkezine ait
koordinatlar yer almaktadir.

Asama 3 — Siniflandirma islemi

Siniflandirma islemiyle fiziksel veya soyut nesneler
benzer nesne siniflar igerisinde gruplandiriimaktadir.
Bu islem nesnelerin birbirleri ile benzer olup
olmamasina goére gergeklestirimektedir. Siniflandirma
analizinde desen, nokta veya nesnelerin dogal olarak
gruplandiriimasi  yapilmakta ve bu analizle ¢ok
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degiskenli 6zellikler iceren veriler kiimelendirilmektedir.
Kimeleme ydntemi érintl tanima, veri analizi, gorinti
isleme, market arastirmalar vb. gibi cesitli alanlarda
kullaniimaktadir.  Ortamdaki  nesneler  genellikle;

nesnelerin alan, c¢ap, yarigap, genislik, yukseklik gibi
ozellikleri esas alinarak siniflandiriimaktadir.

Goruntu isleme teknikleri ve kimeleme yontemleri
kullanilarak findik meyvesinin tespit ve
siniflandiriimasinin  yapildigi  bir g¢alismada bu 3
asamaya ait goruntiler Sekil 1’de gdsterilmektedir [10].
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Sekil 1. Gorlintu isleme teknikleri ve kimeleme yontemleri kullanilarak findik meyvesinin tespit ve siniflandiriimasinin
yapildigi deneysel bir galismadan alinan 6rnek goériintii, (a) Kameradan alinan gorintu, (b) On isleme asamasindan
sonra elde edilen gorintd, (c) Nesne bulma ve 6zellik gikarim isleminde elde edilen gérinti [10].

Sekil 1 a’da kameradan alinan ilgili kismin goérintisi
caisma alani disinda kalan kisim  kesilerek
veriimektedir. Sekil 1 b’deki goérintd, on isleme
asamasinda Uzerinde filtreleme, grilestirme, esikleme ve
morfolojik islem basamaklari uygulandiktan sonra elde
edilen goruntidar. Bu goruntl nesne bulma ve 6zellik
belirleme asamasina girdi olarak verilmektedir. Sekil 1
c’de ise ortamdaki ilgilenilen nesnelerin dis hatlari ve
indis numaralari sunulmakta, calismada kullanilacak
alan, ¢ap, yaricap ve merkez noktasina ait koordinatlar
elde edilmektedir [10].

GIDA ANALIZLERINDE DENETIMLI ORUNTU
TANIMA TEKNIKLERI

Denetimli oruntl tanima teknikleri, bilinen siniflardan
birinde 6lgim modeline dayanarak yeni bilinmeyen
ornekleri siniflandirmak igin Orneklerin  sinif  Gyeligi
hakkindaki bilgileri belirli bir gruba (sinif veya kategori)
atamada kullaniimaktadir [1, 2]. S6z konusu teknikler,
profil olusturma, parmak izi, kimlik dogrulama, tahakkuk
tespiti, gida kalite degerlendirmesi, veri yorumlama gibi
cesiti amaclarla ¢ok c¢esitli kimyasal verilere
(kromatografik, spektrometrik, spektrofotometrik,
spektroskopik, duyusal vb.) uygulanabilmektedir [26].
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Dogrusal Tanimlayici Analiz (Linear Discriminant
Analysis, LDA)

LDA ayrim yapilacak sinirlarin dogrusal oldugu bir ¢esit
tanimlayici analizdir. En ¢ok kullanilan denetimli 6rtntu
tanima yontemi olan LDA lineer tanimlama
fonksiyonlarinin belirlenmesinde kullanilir. S6z konusu
yontemde siniflar arasi varyans (veri setindeki
degerlerin ortalamaya gore dagilimi ve degisimi) orani
en Ust dizeyde olurken, sinif i¢i varyans orani en alt
dizeyde olmaktadir. LDA’da siniflarin ¢ok degiskenli
normal dagihmi takip etmesi ve dogrusal olarak
ayrilmasi gerekmektedir. LDA, temel bilesen analizinin
(PCA) daha kuguk boyutlu bir hiper dizlem belirlemesi
anlaminda bir Ozellk azaltma yontemi olarak da
distnidlmektedir. Bununla birlikte LDA, verilen siniflar
arasinda maksimum ayrismayl saglayan bir yon
secmektedir. Dizenli tanimlayici fonksiyonun (RDA) alt
durumlari olan kuadratik tanimlayici fonksiyonu (QDA)
ve Bayes siniflandirma fonksiyonu gibi gesitli baska
yontemler de kullanilabilmektedir. QDA parabolik sinirlar
olusturmakta, boylece uzaydaki nesnelerin LDA’ya goére
dagilimdaki kisittamalara daha az maruz kalmaktadir,
ancak benzer sekilde o6rneklerin sayisinin degisken
sayisindan daha yilksek olmasini gerektirmektedir.
Daha fazla nesne gerektirmeden kisitlamalara daha az
maruz kalan RDA, LDA ve QDA'ya kiyasla daha
avantajlidir. Bayes yaklagimi, her bir sinifin Gyeliginin
onceki bir olasihga sahip olmasi prensibine
dayanmaktadir. Kanonik degisken/korelasyon analizi
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(CVA/CCA) de LDA'dan farkl olan diger bir tanimlama
teknigidir ve LDA duyelik bilgisi igeren bir vektor
kullanirken CVA bir matris kullanmaktadir [1, 2, 6, 27].

Kismi En Kiigiik Kareler Tanimlayici Analizi
(Partial Least Squares Discriminant Analysis,
PLS-DA)

LDA tekniginde, degisken sayisinin nesnelerin sayisini
gecmemesi gerekliligi teknik agisindan bir kisitlamaya
neden olmaktadir. Bu problemin giderilmesi ¢6zimun
reddedilmesi, veya kismi en kiguk kareler (PLS) gibi
yontemlerin uygulanmasi ile mimkuin olmaktadir. Kismi
en kuguk kareler modellemesi, ¢gok degiskenli bir ydntem
olup bu degiskenler giris degiskenlerindeki ilgili
varyasyonlari olabildigince agiklayan ve Y’deki hedef
deger ile maksimum korelasyona sahip olan giris
matrisindeki bilesenleri (X) bulma ilkesine
dayanmaktadir. PLS analizi X ve Y matrisleri arasindaki
kovaryansi (iki degiskenin birbiriyle iligkisi) en Ust
dizeye cikararak degiskenleri ve ydnleri bulmayi
amagclamaktadir. En uygun degisken sayisi, capraz
dogrulama veya harici test kimeleri kullanilarak tahmin
edilmektedir. PLS-DA’da 1 ve O’lar ile sahte bir Y matrisi
olusturulurken, X matrisi orijinal verilerden olugsmakta ve
her sinif icin bir model gelistiriimektedir. Y’deki belirli bir
sttunun 6gesi 1’'e ve diger situnlarin 6geleri 0'a ne
kadar yakinsa o nesne belirli bir sinifin Uyesi olarak
kabul edilmektedir. Sadece X'in bilgilerini kullanan
PCA'nin aksine PLS'de X ve Y’deki bilgiler birlikte
degerlendiriimekte, hatalar hesaba katiimakta ve esit
olarak dagitildigi  varsayiimaktadir. S6z konusu
yontemin az objesi olan veri kiimeleri igin uygun oldugu
ifade edilmektedir. PLS icin her biri g¢alisilan duruma
bagli olarak belirli avantajlari olan cesitli algoritmalar
mevcut bulunmaktadir. Bunlar arasinda dogrusal
olmayan yinelemeli kismi en kiguk kareler algoritmasi
(NIPALS) temel bilesenlerin tek tek hesaplanmasini
saglamaktadir. PLS’de kullanilan algoritmalar hakkinda
daha fazla bilgi literatirde yer almaktadir [2, 6, 28, 29].

K-En Yakin Komsular (K-Nearest Neighbor, KNN)

KNN yontemi bilinmeyen bir nesne ile egitim setinin her
bir nesnesi arasindaki mesafelerin belirlenmesine
dayanmakta ve genellikle oklid mesafesi
kullaniimaktadir. Ancak iligkili olmayan degiskenler igin
korelasyon temelli ydntemler tercih edilmektedir.
Nesnenin belli bir sinifa Uyeligi icin egitim seti olarak
kabul edilen gruplara olan en dusiuk mesafe
secilmektedir. Bilinmeyen numuneye k-en yakin
nesneler secilerek c¢ogunluk kurali uygulanmakta ve
bdylece bilinmeyen nesne, k nesnesinin gogunlugunun
ait oldugu grupta siniflandiriimaktadir. K segimi farkl k
degerleri ile tahmin yeteneginin hesaplanmasiyla
optimize edilerek siklikla 3 ve 5 gibi kiigik k degerleri
tercih edilmektedir. Yontemin matematiksel basitliginden
dolayr siniflandirma sonuglari diger Orunti tanima
tekniklerinden daha iyi elde edilebilmektedir. Ayrica
degiskenlerin  normal dagihmi  gibi istatistiksel
varsayimlardan bagimsiz olmasi, etkinliginin siniflarin
uzay dagihmina bagh olmamasi gibi gesitli avantajlar
sunmaktadir. S6z konusu yontemin LDA ile benzer
siniflamalari olmakla beraber eger 6rnek sayisinda
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bayuk farkhliklar var ise kNN iyi calismamaktadir. Cok
sayida 6rnek oldugunda hesaplamanin asiri derecede
yavaslayabilme olasiligi bulunmaktadir. Bu nedenle
sonuglar grafiksel olarak ifade edilememektedir [6].

Sinif Analogunun Esnek Bagimsiz Modellemesi
(Soft Independent Modelling of Class Analogy,
SIMCA)

SIMCA, sinif modelleme tekniklerinden en ¢ok kullanilan
yontem olup her kategori bagimsiz olarak PCA
kullanilarak modellenmekte ve farkl sayida ana
bilesenlerle agiklanabilmektedir. Egitim setindeki her bir
sinif icin ana bilesenlerin sayisi ¢apraz dogrulama ile
belirlenmektedir. Bu sekilde her bir siniftaki varyasyonun
cogunu hesaba katarak yeterli sayida temel bilesen
korunurken, sinif modelinde sézde ikincil veya gurilti
yukli ana bilesenler dahil edilmemis olmaktadir. SIMCA
ile sinif mesafesi, modelleme ve ayrimci gugler
belirlenmektedir. Sinif mesafesi ana bilesen modellerine
olan geometrik uzaklik olarak hesaplanmaktadir.
Ayrimci glg¢ ise bir degiskenin siniflari ne kadar iyi
Olgtugunin godstergesidir. Bu yontem ile elde edilen
sonuglar grafiksel olarak gorsellestirilebildiginden aykiri
degerler, alt gruplamalar ve sinif ici yapi hakkinda bilgi
saglanmaktadir. Alan Uzerinde sinif 1, sinif 2, sinif 1 ve
2'nin Ust Uste gelmesi ve aykiri bélge (sinif 1, 2 ve 1-2
kisimlarinin disinda kalan) olmak U(izere 4 bdlge
olusturularak bir siniflandirmanin  ne kadar kesin
oldugunun gorsellestiriimesi mimkiin olmaktadir [1, 2, 3,
6].

Cok Degiskenli Normal Dagilima Dayali Basit Sinif
Modelleme Teknigi (Unequal Dispersed Classes,
UNEQ)

UNEQ, c¢ok degiskenli normal dagiimis gruplarin
varsayimina dayanan sinif modelleme teknigidir. Bu
yontem degdisken sayisl disik oldugunda
uygulanabilmektedir. UNEQ kullanilarak bir sinif i¢indeki
nesneler arasindaki benzerliklere dayanarak ayri ayri
egitim siniflarinin her biri igin siniflandirma fonksiyonlari
gelistiriimektedir. Bu nedenle egitim siniflarinin her biri
icin 6rantd alaninda bir hiper diizlem tanimlanarak yeni
bir nesnenin belirli bir sinifa ait olup olmadigina karar
vermek icin bir aykiri test grubu kullaniimaktadir. UNEQ,
sinifin  merkezindeki Mahalanobis mesafesine veya
genellestiriimis mesafeye dayanmakta ve bu mesafe
kritik bir degeri astiginda nesne aykiri olarak kabul
edilmekte, yani sinifin bir pargasi olmamaktadir. Yéntem
dengesiz veri kiumelerine ¢ok duyarli oldugundan
homojen popllasyon gerektirmektedir [2, 6, 30].

Siniflandirma ve Regresyon Agaglan
(Classification and Regression Trees, CART)

CART, verilerin tekrar tekrar gruplara ayrildigi bir agag
olusturma yontemidir. CART’In amaci en buyik olan X
degerleri kiimesinden bagimsiz degiskenleri segerek Y
yanitini agiklamaktir. Agag, dallara bagh digiumlerle
sonuglanan 6zyinelemeli bir sekilde inga edilmektedir.
“Ikili” terimi, bir karar agacinda bir “digim” ile temsil
edilen her nesne grubunun vyalnizca iki gruba
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ayrilabilecegini ifade etmektedir. Daha sonra iki yeni
digime ayrilan bir digim, ana dugim olarak
adlandiriimakta ve iyi yeni digimlere ise ¢ocuk dugim
denilmektedir. Cocuk dugumleri olmayan dugimler ise
terminal digum olarak adlandiriimaktadir. CART
yéntemi temel olarak 3 adimdan olusmaktadir. ilk olarak
veri kiimesi olusturulmakta ve tim ornekleri iceren bir
kdk digumden basglanarak her ebeveyn digum en iyi

ayirici tarafindan iki g¢ocuk dugime ayrilmaktadir.
Burada bolme islemi tum terminal dugumler bazi
kriterleri kargilayana kadar devam etmektedir. Ik

adimda elde edilen karar agaci fazlalik verme egiliminde
olabildiginden bilinmeyen o6rnekler i¢in zayif tahminler
yapilabilmektedir. Bu problem ikinci adim olan budama
islemi ile ¢ozilebilmekte ve bu islem ile birlikte alt
agaclar olusturulmaktadir. Ugiincii asamada ise, ¢apraz
dogrulama gergeklestirilerek veya harici bir test seti
kullanilarak en iyi budanmis alt adag, yeni veriler igin
temel olarak segilmektedir [6, 31, 32].

Destek Vektor Makinesi (Support Vector Machine,
SVM)

SVM, istatistiksel ©6grenme teorisine dayanan hem
siniflandirma hem de regresyon problemleriyle basa
¢tkmak igin uygulanan denetimli bir 6grenme teknigidir.
SVM’nin amaci, her iki sinift tam olarak ayiran ve
sadece egitim setini degil, ayni zamanda bilinmeyen
ornekleri de siniflandirarak her iki sinifi da ayr ayri
birlestirmektedir. En uygun sinir her iki kimeden en
uzak hiper dizlem olarak yani bu kiimeler arasindaki
orta nokta olarak tanimlanmaktadir. Kiimelerin dagihmi
bilinmemekle birlikte, bu sinirin kimelerin en uygun
siniflandirmasi olmasi beklenmektedir, ¢lnki bu sinir
her iki kimeden en izole olanidir. Sinirlara en yakin
egitim vektorleri destek vektorleri olarak
adlandiriimaktadir. Siniflar dogrusal olmayan bir sinirla
ayrildiginda, sinin bulmak i¢in c¢ekirdek yontemi
kullaniimaktadir. Cekirdek yodnteminin temel kavrami,
vektor uzayinin siniflarin dogrusal olarak ayrilabilecegi
daha yiksek boyutlu bir alana donustirdlmesinden
olusmaktadir ve regresyon durumunda kuguk hatalar
dikkate alinmadan dogrusal regresyon
olusturulmaktadir. [6, 33-35].

Yapay Sinir Aglan (Artificial Neural Networks,
ANN)

ANN, blylk ol¢ide veri isleme ve bilgi temsili igin
hesaplamalar yapabilen yapay néronlar veya diagumler
adi verilen birbirine bagh, uyarlamali basit islem
elemanlarindan olusan yapilar olarak tanimlanmaktadir.
ileri beslemeli ANN paralel bir yapiya yerlestirilmis ¢ok
sayida yapay norondan olugsmaktadir. Noronlar, her
bagimsiz degisken (X) igin bir ndron igeren girig
katmaninda siralanmakta ve verinin iglendigi bir veya
daha fazla gizli katman ile her bagimli degisken (Y) icin
bir néron iceren c¢ikis katmani bulunmaktadir. Giris
katmanindan gelen veriler, aglar yoluyla agirlik (W)
olarak adlandirilan baglanti katsayilari ile iligkili olan
sinapslar ile yayilmaktadir. En popduler, ¢ok yonlu ve
yaygin olarak kullanilan ag turd, geri yayiliml
ANN’leridir.  Geri  yayilm terimi, ¢ikti tarafinda
hesaplanan hatanin ¢ikis katmanindan gizli katmana ve
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son olarak da girig katmanina dogru yayilma seklini
ifade etmektedir. Geri yayilma ANN'’lerinde néronlar
kismen veya tamamen birbirine baglanabilmektedirler.
Geri yayillimin 6grenme stratejisi, bir 6nceki katmandan
elde edilen hatayla oranti olarak agirlik bazinda
Olcimler yapiimasina dayanmaktadir. Bir agn
baslatiimasi, ndronlar  arasindaki baglantilarin
agirliklarina ve esiklerine rastgele baglangi¢ degerlerinin
atanmasini icermekte ve agirligin dizeltimesi yinelemeli
olarak gergeklesmektedir. Egitim asamasinda, 6grenme
slrecine dahil olan tim parametreler igin degerler, net
tahmin edilen ¢ikti ile dogru cikti arasindaki hata
hesaplanmaktadir. Gizli katmanlarin boyutu ve sayisi ile
egitim doéngulerinin farkli degerleri test edilerek ve sonug

tahmininin dogrulugu kontrol edilerek
degerlendiriimektedir. Bir ANN icin optimal sayida
dongl, test setindeki hata minimum seviyeye

ulastiginda elde edilmektedir. ANN’lerin buyUk bir
avantaji, girdi ve c¢ikti degiskenleri arasindaki iligkinin
nedensel bilgisinin gerekli olmamasidir. Ayrica, ANN’ler
dogrusal olmayan vyani aralarinda nedensellik
bulunmayan verilerin de degerlendirimesini saglama,
Olcim hatalarinin varliginda dogru tahmin saglayan
gUrultd duyarsizhgi, hizli igleme ve donanim hatasi
toleransi anlamina gelen yuksek paralellik, degisen
cevreye tepki olarak sistemin kendi yapisini
glincellemesine (degistirmesine) izin veren 6grenme ve
uyarlanabilirlik, yapilan genellemenin modelin
kazanilmamig veriye uygulanmasini saglamasi gibi
onemli ve pratik bilgi isleme 6zellikleri de sunmaktadir
[36-39].

DENETIMLI ORUNTU TANIMA TEKNIKLERININ
GIDA ANALIZLERINDE UYGULANMASI LE ILGILI
ORNEKLER

Gida analizlerinde kemometri (istatistik ve matematik ile
birlikte  bilgisayar kullanarak  kimyasal verilerin
islenmesini kapsayan bir kimya disiplini) uygulamalari ile
ilgili gida Urunlerine genel bakis [40], balik [41], et [42],
sarap [43, 44], bira [45] veya bal [46] gibi belirli gidalar
Uzerine vyapilan c¢alismalar bulunmaktadir. Bunlarin
disinda o6rintl tanima teknikleriyle ilgili olarak elektronik
burun veya dil [47, 48], st Urlnlerinde doku tayini [49],
sarap aromasi [50], orta kizilétesi spektrometri (MIR)
kullanilarak gida dogrulamasi [51], duyusal analiz [52],
bilgisayar goruntusu ile gida kalitesinin degerlendirilmesi
[53], et bozulmalarinin tespiti [54], ¢oklu element/izotop
analizi [55] ve cesitli gidalarin cografi koékenlerinin
belirlenmesi Uzerine literattrde calismalar
bulunmaktadir [6].

Berrueta ve ark. [6] tarafindan 2004-2006 vyillari
arasinda bibliyografide bulunan gida analizlerinde
denetimli 6rintd tanima uygulamalarinin ayrintilari; girdi
verileri, veri 6n isleme ydntemleri, degisken segimleri,
denetimsiz/denetimli  6rantd  tanima teknikleri ve
siniflandirma  kriterleri  seklinde incelenmigtir. Sarap
analizlerinde veri girisi olarak e-burun, e-dil, kimyasal
veriler, renk bilesenleri, antosiyanin kompozisyonu gibi
degiskenler secilerek cgesitli denetimli orintd tanima
teknikleri uygulanarak saraplar cografi orijin, Uzim
kultarl, depolama zamani, yapim teknigi gibi kriterlere
gore siniflandiriimistir. Yenilebilir yag analizlerinde yag
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asit igerigi, duyusal veriler, spektra verileri kullanilarak
yaglar botanik orijin, cografi orijin, kaliteli veya kusurlu
seklinde  kriterlere  gbre  siniflandirnimigtir.  Bal
analizlerinde nem, pH, iletkenlik, HMF igerigi, renk
bilesenleri verileri kullanilarak bal urinlerinde genelde
cicek kokenine gore siniflandiriima yapilmistir. St
drlnleri analizlerinde veri girisi olarak duyusal veriler,
peptit ve aminoasit profilleri segilerek urinler marka,
urln gesidi, olgunlasma zamani gibi kriterlere gore
siniflandiriimistir.  Et analizlerinde protein igerikleri,
multispektral goruntiler, dioksin ve dibenzofuranlar veri
girisi olarak secilerek et Urinleri dondurulmus saklama
zamani, hayvan kokeni ve asit orani seklinde
siniflandirilmistir.  Meyve Urunleri  analizlerinde ise
polifenol, prosiyanidin, e-burun giris verileri kullanilarak
meyveler gesit, cografi orijin, olgunluk durumu, kalite gibi
kriterlere gére siniflandiriimigtir [6]. TUm bu denetimli
orunti tanima teknikleri ile ilgili yapilan c¢alismalar
incelendiginde gida Orneklerini farkli kriterlere gore
siniflandirmak igin  ¢esitli modellerin  kullanilabildigi
gorulmektedir. Bu modeller kullanilarak cografi koken,
hayvansal koken, botanik koken, teknolojik sureg, kalite
durumu, tagsis tespiti gibi kategorilerde ayrimlarin
yapllabilecegi cesitli siniflar olusturulmaktadir.

P’erez-Magari'no ve ark. [56] 70 Ornekten olusan gl
saraplarini cografi kdkenlerine goére siniflandirmiglardir.
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Sekil 2. Cografi kdkenli (RD, Ribera del Duero; RJ, Rioja; M-V,
La Mancha ve Valdepe™nas) gul saraplarinin siniflandiriimasi

icin olusturulan kanonik degiskenler (kdkler) gizimi [56]

Cozzolino ve ark. [58] tarafindan ham ve ikinci tirev vis-
NIR (200-2500 nm) spektral veriler kullanilarak iki
botanik kdkene ait beyaz saraplar (Riesling ¢esidinin
144 numunesi ve Chardonnay ¢esidinin 125 numunesi)
arasinda ayrim vyapilmistir. PCA kullanilarak veri
boyutunun azaltiimasi  gergeklestiriimistir. En iyi
siniflandirma yetenekleri, 400 ve 1100 nm arasindaki
spektralarin ikinci tirev  verileri kullanilarak
gerceklestirilmistir (capraz dogrulama ile isabetlerin
%100’G). Sekil 4'te Riesling ve Chardonnay saraplari
icin dogru tahminlerin sirasiyla %100 ve %98,4’Un0
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Baslangigtaki 19 baslangi¢ giris degiskeninden (Atomik
Absorpsiyon Spektrometresi ile 7 metal, geleneksel
kimyasal yontemlerle 6 polifenolik bilesik ailesinin
toplam igerigi, 2 renk parametresi ve 4 klasik oenolojik
parametre), sadece 10 degisken LDA ile segilmigtir.
Calismada 4 farkh koken belirlenmistir (Ribera del
Duero (RD), Rioja (RJ), La Mancha (M) ve Valdepe™nas
(V)). Valdepe™nas ve La Mancha’dan alinan érnekler bir
sinif (M-V) olarak kabul edilmistir. Bu bélgelerin cografi
olarak yakin olmasi nedeniyle benzer klimatoloji ve
detaylandirma uygulamalar gostermektedir. Sekil 2’de,
numunelerin ilk iki kanonik varyasyon tarafindan
tanimlanan alan Uzerindeki grafigi goérilmektedir. LDA
modelinin tanima yetenekleri RD i¢in %98.2 ve RJ ile M-
V igin %100 iken tahmin yetenekleri RD i¢in %95.3, RJ
icin %98.1 ve M-V i¢in %98.0 olarak belirtilmistir [56].

Hernandez-Gomez ve ark. [57] 10 sensor ile donatiimig
bir e-burun kullanarak mandalinalarin farkli olgunluk
durumlarini (400 Ornek) karakterize etmislerdir. Bu
amagla, mandalinalari bes farkl toplama tarihinde (her
15 glinde bir) hasat etmiglerdir. LDA, bir dis dogrulama
kullanilarak gerceklestiriimis ve sirasiyla %98 ve %92’lik
kuresel tanima ve 0Ongoéru yeteneklerine ulasiimistir.
Sekil 3'te ilk iki kanonik varyasyonun gizimi, 0 ve 15
gUnliklerden sadece bazi orneklerin  yanlis
siniflandiriidigini géstermektedir [57].
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1. mam axis (Vanance: 48 73%)
Sekil 3. E-burun verileri kullanilarak mandalina
farkli olgunluk durumlarinin siniflandiriimasi igin
hazirlanan LDA grafigi. Egitim seti: kirmizi, yesil,
acik mavi, turkuaz mavisi ve gri kareler. Harici test
seti: koyu yesil, koyu mavi, pembe, fusya, mor
[57].

saglayan, modelin harici dogrulamasi ile ilgili sonuglar
gOrulmektedir [58].

Tewari ve Irudayaraj [59], FT-IR ve z-burnu ile yedi farkh
botanik kdkene (yonca, karabugday, ihlamur, kir gicedi,
portakal gicegi, havug ve yonca) ait ballari (350 6rnek)
karakterize etmiglerdir. Veriler SD’ye bdélinmesinden
sonra normallestiriimis ve daha sonra bir PCA degisken
indirgemesi gerceklestirilmistir. ilk alti veya yedi PC’nin
skorlari, CVA igin giris verileri olarak segilmistir. Sekil
5'te elde edilen tanima ve tahmin yeteneklerinin



B. Demircan, Y. EImaci Akademik Gida 17(3) (2019) 429-438

sirasiyla %97 ve %96'dan (yedi kdken ortalamalari)
daha ylksek olarak elde edildigi gortilmektedir [59].
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Sekil 4. ki farkh lzim cesidinden elde edilen beyaz
saraplar arasindaki ayrim grafigi: PLS-DA (sinif 1,
Riesling saraplari ve sinif 2, Chardonnay saraplan)
tarafindan elde edilen validasyon setine yonelik tahmin
edilen degerlere karsi Olglilen degerler [58]
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Sekil 5.Farkh giceklerden elde edilen bal drneklerinin
siniflandiriimasi igin ilk iki kanonik varyasyonun (CV1 ve
CV2) CVA grafigi [59]

Bu calisma o6rnekleri incelendiginde, denetimli orunti
tanima tekniklerinin dogru bir sekilde kullanildiginda
faydali sonuglar elde etmeye olanak saglayan yontemler
oldugu gorulmektedir. Bu anlamda, her bir kategorideki
degiskenligi dogru temsil etmeyen az sayida O6rnek
kullaniimasi gibi yetersiz uygulamalardan kaginmaya
6zel 6nem verilmelidir. Dengesiz 6rnek kimelerinin
kullaniimasi ve modellerin dogrulamasini yapmak ta
onem tasimaktadir [6].

SONUC
Analitik kimyada, modern analitik araglarin sagladigi

yuksek miktarda analitik bilgi nedeniyle veri analizi
uygulamalari temel bir basamak haline gelmistir.
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Denetimli oruntl tanima, 6lgllen 6zelliklerin modeline
dayanarak, Onceden tanimlanmis bir 6rnek sinifina
bilinmeyen 6rnekler atamak amaciyla deneysel verilere
dayanan bir siniflandirma  modeli  olusturmayi
amaglamaktadir. Gida analizlerinde denetimli 6rintu
tanima kullanimi, bu alanin birgok yénini kapsayarak
ve kullanim orani giin gectikge katlanarak artmaktadir.
Mevcut calismalar ve arastirmalar gézden gegirildiginde,
cok degiskenli tekniklerin istatistiksel temellerinin
anlasiimasinin hala gerekli oldugu sonucuna varilabilir.
Denetimli 6rtinti tanima teknikleriyle incelenen gidalara
ornek olarak sarap, yenilebilir yag, bal, sut Urinleri, et,
meyveler, icecekler, tahillar, balik, katki maddeleri vb.
uriinler verilebilir. Ozetlenen érnek galismalar, gida
kimyasinda denetimli 6rintd tanima ydntemlerinin
potansiyel yararlih@ini ve ¢ok cesitli yontemlerin rutin
olarak uygulandigini gostermektedir. Ana bilesen
analizinin, herhangi bir denetimli 6riinti tanima teknigini
kullaniimadan énce yapilmasi denetimsiz ériintl tanima
uygulamasinin temelini olusturmaktadir ve yapilan
calismalarda bu uygulamanin yaygin olarak kullanildigi
gorulmektedir. LDA en sik kullanilan denetimli érintd
tanima teknigidir. Elde edilebilecek iyi sonuglari
sunmasina ragmen ise QDA ve CART nadiren
kullanildigi saptanmistir.

Yapilan calismalar incelendiginde, dikkate alinan
siniflarin gecerliligi, arastirmacilarin temsili bakis agisi
ve belirli noktalara asiri takilmalari nedeniyle eksiklikler
oldugu goérilmektedir. Calismalarin amacina ulasmasi,
gida analizlerinde en g¢ok kullanilan denetimli 6rantu
tanima tekniklerinin temellerinin gbézden gegirilerek,
Olgulen verilerin pratik gereksinimlerine 6zel bir vurgu
yapilmasi ile séz konusu olabilecektir. Bu uygulamanin,
gida analizleri konusunda hizli, pratik ve guvenilir sonug
olanadi vermesinden dolayr Onumuzdeki yillarda
kullanim olarak buylk bir potansiyele sahip oldugu
dusunulmektedir.
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