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ABSTRACT There are many algorithms and software in the field of forecasting. These methods are also used in education. There are
studies on forecasting of student achievement in education. Forecasting of academic achievement of university students is
important in terms of seeing possible situations. In this study, the achievement of the students towards Turkish Language
course was forecasting with data mining methods. 160 student data, in a state university, were included in the study. For the
data obtained, prediction models developed by DecisionStump, RandomTree, RandomFarest, REPTree and M5P methods
were created and compared with each other. 10-fold cross-validation method was used in the separation of data for training
and test. In models, it will affect the student's passing grade; program, type of 0SS entrance, 0SS entrance score, 0SS
entrance rankings, the previous semester grade point average, midterm exam grade, studying status, the current study and
how many points are expected from the exam, how the exam passed and final exam score was taken into consideration.
Among the models, it was seen that the model established with best results with 10.16 mean absolute error and 0.72
correlation coefficient. As a result of the study, it is thought that students can take precautions by predicting the passing
grade.

Keywords: Forecasting, University Students, Turkish Language, Data Mining

Universite Ogrencilerinin Tirk Dili Dersi Sinav Sonuclarinin Sinava Hazirhik
Diizeylerine Gore Tahminlenmesi

GinGimuzde tahminleme alaninda ¢ok sayida algoritma ve yazilim bulunmaktadir. Buna imkan taniyan yontemler egitim
alaninda da kullanilmaktadir. Egitimde égrenci basarisi iizerine galismalar yer almaktadir. Universite égrencilerinin akademik
basarilarinin tahminlenmesi olasi durumlarin gérilebilmesi agisindan 6nem arz etmektedir. Bu ¢calismada dgrencilerin Tirk
Dili dersine yonelik basarilar veri madenciligi yontemleriyle tahmin edilmistir. Calismaya Tuirkiye'deki bir devlet
Universitesinde Tirk Dili dersini alan 160 6grenci verisi dahil edilmistir. Elde edilen veriler igin DecisionStump, RandomTree,
0z RandomForest, REPTree ve M5P ydntemleri ile gelistirilen tahmin modelleri olusturulmus ve birbirleriyle karsilastinimistir.
Verilerin egitim ve test olarak ayristinlmasinda 10-katli gapraz dogrulama ydntemi kullaniimistir. Modellerde 6grencinin ders
gecme notunu etkileyecek program, 0SS giris tiirii, 0SS giris puani, OSS giris siralamasi, bir 6nceki dénemin not ortalamasi,
vize notu, calisma durumu, mevcut calisma ile sinavdan kag puan beklendigi, sinav nasil gecti ve final sinav puani dikkate
alinmistir. Sonug olarak en iyi ortalama mutlak hata 10.16 ve korelasyon katsayisi 0.72 ile tahminler tretildigi goralmustar.
Calisma sonucunda égrencilerin ders gegme notunu 6nceden tahmin ederek 6nlemler alinabilecegi diisiintilmektedir.

Anahtar Kelimeler: Tahminleme, Universite Ogrencileri, Tiirk Dili, Veri Madenciligi
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1. Giris

GUnUimizde muazzam dizeyde ifade edilebilecek teknolojik gelismeler siirekli olarak
dijital bilgi miktanni arttirmaktadir. Bununla birlikte bu verilerin islenmesi
zorlasmaktadir (Fayyad, Piatetsky-Shapiro ve Smyth, 1996). Ozellikle elde edilen
verilerin islenmesinde faydal bilgiye ulasmak blylk énem tasimaktadir (Bramer,
2013). Bu asamada ise veri madenciligi kavrami bir ¢6zim vyolu olarak
gorilebilmektedir. Thuarisingham (2003) veri madenciligini, biylik miktardaki verinin
bilgisayarlar aracihgiyla islenerek gelecege yénelik tahminlemelerin yapilmasi seklinde
ifade etmistir. Sieber (2008) ise veri madenciligini, verinin farkli bir bakis acisiyla analiz
edilmesi ve bu verilerle faydali yeni bilgilerin ortaya cgikanlmasi sireci olarak
belirtmistir. Elde edilen verilerin islenmesi algoritma ve yazilimlar sayesinde daha
kolay hale gelmistir. Algoritmalar genel olarak tahminleme veya siniflama teknikleri
Gzerine kuruludur (Weiss ve Kulikowski, 1991).

Veri madenciligi yontemlerinin denetimsiz, yari-denetimli ve denetimli 6grenme
yaklasimi olmak (zere ig tdrdi bulunmaktadir. Denetimli 6grenme yaklasiminda
algoritma, etiketleri bilinen bir dizi 6rnekle cahsir. Bu etiketler, siniflandirma igin
nominal degerler veya regresyon durumunda sayisal degerler olabilir. Denetimsiz
ogrenme yaklasiminda ise drneklerin etiketleri bilinmemekte ve algoritma, tipik olarak
ornekleri, kimeleme gorevini karakterize eden 6znitelik degerlerinin benzerligine gére
gruplandirmayr amaclamaktadir. Yari-denetimli 6grenme yaklasiminda ise etiketli
orneklerin kugik bir alt kiimesi mevcut olmasina ragmen bunlan ¢ok sayida
etiketlenmemis 6rnekle birlikte kullanmayr esas almaktadir (Neelamegam ve
Ramaraj, 2013). Karar agaci bu 6grenme yaklasimlar arasindan denetimli 6grenme
yaklasimi icerisinde yer alir. Ayni zamanda karar agaclar, verilerin belirli &zellik
degerlerine gére siniflandirlmasina yarar (Kuyucu, 2012).

Alan yazinda 6grenci basarisini tahminlemeye ydnelik calismalar bulunmaktadir. Bu
calismalardan bazilari; Aksu (2018)'nun 6grencilerin PISA basarisini tahminlemesi,
Aydemir (2019)’in ders gecme notlarinin tahmini, Gék (2017)’tin akademik basarinin
tahmin edilmesi, del Campo—AviIa, Mufoz, Ruiz ve Bueno (2015)'nun dgrenme
basarnsinin  tahminlenmesi, Tsiakmaki ve dig. (2018)'nin &grenci notlarin
tahminlemesi ve Martinez Abad ile Lopez (2017)'in akademik basaryi etkileyen
faktorleri tespit etmesi seklindedir. Bu galisma drnekleri cogaltilabilir.

Universite dgrencilerinin mezuniyet kriterleri arasinda égrenim gardiikleri program
icin belirlenen dizeydeki akademik basarinin elde edilmesi yer almaktadir. Bu
basarinin belirlenmesindeki en 6nemli etken, derslere yénelik yapilan sinavlardan elde
edilen sonuclardir. Bu sonucglanin okunmasi esnasinda degerlendirici tarafindan
yapilabilecek eksik veya hatali ckuma veya sinav sonuclarinin otomasyon sistemine
hatal girilmesi gibi olumsuzluklar olabilmektedir. Bu tir olumsuzluklar 6grencilerin
basar ortlamalarini olumsuz etkileyebilmektedir. Bu olumsuz durumu kontrol etmek
veya olasi hatalarin 6niine gecebilmek amaciyla hazirlanacak bir tahminleme ile ek bir
degerlendirme saglanabilir. Ayni zamanda dgrencilerin belirli degiskenler g6z 6niinde
bulundurularak ilgili derse yonelik notunu tahmin etmesi de saglanabilir. Bu
calismanin amaci, Gniversite dgrencilerinin bazi kriterlere gére sinav sonuclarinin
tahmin edilmesini saglamaktir. Bu sayede sinav sonuclari ile tahminleme sonuclarinin
karsilastinlmasi saglanabilir. Bdylece olasi olumsuz durumlarin éniine gegilebilir.
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2. Yontem

Bu calismada 2018-2019 Egitim-Ogretim yihnin bahar dénemine ait Tiirk Dili Il dersini
alan 6n lisans 6grencilerinin verileri kullanilmistir. Veriler asagidaki basliklardan
olusmakta olup, Program, 0SS Giris Tirii, 0SS Giris Puani, 0SS Giris Siralamasi, Bir
Onceki Dénemin Not Ortalamasi, Vize Notu verileri 6grenci bilgi sisteminden elde
edilmistir. Calisma Durumu ve Mevcut Calisma ile Sinavdan Kag Puan Beklendigi sinav
oncesi ve Sinav Nasil Gecti ise sinav sonrasi 6grencilere sorulmustur.

= Program

= (Ss Girig Tard (TYT, YGS4, YGS5, Sinavsiz Gegis, YGS6)

= (SS Giris Puani

» (5SS Giris Siralamasi

* Bir Onceki D6nemin Not Ortalamasi

= Vize Notu

* Cahsma Durumu (Hig Calismadim, Cok Calistim, Cahistim, Calismadim, Belirtilmedi)
= Mevcut Calisma ile Sinavdan Kag Puan Beklendigi

= Sinav Nasil Gecti (yi Gecti, Kotii Gegti, Cok Iyi Gecti, Cok Kot Gecti, Belirtilmedi)

* Final Sinav Puani

Ham veriler 6ncelikle bir veritabanina yiiklenmis ve énisleme yapilmistir. Ogrenci bilgi
sistemi ile kagittan elde edilen veriler birlestirilmis ve sinava girmeyen égrencilerin
verileri gikanlmistir. Tim islemler sirasinda dgrencileri tamimlayabilecek herhangi bir
veri elde edilmemistir. Tim islemler sonrasi 179 6grenci verisinden 160 6grenci verisi
kalmistir. Ogrencilerin programlara gére sayilarn Tablo 1'de verilmistir.

Program Ogrenci Sayisi
Bankacilik ve Sigortacilik 42
Basim ve Yayin Teknolgjileri 12

Fotografcilik ve Kameramanhk 29

Grafik Tasarimi 44
Kooperatifgilik 8
Lojistik 25
Toplam 160

Tablo 1. Programlara Gére Ogrenci Sayilari
3. Karar Agac Algoritmalar

Karar agaclan hem kolay anlasilmayr saglayan grafiksel bir arayliz sunar hem de
yuksek basar orani sunar. Bu 0Ozellikleri sebebiyle en ¢ok tercih edilen tahmin
yontemleri arasinda olduklarn sdylenebilir. Karar agaclari genel olarak veriyi alt
gruplara bolerek dallanma yapar ve her dal yeni bir kuraldir. Ginimizde WEKA
(Waikato Environment for Knowledge Analysis) yazihmi bircok alanda elde edilen
blyik verilerin islenmesinde basaril bir sekilde kullanilmaktadir (Kuyucu, 2012). Bu
yazilim Yeni Zelanda'daki Waikato Universitesi tarafindan gelistirilmistir (Aydemir,
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2018). Asagidaki karar agag¢ algoritmalari Weka programinda varsayilan olarak
sunulan ve yaygin olarak kullanilan algoritmalardir (Witten, Frank ve Hall, 2016).

= DecisionStump, kategorik ya da sayisal bir sinif iceren veri kiimeleri icin tek seviyeli bir
ikili karar agaci olusturur.

= RandomTree, her digiimde verilen belirli sayidaki rasgele 6zellige dayanan bir test
secer ve budama yapmaz.

» RandomForest, rastgele agaclar birlestirerek rastgele ormanlar insa eder.

= REPTree, bilgi kazanci / degisimini azaltma y6ntemini kullanarak bir karar veya
regresyon agaci olusturur ve bu hatayr azaltilmis hata budamasi kullanarak eritir. Hiz
icin optimize edilmis olup sadece bir kez sayisal nitelikler icin degerleri siralar

*= M5P, M5 modelini kullanarak 6grenmeyi gerceklestirir ve kurallari cikarir.

Buradaki calismada 6grencilerin sinav notlan sayisal olarak tahmin edilmistir.
Yukarida bahsedilen yontemler de sayisal tahminler elde etmek icin kullanilir ve
tahmin basarisini 6lgmek icin korelasyon katsayisi (r), ortalama mutlak hata (MAE) ve
karektk ortalama hata (RMSE) degerleri kullanilir. Bu degerler asagidaki formiiller
yardimiyla hesaplanir.

£xy) - EDE)

Y-8 (55 -B2F)

_ ™ 16: — 6]

MAE

= O0rneklem sayisi

n
0; = i sitra numarali gercek talep

D)

i = [ stra numaralinin tahmin edilen talebi

i = 0rneklem sirasi

(6 - 9i)2
n

RMSE =

= O0rneklem sayist

n
0; = i sira numarall gergek talep

D)

i = i stra numaralimin tahmin edilen talebi

i = 0rneklem sirasi

4. Bulgular

Bes farkli agag algoritmasi kullanarak Weka programi ile eldeki verilere ydnelik
tahminler yapilmistir. Verilerin test ve egitim olarak ayristirlmasinda 10-kath capraz
dogrulama yéntemi kullanilmistir. Weka programi varsayilan olarak capraz dogrulama
katsayisini 10 olarak belirlemistir. Verilerin test ve egitim olarak ayristinlmasinda en

Alphanumeric Journal
Volume 7, Issue 2, 2019




Aydemir, Kaysi, Gilsecen

Algoritma

DecisionStump
RandomTree
RandomForest
REPTree

M5P

Universite Ogrencilerinin Tiirk Dili Dersi Sinav Sonuclarinin Sinava Hazirlik Diizeylerine Gére Tahminlenmesi

355

yuksek basari orani 10 kath capraz dogrulama yonteminde elde edilmektedir (Witten,
Frank ve Hall, 2016).

Korelasyon Katsayisi (r)

Ortalama Mutlak Hata

Karekok Ortalama Hata

(MAE) (RMSE)
0.4901 11.9092 14.727
0.5414 10.9437 16.0874
0.7270 10.1653 12.8113
0.6774 10.3285 13.5407
0.6680 10.6533 13.7203

Tablo 2. Kullanilan Algoritmalar ve Basari Degerleri

Tablo 2'deki veriler incelendiginde; kullanilan algoritmalarin basari oranlarina gére en
ylksek basarn orani RandomFaorest algoritmasi ile elde edilmistir. Bu algoritmadaki
gercek veriler ile tahmin verileri arasindaki korelasyon katsayisi 0.7270 cikarak veriler
arasindaki uyumun iyi oldugunu gostermektedir. Ortalama mutlak hata (MAE)
10.1653 bulunmasi ile gergek notlar ile tahmin edilen notlarin yaklasik 10 puan asagi
ya da yukari sapmalar ile tahminler elde edildigi sdylenebilir. Notlarin 0-100 arali§inda
oldugu distindldigiinde yaklasik %10.16 sapmalar ile tahmin yapilmaktadir.

5. Tartisma Sonuc ve Oneriler

2018-2019 akademik yili bahar dénemine ait Tark Dili Il dersini alan 6grencilerin
tgrenim gdrmekte oldugu program, 0SS giris tiirii, 0SS giris puani, 0SS giris
siralamasi, bir 6nceki dénem not ortalamasi, ara sinav notu, sinava ¢alisma durumu,
mevcut calisma ile sinavdan kag puan beklendigi, sinavin nasil gectigi verileri dikkate
alinarak final sinav puani tahmin edilmeye calisilmistir. Alti farkl programdaki toplam
160 ogrenciye ait verilerin Weka programinda bes farkli agag algoritmasi ile analizi
yapilmis ve en iyi basan orani RandomFaorest algoritmasinda elde edilmistir. Gergek
veriler ile tahmin verileri arasindaki korelasyon katsayisi 0.72 bulunmus ve 0-100
arahgindaki notlar 10.16 ortalama mutlak hata ile tahmin edilmistir. Benzer bir
calisma Aydemir (2019) tarafindan yapilmis ve Bagging yontemi ile 0.80 korelasyon
katsayisi elde edilmistir. Bu calisma dgrencilerin ders calisma durumlarini dikkate
almasi nedeniyle farkhlik gostermektedir. Aksu (2018) tarafindan gerceklestirilen
ogrencilerin PISA basansinin tahmin edildigi cahsmada da buradaki gibi
RandomForest algoritmasi en iyi basar oranini saglamistir. Fakat bu calisma
siniflandirma yontemlerini kullanmasi nedeniyle basan 6élcitleri buradaki calismadan
farklihk géstermektedir. G6k (2017)°0n calismasinda ise dgrencilere yapilan anket ile
elde edilen verilere makine 6grenmesi algoritmalan uygulanmis ve yapilan not
tahmininde RandomForest algoritmasi en iyi basari oranini vermistir. Ogrenme
zorluklarninin 6nceden bilinmesi nihai sonucu etkileyecek dnlemler alinmasina yardimci
olur (Tsiakmaki ve dig., 2018). Bu calismada 6grencinin ders ¢alisma durumundan
alinacak notu tahmin etmesi, calisma diizeyinin yeterliligi ile ilgili 6grenciye geri dénit
saglayacaktir. Martinez Abad ve Chaparro Caso Lépez (2017) de akademik
performansin gostergeleri arasinda en cok kisisel faktdrlerin ve sonrasinda ise okul ile
iliskiler ve sosyal faktdrlerin 6nemli oldugunu belirtmistir. Bu calismada daha cok
kisisel faktdrlere odaklanilmistir. Yeni calismalarda ders gegme notuna etki eden farkh
unsurlan da dikkate alan tahminler yapilabilir. Bu sayede basar oraninin arttinlmasi
saglanabilir.
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