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KISMI EN KUCUK KARELER REGRESYONU

YARDIMIYLA OPTIMUM BILESEN SAYISINI

SECMEDE MODEL SECME KRITERLERININ
PERFORMANS KARSILASTIRMASI
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Ozet

Regresyon modellerinin ¢ok sayida agiklayici degiskene sahip olmasi, gdzlem sayisinin agiklayici degisken
sayisindan daha az olmasi1 ve agiklayici degiskenler arasinda ¢oklu dogrusal baglanti probleminin varlig gibi
durumlar, regresyon analizindeki problemlerden bazilaridir. Bu problemler en kiiglik kareler yontemi
varsayimlarini bozmaktadir. Kismi en kiigiik kareler regresyonu (KEKKR), bu varsayimlarin bozuldugu
durumlarda regresyon analizi yapmaya olanak saglayan: kismi en kiiglik kareler (KEKK) ve ¢oklu dogrusal
regresyon yontemlerinden olusan ¢ok degiskenli istatistiksel bir metottur. Bu ¢alismada, ¢oklu dogrusal
baglanti probleminin oldugu veri setlerinde KEKKR tarafindan elde edilen gizli degiskenler ile model kurulup,
gizli degiskenlerin optimum sayisin1 saptamak i¢in ise MAIC (Bedrick & Tsai, 1994), MAIC
(Bozdogan,2000), MA opt(PRESS) ve Wold’s R model se¢me kriterleri kullanilmistir. Model se¢me
kriterlerinin optimum sayida gizli degiskeni bulma performanslarmi karsilagtirmak amaciyla k-gapraz
gegerlilikte benzetim calismasi yapilmigtir. Benzetim g¢aligmast sonucunda; kriterlerin kiigiik boyutlu veri
setlerinde dogru bir sekilde gizli degisken sayisint buldugu fakat veri setlerinin boyutu arttik¢a kriterlerin
optimum sayidan daha fazla sayida gizli degisken se¢gme egiliminde olduklart goriilmiistiir. Ayrica, Makaxig Ve
Mggprick kriterlerinin hemen hemen ayni sonuglari bulmakta oldugu fakat regresyon modellerinin boyutu
biiyiitiildiigiinde optimum sayida gizli degiskenleri bulamadigi saptanmistir. MA opt(PRESS) kriteri ve
Wold’s R kriteri yaklasik olarak ayni sonuglar1 vermekte olup diger kriterlere gore daha dogru iyi bir
performansla optimum sayida gizli bilesenleri bulmaktadirlar.

Anahtar Kelimeler: Parasal Kismi En Kiigiik Kareler, MAIC (Cok Degiskenli Akaike Bilgi Kriteri), PRESS
(Tahmin Edilen Artik Kareler Toplam1), Wold’s R.

Jel Siniflamasi: C15, C30, C49, C63

Abstract

Partial Least Squares Regression (PLSR) is a multivariate statistical method for constructing predictive models
when the variables are many and highly collinear. Its goal is to predict a set of response variables from a set of
predictor variables. This prediction is achieved by extracting a set of orthogonal factors called latent variables
from the predictor variables. This study investigated the performances of model selection criteria in selecting the
optimum number of latent variables from PLSR models for data sets that have various observations and variable
numbers. Their performances have been compared in a simulation study with k-fold cross validation. This
simulation has been performed to compare the performance of MAIC (Bedrick & Tsai, 1994), MAIC
(Bozdogan, 2000), MA_opt(PRESS) and Wold’s R criterion in finding the optimum number of latent variables.
The simulation results show that all the criteria achieved the optimum number of latent variables for a small-
sized design matrix. But when the data dimensions get bigger, Maxaxi and Mggprick could not find the
optimum number of latent variables. MA_opt(PRESS) and Wold’s R criteria gave almost the same results and
found the optimum number of latent variables with a better performance than the MAIC’s.
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1. GIRIS

KEKKR, ¢ok sayida bagiml ve agiklayici degiskenle calisma olanagi saglayan ¢ok
degiskenli istatistiksel bir metottur. KEKKR’ nin gelisimi ile ilgili ¢ok sayida c¢alisma
yapilmistir. Bu konuda yapilmis en kapsamli g¢aligmalardan biri Geladi ve Kowalski
tarafindan 1986 yilinda yayimlanmistir. Hoskuldsson (1988) ve Geladi (1988), KEKKR nin
tarihsel gelisimini gozler oniine sererek KEKKR yi istatistiksel bir ¢ercevede yorumlamistir
Yakin zamanl ¢aligmalar ise Helland (1990), Garthwaite (1994), Wold vd. (2001), Tobias
(2003) ve Abdi (2007) tarafindan verilmistir.

KEKKR; KEKK ve ¢oklu dogrusal regresyon yontemlerinin her ikisini de iceren bir
metottur. KEKKR algoritmalarinda gizli degisken hesaplama ve regresyon adimai biitiinlesmis
sekildedir. Gizli degiskenler tekil deger veya Ozdeger ayristirmasi kullanilarak boyut
indirgeme ile elde edilmektedir. Boyut indirgemeden sonra gizli degiskenler, yeni aciklayici
degiskenler olarak, regresyon analizinde kullanilmaktadir. Gizli degiskenler, agiklayici

degiskenlerin dogrusal bir birlesimi olup aralarinda dogrusal baglantiya sahip degildir.

Kismi en kiiciik kareler yonteminde boyut indirgemeyi takiben, bagimli degiskendeki
degisimi acgiklamada en etkili olan gizli degiskenleri saptamada bazi model se¢cme kriterleri
kullanilmaktadir. Bu kriterlerden bazilar1 PRESS, Wold’s R ve Akaike bilgi kriteri ve BIC

olarak sayilabilir.

Bu ¢aligmada Li vd. (2002) ¢alismasi temel alinmis; farkli sayida gézlem sayisinin ve
aciklayict degisken sayisinin oldugu durumlar i¢in bir benzetim ¢aligmasi gergeklestirilerek,
calismalar1 genisletilmistir. Calismalarinda yer alan model se¢me kriterleriyle birlikte;
Bozdogan tarafindan gelistirilen ¢ok degiskenli Akaike bilgi kriteri ve MA opt (PRESS)

model segme kriterleri de incelenmistir. Burada amag¢, KEKKR varsayimlarina gore tiiretilen
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verilere model se¢me kriterlerinin uygulanmasi ve dogru sayida gizli degisken sayisinin
bulunmasinda kriterlerin performanslarinin karsilastirmasidir. Calismada MAIC, MA opt
(PRESS) ve Wold’s R kriterlerinin performanslar1 k capraz gecerlilikte incelenmistir. Tiim

performans karsilastirmalar1 Matlab ortaminda yazilan program araciligiyla yapilmustir.

Calisma su bolimlerden olusmaktadir. Boliim 2’de, KEKKR modeli ve benzetim
calismasinda kullanilan KEKKR algoritmasi hakkinda kisaca bilgi verilmektedir. Boliim 3 ve
4’ de, model se¢cme kriterleri hakkinda 6zet bir bilgi verilerek, gézlem sayisinin ve agiklayici
degisken sayisinin farkli degerleri i¢in verilerin nasil tiiretildigi anlatilmaktadir. Benzetim

calismasinin sonuglar1 ve yorumlar:t Boliim 5 ve 6 da yer almaktadir.
2. KISMi EN KUCUK KARELER REGRESYONU

KEKKR de agiklayici ve bagimli degisken i¢in ayr1 ayr1 modelleme yapilmaktadir.

A A
X=>tp;+Eve Y=Y ugq;+F
= = (1)

Burada t;, u; ler gizli degiskenler olup, t; ler birbirine ve ayn1 zamanda sonraki u; ye
diktir. KEKKR model kurmak i¢in optimum sayida gizli degisken sayisini, agiklayici ve
bagimli degiskenler arasindaki kovaryansi maksimum yapacak sekilde elde eder
(Carrascal,vd. 2009:682; Hoskuldsson, 1988:213). KEKKR metodunda agiklayict ve bagimli
degiskenlerin her biri bir degisken blogu olarak gz oniine alinir ve sonrasinda birbirine dik,
karsilikli bagimsiz ve orijinal agiklayici degiskenlerin dogrusal kombinasyonlar1 olacak
sekilde gizli degiskenler elde edilir.Elde edilen bu gizli degiskenler yeni agiklayici
degiskenler olarak bagimli degiskeni tahminleme de kullanilir. KEKKR; bagimli degisken
kiimesi, YNxK Ve agiklayict degiskenler kiimesi, X NxM arasindaki iligkiyi dogrusal
modelleyen bir metottur. Burada N: gozlem sayisini, K: bagimhi degisken sayisini ve M:
aciklayict degisken sayisint gostermektedir (Lindgren, vd. 1993). KEKKR algoritmalari
yardimiyla M tane agiklayici degisken daha az sayida gizli degiskene indirgenmektedir. En
cok kullanilan KEKKR algoritmalari: NIPALS, UNIPALS, KERNEL, SAMPLS ve
SIMPLS’drr. 1lk ¢alismalar NIPALS algoritmas: ile yapilmis olup diger algoritmalar bu
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algoritmadan gelistirilmistir. SIMPLS algoritmasi1 De Jong (1990), KERNEL algoritmalari ise
farkli versiyonlar1 olacak sekilde; Lingren vd. (1990), De jong vd. (1994) ve Rannar vd.
(1994) tarafindan calisilmistir. Algoritmanin se¢imi ¢ogunlukla ¢aligilacak veri matrisinin
sekline dayanmaktadir. Bazi ¢calismalarda gozlem sayisi degisken sayisindan daha biiyiiktiir.
Boyle bir durumda varyans-kovaryans matrisi, gozlem sayisindan bagimsiz olacak sekilde bir
algoritma ile ¢alismada kolaylik saglar. Tersi bir durum i¢in ise, agiklayic1 degisken sayisinin
gozlem sayisindan daha fazla oldugu durumda, acgiklayict degisken sayisindan bagimsiz bir
matrisle ¢alisacak bir algoritma se¢mek en iyi segenek olacaktir (Lindgren, vd. 1998:107). Bu
calismada, Dayal ve MacGregor (1997) tarafindan gelistirilen Modified Kernel#2 algoritmasi
tizerinde calisilmistir. Bu algoritma, gozlem sayisindan bagimsiz olacak sekilde MxM
boyutlu X'YY'X kernel matrisi ile ¢aligmaktadir. Calismamizda, farkl sayilarda gozlem ve
aciklayict degiskenlerle ¢aligsilmis olmasina ragmen, veri matrislerinin her durumunda gézlem
sayist aciklayict degisken sayisindan biiyiik oldugu icin (N>M), bu algoritma tercih edilmistir.
Modified Kernel#2 algoritmast X ve Y orijinal veri matrislerine miidahale etmeden
X'Y varyans-kovaryans matrisini MxM  boyutlu (I —wp’) matrisi ile c¢arparak
giincellemektedir. Bu giincelleme matrisinde I birim matrisi, w ve p ise sirasiyla agiklayici
degiskenin degiskene katkisi olan agirlik vektoriinii ve degiskenin agiklayict degisken

tizerindeki etkisini ifade eden yiik vektoriinii gostermektedir.
3. MODEL SECME KRITERLERI

Model se¢me ve gecerlilik, regresyon modelinin tahminleme giiclinii etkileyen
onemli bilesenlerdir. Iyi bir modelin kurulabilmesi tamamen dogru degiskenlerin segimine
dayanmaktadir. Boylece, model tahmin hatasi minimuma inecek ve model istenmeyen
degiskenlerden korunmus olacaktir. Regresyon modelinde yer alacak degisken sayisina karar
vermede ve dogrusal regresyon modelinin tahmin gegerliligini incelemede genellikle capraz-
gecerlilik kullanilir (Stone and Brooks 1990:238; Wold, vd.1984:737). Kavramsal olarak
anlagilmasi kolay fakat modeli en iyileme de yogun hesaplamalara sahip bir metottur. Bunun
yani sira, ¢apraz gegerlilik bir modelin dogrulugunu tahminleme de sik¢a kullanilan ve
mevcut orneklemin deneme ve gecerlilik seti olarak bolmeye dayanan bir yontemdir (Last,
2006:275). Tahminlenen ve gozlemenen degerler arasindaki farkin kareler toplami o model

icin PRESS degerini vermektedir. PRESS kriteri bir model i¢in tahminlenen degerin
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aciklayict degiskenin gozlemlenen bagimli degiskeni nasil tahminledigini gdsteren bir

kriterdir. i. nci gdzlem i¢in PRESS degeri, PRESS =i(yi Vi) )2 esitligi ile elde edilir (Neter,
P

vd., 1996). y,;, tahminlenen degeri gostermektedir. [1k alt indis i.nci durum igin tahminlenen

degeri ve ikinci alt indis (i) ise regresyon fonksiyonu uygulanirken i. nci durumun ihmal
edildigini gostermektedir. PRESS degerinin kiigiik olmasi, o modelin tahminleme i¢in iyi bir
model oldugunu gostermektedir. Calismada kullanilan MA_opt(PRESS) olarak isimlendirilen
kriter birden fazla bagimli degisken i¢in PRESS degerlerinin normu alinarak
hesaplanmaktadir. PRESS degerleri kullanilarak bazi model se¢gme kriterlerini hesaplamak
miimkiindiir. Bunlardan bir tanesi de bu ¢alismada kullanilan Wold’S R kriteridir ve asagidaki
sekilde hesaplanmaktadir:

PRESS(a+1)
Wold'sR=——F——=,
PRESS(a)

(2

burada a gizli degisken sayisin1 gostermektedir. Bu calismada kullanilan diger bir
kriter ise Akaike bilgi kriteridir. Hirotsugu Akaike tarafindan AIC bilgi kriteri ismi altinda
1971 yilinda gelistirilmistir. Tahmin edilen istatistiksel modelin bir uyum 1yiligi 6l¢iisti olup,
olast mevcut modeller kiimesinden uygun modelin se¢imini saglar. Modeller igerisinden en
kiiclik AIC degerine sahip olan model en iyi model olarak nitelendirilir. Birden fazla bagimli
degisken icin (K>1), ¢cok degiskenli AIC kriteri Bedrick ve Tsai (1994) tarafindan 6nerilmis
olup (3) esitliginde verilmektedir:

MAIC(a)= N(log‘fl‘ +K )+ 2d[Ka + K (K +1)/2], (3)

burada d = N/[N-(a+K+1)] ve £ ise Z’nmn en ¢ok olabilirlik kestiricisidir.
Calismada kullanilan Akaike bilgi kriterinin bir diger ¢ok degiskenli versiyonu ise
Bozdogan (2000) tarafindan 6nerilmis olup (4) esitliginde verilmistir:

MAIC = Nalog(27a + Nlog‘i‘ 4+ Na+ 2{1(3 4 @} (4)
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Bu calismada Bozdogan (2000) ve Bedrick vd. (1994) tarafindan tanimlanan MAIC

cok degiskenli model se¢me kriterleri sirasiyla M,y V€ Mypue Olarak gosterilmistir.

4. KEKKR MODELI VERILERININ TURETILMESI

Gozlem sayis1t ve agiklayict degisken sayisinin farkli degerleri icin model segme
kriterlerinin performanslarini karsilastirmak amaciyla benzetim calismasi yapilmistir. Bu
benzetim ¢aligmasinda KEKKR modelleri Li vd.’nin (2002) calismast temel alinarak
tiiretilmistir. Benzetim ¢alismasinda: Aciklayict degisken matrisi X: boyutlart NxM olarak
gosterilmis olup, M=6, 8, 10, 12 olarak secilmistir. Bagimli degisken matrisi Y: boyutlar1 ise
Nx K olarak belirtilmis olup, K=4 olarak secilmistir. N gozlem sayisin1 ifade ederken,
orneklem biiyiikliikleri N=100, 250 ve 500 olacak sekilde se¢ilmistir. Benzetim calismasinda
gizli degiskenlerin optimum (dogru) sayisi A" ile gosterilmistir. A degeri ise gizli
degiskenlerin alabilecegi maksimum sayiy1 gostermektedir ki bu say1 agiklayici degiskenlerin
sayisina esittir. Burada A" <A dir. Tiiretilen tiim KEKKR modelleri, kismi en kiigiik kareler
model varsayimlarina dayanmaktadir. Calismada agiklayici degisken matrisleri gizli degisken

sayist (dogru, optimum) A" = 4 olacak sekilde esitlik (5) kullanilarak tiiretilmistir:
K
X=)rg, +E (5
a=l

Burada r,, E; karsilikli bagimsiz normal degiskenler, &, . normallestirilmis ortogonal
vektorler ve var(r, )+ var(e, ) deerinin;cov(X)-in en yiiksek Ozdegeri olacak sekilde

tiiretilmistir. X matrisinin degiskenleri Tablo 1 ve Tablo 2 de verilmektedir. Tablo 2’de &

a

degerleri ortogonal, birim vektorlerdir.
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Tablo 1: X matrisi i¢cin R ve E matrisleri
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Veri matrisinin

E

boyutu R
R=[ry, 12, 13, 14]
r; ~N(0,10)
NxM r,~N(0,5)
r;~N(0,2)
rs ~N(0,0.5)

E=[e1, €2y .. .,ej],

=L M
e; ~N(0,0.01)

Tablo 2: &;i¢in tiiretilmis ortogonal vektorler

Nx6 Nx8

[0.4082 0.7071 0.4082 0.2887 | [0.1612  0.3030 0.4082 0.4642 |
0.4082 -0.7071 0.4082 0.2887 0.3030 0.4642 0.4082 0.1612
0.4082 0 -0.8165 0.2887 0.4082  0.4082 0 -0.4082
0.4082 0 0 -0.8660 0.4642 0.1612 -0.4082 -0.3030
0.4082 0 0 0 0.4642 -0.1612 -0.4082 0.3030
| 0.4082 0 0 0 | 0.4082 -0.4082 0 0.4082

0.3030 -0.4642 0.4082 -0.1612

10.1612 -0.3030 0.4082 -0.4642 |

Nx10 Nx12

[0.1201 0.2305 0.3223  0.3879 ] [0.0939 0.1823 0.2601 0.3228 ]
0.2305 0.3879 0.4221 0.3223 0.1823 0.3228 0.3894 0.3667
0.3223 0.4221 0.2305 -0.1201 0.2601 0.3894 0.3228 0.0939
0.3879 0.3223 -0.1201 -0.4221 0.3228 0.3667 0.0939 -0.2601
0.4221 0.1201 -0.3879 -0.2305 0.3667 02601 -0.1823 -0.3894
0.4221 -0.1201 -0.3879 0.2305 0.3894 0.0939 -0.3667 -0.1823
0.3879 -0.3223 -0.1201 0.4221 0.3894 -0.0939 -0.3667 0.1823
0.3223 -0.4221 0.2305 0.1201 0.3667 -0.2601 -0.1823 0.3894
0.2305 -0.3879 0.4221 -0.3223 0.3228 -0.3667 0.0939 0.2601
|0.1201 -0.2305 0.3223 -0.3879 | 0.2601 -0.3894 0.3228 -0.0939

0.1823 -0.3228 0.3894 -0.3667

10.0939 -0.1823 0.2601 -0.3228 |

Bagimli degisken matrisi Y, asagida verilen (6) ve (7) esitlikleri kullanilarak

tiiretilmistir.
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P K
Y=2Za‘l|:‘: +¢:Zran'A: +F,. (6)
a=l1 a=1
P
F= Zfan;‘: +0. (7)
a=l1

Burada E ve F ilk A adet gizli degisken ¢ikartildiktan sonraki X ve Y matrisleri i¢in

artik degerleri gostermektedir. ¢ ¢ok degiskenli normal dagilimdan tiretilicken n,. ise

normallestirilmis ortogonal vektorlerden tiiretilmistir. z, =r, +f, ve f, bagimsiz normal

degiskenler olarak tiiretilmistir.

Tablo 3: ¢i¢in tiiretilmis degerler

Veri matrisinin

boyutu ¢

(P:[(Pl, 0,5 @5, (|)4]

0.00010 0.00006 0.00006 0.00006
NxK 0.00006 0.00010 0.00006 0.00006
@ ~MN 0. 00006 0.00006 0.00010 0.00006

0.00006 0.00006 0.00006 0.00010

Tablo 4: NxM veri matrisinde kullanilan n; i¢in tiiretilmis ortogonal vektorler

Nx6 Nx8
0.500 0.500 0.500 0.500 0.2887 0.500 0.5774 0.500
0.7071 -0.7071 0 0 0.500 0.500 0 -0.500
0.4082 0.4082 -0.8165 O 05774 0 -0.5774 O
0.2887 0.2887 0.2887 -0.8660 0.500 -0.500 0 0.500
Nx10 Nx12
03717 0.6015 0.6015 0.3717 0.6935 0.5879 0.3928 0.1379
0.6015 0.3717 -0.3717 -0.6015 0.5879 -0.1379 -0.6935 -0.3928
0.6015 -0.3717 -0.3717 0.6015 0.3928 -0.6935 0.1379 0.5879
03717 -0.6015 0.6015 -0.3717 0.1379 -0.3928 0.5879  -0.6935
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Tablo 5: Y matrisi i¢in tiiretilmis F veri matrisi

Veri matrisinin

boyutu F
F=[fy, 5, f3, f4]
fi ~N(0,0.25)

NxK f, ~N(0,0.125)
f3 ~N(0,0.05)

f, ~N(0,0.0125)

Tablo 1 — Tablo 5; KEKKR modellerinin nasil tiiretildiklerini gostermektedir. Elde
edilen bu modellerin agiklayic1 degiskenleri arasinda coklu dogrusal baglantinin olup
olmadigmin tespiti amaciyla Nx6 boyutlu veri matrisi i¢in varyans sisirme degerlerine (VIF)

bakilmistir. VIF degerleri Tablo 6’da goriildiigii gibidir.

Tablo 6: Nx6 veri matrisi i¢in VIF degerleri

Aciklayict degiskenler
X] X2 X3 X4 XS X6

VIF 635.6 439.9 990.8 765.8 626.9 839.0

Algoritma yardimiyla elde edilen kiimilatif varyans degerleri Tablo 7’de
verilmektedir. Bu degerler Nx6 boyutlu veri matrisi i¢in gizli degiskenlerin hem agiklayici
hem de bagimli degiskendeki degisimi agiklama yiizdelerini ifade etmektedir. Tablodan da
gortildigii gibi optimum degisken sayist A" =4 tiir. Boylece tiiretilen KEKKR modellerinin

dogru bir sekilde tiiretildigi dogrulanmaktadir.

Tablo 7: Nx 6 veri matrisi i¢in X ve Y matrislerinin goreli kiimiilatif varyans degerleri

Gizli degisken sayis1

Dogru model  Bloklar 1 2 3 4 5 6

X-blok  0.54196 0.88199  0.95207 0.99998  1.00000  1.00000
A*=4
Y-blok  0.93226  0.96577 0.97492  0.97530 0.97530  0.97519
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Diger veri matrisleri i¢in de algoritma calistirildiginda goriilmistiir ki optimum gizli
degisken sayis1 A*=4 olarak bulunmaktadir. Boylelikle dogru bir sekilde elde edilen KEKKR
modellerine, model se¢me kriterleri uygulanarak performans karsilagtirmalar1 yapilabilir.
Capraz gecerlilik; model segme ve gegerlilik de kullanilan bir teknik olup, dogrusal regresyon
modelinin tahmin gegerliligini incelemede de kullanilmaktadir. Calismamizda Modified
Kernel#2 algoritmas1 5-kat capraz gecgerlilikte kullanilmistir. Her bir veri matrisi i¢in 10.000
adet veri seti tiiretilmis olup model secme kriterlerinin gizli degisken sayisini dogru bir

sekilde bulma performanslari karsilastirilmstir.
5. BULGULAR

Bu calismada, KEKKR varsayimlarina gore tiiretilen verilerde aciklayict degisken ve
gozlem sayisinin farkli degerleri igcin model segme kriterlerinin istenilen gizli degisken
sayisini dogru bir sekilde segebilme performanslarmin karsilastirmast yapilmistir. Gozlem
sayist N=100, 250 ve 500 icin, Makakie, Mgeprick, MA_opt(PRESS) ve Wold’s R model
se¢cme kriterlerinin performans sonuglart Sekil 1 - Sekil 4° de verilmistir. Bu sekillerde, tiim

model se¢me kriterlerinin en fazla tekrarla kag¢ gizli degisken bulduklar1 gosterilmektedir.

Sekil 1: Nx6 i¢in tim model se¢gme kriterlerinin en fazla tekrarla kag sayida gizli degisken
buldugunu gosterir

64 64 64
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N=100 N=250 N=500

Sekil 1° de gorildiigli gibi, 6 agiklayic1 degiskene sahip veri seti igin,
MA_ opt(PRESS) disindaki kriterler optimum sayida (4) gizli degiskeni bulmaktadir. Bu veri
seti icin model se¢me kriterleri kabul edilebilir bir performans sergilemekte ve gizli degisken
sayisini dogru bir sekilde bulmaktadirlar. Tiim veri matrisleri icin model segme kriterlerinin

performanslar1 Sekil 2- Sekil 5’de verilmistir.
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Sekil 2: Nx8 i¢in tiim model segme kriterlerinin en fazla tekrarla kag¢ sayida gizli degisken
buldugunu gosterir
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Sekil 3: Nx10 i¢in tiim model se¢gme kriterlerinin en fazla tekrarla ka¢ sayida gizli degisken
buldugunu gosterir
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Sekil 4: Nx12 i¢in tiim model se¢gme kriterlerinin en fazla tekrarla ka¢ sayida gizli degisken
buldugunu gosterir
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Sekil 2 - Sekil 4 ‘de goriilmektedir ki model segme kriterleri optimum sayidan daha

fazla sayida gizli degisken bulmaktadir. Yani, her bir model segme kriteri i¢cin overfite dogru

bir egilim vardir ve veri matrislerinin boyutlar1 bliyiidilkge daha fazla sayida gizli degisken

sectikleri gdzlemlenmistir. Fakat genel olarak soylenebilir ki agiklayict degisken sayisi

arttikca her bir model se¢me kriteri gizli degisken sayisimi aciklayici degisken sayisina yakin

olarak bulmaktadir. Elde edilen bir diger sonugsa istenilen gizli degisken sayisma yakin deger

veren kriterler MA opt(PRESS) ve Wold’s R kriterleridir.
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Sekil 5: Wold’s R kriterinin performansi
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Sekil 5°de Wold’s R kriterinin optimum gizli degisken sayisin1 bulma performansi
gortilmektedir. Wolds’R kriteri en fazla tekrar sayisi ile bir (1) gizli degiskeni bulurken, ikinci

en fazla tekrar sayisi ile de optimum degisken sayisini (4) bulabilmektedir.

6. TARTISMA VE SONUC

Bu calismada ki temel amag; optimum gizli degisken sayisini saptamada M akaki,
Mgeprick, PRESS ve Wold’s R kriterlerinin performanslarinin  karsilastirilmasidir. Veri
tiiretilirken kriterlerin bulmasi gereken gizli degisken sayist yani optimum degisken sayis1 4
olarak belirlenmis ve veri tiiretimi bu dogrultuda yapilmistir. Fakat benzetim caligmasi
sonuclar1 gostermistir ki tiim kriterler optimum gizli degisken sayisini sadece kiigiik boyutlu
veri matrisinde bulabilmektedir. Bu durum Li vd. (2002) cahsmalariyla benzerlik
gostermektedir. Bu sonuca dayanarak artan gozlem sayisi ve agiklayici degisken sayisi i¢in
veri tiiretildiginde kii¢iik boyutlu veri matrisi disindaki diger veri matrislerinde sonuglar
degismekte ve farkli sayida gizli degisken bulmaktadirlar. Genel olarak sdylenebilir ki, veri
matrisinin boyutlar1 biiylidilkge KEKKR i¢in model se¢me kriterleri daha fazla sayida gizli
degiskenle c¢alisan bir model olusturmaktadir. Benzetim sonuclari ayrica gostermistir ki
Wold’s R kriteri tiim boyutlu veri matrislerinde en tutarli alisanidir. Ozellikle kiiciik boyutlu
veri matrisinde Li vd., (2002) ¢alismasina gore veri tiiretildiginde ayni1 sonuca ulasilmistir.
Fakat amacimiz, veri matrislerinin boyutu bilyiitiildiigiinde kriterlerinin dogru dizli bilesen
sayisini bulmadaki performanslarmin hangi egilimde oldugunu saptamaktir. Magakie ve

Mgeprick hemen hemen ayn1 sonuglart bulmakta fakat veri matrisinin boyutlar1 biiyiidiigiinde
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istenilen gizli degisken sayisini1 bulamamaktadirlar. MA opt(PRESS) ise Wold’s R kriteri ile

ayni veya benzer sonuglar1 vermektedir.

Sonug olarak, benzetim ¢alismalar1 sonucunda: 6*4 veri matrisinde tiim kriterler ¢cok
iyi performans sergilemektedirler. Buna ragmen biiylik boyutlu veri matrisleri i¢in tiim
kriterler optimum gizli degisken sayisini bulamamakta ve de gizli degisken sayisini agiklayict
degisken sayisina yakin bulmaktadirlar. Bu sonuglar gostermektedir ki MAIC, PRESS ve
Wold’s R kriterleri dogru modeli se¢mede, regresyon modelinin boyutundaki ve gozlem

sayisindaki degismelerden etkilenmektedir.
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