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Karar agaglari siniflandirma ve deger tahmini amaciyla kullanilan makina 6grenme algoritmalarindan
biridir. Karar agaglarini olugturmak amaciyla birgok yaklagim onerilmistir. Bu yaklasimlardan biri
olan C4.5 karar agaglar1 metodu birgok alanda siklikla kullanilmaktadir. Agag yapisini kurmada
kullanilacak veri setinin nitelik sayisinin fazla olmasi, agag yapisinda gereksiz dallar ve diigiim
noktalarina sebep olmaktadir. Bunun sonucunda gereksiz olusturulan dallar ve diigiim noktalar:
asir1 6grenmeye, asir1 6grenme ise siniflandirma bagar1 oranini olumsuz yonde etkilemektedir. Bu
¢alismada asir1 6grenmenin etkilerini azaltmak i¢in yeni bir budama algoritmasi nerilmistir. WEKA
ortaminda ¢alistirlan C4.5 algoritmasinin Giiven Faktorii (Confidence Factor) genetik algoritma ile
optimize edilerek basarili sonuglar elde edilmistir.

Anahtar sozciikler: Genetik algoritma, Karar agaci, Budama

ABSTRACT

Decision tree is a machine learning algorithm that is used for classification and regression. Many
approaches were proposed to build decision trees. C4.5 decision tree that is one of these approaches,
is frequently used in many fields. Large number of attributes of the data set that is used for building
decision tree causes unnecessary branches and nodes on decision tree. Unnecessary branches and
nodes cause overfitting. Overfitting negatively affects classification success rate. In this paper, a novel
pruning algorithm is proposed to reduce the effects of overfitting. Successful results were obtained
by optimizing confidence factor (CF) of C4.5 algorithm executed in Weka using genetic algorithm.
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1. Giris

olarak adlandirilan bu durum basar1 oranini olumsuz
yonde etkilemektedir. Budama islemi genellikle agiri

Kararagaglarisimiflandirmave deger tahminiamaciyla
kullanilan makina 6grenme algoritmalarindan biridir.
Karar agacmi olusturmak amaciyla bir ¢ok yaklagim
Onerilmistir (1,2). Bu ¢alijma C4.5 karar agaglarinda
siniflandirma problemi iizerine yogunlagacaktir. Genel
olarak en uygun aga¢ yapisini olusturmak i¢in iki islem
adimini takip etmemiz gerekmektedir. Birincisi egitim
veri seti ile aga¢ yapisini kurmak, ikincisi ise kurulan aga¢
yapisinda budama islemini yiiriitmektir. Veri setlerinde
nitelik sayist arttiginda kurulacak olan aga¢ gereksiz
diigiim noktalarini da olusturmaktadir. Agir1 6grenme

6grenmeden kaynakli olumsuz etkileri yok etme amaciyla
uygulanmaktadir. Weka ortaminda C4.5 algoritmasi icin
giiven katsayis1 (CF) adinda bir parametre istenmekte ve
bu katsay1 budama isleminin boyutunu belirlemektedir.
CF katsayis1 [0,1] arasinda degisen bir deger almakta
ve 0a yaklastikca budama boyutu kiigiilmekte, 1’e
yaklastikca budama boyutu artmaktadir. Bu ¢aligmada
budama islemini daha efektif kullanma adina Weka
gelistirme ortaminda bulunan giliven parametresi genetik
algoritma ile optimize edilerek adaptif bir budama iglemi
onerilmis ve kayda deger iyilestirmeler saglanmustir.
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Makalenin ikinci bolimiinde ¢aliymamiz ile ilgili
literatiir &zeti sunulacaktir. Ugciincii béliimde ise
karar agaclari, karar agaglarinda budama ve genetik
algoritmanin  temelleri  agiklanacaktir.  Dordiincii
bolimde Onerilen metod anlatilacak ve kullanilan veri
setleri detaylandirilacaktir. Besinci béliimde ise sonuglar
sunulacak olup sonuglar {izerinden yapilacak tartigma ve
gelecekte konu ile ilgili yapilabilecek ¢alisma 6nerileri ile

sonlandirilacaktir.
2. Literatiir

Budama iki ana baglik altinda aciklanabilir. Bunlar
6n budama ve son budama olarak adlandirilirlar. Bu
¢alismada son budama {izerine Onerilmis bir metot
onerilmektedir. Son budama igleminde egitim veri setine
gore karar agaci tam olarak kurulduktan sonra budama
yapilir. Genel olarak son budama 6n budamaya gore
daha iyi sonuglar vermektedir.

Literatiirde bir¢ok karar agact budama algoritmasi
onerilmistir (3-7). Breiman maliyet-karmagiklik budama
(CCP) [3] adinda ¢ok kullanilan bir metot 6nermistir. Bu
¢alisma son budama metodu énermektedir ve bu metot
aga¢ kombinasyonlarindan en kiigiik ve en diisiik hata
oranina sahip agaci segme temeline dayanmaktadir. Bu
metot tiim aga¢ kombinasyonlarini olusturduktan sonra
segme islemini yaptigindan ¢ok fazla nitelige sahip veri
setlerinde metodun iglenme stiresini ciddi derecede
arttirmaktadir. Onerdigimiz metot sadece ideal giiven
katsayisini aragtirdigindan daha az siire gerektirmektedir.
Benzer sekilde, En Diisiik Hata Budama metodu (MEP),
Niblett and Bratko tarafindan Onerilmistir (4). MEP
modelinde ise, alttan ve Ustten arama modelini en
diigitk hata oranini verecek budanmis agaci bulmak
i¢in kullanilmigtir. Azaltilmis Hata Budamasi (REP) ve
Kotiimser Hata Budamasi (PEP) metotlar1 J.R. Quinlan
tarafindan Onerilmistir (5). Bunlarin yaninda J.Chen
et al. Genetik algoritma kullanarak budama metodu
Onermistir (6). Bu metot ise en kiigiik aga¢ yapisini en
yiiksek bagar1 orani ile aramak i¢in genetik algoritmay1
kullanmigtir. Bu metot genetik algoritmay1 dallarin olup
olmamast tizerinde belirlemek amaci ile kullanmaktadir.
Dolaysiyla bu metodun ¢ok fazla nitelige sahip veri
setleri icin kullanilmasi islem siiresini arttiracaktir.
Onerdigimiz metot ise sadece giiven katsayisini optimize
ettiginden daha az islem gerektirmektedir. Esposito et al.
ise birgok budama algoritmasini analiz etmis ve detayl
sekilde karsilagtirmigtir (7).
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3. Yontem
3.1. C4.5 Karar Agaclar1 ve Budama

Karar agaglar1 pek ¢ok alanda kullanilmaya baglanan
bir smiflandirma algoritmasidir. C4.5 ise bir karar
agact siniflandirma algoritmasidir. Bu ¢alismada J. Ross
Quinlan tarafindan gelistirilmis C4.5 smniflandirma
algoritmasi [1] iizerinde yeni bir budama algoritmasi
onerilecektir. Genel olarak karar agaglari, anlagilmasi ve
yorumlanmast kolay oldugundan kullanimi yaygindir.
C4.5 iki islem adimu ile gerceklestirilmektedir. Bunlardan
ilki agaci olusturma islemi ve digeri ise budama
islemidir. Bu ¢alismada budama islemi i¢in bir algoritma
onerilmistir.

Bir karar agaci yapisi kok, diigiim, dal ve yaprak’tan
olusur. Aga¢ yapisinda en altta kalan kisim yaprak en
iistte olan kisima ise kok adi verilir. Veri setinde bulunan
her bir nitelik ise diiglim noktalarini temsil etmektedir.
Diigiimler arasi baglantiy1 saglayan kisim ise dal olarak

adlandirilir.

Hangi nitelik  degerine gore dallanmanin
gerceklesecegine  karar verme, karar agaglarim
olusturmadaki en Onemli islem adimi olarak

degerlendirilebilir (8). Karar verme kistaslar1 olarak Bilgi
kazanci [1], Gini indeksi [3] ve Towing kurali [3] yaygin
olarak kullanilmaktadir. Bu ¢alismada 6nerilen algoritma
i¢in bilgi kazanci karar verme kistasi olarak kullanilmigtir.
Bu yonteme gore her nitelik icin entropi bazli bir deger
ile ilgili niteligin sonuca etkisi hesaplanmaktadir.

7) adet sinifa sahip olundugu ve bu sinif degerlerinin
de T kadar tekrar edildigi varsayilirsa bir sinifa ait
olasilik degeri;

Pi:| (1)

Ci
T|

seklinde hesaplanabilir. C; bir smifa ait sif
degerlerinin sayisini temsil etmektedir. Bu siniflara ait
entropi degeri H (T) ise;

H(T) =-2." Plog.P(2) @)

seklinde hesaplanir. Verisetinde Y nitelik degerlerine
gore T simif degerleri 11, T%..., T', seklinde alt kiimelere
ayrildigi goz oniinde bulunduruldugunda Y nitelik
degerleri kullanilarak 7" sinif degerlerinin béliinmesi

sonucunda elde edilecek bilgi kazanct IG (Y, T));
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7]

IG(Y,T)=H(T) -2, H(T)(3) ©)

seklinde hesaplanir. kiimesi i¢inniteliginin degerinin
belirlenmesinde ayrilma bilgisi;

— T < T >
seklinde hesaplanir. Bilgi kazancinin ayrilma

bilgisi'ne orani bize ilgili niteligin ayrilmasinin ne kadar
bilgi kazanci saglayacagini verir. Bu sekilde her nitelik
igin kazang¢ bilgisi hesaplanarak en yiiksek kazang
bilgisine sahip nitelige gore agag yapist ayrilir.

Karar agaglarinin yapist olusturulurken diger bir
onemli islem adimi ise budama islemidir. Budama
islemi iki sekilde yapilabilmektedir (9). Aga¢ yapisi
olusturulurken belli bir oranda aga¢ biiyiiylince agacin
daha fazla bliylimemesi i¢in bolinmeyi durdurmak 6n
budama olarak adlandirilmaktadir. ikinci olarak, agag
tamamen olusturulduktan sonra olusturulmus olan
bolinme noktalarini ¢ikararak budama yapma iglemi
ise son budama olarak adlandirilmaktadir. Bu ¢alismada
onerilen metot son budama algoritmalari sinifina
girmektedir. Bu ¢alismada Weka ortaminda ¢aligtirilan
C4.5 algoritmasinin Giiven Faktorii (Confidence Factor)
optimize edilerek bagarili sonuglar elde edilmistir.

3.2. Genetik Algoritma

1975’te John Holland tarafindan gelistirilen Genetik
Algoritma, dogal se¢im ilkelerine dayanan bir arama ve
optimizasyon yontemidir. Genetik algoritmalar, bir¢ok
alanda etkili bir arama teknigi olarak kabul edilmektedir
(10). Genetik algoritmalar, baslangi¢ popiilasyonu ve
bu popiilasyondan iireme, ¢aprazlama ve mutasyon gibi
metotlar kullanarak yeni popiilasyonlar olusturmaya
dayanir(11). Bu ¢alismada genetik algoritma en iyi giiven
katsayisini bulmak amaci ile kullanilmistir.

4. Onerilen Yontem

Bu makalede onerilen Genetik Algoritma ile Son
Budama (GASB) metodu, UCI veritabaninda (12)
bulunan 4 adet veri seti ile test edilmistir. Kullanilan veri
setlerinin 6zellikleri Tablo 1’de verilmistir. Ayrica Tablo
I’de veri setinin zorluk derecesi hakkinda bilgi verecek
olan Nitelik Sayis1 (NS) / Ornek Sayisi (OS) seklinde
tanimlanan bir katsay1 da verilmistir. Bu katsay1 nitelik
sayisinin, ornek sayisina oranini temsil etmektedir.
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Tablo 1: Kullanilan veri setlerinin 6zellikleri.

VeriSeti  Ornek Sayis1  Nitelik Sayis1  NS/OS
IRIS 150 4 0.026
PIMA 768 18 0.023
GLASS 214 10 0.046
WINE 178 13 0.073

C4.5 karar agaglarinda eger tiim nitelikler agag
yapisina dahil edilirse; test asamasinda bazi 6rnekler
icin yanlis sonuglar ¢ikabilmektedir. Bunun sebebi
asir1 O6grenme olarak bilinmektedir. Bu ¢aligmada asir1
Ogrenmeyi Onleyen son budama islemini daha etkin
kullanmak icin CF katsayis1 optimize edilmistir. Weka
yazilim ortaminda C4.5 algoritmasi igin Giiven Faktorii
(CF) parametresi kullanilmaktadir. Bu parametre agacin
gelisiminden sonra agacin budamast isleminin derecesini
belirlerken degeri de 0 ile 1 arasinda degismektedir. CF
katsayisini azaltmak; son budamanin kii¢iilmesine, CF
katsayis1 arttirmak ise; son budamanin biiyiimesine
sebep olur.

Onerilen metoda gore ilk énce veri seti niteliklerine
gore C4.5 karar agaci kurulmustur. Son budama islemi
icin Genetik Algoritma ile CF katsayis1 belirlenmis
ve agag segilen CF katsayisi ile budanmistir. Budama
isleminden sonra 10 kath ¢apraz dogrulama islemi ile
siniflandirma islemi dogruluk oranlar: hesaplanmistir.

5. Sonug ve Tartisma

Bu ¢aligmada, C4.5 karar agaglar igin yeni bir son
budama ydntemi sunulmugtur. Onceki Weka ortaminda
yapilan C4.5 karar agaci algoritmalarinda sabit bir CF
katsayis1 kabul edilmistir. Bu calismada ise CF katsayisi
genetik algoritma ile iyilestirilerek daha iyi basari oranlari
elde edilmistir. Onerilen algoritmanin sonuglar1 Tablo
2’de verilmistir.

Tablo 2: Budamasiz karar agaci ile Onerilen metot ile
budanmis karar agaci siiflandirma basar1 oranlari
kargilastirma tablosu.

Veri 2 Budamasiz Onerilen Metot

Seti NS/OS Basar1 Orani Basar1 Orani

IRIS  0.026 94.20% 91.98%
PIMA  0.023 69.10% 75.38%
GLASS 0.046 59.40% 69.70%
WINE 0.073 91.30% 92.15%

Onerilen metot PIMA, GLASS ve WINE veri setleri
kayda deger bir iyilestirme saglamistir. Fakat IRIS veri seti
i¢in ayn1 durum s6z konusu degildir. Bunun sebebi IRIS
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veri setinin sadece 4 6zellik icermesidir. 4 6zellik bulunan
IRIS veri seti i¢in kurulacak aga¢ yapisinda bulunacak
dallanma sayis1 en fazla 4 olabilecektir. Son budama
islemi de dallanma sayilarini azaltacagindan 6zellik sayis
az olan veri setlerinde bilgi kayb1 yasanmaktadir. Bundan
otirdi budama islemi yapmak bagari oranina olumlu
etki yapmamaktadir. Sonuglardan da gorildigi tizere
genel olarak budama yapilmadan basar1 orani yiiksek
olan veri setleri icin budama islemleri fazla bir katki
saglamamaktadir.

Daha 6nceki ¢alismalarda kullanilan diger bir yontem
ise budamayr tamamen genetik algoritma ile yapma
metodudur (6). Bu metot sonuglari ile Onerilen Metot
sonuglar1 Tablo 3’de kiyaslanmistir.

Tablo 3: Genetik Algoritma (6) ile budanmis karar
agaci ile Onerilen metot ile budanmig karar agaci
siiflandirma bagari oranlar1 kargilastirma tablosu.

Veri e 6) Basar1 Onerilen Metod

Seti NS/0S ( z)rafn Bagari Orani

IRIS 0.026 94.20% 91.98%
PIMA  0.023 68.60% 75.38%
GLASS  0.046 60.40% 69.70%
WINE  0.073 91.30% 92.15%

Tablo 3’de gorildiigii tizere (6)’da onerilen metot
sadece IRIS veri setinde daha iyi basar1 oranini saglamstir.
PIMA, GLASS ve WINE veri setlerinde (6)’da onerilen
metoda kiyasla iyilestirme saglanmigtir. Bu iyilestirmenin
sebebi budama isleminin en ideal sekilde yapilmasi
olarak kabul edilebilir. (6)’da 6nerilen metottaki degisken
fazlaligi, hem genetik algoritmanin islem yiikiine hemde
basari oranina olumsuz etki yapmaktadir. Onerdigimiz
metotta sadece giiven katsayisinin optimize edilmesiyle
budamanin hacminin belirlenmesi, hem islem yiikiinii
hem de siniflandirma basarisini olumlu etkilemistir.

Gelecekte bu galisma ile ilgili 6zellik sayis1 kisitli olan
veri setleri i¢in iyilestirmeler yapilabilir. Ayrica 6nerilen
metot farkli veri setlerine uygulanarak siniflandirma
bagar1 oranlar1 kiyaslanabilir.
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