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Farklh Smiflandiricilar ve Yeniden Ornekleme Teknikleri
Kullanilarak Kalp Hastalhig1 Teshisine Yonelik Karsilastirmalh
Bir Calisma

Onur Sevli**
Burdur Mehmet Akif Ersoy Universitesi, Miihendislik-Mimarhk Fakiiltesi, Bilgisayar Miihendisligi Béliimii, Burdur, Tiirkiye

onursevli@mehmetakif.edu.tr

Oz

Kalp hastaliklar1 diinya genelinde yaygin olarak goriilmekte ve kiiresel Oliimlerin iigte birlik kismma neden olmaktadir. Kalp
hastaliginin semptomlarini ayirt etmedeki zorluk ve ¢ogu kalp hastasinin kriz anina kadar semptomlarin farkinda olmamasi, hastaligin
tanisin1 zorlagtirmaktadir. Bir yapay zeka disiplini olan makine dgrenmesi bilinen verilerden yola ¢ikarak, yeni vakalarin teshisi
konusunda uzmanlar i¢in bagarili karar destek ¢oziimleri sunmaktadir. Bu ¢alismada kalp hastaliklariin erken teshisine yonelik ¢esitli
makine Ogrenmesi teknikleri kullanarak smiflamalar gergeklestirilmistir. Calisma literatiirde yaygin olarak kullanilan UCI kalp
hastalig1 veri seti lizerinde gergeklestirilmistir. Siniflandirma bagarisini arttirmak igin, eldeki veri setinin sinif dengesini saglamaya
yonelik olarak yeniden drnekleme teknikleri kullanilmistir. Naive Bayes, Karar Agaglari, Destek Vektor Makinesi, K En yakin Komsu,
Lojistik Regresyon, Rastgele Orman, AdaBoost ve CatBoost olmak iizere 8 farkli makine 6grenmesi tekniginin her biri igin
orneklemesiz siniflama yaninda fazla 6rnekleme ve az 6rnekleme tekniklerinden 8 farkli yontem kullanilarak toplam 72 siniflandirma
islemi gergeklestirilmistir. Her bir siniflandirma isleminin sonucu dogruluk, kesinlik, duyarlilik, F1 skoru ve AUC olmak iizere 5 farkli
parametre ile raporlanmistir. En yiiksek dogruluk degeri Rastgele Orman ve InstanceHardnessThreshold az 6rnekleme tekniginin
kullanildig1 siniflamada %98.46 olarak elde edilmistir. Elde edilen ol¢limlerin literatiirde son yillarda yapilan benzer calismalarda
ulasilan sonuglardan daha yiiksek oldugu goriilmiistiir.

Anahtar kelimeler: Kalp hastalig: teshisi, Makine 6grenmesi, Yeniden 6rnekleme

A Comparative Study of Heart Disease Diagnosis using Various Classifiers and

Resampling Techniques

Abstract

Heart diseases are common worldwide and cause one-third of global deaths. The difficulty in distinguishing the symptoms of heart
disease and the fact that most heart patients are not aware of the symptoms until the moment of crisis make the diagnosis of the disease
difficult. Machine learning, an artificial intelligence discipline, provides experts with successful decision support solutions in
diagnosing new cases based on known data. In this study, classifications were made using various machine learning techniques for the
early diagnosis of heart diseases. The study was carried out on the UCI heart disease dataset, which is widely used in the literature. In
order to increase the classification success, resampling techniques were used to ensure the class balance of the dataset. For each of 8
different machine learning techniques, namely Naive Bayes, Decision Trees, Support Vector Machine, K Nearest Neighbor, Logistic
Regression, Random Forest, AdaBoost, and CatBoost, in addition to no-sampling classification, 8 different methods from oversampling
and undersampling techniques were used to make a total of 72 classification processes were carried out. The result of each classification
process is reported with 5 different parameters: accuracy, precision, recall, F1 score, and AUC. The highest accuracy value was obtained
as 98.46% in the classification using Random Forest and InstanceHardnessThreshold undersampling technique. It was observed that
the measurements obtained were higher than the results obtained in similar studies conducted in the literature in recent years.

Keywords: Heart disease diagnosis, Machine learning, Resampling
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1. Giris (Introduction)

Kalp saghgmin korunmasi yasam igin son derece
kritik bir 6neme sahiptir. Kalp, yasamin temeli olan kan
tedarik sistemini yonetme, kan basincini saglama, tek
yonlii kan akisimi giivence altina alma ve oksijence
zengin kanin dokulara, dokulardaki kirli kanin
akcigerlere akigini saglama gibi hayati fonksiyonlari
yerine getirir. Kasli bir yapiya sahip olan kalp dakikada
ortalama 70 kez kasilip gevseyerek, viicuda dakikada
yaklagik 5, saatte 300 ve giinde 7200 litre kan pompalar.

Kalp sagligi ii¢ temel sistemin birbiri ile uyum i¢inde
calismasi ile miimkiindiir. Bunlar kardiyovaskiiler
sistem, koroner arterler ve sinir agidir. Kardiyovaskiiler
sistem, kanin tek yonde akisim1 saglayan valflerle
donatilmig kasli bir pompalama sistemi ve viicudun en
ince noktalarina kadar uzanan bir damar agidan olusur.
Kalp odaciklart siirekli kanla dolu olmasina ragmen kalp
dokusu bu kanla beslenemez. Koroner arterler kalp
ylizeyi boyunca yayilarak kalp kaslarina oksijence
zengin kanin tasinmasini ve kalp dokusunun beslenerek
diizenli sekilde c¢aligmasini saglar. Kalbin kasilip
gevsemesi ise elektriksel sinyaller ve bu sinyalleri
yOneten bir sinir ag1 ile saglanir.

Farkli saglik problemleri bu sitemlerin ¢alismasini
olumsuz etkileyerek yasami tehdit eden kalp
rahatsizliklarin olusmasima sebep olur. Kalp saghigini
riske atan durumlarin ve belirtilerin erken tespiti hayati
onem tasimaktadir. Kalp hastaliklar1 genetik etkenlere
bagli olabilecegi gibi; sagliksiz yasam, sigara kullanima,
diyabet, obezite, enfeksiyonlar, hipertansiyon gibi farkli
sebeplerle kalp damar hastaliklari, kalp ritim
bozukluklari, kalp yetmezligi ve kalp krizleri meydana
gelebilir. Koroner arterlerdeki tikaniklik veya daralma
sonucu kalp kasini besleyen kan akiginda kesilme
meydana gelir. Bu durum kalp kasmm yeterince
oksijenlenmesine engel olarak kalp dokusunda hasar
meydana getirebilir. Kalbi besleyen damarlarin
duvarlarinda biriken kolesterol gibi maddeler plaklar
olugturur. Zaman iginde c¢ogalan plaklar damarlar
tikayarak kalp krizinin olusumuna neden olur.
Zamaninda ve dogru miidahale ile tikanan damarlar
acilmazsa kalpte doku kayb1 meydana gelir. Bu durum,
kalbin pompalama giiciinii azaltir ve kalp yetmezligine
sebep olur. Kalp dokusunun yeterince kanlanamadigi
her an, kalic1 hasar olusma riski artar.

Cagimizin en biiyiik sorunlarindan biri olan stres,
diger tim rahatsizliklarda da oldugu gibi kalp
hastaliklar1 ve krizlerinde tetikleyici bir role sahiptir.
Ayrica Kaliforniya merkezli Ailesel Hiperkolesterolemi
Vakfi (FH Fountation) arastirmacilart tarafindan
yuriitiillen bir aragtirmada, COVID-19'un genetik olarak
yiiksek kolesterol, kalp hastalig1 veya her ikisi igin risk
tastyanlarda kalp krizi oranini artirdigimi  ortaya
konmustur (Myers vd., 2021). Diinya Saglik Orgiitii’niin
verilerine goére kalp hastaliklarinin kiiresel 0Olcekte
goriilme oran1 giderek artmakta olup, bulasici olmayan
hastaliklara bagli oliimlerin  %46’s1  kalp damar
hastaliklarindan kaynaklanmaktadir. Kardiyovaskiiler

hastaliklar son 15 yilin en yaygin saglik sorunlari olup,
kiiresel 6liimlerin tamammin %31°1lik bolimii kalp ile
ilgili hastaliklardan kaynaklanmaktadir (WHO, 2021).
Tiirkiye Istatistik Kurumu verilerine gore ise son on
yildaki &liimlerin %40 orani ile biiyiik cogunlugunu kalp
damar hastaliklar1 olugturmaktadir (TUIK, 2021).

Kalp hastaliklar1 gogiiste agr1 ve sikisma, kisa
aktiviteler sonrasi nefes darligi, bas donmesi ve
bayilmalar, kalbin cok sert ya da yavas atmasi, kalp
damarlarinin sertlesmesine bagli olarak bacak ve
kollarda uyusma, ani soguk terlemeler, bulant1 ve kusma
gibi Dbelirtiler verebilir. Bazi hastalarda belirgin
sikayetler goriilmeden de kalp krizi olusabilir. Kalp
hastaliklarinda erken miidahale son derece onemlidir.
Erken miidahale can kaybi riskini ve kalp kasinin zarar
gorme olasiligin azaltir.

Kalp hastaliklarmin  tanisi  uzman hekimler
tarafindan yapilir. Tani i¢in fiziksel muayene, hastaligin
durumuna baglh olarak yapilacak tetkikler yaninda
elektrokardiyografi (EKG) ol¢timleri kullanilir. EKG
viicuda yapistirilan elektrotlar ile kalbin elektriksel
aktivitesini  kaydeder. EKG  kayitlar1  olan
elektrokardiyogramlarda kalp atimlari P,Q,R,S,T,U
dalgalarindan olusan sinyaller seklinde yorumlanir
(Sekil 1). EKG dalgalarindaki degisimler, dalga
diizeninin farklilagmasi, dalgalar arasindaki siirelerde
farkliliklar uzmanlara kalp hastaligi konusunda fikir
verir (Kartal ve Koksal, 2020).

PR ar

Sekil 1. EKG dalgasi (ECG wave)

Kalp hastaligina sebep olan pek ¢ok etken
olmasindan, belirtilerin bazen belirgin olmamasi veya
diger hastaliklarla karistirilabilmesinden dolayi teshisi
komplikedir. Pek ¢ok kalp hastasinda gogiis agris1 ve
yorgunluk gibi belirtiler goriiliirken, %50 gibi biiyiik bir
bolimii kalp krizi gegirene kadar belirtilerin farkina
varamamaktadir (Das vd., 2009). Bu durumda hastaligin
erken tespiti uzmanlar i¢in de zorlagsmaktadir. Cok
sayida degigken verinin yorumlanarak hastalik teshisin
zamaninda ve dogru sekilde yapilabilmesi hayati 6neme
sahiptir. Bu konuda uzmanlarin dogru kararlar
vermelerine yardimei olacak destek sistemlere ihtiyag
duyulmaktadir.

Son yillarda yapay zeka teknolojisindeki gelismeler
saglik alaninda da alternatif ¢oziimler sunmaktadir.
Mevcut verilerden Ogrenerek yeni vakalar hakkinda
saglikli tahminler {iretmeyi saglayan makine 6grenmesi,
son zamanlarda popiilerligi hizla artan bir teknolojidir.
Makine ogrenmesinde belirli bir sonuca etki eden
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parametreler iizerinden, daha 6nceki mevcut verilerden
yola ¢ikilarak, yeni vakalar hakkinda istikrarli tahminler
tiretilebilmektedir.

Literatiirde, kalp hastaliklarinin teshisine ydnelik
farkli makine Ogrenmesi teknikleri kullanilarak
gergeklestirilen galigmalar mevcuttur. Bu ¢aligmalarda
Naive Bayes(NB), Destek Vektér Makinesi (DVM),
Karar Agaclar1 (KA), K En yakin Komguluk (KNN),
Rastgele Orman (RO) ve Yapay Sinir Aglar1 (YSA) gibi
algoritmalar yaygin olarak kullanilmaktadir. Literatiirde
son yillardaki benzer ¢aligmalar kronolojik sirada
asagida o6zetlenmistir.

Miranda vd. (2016) kalp hastaligi riskini tahminleme
icin agik uclu sorulardan olusan goriismeler yapmislar
ve elde ettikleri 60589 kayit ve 38 dzellikten olusan veri
seti lzerinde gerceklestirdikleri ¢ seviyeli risk
siiflamasinda NB yontemi ile en yiiksek %387.98
dogruluk degerine ulagmiglardir. Wiharto vd. (2016), 14
ozellik ve 303 ornekten olusan UCI veri seti lizerinde
SMOTE asir1  oOrnekleme ve C4.5 teknigi ile
gerceklestirdikleri kalp hastaligi diizeyi siniflamasinda
%84.2 AUC degeri elde etmislerdir. Jabbar vd. (2016)
ise RO yontemi kullanarak gergeklestirdikleri kalp
hastalig1 tahminleme ¢aliymasinda %83.70 dogruluga
ulasmis ve KA yontemine gore daha yiiksek bir basari
saglandigini ortaya koymuslardir.

Kim ve Kang (2017), Koreli 4146 adet bireyden elde
edilen veriler lizerinde dnce birbiriyle iliskili nitelikleri
tespit etmisler ve ardindan YSA  kullanarak
gerceklestirdikleri kalp hastaligt riski tahminleme
calismasinda %74.9 AUC degerine ulasmislardir.
Arabasadi vd. (2017) sinir aglar1 kullanarak 303 6rnek
ve 54 ozellikten olugan Z-Alizadeh Sani kalp hastaligt
veri seti Tlzerinde gerceklestirdikleri siniflama
calismasinda, ag parametrelerinin genetik algoritmalar
kullanilarak optimize edilmesi ile model basarisinin
artti@im ortaya koymuslardir. Liu vd. (2017) 202 6rnek
ve 2 smiftan olugsan Statlog kalp hastaligi veri seti
tizerinde ReliefF and Rough Set (RFRS) 6zellik seg¢im
yontemi ve C4.5 smiflayici kullanarak
gergeklestirdikleri ¢alismada en yiiksek  %92.59
dogruluga ulagmislardir.

David ve Belcy (2018), RO, KA ve NB siniflayicilar
kullanarak UCI veri seti iizerinde gerceklestirdikleri
smiflamada en yiiksek dogrulugu %81 ile RO
kullaniminda elde etmislerdir. Haq vd. (2018), ayn1 veri
seti izerinde farkli 6zellik se¢im teknikleri ve yedi farkli
makine O0grenmesi algoritmast kullanarak
gerceklestirdikleri smiflama c¢alismasinda en yiiksek
dogrulugu %86 ile DVM kullanarak elde etmislerdir.
Malav ve Kadam (2018), yine ayn1 veri seti lizerinde ilk
olarak K-means uygulayarak elde ettikleri kiimeleme
sonucunu YSA’ya girdi olarak verip gergeklestirdikleri
smiflamada %93.52 dogruluga ulasmislardir. Poornima
ve Gladis (2018), boyut indirgeme ve YSA kullanarak
gerceklestirdikleri  smiflama  ¢alismasinda %94
dogruluk saglamiglardir.

Ali vd. (2019b), UCI veri seti lizerinde istatistiksel
ozellik secimi ve optimize edilmis YSA kullanarak

gerceklestirdikleri siniflamada %93.33 dogruluk elde
etmiglerdir. Mohan vd. (2019), ayn1 veri seti {izerinde
lineer model ile hibrit sekilde RO yodntemi kullanarak
gercgeklestirdikleri siniflandirma ¢alismasinda %88.7
dogruluga ulasmislardir. Ayni veri seti lizerinde Ali vd.
(2019a), bir yigin halinde iki ayrt DVM modelini
kullanarak, lineer ¢ekirdekli ilk model ile 6zellik se¢imi
gerceklestirmig, RBF c¢ekirdekli model ile siniflama
gerceklestirmigler ve %91.11 elde etmisledir. Latha ve
Jeeva (2019) UCI veri seti lizerinde kolektif 6grenme
algoritmalar1  ile  gergeklestirdikleri  siniflama
calismasinda zayif siniflayicilara oranla maksimum %7
dogruluk artig1 saglandigini raporlamislardir.

Mienye vd. (2020); Framingham, Massachusetts
sakinlerinden toplanan 4238 adet drnekten olusan kalp
hastaligt  veri seti ilizerinde YSA kullanarak
gergeklestirdikleri  simmiflama  ¢alisgmasinda %90
dogruluga ulagmiglardir. Terrada vd. (2020), Z-Alizadeh
Sani kalp hastalig1 veri seti lizerinde YSA kullanarak
gerceklestirdikleri  simiflama  calismasinda %94
dogruluk elde etmislerdir. Tama vd. (2020), UCI veri
seti  iizerinde kolektif Ogrenme yontemi ile
gerceklestirdikleri  siniflama  c¢aligmasinda  %85.71
dogruluk elde etmislerdir. Akalin vd. (2020), ayn1 veri
seti lizerinde KNN, Gaussian Bayes ve RO olmak iizere
ti¢ farkli yontem ile gergeklestirdikleri siniflamada %80,
%80 ve %82 dogruluga ulagmislardir.

Elhoseny vd. (2021), 13 adet 6zellik ve 270 6rnekten
olusan kalp hastaligi veri seti tizerinde farkli makine
O6grenmesi teknikleri kullanarak gergeklestirdikleri
siniflama ¢aligmasinda en yiiksek dogruluk degerlerini
%82.5, %81.5 ve %80.8 ile AdaBoost, LogitBoost ve
NB yontemleri ile elde etmislerdir. Rani vd. (2021), yine
ayni1 veri seti tizerinde SMOTE asir1 6rnekleme yontemi
ve NB teknigi ile gergeklestirdikleri siniflamada %85.07
dogruluk degerine ulagmiglardir. Ayn1 teknik ile asiri
ornekleme kullanmadan elde ettikleri dogruluk ise
%84.79°dur. Katarya ve Meena (2021), farkli makine
6grenmesi teknikleri kullanarak UCI veri seti lizerinde
gerceklestirdikleri siniflama ¢aligmasinda RO yontemi
ile %95.60 dogruluga ulagsmislardir. Bharti vd. (2021)
ise aynmi veri seti iizerinde derin 6grenme yontemi
kullanarak %94.2 siniflama dogrulugu saglamisladir.
Kavitha vd. (2021), KA ve RO yontemlerini kapsayan
hibrit bir model kullanarak UCI veri seti iizerinde
gerceklestirdikleri smmiflamada en yiiksek %88.7
dogruluk elde etmiglerdir. Rajendran ve Vincent (2021),
KA, DVM, KNN gibi farkli algoritmalarin, RO meta
siniflayicis1  ile bir araya getirilmesi yoluyla
gergeklestirdikleri  smiflamada  %87.64 dogruluga
ulasmiglardir. Asif vd. (2021), UCI veri seti lizerinde
kolektif 6grenme yontemi kullanarak gerceklestirdikleri
siniflamada en yiiksek %92 dogruluk elde etmiglerdir.
Maini vd. (2021), Giiney Hindistan’da bir hastaneden
elde edilen, 14 6zellik 501 adet 6rnekten olusan veri seti
iizerinde RO yontemi ile gergeklestirdikleri kalp
hastaligi tahminleme ¢alismasinda %93.8 dogruluga
ulagsmiglardir.
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Bu caligmada literatiirde yaygin olarak kullanilan
UCI veri seti lizerinde, yeniden 6rnekleme olmaksizin
ve 8 farkli yeniden 6rnekleme teknigi ile kullanilarak, 8
farklt makine O6grenmesi yontemi ile bireyin temel
ozellikleri ve klinik 6l¢iimlere dayanarak, kalp hastaligi
durumunun teshisine yonelik siniflandirma galismalari
gerceklestirilmistir. Smiflandirma iglemlerinin sonuglar
dogruluk, kesinlik, duyarlilik, F1 skoru ve AUC olmak
iizere 5 farkli parametre ile raporlanmis ve elde edilen
360 adet dl¢limiin sonuglar1 yorumlanmustir.

2. Materyal ve Metot (Material and Method)

Bu caligma, bireylerin kalp hastalig: riskini kisisel
ozellikler ve klinik Olgiimlere bagli  olarak
degerlendirmeyi amaglamakta ve bu dogrultuda UCI
kalp hastalig1 veri seti iizerinde farkli makine 6grenmesi
algoritmalar1 ile kalp hastaliginin erken teshisine
yonelik  smiflandirma  ¢aligmalarini  igermektedir.
Siniflandirma i¢in Naive Bayes, Karar Agaglari, Destek
Vektor Makinesi, K En yakin Komsuluk, Lojistik
Regresyon, Rastgele Orman, AdaBoost ve CatBoost
olmak tizere 8 farkli yontem kullamilmistir. Smiflama
¢aligmalarindaki ana amaclardan biri tahmin basarisini

Tablo 1. Veri setine ait 6zellikler (Features of the dataset)

yiikseltmektir. Bu amagla, calismada kullanilan sekiz
farkli  simiflandiricinin =~ varsayilan  durumundaki
basarilar1 yaninda, her biri i¢in 8 ayr1 yeniden 6rnekleme
yontemi bagimsiz olarak uygulanmig ve o6lgiimleri
raporlanmistr.

2.1. Veri seti (Dataset)

Kalp hastaliginin erken teshisine yonelik bir ¢6ziim
sunmay1 hedefleyen bu caligmada, literatiirde yaygin
olarak kullanilan UCI kalp hastaligt veri seti ile
gerceklestirilmigtir. Kamuya agik olarak paylasilan veri
seti University of California Irvine gevrimigi veri
deposundan elde edilmistir (“Heart Disease Data Set,
UCI Machine Learning Repository,” 1988). Macar ve
Isve¢ bilim insanlar1 tarafindan derlenen veri seti 13
farkli tan1 parametresi ile birlikte bireyin kalp hastaligi
durumuna iligkin bir adet tan1 olmak {izere 14 adet
ozellik icermekte ve 303 Ornekten olusmaktadir. Veri
seti igerisinde yer alan 6zellikler ve a¢iklamalar1 Tablo
1’de 6zet olarak verilmistir. Veri setinde yer alan sayisal
Ozelliklerin tanimlayici istatistikleri ise Tablo 2’de
verilmigtir.

Ozellik adi Tiirii Aciklama
age Sayisal - siirekli ~ Hastanin yil olarak yas1
sex Kategorik Hastanin cinsiyeti (0 = kadin, 1 = erkek)

cp (chest pain) Kategorik

Hastanin yasadig1 gogiis agrisi tiirii (0 = tipik anjina, 1 = atipik anjina, 2

= anjinal olmayan agr1, 3 = asemptomatik)

trestbps (resting blood pressure)  Sayisal - siirekli
chol (cholestrol) Sayisal - siirekli

Dinlenme durumundaki kan basinct (mm Hg)
Serumdaki kolesterol degeri (mg/dl)

fbs (fasting blood sugar) Kategorik Aclik kan gekeri
fbs>120 ml/dl ise 1 (true) degilse 0 (false)

restecg Kategorik Dinlenme durumundaki elektrokardiyografik 6l¢iim (0 = normal, 1 =ST
dalga anormalligi, 2 = olast1 sol ventrikiil hipertrofisi)

thalach Sayisal - siirekli Ulagilan maksimum kalp atig sayisi

exang Kategorik Egzersiz kaynakli gogiis agrisi (0 = yok, 1 = var)

oldpeak Sayisal - siirekli Egzersize bagl dinlenmenin neden oldugu ST depresyonu (EKG’deki
ST araligi igin)

slope Kategorik Egzersizin tepe noktasinda ST segmentinin egimi (0 = yukar1 egimli, 1
= diiz, 2 = asag1 egimli)

ca Kategorik Florosopi ile renklendirilen ana damarlarin sayisi (0-3)

thal Kategorik Talasemi durumu (1 = normal, 2 = sabit kusur, 3 = tersinir kusur)

target Kategorik Kalp hastaligi durumu (0 = saglikli, 1 = hasta)

Tablo 2. Veri setinin istatistiki karakteristigi (Statistical characteristic of the dataset)

Ozellik Minimum Maksimum Ortalama Standart sapma
age 29 77 54.36 9.08

trestbps 94 200 131.62 17.53

chol 126 564 246.26 51.83

thalach 71 202 149.64 22.90

oldpeak 0 6.2 1.03 1.16
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Veri setini olusturan sayisal ozellikler ve hedef
degisken arasindaki korelasyonu gdsteren matris Sekil

2’de verilmistir.

Hedef 6zellik ile arasinda 0.5 iizerinden korelasyon
olan herhangi bir 6zellik bulunmadigindan, tek bagina
hedefi tahminleme konusunda baskin deger yoktur.
Hedef ile en yiiksek korelasyona sahip 6zellik, 6lgiilen
maksimum kalp atig hiz1 (thalac) degeridir. Matristeki
her bir giris 6zelliginin, hedef degiskene gore dagilimini
gosteren grafikler Tablo 3’te yer almaktadir.

thalach chal trestbps age

oldpeak

target

0.28

-0.4

-0.23

age

0.047

trestbps

-0.25

-0.00

0.0099
--025
0.054 -0.34
- -0.50
-0.085 0.42 -0.43
0.75
chal thalach oldpeak target - -1.00

Sekil 2. Korelasyon matrisi (Correlation matrix)

Tablo 3. Veri setindeki sayisal 6zelliklerinin hedef degiskene gore dagilimlari (Distribution of numerical features in the dataset according to

the target variable)
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2.2. Kullamilan sumflandirma yontemleri
(Classification methods used)

Bu calismada literatiirde siklikla tercih edilen Naive
Bayes, Karar Agaclar1 (Decision Trees), Destek Vektor
Makinesi (Support Vector Machine), K En yakin
Komsuluk (K-Nearest Neighbor), Lojistik Regresyon
(Logistic Regression), Rastgele Orman (Random
Forest), AdaBoost (Adaptive Boosting) ve CatBoost
(Categorical Boosting) smniflandirma algoritmalari
kullanilmisgtir.

Naive Bayes (NB) algoritmasi, adin1 matematik¢i
Thomas  Bayes’den alan  bir  smiflandirma
algoritmasidir. NB simiflandirici, olasilik ilkelerine gore
tanimlanmis bir dizi hesaplama ile sinifi bilinmeyen
verilerin smifin1 tespit etmeyi amaclar. Algoritma her
durumun olasiligini hesaplar ve olasilik degeri en
yliksek olana gore siniflandirir.

Karar agaclart (KA), siniflama ve regresyon
problemlerinden siklikla kullanilan ve karmagik veri
setleri ile ¢alisabilen, agag tabanli bir algoritmadir. KA,
ozellikler ve hedefe bagli olarak karar diigiimleri ve
yaprak diigiimlerden olusan bir aga¢ yapisi formiile
ederek bir siniflandirma modeli olusturur.

Destek vektér makinesi (DVM), Vapnik vd. (1997)
tarafindan literatiire kazandirilan, istatistiksel 6grenme
teorisine dayali, siniflandirma ve regresyon analizi i¢in
kullanilan gozetimli bir makine dgrenmesi teknigidir.
DVM, her biri iki kategoriden birine ait olarak
isaretlenmis egitim veri setinden Ogrenerek, yeni
ornekleri bu iki smiftan birine olasilikli olmayacak
sekilde atayan bir model olusturur. Veri 6rneklerinin yer
aldig1 diizlemde, siniflar1 birbirinden ayirmak igin, iki
siifin liyelerinden en uzak mesafede olacak sekilde bir
karar sinirinin  gizilmesi saglanir. DVM’nin, asir1
uydurma problemi karsisindaki hassasiyetinin diisiik
olmasi ve yiiksek dogruluk saglamasi kullanim
yayginligini arttirmaktadir.

K En Yakim Komsuluk (KNN) algoritmas, literatiire
Fix ve Hodges (1952) tarafindan kazandirilan, siniflama
ve regresyonda yaygin olarak kullanilan, parametrik
olmayan bir yontemidir. En temel makine &grenmesi
tekniklerinden biri olan KNN algoritmasindaki K degeri
en yakin dzellikleri segmek amaciyla kullanilir (Bilgin,
2021). Smufi belirlenmek istenen nokta, K adet en yakin
komsusuna bakilarak en yaygin olan sinifa atanir. Sinifi
tahmin edilecek her bir 6rnek igin, veri setindeki tiim
ornekler arasinda en yakin komsulugun aranmasi
nedeniyle veri setinin biiylimesi durumunda islem yiikii
artar. KNN algoritmas1 mesafeye dayali oldugundan,
egitim verilerinin normalizasyonu siniflandiricinin
dogrulugunu 6nemli 6l¢iide yiikseltebilir.

Lojistik Regresyon (LR) bagmmli degiskenin
sireksiz  oldugu ikili smiflama problemlerinde
kullanilan istatistiksel bir modeldir. Bilgisayar bilimi,
pek c¢ok uygulamali bilim ve gergek diinya
problemlerinde yaygin olarak kullanilmaktadir. Lojistik
regresyon ikili bagimli degigken ile bir dizi bagimsiz
degisken arasindaki iligkiyi aciklamaya yonelik

tahminleyici bir analizdir. Bu isi yerine getirmek i¢in bir
lojistik fonksiyon (logit fonksiyonu) kullanir. Bir olayimn
gerceklesme olasiligr Esitlik 1°deki formiil ile ifade
edilir. Olayim ger¢eklesmeme olasilig1 1-p olmak iizere
logit fonksiyonu ise Esitlik 2’ye gore hesaplanir.
Logistik regresyon logit doniisiimiini tahminlemek igin

bir formiiliin katsayilarini iiretir.
ea+bx

P= oobx M

logit(p) = In(;%)  (2)

Rastgele orman (RO), egitim esnasinda ¢ok sayida
karar agaci olusturarak, her bir agacin iirettigi sonuglarin
modu veya ortalamasini alarak ¢ikti sinifi belirleyen bir
kolektif 6grenme algoritmasidir. Ho (1995) tarafindan
olusturulan yonteme dayanan RO, daha sonra Breiman
(2001) tarafindan gelistirilerek literatiire
kazandirilmigtir. RO, geleneksel karar agaglarinda
yaygin olan problemlerden biri olan asir1 uydurma
(overfitting) sorununa hem veri seti, hem O6znitelikleri
cok sayida parcaya bolip birden ¢ok afac iizerinde
isleyerek ¢coziim getirir.

AdaBoost(AB), Freund ve Schapire (1996)
tarafindan formiile edilen adaptif bir meta algoritmadir.
Bireysel ogrenicilerin ve kararlarinin birlestirilmesi
mantigima dayanan kolektif bir dgrenme yontemidir.
Egitim siirecinde bireysel Ogrenicilerin  durumlari
agirliklandirilarak, yapilan giincellemelerle nihai
modelin giiclii bir 6grenmeye yakinsamasi saglanir.
AB, kaynak tiiketiminin etkin ve tahmin hizinin yiiksek
olmast nedeni ile kolektif modeller igerisinde yaygin
olarak tercih edilir.

CatBoost(CB), Yandex miihendisleri Dorogush vd.
(2018) tarafindan formiile edilen agik kaynak kodlu bir
algoritmadir. CB, klasik yonteme kiyasla kategorik
Ozellikleri basarili bir sekilde ele almak igin
permutasyona dayali alternatif bir ¢oziim sunan yeni bir
gradyan arttirma algoritmasidir. Algoritmanin bir diger
avantaji, aga¢ yapisini segerken yaprak degerlerini
hesaplamak i¢in asir1 uydurmayi azaltmaya yardimct
olan yeni bir sema kullanmasidir.

3. Kalp Hastah@1 Teshisine Yonelik

Siniflandirma (Classification for Diagnosis of
Heart Disease)

Calismada kullanilan UCI kalp hastalig1 veri seti 13
ozellik ve 1 smif degeri ile tanimlanan, 303 6rnekten
olugsmaktadir. 13 adet girdi dzelligin 5 adedi sayisal,
geriye kalan 8 adedi ise kategoriktir. Hedef sinif degeri
ise saglikli (0) ve kalp hastasi (1) olmak iizere kategorik
tirdedir. Veri setinde igerisinde 165 adet hasta, 138
hasta olmayan birey kaydi yer almaktadir.

Simiflandirma iglemi 6ncesinde veri seti iizerinde
tahmin bagarisin1  arttirmaya yonelik  Onislemler
uygulanmigtir. Kayip veriler ilgili siitunun ortalama
degeri ile doldurulmustur. Ardindan 6zelliklerin aykir
degerleri (outlier) tespit edilmistir. Verilerin ilk ve
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iiclincii ¢eyregi arasindaki farkin 1.5 katinin alt sinirdan
¢ikartilmasi ve st sinira eklenmesi ile elde edilen aralik
disindaki degerler aykir1 deger olarak kabul edilmis ve
bu degerleri igeren Ornekler veri  setinden
temizlenmistir. Daha sonra sayisal girdi 6zelliklerin
timii 0-1 araligma Olgeklenmistir. Son durumda veri
setinde 159 adet hasta ve 125 adet saglikli birey verisi
olmak iizere toplam 284 adet 6rnek yer almaktadir. Son
durumda veri setindeki kalp hastas1 ve saglikli bireylerin
dagilimlarin1 gdsterir grafik Sekil 3°te yer almaktadir.

Sekil 3. Veri setinin siif dagilimi (Class distribution of the
dataset)

Veri setindeki hasta ve saglikli bireylerin
dagiliminda kismi bir dengesizlik s6z konusudur.
Dengesizlik durumunda, kullanilan siniflama modeli
baskin olan veriyi 6grenmeye yatkinlasir. Veri setini
daha dengeli hale getirerek bu soruna ¢dziim iiretmek
icin yeniden Ornekleme (resampling) tekniklerinden
yararlanilir. Yeniden 6rnekleme, istatistiki yontemlere
dayanarak baskin olan sinif verilerinin azaltilmasi ya da
verinin istatistiki karakteristigine uygun sekilde azinlik
smif verilerinin ¢ogaltilmasi ile gergeklestirilir.

Yeniden ornekleme, az drnekleme (undersampling)
ve fazla ornekleme (oversampling) olmak tizere iki
farkli yolla uygulanir. Baskin sinifa ait olan verilerin
azaltilmas1 yoluyla dengeyi saglamaya yonelik yaklagim
az Ornekleme olarak adlandirilir. Fazla ornekleme
yonteminde ise azinlik smifa ait veriler g¢esitli
tekniklerle arttirtlir. Bu is i¢in, az olan veriyi rastgele
olarak secip kopyalama veya interpolasyon yontemleri
ile sentetik veri liretme yaklagimlart uygulanmaktadir.
Bu calismada kullanilan veri setindeki dengesizlik
biliyilk oranda olmasa da model basarisi {izerindeki
etkisini ortaya koymak icin varsayilan siniflamaya ek
olarak 8 farkli yeniden 6rnekleme teknigi kullanilmigtir.
Calismada kullanilan fazla 6rnekleme ve az drnekleme
teknikleri Tablo 4’te verilmistir.

Tablo 4. Kullanilan yeniden 6rnekleme teknikleri (Resampling
techniques used)

Fazla 6rnekleme Az Ornekleme

SMOTE AIIKNN

KMeansSMOTE InstanceHardnessThreshold
ADASYN NeighbourhoodCleaningRule
SVMSMOTE OneSidedSelection

Tablo 4’te yer alan fazla 6rnekleme tekniklerinden
SMOTE, Chawla vd. tarafindan gelistirilen azinlik
verilerden sentetik {iretim yapan bir yaklasimdir
(Chawla vd., 2002). KMeansSMOTE, SMOTE teknigi
tizerine, girilti olusumunu azaltmak i¢in K-means
kiimeleme uygulayan bir tekniktir (Last vd., 2017).
Benzer sekilde SVMSMOTE teknigi, SMOTE ile
Destek Vektér Makinesini (SVM) birlestirir (Nguyen
vd., 2011). ADASYN teknigi SMOTE teknigine
benzeyen ancak verideki sinif dagilimlarina bagli olarak
degisen sayida Ornek iireten adaptif, sentetik bir fazla
ornekleme teknigidir (He vd., 2008).

Az ornekleme tekniklerinden AIIKNN, en yakin
komsuluk yontemine gore karar sinirina yakin érnekleri
kaldirmak suretiyle baskin sinifi azaltma islemini,
komsulari ¢esitlendirecek sekilde gerceklestirir (Tomek,
1976a). InstanceHardnessThreshold veri setindeki
orneklerin simiflandirilma zorlugunun esik degerlerine
bagli olarak gerceklestirilen bir az 6rnekleme teknigidir
(Smith vd., 2014). NeighbourhoodCleaningRule, KNN
ve genisletilmis en yakin komsuluk (ENN) yontemlerini
kullanarak veri setindeki giiriiltiileri ortadan kaldirir
(Laurikkala, 2001). Bir 6zellik uzayinda, farkl siniflara
ait 6rneklerden birbirine en yakin Oklid mesafesine
sahip olanlar, bu prosediirii ortaya koyan Ivan Tomek’e
atfen Tomek’s Link olarak adlandirilir. TomekLinks az
ornekleme teknigi, veri seti icerisindeki Tomek’s
linkleri kaldirma tizerine kuruludur (Tomek, 1976b).
OneSidedSelection teknigi, TomekLinks ve Yogun En
Yakin Komsuluk (CNN) kurallarini birlestiren bir az
ornekleme teknigidir (Kubat vd., 1997).

Veri seti iizerinde farkli siiflandiricilarin her biri
icin yukarida bahsi gecen yeniden drnekleme yontemleri
ayrt ayrt uygulanarak  performans  Ol¢limleri
gerceklestirilmistir.

3.1. Performans Metrikleri (Performance Metrics)

Bir smiflandiricinin  basarisini  dlgmek  igin
karmagiklik matrislerinden degerlerden yararlanilir.
Karmagiklik matrisleri simiflandirma islemi sonunda
hangi siniflarin birbirinden ne diizeyde ayirt edilebildigi
ile ilgili detayl bilgiler saglar. Gergekte kalp hastasi
olan bir kayit, siiflandirict tarafindan da hasta olarak
dogru smiflanmigsa Dogru Pozitif (DP), hastaligi yok
seklinde yanlis smiflandirilmigsa Yanlis Negatif (YN)
olarak adlandirilir. Benzer sekilde gercekte kalp hastasi
olmayan kayit, hastaligt yok seklinde dogru
siniflandirilirsa Dogru Negatif (DN), hastaligi var
seklinde yanlig siniflanirsa ise Yanlig Pozitif (YP) olarak
adlandirilir. Karmagiklik matrisinden elde edilen
degerler kullanilarak farkli performans metrikleri
iiretilir. Bu calismada kullanilan metrikler Tablo 5’te
verilmistir.

Dogruluk metrigi modelin genel basarisini ifade
etmek i¢in kullanilir. Dogruluk degeri, dogru
siniflanmis 6rnek sayisinin, tiim 6rnek sayisina boliimii
ile elde edilir. Kesinlik, pozitif olarak tahmin edilen
degerlerin gercekten ne kadarmin pozitif oldugunu
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gosteren metriktir. Ayni zamanda kesinlik metrigi
smiflandiricinin yanlis pozitifleri eleme kabiliyetinin de
gostergesidir. Duyarlilik, pozitif olarak tahmin edilmesi
gereken degerlerin ne kadarinin pozitif olarak tahmin
edildigini  gdsteren  bir  metriktir.  Duyarlilik,
smiflandiricinin - dogru pozitifleri tahmin etmedeki
kabiliyetinin ~ olgiitiidiir.  Kesinlik ve  duyarlilik
arasindaki dengeyi ifade etmek i¢in F1 skoru kullanilir.
F1 skoru, hesaplanan kesinlik ve duyarlilik degerlerinin
harmonik  ortalamasidir. Harmonik  ortalama
kullanilmasinin nedeni u¢ durumlarin da goz ardi
edilmemesinin gerekliligidir. F1 skoru [0, 1] araliinda
deger alir. Alict islem karakteristigi (ROC) egrileri,
farkli siniflar i¢in bir olasilik egrisidir. X ekseninde
yanlis pozitif orani, Y ekseninde ise dogru pozitif oranin
yer aldigi bu egri, kullanilan siniflandiricinin tahminde
ne kadar iyi oldugunu agiklar. Egrinin altinda kalan alan
(AUC) [0,1] araliginda deger alir ve model
performansinin bir 6zeti kabul edilir. AUC degerinin 1’e
yaklagmasi veri setindeki siniflarin daha basarili gsekilde
ayirt edilebildigini gosterir.

Tablo 5. Performans metrikleri (Performance metrics)

Metrik Matematiksel ifadesi

Dogruluk (DP + DN)/ (DP + YP + YN + DN)

Kesinlik DP / (DP + YP)

Duyarhilik DP/(DP + YN)

F1 Skoru 2 * kesinlik * duyarlilik / (kesinlik +
duyarlilik)

ROC egrisi

ve AUC

Dogru pozitif orani

v

Yanhs pozitif orani

4. Bulgular ve Tartisma (Findings and
Discussion)

Calismada kullanilan veri seti {izerinde NB, KA,
DVM, KNN, LR, RO, AB ve CB simiflandiricilar1 ve her
bir smiflandiric1 igin Tablo 4’te yer alan yeniden
ornekleme teknikleri uygulanarak performans 6l¢iimleri
gerceklestirilmigtir. Siniflandiricinin hiperparametreleri
1zgara arama yontemi ile belirlenmigtir. Her bir yontem
icin kullanilan parametreler Tablo 6’da verilmistir.

Tablo 6. Smiflandiricilarin parametreleri (Parameters of the
classifiers)

Siniflandirict Kullanilan parametre ve degeri

NB var_smoothing=1e-09

KA min_samples_split=2,
min_samples_leaf=1,

DVM kernel='linear', C=3

KNN n_neighbors=3

LR C=0.1, penalty="12", max_iter=250

RO n_estimators =200

AB n_estimators=100, learning_rate=0.01

CB verbose=0, n_estimators=100,

learning_rate=0.001

Yeniden ornekleme yapilarak ve yapilmadan
gerceklestirilen her bir siniflama isleminin sonucu,
Tablo 5’te verilen metrikler ile raporlanmustir. Yeniden
ornekleme orant, azinlik ve baskin sinif 6rnek sayilarimi
birbirine yaklastiracak sekilde fazla 6rneklemede %30,
az Orneklemede %20 oraninda uygulanmistir. Fazla
ornekleme sonucu veri seti drneklem biiytikligi 321, az
ornekleme sonucu 252°dir. Siniflama islemlerinde 10
kat ¢apraz dogrulama uygulanmigtir. Her bir asamada
%90 egitim, %10 test seti olmak iizere, capraz
dogrulama iglemlerinden elde edilen sonuglarin
ortalamalar1 raporlanmistir. Ornekleme tekniklerinin
siniflandiricilar iizerindeki etkisini gosteren Olgiimler
NB igin Tablo 7°de, KA i¢in Tablo 8’de, DVM igin
Tablo 9°da, KNN i¢in Tablo 10’da, LR i¢in Tablo 11°de,
RO igin Tablo 12’de, AB i¢in Tablo 13’te ve CB i¢in
Tablo 14’te verilmistir.

Tablo 7. Naive Bayes (NB) siniflandiriciya ait 6l¢iimler (Measurements of the Naive Bayes classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilik  F1 Skoru AUC
Orneklemesiz - 0.912281 0.935484 0.906250 0.920635 0.913125
Fazla 6rnekleme =~ SMOTE 0.904762 0.931034 0.870968 0.900000 0.904234
KMeansSMOTE 0.890625 0.875000 0.903226 0.888889 0.891007
ADASYN 0.901639 0.933333 0.875000 0.903226 0.903017
SVMSMOTE 0.904762 0.931034 0.870968 0.900000 0.904234
Az 6rnekleme AIIKNN 0.934783 0.950000 0.904762 0.926829 0.932381
InstanceHardnessThreshold 0.960000  0.958333 0.920000 0.938776 0.940000
NeighbourhoodCleaningRule  0.934783 0.950000 0.904762 0.926829 0.932381
OneSidedSelection 0.927273 0.933333 0.933333 0.933333 0.926667
Tablo 8. Karar Agaci (KA) siniflandiriciya ait 6l¢iimler (Measurements of the Decision Tree classifier)
Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilik F1 Skoru AUC
Orneklemesiz - 0.842105 0.870968  0.843750 0.857143 0.841875
Fazla 6rnekleme = SMOTE 0.936508 0.965517  0.903226 0.933333 0.935988
KMeansSMOTE 0.937500 1.000 0.870968 0.931034  0.935484
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ADASYN

SVMSMOTE

AlIKNN
InstanceHardnessThreshold
NeighbourhoodCleaningRule
OneSidedSelection

Az 6rnekleme

0.868852
0.888889
0.891304
0.92

0.888889
0.925926

0.900000
0.928571
0.900000
0.956522
0.894737
0.931034

0.843750
0.838710
0.857143
0.88

0.850000
0.931034

0.870968
0.881356
0.878049
0.916667
0.871795
0.931034

0.870151
0.888105
0.888571
0.92

0.885000
0.925517

Tablo 9. Destek Vektor Makinesi (DVM) simiflandiriciya ile ait 6lgtimler (Measurements of the Support Vector Machine classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarhilik  F1 Skoru AUC
Orneklemesiz - 0.929825 0.937500 0.937500 0.937500 0.928750
Fazla 6rnekleme SMOTE 0.936508 0.965517 0.903226 0.933333 0.935988
KMeansSMOTE 0.920635 0.933333 0.903226 0.918033 0.920363
ADASYN 0.885246 0.878788 0.906250 0.892308 0.884159
SVMSMOTE 0.906250 0.882353 0.937500 0.909091 0.906250
Az 6rnekleme AIIKNN 0.913043 0.904762 0.904762 0.904762 0.912381
InstanceHardnessThreshold 0.961460 0.925926 1.000 0.961538 0.961460
NeighbourhoodCleaningRule 0.934783 0.950000 0.904762 0.926829 0.932381
OneSidedSelection 0.909091 0.931034 0.900000 0.915254 0.910000

Tablo 10. K En yakin Komguluk (KNN) siniflandirict ile elde edilen 6lglimler (Measurements of the K Nearest Neighbor classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilk ~ F1 Skoru AUC
Orneklemesiz - 0.912281 0.935484 0.906250 0.920635 0.913125
Fazla 6rnekleme =~ SMOTE 0.888889 0.961538 0.806452 0.877193 0.887601
KMeansSMOTE 0.904762 1.000 0.806452 0.892857 0.903226
ADASYN 0.900000 0.906250 0.906250 0.906250 0.899554
SVMSMOTE 0.890625 0.878788 0.906250 0.892308 0.890625
Az 6rnekleme AIIKNN 0.891304 0.833333 0.952381 0.888889 0.896190
InstanceHardnessThreshold 0.940000 0.958333 0.920000 0.938776 0.940000
NeighbourhoodCleaningRule 0.913043 0.947368 0.857143 0.900000 0.908571
OneSidedSelection 0.909091 0.962963 0.866667 0.912281 0.913333

Tablo 11. Lojistik Regresyon (LR) siniflandirici ile elde edilen dlgiimler (Measurements of the Logistic Regression classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarhilik  F1 Skoru AUC
Orneklemesiz - 0.894737 0.861111  0.968750 0.911765 0.884375
Fazla 6rnekleme SMOTE 0.890625 0.878788  0.906250 0.892308 0.890625
KMeansSMOTE 0.890625 0.878788  0.906250 0.892308 0.890625
ADASYN 0.885246 0.878788  0.906250 0.892308 0.884159
SVMSMOTE 0.888889 0.961538  0.806452 0.877193 0.887601
Az 6rnekleme AIIKNN 0.891304 0.900000  0.857143 0.878049 0.888571
InstanceHardnessThreshold 0.961688 0.925926  1.000 0.961538 0.961688
NeighbourhoodCleaningRule 0.911111 0.863636  0.950000 0.904762 0.915000
OneSidedSelection 0.942308 0.900000  1.000 0.947368 0.940000
Tablo 12. Rastgele Orman (RO) siniflandirici ile elde edilen dlgiimler (Measurements of the Random Forest classifier)
Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlililk ~ F1 Skoru AUC
Orneklemesiz - 0.894737 0.933333 0.875000 0.852941 0.813125
Fazla 6rnekleme SMOTE 0.920635 1.000 0.83871 0.912281 0.919355
KMeansSMOTE 0.921875 1.000 0.83871 0.912281 0.919355
ADASYN 0.885246 0.931034 0.84375 0.885246 0.887392
SVMSMOTE 0.904762 1.000 0.806452 0.892857 0.903226
Az 6rnekleme AIIKNN 0.956522 1.000 0.904762 0.950000 0.952381
InstanceHardnessThreshold 0.984600 0.961538 1.000 0.980392 0.984600
NeighbourhoodCleaningRule 0.933333 0.904762 0.950000 0.926829 0.935000
OneSidedSelection 0.927273 0.933333 0.933333 0.933333 0.926667
Tablo 13. AdaBoost (AB) siniflandirici ile elde edilen dlgiimler (Measurements of the AdaBoost classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilik  F1 Skoru AUC
Orneklemesiz - 0.929825 0.937500 0.937500 0.937500 0.928750
Fazla 6rnekleme SMOTE 0.921875 0.909091 0.93750 0.923077 0.921875

KMeansSMOTE 0.875000 0.900000 0.84375 0.870968 0.87500
ADASYN 0.918033 0.909091 0.93750 0.923077 0.917026
SVMSMOTE 0.921875 0.909091 0.93750 0.923077 0.921875
Az ornekleme AIIKNN 0.891304 0.833333 0.952381 0.888889 0.896190
InstanceHardnessThreshold 0.960784 0.928571  1.000 0.962963 0.960000
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NeighbourhoodCleaningRule 0.844444 0.809524 0.850000 0.829268 0.845000
OneSidedSelection 0.963636 0.937500 1.000 0.967742 0.960000
Tablo 14. CatBoost (CB) siniflandirici ile elde edilen 6l¢iimler (Measurements of the CatBoost classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarhilik  F1 Skoru AUC
Orneklemesiz - 0.929825 0.937500 0.937500 0.937500 0.928750
Fazla 6rnekleme =~ SMOTE 0.921875 0.909091 0.937500 0.923077 0.921875
KMeansSMOTE 0.920635 0.933333 0.903226 0.918033 0.920363
ADASYN 0.934426 0.937500  0.937500 0.937500 0.934267
SVMSMOTE 0.920635 0.964286 0.870968 0.915254 0.919859
Az 6rnekleme AIIKNN 0.913043 0.869565 0.952381 0.909091 0.916190
InstanceHardnessThreshold 0.960784 0.928571 1.000 0.962963 0.960000
NeighbourhoodCleaningRule 0.913043 0.904762 0.904762 0.904762 0.912381
OneSidedSelection 0.945455 0.935484 0.966667 0.950820 0.943333

Elde edilen dlgiimler degerlendirildiginde, yeniden artisin ~ emsallerinden  yiiksek oldugu sonucuna

orneklemenin bazi durumlarda belirli siniflandiricilarin
basarisini 6rnekleme olmayan duruma gore diislirdiigii

goriilse de genel anlamda yeniden Ornekleme
tekniklerinin smiflama basarisini arttirdig
gozlemlenmistir. Performans metrikleri agisindan

yeniden 6rnekleme teknikleri kullanilarak %10’a varan
performans artigt saglandigi goriilmiistiir. Yeniden
ornekleme ile elde edilen bu artig literatiirdeki benzer
calismalar1 destekler nitelikte olup, bu calismadaki

varilmistir. Az ve fazla drnekleme tekniklerinin basari
durumlart  degiskenlik gdstermekle birlikte, bu
calismada az 6rneklemenin daha basarili sonug verdigi
ve InstanceHardnessThreshold tekniginin  genel
anlamda daha yiiksek Dbasar1 artist sagladig
goriilmiigtiir. Kullanilan tiim  smiflandiricilar  ve
ornekleme yontemlerinin en iyi sonuglari 6zet olarak
Tablo 15°te verilmistir.

Tablo 15. Siniflandiricilarin en iyi sonuglari (Best results of the classifiers)

Smiflandirict  Ornekleme Yontemi En Iyi Dogruluk En lyi En lyi En Iyi F1 En lyi
Kesinlik Duyarlilik Skoru AUC

Ornekleme olmadan 0.912281 0935484  0.906250  0.920635  0.913125

Naive Bayes  Fazla Ornekleme 0.904762 0.933333  0.903226  0.903226  0.904234

Az Ornekleme 0.960000 0958333  0.933333  0.938776  0.940000

Karar Ornekleme olmadan 0.842105 0.870968  0.843750  0.857143  0.841875

Agaglan Fazla Ornekleme 0.937500 1.000 0.903226  0.933333  0.935988

Az Ornekleme 0.925926 0956522  0.931034 0931034  0.925517

Sslitti': Ornekleme olmadan 0.929825 0937500  0.937500  0.937500  0.928750

Makinesi Fazla Ornekleme 0.936508 0.965517 0.937500 0.933333 0.935988

Az Ornekleme 0.961460 0.950000  1.000 0961538  0.961460

EE“ y*;klkn Ornekleme olmadan 0.912281 0935484  0.906250  0.920635  0.913125

omsulu .

Fazla Ornekleme 0.904762 1.000 0906250  0.906250  0.903226

Az Ornekleme 0.940000 0962963  0.952381  0.938776  0.940000

R'e-;g;;'gn Ornekleme olmadan 0.894737 0861111  0.968750  0.911765  0.884375

Fazla Ornekleme 0.890625 0961538  0.906250  0.892308  0.890625

Az Ornekleme 0.961688 0925926  1.000 0961538  0.961688

Fgfrt]?aer']e Ornekleme olmadan 0.894737 0933333  0.875000  0.852941  0.813125

Fazla Ornekleme 0.921875 1.000 083871 0912281  0.919355

Az Ornekleme 0.984600 1.000 1.000 0980392  0.984600

AdaBoost  Ornekleme olmadan 0.929825 0937500  0.937500  0.937500  0.928750

Fazla Ornekleme 0.921875 0909091  0.93750 0923077  0.921875

Az Ornekleme 0.963636 0.937500  1.000 0967742  0.960000

CatBoost ~ Ornekleme olmadan 0.929825 0937500  0.937500  0.937500  0.928750

Fazla Ornekleme 0.934426 0964286  0.937500  0.937500  0.934267

Az Ornekleme 0.960784 0.935484  1.000 0962963  0.960000
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Tablo 15°teki sonuglar incelendiginde, tiim
parametreler agisindan en yiiksek Olgiimlerin Rastgele
Orman siniflandiric ile elde edildigi goriilmektedir. Bu
siiflandirici ile ulasilan en yiiksek dogruluk degeri ise
InstanceHardnessThreshold az 6rnekleme tekniginin
kullanildigi durumda elde edilmistir. Rastgele Orman ile
tiim siniflamalarda elde edilen en iyi sonuglar dogruluk
icin %98.46, kesinlik i¢in %100, duyarlilik i¢in %100,
F1 Skoru i¢in %98.03 ve AUC i¢in %98.46 olmustur.
Rastgele Orman modelinden sonra, en yiiksek basari
AdaBoost ile elde edilmis ve bu siniflandirici ulasilan en
yiiksek %96.36 dogruluk degeri yine bir az ornekleme
teknigi olan OneSidedSelection ile saglanmistir.

Yeniden 6rnekleme ile birlikte yapilan siniflandirmalar
igerisinde elde edilen en iyi dogruluk degerlerinin en
diisiigii %93.75 ile Karar Agaglari ile elde edilmistir.
Tim smiflandiricilar i¢in en iyi kesinlik degerleri
993.75 ile %100 arasinda degisim gostermektedir. Elde
edilen en iyi duyarlilik degerlerinin en diisiigii %93.10
olup geneli ise %100 seviyesindedir. Bu durum tiim
siiflandiricilarin dogru pozitifleri tespit ve yanlislari
eleme kabiliyetlerinin yliksek oldugunu gostermektedir.
Bu calismada elde edilen en iyi sonuglar ile
literatiirde son donemdeki benzer ¢alismalarin sonuglari
karsilastirilmali olarak Tablo 16’da verilmistir.

Tablo 16. Elde edilen bulgularm literatiirdeki galigmalar ile karsilagtirilmasi (Comparison of the obtained findings with the studies in the

literatiire)
Referans Veri seti Kullanilan Yéntem En iyi dogruluk (%)
Liuvd., 2017 Statlog C45 92.59
David ve Belcy, 2018 UClI RO 81
Haq vd., 2018 UCl DVM 86
Malav ve Kadam, 2018 UCI K-Means & YSA 93.52
Poornima ve Gladis, 2018 UCI YSA 94
Alivd., 2019b UCI YSA 93.33
Mohan vd., 2019 UCI Hibrit RO 88.7
Alivd., 2019a UCI Yiginlanmig DVM 91.11
Mienye vd., 2020 Framingham YSA 90
Terrada vd., 2020 Z-Alizadeh Sani YSA 94
Tama vd., 2020 UCl Kolektif 6grenme 85.71
Akalin vd., 2020 UCI RO 82
Elhoseny vd., 2021 UCI AdaBoost 82.5
Rani vd., 2021 UCI SMOTE & NB 85.07
Katarya ve Meena, 2021 UCI RO 95.60
Bharti vd., 2021 UClI Derin 6grenme 94.2
Kavitha vd., 2021 UCI Hibrit model 88.7
Asif vd., 2021 UCl Kolektif 6grenme 92
Maini vd., 2021 14 dzellik, 501 6rnek RO 93.8
Literatiir ortalamas1  89.67
Bu calisma ucCl Onerilen NB 96
Onerilen KA 93.75
Onerilen DVM 96.15
Onerilen KNN 94
Onerilen LR 96.17
Onerilen RO 98.46
Onerilen AB 96.36
Onerilen CB 96.08
Onerilen yontemlerin ortalamast  95.87

Bu caligmada, uygulanan yeniden &rnekleme
yontemleri ile birlikte kullanilan siniflandiricilarin
literatiirdeki benzer c¢alismalarin genelinden daha
yiiksek basar1 gosterdigi goriilmektedir. Calismada
kullanilan Rastgele Orman modelinin az 6rnekleme
teknigi ile birlikte, %98.46 dogrulukla Tablo 16’da yer
alan son bes yildaki benzer ¢aligmalarin tlimiinden daha
yiiksek dogruluk sagladigi goriilmektedir. Tabloda yer
alan benzer 19 ¢alismada elde edilen en yiiksek dogruluk
degeri %95.60, en diisiik dogruluk ise %81°dir.
Literatiirdeki c¢aligmalarda ulagilan ortalama dogruluk
degeri ise %89.67°dir. Bu calismada elde edilen en
diisiik dogruluk degeri %93.75, 6nerilen sekiz modelin
ortalama dogrulugu ise %95.87’dir. Bu ¢alismada

uygulanan modeller ile elde edilen dogruluk
degerlerinin geneli, literatiirdeki diger ¢aligsmalarda elde
edilen dogruluk degerlerinden daha yiiksektir.
Literatiirdeki c¢aligmalarda en yiiksek dogrulugun
Rastgele Orman modeli ve benzer kolektif 6grenme
yontemleri ile elde edildigi goriilmektedir. Bu ¢alismada
da en yiiksek dogruluk degeri Rastgele Orman ve bunu
takiben AdaBoost ve CatBoost kolektif 6grenme
yontemleri ile birlikte az Ornekleme yaklagimi
kullanilarak saglanmistir. Az 6rnekleme tekniklerinden
InstanceHardnessThreshold ydnteminin diger yeniden
ornekleme yontemlerine nazaran daha basarili oldugu
goriilmektedir. Kolektif 6grenme algoritmalar1 asir
uydurma (overfitting) problemlerine karsi daha az
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hassastir. Yeniden ornekleme yoluyla veri setinin
dengelenmesi de belirli bir smifi asir1 6grenmeye olan
yatkinligt  azaltmaktadir. Bu anlamda yeniden
orneklemenin kolektif 6grenme ile birlesiminin asir
uydurma probleminin ¢6ziimiinde daha giiglii bir etki
olugturdugu ve bu yolla modelin genellenebilir
basarisin1  arttirdigi elde edilen sonuglardan yola
cikilarak soylenebilir.

Bunun yaninda c¢aligmada kullanilan veri seti
dengesiz yapida olmasmna ragmen smf dagilimlart
arasindaki farklilik yiiksek oranda degildir. Normal
seviyede dengesiz kabul edilebilecek bir veri seti ile
gergeklestirilen bu ¢alismada elde edilen bulgular, asir
dengesiz veri setlerinde farklilik gdsterebilir. Calismada
kullanilan veri setinin dengesizliginin yiiksek olmamasi
calismanin bir smirliligi olarak belirtilebilir.

5. Sonuclar (Conclusions)

Bu calismada diinya genelinde yaygin goriilen saglik
sorunlarindan biri olan ve baslica 6lim nedenleri
icerisinde yer alan kalp hastaliginin erken teshisine
yonelik  farkli makine Ogrenmesi algoritmalar
kullanilarak alternatif bir ¢oziim Onerilmistir. Kalp
hastalig1 teshisinin komplike olmasi ve hastalarin pek
¢ogunun kriz anina kadar belirtilerin  farkina
varamamasi, durumu uzmanlar igin de
zorlastirabilmektedir. Bu anlamda hastaya ait temel
bilgiler ve klinik 6l¢iimlerden yola ¢ikarak 13 farkl: tan1
parametresi ile kalp hastaligi durumunu tahminlemeye
yonelik 303 ornekten olugan UCI veri seti iizerinde
calistlmistir. 8 farkli makine 6grenmesi algoritmasi ve
veri setini dengeleyerek tahmin dogrulugunu arttirmaya
yonelik 8 farkli yeniden drnekleme yontemi kullanilarak
kalp  hastaligt  tahminlemesi  igin  Olgiimler
gergeklestirilmistir. 72 ayr1 siniflama ve dogruluk,
kesinlik, duyarlilik, F1 skoru ve AUC olmak {izere 5 ayr1
parametre ile karakterize edilen 360 o6l¢iimiin
sonuglara gore en yiliksek dogruluk %98.46 olarak
InstanceHardnessThreshold az ornekleme teknigi ile
birlikte Rastgele Orman siniflandiricisinin kullanildigt
durumda elde edilmistir.  Calismada  Onerilen
yontemlerin tiimii literatiirdeki, ¢ogunlugu bu calisma
ile aynt veri setini kullanan, son bes yildaki benzer
calismalarin  genelinden daha  yiikksek  basart
gostermistir. Bu caligmada ulasilan en yiiksek dogruluk
degeri ise sozii gegen calismalarin tiimiinden daha
yiksektir. Veriden 0Ogrenen makine 0grenmesi
algoritmalarinin basarilarmi1 belirleyen temel etken
tizerinde calisilan veri setidir. Veri setindeki siif
dengesizlikleri ~ modelin  basarisini,  sonuglarin
genellenebilirligini olumsuz etkiler. Eldeki veri setinin
uygun Ornekleme teknikleri kullanilarak dengeli hale
getirilmesi kullanilan modelin daha basarili siniflamalar
yapmasina olanak tanimaktadir. Bu calismada elde
edilen sonuglar yeninden Ornekleme tekniklerinin
performanslar1 hakkinda bir gorlis olusturmustur.
Ayrica farkli makine O6grenmesi modellerinin
basarilarini karsilastirma olanagi tanimigtir. Bu ¢aligma

ile kullanilan kismi dengesiz veri seti {izerinde yapilan
siniflamalarda yeniden oOrneklemenin %10’a varan
basar artis1 sagladigi gorilmiistiir.
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Oz

Hava kirliligi glinlimiiz i¢in 6nemli bir problem olmakla birlikte sanayilesme, orman yangmlari, egzoz gazlari, kalitesiz yakit kullanim1
gibi sebepler gelecek nesilleri de tehdit edecek ciddi bir problem ile bizleri yiizlestirmektedir. Bu sebepler igerisinde ise yogun
sanayilesme hava kirliliginde rol oynayan en onemli faktorlerden birisidir. Bolgesel sanayi gelisimi sehirlerde hava kalitesini
etkilemektedir. Sanayinin gelismesi ile birlikte bazi kirleticilerin miktar1 azalmakta iken, ozon seviyelerinde artis yasanmaktadir.
Oniimiizdeki yillarda hava kirliligini neden olacag problemleri daha fazla hissetmemek, hava kalitesini yonetmek ve risklere karst
6nlem almak igin hava kirliliginin tahmin edilmesi kaginilmaz hale gelmektedir. Bu ¢aligmada sanayinin gelismis oldugu Kocaeli ve
Sakarya illeri ile sanayinin ¢ok fazla gelismedigi Canakkale illeri igin 2018-2021 aras: saatlik ozon seviyelerini tahmin etmek amaciyla
zaman serilerine dayali makine 6grenmesi ve derin 6grenme yontemleri uygulanmistir. Uygulanan modeller Ortalama Mutlak Hata

(MAE), Bagil Mutlak Hata (RAE) ve R-kare (R?) metrikleri kullanilarak karsilagtirilmis ve en etkin yontemin belirlenmesi
amaglanmustir.

Anahtar kelimeler: Makine Ogrenmesi, Derin Ogrenme, Asir1 Gradyan Arttirma (Xgboost), Yapay Sinir Aglar1 (YSA), Uzun Kisa
Siireli Bellek (LSTM), Zaman Serileri

Comparison of Machine Learning and Deep Learning Methods for Modeling
Ozone Concentrations

Abstract

Although air pollution is an important problem for today, reasons such as industrialization, forest fires, exhaust gases, poor quality fuel
use confront us with a serious problem that will threaten future generations. Among these reasons, intensive industrialization is one of
the most critical factors that play a role in air pollution. Regional industrial development affects air quality in cities. While the amount
of some pollutants decreases with the development of the industry, there is an increase in ozone levels. In the coming years, it becomes
inevitable to predict air pollution in order not to feel the problems that air pollution will cause more, to manage air quality, and to take
precautions against risks. In this study, machine learning and deep learning methods based on time series were applied to predict hourly
ozone levels between 2018 and 2021 for the provinces of Kocaeli and Sakarya, where the industry is developed, and Canakkale, where
the industry is not developed much. The applied models were compared using Mean Absolute Error (MAE), Relative Absolute Error
(RAE), and R-square (R2) metrics, and it was aimed to determine the most effective method.

Keywords: Machine learning, Deep learning, Extreme Gradient Boosting (Xgboost), Artificial Neural Network (ANN), Long-Short
Term Memory (LSTM), Time Series

1. Giris (Introduction) 9%0.035’1 Karbondioksitten (CO2) olusturmaktadir.
. Giinlimiizin onemli tehditlerinden birisi olan hava
_S_oludugumuz hava kalitesinin sagligimiza dogrudan kirliligi gecmisten giiniimiize cevresel degisiklikler,
etkisi vardir. Normal olarak havanm %78.084’i Azot endiistriyel kirlilik, fosil yakitlarin kontrolsiiz tiiketimi,
(N2), % 20.9467s1 Oksijen (O2), %0.934’i Argon (Ar), kente gd¢ vb. nedenlerden otiirii ortaya gikmaktadir.
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Hava kirliligi tehlikeli boyutlara ulasirken hava kirliligi
ile miicadele etmek elzem olmaktadir. Bu amagla siirekli
Olgtimler yapilmaktadir. Kriter olarak 6l¢iilmesi gereken
kirleticiler ise, Karbon monoksit (CO), Kiikiirt dioksit
(SO2), Ozon (0O3), Partikiil madde (PM), Azot oksitler
(NOX) olarak belirtilmektedir.

Gilinimiizde yapay zekada yagsananan gelismeler
sadece bilgisayar bilimcileri degil diger bilim dallarinda
calisan aragtirmacilarin da ilgisini cekmeye baslamistir.
Hava kirliligi tahmininde yapay zekanin kullanilmasi
literatiirde 6nemli bir yer tutmaya baslamistir.

Literatiirde, Oz konsantrasyonlarin modellenmesi
i¢cin makine 6grenmesi ve derin 6grenme tabanli farkli
¢aligmalar bulunmaktadir. Makine 6grenmesi dogrusal
olmayan ve yiiksek boyutlu veri kiimeleri {izerinden
kararli ve performansi yiiksek bilgi ¢ikarimi
yapmaktadir (Bilgin, 2021; Yildirim vd., 2021). Makine
O0grenmesi yontemlerinden ¢ok katmanli algilayict
(CKA) (Paoli vd., 2011; Chattopadhyay vd., 2019; Yang
vd., 2021; Bekesiene vd., 2021; Makarova vd., 2021),
destek vektér makineleri (DVM) (Chelani, 2010;
Tanaskuli, 2019; Mehdipour ve Memarianfard; 2019),
lineer regresyon (Alipio, 2020; Allu vd., 2020;
Matasovi¢ vd., 2021), Xgboost (Ding vd., 2020; Liu vd.,
2020), rastgele orman (Liu vd., 2020; Ma vd., 2021)
yontemleri ile yapilmis ¢alismalar mevcuttur.

Biiyilk veri analizi ve Grafik Isleme Biriminin
(GPU) kullanilmasindan bu yana, derin 6grenme biiyiik
ilgi gormekte ve makine dgrenmesinin uygulandigi her
alana uygulanmaktadir (Cagil ve Yildirim, 2020;
Darendeli ve Yilmaz, 2021). Derin 6grenme yontemleri
ile yapilan ¢aligmalarda derin sinir aglart (DSA) (Wang
vd., 2020; Felix vd., 2021), oto kodlayict (Nghiem vd.,
2021), dzyinelemeli sinir aglart (Adnane vd., 2021),
Uzun Kisa Siireli Bellek (LSTM) (Alghieth vd., 2021;
Ekinci vd. 2021; Zhang vd., 2021), konvoliisyonel sinir
aglart (CNN) (Eslami vd., 2020; Sayeed vd., 2021)
kullanilmistir.

Bu ¢alismanin amaci saatlik Oz konsantrasyonlarini
modellemede makine 6grenmesi ve derin 0grenme
yaklagimlarini etkinligini degerlendirmektir. Bu amagla
kirlilige sebep olan parametrelerden (PM10, SOz, NO,
NO; ve O3) olusan zaman serisi veri kiimesi kullanilarak
Xgboost, YSA ve Uzun Kisa Siireli Bellek (LSTM)
yontemleri  karsilagtirilmigtir.  Yapilan  deneyler
sonucunda ozon seviyesini tahmin etmede LSTM
yonteminin diger iki makine Ogrenmesi yoOntemine
kiyasla daha basaril1 oldugu gozlemlenmistir.

Makalenin geri kalan kismi ikinci boliimde veri
kiimesi ve uygulanan yontemlerin anlatildigi materyal
ve yontemler kismidir. Uglincii boliimde veri onisleme,
kullanilan hata metrikleri, modellerin tasarimi ve elde
edilen deneysel sonuglar ayrintili sekilde verilmistir.
Son boliimde ise sonuglar ve dneriler yer almaktadir.

! http://sim.csh.gov.tr/Services/AirQuality/

2. Materyal ve Yontemler (Materials and
Methods)

2.1. Veri kiimesi (Dataset)

Marmara bolgesinde ozellikle Kocaeli ve Sakarya
illerinin sanayilerinin gelismesi ile birlikte bu illerde
hava kirliligi oldukga yiiksektir. Bu ¢aligmada, Kocaeli
ve Sakarya ile birlikte sanayinin yogun olmadigi
Canakkale illeri i¢in T.C. Cevre ve Sehircilik Bakanligi
Hava Kalitesi Izleme Agi’'ndan® siirekli olciimler
yapilarak elde edilen verilerden olusan bir veri kiimesi
olusturulmustur.

Istasyonda 6lgiilen meteorolojik parametreler 10
pm’nin altindaki pargaciklart ifade eden PM10, azot
oksitlerden NO, NO2, NOX, SO; ve Oz seklindedir. Bu
parametreler igerisinden Os konsantrasyonunu tahmin
etmek i¢in PM10, SO,, NO, NO, ve Oz parametrelerine
dayali bir tahmin yapilmasi1 hedeflenmistir. Kocaeli,
Sakarya ve Canakkale illeri i¢in 2018 Kasim ile 2021
Kasim arasi saatlik Olgiilen zaman serisi degerleri
kullamilmustir. 4 saatlik bir pencere boyutu ile (yani 4
zaman noktast) 5. saat i¢in Oz konsantrasyonlarinin
tahmini gercgeklestirilmistir.

2.2. Yontemler (Methods)

2.2.1. Xghoost (Xgboost)

Xgboost (Chen vd., 2016) karar agaci temelli
topluluk 6grenimi algoritmasidir. Algoritmanin ¢alisma
mantigl, degiskenlere farkli agirliklar vererek elde
edilen agac toplulugundan cikarimlar yapmaktir. ilk
etapta tim degiskenler esit agirliga sahiptir. Agac
toplulugu biiyiimeye bagladikga, problem bilgisine bagli
olarak agirhiklar diizenlenmektedir. Yanlis
siiflandirilan gézlemlerin agirligr yiikseltilirken, dogru
siiflandirilan gézlemlerin agirlig: diisiiriilmektedir. Bu
sayede agaglar zor durumlar karsisinda kendini
diizenleyebilme yetenegi kazanmaktadir. Fazla uyumu
azaltan ve genel performansi artiran gesitli diizenlemeler
icermektedir (Ekinci vd., 2020). Bu 6zelliginden dolay1
“diizenli artirma” teknigi olarak da isimlendirilmektedir.
Xgboost algoritmasi ¢esitli diizenlemeler ile dogrulugu
arttiran, paralel isleme ile hizli sonuglar verebilen, eksik
degerlerin kullanimi igin standart bir yapiya sahip olan,
ylikseltme isleminin yineleme asamalarinin her birinde
capraz dogrulama yapan bir algoritmadir.

2.2.2. Yapay Sinir Aglar: (Artificial Neural
Networks)

Beyin insan viicudunun yapi tas1 olup girdileri sinyal
seklinde alan, isleyen ve ¢ikis sinyallerini gonderen
biyolojik sinir agidir. Beynin temel birimi norondur.
Beyin 200 milyar nérondan olusmaktadir. Noronlar
dentrit, soma, akson ve sinapsis olmak tizere dort temel
kisimdan olusmaktadir. Noéron, dentritlerden sinyal
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toplamaktadir, soma hiicreleri ise bu sinyallerin tiimiinii
toplamaktadir ve toplam esik degerine ulastiginda sinyal
aksondan diger noronlara gegmektedir. Sinapslar
agirhiklar: temsil etmektedir. iste en sik tercih edilen
yontem olan YSA bu biyolojik sinir agmi taklit
etmektedir ve bilgileri agirliklarda saklamaktadir (Garip
vd., 2016; Sen, 2018). YSA’nin yapist Sekil 1’de
verilmektedir.

YSA dogrusal olmama, genelleme yapabilme, ¢ok
sayida degisken ve parametre kullanabilme 6zelliklerine
sahiptir. Her katman beynimizin ndronlarini taklit eden
diigimlerden olusmaktadir. Giris katmani, sinir agimin
isleyebilecegi bilgileri girdi olarak alan katmandir. Her
diigim bir oOzelligi yani bilgi par¢asi1 temsil
etmektedir.

Girdi katmamnm

Sekil 1. YSA Mimarisi (ANN Architecture)

Giris katmanindaki her bir diiglim bir sonraki
katmanda bulunan diigiime baglanmaktadir. Ara
katmanlar bir diger deyisle gizli katmanlar giris
katmanindan gelen bilgileri islemektedir ve ¢ikis
katmanina gondermektedir. Cikis katmani ise agin son
ara katmanindaki bilgileri bir araya getirmektedir ve bu
sekilde gerekli tiim bilgileri ¢ikarmakta ve dig diinyaya
gondermektedir.

2.2.3. Uzun Kisa Siireli Bellek (LSTM)

Tekrarli Yapay Sinir Aglari (RNN) aldiklar1 girdiyle
ilgili O6nemli bilgileri hatirlayabilen ve bir sonraki
adimin ne olacagini tahmin etmede ¢ok hassas olan bir
sinir agidir. Zaman serisi, konugma, metin, finansal veri,
ses, video, hava durumu ve daha fazlas1 gibi sirali veriler
icin tercih edilen algoritma olmasimnin nedeni bu
ozelligidir. RNN sadece c¢iktilar1 beslemez ayni
zamanda kendi kendine geri besleme saglamaktadir.
Clinkit RNN'in dahili bellegi vardir. LSTM ise RNN’in
Ozellesmis bir yapisidir (Sepp vd., 1997). Standart ileri
beslemeli sinir aglarinin aksine, LSTM'in geri bildirim
baglantilar1 vardir. Yalnizca tek veri noktalarmi degil
ayn1 zamanda tiim veri dizilerini de isleyebilmektedir.
RNN’den en dnemli farki uzun bir hafizas1 olmasidir.
RNN yakin gegmisi hafizasinda saklayabilirken
LSTM’de ise uzun bir hafiza vardir. Ornegin, LSTM
ayrilmamig, bagh el yazisi tanima (Liwicki vd., 2009),

konusma tanima (Sak vd., 2014) ve ag trafiginde veya
izinsiz giris tespit sistemlerinde (IDS) anormal
durumlart algilama gibi gérevlere uygulanabilmektedir.

Ortak bir LSTM birimi bir hiicreden, bir giris
gegidinden, bir ¢ikig gecidinden ve bir unutma
kapisindan olugmaktadir. Hiicre, keyfi zaman araliklari
boyunca degerleri hatirlamaktadir ve bu i¢ kapi,
hiicrenin i¢ine ve digina bilgi akisini diizenlemektedir.

Giris kapisi, yeni bir degerin hiicreye ne kadar
aktigin1 kontrol etmektedir; unutma kapisi bir degerin
hiicrede ne kadar kalacagini kontrol etmektedir ve ¢ikis
kapisi, hiicredeki degerin LSTM iinitesinin ¢ikis
aktivasyonunu hesaplamak i¢in kullanilma derecesini
kontrol etmektedir. LSTM kapilarinin aktivasyon
fonksiyonu genellikle lojistik sigmoid fonksiyondur.
LSTM kapilarinin baglantilar1 vardir. Egitim sirasinda
Ogrenilmesi gereken bu baglantilarin  agirliklar
kapilarin nasil ¢alistigini belirler.

Sigmoid katmani, her bir bilesenden ne kadarmin
geemesi gerektigini tanimlayan sifir ile bir arasinda
rakamlar vermektedir. Sifir degeri gegis izni yok demek
iken, bir degeri gecise izin var demektir. Asagidaki
denklemlerde ifade edilen degiskenler vektorleri temsil
etmektedir. LSTM mimarisi Sekil 2’de verilmistir.

heq

Giri Girig Unutma Gilag
Gmsl lKBpISI l Kapisi lKapm

X, — tanh

L:ijﬁ_>l<ﬁi:= =:iiﬁ>l<ji: =:iiﬁ>l<ﬁii: -
LAl

Sekil 2. LSTM Mimarisi (LSTM Architecture)

Sekil 2’de o sigmoid katmanini, b, girdi bias
degerini, U, girdi i¢in agirhik degerini, V; 6nceki hiicre
ciktis1 i¢in agirlik degerini, tanh ise aktivasyon
fonksiyonunu temsil etmektedir.

g = tanh (x, Uy + he_1 V; + by) (1)
i=o( U +he Vi +b) 2
f =0 Us + h_1 Vs + bf) 3
Se=f°Ss;1+g°i 4)

b;girdi kapisi igin bias degerini, U; girdi kapisi igin
agirlik degerini, V; 6nceki hiicrenin ¢iktisinin agirligini,
g°i girdi boliminin ¢iktisin1 ifade etmektedir.
bgunutma kapist igin bias degerini Uy unutma kapist i¢in
agirhk degerini, V; 6nceki hiicrenin giktisinin agirligimi
temsil etmektedir. b,¢ikt1 kapisi igin bias degerini, U,
ciktt kapist i¢in agirlik degerini, V, Onceki hiicrenin
ciktisini ve h, ¢ikisi ifade etmektedir.
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he = o(x U, + he_1 V, + b,) °tanh(s,) ®)
3. Deneysel Calisma (Experimental Study)

3.1. Veri Onisleme (Data Pre-processing)

Girdi olarak kullanilan degiskenler arasindaki deger
farkinin 6nemli 6l¢lide fazla olmas1 modelde yanliliga
sebep olabilmektedir ve model verileri
genellestirememektedir. Bu sebeple eksik 6grenme
durumu olusabilmektedir. Coziim olarak verilerin

normalize edilmesi tavsiye edilmektedir.
Normallegtirme yontemlerinden Min-Maks
normalizasyonu kullanilmugtr. Min-Maks

normalizasyonu degiskenlerin degerini belirlenen bir
araliga doniismektedir. Bu c¢alisma kapsaminda veri
[0,1] araligina ¢ekilmistir. Boylece herhangi bir bilgi
kayb1 yasamadan modelin her 6znitelige esit sekilde
yaklagmasi saglanmistir. Min-Maks normalizasyon
formiili asagidaki gibidir (8):

yi = i min ®)

Xmax ~ Xmin

x; degiskenin orijinal degeri, x,,,;;, degiskenin aldig1
minimum degeri, X,,,, degiskenin aldigi maksimum
degeri, y; ise degiskenin normalize edildikten sonraki
degerini temsil etmektedir.

Veriler ti¢ il igin egitim ve test kiimelerine
boliinmiistiir. Eldeki veri kiimesinin %90°1 egitim i¢in
%10’u ise test i¢in kullanilmistir. Tablo 1°de her il i¢in
egitim ve test kiimesinde bulunan o6rnek sayisi
verilmistir.

Tablo 1. Veri Dagilimi (Data Distribution)

Sehir 1 Egitim Kiimesi Test Kiimesi
Kocaeli 21500 4079
Sakarya 21500 4079
Canakkale 21500 4079

Zaman serisi verilerinde eksik degerleri ortalama,
ortanca vb. yoOntemler ile doldurmak tehlikeli
olabilmektedir. Veri seti incelendiginde Kocaeli i¢in
%S5, Sakarya icin %4 ve Canakkale igin %5 oraninda
eksik deger bulunmaktadir. Veri adedi goz Oniine
alindiginda bu oranlar diisiik sayilabilir ve dolduruldugu
zaman verilerin dagilimi bozulmayabilir. Enterpolasyon
yontemi  komsular yardimiyla eksik  degerleri
doldurmaya yaramaktadir. Zaman serisi verilerinde
eksik degerleri doldurmak igin enterpolasyon ydntemi
tercih edilmektedir. Cesitli enterpolasyon metotlari
bulunmaktadir. Bunlar dogrusal, zamansal, polynomial
gibi yontemlerdir. Bu ¢alismada dogrusal enterpolasyon
kullanilmistir. Dogrusal enterpolasyon, en yakin
tanimlanmis iki veri noktasi arasinda eksik degerleri
dogrusal olarak aralikli degerlerle degistirir. Sekil 3’te
dogrusal enterpolasyon grafigi gosterilmistir.

2 https://scikit-learn.org/stable/

Xq X1
Sekil 3. Dogrusal Enterpolasyon (Linear
Interpolation)
Y—Yo __ Y1—Yo (7)

X—Xo X1—Xo

Formiilde (x,, y,) Ve (x;1,y;) koordinat diizleminde
bilinen iki noktayr temsil etmektedir. (xg,x;)
araligindaki x degeri icin, y enterpolasyon sonucunda
olusan degerdir.

3.2 Hata Metrikleri (Error Metrics)

Calismada modellerin performansini
degerlendirmek i¢in MAE, R? ve RAE kullanilmustir.
MAE, tahmin edilen deger ile asil deger arasindaki
farkin mutlak degerinin ortalamasidir. R? bir degiskenin
varyansinin ikinci degiskenin varyansii ne o6lgiide
acikladigini gésterir. R? [0,1] arasinda deger almaktadir.
I’e yakin bir R? degeri, model performansmin iyi
oldugunu gosterir. RAE ise tahmin edilen deger ile
beklenen degerin mutlak farkinin, her bir beklenen
deger ile beklenen degerlerin mutlak farkina boliinmesi
ile elde edilir. Sifira ne kadar yakinsa modelin basarili
tahminler yaptigi sOylenebilir.  Hata metriklerinin
formiilleri Esitlik 9, 10 ve 11 ile verilmistir.

1 "
MAE = 31 |y = 34l 9)
2 _q _ L0902
RE=1 L iy (10)
i il
RAE = Zzmlidl 11
Y lyi-il ( )

Formiillerde J; tahmin edilen degeri, y; beklenen
degeri, y; degiskenlerin ortalama degeri, n degisken
sayisini ifade etmektedir.

3.3. Modellerin Gergeklestirimi (Realization of
Models)

Bu ¢aligmada her ii¢ il igin Xgboost, YSA ve LSTM
modelleri kullanilarak performanslart karsilastirilmstir.
Modelleri  gelistirirken ~ Sckit-learn? ve  Keras®
kiitiiphaneleri kullanilmistir.

XGBOOST modeli igin ilk etapta GridSearch
yontemi ile agacin derinligi, 6grenme orani, agaglari

3 https://keras.io/
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olustururken alt ornekleme orani ve aga¢ sayisi
parametreleri i¢in en uygun degerler bulunmustur.
Parametre optimizasyonu sonucu aga¢ derinligi degeri
4, 6grenme orani 0.1, alt 6rnekleme orant 1 ve agag
sayis1 500 olarak belirlenmistir.

YSA ve LSTM igin ise katman sayisi, katmandaki
noronlar, gizli katman sayisi, ¢iktt katmaninin boyutu,
seyreltme degeri, optimize tlirli, donem sayis1 ve
Ogrenme tur sayist gibi ayarlanmasi gereken
parametreler ayarlanmistir. YSA icin iki adet yogunluk
katmani kullamlmistir. {1k yogun katman icin 128 néron,
ikinci yogun katman icin ise 64 ndron kullanilmistir.
Yogunluk katmanlarinda aktivasyon fonksiyonu relu
tercih edilmistir. Relu verilerdeki karmasik iligkilerin
Ogrenilmesine izin veren lineer olmayan bir
fonksiyondur. Asir1 6grenmeyi engellemek amaciyla 0.2
oraninda seyreltme kullanilmigtir. Seyreltme islemi
rastgele bir sekilde bilgi azaltim yapmaktadir ve biiyiik
oranlara sahip seyreltme islemi Gnemli bilgilerin
atilmasina sebebiyet verebilmektedir. LSTM igin ise bir
adet LSTM katmani kullanilmigtir. LSTM katmaninda
64 noron tercih edilmistir ve aktivasyon fonksiyonu tanh
kullanilmistir. YSA ve LSTM 0.001 6grenme orant, 16
parti boyutu, 500 6grenme tur sayis1 ve RMSProp kayip
fonksiyonu  optimizasyonu kullanilmigtir.  Kayip
fonksiyonu optimizasyonu derin 6grenme modelleri igin
olduk¢a bilylik 6neme sahiptir. RMSProp, gradyan
tabanli bir optimizasyondur. Kaybolan gradyan

problemini 6nlemek igin gelistirilmistir. Dikey yonde
salinimlar1  kisitlamaktadir ve yatay yodnde hizhi
yakinsama saglamaktadir.

3.4. Deneysel Sonuglar (Experimental Results)

Calisma ile amacimiz modellerin iller 6zelinde
performansini karsilastirmaktir. Sonuglar Tablo 2, 3 ve
4 ile gosterilmistir.

Sonuglar incelendiginde her iic modelinde birbirine
yakin performans gosterdigi sOylenebilir. Modeller
Kocaeli ve Canakkale illeri i¢in yiiksek performans
gostermislerdir. Kocaeli i¢in R? skoru Xgboost icin
0.93, YSA ve LSTM igin ise 0.94 tiir. Canakkale i¢in R?
skoru Xghoost, YSA ve LSTM i¢in 0.94’tiir. Sakarya
icin R? skoru Xgboost icin 0.88, YSA icin 0.87 ve
LSTM igin ise 0.83’tiir. R? degerlerine ait grafikler Sekil
5’te verilmistir. Modeller Sakarya ili i¢in daha diisiik
performans gostermistir. Bunun sebebi Sekil 4 (c)’de
goriildiigii tizere SO degiskeni ile NO> ve NOX
degiskeninin oldukca diisiik bagimlilikta olmasi olarak
sOylenebilir. Sekil 4 incelendiginde Kocaeli ve
Canakkale illerindeki degigkenlerin birbiri ile daha iyi
korelasyon iginde oldugu sdylenebilir. Iller bazinda
beklenen ve gerceklesen degerlere ait grafikler ise Sekil
6, 7 ve 8 ile verilmistir.

Tablo 2. XGBOOST modeli igin performans degerlendirmesi (Performance evaluation for the XGBOOST model)

Metrik Kocaeli Sakarya Canakkale
R? 0.93 0.88 0.94

MAE 0.026 0.019 0.020
RAE 0.19 0.30 0.21

Tablo 3. YSA Modeli i¢in performans degerlendirmesi (Performance evaluation for the ANN model)

Metrik Kocaeli Sakarya Canakkale
R? 0.94 0.87 0.94

MAE 0.026 0.021 0.021
RAE 0.19 0.32 0.22

Tablo 4. LSTM Modeli i¢in performans degerlendirmesi (Performance evaluation for the LSTM model)

Metrik Kocaeli Sakarya Canakkale
R? 0.94 0.83 0.94
MAE 0.027 0.022 0.020
RAE 0.20 0.34
R2:0.938 R2: 0.882 R2: 0.941
0.8
0.4
0.6
0.3
(= c £04
g E 0.2 E
E F o1 ¥ 02
0.0 o1 o3 oa 05 02 04 06 08
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Sekil 5. Tahmin Edilen Oz Degerleri ile Olgiilen O3 Degerleri XGBOOST; (a) Kocaeli (b) Sakarya (c) Canakkale, ANN; (d) Kocaeli
(b) Sakarya (c) Canakkale, LSTM,; (a) Kocaeli (b) Sakarya (c) Canakkale. (Predicted O3 Values vs. Measured O3 Values XGBOOST;
(a) Kocaeli (b) Sakarya (c) Canakkale, ANN; (d) Kocaeli (b) Sakarya (c) Canakkale, LSTM; (a) Kocaeli (b) Sakarya (c) Canakkale)
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-1.0

-0.8

()
Sekil 4. (a) Kocaeli ili igin degiskenlerin korelasyonu (b) Sakarya ili i¢in degiskenlerin korelasyonu (¢) Canakkale ili i¢in degiskenlerin
korelasyonu ((a) Correlation of variables for Kocaeli province (b) Correlation of variables for Sakarya province (c) Correlation of
variables for Canakkale province)
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Sekil 6. Kocaeli ili i¢in Olgiilen Degerler ve Tahmin Edilen Degerler (a) XGBOOST (b) ANN (c) LSTM (Measured
Values and Estimated Values for Kocaeli Province (a) XGBOOST (b) ANN (c) LSTM)
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Sekil 7. Sakarya ili igin Olgiilen Degerler ve Tahmin Edilen Degerler (a) XGBOOST (b) ANN (c) LSTM (Measured
Values and Estimated Values for Sakarya Province (a) XGBOOST (b) ANN (c) LSTM)
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Sekil 8. Canakkale ili i¢in Olgiilen Degerler ve Tahmin Edilen Degerler (a) XGBOOST (b) ANN (¢) LSTM (Measured
Values and Estimated Values for Canakkale Province (a) XGBOOST (b) ANN (c) LSTM)
O0grenme  yontemlerinden LSTM  uygulanmustir.
Modelleme icin girdi olarak kirlilige sebep olan

4. Sonuclar (Results)

Bu calismanin amaci Tiirkiye’nin 6nde gelen sanayi parametreler PM10, SOz, NO, NO; ve O3 kullanilmustir.
sehirlerinden Sakarya, Kocaeli ile nispeten sanayisi Test edilen modeller arasinda herhangi bir ayrim
daha az gelismis olan Canakkale ilinin Os yapmak zordur fakat karmagik dogrusal olmayan
konsantrasyonlarini modellemektir. Bu amagla makine sistemlerin  modellemesinde ve zaman  serisi
Ogrenmesi yontemlerinden XGBOOST ve YSA ve derin problemlerindeki ~ basarimindan  dolay1  LSTM
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kullanilmasi tavsiye edilir. Bu calismanin sonuglari,
sanayilerinin gelismislik seviyelerine gore sehirlerin 03
seviyelerini tahmin etmek i¢in bilgilendirici olabilir.
Bundan sonraki ¢aligmalarda BiLSTM, CNN-LSTM ve
Stacked LSTM gibi gelismis modeller denenebilir.
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A New Instance Selection Method for Enlarging Margins

Between Classes
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Abstract

As discarding superfluous instances in data sets shortens the learning process, it also increases learning performance because of
eliminating noisy data. Instance selection methods are commonly utilized to undertake the abovementioned tasks. In this paper, we
propose a new supervised instance selection algorithm called Border Instances Reduction using Classes Handily (BIRCH). BIRCH
considers k-nearest neighbors of each instance and selects instances that have neighbors from the only same class, namely, but not
having neighbors from the different classes. It has been compared with one traditional and four state-of-the-art instance selection
algorithms by using fifteen data sets from various domains. The empirical results show BIRCH well delivers the trade-off between
accuracy rate and reduction rate by tuning the number of neighbors. Furthermore, the proposed method guarantees to yield a high
classification accuracy. The source code of the proposed algorithm can be found in https://github.com/fatihaydin1/BIRCH.

Keywords: Machine learning, nearest neighbors, instance reduction, instance selection, big data.

Siniflar Arasi1 Kenar Payim1 Genisletmek Icin Yeni Bir Ornek Secim Algoritmasi

Oz

Veri kiimelerindeki gereksiz drneklerin atilmast 6grenme siirecini kisalttigr gibi giiriiltiilii verileri ortadan kaldirdig: i¢in &grenme
performansim1 da arttirmaktadir. Ornek segim yontemleri, yukarida belirtilen gdrevleri yerine getirmek icin yaygin olarak
kullanilmaktadir. Bu makalede, "Border Instances Reduction using Classes Handily (BIRCH)" adli yeni bir denetimli 6rnek seg¢im
algoritmasi oneriyoruz. BIRCH, her 6rnegin k-en yakin komsularini dikkate alarak, sadece ayni siniftan komsulari olan, yani farkl
siniflardan komsulari olmayan 6rnekleri seger. BIRCH, ¢esitli alanlardan on bes veri kiimesi kullanilarak biri geleneksel ve dordii son
teknoloji 6rnek secim algoritmasi ile karsilastirilmistir. Ampirik sonuglar, BIRCH'in komsu sayisinin ayarlanmasiyla dogruluk orani
ve azaltma orani arasindaki dengeyi iyi sagladigini gostermektedir. Ayrica 6nerilen yontem, yiiksek bir siniflandirma dogrulugunu
saglamay1 garanti eder. Onerilen algoritmanin kaynak kodu https://github.com/fatihaydin1/BIRCH web adresinde bulunabilir.

Anahtar Kelimeler: Makine 6grenmesi, en yakin komsular, 6rnek azaltma, 6rnek sec¢imi, biiyiik veri.

end is the classification performances over the original
data set and the selected subset are close to each other.
Instance selection would be beneficial at reducing the
training and test time for lazy learners and function
learners such as SVM and Neural Networks (NN).
Besides, instance reduction methods are used to address
the challenges in the different areas such as class-

1. Introduction

Machine Learning (ML) is a discipline, which
intends to redound learning capability for automata to
discover patterns in real-world data. But Some ML
algorithms such as Support Vector Machine (SVM) and

k-Nearest Neighbors (kNN) suffer from big data in
terms of running time. Instance selection is a process of
getting rid of unnecessary data (Olvera-Lopez et al.,
2010). In other words, the common goal of the instance
selection methods is to discard redundant data from the
data set. After the instance selection stage, the desired

* Corresponding Author
E-mail: fatih.aydin@balikesir.edu.tr

imbalanced data sets, time series, distributed learning,
monotonic data sets, noise sensitiveness, and lazy
learners. In the literature review, it is seen that the
nearest neighbor, evolutionary methods, meta-
approaches, computational strategies, probabilistic
approaches, cluster-based approach, geometrical

Recieved . 6 Dec 2021
Revision : 29 Dec 2021
Accepted : 23 Mar 2022


https://github.com/fatihaydin1/BIRCH
https://github.com/fatihaydin1/BIRCH
https://orcid.org/0000-0001-9679-0403

approaches, and ranking approach have been utilized to
develop instance selection algorithms. There exist
several joint characteristics in instance selection
methods: type of selection, the direction of search, and
evaluation of search (Olvera-Lopez et al., 2010; Garcia-
Pedrajas, 2011; Garcia et al., 2012). Furthermore, the
criteria such as storage requirement, noise resistance,
classification accuracy, and running time have been
used to compare instance selection algorithms (Garcia et
al., 2012).

In the literature, Condensed Nearest Neighbor
(CNN) is the first approach that has been designed to
discard irrelevant or noisy data (Hart, 1968). CNN is an
iterative method and begins with a blank subset. In the
next stage, CNN indiscriminately selects a point from
the training data and joins it to the subset if the instance
is misclassified while using the subset as training data.
The halt rule is that there remain no more instances.
CNN does not promise to attain the optimal subset.
Besides, it forms different subsets at each run because of
selecting instances arbitrarily (Alpaydin, 1997).
Modified Condensed Nearest Neighbor (MCNN) has
been proposed to enhance CNN. MCNN produces the
subset by regarding the centroid of the misclassified
instances in each class. MCNN achieves better
performance if the data is normally distributed (Susheela
Devi and Murty, 2002). Edited Nearest Neighbor (ENN)
is one of the first algorithms that focus on eliminating
noisy instances (Wilson, 1972).

Wilson and Martinez proposed six reduction
algorithms  abbreviated = DROP1-DROP5  (i.e.,
Decremental Reduction Optimization  Procedure
Family), and DEL (Wilson and Martinez, 2000).
DROP3-DROP5 methods are hybrid methods that fuse
condensing and editing techniques.

In respect of meta approaches, Alpaydin introduced
a voting approach combining predictions from a
sequence of models after training multiple subsets by
using two voting schemes such as simple voting and
weighted voting (Alpaydin, 1997).

As for the use of local-sensitive hashing family
(LSH), LSH-IS-S and LSH-IS-F methods proposed
based on LSH are with quadratic and log-linear
complexities and rely on unveiling similarities between
instances (Arnaiz-Gonzalez et al., 2016). Data
Reduction with Locality-Sensitive Hashing (DR.LSH)
is a new instance selection method using LSH. The
proposed method tries to rapidly detect similar and
redundant data and discard them from the original data
set (Aslani and Seipel, 2020). The Border Point
extraction based on Locality-Sensitive Hashing
(BPLSH) that has been suggested as a novel instance
selection method holds instances that are close to the
decision borders and eliminates interior instances
(Aslani and Seipel, 2021).

Rico-Juan et al proposed two instance selection
algorithms based on the ranking approach. The goal of
the first extension is to obtain greater robustness against
noise according to the nearest neighbors in the selection

process. The second method employs a new parameter-
free approach to select instances (Rico-Juan, Valero-
Mas and Calvo-Zaragoza, 2019). Ruiz and Gomez-
Nieto proposed a novel instance selection algorithm to
build Quantitative Structure-Activity Relationship
(QSAR) classification models by using the Rivality
Index NeighborHood (RINH) algorithm. The method
can get significant reduction rate in the size of the
training data as maintaining the classification
performance (Ruiz and Gémez-Nieto, 2020). Fast Data
Reduction with Granulation-based Instances Importance
Labeling (FDR-GIIL) has been proposed as a fast
instance selection method using granular computing to
select the instances that contribute to the classification
performance (Sun et al., 2019).

For the solution suggestions to data sets with
different properties, Wang et al introduced two data
cleaning algorithms to address class-imbalanced data
sets. The former examines whether realizing instance
selection to eliminate several noisy data from the
majority class can improve the performance of one-class
classifiers. The latter handles instance selection and
missing value problems jointly for incomplete data sets
(Wang, Tsai and Lin, 2021).

Constraint  Nearest Neighbor-based Instance
Reduction (CNNIR) has been proposed as a novel
instance selection algorithm based on the concept of
natural neighbor, removes noises, and searches core
instances. It defines a constraint nearest-neighbor chain
that only consists of three instances to choose boundary
instances that can build a smooth decision boundary,
next the subset is obtained by merging boundary and
inner instances (Yang et al., 2019).

Shell Extraction (SE) is a new instance selection
method, which considers an unbalanced distribution of
instances and a strategy with self-adaption from the
geometrical perspective (Liu et al., 2017). Akinyelu and
Adewumi introduced two novel instance selection
methods for SVM Speed Optimization: FFA-based
Instance Selection (FFA_IS) and Edge Instance
Selection Algorithm (EISA). FFA_IS is inspired by the
flashing behavior of fireflies. EISA relies on the idea of
edge detection in image processing (Akinyelu and
Adewumi, 2017). Akinyelu and Ezugwu suggested two
instance selection methods for SVM speed optimization
called the Flower Pollination Instance Selection
Algorithm (FPISA) and the Social Spider Instance
Selection Algorithm (SSISA), which are respectively a
nature-inspired metaheuristic algorithm and normal
individual-based  swarm intelligence  algorithm
(Akinyelu and Ezugwu, 2019).

In this paper, we propose a condensing approach that
performs to eliminate the boundary instances instead of
preserving them. Thus, large margins between classes
are formed. The reason for applying to the first stage is
to reduce the error that a model makes due to variance.
This approach especially supports the learners that
suffer from high variance. The time complexity of our
proposed method is log-linear in the best case and
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quadratic in the worst case. Besides, the proposed
algorithm has obtained remarkable results on the data
sets used in the experiments. The main contributions of
the proposed method are as follows:
e The proposed algorithm can faster process big
data compared to the similar approaches.
e  The algorithm is easy to implement.
e The proposed method guarantees a high
accuracy rate.

e The algorithm has only two parameters to
adjust.

The rest of the paper is organized as the following.
In Section 2, we introduce the proposed method. In
Section 3, we explain the experimental setup. In Section
4, we present the experimental results. Finally, we put
forth the conclusions of the paper in Section 5.

2. The related work

In this section, we provide the description of the
proposed method and calculate the time and space
complexities of the proposed algorithm.

2.1. The description of the proposed method

The proposed algorithm performs to remove
boundary instances and thus, enlarges the margin
between the classes. In this end, the proposed method
selects instances that have neighbors from the only same
class, namely, but not having neighbors from the
different classes by considering the k-nearest neighbors
of each instance. The contributions of removing
boundary instances are: (i) keeping up with streaming
data that changes over time, (ii) increasing resistance
against noise, and (iii) reinforcing learners that suffer
from variance. As a result of filtering up boundary
instances by using 1-Nearest Neighbors (1NN), the
removed error rate corresponds to at most twice the
Bayes error rate as proved by Cover and Hart (Cover and
Hart, 1967) in (1):

R* <R <2R*(1—-R") <2R* 1)

where R* denotes Bayes error rate (i.e., irreducible
error) and R denotes 1NN error rate. The Bayes
classifier is optimal since its risk is the minimum
expected error rate R*. For a data set with two classes
(c; and c,) and any point x, let P(c,|x) and P(c,|x) be
error rates for each class. Accordingly, the n-sample
INN risk is shown in (2).

R = E[P(cq|x)P(cy|x) + P(cz|x)P(cq|x)]
= E[2P(c1|x)P(cz|x)] )
Since P(cq|x) + P(cy|x) = 1, we have
R = E[2P(c;|x)(1 = P(c41%))]
Since R* = E[P(c,|x)], we have

R=2R"(1-R") —2xVar(P(c,|x))

Considering the case in which the variance of P(¢;|x) is
zero, we arrive at (3).

R <2R*(1-R") ©)

Consequently, removing the boundary instances on
the training set decreases the generalization error since
it removes the noisy instances or the instances that can
cause errors due to high variance.

The proposed method runs according to the number
of the nearest neighbors to eliminate instances. We
propose a new instance selection algorithm called
Border Instances Reduction using Classes Handily
(BIRCH) and describe it in Algorithm 1.

Algorithm 1: BIRCH

Input:

T ={(X1, Y1), ..., (Xm, Ym)} € R™: Data set

&: The distance metric (by default, ‘cityblock’)
k: The number of neighbors (by default, 1)

Output:
S ={(X1, Y1), ..., (xt, Y1)} € R"%: Selected points
1. S&T

2:  N™k & Find the k-nearest neighbors of each
instance

3:  C™k & Find the class of N

4: A= {x:x € X, xis neighbor instance from the
different class in C}

5: B ={x: x € X, x is neighbor instance from the
same class in C}

6: S=B\A

2.2. The time and space complexities

Accordingly, we carry out the calculation of the time
and space complexities of the algorithm. In the first
stage, BIRCH searches for the k-nearest neighbors and
removes instances, depending on the case that they are
from the same or different class. The determination of
the k-nearest neighbors is calculated with time
complexity O(kmlog,m) and space complexity
0O(md). Finding the classes of the neighbors is
calculated with time complexity O(mk) and space
complexity O(mk). The upper bound time and space
complexities that are needed to search unique instances
are 0(2mlog,m) and O(mk), respectively. The time
and space complexities of difference between two sets
are O(mk). As a result, the total time complexity of the
first stage is O((k + 2)mlog,m + 2mk) and the total
space complexity of the first stage is 0 (md). We neglect
the expressions owing less effect on high order terms.
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Accordingly, the time complexity of BIRCH is found as
O0(kmlog,m + mk).  Consequently, the time
complexity of BIRCH is log-linear in the best case and
log-quadratic in the worst case (i.e., k = m).

3. Experimental Setup

In this section, we explain the experimental setup,
including experimental data sets, instance selection
algorithms used in the experiments, evaluation metrics,
and implementations.

3.1. Data sets

BIRCH has been compared with the state-of-the-art
instance selection algorithms to measure its efficiency
by using fifteen data sets from the UCI database?,
OpenML?, and MATLABS. The data sets have been
picked from the various domains. Besides, the selected
data sets contain the different number of instances,
features and classes. The descriptive information
belonging to those data sets is shown in Table 1. The
imbalance ratio denotes the ratio of the number of
classes with the most instances to the number of those
with the least instances.

3.2. Instance selection methods

Table 1. The characteristics of the data sets used experiments

Instanc Featur Class Imbalan
Data set

The proposed method has been compared with one
conventional and four state-of-the-art instance selection
algorithms in Table 2. The parameter values and other
characteristics of the algorithms used in the experiments
are also shown Table 2. In addition, we have conducted
all the experiments by the default values of the
algorithms. All the methods used in the experiments
benefit from class information and they adopt the filter
approach.

3.3. Implementations

The baseline method means that the 1NN algorithm
applies to the original data set. Additionally, we apply
10-fold cross-validation to all the experiments and
repeat each experiment five times to select the training
data with different combinations. The experiments have
been conducted in the MATLAB R2021a on an i5-
8265U CPU at 1.6 GHz with 8 GB of RAM on Windows
11 Pro (64-bit). Further, we use the default number of
neighbors and default distance metric as 1 and ‘city
block’, respectively for BIRCH.

3.4. Evaluation metrics

We have used three criteria such as classification
accuracy, reduction rate, and running time have been
used to compare instance selection methods.

é Shuttle 58000 9 7 4558.60

Table 2. The instance selection methods used in the

# es es es ceratio 2
1 Arrhythmia 452 279 13 122,50 experiments
2 Avila 20867 10 12 857.20
3 BostonHousin 506 18 9 30.00 Algorithm  Supervision Type Technique Parameter(s)
92
. . M=30
4 EEG_EyeStat 14980 1.23 4 '
.- Y/ 14 2 BPLSH v Filter Condensation L=10, W=1
.. M=25
5 Electricity 45312 8 2 1.36 . . T
6 HTRU2 17898 8 2 992 DR.LSH® v Filter Hybrid IS__T_E(; w=1,
7 I;umanActlwt 24075 60 5 2.34 Lshis. L=0, Y=10,
8 LetterRecogni 20000 16 26 111 S8 v Filter  Hybrid S_:f w=1,
tion B
L=0, Y=10
9 Madelon 2000 500 2 1.00 LSH-IS- . . A
1 MAGIC 19020 1.84 = v Filter Hybrid O_—4, W=1,
0 Gamma 10 2 Wilson’ 5=1
Telescope El\lllil(;n s v Filter Edit k=3
L Mozillad 15545 5 o 204
; Nomao 34465 118 5 2.50 4. Results and Discussion
1 ) 216 1.27 In this section, we report the results regarding the
3 Ovariancancer 4000 2 comparative results of the instance selection methods.
‘11 Seeds 210 7 3 1.00 The illustration in which the proposed algorithm

reduces the boundary instances on the seeds data set is
shown in Figure 1. The seeds data set is a data set related

4 https://github.com/mohaslani/BPLSH
2 https:/www.openml.org/ 5 https://github.com/mohaslani/DR.LSH

3 https://www.mathworks.com/help/stats/sample-data- ® https://github.com/alvarag/LSH-1S
sets.html 7 https://github.com/LucyKuncheva/Instance_selection

L http://archive.ics.uci.edu/ml
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to Life sciences. According to the results, the reduction
rates of the instances are respectively 27.14%, 39.05%,
and 43.33% fork=1,k=2,and k =3.
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Figure 1. The illustration of reduction of the boundary
instances on the seeds data set (3" and 7™ features),
according to nearest neighbors (i.e., the value k)

Figure 2 shows the illustration in which the proposed
algorithm reduces the boundary instances on the
HTRU2 data set. The HTRU2 data set is a data set
related to Physical sciences. According to the results, the
reduction rates of the instances are respectively 4.34%,
7.96%, and 10.99% for k=1, k = 3, and k = 5.

Original k=1

Figure 2. The illustration of reduction of the boundary
instances on the HTRU2 data set (1% and 6™ features),
according to nearest neighbors (i.e., the value k)

Figure 3 shows the illustration in which the proposed
algorithm reduces the boundary instances on the Human
Activity data set. The Human Activity data set is a data
set related to Health sciences. According to the results,
the reduction rates of the instances are respectively
6.95%, 16.10%, and 21.09% for k =1, k = 3, and k = 5.

Original k=1

k=3 k=5

Figure 3. The illustration of reduction of the boundary
instances on the human activity data set (4™ and 6™ features),
according to nearest neighbors (i.e., the value k)

The illustration in which the proposed algorithm
reduces the boundary instances on the madelon data set
is shown in Figure 4. The madelon data set is an artificial
data set. According to the results, the reduction rates of
the instances are respectively 50.95%, 77.85%, and
90.25% fork =1, k=2,and k = 3.
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Figure 4. The illustration of reduction of the boundary
instances on the madelon data set (1% and 4™ features),
according to nearest neighbors (i.e., the value k)

The comparative results of the algorithms in terms of
accuracy rate are shown in Figure 5. BIRCH yields the
highest rate with 87.01% classification accuracy after
the baseline with 87.45%. Besides, BIRCH delivers the
highest classification accuracy on two data sets (#1 and
#5) in comparison to the other methods. The lowest and
highest classification accuracy of the proposed method
are 58.08% and 99.82%, respectively. BIRCH ranks
third in terms of average reduction rate. This situation
demonstrates that there is a trade-off between accuracy
rate and reduction rate. According to Kruskal-Wallis test
results, accuracy rates do not have mean ranks
significantly different from each other.

Figure 6 shows the comparative results of the
algorithms in terms of average reduction rate. According
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to the results, DR.LSH has the highest average reduction
rate. According to Kruskal-Wallis test results, reduction
rates do not have mean ranks significantly different from
each other. BIRCH ranks third. Wilson’s ENN ranks
last, as well. Accordingly, it is apparent that BIRCH is
comparable to the hybrid, edition, or condensation
methods. Although BIRCH and Wilson’s ENN search
nearest neighbors of an instance, BIRCH is faster than
the well-known similar approaches. As is known to all,
Wilson’s ENN is faster than CNN and so on.

The comparative results of the algorithms in terms of
average running time are shown in Figure 7. According
to Kruskal-Wallis test results, running time of Wilson’s
ENN has mean ranks significantly different from other
methods. It is obvious that the slowest method is
Wilson’s ENN. LSH-IS-S and LSH-1S-F are the fastest
methods. BIRCH ranks fourth. Considering these three
criteria, we would like to remark that BIRCH is more
balanced compared to the other methods.
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Figure 5. The comparative results of the algorithms in terms

of accuracy rate (%)
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Figure 7. The comparative results of the algorithms in terms
of running time

The trade-off between accuracy rate and reduction
rate according to the number of neighbors is shown in
Figure 8. Apart from the Boston Housing data set, while
the accuracy rates on the other data sets decrease to an
insignificant extent their reduction rates increase to a
remarkable extent. We draw attention to the Boston
housing data sets has 92 classes. Accordingly, as the k
value increases on data sets where have the many classes
the accuracy rate decreases quickly. BIRCH can attain a
good trade-off between accuracy rate and reduction rate
by adjusting the number of neighbors. Finally, we take
the number of the nearest neighbors as 1 by default to
obtain the maximum accuracy rate. In general, as the
number of neighbors increases the accuracy rate
decreases. Hence, it is more suitable to empirically
determine the appropriate value of k. Thus, the accuracy
rate also maintains as possible while the reduction rate
increases. Further, the geometric average of k-value for
maximum classification accuracy on the data sets is
calculated as approximately 1.49. Hence, we set the k-
value as 1.

Figure 9 shows the variation in the running time of
BIRCH in terms of the number of neighbors.
Considering the results, the running time of BIRCH does
not rise excessively as the number of neighbors
increases. This situation shows that BIRCH maintains a
stable runtime performance. Thereby, the suitable
accuracy rate-reduction rate balance can be obtained by
increasing the k-value without performance loss.
Consequently, the proposed method provides a
satisfactory trade-off between classification accuracy
and the reduction rate. The time complexity of the
proposed method is log-linear, and it can achieve both
high classification accuracy and reduction rates over
many data sets by tuning the number of neighbors.
Finally, the proposed method promises to remove more
boundary instances by providing to reach high accuracy
rates over data sets.
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Figure 8. The trade-off between accuracy rate and reduction rate according to the number of neighbors
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Figure 9. The variation in the running time of BIRCH in terms of the number of neighbors
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5. Conclusions

In this paper, we propose a new instance selection
algorithm called Border Instances Reduction using
Classes Handily (BIRCH). We have tested the
performance of BIRCH by using fifteen data sets from
different domains and compared it with one traditional
and four state-of-the-art instance selection methods in
recent literature. Accordingly, BIRCH delivers a better
trade-off between the accuracy rate and the reduction
rate in comparison to the other methods. The time
complexity of BIRCH is log-linear in the best case and
log-quadratic in the worst case. BIRCH can acquire both
high accuracy rates and reduction rates over lots of data
sets by adjusting the number of neighbors. Principally,
the reduction rate decreases as the accuracy rate
increases. The proper tradeoff between accuracy rate,
reduction rate, and speed-up is what is supposed to be
focused on. BIRCH guarantees to discard more
boundary instances by allowing to attain high
classification accuracy over data sets. The future work
of this study is to develop an unsupervised extension of
BIRCH.
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Oz

Covid-19 viriisii 2019 yilinda ortaya ¢ikti ve kisa bir siirede tiim diinyaya yayildi. Milyonlarca insanin enfekte olmasina ve yiiz binlerce
insanin 6liimiine neden oldu. Her gegen giin vaka sayisi artmakta ve viriisiin yeni varyantlar meydana gelmektedir. Bu hastalia sahip
kisileri tespit etmek i¢in Polimeraz Zincir Reaksiyonu (PCR) testleri uygulanmaktadir. Hastalig1 tespit edilen kisilerin durumlarinin
incelenmesi yogun bakim ve 6liim oranlarinin 6nceden tespiti olduk¢a onemlidir. Bu ¢aligmada Covid-19 hastalarindan oliim
oranlarinin tespitinde 6zellik ¢ikarimi yontemi olarak Temel Bilesen Analizi (PCA) kullanilmig ve yontemin basarili sonuglari en
popiiler makine 6grenmesi teknikleri ile gosterilmistir. Calismada kullanilan makine 6grenmesi teknikleri K-En Yakin Komsu (KNN),
Dogrusal Ayrimcilik Analizi (LDA), Extra Agaglar, Random Tree, Rep Tree ve Naive Bayes algoritmalaridir. Bu tekniklerin
performans degerlendirmesinde Dogruluk, Kesinlik, Duyarlilik, Rms, F-skoru degerleri hesaplanmigtir. Ayrica ROC Egrileri ve
Karigiklik matrisleri incelenerek sonuglar karsilastirilmistir. Sonug olarak, en iyi performansin Temel bilesenler analizi uygulandiktan
sonra Dogrusal Ayrim Analizi (PCA+LDA) kullanimu ile elde edildigi gortilmiistiir. PCA+LDA uygulamast ile %96,39 Dogruluk orani
elde edilmigtir. Makalede ayrica 6zellik ¢ikariminin kullanilmasiyla Covid-19 viriisiinden Zatiirre, Seker, KOAH ve Astim hastalarinin,
hamile, yasl ve entrube insanlarin daha ¢ok etkilendigi ve 6liim riskinin daha yiiksek oldugu ortaya ¢ikmistir. Viriisiin varyantlarinin
6limciilliiginiin incelenmesi, riskli hastalarin tedavisi, 6liim riski bulunan hastalarin izolasyonu i¢in gereken dnlemlerin alinmasi ve
hastane kapasite planlamasinin iyilestirilmesi agisindan bu ¢aligma 6nem arz etmektedir.

Anahtar kelimeler: Covid-19, Performans analizi, Siniflandirma algoritmalari, Temel Bilesen Analizi.

Using Principal Component Analysis to Identify Mortality Rates of Covid-19
Patients and Patients at High Risk of Death

Abstract

The Covid-19 virus emerged in 2019 and spread all over the world in a short time. It caused millions of people to be infected and
hundreds of thousands to die. The number of cases is increasing day by day and new variants of the virus are emerging. Polymerase
Chain Reaction (PCR) tests are used to detect people with this disease. It is very important to examine the conditions of the people
with the disease and to determine the intensive care and mortality rates in advance. In this study, Principal Component Analysis (PCA)
was used as a feature extraction method to determine mortality rates from Covid-19 patients, and the successful results of the method
were demonstrated with the most popular machine learning techniques. Machine learning techniques used in the study are K-Nearest
Neighbor (KNN), Linear Discrimination Analysis (LDA), Extra Trees, Random Tree, Rep Tree and Naive Bayes algorithms. In the
performance evaluation of these techniques, Accuracy, Precision, Sensitivity, Rms, F-score values were calculated. In addition, ROC
Curves and Confusion matrices were examined and the results were compared. As a result, it was seen that the best performance was
obtained with the use of Linear Discrimination Analysis (PCA+LDA) after applying Principal component analysis. With the
PCA+LDA application, an accuracy rate of 96.39% was obtained. In the article, it has also been revealed that Pneumonia, Diabetes,
COPD and Asthma patients, Pregnant, Elderly and Intubated people are more affected and the risk of death is higher from the Covid-
19 virus by using feature extraction. This study is important in terms of examining the lethality of virus variants, taking the necessary
precautions for the treatment of risky patients isolation of patients at risk of death, and improving hospital capacity planning.

Keywords: Covid-19, Performance Analysis, Classifications, Principal Component Analysis.
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1. Giris (Introduction)

Cin'de ortaya ¢ikan koronaviriis hastaligi1 (Covid-19)
diinya ¢apinda bir pandemi haline geldi (Velavan &
Meyer, 2020). Bu pandeminin en bagindan itibaren,
vaka tespiti konusu her zaman bilimsel ve kamusal
sOylemin merkezinde yer aldi. Salgimin kontrol altina
alimabilmesi icin Popiilasyonda gergekten kag
enfeksiyonun bulundugunu bilmek biiyiik 6nem
tasimaktadir. Ancak hastaliga dair belirti gostermeyip
tasiyict  olarak  hastaligit  baskasmna  bulagtiran,
koronaviriis testi pozitif ¢ikan asemptomatik bireyler ve
ilk dnce belirti gdstermeyip ilerleyen siireglerde hastalik
belirtisi gosteren presemptomatik bireylerin, 6zellikle
gen¢  popiilasyonda  bir pandemik  hastalifin
yayillmasinda o6nemli bir etkiye sahiptir (Stella,
Martinez, Bauso, & Colaneri, 2020). Hastaligin
yayilmasinin  dinamiklerini tahmin etmek i¢in
epidemiyolojik modeller (de Leon, Pérez, & Avila-
Vales, 2020) (Chinazzi et al., 2020), enfekte hastalar1 ve
yeni vakalar1 izlemek ig¢in mobil cihaz uygulamalari
gelistirilmistir (Zens, Brammertz, Herpich, Siidkamp, &
Hinterseer, 2020) (Drew et al., 2020).

Ayrica bu vakalar gercek Olim oranini ortaya
cikarma sorunuyla siki sikiya i¢ igedir. Covid-19
enfeksiyonlarmin gergek sayilarini tahmin etme sorunu,
Olim orantyla iliskili oldugu tamamen istatistiksel bir
bakis agisiyla da tartigilmigtir (Manski & Molinari,
2021). Bu baglamda, farkli ulusal eksik raporlama
oranlar1 karsilastirilmis (Rahmandad, Lim, & Sterman,
2020; Jagodnik, Ray, Giorgi, & Lachmann, 2020) ve
enfeksiyon 6liim oranmnin degerlendirilmesine iligkin
genel bir tartisma ve anket yapilmistir (Levin, Cochran,
& Walsh, 2020).

Son zamanlarda Covid-19 hastalig: ile ilgili farkli
amagclar icin ¢esitli makine 6grenimi yaygin olarak
uygulanmistir (Albahri et al., 2020). Ornegin Rontgen
goriintiilerinden, (Kassania, Kassanib, Wesolowskic,
Schneidera, & Detersa, 2021), tam kan sayimindan
makine Ogrenimi algoritmalar1 kullanilarak hastalik
teshisi yapilmigtir (Akhtar et al., 2021). Cin’de Covid-
19 vaka dliim oraninin erken tahmini i¢in veriye dayali
bir analiz yapilmistir (Yang et al., 2020). Makine
dgrenimi yaklasimimi kullanarak COVID-19 bulagmasi
ve Olimle iligkili yeni faktorlerin belirlenmesi ile ilgili
¢aligmalar yapilmistir (M. Li et al., 2021). Hastanede
yatan Covid-19 hastalarmin 6limciil risk tahmini igin
klinik ve inflamatuar 6zelliklere dayali makine 6grenimi
kullanilmig (Guan et al., 2021) (Quiroz-Juarez, Torres-
Gomez, Hoyo-Ulloa, Leén-Montiel, & U’Ren, 2021) ve
risk faktorlerini degerlendirilmistir (Gansevoort &
Hilbrands, = 2020), (Parra-Bracamonte, Lopez-
Villalobos, & Parra-Bracamonte, 2020). Ayrica pozitif
ve negatif Covid-19 vakalari i¢in epidemiyoloji etiketli
veri seti kullanilarak lojistik regresyon, karar agaci,
destek vektor makinesi, Naive Bayes ve yapay sinir
aglar1 igeren Ogrenme algoritmalar1 ile Covid-19

enfeksiyonu i¢in denetimli makine 6grenimi modelleri
gelistirilmigtir (Muhammad et al., 2021). Hipertansiyon,
diyabet, koroner kalp hastalig1, kronik obstriiktif akciger
hastaligi, kronik bobrek hastaligi (Escobedo-de la Pefia
et al., 2021), obezite (Bello-Chavolla et al., 2020) ve
Hamilelik durumunun (Rios-Silva, Murillo-Zamora,
Mendoza-Cano, Trujillo, & Huerta, 2020) Covid-19
mortalitesi lizerindeki etkisi incelenmistir.

Oliim riski yiiksek hastalarin tespiti onlara gereken
Ozenin gosterilmesi ve Onlemlerin alinmasi Oliim
oranlarinin diismesine 6nemli bir katki saglayacaktir.
Ayrica bu hastalarin tespiti hastanelerdeki kaynaklar1 ve
kapasiteleri yonetmek (Singh et al., 2021), (Zawiah et
al., 2020) hastalara zamaninda tedavi saglamak (Nemati,
Ansary, & Nemati, 2020) i¢in olduk¢a dnemlidir.

Calismanin amaci, Covid-19 hastalarinin 6liim orani
tespitini en yiiksek bagari orani ile en kisa islem siiresine
sahip bir yontem Onermek ve 6lim riski yiiksek olan
hastalarin hangi 6zelliklere sahip olduklarimin tespiti ile
hem bu hastalara gereken izolasyon saglanarak olim
oranlarimin distiriilmesine hem de hastane kapasite
planlamasinin iyilestirilmesine yardimci olmaktir. Bu
hastalarin  tespiti i¢in Ozellik se¢iminde siklikla
kullanilan ve bagarilt bir algoritma olan PCA yodntemi
tercih edilmistir. Bu yontem sayesinde hem yiiksek
olim riskine sahip hastalarin ozellikleri tespit
edilebilecek hem de daha kisa siirede ve daha yiiksek
basariyla Oliim oranlari tespiti yapilabilecektir. PCA
yontemine ek olarak Olim oranlar1 tespitinde
siniflandirma algoritmalarindan yararlanilmistir. En
basarili algoritmanin belirlenebilmesi igin
Algoritmalarin performans analizi yapilmistir. Analizde
PCA yontemi kullanilmadan ve PCA yontemi
kullanildiktan sonra veri setinden 6liim orani tahmin
etme basarilar1 dikkate alinmistir. Analiz sonucunda
elde edilen sonuglar karsilagtirilmastir.

2. Materyal ve Yontem (Material and Method)

2.1. Veri seti (Dataset)

Makalede kullanilan veri seti, Kaggle sitesinde
bulunan ve "COVID-19 Mexico Patient Health Dataset”
isimli veri setidir. Bu veri setindeki Covid-19
hastaligina iligkin veriler Meksika hiikiimeti tarafindan
15 Ocak 2020 ile 3 Mayis 2020 tarihleri arasinda
kaydedilmistir. Bu veri seti daha 6nce 6liim orani tespiti
i¢in (Yavuz & Dudak, 2020) makalesinde kullanildi. Bu
calisgmada hem 6liim oranlar1 tahmin edilmis hem de
hangi 6zelliklerin hastada 6liim riskinin artmasinda daha
etkili oldugu incelenmistir.

Veri seti 19 ozellikten olusan 95805 oOrnekten
olugmaktadir. (Kaggle.com, 2020). Veri setindeki
ozellikler hastanin cinsiyeti, hastaligin tipi, entiibe olma
durumu, zatiirre olma durumu, hastanin yasi, hamilelik
durumu, diyabet olma durumu, Kronik Obstriiktif
Akciger Hastalig1 olmasi durumu (KOAH), astim olma
durumu, Bagisiklik sistemi baskilanmast durumu
(Immiinosupresyon), Hipertansiyon durumu, diger
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hastalik durumu, Kardiyovaskiiler durum, Obezite olma
durumu, Kronik  bébrek  yetmezligi  durumu
(Chronic_kidneyfailure), sigara igme durumu, bagka bir
vaka durumu, yogun bakim durumu (icu), 6liim tarihi
bulunmaktadir. Caligmada 6liim tarihi 6zelliginin yerine
6l tarihi yazan hastanin 61diigii, tarih yoksa hastanin
yasadig1 kabul edilmistir. Veri seti sayisal degerlerden
olugmaktadir. Hastalarda sayilan 6zelliklerin bulunmasi
durumu 1, bulunmama durumu 2 ile bu 6zellige ait veri
yoksa 99 ile gosterilmistir. 98/97 degeri ise bu dzellik
icin kisinin uygun olmadigini gostermektedir.

2.2. Swuflandirma algoritmalar: (Classification
algorithms)

K-En Yakin Komsu Algoritmasi: Bu algoritmanin
amaci, bir veri setinde en yakin komsulari bulmaktir. Bu
komsular1 bulmak i¢in farkli mesafe metrikleri kullanir.
Algoritmanin basarisi bu mesafe metrikleri ve k ile
gosterilen komsu sayisina gore degiskenlik gosterir (B.
Li, Yu, & Lu, 2003; Xia, Xiong, Luo, Dong, & Zhang,
2015).

Naive Bayes : Bayes teoremine dayanir. Smifi belli
olan 6rnek verileri kullanarak yeni verinin siniflara ait
olma olasiligini hesaplar. Bulunan degerlerden en
yiiksek olasilik degerine sahip sinif, drneginin sinifidir.
(Bermejo, Gamez, & Puerta, 2011).

Dogrusal Ayrimcilik Analizi (LDA): Bu algoritma
ilk olarak 1936 yilinda ikili siniflandirmalar igin R. A.
Fisher tarafinca gelistirilmistir. Daha sonra C. R. Rao
tarafindan ikiden fazla siniflandirmalar i¢in formiiliize
edilmigtir. Diskriminant analizinde ilk olarak siniflari
birbirinden ayirmayi saglayan diskriminant
fonksiyonlart bulunur. Daha sonra bulunan fonksiyonlar
kullanilarak yeni 6rnegin hangi sinifa dahil edilmesi
gerektigine karar verilir (Unsal, Bilesenler, Faktiir, &
Mali, 1996).

Random tree: Her diigiimde belirli sayida 6zellik
kullanilir ve agag¢ olusturulur. Secilen bu o&zellikler
rasgele secilmis 6zelliklerdir. Budama islemi yapilmaz.
Ayrica, tutulan veri kiimesine dayali olarak simif
olasiliklarinin tahmin edilmesini saglayan bir secenege
de sahiptir.

Rep Tree algoritmast: ilk olarak Quinlan tarafindan
(Quinlan, 1999) o6nerildi. Egitim 6rneklerinde
giriiltiiniin etkilerini azaltmak istenir ve bunun igin
budama islemi yapilarak bir karar agaci olusturulur.
Hizli makine 6grenmesi algoritmalarindandir (J. Li,
Zhang, Lu, & Yan, 2008). Rep Tree algoritmasi
varyanstan kaynaklanan hatay1 en aza indirme ilkesine
ve entropi (Amasyali & Ersoy, 2009) ile bilgi edinme
ilkesine dayanir ve sadece sayisal verilerle ¢aligir.

Ekstra Agaglar algoritmasi: Klasik yukaridan
asagiya prosediire gore budanmamis bir karar agaglari
toplulugu olusturur. Diger aga¢ tabanli topluluk
yontemleriyle arasindaki iki temel fark, kesme
noktalarmi tamamen rastgele se¢meleri, diigiimleri
ayirmalar1 ve agaglar1 biiyiitmek ic¢in tiim 6grenme
ornegini kullanmalaridir (Freund & Mason, 1999).

Hoefding tree: Hoeffding agaci, veri dagiliminin
zaman i¢inde degismedigini varsayan biiylik veri akist
icin artan bir karar agaci Ogrenicisidir. Hoeffding
sinirma dayanan bir karar agaci asamali olarak bilyiir
(Zhang, Ding, & Wang, 2011).

Random Forest: Torbalama ydntemine rastgelelik
6zelligi eklenerek olusturulan bir algoritmadir (Breiman
2001). Regresyon ve smiflandirma yontemi olarak
kullanilabilir.

2.3. Ozellik Segimi ve PCA Yontemi (Feature
Selection and PCA Method)

Ozellik secimi kisaca veri setini temsil edebilecek en
iyi altkiimenin seg¢ilmesidir. Bu iglem, ¢6ziilmek istenen
problem ig¢in en faydali ve en Onemli Ozelliklerin
secilmesiyle veri kiimesindeki ozellik sayisinin
azaltilmasidir.  Bircok  Ozellik  se¢im  yontemi
bulunmaktadir. Bir 6rnegi tekrar tekrar 6rnekleyerek ve
ayn1 ve farkli smifin en yakin 6rnegi igin verilen
Ozniteligin degerini goz Oniinde bulundurarak bir
Ozniteligin degerini degerlendiren Relief yontemi (Kira
& Rendell, 1992), Smifa gore simetrik belirsizligi
Olgerek bir ozelligin degerini degerlendiren Simetrik
belirsizlik katsayisi (Novakovi¢, Strbac, & Bulatovié,
2011). Smufa gore kazang oranmini dlgerek bir 6zelligin
degerini degerlendiren Kazang orami yontemi, Bir
O0grenme semasi kullanarak Oznitelik kiimelerini
degerlendiren Sarmalayic1 Alt Kiimes (Wrapper Subset
Eval) yontemi. (Kohavi & John, 1997).Veri setinde
negatif olmayan bir sekilde lineer olarak temsil
edilmesini saglayan ve Negatif olmayan sinyallerin
bulundugu alanlarda basarili olan Negatif olmayan
matris yontemi bu yontemler arasinda yer almaktadirlar.

PCA yontemi, veri i¢indeki etkin 6zellikleri tespit
ederek verinin boyutunu azaltir (Abdi & Williams).
Oldukga popiiler ortogonal linear doniistimdiir. Genel
olarak PCA yontemi verideki maksimum varyansa sahip
verinin az boyuta sahip uzayda gosterimi seklinde ifade
edilebilir.

PCA doniisiimii denklem (1) de gosterildigi gibi

yapilir.
ul =XT™w )
Burada,

X ortogonal matrisi, M linear doniigimiinii, W ise
ozvektorleri ifade eder.

Verinin PCA yontemi ile ayrilmis sekli denklem (2)
de werildigi gibidir (Maglaveras, Stamkopoulos,
Diamantaras, Pappas, & Strintzis, 1998) .

X; =Z§'7=1Wiij )

Qj, j=1, .., p, faktor veya ozellik adi verilen gizli
gOsterim parametreleridir.

PCA yonteminin uygulanmasi ig¢in izlenmesi
gereken adimlar Sekil 2” de verilmistir.
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Sekil 1. PCA yo6nteminin iglem adimlar (Process steps of
the PCA method)

2.4. Performans metrikleri (Performance metrics)

Algoritmalarin siniflandirma performansi hakkinda
en fazla bilgi iceren metrik karigiklik matrisi
oldugundan performans karsilastirmada en sik
kullanilan metriktir. Karigiklik matrisinde 4 farkli deger
bulunmaktadir. Gergek durum pozitifken test sonucunun
pozitif olmasi durumunda DP (Dogru Pozitif) degeri,
gercek durum negatifken test sonucunun pozitif olmasi
durumunda YP (Yanlis Pozitif) degeri, ger¢ek durum
negatitken test sonucunun negatif olmast durumunda
DN (Dogru Negatif) degeri ve gercek durum pozitifken
test sonucunun negatif olmasi durumunda ise YN
(Yanlis Negatif) hesaplanir. Bu degerlerin karigiklik
matrisinde gdsterimi ve bu matristen hesaplanan diger

metrikler Sekil 2’ de verilmistir.
TAHMIN
Hayatta  Olu _ __DP+DN
y } N Dogruluk = “5EiDN+YPYN
2| Dogru | Yanlis
|| et | g || [ e = 5
¥ B Pozitif egati Kesinlik = DP+YP
(&3 J
® i bp
o Duyarlilk = v
5 ;an]lugf, Dogru D uyartil DP+YN
© \ o Negatif / F-Skoru=—2 x (<)
A\ / (M + M)

Sekil 2. Karigiklik matrisi ve diger performans metrikleri
(Confusion matrix and other performance metrics)

Veri Seti

* Cinsiyet
* Hastalk tipi
® Entiibe
® Zatiirre

* Yas * Cinsiyet

: ;l:g:—lil;ttahél * Hastalik tipi
 Entiibe

* KOAH ® Zatiirre

* Astim . vas

* Bagisiklik sistemi -
baskilanmasi * Hamilelik

* Hipertansiyon

* Diger hastaliklar

* Kardiyovaskiiler durum

* Obezite

® Kronik bdbrek yetmezligi

* Sigara icme durumu,
* baska bir vaka durumu

Ozellikler

* KOAH
* Astim

® Yogun bakim durumu

* Seker hastahgi

Covid-19 hastalarindan 6liim oranlarinin tespiti i¢in
yapilan ¢aligmay1 6zetleyen akis diyagrami Sekil 3’de
verilmistir. Akis diyagramindan da anlagilacagi gibi
6liim orani tahmini i¢in 6nce veri setine PCA yontemi
kullanilmadan bir siniflandirma iglemi uygulanmis daha
sonra veri setine PCA yodntemi uygulanarak veri setinin
boyutu azaltilmig ve 6zellik se¢imi yapilmistir. Secilen
ozellikler kullanilarak bir siniflandirma yapilmistir.
Daha sonra PCA kullanilmadan ve PCA kullanilarak
yapilan smiflandirma islemlerine performans analizi
uygulanmistir.  Yapilan  performans  analizinde
kullanilan performans metrikleri akis diyagraminda
belirtilmistir. Son olarak en iyi performansa sahip teknik
belirlenmistir.

PCA yontemi kullanilmadan ve PCA ydntemi
kullanildiktan sonra yapilan smiflandirmalardan elde
edilen karisiklik matrisi Sekil 4’te verilmistir. Sekilde
mavi ile gosterilen yerler algoritmalarin dogru tahmin
ettigi ornek sayisini ifade etmektedir. Gortldigi gibi
PCA yonteminin kullanilmasi ile algoritmalarin dogru
tahmin ettigi ornek sayilarmin arttirmistir. Ornegin
KNN algoritmasi ile yapilan siniflandirmada algoritma
91381 oOrnegi dogru tahmin etmistir. Bu sayr PCA
yontemi kullanilmasi ile 92202°e yiikselmistir.

Algoritmalarin yiizde cinsinden dogruluk degerlerini
gosteren grafik Sekil 5° de diger performans metrikleri
de Tablo 2’de verilmistir PCA yonteminin
algoritmalarin veri seti iizerinde model olusturulma
stireleri ve toplam iglem siireleri karsilagtirmali olarak
gosterilmektedir. Tablodan PCA yonteminin islem
stirelerini azalttig1 goriilmektedir. Tiim islemler Intel(R)
Core(TM) i7-4600U CPU@ 2.10 Ghz islemci, 8 GB
Ram ozelliklerine sahip Windows 10 igletim sistemi
kurulu bir bilgisayar ile ger¢eklestirilmistir.

Siniflandirma :erflt?r.mans
nalizi

T 7 * Kangikhk

. A ‘ ‘ Ol | ‘ Matrisi

* HF
* Extra Tree

* Dogruluk

* Kesinlik

® Duyarlihk

® F-Skoru

* RMS

* ROC Egrileri

* Random Tree

‘ ‘ Hayatta:‘

* Random Forest
* Naive Bayes

Sekil 3. Caligmanin akis diyagrami (Flow chart of the study)
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Sekil 5. Dogruluk degerleri (Accuracy values)
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Tablo 2. Performans metrikleri (Performance metrics)

Ozellik Dogru Modelin Toplam isl
Yontem Kesinlik  Duyarlilik F-Skoru Rms Zetl smiflandirilan Olusturulma oplam siem
sayisi .. L Siiresi (sn)
ornek sayist Siiresi (sn)
KNN 0,94 0,95 0,94 0,21 19 91381 0,11 1440
PCA+ KNN 0,94 0,96 0,94 0,18 9 92202 0,02 1320
LDA 0,94 0,96 0,95 0,17 19 92247 0,22 5
PCA+LDA 0,93 0,96 0,94 0,17 9 92344 0,12 3
HF 0,94 0,96 0,94 0,17 19 92299 0,94 10
PCA+HF 0.93 0.96 0.94 0,17 9 92299 0,71 6
Extra tree 0,94 0,95 0,94 0,22 19 91054 0,39 9
POAT B 094 0,96 0,94 0,18 9 92159 0,33 8
Random tree 0,94 0,95 0,94 0,22 19 91149 1,86 18
PCA+
Random tree 0,94 0,96 0,94 0,18 9 92163 1,16 13
Random 0,94 0,95 0,95 0,18 19 91799 89,7 1200
Forest
PCA*Rando o 0,96 0,95 0,17 9 92135 69,96 840
m Forest
Naive Bayes 0,96 0,80 0,86 0,37 19 77448 0,3 5
PCA*Naive 4 o5 0,88 0,91 0,27 9 86369 0,23 4
Bayes
Temel bilesen analizinin uygulanmast ile biitiin yanhs pozitif oranimmi diisey eksen ise dogru pozitif

algoritmalarin iglem siireleri azalmis ve dogruluk
oranlart artmistir. En diisiik dogruluk orani Naive bayes
algoritmasina aittir. Naive bayes algoritmasinin
dogruluk orani %80 dir. PCA uygulamasi ile bu oran
%88,01°e ¢ikmistir. En yiiksek dogruluk orani ise PCA
ve LDA algoritmasi uygulanmasi ile elde edilmistir. Bu
metrikler disinda kullanilan diger metrik ROC
egrileridir. Yatay eksen
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Iyi bir smiflandirma icin performans metriklerinin
I’e yakin degerler almalar1 gereklidir. Duyarlilik,
Pozitif durumlarin ne kadar basarili tahmin edildigini
gosteren bir metriktir. Algoritmalarin genel olarak
duyarlilik degerleri 0,95 ve iistli olmasi nedeniyle 6liim
orani tahminlerinde basarili olduklar1 sdylenebilir.
Kesinlik, algoritmanin pozitif olarak tahmin ettigi
degerlerin gergekte kag¢ tanesinin pozitif oldugunu
gosteren bir metriktir. F-skoru daha ¢ok dengesiz veri
setlerinin  siniflandirilmasinda  kullanilir.  Yapilan
tahminlerdeki hata oranin1 belirten RMS degeri de PCA
yontemi kullanilmasi ile azalmistir.

4. Sonuclar (Conclusions)

Biitiin diinyay1 etkileyen ve milyonlarca insanin
6limiine sebep olan Covid 19 viriisiinden kaynaklanan
O0liim oranlarmin tahmin edilmesi i¢in ¢alismada PCA
yontemi ve siniflandirma algoritmalarindan
yararlanilmigtir. Basar1 oranmi yiikseltmek ve hangi
ozelliklere sahip olan hastanin 6liim riskinin yiliksek
oldugunun tespitinin yapilabilmesi i¢in PCA yontemi
kullanilmistir.  Veri  setinden  PCA  yontemi
kullanilmadan ve PCA yontemi kullanildiktan sonra
yapilan smiflandirma olmak tizere 2 farkli siniflandirma
uygulamasi yapilmigtir. Sonuglarin karsilagtirilmasinda
ise algoritmalarin performans degerlendirmesinin
yapilmasinda  kullanilan  performans  metrikleri
incelenmistir. Bu metrikler gbz oniine alinarak yapilan
degerlendirmede PCA yontemi uygulandiktan sonra
smiflandirma isleminin yapilmast durumunda biitiin
algoritmalarda performans metriklerinde bir iyilesme

oldugu smiflandirma bagarisinin arttigr gorilmistiir.
Bununla birlikte PCA uygulamasinin yapilmasi ile
hastanin cinsiyeti, Entiibe, Zatiirre olma durumu, yast,
hamile olmasi ayrica Seker, KOAH ve Astim
hastaliginin ~ bulunmasi  durumu  6lim  riskinin
artmasinda etkin rol oynadigi anlagilmistir. Bu
hastaliklara sahip yash insanlarin bu hastaliktan
korunmak igin daha dikkatli olmalar1 gerektigi,
yakalanan insanlarin ise tedavisinde daha 6zen
gosterilmesi gerekmektedir.
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Oz

Bankacilik, miisterilerle sik sik iletisime girilmesi gereken bir sektordiir. Bankalar miisterilerine, onlarin durumlarina uygun bir kredi
vermek istediginde miisteriyi telefonla ararlar. Cogu zaman miisteri, teklif edilen krediyi reddeder, bu da miisteriyle iletisime gegen
personelin zamanindan bilyiik bir kayiptir. Bu ¢alismada, banka miisterilerinin verilerinin bulundugu veri seti ele alinarak ve ¢esitli
makine 6grenmesi siniflama modelleri kullanilarak miisterinin kredi alip almayacagi tahmin edilmistir. Elde edilen ¢alisma sonuglarina
gore, makine 6grenmesi yontemleri ile miisterinin kredi alma egilim tahmini bagarili bir sekilde gerceklesmistir. Caligma sonucunda
K-Best uygulanan modellerin arasinda dogruluk degeri en yiiksek olan siniflandirict modelinin %98,86 ile Rastgele Orman algoritmasi
oldugu, 6zellik se¢imi yapilmadan egitilen modellerin arasinda en yiiksek olan modelin %93,66 ile Rastgele Orman algoritmasi oldugu,
cross-validation ve grid search ile egitilen modellerin arasinda ise en yiiksek degerin %98,6 ile Rastgele Orman algoritmasinda oldugu
gOriilmiistir.

Anahtar kelimeler: Makine Ogrenmesi, Bankacilik, Kredi Tahminleme, Siniflandirma Algoritmalari.

A Comparative Analysis of Bank Customers' Loan Propensity Using Machine
Learning Methods

Abstract

Banking is a sector that requires frequent communication with customers. When banks want to give their customers a loan that suits
their situation, they call the customer by phone. The often time customer rejects the loan offer, which is a huge waste of time from the
staff contacting the customer. In this study, the customer's tendency to take credit was estimated using the data set of bank customers'
data and various machine learning classification models. According to the results of the study, the prediction of the customer's tendency
to take credit with machine learning methods has been successfully realized. As a result of the study, among the models applied K-
Best, the classifier model with the highest accuracy value was found to be the Random Forest algorithm with 98.86%. Among the
models trained without feature selection, the highest model was found to be the Random Forest algorithm with 93.66%. Among the
models trained with cross-validation and grid search, the highest value was found in the Random Forest algorithm with 98.6%.

Keywords: Machine Learning, Banking, Credit Estimation, Classification Algorithms.

almaktadir. Bankacilik sektoriinde bankalar kendi

1. Giris (Introduction) miisterilerine onlar1 telefonla arayarak ilgili miisteriye
) .. 5 kredi teklifi yaparlar. Miisteri teklifi degerlendirir ve
Bu calisma, Kranti Walkq nm haglrlamls oldugu onay verip vermedigini belirtir; fakat bu belirtilen teklifi
Bank Personal Loan Modelling” veri setinden yola miisteriye ilettikten sonra alman olumsuz cevap hem
cikarak banka miisterilerinin teklif edilen krediyi alma zaman hem de is giicii almaktadir. Bunun ®niine
eglhr_nlerlmn fa_rk_h makine Ogrenme yént(_an_ﬂerlyle gecebilmek icin miisterilerin verileri analiz yapilmali
tahmin edilmesini ve performans analizlerini konu elde edilen bilgilerden yola cikarak kredi alma
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egilimlerini tahmin etmek zaman ve i giicii tasarrufu
acisindan bilylik yarar saglayacaktir. Misteri sayisinin
az oldugu durumlarda insan eli ile analiz yapmak basittir
ancak miisteri sayisinin ¢ok fazla oldugu bir bankada
analiz yapmak zor, hatta imkansiz hale gelir. Bu yiizden
bilgisayarda incelemelerin yapilmasi, miisterinin kredi
alma profilinin ¢ikarilmas1 gerekir, bunun igin de
devreye makine Ogrenmesi girmelidir.  Sonug
saglayabilmek i¢in veri setinden miisterilerin maas,
aylik kredi kart1 kullanimi, limit bilgileri gibi verilerin
incelenerek  bir  makine  6grenmesi  modeli
olusturulmalidir. Miisteri verileri analiz edilerek
miisterinin krediyi alip almayacagi tahmin edildigi i¢in
diger ozellikler hedef alinarak farkli ¢ikarimlarda da
bulunulabilir, 6rnek olarak kredi kart harcamalarindan
aylik gelir tahmini yapilabilir.

Bu ¢alismada yapilan iglem sonucunda miisterinin
kredi alma egilimi dogru tahmin edilirse misteriye
yapilacak teklif tekrardan degerlendirilebilir, teklif
paketi kapsami bu ¢ikarima gore genisletilebilir ya da
daraltilabilir. Bu sayede banka miisteriye yliksek veya
diigik bir teklifte bulunmaz. Miisterinin ihtiyact
dogrultusunda teklif yapilacagi i¢in de miisteri servisten
memnun kalir ve bankanin sadakat puani yiikselir.
Teknolojinin hizla ilerledigi bu yillarda bankacilik
sektoriiniin de ilerlemesi gerekmektedir. Yapay zekanin
bankacilik sistemlerinde uygulanmasi miisteri-banka
arasindaki  koprilyii  saglamlagtirmakla kalmayip
yapacagl c¢ikarimlarla misteri ve bankanm detayl
analizlerinin yapilmasim saglar. Bu sayede veriler ve
miigteri iliskileri saglamlasir. Bu ¢aligmada, bir
bankanin miisteri verilerinden kredi alma egilimi tahmin
edilmeye ¢alisilmis, bunun i¢in makine 6grenme modeli
egitilmis, test verilerinin sonuglar1 ve gergek verilerin
kredi alma egilimlerinin sonuglar1 karsilastirilarak
performans analizi yapilmistir. Bu c¢aligmada elde
edilmesi amaglanan basarim makine Ogrenmesi
yontemlerinde ¢apraz dogrulama ve izgara arama
yontemlerinin  sonuglara nasil katki  sagladigim
gozlemlemek ve benzer veri seti kullanilmig
caligmalarla karsilagtirmaktir. Literatiirde bu veri setini
kullanan bagka bir ¢alisma bulunmamis, bu yilizden
misterilerin  davraniglarmin  tahminlemesi iizerine
yapilan bu c¢alismada diger modellerin performans
sonuglart ile karsilastirmasi yapilmamustir, literatiirde
bu veri seti ilk kez kullanildig1 igin literatiirde ilk
olacaktir. Calismada siiflandirma yontemleri olarak k-
En Yakin Komsu, Lojistik Regresyon, Karar Agagclari,
Rastgele Orman ve Destek Vektdr Makinesi yontemleri
kullanilmis, sonug¢ olarak miisterinin kredi alip
almayacaginin tahmin edilmesi amaglanmistir.

1.1. Benzer ¢alismalar (Similar studies)

Yapilan literatlir taramasinda, caligmalarda genel
olarak kredi risk tahminleri yapilmis, bu c¢alismadaki
gibi miisterinin krediyi kabul etme tahminlemesi degil,
bankanmn  miisterinin  bagvurusunu kabul etme
tahminlemesi yapilmistir.

Arun, Ishaan ve Sanmeet (2016) tarafindan yapilan
calismalarda miisterilerin basvurulari degerlendirilerek
krediye en uygun miisterinin tahminlemesi amaglanmig
ve caligmalar yapilmistir. Cinsiyet, medeni durum,
vasilik, egitim durumu, gelir, ek gelir, bagvurulan kredi
miktari, kredi siiresi, sahip olunan taginmaz mallar gibi
veriler lizerinden kredinin kabul edilip edilmeyeceginin
tahmini amaglanmistir. Metot olarak Karar Agaclari,
Rastgele Orman, Lineer Modeller, Neural Net ve
AdaBoost kullanilmas, siniflandirma
gerceklestirilmigtir. Performans test sonuglar1 makaleye
verilmemistir.

Alan (2020) tarafindan yapilan ¢alismada, en iyi
siniflandirma modelinin  belirlenmesi igin ¢apraz
dogrulama yontemlerinden hold-out ve Kk-katli ¢apraz
dogrulama kullanilmis, bu iglemler 32 ayr1 veri setine
uygulanmstir. Veri setlerinin arasinda Portekiz Bankasi
Pazarlama veri setinde ¢apraz dogrulama ile en iyi
modelin %88,75 dogruluk oranma sahip olan DVM
siniflandiricist oldugu tespit edilmis, AUC oram %53,32
ve F1 skor degeri ise %61,07 olarak elde edilmistir. Veri
seti tizerindeki c¢alisma sonucunda dogruluk degeri
%86,35, AUC degeri %60,23 ve F1 skoru ise %61,83
olarak elde edilmistir.

Serengil, Imece, Tosun, Biiyiikbas ve Ké&roglu
(2021) tarafindan yapilan c¢alismada tahsili geciken
kredinin farkli siniflandirma algoritmalar: ile tahmin
edilmesi ve karsilastirilmas1 amaclanmustir. Ozel bir
bankanin 181.276 adet miisteri verisinden olusan bir
veri seti kullanilmigtir. Veri setinde miisteri 6deme
geemisi, bilancolar, dnceki kredi kart1 6demeleri, diger
bankalardan gelen risk ve limit verileri gibi 6zellikler
bulunmaktadir. Sonug¢ olarak elde edilecek degerler
saglikli, gecikmeli ve tahsili gecikmig kredi degerleridir.
Veri seti farkli modellerde test edilmis ve
kargilagtirmalar sonucunda problem ig¢in en uygun
modelin 0.90 6zgiilliik, 0.87 kesinlik, 0.77 duyarlilik ve
0.82 F1 skoru olarak elde edilmistir.

Yapilan literatiir taramasina gore bu probleme en
uygun modeli bulmak i¢in farkli smiflandiricilar
kullanmali1 ve asir1 uyma problemini ortadan kaldirmak
i¢in grid search ve modelin en iyi durumunu gérmek igin
capraz dogrulama yapilmalidir.

1.2. Simiflandirma yéontemleri (Classification
methods)

Yapilan bu calismada makine Ogrenmesi
uygulamalar1 i¢in ¢esitli siiflandirma algoritmalari
kullanilmistir. Calisma kapsaminda kullanilan veri
setleri tizerinde k-En Yakin Komsu (kNN), Lojistik
Regresyon, Karar Agact ve Rastgele Orman
smiflandirict algoritmalart uygulanmis ve performans
degerlendirme analizleri yapilmistir. Alt basliklarda
calismada kullanilan algoritmalar basitce kisaca
agiklanmistir.
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1.2.1. k_En Yakin Komsu Algoritmasi (k-Nearest
Neighbor Algorithm)

k-En Yakmm Komsu Algoritmasi, regresyon ve
smiflandirma i¢in kullanilan popiiler algoritmalardan
biridir. Adindan da anlasilacagi {izere algoritmaya
verilen degerler lizerinde, verilen k sayis1 kadar en yakin
noktalara bakilir, verilen drnege en yakin olan k kadar
deger segilir ve cogunluga sahip olan deger Ornege
atanir. K sayisinda ¢akigma olmamasi i¢in genel olarak
tek say1 verilmelidir (Rasjid, Setiawan,2017). Bu
mesafelerin Olgiilmesinde genellikle 1. esitlikte verilen
Oklid mesafe formiiliinii kullanilir. (Kiling v.d.,2016)

d (xy) = T, Or — x)° (1)
1.2.2. Lojistik Regresyon Analizi (Logistic
Regression Analysis)

Kesikli olarak iki degerin iginde, yani 1 veya 0 gibi,
bir sonug¢ veren, kesikli veya siirekli verilerin
incelenebildigi bir algoritmadir. Anlamlilik tespiti ile
modelin ve parametrelerin olabilirlikleri tespit edilir ve
tahminleme yapilir (Field,2009). 2. esitlikte degerlerin
gerceklesme olasiliginin formiilii verilmistir. (Coskun
v.d.,2004)

EJ:JS +,l'-‘1]-.'l.'
1+&fothix @

II (x) =

1.2.3. Karar Agaglar: (Decision Trees)

Diiglim, dal ve yaprak olmak tizere 3 adet kisimdan
olusur. Her ozellik bir diigiime atanmustir, veriler kok
diigiimde saklanir. Kok tarafindan itibaren yukari dogru
dali olmayan diiglimlere ve yapraklara gelene kadar bu
sorular sorulur. Performans iyilestirmesi yapilmasi i¢in
birbirini baglayan diigiimlerin baglantisin1 kesip yerine
yaprak koyarak budama yapilmali, veri ile alakasiz
dallarin gereksiz yere islenmesinden kaginilmalidir.
Siniflara ait entropi 3. esitlikte verildigi gibi hesaplanir.

Entrepi (T) = Xiplog, (p,) ©)

Entropi  hesaplandiktan sonra ise bdliinme
sonucunda elde edilen kazan¢g da 4. esitlik gibi
hesaplanir. (Akar, Giingér, 2012)

Kazang (B, T) = Entropi (T) — EF -iEntrupf (T)(4)

=l |r

1.2.4. Rastgele Orman (Random Forest)

Regresyon ve siniflandirma igin de kullanilabilen
Rastgele Orman algoritmas1 karar agaglardaki
overfitting problemini giderir (Ali, vd., 2012). Rastgele
karar agaclarindan bir orman olusturur ve bunlari
birlestirir. {lk asamada olusan siniflandiriciya gore
tahminleme yapilir. N adet 6zellik i¢inden K kadar

ozellik secilir ve segilen Ozellikler arasindan en iyi
noktaya gore sonraki diiglim hesaplanir. Diigiim, ¢ocuk
diigiimlere ayrilir ve hedeflenen diigiim sayisina ulasana
kadar oOzellik segme ve c¢ocuk diigiimlere ayirma
tekrarlanir. Tahminleme asamasina gelindiginde ise
rastgele secilen bir karar agacinin oylar1 hesaplanir ve
en yiiksek oy alan tahmin se¢ilir. (Biau, Scornet, 2016)

1.2.5. Destek Vektor Makinesi (Support Vector
Machine)

Destek  Vektér Makinesi(DVM), veri setinde
degiskenler arasindaki iligkilerin bilinmedigi, siniflara
ait  verileri  aywabilmek  i¢in  smiflandirma
problemlerinde kullanilir. Lineer verilerde dogrular
tizerinde marjini en yiiksek olan dogrunun seg¢ilmesi
amaclanmig, lineer olmayan verilerde ise veriyi daha
yiiksek boyutta bir uzaya taginir ve en iyi hiper diizlem
bulunur. (Aksehirli, v.d., 2013) (Burges, 1998)

1.3. Algoritmalarin Karsilastirilmasinda
kullanilan Kriterler (Criteria used in comparing
algorithms)

Algoritma smiflandirma islemi sonucunda elde
edilen hata matrisinde 4 adet deger vardir. True Positive
tahminin dogru, ozelligin de dogru olmasi, True
Negative tahminin yanlis fakat 6zelligin dogru yerde
olmasi, False Positive tahminin dogru fakat 6zelligin
yanlis olmasi, False Negative ise tahminin ve 6zelligin
yanlis olmast durumlaridir. (Gok, 2017) Tablo 1’de
karmagiklik matrisinin degerleri vardir ve TP, TN, FP ve
FN degerleri burada yerlerine yazildiklari degerleri
alirlar.

Tablo 1. Karmagiklik Matrisi (Confusion Matrix)

Tahmin Edilen
. Pozitif Negatif
— 80 Pozitif TP FN
<A Negatif FP TN

1.3.1. Dogruluk Orani (Accuracy)

Dogruluk orani, modelde dogru tahmin edilen
verilerin tiim verilere orani ile bulunur. Ornek olarak
100 adet veri setinde dogru tahmin edilen veri sayis1 60
ise dogruluk orani %60 olacaktir. Dogruluk oram
hesaplamak i¢in 5. esitlikteki formiil kullanilir.

TP+TN
TP+FP+ TN+FN

®)

Dogruluk =

1.3.2. Kesinlik (Precision)

Kesinlik orani, modelde pozitif olarak tahmin edilen
verilerin ka¢ adetinin gercekte kag tanesinin pozitif
oldugunun oramidir. Kesinlik orani hesaplamak icin 6.
esitlikteki formiil kullanilir.

TP
TP + FP

Kesinlik =

(6)
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1.3.3. Duyarhilik (Recall)

Duyarlilik orani, pozitif olmasi gereken degerlerin
ne kadarmin pozitif olarak tahmin edildigini gosteren bir
orandir. Duyarlilik hesaplamasi igin 7. esitlikteki formiil
kullanilir.

TP
TR+ FN

Duyarlhilik = @)

1.3.4. F-Degeri (F-Score)

F-Skor orani, kesinlik ve duyarlilik degerlerinin
harmonik ortalamasidir. U¢ durumlarin da hesaba dahil
edilmesi i¢in harmonik ortalama alinir. F-Skor
hesabi i¢in 8. esitlikteki formiil kullanilir.

Duyarlilik « Kesinlik

FI=2s(

) (8)

Duyariitk + Kesinlik

1.3.5. Alict Calistirma Karakteristik Egrisi
(Receiver Operating Characteristic Curve)

Alict Calistirma Karakteristik Egrisi (ROC), tim
smiflandirma esiklerindeki smiflandiricinin
performansini gosterir. Siiflandirma esigini diisiirmek
daha fazla degerin siniflandirilmast demektir. ROC
egrinin True Positive Rate (TPR) ve False Positive Rate
(FPR) olmak iizere iki adet parametresi vardir. TPR,
duyarliliga benzerdir ve 9. esitlik gibi hesaplanir.

©)

FPR ise 10. esitlik gibi hesaplanir.

FPR = (10)

FP+TN

1.3.6. AUC Orant (Area Under the Curve Rate)

Area Under the Curve (AUC), ROC egrisinin altinda
kalan alani hesaplar, tiim siniflandirma esikleri arasinda
performans hesaplarinin toplamlarini gosterir. AUC
orani 0-1 arasindadir, %100 hatali tahmin eden bir
modelin AUC orani 0.0 iken %100 dogru tahmin eden
bir modelin AUC orani1 1.0°dir. (Zhang, 2016)

2. YONTEM (Method)

2.1. Veri seti (Data set)

Bu yazida Kranti Walke’nin hazirlamis oldugu
“Bank Personal Loan Modelling” adli, Thera Bank
adinda bir bankanin miisterilerinin verilerini i¢eren bir
veri seti kullanilmistir. Veri setinde yas, deneyim, gelir,
posta kodu, ailedeki kisi say1si, aylik kredi kart harcama
ortalamasi, egitim durumu, eger varsa evinin mortgage
degeri, menkul kiymet hesap varligi, mevduat hesap
varlig1, online islem kullanicisi olup olmadigy, kredi kart
varligr ve son teklif edilen kredi teklifini kabul edip
etmedigi ozelliklerini igerir. Veri seti 14 6znitelik ve
5000 adet Ornekten olusmaktadir. Veri setine ait
Oznitelikler ve agiklamalar1 Tablo 2°de verilmistir.

Veri seti igindeki essiz veri sayisi, ortalama, medyan
ve standart sapma degerleri Tablo 3’te verilmistir

Tablo 2. Banka miisterileri veri seti dznitelikleri ve agiklamalari (Bank customers dataset attributes and descriptions)

Oznitelik Aciklama
Age Tamamlanan yil olarak yast
Experience Y1l olarak is deneyimi
Income Kisinin y1llik geliri (Gelir = Veri * 1000 $)
ZIPCode Bulundugu yerin posta kodu
Family Yasadig1 yerdeki veya ailesinde bulunan kisi sayisi
CCAvg Aylik ortalama kredi kart1 harcama (Harcama = Veri * 1000 §)
Education Egitim Durumu
1 = Lisans
2 = Lisansiistil
3 = Doktora
Mortgage Eger varsa evinin mortgage degeri (Deger = Veri * 1000 $)
Personal_Loan Son kampanyada miisterinin kredi teklifini kabul edip etmemesi
1=Evet
0 = Hayir
SecuritiesAccount Miisterinin bankada mevduat hesabimin varlig
1=Var
0=Yok
CDAccount Miisterinin bankada menkul kiymet hesabinin varligi
1=Var
0=Yok
Online Miisteri bankanin internet bankaciligini kullantyor mu?
1=Evet
0 = Hayir
CreditCard Miisteri kredi kart1 kullantyor mu?
1=Evet
0 = Hayir
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Tablo 3. Veri setindeki egsiz veri, standart sapma, ortalama ve medyan degerleri (Unique data, standard deviation, mean and median values

in the data set)

Ozellik E$§;Zyl\sllen Standart Sapma Ortalama Medyan Min Max
Age 45 11.463166 45.3384 45 23 67
Experience 47 11.467954 20.1046 20 0 43
Income 162 46.033729 73.7742 64 8 224
ZIPCode 467 2121.852197 93152.503 93437 9307 96651
Family 4 1.147663 2.3964 2 1 4
CCAvg 108 1.747659 1.937938 15 0 10
Education 3 0.839869 1.881 2 1 3
Mortgage 347 101.713802 56.498 0 0 635
Personal_Loan 2 0.294621 0.096 0 0 1
SecuritiesAccount 2 0.305809 0.1044 0 0 1
CDAccount 2 0.238250 0.0604 0 0 1
Online 2 0.490589 0.5968 1 0 1
CreditCard 2 0.455637 0.294 0 0 1

Veri setinin korelasyon matrisi ve sicaklik haritasi
Sekil 1°de verilmistir.

Sekil 1. Veri setinin sicaklik haritasi (The temperature map of
the dataset)

2.2. Nitelik se¢gme (Feature selection)

Bu veri setinde ozellikler, tek degiskenli analiz
yontemi olan K-Best yontemi ile ¢ikarilmistir. K-Best
yoOntemi, veri seti iizerinde hedefe yonelik tek degiskenli
istatistik testler yapar ve en yilksek skor yapan
ozellikleri belirtilen k sayis1 kadar alir. Bu ¢aligma i¢in
k sayisi, calismalara gore dogruluk ve kesinlik
oranlarmin en yiiksek oldugu, 10 olarak belirlenmistir, 9
oldugunda en yiiksek dogruluk degeri %94, 8 oldugunda
ise %88 c¢ikmaktadir. 11 Oldugunda da aynmi sekilde
dogruluk degeri diismektedir. Ozellik segme asamasinin
sonucunda Ozellik olarak kullanilarak siitunlar: Yas
(Age), gelir (Income), ailedeki kisi sayisi (Family),
kredi kart1 aylik ortalama harcama (CCAvg), egitim
durumu (Education), mortgage durumu (Mortgage),
menkul kiymet hesap varligi (SecuritiesAccount),
mevduat hesap varligit (CDAccount), online islem
kullanicisi olup olmadigi (Online) ve kredi kart
kullanicisi olup olmadigi (CreditCard) siitunlaridir,
hedef siitun ise kredi alip almadigi (Personal Loan)
situnudur, yani tahmin edilmek istenen veri bu
stitundadir.

3. Calisma Sonuclar1 (Study Results)

Bu calismada makine Ogrenmesi siniflandirma
algoritmalarindan kNN, Lojistik Regresyon, Karar
Agaci ve Rastgele Orman algoritmalar1 kullanilmstir.
Veri setinde model olusturmak i¢in veriler %70 egitim,
%30 test olarak ayrilmistir. Biitiin algoritmalarda
rastgele durum 0 olarak belirlenmistir. Rastgele Orman
algoritmasinda agac sayisi 10 olarak belirlenmistir. KNN
algoritmasinda komsu sayist 3 olarak belirlenmistir.
Rastgele Orman algoritmasinda agac sayist ve kNN
algoritmasinda komsu sayisi, sayilar denenip sonug
olarak dogruluk orani en yiiksek elde edilen sayilar
almmustir. Veri seti lizerindeki null degerler silinmis,
bazi verilerdeki deneyim degeri 0°dan kii¢iik olan veriler
saptanmis, bu veriler silinmistir.

Miisterilerden kredi teklifini reddedenlerin kredi kart
harcama ortalamalarinin orta degeri 1400 olarak elde
edilmis, kredi teklifini reddedenlerin kredi kart harcama
ortalamalari ise 3800 olarak elde edilmistir.

Tiim 6zelliklerin ortalamasi Tablo 4°te verilmistir.

Ortalama degerlere gore kredi teklifini kabul edenler
miigterilerin  %9,6’likk  bir kismini olusturmaktadir.
Bunun yaninda internet bankacilig1 kullananlarin orani
%59,68, kredi karta sahip olan miisteri oran1 %29,4,
aylik ortalama kredi kart1 harcamasi ise 1937,938%’dur.
Yillik gelir ortalamasi ise 73.774,208dur.

Egitim durumu ve yillik gelir agisindan kredi
teklifini kabul etme durumu Sekil 2.’de verilmistir.

Tablo 4. Ozelliklerin ortalama degerleri (Average values of

features)

Ozellik Ortalama
Age 45.338400
Experience 20.104600
Income 73.774200
ZIPCode 93152.503000
CCAvg 1.937938
Education 1.881000
Mortgage 56.498800
Personal_Loan 0.096000
SecuritiesAccount 0.1044000
CDAccount 0.060400
Online 0.596800
CreditCard 0.294000
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Sekil 2. Egitim durumu ve yillik gelire gore kredi teklifini
kabul etme durumu kutu grafigi (Box chart of accepting loan offer
by education and annual income)

Sekil 2’deki grafige gore geliri yiiksek olan
miisteriler daha ¢ok kredi alma egilimine sahip iken,
lisans mezunu olan miisterilerde teklifi reddedenlerin
gelir aralig1 biraz daha fazladir.

Egitim durumu ve mortgage degerine gore kredi
teklifini kabul etme durumu Sekil 3’te verilmistir.
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Sekil 3. Egitim durumu ve mortgage degerine gore kredi

teklifini kabul etme durumu kuru grafigi (Graph of accepting a
loan offer by education level and mortgage value)

Sekil 3’teki sicaklik haritasina gore kredi teklifini
kabul etme durumunun en ¢ok yillik gelir ve kredi kart1
harcamasi ile iligkisi vardir.

Veri setinden ID, ZIPCode ve Experience 6zellikleri
cikarilarak %70 egitim ve %30 test olarak
ayrilmiglardir. Egitim ve test i¢in ayrilan veriler
Ol¢eklenmistir. ID ve ZIPCode 6zelliklerinin ¢ikarilma
sebebi sonuca ulagsmak icin gerekli olan o6zellikler
olmadiklart i¢indir. Experience 6zelliginin ¢ikarilma
sebebi ise Age 6zelligi ile neredeyse ayni oldugu ve bu
yiizden tekrarli bir veri gibi goriilecegi i¢in ¢ikarilmistir.

Tim siniflandirma algoritmalarina goére veriler
modellenmis ve dogruluk, kesinlik, duyarlilik ve F-Skor
degerleri Tablo 5’te verilmis ve dogruluk oranlarina
gore bir siraya konulmustur. Elde edilen sonuglara gore
bu calisma i¢in uygulanabilecek en kotii algoritmanin
Lojistik Regresyon ydntemi, en iyi algoritmanin ise
Rastgele Orman algoritmasi oldugu gosterilmektedir.

Tablo 5. K-Best ile Model performans degerleri (Model performance values with K-Best)

Isim Kesinlik Duyarlilik F-Skor Dogruluk Sira
Lojistik Regresyon 0.93 0.95 0.98 0.95 5
Karar Agaci 0.93 0.95 0.94 0.9793 3
Rastgele orman 0.99 0.94 0.96 0.9886 1
DVM 0.96 0.92 0.93 0.9832 2
kNN 0.96 0.83 0.88 0.966 4

Tablo 6. Ozellik se¢imi yapilmadan &lgiilen model performans degerleri (Model performance values measured without feature selection)

Isim Kesinlik Duyarlilik F-Skor Dogruluk Sira
Lojistik Regresyon 0.88 0.94 0.91 0.93666 2
Karar Agact 0.90 0.89 0.89 0.88733 5
Rastgele orman 0.91 0.94 0.91 0.93666 1
DVM 0.88 091 0.90 0.91544 4
kNN 0.90 0.93 0.91 0.93133 3

Tablo  6’daki  oOzellik secimi  yapilmadan
uygulandiginda elde edilen performans sonuglarina gore
0.91 kesinlik ve 0.93666 dogruluk orani ile Rastgele
Orman algoritmasinin en 1iyi sonu¢ verdigi elde
edilmistir. Tablo 6’ya ve Tablo 5’e gore 6zellik se¢imi
yapildiktan sonra performans iyilesmesi
gozlemlenmistir.

Calisma sonrasinda asirt uymayt (overfitting)
engellemek icin Grid Search (1zgara arama) ve bagimsiz

veri setinde en iyi modeli se¢mek i¢in ¢apraz dogrulama
(cross-validation) uygulanip testler uygulanmis, testin
performans sonuglar1 Tablo 5°te verilmistir. ROC egrisi
ise Sekil 4’te verilmistir.

Capraz dogrulama Stratified K-Fold yontemi ile
gerceklestirilmis, katlama(fold) oram1 5, diger
parametreler varsayilan olarak belirlenmistir. lzgara
aramada ise karar agaclar1 algoritmasinda en fazla
derinlik(max depth) 2, 3, 4 olarak belirlenmis; en az
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ornek sayisi (min samples leaf) 0.12, 0.14, 0.16 ve 0.18
olarak belirlenmistir, diger algoritmalarda ise varsayilan
degerler atanmis ve 1zgara arama islemi
gergeklestirilmistir.

Tablo 7’ye gore bu problem igin en uygun olan
modelin ¢apraz dogrulama orani 0.997, dogruluk orani
0.986, AUC oram1 0.998 olan Rastgele Orman
algoritmasi oldugu elde edilmistir.

Tablo 7. Capraz Dogrulama ve Grid Search uygulanan
modellerin performans sonuglart (Performance results of models
with Cross Validation and Grid Search applied)

Model Capraz Model AUC
Dogrulama  Dogruluk Orani
Dogruluk Orani
Orani
Karar 0.99634 0.97933 0.97721
Agaglari
Lojistik 0.88495 0.92933 0.95029
Regresyon
Rastgele 0.99734 0.986 0.99882
orman
DVM 0.9279 0.942 0.95356
kNN 0.95840 0.91333 0.92927
SVMm Lojistik Regresyon

Receiver Operating Characteristic {ROC} Curve

Receiver Operating Characteristic (ROC) Curve

True Positive Rate

00 &7 ROC
oo o2 o4 o' o v oo 02 04 06 o8 10
False Positive Rate False Positive Rate
Karar Agaclari Random Forest
Receiver Operating Characteristic (ROC) Curve

0o 02 04 06 o8 10
False Positive Rate

kNN

Sekil 4. ROC Egrisi (Roc Curve)

4. Sonuclar (Conclusions)

Bankalarda yapay zekd ve makine Ogrenmesi
kullanimi her gecen giin artmakta, Ornek olarak
miisterilerin ilgi alanlar1 ve para ¢gekme egilimleri gibi
islemlerin tahminlemesi yapilmaktadir. Bu
tahminlemelerin yapilabilmesinin bir insan tarafindan
yapilmasit imkansiza yakindir, ¢linkii bankalarin
binlerce, hatta milyonlarca miisterisi bulunmaktadir. Bu
yiizden yapay zekd ve makine Ogrenmesinin
kullanilmas1 gerekmektedir.

Bu c¢alismada makine oOgrenmesi siniflandirma
algoritmalarindan kNN, Rastgele Orman, Lojistik

Regresyon, Karar Agaci kullanilmis, K-Best ile yapilan
ozellik se¢iminde yapilan ¢alisma sonucunda elde edilen
verilere gbére bu g¢alisma i¢in en uygun olan
siniflandirma algoritmasi dogruluk degeri 0,9886 ile
Rastgele Orman algoritmasidir. fkinci en iyi algoritma
ise 0,9832 ile Destek Vektdr Makineleri algoritmasidir.
En kot algoritma ise 0,95 ile Lojistik Regresyon
algoritmasidir. Ozelliklerin fazla olmas1 ve korelasyon
matrislerinde ¢cogu 6zelliklerin degerlerinin birbirlerine
yakin olmamasi yiiziinden kot bir performans
beklenirken, iki ozellik arasinda degil, ¢ok sayidaki
Ozelligin Dbirbirlerine baglantili olduklarin1 gosterir.
Ozellik segimi yapmadan yapilan ¢alisma sonucunda ise
0,91 Kesinlik, 0,94 Duyarlilik, 0,91 F-Skor ve 0,93666
Dogruluk ile Rastgele Orman en yiiksek dogruluga sahip
model olmus, Ozellik se¢imi yapmanin &nemi tiim
sonuglarm  dismesinden  anlasilmistir.  Capraz
dogrulama ve grid search uygulanan modelde en iyi
sonucu ¢apraz dogrulama orani 0,997, dogruluk oram
0,986 ve AUC oram1 0,998 ile Rastgele Orman
algoritmasi elde etmistir, bu da veri setinde asir1 uyma
problemini ve en iyi sonug elde edecek olan modeli elde
etmeye yardimci olmustur.

Bu c¢alismanin sonucunda miisterilere teklif
gonderirken miisterilerin kabul edebilme durumlarini
tahmin edebilen bir uygulamanin yapilabilecegi, bu
sayede miisteri temsilcilerinin ig gliciinden ve zamandan
tasarruf edilebilecegi diisiiniilmektedir. Daha 6nce bu
veri seti ile bir ¢alisma yapilmadigi igin gelecekte bu
veri seti ile yapilacak olan ¢aligmalara katki saglamasi
diigiiniilmektedir.
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Abstract

The long jump is defined as an athletic event, and it has also been a standard event in modern Olympic Games. The purpose of the
athletes is to make the distance as far as possible from a jumping point. The main purpose of this study was to determine the most
successful machine learning algorithm in the prediction of the long jump distance of male athletes. In this paper, we used age and
velocity variables for predicting the long jump performance of athletes. During the research, 328 valid jumps belonging to 73 Turkish
male athletes were used as data. In determining the most successful algorithm, mean absolute error (MAE), root mean square error
(RMSE), Mean Squared Error (MSE), R? score, Explained Variance Score (EVS), and Mean Squared Logarithmic Error (MSLE)
values were taken into consideration. The outcomes of the analysis showed that long jump performance can be determined by chosen
independent variables. The 5-fold cross-validation technique was used for the performance evaluation of the models. As a result of the
experimental tests, the Gradient Boosting Regression Trees (GBRT) algorithm reached the best result with an MSE value of 0.0865.
In this study, it was concluded that the machine learning approach suggested can be used by trainers to determine the long jump
performance of male athletes.

Keywords: Long jump performance, machine learning, run-up velocity

horizontal velocity (Fukasiro and Wakavama, 1992). As
seen, run-up velocity is the most significant determinant
of long jump performance (Acgikada, Aritan, &
Yazicioglu, 1993; Bridgett, Galloway, & Linthorne,
2002; Bridgett and Linthorne, 2006; Hay, 1993; Hay, et
al., 1986; Lees, Graham-Smith, & Fowler, 1994) It has
been determined that there is a powerful relationship of
0.96 between the horizontal velocity and jump distance
(Bridgett and Linthorne, 2006). Similarly, there are
some studies indicating the relationship between
velocity and jump distance (Bridgett, et al., 2002; Hay,

1. Introduction

In the long jump, the goal is to gain speed on the
running track and to jump as far from the board as
possible. Besides the many parameters, the horizontal
velocity, which has the highest biomechanical effect on
flight distance, is very essential in the long jump (Hay,
Miller, & Canterna, 1986; Linthorne, 2008). Some high-
level long jumpers, such as Carl Lewis and Marion
Jones, are also known to be high-level sprinters (Derse,

Hansen, Tim, & Stolley, 2012). The fastest sprinters are
not the best long jump athletes; however, it can be said
the best long jumpers are the fastest ones. The long jump
biomechanical analysis report of the 2009 IAAF World
Athletics Championships confirms this; The athletes
who ranked first had higher run-up velocities than others
(Hommel, 2009). It was seen that the athletes who have
the top three of the world rankings had 11 m/s of

* Corresponding Author.
E-mail: ozan.incetas@alanya.edu.tr

1993; Hay, et al., 1986; Lees, et al., 1994; Mishra and
Rathore, 2016; Moura, Moura, & Borin, 2005, Rahim,
et al., 2020; Takahashi & Wakahara, 2019). When the
run-up velocity is artificially increased, a high increase
in the jumping distance is observed (Schulek, 2002).
According to the calculations, an increase of 0.1 m/s in
velocity provides a rise in the jump distance by 6 to 12.8
cm (Bridgett and Linthorne, 2006; Hay, 1986).
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Studies focused on building a model to predict
jumping distance related to run up velocity often used
linear or nonlinear equations (Fukasiro and Wakavama,
1992; Hay and Miller, 1985; Lees, et al., 1994,
Mikhailov, Yakunin, & Aleshinsky, 1981; Tiupa,
Aleshinsky, Primakov, & Pereverzev, 1982). Most of
these models were developed on a limited number of top
athletes so models could predict non-acceptable
jumping distance for extrapolated data. For instance, the
nonlinear model of Mikhailov et al. (Mikhailov, et al.,
1981) predicted a jumping distance of 44.25m for 10m/s
run-up velocity. Some of these models had high
accuracy estimations for low run-up velocities while
others had better accuracy for high run-up velocities.
Bayraktar and Cilli investigated a linear model, using
328 wvalid trials of 73 athletes during official
competitions, which had better estimations for both
lower and higher values (Bayraktar and Cilli, 2018).

The results of the studies showed that more sensitive
and reliable models were needed. Linear or non-linear
models did not have sufficient estimations for the wide
range of velocity values. Recently, however, more
advanced non-linear systems based on artificial
intelligence have been used for modeling processes
instead of linear approaches. Ofoghi et al. used machine
learning techniques to develop approaches that predict
performance models at the Track Cycling Omnium
championships (Ofoghi, Zeleznikow, MacMahon, &
Dwyer, 2010). In 2017, machine learning techniques
were used to measure the hitting loads in tennis
(Whiteside, Cant, Connolly, & Reid, 2017). As of 2018,
there have been studies to estimate the performances of
athletes. In a study to estimate biathlon shooting
performances with the help of machine learning
techniques, the results of the 5th season were tried to be
accurately determined using the data of the previous 4
seasons (Maier, Meister, Trosch, & Wehrlin, 2018). The
predicted accuracy rate of the study remained at 62%. In
2019, a classification approach was presented to predict
the future success of potential young archers (Musa et
al., 2019). As the studies indicated, it was clear that
computers and especially machine learning (artificial
intelligence) techniques could be used at many points
that require experience from the choice of the athletes to
the training load and the estimation of their degrees.
Today, it is seen that ML techniques are used in many
areas of sports, from predicting results in team sports
(Bunker and Susnjak, 2022), to athlete health and injury
prevention (Eetvelde et al., 2021). Despite the
popularity of ML techniques in sports sciences recently,
any study has been found in which ML techniques are
used for prediction and modeling in the field of the long
jump. In this study, we used different machine learning
algorithms for estimating the jumping distance of male
long jumpers. Thus, besides introducing ML techniques
to the field of long jump, it has been tried to show that
successful results can be obtained as an alternative to the
techniques used in the past and based only on run-up
velocity. In addition, detailed analyses were made on

which ML approach could yield more successful results,
and information on the parameters used was given. After
determining the most successful model, we developed a
web application that trainers could use.

This paper is organized as follows. Section 2
presents the research methodology, in which the data,
analysis methods, and evaluation techniques are
explained. Section 3 provides a comparative analysis of
models. In Section 4, the results are discussed and
explained. The paper is concluded in Section 5.

2. Material and Methods

2.1. Participants

Data used in this study consisted of 328 valid trials
of 73 Turkish male athletes and were also used in the
study presented by Bayraktar and Cilli (Bayraktar and
Cilli, 2018). The average age of these long jumpers was
18.7 (£2.8) years old. All data were gathered from 11
competitions which were in the Turkish Athletic
Federation's official calendar. Data collection was begun
after the permission of the Turkish Athletic Federation
and the approval of the Sakarya University Ethics
Committee.

2.2. Research Design

The photocells were placed at 1, 6, and 11 meters
behind the takeoff board to determine athletes' running
times. For each jump, velocities V1, V2 and Vloss were
calculated for the sections 11m-6m, the 6m-1m, and the
difference between V2 and V1, respectively. In addition,
official jump distances were recorded.

2.3. Dataset

The information about the obtained data from 328
valid trials is given in Table 1. The average age of the
athletes, whose youngest is 14 years old and the oldest
28 years old, is 18.7. The average jumping distance of
all athletes is 6.30 meters. The V1 and V2 averages of
the athletes are 8.88 and 8.92 m/s, respectively.

Table 1. Mean and standard deviation values of the variables
for the samples.

Variables n  Mean (SD) Min Max

Age(year) 18.7 (2.80) 144 28.5
Jump Distance 6.30 (0.71) 4.53 7.74
V1 (mfs) 328 8.88(0.71) 7.08 10.89
V2 (mls) 892(054) 752 10.20
Vloss (%) 0.71(5.61) -1166 17.82
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Figure 1. Calculated correlation values between jumping
distance and variables.

As shown in Figure 1, correlation statistics were
calculated between jumping distance and variables. It
was found that the run-up velocity variables V1 and V2
had positive and strong relationships with jumping
distance. The correlation between age and jumping
distance was a positive and moderate relationship
(r=0.41, p>0.05). The correlation between velocity
losses and jumping distance was a negative and weak
relationship (r=-0.27, p>0.05).

2.4. Machine Learning Methods

In this paper, five popular machine learning
techniques were used: Artificial Neural Networks,
Ridge Regression, Decision Trees, K-Nearest Neighbors
Regression, Random Forest, and Gradient Boosting
Regression Trees. These modeling techniques were
briefly discussed below. In addition, for hyperparameter
optimization, the Grid Search technique was used to find
the most suitable one by trying different parameters. The
parameters evaluated during the training phase was
given in Table 2.

Table 2. Evaluated parameters of each machine learning
methods

Model Parameter Start Finish Increment
Hidden Layer 1 5 50 5
Neuron
ANN Hidden L 2
idden Layer 5 50 5
Neuron
Ridge Alpha 0.1 3 0.1
KNN Neighbors 1 20 1
Gradient Boosting Estimator 100 1000 100
Random Forest Estimator 100 1000 100

Artificial neural networks (ANN) are biologically
inspired mathematical techniques that can model
complex nonlinear functions (Haykin, 2009). We used
multilayer  perceptron (MLP) Neural Network
architecture with a backpropagation type supervised-
learning algorithm. MLP was used to generate

regression-type estimation models for numerical
variables (Hornik, Stinchcombe, & White, 1990).

ANN architecture used in the study was given in
Figure 2. The ANN had one input layer, two hidden
layers, and one output layer. The input layer was used to
receive the input data and the amount of the input layer
neurons was adjusted by the type and number of input
variables in the dataset. An output layer was used for
giving a probability vector for predictions. The hidden
layers were used for representing the input vector in a
more abstract form. To find the optimum number of
neurons for each hidden layer we tested different
numbers of neurons between 5 and 50 through an
iterative experimentation process. According to the test
results seen in Table 3, the most successful RMSE score
was obtained when 45 neurons were used in hidden
layers 1 and 2. Rectified Linear Unit (ReLU) activation
function was used for the hidden layers and the linear
activation function was used for the output layer. Mean
square error, which is the most commonly used
regression loss function, was selected as the loss
function. Adam optimizer was used in backpropagation
and the learning rate was selected as 0.001.

Input layer Hidden layer Hidden layer  Output layer

Figure 2. Graphical representation of the ANN architecture
developed for the research.

Ridge regression (RR), is a technique used to
calculate the approximate result of equations without a
unique solution. RR adds a bias to the conventional
regression calculation and reduces standard errors. In
ridge regression, the alpha value is used for the
regularization and it is selected as 1.9 in our model
(Figure 3).
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Figure 3. Alpha value vs. root mean squared error for ridge
regression.
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The k-nearest neighbors (KNN) algorithm is another
machine learning method that can be easily used to
calculate regression problems. In order to increase the
efficiency of the KNN model, we determined the
optimal value of the neighbor parameter used in the
model. In this research k value was selected as 12 and

Minkowski distance was selected as the similarity
measure (Figure 4).

Table 3. RMSE values for different neuron numbers of first and second hidden layers

Layerl/Layer2 5 10 15 20 25 30 35 40 45 50
5 0.3296 0.3350 0.3289 0.3431 0.3466 0.3412 0.3390 0.3338 0.3427 0.3314
10 0.3264 0.3286 0.3346 0.3235 0.3278 0.3360 0.3328 0.3374 0.3429 0.3406
15 0.4064 0.3166 0.3288 0.3216 0.3219 0.3304 0.3249 0.3359 0.3406 0.3279
20 0.7172 0.3372 0.3272 0.3449 0.3249 0.3297 0.3185 0.3233 0.3287 0.3245
25 0.3317 0.3222 0.3197 0.3410 0.3208 0.3441 0.3354 0.3277 0.3300 0.3385
30 0.3327 0.3149 0.3330 0.3181 0.3216 0.3304 0.3332 0.3319 0.3252 0.3361
35 0.3329 0.3332 0.3217 0.3259 0.3261 0.3255 0.3252 0.3232 0.3292 0.3312
40 0.3188 0.3385 0.3357 0.3271 0.3359 0.3331 0.3426 0.3284 0.3305 0.3255
45 0.3148 0.3333 0.3373 0.3201 0.3336 0.3272 0.3211 0.3239 0.3096 0.3251
50 0.3225 0.3161 0.3241 0.3128 0.3195 0.3194 0.3230 0.3174 0.3268 0.3142
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Figure 4. Number of neighbors vs. root mean squared error
for KNN.

Decision Trees (DT) can identify different patterns
by using dependent and various independent variables
as an alternative to regression models (Cox, 2002). The
decision tree approach generally establishes heuristic
models that make more accurate predictions. The first
and last nodes of the decision tree are called root and end
nodes, while intermediate nodes are called leaf nodes.
The variables in the nodes are checked with the training
data set. Starting from the root (the top node), the
decision tree algorithm creates the tree from the first
node to the end nodes by determining which variable to
be tested.

Random Forest algorithm is a very popular and
highly sensitive learning algorithm for classification and
regression tasks based on decision trees. A random
forest consists of a combination of trees created using a
random vector that is sampled independently from each
input vector (Breiman, 2001). The Random Forest
algorithm solves the over-fitting problems of decision

trees. Figure 5 shows the test results for parameters of
Random Forest algorithm.

Gradient Boosting Regression Trees (GBRT)
enables the optimization of arbitrary differentiable loss
functions by creating an additive forward stage-wise
model. A regression tree fits on the adverse gradient of
the specified loss function at each level. It is an accurate
and effective model that can be used for the problems of
classification and regression. The number of the
boosting stages is determined by an iterative
experimentation process. Gradient boosting is relatively
robust to over-fit, so a big amount generally leads to
better performance (in this study we used the 100
boosting stage). Figure 6 shows the test results for
parameter selection.
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Figure 5. Number of trees vs. root mean squared error for
random forest.
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Figure 6. Number of the boosting stages vs. root mean
squared error for GBRT.

3. Results

In the experiments, the performance of the methods
was evaluated using the 5-cross validation approach.
80% of the data was used for training and 20% for
testing in each fold and the experiments were repeated
for each test group. To evaluate the prediction successes
of algorithms, six error measurement techniques were
used. They are the most popular metrics for the accurate
evaluation of continuous variables.

Mean Absolute Error (MAE), without considering
direction, evaluates the mean errors in the predictions
set. It is the mean of the absolute difference between the
predicted values and observed values. Mathematically,
it is calculated using Eq. 1.

MAE = =37 |y; - 9| ()

Root mean squared error (RMSE) measures the
average error as quadratic. RMSE is the square root of
the average of squared differences between predicted
values and observed values. It is calculated using Eq. 2.

1

RMSE = |- m (v -9)° )

In addition, the results of the Mean Squared Error
(MSE), R? score, Explained Variance Score (EVS), and
Mean Squared Logarithmic Error (MSLE) metrics used
in different ML studies are also included.

In this part, the performances of the proposed
machine learning algorithms are evaluated. We
compared previously developed linear and nonlinear
models as well as machine learning techniques such as
artificial neural networks, ridge regression, decision
trees, K-nearest neighbors regression, random forest,
and gradient boosting regression trees. The prediction
results of the Nonlinear-1 model (Mikhailov, et al.,
1981) are quite different from the real values as
mentioned earlier. The estimations of the Nonlinear-2
model (Tiupa, et al., 1982) are slightly behind the results
of other estimation algorithms. Although the prediction
results of the Linear (Bayraktar and Cilli, 2018) model
are better than the previous non-linear models, its

success is below the machine learning techniques. The
results showed that the GBRT had the lowest error for
all used metrics (Table 4).

Table 4. Performance comparisons of machine learning
algorithms and other models for distance prediction of all 5-
folds average.

Model MSE RMSE MAE EVS MSLE R? 2;';2?
Linear 0.1225 0.3489 0.2732 0.7606 0.0025 0.7546 -
Non- 90008 30,03 20.82 -24.54 2.6422 -1818 -
Linear-1

Non- 5 1512 0.3861 0.2934 0.7570 0.0030 0.6975 -
Linear-2

ANN  0.0964 0.3096 0.2365 0.8110 0.0020 0.8061 2.885
Ridge 0.1127 0.3348 0.2643 0.7787 0.0023 0.7726 0.035

KNN  0.1082 0.3270 0.2520 0.7905 0.0023 0.7837 0.070
?fe"e's'on 0.1561 0.3907 0.2963 0.6823 0.0032 0.6736 0.049
Random
Forest

Graident
Boosting

0.0874 0.2952 0.2236 0.8287 0.0018 0.8235 0.789

0.0865 0.2930 0.2198 0.8323 0.0018 0.8238 0.280

The results of the GBRT algorithm for each fold
were shown in detail in Table 5.

Table 5. Results of GBRT algorithm for each fold.

FOLD MSE RMSE MAE EVS MSLE R?

1 0.09297 0.30491 0.23667 0.84040 0.00189 0.82985
0.06300 0.25099 0.19039 0.89252 0.00128 0.88677
0.10551 0.32482 0.22731 0.81141 0.00222 0.79088
0.09153 0.30254 0.24186 0.76458 0.00193 0.76055
0.07937 0.28172 0.20268 0.85237 0.00170 0.85101

a b~ wN

The closest and farthest predictions of each method
to the real data were given in Table 6. While the closest
estimate was made with GBRT, the farthest estimate
was made with the Nonlinear-1 method (Mikhailov, et
al., 1981).

Table 6. Maximum and minimum difference between actual
and predicted data

Algorithm Max. Min.

ANN 1.0550336  0.0020013
Ridge 0.9385549  0.0016124
KNN 1.4708333  0.0025000

1.3000000  0.0000000
Random Forest 0.9080000  0.0009000
Graident Boosting ~ 1.1547455  0.0000923
Linear 1.0223000  0.0001300
Nonlinear-1 39.3241981 20.4664035
Nonlinear-2 1.1759100 0.0028119

Decision Tree
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The results of the proposed models were compared
to the real data in Figure 7. Measured jumping distances
and predicted values were shown separately for each of
the linear and machine learning methods. The red color
indicated the measured distance, while the gray color
(dashed line) indicated the results of the prediction
methods. As can be seen in the graphs of machine
learning methods, the similarity of red and gray lines
was higher than the linear method. In addition, it was
seen that the similarity of the predictions made with the
GBRT algorithm to the real values was significantly
more.

Jumping Distance
Eonoe u @

Difference between actual and predict

Jumping Distance
B ow .

Jumping Distance
Eonoe w m

Jumping Distance
Ewom u ow

Jumping Distance
Eowoe
o

Athletes

———FReoiData = = = Decision Tree

Jumping Distance Jumping Distance
Eowoe ou @ P e N @

1 150
Athletes

ReIData = = = Gradent Boosting

Figure 7. Comparing the predictions to the observed data.

Figure 8 shows the differences between the observed
distances and predicted values for the GBRT method
(purple color) and the Linear model (dashed line). While
plotting the graph, the absolute differences between the
estimated results and the actual values for both methods
were ordered from largest to smallest. Therefore,
predictions which were close to zero were more
successful. It is obvious that the predictions yielded by
the GBRT method are more successful than the linear
method.

Athletes

Figure 8. Difference between predicted and observed jump
distances for Linear model and GBRT algorithm.

4. Discussion

The results of the study showed that besides the run-
up velocity values such as V1 (0.81) and V2 (0.82), the
age (0.41) parameter also had an effect on long jump
distance. In the literature, the velocity values in the last
10 meters were utilized by most researchers, and models
that could be expressed with a first-order or quadratic
equation were developed. (Bayraktar and Cilli, 2018;
Mikhailov, et al., 1981; Tiupa, et al., 1982).

In previous studies, a model was developed based on
the data and the accuracy of the model was tried to be
tested with the same data. However, in this study, 5-fold
cross validation technique was applied and 80% of data
were used for training and 20% of data were used for
testing in each fold.

In many studies, it was stated that increasing the
average speed would have a direct positive effect on
jump distance (Bridgett, et al., 2002; Hay, 1993; Hay, et
al., 1986; Lees, et al., 1994; Rahim, et al., 2020;
Takahashi & Wakahara, 2019). There were also studies
expressing the threshold velocity required for an athlete
to jump 8 meters (Linthorne, 2008; Moura, et al., 2005).
They argued that the horizontal velocity should be 10.5
m/s or 10.6 m/s. The common feature of all these studies
was that the distance increases as the run-up velocity
increases. Furthermore, these models did not contain
any statement that the age of the athletes also had an
effect on distance.

The fact that an action performed by a very complex
organism, such as a human being, cannot be explained
by a single phenomenon, is valid even in sports branches
that are completely individual. For this reason, many
physical and psychological researches are carried out in
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the literature even in individual branches. It is also a
well-known fact that physical and psychological
conditions are important factors that may affect the
outcome of the competition.

Nowadays, it is not realistic to explain these complex
cause-effect relationships with a simple mathematical
model. Instead, it is clear that the structure of artificial
intelligence, which can easily establish complex
relationships and solve complex models, should be
utilized in the estimation of results.

It was seen that the machine learning method
proposed in this study produced consistent results when
compared with the accurate results of linear models.
And also proposed model generated much lower errors
than the error rates of the linear model.

In addition a web application were developed with
the obtained results of this study using the Gradient
Boosting Regression Trees algorithm (Figure 9).
Trainers may use this application for athletes. When
they use the velocities for the 11m-6m section (V1), the
6m-1m section (V2), and age as the input parameters,
the program will produce an output (predicted jumping
distance) for them. The web link of the used models and
dataset is: https://github.com/mrtucar/LongJumpEstimation

5. Conclusions

In this study, a new method for the jumping distance
prediction of male long jumpers was proposed based on
a machine learning algorithm. To achieve the highest
efficiency, various regression algorithms were applied.
After the most successful model was determined, a web
application was developed that trainers can use.

» Predicted jumping distance : 7.57 m.

Gradient Boosting Regression Trees

V1 Velocity

10.29

V2 Velocity

10

Age

21

Figure 9. Developed web application.

It will be easier to calculate the “technical efficiency
index” (TEI) (Bayraktar and Cilli, 2018) using the
proposed method. With the help of the score calculated
as TEIl = 100 x Measured Distance / Estimated Distance,
trainers will be able to evaluate the status of their
athletes according to their jumps. Thus, athletes with a
score of less than 100 points, will need to increase their
technical skills. The trainers will be able to obtain the
TEI values with the help of the proposed method for

developing the exercises that will emphasize the
technical skills of the athletes.

Considering that records and grades are developed
with only a few centimeters today, it is clear that every
step taken to improve the athlete's technical skills is
valuable. Artificial intelligence applications, which have
started to enter all areas of life with developing
technology, will help coaches in many athletic events in
the near future.

Fuller et al. stated that using ML methods in studies
requiring physical activity such as sports branches has
not reached a sufficient level yet (Fuller et al., 2022).
They also stated that the increase in the number of
studies on the use of ML methods in sports fields by
using large and open datasets can contribute to the field.
Therefore, we consider our study to be a valuable
contribution in terms of utilizing and comparing
machine learning algorithms that are used for the first
time to estimate long jump distance. Furthermore, live
predictions of the jumping distance of individual jumps
could be attractive for broadcasting purposes.

It is considered that the estimation results of the
artificial intelligence model will increase with the
addition of body structure information and detailed
information of training.
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Oz

Koroner Arter Hastalif1 (KAH) diinya genelinde insanlarin hayatini kaybetmesine sebep olan en 6nemli hastaliklardan biridir. T1ip
alaninda yasanan gelismeler bu hastalifin tedavisini kolaylastirsa da risk faktorlerinin belirlenmesi ve degerlendirilmesinde hala
birtakim yetersizlikler s6z konusudur. Bu ¢alismada, KAH ile ilgili yaygin belirti ve sikayetleri olan bireyler gz dniine alinarak tanida
kullanilan gesitli risk faktorleri belirlenmistir. Ayrica bulanik uzman sistem yontemi kullanilarak bireylerin KAH risk diizeylerini tespit
etmek amaciyla bir yapay zeka sistemi gelistirilmistir. Tasarlanan sistem kural tabanli olup, bu kural tabani yapisi tip uzmanlarindan
edinilen bilgilerle olusturulmustur. Sistem, bireylerin hastalik riskini azaltmak i¢in kendi kendine risk degerlendirmesi ve
Ozellestirilmis Oneriler sunmaktadir. Bu sayede koroner arter hastaligindan muzdarip kisilerin sayisindaki artis dnlenebilir veya
geciktirilebilir.

Anahtar kelimeler: Bulanik uzman sistem, yapay zeka, risk degerlendirmesi, koroner arter hastaligi, bulanik mantik, kronik
hastaliklar.

Determination of Coronary Artery Disease Risk Level of Individuals by Fuzzy
Expert System Approach

Abstract

Coronary Artery Disease (CAD) is one of the most important diseases that cause people to die worldwide. Although developments in
medicine facilitate the treatment of this disease, there are still some inadequacies in identifying and evaluating risk factors. In this
study, various risk factors used in the diagnosis were determined by considering individuals with typical symptoms and complaints
related to CAD. In addition, an artificial intelligence system has been developed to determine the CAD risk levels of individuals by
using the fuzzy expert system method. The designed system is rule-based, and this rule-based structure was created with the knowledge
obtained from medical experts. The system provides self-risk assessment and customized recommendations to reduce individuals'
disease risk. In this way, the increase in the number of people who have coronary artery disease can be prevented or delayed.

Keywords: Fuzzy expert system, artificial intelligence, risk assessment, coronary artery disease, fuzzy logic, chronic diseases.

yasam siirmelerini saglamak i¢in artmaktadir. Tibbi

1. Giris (Introduction) gelismelerin de etkisiyle KAH tedavisi daha erisilebilir
hale gelse de, hastalar etkileyen bircok risk faktorii ve
Diinya ¢apinda yapilan aragtirmalara gore, kalp ve bu faktdrlerin birbiriyle iligkisi nedeniyle bu hastaligin
damar hastaliklar1 sebebiyle 2018 ile 2030 yillar teshisinde  giicliikler yasanmaktadir. Bir bireyin
arasinda yaklagik 23,6 milyon kisinin hayatin herhangi bir risk faktorii kotii olabilirken bir digeri ok
kaybetmesi beklenmektedir. Koroner Arter Hastaliginin iyi olabilir. Bu nedenle, cesitli risk faktdrlerinin
(KAH), ilgili hastalik grubu igerisinde en yiiksek 6lim kombinasyonu ve etkilesimi, risk faktorlerinin insanlar
oranina sahip oldugu belirtilmektedir (Sahan ve Gezer, tizerindeki etkisinin belirlenmesinde 6nemli bir rol
2021). Buna bagl olarak, giintimiizde, saglik sorunlari oynamaktadir.

ile ilgili bilimsel ¢aligmalar insanlarin daha saglikli bir
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Bilgisayar ve yazilim teknolojilerindeki gelismeler
hesaplamali analizler i¢in kullanilabilse de risk
faktorlerinin degerlendirilmesinde ve yorumlanmasinda
yeterince kullanilamamaktadir. Bunun temel nedeni, bu
teknolojilerdeki gelismelerin temelini klasik mantik
kurallarinin ~ olusturmasidir.  Geleneksel Dbilgisayar
teknolojisinin ortaya koydugu bu sinirlamalar nedeniyle
insanlar icin risk faktorlerini degerlendirmek ve
yorumlamak i¢in yogun insan emegi ve beyin giiciine
ihtiyag duyulmaktadir. insanlar aldiklari egitim, tecriibe
ve edindikleri bilgi ile bunun tistesinden gelirler (Y1ldiz,
2008).

Bulanik mantik ilk olarak 1960'larda Zadeh
tarafindan matematiksel bir modelleme yaklasimi olarak
gelistirilmigtir. 1970'lerde Mamdani ve Assilian, bir
buhar motorunu bulanik bir sistem modeli araciligiyla
kontrol  etmistir.  ilerleyen  yillarda  basarili
uygulamalarin ardindan bulanik mantiga olan ilgi artmis
ve ardindan 1989 yilinda uluslararasi bir ¢caligma ortami
olarak bulanik mantik miihendislik laboratuvarlari
kurulmustur (Abduljabar, 2011). Bulanik mantik ile
ilgili caligmalar sonraki yillarda da devam etmistir.
Ornegin, Allahverdi vd. (2007) koroner kalp hastalig:
riskini belirlemek i¢in bulanik bir uzman sistem
tasarlamistir. Sistem kullanicilara ~ yasamlari,
beslenmeleri ve ilag tedavisi alma durumu hakkinda
tavsiyelerde bulunmaktadir. Schuster vd. (2002) bir
karar destek sistemi araciligiyla bulanik mantik
kullanarak koroner kalp hastalig1 riskini
degerlendirmistir. Pal vd. (2012) klinik parametreleri
kullanarak bulanik uzman sistem yaklagimiyla KAH’1
incelemistir. Calisma kapsaminda, risk
degerlendirmesini desteklemek i¢in bulanik bir uzman
sistem gelistirilmistir. Khatibi ve Montazer (2010)
koroner kalp hastalig1 riskini degerlendirmek igin
bulanik bir kanitsal hibrit ¢ikarim motoru kullanmustir.
Bilgi birlestirme islemini gergeklestirmek icin kanitsal
birlestirme kurallar1 kullanilmistir. Muthukaruppan ve
Er (2012) KAH’1 teshis etmek icin bulanik uzman
sistem ve parcacik optimizasyonu yaklagimlarini igeren
hibrit bir sistem tasarlamistir. Bulanik kural tabani
olusturulurken karar agaclari kullanilmistir. Uyelik
fonksiyonlarmin  belirlenmesinde  ise  pargacik
optimizasyonu yaklagimindan faydalanilmigtir. Duarte
vd. (2006) miyokard perfiizyon sintigrafisi hastalarini
se¢mek i¢in bulanik kiime teorisi iizerine uygulanan
klinik-epidemiyolojik veriler ve kosu band1 testi
sonuglarini kullanmistir. Adeli ve Neshat (2010) kalp
hastaliginin teshisi i¢in Matlab yazilimi araciligiyla
bulanik bir uzman sistem tasarlamigtir. Sikchi vd. (2013)
kalp hastaliklar1 i¢cin genel bir bulanik uzman sistem
tasarlamistir. Bu sistem kalp hastaliklarinin teshisinde
destekleyici bir arag¢ olarak kullanilmistir. Parvin ve
Abhari (2012) kalp hastaligiin teshisi i¢in bulanik bir
veri tabani olusturmustur. Teshis i¢in kullanilan
verilerde belirsizlik oldugunda, bulantk mantik
yaklagimina dayali veri tabani karar vericilere dogru
veriler saglamistir. Maranate vd. (2015)
normallestirilmis bir agirlik vektoriine dayali bulanik bir

analitik hiyerarsi siireci kullanarak obstriiktif uyku
apnesi risk faktorlerine 6ncelik vermek i¢in bir ¢alisma
yapmugtir. Dominguez Hernandez vd. (2013) atipik
glandiiler hiicrelerde servikal kanseri teshis etmek igin
bir uzman sistem geligtirmistir. Sistem bulanik mantik
ve goriintii islemeye dayanmaktadir. Ug asamas1 vardir.
Bunlar risk teshisi, sitolojik bir goriintiiniin
yorumlanmast ve kanser Onciil yaralanmalarinin
belirlenmesidir. ~ Sistem, daha dogru tant i¢in
destekleyici bir ara¢ olarak kabul edilmistir.
Abdualimov ve Obrezan (2021) koroner arter hastaligini
tahmin etmede yapay zeka tekniklerinden yapay sinir
aglarimi  kullanmistir. Bu kapsamda, hastalarin
elektrokardiyografi ve koroner anjiografi sonuglarimi
kullanan bir yapay sinir ag1 tasarlanmistir. Bu yapay
sinir aginin ¢iktis1 ise koroner arter lezyonu varligi
olarak tanmimlanmistir. Faieq ve Mijwil (2022) kalp
hastalig1 teshisi i¢in destek vektoér makineleri ve yapay
sinir ag1 yontemini kullanarak tahmin uygulamasi
gerceklestirmigtir.  Her  iki  yontemin  tahmin
performanslar1 incelendiginde, koroner arter hastaligi
icin destek vektér makineleri yontemi ile yapilan
tahminin  dogrulugunun  daha yiksek oldugu
goriilmiistiir. Atomsa vd. (2022) koroner arter
hastaliginin teshisi i¢in bulanik mantik tabanli bir uzman
sistem gelistirmistir. Mamdani ¢ikarim mekanizmasina
sahip olan bu uzman sistem 174 kurali biinyesinde
barindirmaktadir. Gelistirilen bulanik uzman sistemin
performansini dlgmek amaciyla Nijeryada toplanan
veriler kullanilmistir.

Bulanik uzman sistem saglik, finans, imalat
alanlarinda siklikla kullanilmaktadir (Thani ve Kasbe,
2022; Matinfar ve Golpaygani, 2022; Abdulrahman vd.,
2014; Masoumeh vd., 2021; Hernandez-Vera vd., 2017;
Amelia vd., 2009). Saglik alanindaki c¢alismalar
incelendiginde, bu c¢aligmalarin hastalik teshisi iizerine
yogunlagtigir goriilmektedir (Thani ve Kasbe, 2022;
Matinfar ve Golpaygani, 2022; Atomsa vd., 2022;
Singla vd., 2020; Sikchi vd., 2013; Parvin ve Abhari,
2012; Muthukaruppan ve Er, 2012; Dominguez
Hernindez vd., 2013; Arab vd., 2021; Adeli ve Neshat,
2010). Bu calismada ise sinirli sayida galismanin yer
aldig1 koroner arter hastaligi risk belirlenmesi {izerine
yogunlagilmistir.

2. Materyal ve Metot (Material and Method)

2.1. Koroner arter hastaligi (Coronary artery
disease)

KAH diinyadaki &nemli kronik hastaliklardan
biridir. Koroner arterler olarak bilinen kalbi besleyen
atardamarlarin daralmasi veya tikanmasi sonucunda kan
akisinin kismen veya tamamen durmasiyla olusur. Bu
hastalik 6nceden fark edilmezse ve gerekli onlemler
almmaz ise kalpte emboli ve ritim bozukluklar
nedeniyle kan akiginin durmasina, kalp krizine ve 6liime
neden olabilir (Anonim, 2021). Dinyadaki 6liimlerin
¢ogu KAH’dan kaynaklanmaktadir. 2018 y1il1 verilerine
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gore, diinyadaki toplam oOliimlerin %16,6’s1 KAH
sebebiyle gerceklesmistir. Tiirkiye'nin de dahil oldugu
Avrupa bolgesinde ise bu oran %25,4’tiir (Ahcioglu ve
Yilmazel, 2021).

Calisma kapsaminda danisilan doktorlardan edinilen
bilgilere gore KAH risk faktérleri LDL, HDL,
hipertansiyon, sigara kullanimi, diyabet (tip 2), obezite
yani viicut kitle indeksi (BMI), fiziksel aktivite, yas ve
genetik yatkinlik olarak siniflandirilmigtir. Her bir risk
faktorii asagida agiklanmistir (Babacan Abanonu vd.,
2009):

e Distik yogunluklu lipoprotein kolesterol
(LDL): Caligmalar, LDL'nin koroner kalp
hastaliklar1 i¢in en kritik faktér oldugunu
gostermigtir.  LDL  degerinin  diismesinin
koroner kalp hastalig: riskini azaltacagi ileri
stiriilmiistiir. LDL kolesterol diizeyi diisiik olan
kisiler — sigara, diyabet, obezite veya
hipertansiyon  gibi  diger yiiksek risk
faktorlerine sahip olsalar bile bu hastalik i¢in
risk diizeylerinin diistik oldugu
gozlemlenmistir. Amerikan Kalp Dernegi
tarafindan yapilan ¢alismalar sonucunda elde
edilen verilere gore, LDL kolesterol diizeyi 130
mg/dL'nin {izerinde olan kisilerin KAH
acisindan yiiksek risk tasidigi gozlemlenmistir.

e Yiksek yogunluklu lipoprotein kolesterol
(HDL): Saglik iizerine yapilan arastirmalara
gore bireylerin HDL kolesterol diizeyleri ile
KAH olma riskleri arasinda ters bir iligki
oldugu ortaya konmustur. Diisik HDL
kolesterol seviyeleri (40 mg/dL'den diisiik)
KAH igin riskli iken, daha yiiksek seviyelerin
(60 mg/dL'den yiiksek) kalbi koruyan faktorler
arasinda oldugu ortaya konmustur.

e Hipertansiyon: KAH"n en kritik risk faktorleri
arasindadir. Tim koroner arter vakalarmin
%35'1 hipertansiyondan kaynaklanmaktadir.

e  Sigara kullanimi: Sigara igmek KAH riskini 2-
3 kat artinr ve diger risk faktorleri ile
birlestiginde bu risk diizeyinin ¢ok daha fazla
artmasma neden olur. Sigara i¢enlerde kalp
krizine bagli olim erkeklerde 2,7 Kkat,
kadinlarda ise 4,7 kat artmaktadir.

e Diyabet: Diyabet, KAH ig¢in bir diger dnemli
risk faktoriidiir ve riski erkeklerde iki Kat,
kadinlarda dort kat artinir. Diisik HDL ve
yiksek LDL, diyabetli kisilerde KAH'a yol
acan mekanizmalar arasindadir. Bu nedenle
diyabet hastalarinin LDL degerinin daha diisiik
bir seviyede (<100 mg/dL) tutulmasi gerektigi
yapilan ¢aligmalar ile ortaya konmustur.

e Obezite (BMI): Amerikan Kalp Dernegi
tarafindan yapilan bir calismada obezitenin
KAH i¢in en kritik risk faktdrlerinden biri
oldugu goriilmiigtiir. Yapilan ¢aligmalar,
koroner kalp hastaliklar: riskini azaltmak igin
hafif bir kilo kaybmm bile énemli oldugunu
gostermektedir.

o Fiziksel aktivite: Yetersiz fiziksel aktivite, riski
ortalama olarak iki katina ¢ikarmaktadir.
Diizenli fiziksel aktivitenin LDL kolesterol
diizeyini azalttigi, HDL kolesterol diizeyini
yiikselttigi ve kan basmcmi disiirdiigi
goriilmektedir.

e Yas: Koroner kalp hastaligi riski yagla birlikte
artar. Kadinlarda 55, erkeklerde 45 yasindan
sonra Onemli Olclide bir risk artis1 soz
konusudur.

e Aile Oykiisi: Bireyin Dbirinci  derece
akrabalarinda koroner kalp hastaligi olaymin
varligi riski artirmaktadir. Kisi diger risk
faktorlerini ortadan kaldirsa bile bu risk her
zaman mevcuttur.

2.2. Bulanik uzman sistem yapisi (Fuzzy expert
system structure)

KAH tanisi i¢in karar verme asamasinda kurulacak
bir sistemde bulanik mantik ilkelerinin uygulanmasi,
klasik mantik ilkelerinin olumsuz yonlerini ortadan
kaldiracaktir. Klasik mantigin temeli olan kiime
teorisinde bir nesne ya bir kiimeye aittir ya da degildir.
Boylece klasik kiimeler i¢in iiyelik derecesinin ya 1 ya
da 0 oldugu sdylenebilir. Baska bir {iyelik derecesi
diisliniilemez. Bu durum hastalarin risk diizeylerinin
belirlenmesinde hatalara yol agmaktadir. Ote yandan,
bulanik kiime teorisinde iiyelik derecesi 0 ile 1 arasinda
degerler alabilir. Diger bir deyisle iiyelik derecesi [0, 1]
aralig1 arasinda degerler alir ve p(x) olarak gosterilir.
Bu, bireylerin risk diizeylerini belirlemede daha dogru
sonuglar verir (Dobric ve Zarkovic, 2021; Karimi vd.,
2022).

Bulanik uzman sistem, belirsizliklerin, g¢eligkilerin
ve dilsel ifadelerin bilgisayar ortaminda islenmesini
saglayan bir yapay zeka teknolojisidir. Bir bulanik
sistem dort unsurdan olusur; bulaniklagtirma, bilgi
tabani, ¢ikarim mekanizmasi ve durulagtirma. Bulanik
uzman sistemin ana yapisi Sekil 1'de gosterilmektedir.
Bu sistemin ilk adimi girdi degiskenlerini belirlemek ve
girdi degerlerini bulaniklastirmaktir. fkinci adim, uzman
bilgisi araciligiyla bir bilgi taban1 olusturmaktir. Giris ve
cikig degerleri arasindaki iligkiler bu adimda belirlenir.
Uzman bilgisi kullanilarak olusturulan kurallara dayali
olarak elde edilen degerler, {igiincii adim olarak ¢ikarim
mekanizmasinda islenir. Son olarak, net degerlerin elde
edilmesi i¢in bulanik c¢ikti degerleri, durulagtirma
birimine gonderilir (Singla vd., 2020; Arab vd., 2021).

Girdi degiskenlerinin iiyelik fonksiyonlari, uzmanlar
tarafindan edinilen bilgiler kullanilarak olusturulmustur.
Bu calismada, bu bilgileri temsil etme kabiliyeti en
yiiksek olan iiggensel ve yamuksal iiyelik fonksiyonlar1
kullanilmistir. Uggenin késeleri olarak iicgen iiyelik
fonksiyonu i¢in a1, a; ve as olmak {iizere {i¢ parametre
vardir. a, b, ¢ ve d, yamuk iiyelik fonksiyonunun koseleri
olarak dort parametreye sahiptir. Bu iyelik
fonksiyonlaria uygun iiyelik derecesi belirleyebilmek
icin (1) denklemindeki formiillerden yararlanilir.
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Bilgi tabani, bulanik mantik kontrolii ile dilsel
ifadelerin kullanilmasini saglayan bir ara yiizdiir. Veri
taban1 ve kural tabani olmak ftizere iki kisimdan
olugmaktadir. Veri tabani, giris ve ¢ikis degerlerinin
dilsel tanimlarini, iiyelik fonksiyonlarini, degiskenlerle

ilgili bilgileri ve bulanik mantik kontroliinde kullanilan
bulanik fonksiyonlarin tanimlarini kapsar. Kural tabani
ise KAH i¢in uzmanlar tarafindan belirlenen denetim
kurallarini igerir. Bu kurallar, KAH’n girdi ve ¢ikt1

Bilgi Tabani

Veri tabam

-—— - ——

Kural tabani

-

—-——— - ———

Girdi Bulaniklagtirma

Cikarim
mekanizmasi

Durulagtirma Cikt1

Sekil 1. Bulanik uzman sistemin yapisi (Structure of the fuzzy expert system)

,xSalvex2a3]

x—aq

a4 <x<a

u(X;) = az—a; ! z
as—x

— ,a, <x<a

aa—ay 2 3

parametreleri arasindaki mantiksal iligkileri agiklar. “if-
then” komutlar1 kurallar1 olusturur.

Cikarim birimi, kontrol fonksiyonunun yiiriitildiigii
ve karar verme siirecinin gergeklestigi yapidir. Bilgi
tabanindan elde edilen kurallar ve bulaniklagtirma
arayiiziinden elde edilen bulanik girdiler islenerek karar
verilir. Segilen mantiksal ¢ikarim mekanizmast ile karar
verildikten sonra net olmayan sonuglar elde edilir
(Singla vd., 2020; Arab vd., 2021). Bilginin modelleme
tirtine gore kural tabaninda farkli ydntemler
kullanilmaktadir. Bunlar Mamdani, Sugeno,
Tsukamoto, Larsen, Sen, Zadeh, Dines-Rescher ve
Godel yontemleridir. Bu yontemlerden bazilari spesifik
bir alana yonelmisken bazilar1 ise daha genis bir
kullanim alanina sahiptir (Ozkan, 2018). Ozellikle
Mamdani ve Sugeno yontemleri yaygm kullanim
alanina sahiptir. Bu iki yontemde girdi degiskenlerinin
bulaniklastirilmasi ve bulanik mantikla ilgili islemler
benzerdir. Ikisi arasindaki fark iiyelik fonksiyonudur.
Mamdani yonteminde, kurallar min operatoriinden
gecirildikten sonra her kuralin ¢ikt1 iizerinde ne kadar
etkili oldugu sonucuna wvarilir. Bu c¢iktilarda max
operatorii kullanildiktan sonra bulanik sonug elde edilir.
Sonug olarak bir bulanik kiime elde edilir. Sugeno
yontemi ise girdi degiskenleri bulanik bir kiime
olmasina ragmen kesin bir ¢ikti verir (Vukadinovic,
2013).

0 ,X<avex=d
= ,a<x<b
b—-a
ux) = L bersc (1)
a-x ,c<x<d
d_

Cikarim mekanizmasindan elde edilen bulanik
degerler, durulastirma ara yiizli vasitasiyla net degerlere
doniistiiriiliir. Durulagtirmanin farkli yontemleri vardir.
Bunlardan en sik kullanilani agirlik merkezi yontemidir.
Burada, iiyelik fonksiyonu ile sinirlandirilan alanin
agirlik merkezi, en belirgin parca degeri olarak
tanimlanir. Son olarak elde edilen deger sistemin
ciktisidir ve yiizde olarak KAH risk seviyesini verir.

2.3. Uygulama (Implementation)

Bulanik uzman sistem, MATLAB programi bulanik
mantik ara¢ kutusu kullanilarak gelistirilmistir. Bulanik
uzman sistemin ilk adimi girdi ve ¢ikti degerlerinin
belirlenmesidir. Sistemde dokuz girdi degiskeni ve bir
cikti degiskeni vardir. Girdi parametrelerinin ve g¢ikti
parametresinin degerleri doktorlardan edinilen bilgilere
gore olusturulmustur. Girdi degiskenleri ve bunlara ait
ornek bir iiyelik fonksiyonu Tablo 1 ve Sekil 2°de, ¢ikti
degiskeni ve tiyelik fonksiyonu ise Tablo 2 ve Sekil 3°de
gosterilmistir.

Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 153-160 156



low medium high

Sekil 2. Obezite (BMI) faktoriiniin iiyelik fonksiyonlar
(Membership functions of BMI factor)

v medium high

= 1 1 n 1

Sekil 3. KAH risk seviyesinin iiyelik fonksiyonlari
(Membership functions of CAD risk level)

Tablo 1. Girdi degiskenleri (Input parameters)

Girdi degiskeni ~ Aralik degeri  Bulanik kiime ad1
0-100 Diisiik
90-140 Orta
LDL
130-500 Yiiksek
0-45 Diisiik
40-65 Orta
HDL 60-300 Yiiksek
Hipertansiyon 0 Hayir
1 Evet
0-7 Diisiik
Sigara kullanimi 4-18 Orta
(glinliik adet) 12-100 Yiiksek
Diyabet 0 Hayir
(Tip2) . Evet
0-25 Diisiik
(BMI) 24-30 Orta
28-40 Yiiksek
0-90 Diisiik
Fiziksel aktivite 80-170 Orta
(haftalik, dakika) 160-250 Yiiksek
240-400 Cok Yiiksek
0-40 Diisiik
35-55 Orta
Yas 45-100 Yiiksek
I, 0 Hayir
Aile oykiisii 1 Evet

Tablo 2. Cikt1 degiskeni (Output parameter)
| Cikt1 degiskeni Aralik degeri  Bulanik kiime ad1 |
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0-35 Diisiik
30-70 Orta
60-100 Yiiksek

KAH risk seviyesi
(%)

Degiskenler arasindaki iliskileri anlamak i¢in tiyelik
fonksiyonlart belirlendikten sonra bulanik kural tabani
olusturulmustur. Uygulama i¢in olusturulan bulanik
modelin kural tabani tamamen uzman bilgi ve
deneyimlerine dayali olarak olusturulmustur. Mevcut
girdi degiskenlerinden besi ti¢ bulanik kiimeye, biri dort
bulanik kiimeye, diger {igii ise iki bulanik kiimeye
ayrilarak aralarindaki etkilesimden 7776 kural elde
edilmistir. Giris ve ¢ikis degerlerini kullanan 6rnek
kurallar Sekil 4'de verilmistir.

Tasarlanan sistemde c¢ikarim mekanizmasi olarak
Mamdani yaklagimi kullanilmistir. Bir operatorlii tiim
kurallar ~ igin  sistemde  girislerin  mantiksal
kombinasyonlar1 olusturulmustur. Ayrica kurallarin
toplama iglemi i¢in max yontemi kullanilmistir. Cikarim
sonucu elde edilen bulanik degerler durulastirma
iinitesine gonderilerek gercek sayilara
doniistiiriilmiistiir. Durulastirma alt sisteminde agirlik
merkezi yontemi kullanilmistir.

3. Bulgular ve Tartisma (Findings and
Discussion

Sistemdeki degiskenlerin yiizey gdriintiileyici
ornekleri Sekil 5 ve Sekil 6'da verilmistir. Sekil 5, LDL
ve HDL degiskenlerinin koroner arter hastaligi risk
seviyesine olan etkisini ifade ederken Sekil 6. ise BMI
ve LDL degiskenlerinin koroner arter hastaligi risk
seviyesine olan etkisini gdstermektedir.

CAD-Rizk-Level

Sekil 5. LDL ve HDL faktorlerine ait yiizey goriintiisii
(Surface viewer of LDL and HDL factor)

157



80

60 .-

i IR

CAD-Risk-Level

20
40

=00

200

100
Bl

LDL

Sekil 6. BMI ve LDL faktorlerine ait ylizey goriintiisii
(Surface viewer of BMI and LDL factor)

Tasarlanan sistem ayrica bireylerdeki KAH risk
diizeyini azaltmak icin kisisellestirilmis ipuclar1 ve
oneriler de saglar. Ornek girdi verilerine karsilik gelen
%83 KAH risk seviyesi i¢in kisisellestirilmis ipuclar1 ve
Oneriler 6rnegi Tablo 3'te sunulmustur.

1484, If (LOL is low) and (HOL is high) and (smoking 1s low) and (BMI is high) and (age is high) and (diabetes is no) and (hypertension is no) and (Genetic-Predisposition is no) and (Physical-Activity is low) then (CAD-Risk-Level is medium) (1) A
1485, If (LDL Is low) and (HOL s high) and (smoking s low) and (BMI is high) and (age is high) and (diabstes is no) and (hypertension is no) and (Genetic-Predisposttion is no) and (Physical-Activity is medium) then (CAD-Risk-Level is low) (1)

1486, If (LOL is low) and (HOL is high) and (smoking is low) and (BMIis high) and (age is high) and (diabetes is no) and (hypertension is no) and (Genetic-Predisposition is no) and (Physicak-Activity is high) then (CAD-Risk-Level is low) (1)

1487 If (LOL is low) and (HOL is high) and (smoking is low) and (BMIis high) and (age is high) and (diabstes is no) and (hypertension is no) and (Genetic-Predisposition is yes) and (Physical-Activity is low) then (CAD-Risk-Level is medium) (1)

1488, If (LOL is low) and (HOL is high) and (smoking is low) and (BMI is high) and (age is high) and (diabetes is no) and (hypertension is no) and (Genetic-Predisposition is yes) and (PhysicakActivity is medium) then (CAD-Risk-Level is low) (1)

1489 If (LDL is low) and (HOL is high) and (smoking is low) and (BMIis high) and (age is high) and (diabetes is no) and (hypertension is no) and (Genetic-Predisposttion is yes) and
1490. If (LOL is low) and (HOL is high) and (smoking is low) and (BMIis high) and (age is high) and (diabetes is no) and (hypertension is yes) and (Genetic-Predisposttion is no) and
1481 If (LDL is low) and (HOL is high) and (smoking is low) and (BMI is high) and (age is high) and (diabstes is no) and (hypertension is yes) and (Genetic-Predisposttion is no) and (Physical-Activity is medium) then (CAD-Risk-Level is low) (1)

1492. If (LOL is low) and (HOL is high) and (smoking is low) and (BMIis high) and (age is high) and (diabetes is no) and (hypertension is yes) and (Genetic-Predisposttion is no) and (Physicak-Activity is high) then (CAD-Risk-Level is low) (1)

1493 If (LDL is low) and (HOL is high) and (smoking is low) and (BMI is high) and (age is high) and (diabetes is no) and (hypertension is yes) and (Genetic-Predispostion is yes) and (Physical-Activity is low) then (CAD-Risk-Level is medium) (1)

1494 If (LOL is low) and (HOL is high) and (smoking is low) and (BMI is high) and (age is high) and (diabetes is no) and (hypertension is yes) and (Genetic-Predispostion is yes) and (Physical-Activity is medium) then (CAD-Risk-Level is medium) (1)
1495 If (LOL is low) and (HOL is high) and (smoking is low) and (BMI s high) and (age is high) and (diabetes is no) and (hypartansion is yes) and (Genetic-Predispostion is yes) and (Physical-Activity is high) then (CAD-Risk-Level is low) (1)

1496. If (LOL is low) and (HOL is high) and (smoking s low) and (BMI is high) and (age is high) and (diabetes is yes) and (hypertension is no) and (Genetic-Predispostion is no) and (PhysicakActivity is low) then (CAD-Risk-Level is medium) (1) v

Physical-Activity is high) then (CAD-Risk-Level is low) (1)

(
(
(Physicak-Activity is low) then (CAD-Risk-Level is medium) (1)
(

< >
If and and and and
LDLis HOL s smoking s BMlis age’s
B A n ow ow A
medium medum medium |medium medium
high high high Ihigh high
none none none lnone none
v v | v | v v
[ Jnot [ Jnot [ Jnot [ Inot [ not
Connection Weight:
Oor
© and 1 Delete rule Add rule Change rule « >

Sekil 4. Tasarlanan sistemin kural tabanindan bir kesit (A section from the rule base of the designed system)

Tablo 3. Kisisellestirilmis Oneriler 6rnegi (Example of
customized recommendations)

Bireyin koroner arter hastaligi risk diizeyi %83'tiir. Bu
nedenle, birey yiiksek bir risk diizeyine sahiptir. Kardialji
(kalp agris1) ve tagikardi (kalp ¢arpintisi) koroner arter
hastaliginin  belirtileri olabilir. Bireyin koroner arter
hastalig1 risk degerinin yiiksek olmasi, bireyin koroner arter
hastaligi hastast olma olasiliginin yiiksek oldugunu
gosterir.

Kolesterol seviyelerini dengeler ve fiziksel aktiviteler
gerceklestirirseniz  koroner  arter  hastaligi  riskini
azaltabilirsiniz. Sonuglari doktorunuzla paylagmali ve
riskinizi tartismalisiniz. Doktorunuz size yardimci olacak
ve bazi tibbi muayeneler isteyecektir. Vakit kaybetmeden
once elektrokardiyografi (EKG) yaptirmalisiniz. Riskinizi
azaltmak i¢in acele etmelisiniz.
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4. Sonuclar (Conclusions)

Bu c¢aligmada, bireylerin KAH risk diizeyini
belirlemek i¢in bulanik uzman sistem gelistirilmistir.
KAH'a neden olan faktorlerin etki diizeyleri ve birbirleri
tizerindeki etkileri ¢esitli belirsizliklere sahiptir. Bu
nedenle uzman sistem tasarlanirken bulanik mantik
yaklagimi kullanilmigtir. Ayrica bulanik kiimeler ve
kural tabani olusturulurken uzman doktorlardan edinilen
bilgi ve deneyimlerden faydalanilmistir.

Gelistirilen sistem, bireyin ilgili tibbi verileri
araciligryla bireyin KAH risk degerini yiizde olarak
vermektedir. Ayrica, riski azaltmak icin
kigisellestirilmis Oneriler de sunmaktadir. Tasarlanan
sistem sayesinde bireyler KAH risk diizeylerini
degerlendirebilir ve bu riski azaltabilir. Sistem kolay,
anlagilir ve hizli oldugu i¢in rahatlikla kullanilabilir.
Ancak bu sistem hastane testleri veya doktor
muayenelerinin yerini almay1 amaglamamaktadir.
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Bulanik uzman sistem yaklasimi, gelecekte farkli
kronik hastaliklarla ilgili ¢alismalarda kullanilabilir.
Tiim kronik hastaliklar dikkate alinarak bireylerin
toplam kronik hastalik risk diizeyinin belirlenmesi ileri
bir ¢aligma olarak disiiniilebilir.
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Oz

Gliniimiizde lojistik ve deniz ulasimma dayanan ticaret olduk¢a 6nem kazanmistir. Buna dair olusan trafik g6z oniine alindiginda
gemi ¢esitlerinin siniflandirilarak ayrigtirilmasi, tasima, depolama maliyetleri agisindan ve giivenlik konusunda 6nem arz etmektedir.
Deniz tizerinde farkli gorevleri icra etmekte olan gemilerin siiflandirtlmasi bu calismada ele alinarak, derin dgrenme yontemleri
sayesinde yiiksek dogrulukta bir gemi smiflandirma yapilabilmesi i¢in gemi goriintiileri veri kiimesi olusturulmustur. Veri
kiimesinden elde edilen icerigi ifade ederken ozniteliklerin daha yiiksek seviyeden anlamsal olarak zengin olmasindan dolayi, klasik
makine 6grenmesi yontemine kiyasla derin 6grenme ¢alismamizda tercih edilmistir. Derin 6grenme modellerinin egitiminde ve test
edilmesinde kullanilmak {izere bu veri kiimesi agik kaynakli Internet sitelerinden ag kazima (web scraping) yontemi sayesinde ¢esitli
gemi gorlintiilerinin edinimi ile olusturulmustur. YOLOvVS5 ve Xception derin 6grenme modelleri egitilerek en uygun smiflandirma
bagarimi elde edilmistir. Deneyler sonucunda her iki model ile yaklasik olarak %96 ila %99 arasi dogruluk oraninda basarim
degerine ulasilmigtir. Varilan bilimsel bulgulara ve tartismaya ¢aligmamizda yer verilmektedir.

Anahtar kelimeler: Derin Ogrenme, Gemi Siniflandirma, Goriintii Isleme.

Deep Learning based Ship Variants Classification Using Different Scale Images

Abstract

Nowadays, trade based on logistics and sea transportation has gained importance. Considering the traffic related to this, the
classification and discrimination of ship types are important in terms of transportation and storage costs, and safety. The
classification of ships performing different tasks on the sea is handled in this study, and a ship image dataset has been created in
order to make a high accuracy ship classification thanks to deep learning methods. It is preferred in our deep learning study in
comparison to the classical machine learning method, as the features are semantically richer as the higher level, while expressing
content from the dataset. It was created by the acquisition of various ship images thanks to the web scraping method. YOLOV5 and
Xception deep learning models were trained to obtain the most appropriate classification performance. As a result of the experiments,
an accuracy rate of approximately between 96% and 99% was achieved with both models. Scientific findings and discussion are
included in our study as well.

Keywords: Deep Learning, Ship Classification, Image Processing.
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1. Giris (Introduction)

Sayisal goriintiller kullanilarak yapilan gemi
smiflandirilmasi, denizlerdeki trafigin yonetilmesi ve
izlenmesi, giivenlik kontrol uygulamalar1 gibi bir¢cok
alanda  kullanilmaktadir. Gemi siiflandirma
problemleri i¢in zor olan nokta; ¢ok cesitli gemilerin
olmasi ve bazi gemilerin birbirine ¢ok benzemesidir.
Bunlarin yani sira, iyi bir veri kiimesi elde edebilmek
de ayr1 bir problemdir. Gemi tanima ve siniflandirma
amaciyla sablon eslestirme uygulamalarinda anahtar
noktalarin elde edilmesi i¢in betimleyici 6zniteliklerin
olusturulmasinda  Olgekle  Degismez  Oznitelik
Doniigiimii (Scale-Invariant Feature Transform, SIFT)
yontemi (Lowe, 2004) elde ettigi Oznitelik ve
eslestirmeler bakimindan yiiksek bir basarim sonucu
verememektedir.

Dolapc1 ve Ozcan'in 2021 yilindaki caligmasinda;
gemi gorlintiilerinin bloklarinin da melez &znitelik
vektorleri ile temsil edilmesi gerceklestirilerek, Apache
Spark'daki  makine Ogrenmesi yontemleri ile
kullanilarak goriintiilerin siniflandirilmasi saglanmastir.
Naif Bayes, Karar Agaglar1 ve Rastgele Orman
yontemleri kullanilarak siniflandirma gergeklestirilmis,
kiimeleme mimarisi ile ¢ok daha hizli bir siniflandirma
sonucunda gelistirdikleri melez yontem ile %99,62
orani1 elde etmislerdir (Dolapci ve Ozcan, 2021).

Derin 6grenme i¢in olusturulan modeller, katmanl
yapilar1 sayesinde veriden elde edilen O6zniteliklerin
temsili 6grenme (representation learning) yoluyla alt
seviye Ozniteliklerden yola ¢ikarak daha iist seviyede
Ozniteliklerin igerildigi haliyle anlamli bilginin elde
edilmesini  otomatik  bir  bigimde  saglamay1
hedeflemektedir. Derin 6grenme alaninda temel
taslarindan  biri  olarak  evrisimli sinir aglan
(convolutional neural networks, CNN) (LeCun vd.,
1989) smiflandirma problemlerinde saglamis oldugu
Oznitelik  soyutlamast  tabanli  temsili dgrenme
nedeniyle  yiksek  basarim  elde  edilmesini
saglamaktadir. Evrigsimli sinir aglar1 (ESA) 6znitelik
elde edilmesini otomatiklestiren giiclii yeteneklere
sahip olan bir yapidir. Calismamizdaki gemi
smiflandirma ve tanima i¢in ESA tabanli sinir agi
modelleri olan iki model kullanilmaktadir. Bu yapilar,
calismadaki on ¢ farkli sinifa ait gemilerin
smiflandirilmasinda giiglii birer siniflandirict ve gemi
tipi ayrigtiricisi olarak kullanilmistir.

Literatlirdeki benzer bir ¢aligma olarak Zhenzhen
ve arkadaglarinin gerceklestirdigi (Zhenzhen vd., 2019)
¢alisma incelendiginde elde edilen basarim degerleri ve
smiflandirilmak istenen gemi ¢esitlerinin sayisinin
yetersiz  oldugu goriilmiigtir. Bu nedenle ilgili
calismadan farkli olarak yeni bir veri kiimesi
olugturulmus, YOLOvS (Jiang vd., 2022) derin
0grenme mimari modeli ve 6n egitimli Xception
(Chollet, 2016) derin 6grenme mimari modeli 6grenme
transferi (transfer learning) yoluyla egitilerek sonuglari
en uygun smiflandirma sonug¢ kararinin verilebilmesi
icin kullanilmigtir. Deneylerdeki gergeklestirilen egitim

sonucunda derin 6grenme mimari modelleri olarak
YOLOvV5 ve Xception modelleriyle yaklasik %96 ila
%99 arasinda dogruluk orami olarak basarim elde
edilmistir. Calismamiz bes boélimden olusmaktadir.
fkinci boliimde, c¢alisma kapsaminda olusturularak
deneylerde kullanilan gemi goriintiileri veri kiimesinin
detaylar1 verilmektedir. Uciincii boliimde ¢alismadaki
materyal ve yontemlerin hakkinda bilgiler verilerek,
deneylerde kullanilan derin 6grenme modellerinin
teknik detaylarina yer verilmektedir. Dordiincii
bolimde deneylerden elde edilen nicel sonuglar, bu
sonuglara dair yorumlamalar ve derin sinir ag1 mimari
modellerinin  kiyaslamalar1  verilmektedir. Besinci
boliimde sonuglar iizerinden varilan bilimsel bulgular
degerlendirilerek yapilan tartigmaya yer verilmistir.

2. Veri Kiimesi (Dataset)

Teknolojinin de gelismesiyle birlikte denizcilik ve
gemi liretiminde de gelismeler hizla devam etmektedir.
Hizla gelisen denizcilik faaliyetleri, farkli gorevler i¢in
farkli gemilerin iretilmesini gerektirmektedir. Genel
olarak bakildiginda sivil ve askeri olmak iizere iki
farkli gemi ¢esidi bulunmaktadir. Daha detayl
incelendiginde sivil gemiler; yolcu gemisi, yiik gemisi,
konteyner gemisi ve kargo gemisi tipi bulundugu
goriilmektedir. Bunlarin haricinde askeri gemiler ise;
firkateyn, destroyer, ugak gemisi, deniz alt1 olmak
iizere alt tiirlere ayrilmaktadir. Calismamizda sekiz
farkli savas gemisi ve bes farkli sivil gemi olmak {izere
toplamda on {ii¢ farkli tipte gemi simiflandirilmast
gerceklestirilmigtir.

Derin 6grenme modelleri 6n egitimsiz oldugunda
egitimin saglikli olarak basarimini artirmak igin
oldukca fazla veriye ihtiya¢ duyulmaktadir. Internet
sitelerinde bulunan cesitli ¢esitli halka agik goriintii
veri kiimeleri goz Oniine alindiginda veri sayisinin az,
veri Kalitesinin yetersiz ve dengeli olmayan veri
dagilimma sahip veri kiimelerinin  bulundugu
goriilmektedir. Bu sorunu ¢6zmek adma Python
programlama dili igin gelistirilen HTTP/1.1 altyapisini
kullanarak dogrudan sorgu ciimleleri belirtmeye ve
POST verisini kodlamaya gerek kalmadan kullanimi
saglayan “requests” (Reitz, 2022) ve HTML/XML
dosyalarindan veri ¢ekmeye yarayan ve ayristirma agag
yapisin1 diizenleme, arama ve yonetmede kullanilan
“BeautifulSoup” (Richardson, 2021) kiitiiphaneleri
sayesinde iStock (Livingstone, 2000), Unsplash (Cho,
2013), Pexels (Obrecht, 2014), Gettylmages (Getty,
2007) Vessel Finder ve Marine Traffic (Lekkas, 2007)
Internet sitelerinden ag kazima (web scrapling)
yontemi ile 13 farkli smif ig¢in 22.900 adet goriinti
kullanilmistir. Bu goriintiilerden 20.300 adeti egitim
geri kalan 2.600 adet ise test verisi i¢in kullanilmustir.
Bu verilerin YOLOvS modeli egitimlerinde
kullanilabilir hale gelebilmesi adma "Labellmg"
(Rosenfeld vd., 2015) isimli bir programla nesneleri
iceren referans bilgi halinde etiketlenmesi (annotation)
gerekmektedir. Veri kiimesindeki tiim goriintiiler
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icerdikleri nesnelere gore bu yontem ile etiketlenmistir.
Sekil 1’de veri kiimesindeki verilerin siniflara gore

dagilimi goriilmektedir.

Veri kimesi dagilirmi
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wontainerships  tankers corvettes  destroyers bulkers auisers

frigates  submarines aircraft fast-attack ferries carge mine-warfare
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Sekil 1 Veri kiimesi siniflarin dagilim grafigi (Bar chart plot for ship variant dataset classes)

3. Materyal ve Yontemler (Material and
Methods)

Sayisal goriintiiler ile gemi siniflandirma ve tanima
probleminin ¢oziilebilmesi i¢in ilk olarak veri kiimesi
izerinde etiketleme ve On isleme adimlart
tamamlanmistir. On isleme asamasinda, ag kazima
(web scraping) ile elde edilen 30.416 adet veri
incelenmistir. Elde edilen bazi goriintiilerin boyut ve
¢ozlnirlik degerleri uygun olmadig1 goriilmiis ayrica
elde edilen veri kiimesi iizerinde incelemeler yapilarak
gemi i¢i, sahil ve miirettebat gibi geminin
algilanmasin1 ~ zorlagtiranlar  tespit  edilerek  veri
kiimesinden silinmistir. Bu 06n igleme asamasi
sonucunda 22.900 adet goriintii igeren bir veri kiimesi
elde edilmigtir. Bu sayede verilerin deneylerde
kullanilan sinir ag1 modellerinin girdi bi¢imine uygun
hale gelmesi saglanmistir. Sonraki asamadaysa ESA
tabanli YOLOv5 ve Xception modelleri i¢in egitim
gerceklestirilmistir. Bu boliimde deneylerde kullanilan
bu modellerin teknik detaylarindan bahsedilmektedir.

3.1. Evrisimli Sinir Ag1 Tabanli Modeller (Models
Based on Convolutional Neural Network)

Caligmamizdaki deneylerde kullanilmak {izere
Xception ve YOLOv5 modelleri programatik yoldan
olusturularak, girdi verisi ¢aliymamizdaki veri
kiimesindeki goriintiiler olacak sekilde bu modellere
verilmistir. Literatiirdeki kullanim amaciyla Xception
modeli, "ImageNet" isimli 1.000 siifli biiyiik bir veri
kiimesiyle egitildiginden dolayr 6n egitimli olarak

kullanilarak 6znitelik elde etme, egitim transferi
(transfer learning) ve ince ayarlama (fine tuning)
acisindan deneylerimizdeki simiflandirma gorevlerinin
basarimmi artirmaktadir.  ImageNet, temel aldigi
hiyerarsinin her bir diigiimiiniin yiizlerce ve binlerce
goriintiiyle gosterildigi WordNet hiyerarsisine gore
diizenlenmis bir goriintli veritabanidir. YOLOVS
modeli danismanli egitim (supervised learning) tabanl
calistigi icin etiketli veriye ihtiyag duymakta, eger
etiketli veri smiflar1 yeterince iyi tanimlanmigsa
bagarimi artmaktadir. Egitim ortaminin
olusturulmasinda Tensorflow v2.0 (Abadi vd., 2016),
Keras v2.8.0 (Chollet, 2016), Numpy (Harris vd.,
2020), Pandas (Daniel, 2018) PyTorch 1.10.0 (Lorica,
2017) kitiiphaneleri kullanilarak veri isleme agamalar
gerceklestirilmistir.

Calismamizda egitimi gergeklestirilen ilk model
Xception tabanlidir. Bu model goriintiilerden 6znitelik
elde etmek i¢in evrisim katmanlari, boyut indirgemek
amaciyla azami biriktirme (max pooling) katmanini ve
tim bu 6zellikleri birlestirmek igin ise tam baglh (fully
connected) katmanlar1  kullanmaktadir.  Bunlarin
disinda normalizasyon ve diizenleme islemleri igin de
cesitli katmanlar tercih edilmistir. Bunlara ek olarak
her evrisimli ve tam bagl katmanlarda dogrusal
olmayan olan diizenlilestirilmis dogrusal birim
(Rectified Linear Unit, ReLU) aktivasyon fonksiyonu
secilmistir. Gelistirilen bu model Xception tabanlidir
fakat bazi kisimlar1 degistirilmistir. Caligmaya 6zgii
siniflandirma islemi i¢in temel alinan modelin tam
bagli katmanlar1 devre dig1 birakilmistir. Bunun yerine
iki boyutlu genel ortalama biriktirme
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(GlobalAveragePooling2D) katmani ve Yogun (Dense)
katmanlar1 modelin sonuna eklenerek Xception
tarafindan elde edilen Oznitelik haritas: indirgenerek
algilayici  ag1 bigimindeki tam bagli katmana
smiflandirilmak iizere gegirilmistir, bu yolla gemi
simiflandirma problemi igin uygun bir model elde
edilmistir.

Calisma kapsaminda egitimi gergeklestirilen ikinci
model YOLOVS tabanlidir. YOLO (You Only Look
Once) goriintiileri bir 1zgara sistemine bdlen nesne
algilama tabanli bir yapidir (Jiang vd., 2022).
Izgaradaki her hiicre, kendi igindeki nesneleri
algilamaktan sorumludur. YOLO, hafif siklet bir model
bliylikligiine sahip oldugundan ve veri iyilestirme
sagladig1 i¢in hiz1 ve dogrulugu oldukc¢a yiiksek, en
tinlii nesne algilama modellerinden biri olarak kabul
edilmekte (Jiang vd., 2022), Xception’dan farkli olarak
smiflandirilan nesnelerin konumlarmi da
belirlemektedir. YOLOv5 modelinin  mimarisini
yakindan bakilacak olursa gorsel verilerden Oznitelik
elde etmek i¢in evrisim katmanlarini, boyut indirgemek
icin de azami biriktirme katmani kullanilmakta, fakat.
Xception’dan farkli bir yapida tasarlanmigtir (Chollet,
2016).

Calismamizdaki YOLOv5 modelinin farkli alt
modelleri mevcuttur. Bunlar belirlenmek istenilen
nesnelerin boyutlarina bagh olarak tercih edilmektedir.
Tespit edilen nesne olarak gemi haricinde kalan diger
nesneler arka plan nesneleri olarak simiflandirilmastir.
Gemi tanima ve siniflandirma problemine uygun olarak
rota Olgekli ve biiyilk olgekli modeller ile egitim
islemleri gerceklestirilmistir. Basarim ve smiflandirma
Olciitlerine bakildiginda biiylik dlgekli modelin daha
basarili oldugu goriilmektedir. Gergeklestirilen ¢aligma
kapsaminda biiyilk 06lgekli modelinin  kullanilmast
uygun gorillmistiir. Buna istinaden elde edilen deney
sonuglarinda 13 adet gemi sinifinin yani sira arka plan
sinifina ait degerlerde elde edilmistir.

4. Deneysel Sonugclar (Experimental Results)

Deneylerde kullanilan gériintiiler, egitim ve test
asamalarinda kullanilmak lizere ayrilmistir.
Deneylerde, 20.300 adet goriintii verisi ile egitilen
derin Ogrenme modellerini test etmek ig¢in veri
kiimesinde ayirmis oldugumuz her bir smif i¢in 200
adet goriintiiden olugan toplam 13 smif i¢in 2.600 adet
veri ile test iglemleri gerceklestirilmistir. Bu test
islemleri sonucunda elde edilen ortalama dogruluk
orant YOLOVS5 igin %96,6 iken Xception modeli igin
%99,44  olarak  bulunmustur. Test sonuglarini
derinlemesine inceledigimizde; bazi savas gemilerinin
birbirlerine benzerliginden dolayr basarim orani
kategori bazinda ortalamanin altinda kalmistir. Girdi
goriintiileri farkli Internet sitelerinden edinildigi igin
farkl1 6l¢eklerde ve ¢oziiniirliiklerde olmaktadir. Bunlar
ozellikle YOLOV5 ve Xception modelleri igin uygun
Olcek ve coziintirliiklere indirgenerek girdi goriintiileri
kiimesine eklenmislerdir. YOLOV5 i¢in deneylerde

kullanilan renkli ti¢ kanal (Kirmizi-Yesil-Mavi, RGB)
girdi goriintlisii ¢Oziintirligii 640x640 iken, Xception
icin 299x299 ¢oziiniirliktedir.

Calismamizda bilgi elde etme kuramindaki nesnel
oOlgiitler olarak, duyarlik (precision) ve anma (recall)
Olgiitleri  deneydeki  modellerin  basarimlarinin
Olciilmesinde ve degerlendirilmesinde kullanilmistir.
Bu dlciitlere batigimizda; her gemi smifi igin
hesaplanarak sonuglar incelenmistir. Bu 6lciitlerde
siklikla kullanilan belirli nesnel 6lgiimler géz Oniine
almir. Buna gore dogru pozitif (true positive, TP),
dogru negatif (true negative, TN), yanls pozitif (false
positive, FP) ve yanlis negatif (false negative, FN)
Olgtimleri  belirli kiyaslama yapilacak olgiitlerin
hesaplanmasinda da kullanilmaktadir. Duyarlik olgiitii
pozitif olarak tahminlenen degerlerin kag¢ tanesinin
gercekten de pozitif degerli oldugunu ifade etmektedir
ve Esitlik (1) ile verilmektedir (Karasulu, 2018).

Duyarlik = TP|/(TP|+ |FP|) (1)

Anma 0lc¢itii ise ilgili modelin pozitif olarak tahmin
etmesi gerekirken ne kadar degeri pozitif tahmin
ettigini gosterir ve Esitlik (2) ile verilmektedir
(Karasulu, 2018).

Anma = [TP|/(TP|+|FN|) @)

Dogruluk orani 6l¢iitli, bir modelin basarimini
6lgmede kullanilan en genel Slgiittiir, fakat tek basina
yeterli kani olugmasina yardimci olamayabilir. Bu
nedenle diger olgiitleri de g6z Oniine almak gerekir.
Dogruluk orani 6lgiiti, Esitlik (3) ile ifade edilmektedir
(Karasulu, 2018).

Dogruluk = (TP|+[TN|)/(TP|+|FP|+TN|+|FN|) (3)

Fl-skoru ise duyarlik ve anma'nin harmonik
ortalamasi olarak ifade edilir. Yukarida bahsi gecen
oOlgiitler ondalik say1 olarak veya yiiz ile genisletilerek
yiizdelik oran olarak da literatiirdeki caligmalarda
kullanilabilmektedir. Bu boélimde her iki modelin
bagimsiz deneysel sonuglarina nesnel olgiit degerleri
iizerinden yer verilmektedir.

YOLOvS5 modelinin egitim islemlerinden sonra
yapilan test islemlerinde yiiksek bir dogruluk oraninda
basarima sahip oldugu gézlemlenmektedir. Buna gore;
test igleminde 50 egitim yineleme (epoch) sonucunda
ortalama olarak %96,6 dogruluk orani, %93,6 duyarlik,
%93,6 anma degerleri elde edilmistir. Smiflandirma
problemi i¢in yapilan egitim esnasinda 0,0092 kayip
degerine kadar inen bir iyilestirme s6z konusudur.
Tablo 1'de YOLOVS igin deneyler sonucunda elde
edilen gemi tiirlerine ait nesnel dlgiit degerleri yiizdelik
oran olarak gosterilmistir. Ozellikle bu tabloda
Xception modeli ile YOLOv5 modelinin daha kolay
karsilastirilabilmesi i¢in deneylerimizde kullanilan 13
gemi smifi izerinden bir gésterim yapilmistir. Tabloda
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goriildiigi tizere en yiiksek dogruluk oranina sahip olan
“Aircraft” gemi ¢esidi olmustur. Bunun baslica sebebi
goriintli icerisinde oransal olarak daha fazla miktarda

Ozniteligin bu gemi
olmasidir.

cesitleri icin tespit edilmis

Tablo 1. YOLOVS ile bulunan gemi gesitleri igin nesnel 6lgiit degerleri (Objective metric values for ship variant detected by YOLOV5)

Gemi Cesitleri Duyarlik Anma Dogruluk orani
Aircraft %99,1 %97,0 %99,4
Destroyer %88,9 %88,9 %94,7
Containership %98,5 %97,9 %99
Bulker %96,2 %90,4 %95
Cargo %96,2 %97,5 %97,8
Corvette %87,4 %87,3 %92,1
Frigate %85,1 %87,7 %93
Submarine %97,9 %94,1 %99,3
Cruiser %88,6 %94,7 %93,8
Tanker %93,8 %94,2 %97,6
Ferrie %96,2 %97,2 %99,1
Mine-warfare %94,1 %98,0 %299,2
Fast-attack %93,0 %91,3 %95,6
Biitiin Siiflar igin Basarim %093,6 %093,6 9096,6

Ortalama Degerleri

YOLOV5 modelinin deneyler sirasinda ilgili gemi
smiflarin1  ayrigtirirkken simif farkliliklarint ne kadar
dogru bir bicimde ortaya koyarak smiflandirma
yaptigin1 yukarida bahsi gegen TP, FP, TN, FN tipi
Olgiilere gore ilgili dagilimin nasil olduguna dair

normalize edilmis ¢apraz tahmin matrisi (confusion
matrix) olarak Sekil 2'de verilmektedir. Ayni1 veri
kiimesiyle egitimi gergeklestirilen Xception modelinin,
YOLOvVS modeline gore smiflandirma sonucu daha
basarili olmustur.

Gercek Etiket
Aircraft Bulker Cargo Containership Corvette Cruiser Destroyer Fast- Ferrie Frigate Mine-  Submarine Tanker Arka
attack warfare Plan
Aircraft 0,97 0 0 0 0 0,01 0 0 0 0 0 0 0 0,02
Bulker 0 0,90 0,01 0,01 0 0 0 0 0 0 0 0 0,01 0,07
Cargo 0 0,01 0,97 0 0 0 0 0 0 0 0 0 0 0,02
Containership 0 0 0 0,97 0 0 0 0 0 0 0 0 0 0,02
Corvette 0 0 0 0 0,84 0 0,01 0,04 0 0,05 0,01 0 0 0,03
Cruiser 0 0,01 0 0 0,01 0,94 0,03 0 0 0,01 0 0 0 0,05
Tahminlenen Destroyer 0 0 0 0 0,02 0,03 0,88 0 0 0,05 0 0 0 0
Etiket Fast-attack 0 0 0 0 0,03 0 0 0,90 0 0 0 0 0 0,02
Ferrie 0 0 0 0 0 0 0 0 0.87 0 0 0 0 0.07
Frigate 0 0 0 0 0,06 0,01 0,06 0 0 0,87 0 0 0 0,13
Mine-warfare 0 0 0 0 0 0 0 0,02 0 0 0,98 0 0 0
Submarine 0 0 0 0 0 0 0 0 0 0,01 0 0,97 0 0
Tanker 0 0,01 0,02 0 0 0 0 0 0 0 0 0 0,95 0,02
Arka Plan 0,03 0,07 0,00 0,02 0,04 0,01 0,02 0,04 013 001 0,01 0,03 0,04 0,02

Sekil 2 YOLOV5 modeline ait normalize edilmis ¢apraz tahmin matrisi (Normalized confusion matrix for YOLOV5 model)

Egitim esnasinda yapilan 50 egitim yineleme
(epoch) adimi sonunda ortalama olarak Xception
modeliyle %99,44 dogruluk oraninda basarim degeri
elde etmistir. Normalize edilmis ¢apraz tahmin matrisi
incelendiginde, bazi gemi tiirlerinin birbirlerine
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benzemesinden dolayr  basarirm  oram1  diisiik
goziikmektedir. Xception modeline ait normalize
edilmis ¢apraz tahmin matrisi Sekil 3'te gortilmektedir.
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Gergek Etiket

Aircraft Bulker Cargo Containership Corvette

Aircraft 0,98 0 0 0

Bulker 0,005 0,97 0 0

Cargo 0,005 0,01 1 0
Containership 0 0,01 0 1

Corvette 0 0 0 0

. Cruiser 0 0 0 0
Tahﬁl:n }ﬁlenen Destroyer 0 0,005 0 0
(L Fast-attack 0 0 0 0
Ferrie 0,005 0,005 0 0

Frigate 0,005 0 0 0
Mine-warfare 0 0 0 0
Submarine 0 0 0 0

Tanker 0 0 0 0

0

0

0

0
0,87
0,015
0,015
0,035

0
0,035
0,025
0,005

0

Cruiser Destroyer Fast-  Ferrie Frigate Mine- Submarine  Tanker
attack warfare
0,01 0 0 0 0 0 0,005 0
0 0 0 0 0 0,005 0 0,02
0 0 0 0 0 0 0 0,01
0 0 0 0 0 0 0 0,005
0,005 0 0,015 0 0,03 0 0,005 0
0,955 0,03 0,005 0 0,02 0 0 0
0,03 0,935 0,005 0 0,02 0,005 0 0
0 0 0,96 0 0 0 0 0
0 0 0 1 0 0 0,005 0
0 0,035 0 0 0,925 0 0 0
0 0 0,015 0 0,005 0,99 0 0,005
0 0 0 0 0 0 0,985 0
0 0 0 0 0 0 0 0,96

Sekil 3 Xception modeline ait normalize edilmis ¢capraz tahmin matrisi (Normalized confusion matrix for Xception model)

Yukaridaki nesnel Olgiitleri kullanilarak her bir
gemi  tiri  smifi  igcin  bu  hesaplamalari
gerceklestirdigimizde sonuglar yiizdelik oran olarak
asagida verilen Tablo 2’ deki sekilde olmaktadir.
Tabloda goriildigii tizere en yliksek dogruluk oranina
sahip olarak “Containership” ve "Ferrie" gemi ¢esitleri
olmustur. Bunun baglica sebebi goriintii icerisinde
oransal olarak daha fazla miktarda 6zniteligin bu gemi
gesitleri icin tespit edilmis olmasidir. Deneylerde

kullanilan her iki modele ait normalize edilmis ¢apraz
tahmin  tablolar1 ve nesnel Olgiit tablolari
incelendiginde, tasarimsal olarak derin &grenmenin
gemi siniflarinin  diizglin  bir bi¢imde ayristirilarak
dogru olarak smiflandirilmasinda uygun bir arag
oldugunu gostermektedir. Bagarimin veri bilyikliigiine
dogru orantili olarak arttigi goériilmektedir. Modelden
modele basarim oranlarinin belirleyici bir unsur oldugu
anlasilmaktadir.

Tablo 2. Xception ile bulunan gemi gesitleri igin nesnel 6l¢iit degerleri (Objective metric values for ship variant detected by Xception)

Gemi Cesitleri Duyarlik Anma Dogruluk orani
Aircraft %98 %98 %99,73
Destroyer %92 %94 %98,88
Containership %99 %100 %99,88
Bulker %97 %97 %99,54
Cargo %98 %100 %99,81
Corvette %94 %87 298,58
Frigate %93 %93 %98,85
Submarine %99 %98 299,85
Cruiser %93 %95 299,12
Tanker %100 %96 %99,69
Ferrie %99 %100 %99,88
Mine-warfare %95 %99 %99,54
Fast-attack %96 %96 %99,42
Biitiin Siniflar i¢in Bagarim %096,38 %096,38 9%099,44

Ortalama Degerleri

Elde edilen sonuglar, bu tarz bir gergek zamanli
gemi sinifi ayristirma ve siniflandirma goérevi igin her
iki model de kullanilabilir oldugu gosterse de Xception
modeli daha yiliksek bagarim gostermesi nedeniyle
tercih edilebilir konumdadir.

4. Sonuglar (Conclusions)

Egitilen her iki model igin tablolarda verilen
sonuglar incelendiginde her iki modelin de yaklagik
%96 ila %99 aras1 dogruluk oraninda basarim degerleri
elde ettigi goriilmektedir. Elde edilen sonuglar
modellerin smiflandirma adma oldukga kararli ve
basarimlarinin yiiksek oldugu anlagilmaktadir. Her iki
modelde de dikkat edilmesi gereken nokta; "Corvette",
"Destroyer" ve "Frigate" tipindeki gemilere dair
smiflarin ¢apraz tahmin matrisinde ve nesnel o6lgiit
degerlerinin diger siniflara gore ortalamanin altinda
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deger aldigidir. Bunun nedenine baktigimizda ilgili
gemilerin birbirine olduk¢a ¢ok benzemesidir. Bunun
Ontine gecebilmek icin iki yontem denenebilir; veri
kiimesindeki veri sayisini artirmak veya her iki modele
de Uzun Kisa Siireli Bellek (Long Short Term
Memory, LSTM) katmanlar1 eklenerek islenen veri
icersindeki uzun siireli bagimliliklara (veri bloklar
aras1 dolayl iligkilere) dair ¢ikarimlarin yapilabilmesi
olarak bir ¢6ziim ifade edilebilir. Gemilerin boyutlarina
ve ortamin durumuna gore bir analiz yapilacak olursa;
veri kiimesinde bulunan goriintiiler arasinda gece
cekilen, goriintii kalitesi diisiik ve gemilerin kiiciik
goziiktiigii goriintiiler de bulunmaktadir. Nesnel 6lgiit
degerleri incelendiginde, ortam veya gemi boyutunun
belirli bir boyuta kadar kiigiilmesi tahmin islemini
aksatmamaktadir. Yapilan c¢alismada klasik makine
O0grenmesi yontemine kiyasla, derin 6grenme modelleri
kullanilmas1 sayesinde, igerigin anlamsal olarak
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zenginlestirilmesi saglanarak literatiirdeki benzeri
calismalara gore daha yiliksek bir basarim orani elde
edilmistir. Ileriki calismalarimizda sistemin topluluk
(ensemble) olusturacak sekilde birden ¢ok modelin
melezlenmesiyle bagarimin iyilestirilmesi
hedeflenmektedir.
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Abstract

Recent advancements in advanced neural networks have given rise to new adaptive learning strategies. Conventional learning strategies
suffer from many issues, such as slow convergence and lack of robustness. To fully exploit its potential, these issues must be resolved.
Both issues are related to the step-size, and momentum term, which is generally fixed and remains uniform for all weights associated
with each network layer. In this study, the recently published Back-Propagation Algorithm with Variable Adaptive Momentum
(BPVAM) algorithm has been proposed to overcome these issues and improve effectiveness for classification. The study was conducted
on various hyperparameters based on the grid search approach, then the optimal values of hyperparameters have trained these
algorithms. Six cases were considered with varying values of the hyperparameter to evaluate the impact of the hyperparameter on the
training models. It is empirically proven that the convergence behavior of the model is improved in terms of the mean and standard
deviation for accuracy and the sum of squared error (SSE). A comprehensive set of experiments indicated that the BPVAM is a robust
and highly efficient algorithm.

Keywords: Adaptive neural networks; Hyperparameter; Steady-state error; Optimization.

Grid Arama Yoluyla Monotonik Olmayan Hiperparametre Planlama Sisteminin
Yardimeir Ogrenimi

Oz

Geligmis sinir aglarindaki son gelismeler, yeni uyarlanabilir 6grenme stratejilerine yol agmistir. Geleneksel 6grenme stratejileri, yavas
yakisama ve saglamlik eksikligi gibi bircok sorundan muzdariptir. Potansiyelinden tam olarak yararlanmak i¢in bu sorunlarin
¢oziilmesi gerekir. Her iki konu da adim boyutu ve genellikle sabit olan ve her ag katmaniyla iligkili tiim agirliklar i¢in tek tip kalan
momentum terimi ile ilgilidir. Bu galigmada, bu sorunlarin iistesinden gelmek ve siniflandirma etkinligini artirmak i¢in yakin zamanda
yaymlanan Degisken Uyarlanabilir Momentumlu Geri Yayilim Algoritmast (BPVAM) algoritmast 6nerilmistir. Caligma grid arama
yaklasimina dayali olarak cesitli hiperparametreler iizerinde yliriitiilmiis, daha sonra hiperparametrelerin optimal degerleri bu
algoritmalar1 egitmistir. Hiperparametrenin egitim modelleri tizerindeki etkisini degerlendirmek igin hiperparametrenin degisen
degerlerine sahip alti durum ele alindi. Modelin yakinsama davranisinin, dogruluk i¢in ortalama ve standart sapma ve karesel hatanin
toplami1 (SSE) agisindan iyilestirildigi deneysel olarak kanitlanmistir. Kapsamli bir deney seti, BPVAM'nin saglam ve yiiksek verimli
bir algoritma oldugunu gosterdi.

Anahtar Kelimeler: Uyarlanabilir sinir aglari; Hiperparametre; Kararli durum hatasi; Optimizasyon.

2019), object detection (Erol et al., 2018) (Rahman et

1. Introduction al., 2020), images classification (Sharma et al., 2018)
. (Patel et al., 2019), medical diagnosis (Sarvamangala

Advanced Adaptive Neural Networks (AANNS) are and Kulkarni, 2022) (Yu et al., 2021) (Houssein et al.,
the latest developments for classification that have 2021), etc (Demircan Keskin et al., 2022) (Giiney et al.,
shown their effectiveness in solving different problems 2022) (Gemirter and Goularas, 2021). Recently,

in various domains. For instance, AANNSs are employed
for pattern recognition (Jain et al., 2018) (Jain et al.,

* Corresponding Author. Recieved : 03 Aug 2022
E-mail: alaa.hameed@istinye.edu.tr Revision : 09 Sep 2022
Accepted : 12 Sep 2022


https://orcid.org/0000-0002-8514-9255

AANNSs have gained more attention due to their
applicability to large datasets in an efficient manner.

Machine learning models required training samples
to learn the patterns in the data. The performance of the
machine learning models is evaluated using a cost
function. It will determine how accurately a model
learns patterns from data. In addition, the model has
many hyper-parameters that should be selected to
minimize the cost function. The learning process is
repeated over several epochs to obtain an optimal set of
these parameters, generally termed learning. Therefore,
the choice of the cost function is subjective as it depends
on the model and the training data (Hinton et al., 2012)
(Mestres et al., 2017). There are various methods that
can be employed for training the neural networks,
however, gradient-based methods are most commonly
used due to their simplicity and efficiency. It aims to
reduce the gradient of the cost function to obtain optimal
weights during training (Krizhevsky et al., 2012) (Park
et al., 2020). Although neural networks are prevalent,
several issues must be addressed to carry out the training
process smoothly (Hertel et al., 2020) (Sandha et al.,
2020) (Sun et al., 2022). The most common issues
include vanishing and exploding gradients (Bengio et
al., 1994) (Glorot and Bengio, 2010.) and overfitting
(Liu et al., 2021).

Another problem that can affect the neural network’s
performance is the presence of local minima. This
situation may occur when training the model on a large
dataset using more complex models. The gradient
descent algorithm may face a gradient vanishing
problem if it gets stuck in local minima. In addition,
selecting an optimal learning rate is crucial for obtaining
good accuracy for the model. Research has shown that
too small value for the learning rate results in slow
convergence of the model. In contrast, if a large value of
learning rate is selected, then it may cause the model to
skip the global optima (Jagtap et al., 2020) (Jin et al.,
2022).

Recent research has shown that instead of using a
fixed learning rate, an adaptive learning rate offers faster
convergence with good accuracy (Seong et al., 2018)
(Yanetal., 2020). Moreover, a large learning rate should
not be used, which can lead to super-convergence and
have regularizing effects (Smith and Topin, 2019).

The literature review reveals that researchers have
proposed different solutions to the gradient vanishing
problem (Liu et al., 2021). For instance, adding a
momentum term can accelerate the weight updating
processing that may help the model to push out of the
local optima. The momentum term will keep changing
the weights continuously with an appropriate ratio.
During the training, it is possible that the derivative of
the cost function produces zero value. Even in such a
situation the model continues to update weights using
the previous iteration’s values of the cost function
(Sutskever et al., 2013). It is interesting to note that
during learning it is not possible to determine whether
the solution obtained is optimal or reached a local. In

both cases, the model will stopped as there will be no
change in the parameter values over consecutive
iterations. The model depends on several parameters
that affect its performance. Learning rate (LR) also
known as step-size is one of the crucial parameters. Fine
tuning LR plays crucial role in obtaining optimal
solution. Selection of a small value may allow the model
to reach the optimal solution very slowly. In contrast, a
large value may allow the model to reach the optimal
solution faster. However, there is a trade-off between
selection of a large/small value with the optimal
solution. Therefore, care must be taken in selection of
this crucial parameter. This problem can be solved using
a scheduled rate. The most commonly used technique is
to multiply the gradient with a constant during training
of the model. The main issue with such technique is that
the LR may not scale well during training. There are
various solutions proposed to overcome this problem,
such as time-based techniques where the LR is altered
as the training proceeds (Li and Arora, 2019). Some
other techniques, such as Adagrad and RMSProp are
also proposed to solve this problem. These techniques
apply adaptive optimization on the LR to adapt its value
during the training (Duchi JDUCHI and Singer, 2011)
(Reddi et al., 2019) (Yi et al., 2020). Some research
proposed to combine both adaptive optimization
adaptive LR schedules to further improve the accuracy
of the model. However, these methods only apply a
function in such as way that it decreases the LR as the
model training proceeds. The main drawback of such
techniques is that it may stuck in local minimum due to
small gradient changes (Rumelhart et al., 1986) (Sohl-
Dickstein et al.,2014).

Other advanced techniques to solve these
bottlenecks include different activation functions
(Klambauer et al., 2017) (Nair and Hinton, 2010), batch
normalization (loffe and Szegedy, 2015), novel
initialization schemes (He et al., 2015), and dropout
(Srivastava et al., 2014). The main drawback of these
methods is the higher computational overhead, which
limits the performance improvements in terms of CPU
cost, convergence rate, and optimal error.

The most common techniques for optimizing the
deep neural networks (DNN) include batch gradient
(BGD) and stochastic gradient descent (SGD)
algorithms. BGD is usually slower and is more suitable
for a small size dataset. On the other hand, SGD is faster
and is more suitable to process large size data. Typically,
SGD produces less reliable results which may also lead
to bad convergence. In (Yang, 2021), authors proposed
a new method based on the Kalman filter for better
optimization of the network using adaptive filtering. The
method employed the historical state of the
optimization, which helped reduce the estimation
variance in the SGD algorithm. This led to faster
convergence and resulted in better gradient direction
estimation even in the presence of noise.

Other gradient-based methods, such as adaptive
gradient methods (AGMs), can also be employed to
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optimize nonconvex problems in machine learning,
specifically deep learning. In (Tong et al., 2022), two
improvements of AGMs are proposed to enhance the
model's accuracy further. It was observed that the
anisotropic scale of the adaptive learning rate (A-LR)
has high variations across multiple dimensions of the
nonconvex optimization problem. This variation may
lead to slower convergence and the model may get stuck
in the local minima. The literature shows that a number
of research are dedicated to improving the AGMs using
A-LR. Another main bottleneck that plays vital role in
obtaining the optimal accuracy is finding optimal values
for its hyperparameters used in the A-LR. In some
works, authors proposed adding activation functions in
A-LR such as softplus function for AGM’s
improvement. Two such methods, namely SADAM and
SAMSGRAD are also proposed to improve the model
accuracy. Results showed that SAMSGRAD exhibit
faster convergence than the AMSGRAD under various
conditions such as nonconvex, non-strongly convex, and
Polyak-tLojasiewicz conditions.

Another adaptive gradient descent algorithm that is
commonly used in backpropagation (BP) for training
feed-forward neural networks (FFNNs) is called Adam.
The Adam algorithm's main issue is that it might fail to
reach global optima. Solutions based on metaheuristic
methods exist, which help train FFNNs to overcome the
local minima issue. However, the solutions also have
compromise on the convergence efficiency of the model
compared to the Adam optimizer. A solution was
proposed in terms of an ensemble of differential
evolution and Adam (EDEAdam), combining both
Adam optimizer and differential evolution algorithm,
which forms a robust and efficient search mechanism to
achieve better results in both global and local search.
The integration of these two methods not only helped
improve results but also showed faster convergence
speed (Xue et al., 2022).

Hameed et al. (Hameed et al., 2016), proposed a BP
algorithm with variable adaptive momentum (BPVAM).
The algorithm improves the convergence behavior by
achieving faster convergence, optimal error, and lower
mathematical complexity, reducing the overall CPU cost
and processing time. The learning rate is a crucial
parameter that controls the model. The learning rate
parameter depends on the input data’s eigenvalues of the
autocorrelation matrix.

This study investigates the learning performance of
BPVAM algorithm. An adaptive momentum scheduler
is introduced to overcome the gradient vanishing
problem. A detailed set of experiments are performed on
various benchmark datasets to evaluate the performance
of the proposed model. The main contributions of this
study are highlighted as follows:

. Introduction of a variable adaptive momentum
term in the weight update equation.

. Fine-tuning the hyperparameters for computing
an optimal momentum in stochastic gradient descent in
BPVAM algorithm

. Investigate the model's behavior with adaptive
momentum term and compare it with models with a
fixed learning rate.

. Diverse set of experiments on different
benchmark datasets are performed to test the efficiency
and robustness of the proposed model.

The paper is organized as follows. In Section 2,
details about the adaptive learning rate algorithms are
presented. Extensive set of experiments are presented in
Section 3. Finally, the paper is completed with
conclusion.

2. Backpropagation Algorithm with
Variable Adaptive Momentum (BPVAM)

Hameed et al (Hameed et al., 2016), introduced the
BPVAM algorithm see fig. 1, where a (the adaptive
momentum) is controlled by the learning rate
parameter 7. In this case, if given initial weights ¥ °and
Y1 and a momentum factor a €(0, 1), BPVAM updates
the weight vector iteratively which means that equation
(28) can now be represented as

Alpi = n(SWLPl + (XliyAl'pi_l, l = 1; 2) ) (1)

Where n > 0 is the learning rate which is assumed
to be a constant in this work and ai =
(g, @y, Ay, oo e, @) is the  momentum
coefficient vector at the i training iteration which is
constituted by the coefficient a, for every AW (i=0, 1,
2, ....,q) and for each ai, it is adjusted after each
training epoch by

Sy, WAWTT .
_ ) ———— if & A¥T <0
ay, = lawi=||

0 otherwise

)

In the BPAM, «a (the adaptive momentum) was
controlled by the learning rate n, where 7 is dependent
on the eigenvalues of the autocorrelation matrix of the
input.

The work presented by (Hameed et al., 2016)
estimates the autocorrelation matrix R(i) of the input
recursively as

R; = BR; + Rxx (3)

Where B is the forgotten factor (0<<p<1),
and Rxx = E{X(i)X7 (i)}, E is the expectation operator.
Tacking the expected value of both sides of equation
(32) produces

5 1_ﬁ‘i

R, = ngx (4)
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Where R; = E{R;}. Solving equation (32) in the
steady state (i — o) yields

In this case, equation (34) implies that the
eigenvalues of the estimated autocorrelation matrix

increase exponentially, and in the limit they become ﬁ
times the original value.

The work done by (Hameed et al., 2016) also
proposed a variable momentum, which is expressed by

Assuming that g is large, this will force the term 1 —
B¢ to reach unity, and assuming that the initial a(i) is
relatively large, to provide fast convergence of the
weights. By updating equations (27) and (28), with time
it becomes very close to A (a small positive constant)
hence it provides law error, equation (27) and (28) can
then be represented as

2
AW, (i + 1) = nbyx, (1) + (1_—) AL (D)

B

. s A . .
B+ 1) = 186y (D) + () AWy (), i =

A
@ = 5 ©) 01, .. 8)
Where 1 < — eigezn_vztﬁue — and this case £ is _ V\/_here i represgnts the nu_mber of iterations and AW
the forgetting factor (0 & § < 1), is defined as updating the weights.
Backprop
(Adjust Weights) € — — — — A
. “TIop

Aq"i = T)(Swlpl + allyAlyi_l 4
I 1
1 1
1
1
1
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Figure 1. BPVAM architecture

3. Experimental Results

The experiments were performed on four different
data sets obtained from various domains. A diverse set
of datasets were considered for testing the application of
the proposed method for different types of data. These

Hidden Cell . Output Cell

datasets include Breast cancer, Heart Disease, Lung
Cancer, and Iris. Each dataset has a varying number of
samples, attributes, and classes (Asuncion and
Newman,2007).
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3.1 Preprocessing and Experimental Setup

All data in the dataset was normalized between 0 and
1 using the Min-Max normalization method. The main
advantage of the normalization is maintaining stability
in the network by allowing all the weights to converge
almost simultaneously. Moreover, missing data were
replaced with the mean value of the attribute.

All the experiments were performed in the Matlab™
environment. The models were executed on a Dell
machine with Intel core i7, 2.10 GHz processor with 16
GB of RAM and NVIDIA™ GeForce TMGTX 1080.
The dataset was divided into training (70%) and testing
(30%) for each experiment. Since the dataset was
balanced, therefore, no augmentation was performed.

3.2 Evaluation

The performance evaluation of BPVAM and its
comparison with conventional BP was carried out in
terms of accuracy and SSE on four benchmark datasets.
Moreover, the models were also compared in terms of
mean and standard deviation behaviors over the whole
training process. Since the models depend on various
hyperparameters, therefore, the optimal values of these
hyperparameters were obtained using the Grid Search
algorithm.  The obtained optimal values of
hyperparameters were then used to train the models. Six
different cases were considered with varying values of
the hyperparameter to evaluate the impact of the
hyperparameter on the model accuracy. The
experimental setup was similar to the one presented by
the authors in (Hameed et al., 2016). The evaluation
results for each dataset are described in detail as below.

Table 1 summarizes the results obtained on the
breast cancer dataset. As it can be seen, the error
convergence for the BPVAM (4.678) is better than the
conventional BP (4.707) algorithm in terms of SSE for
case 6. For other cases (1-5), the performance of
BPVAM was also higher than conventional BP as it
produced less error. Similarly, in terms of accuracy, the
BPVAM algorithm produced higher accuracy compared
BP in general overall six cases. It is observed that
BPVAM obtained optimal results with n =0.9 , 1 =

0.0085, and B = 0.992 , whereas conventional BP
produced best results with « = 0.01, and n = 0.9.

Table 2 summarizes the evaluation results obtained
heart disease dataset. These results showed that the
BPVAM always produced better results than the
conventional BP algorithm. Highest accuracy (61.96%)
was obtained for BPVAM and lowest error (3.961) with
parameter values of n = 0.03, 2 =0.022, 8 =0.995. It
is interesting to note that the accuracy of models tend to
become close to each other as the parameter values were
decreased from case-1 to case-6.

Table 3 shows the experimental results obtained by
the models on the Lung Cancer dataset. The SSE and
accuracy of BPVAM were BP 0.0054 and 60.00%,
respectively. Similarly, for BP the SSE and accuracy
remained 0.0063 and 60.00, respectively. The cases
show that the convergence behavior of BP is very slow
and very sensitive to the hyperparameter selection
compared to BPVAM. The best results were obtained
for BPVAM with parameters n = 0.1, A = 0.005, and
B = 0.9980. For BP BP optimal results were obtained
with « = 0.05,and n = 0.1.

Table 4 summarizes the results obtained on the Iris
dataset. The results show that case 1 produced the
optimal results for BPVAM with an accuracy of 84.44%
and SSE of 0.853, while for BP the accuracy was
77.78% and SSE of 0.991 for BP. Following all cases
from 1 to 6, it shows the BPVVAM is more robust and can
keep improving the network model steadily.

Further experiments were performed to compare the
performance of the two models in terms of mean and
standard deviation. Figure 2 and 3 shows the comparison
of models in terms of the mean and standard deviation
obtained for accuracy and SSE, respectively. It is
evident that despite the improvement of the BP
algorithm, the significant change indicates the
sensitivity of the algorithm to its selection of parameters.
On the other hand, the BPVAM algorithm shows its
superiority from the first case until the sixth case. It
increases the mean accuracy of the model while
decreasing the standard deviation over all cases. We can
deduce that the overall BPVAM model outperformed
BP in terms of accuracy and SSE.

Table 1. Performance comparison metrics of the tested algorithms for Breast Cancer dataset

Case Algorithm a n A B SSE Accuracy (%)
1 BP 0.06 0.4 - - 7.244 60.34
BPVAM - 0.4 0.0090 0.997 6.873 63.79
2 BP 0.05 0.5 - - 5.691 67.24
BPVAM - 0.5 0.0089 0.996 5.685 67.24
3 BP 0.04 0.6 - - 5.656 68.97
BPVAM - 0.6 0.0088 0.995 5.053 70.69
4 BP 0.03 0.7 - - 4.924 72.41
BPVAM - 0.7 0.0087 0.994 4.787 75.86
5 BP 0.02 0.8 - - 4.801 74.14
BPVAM - 0.8 0.0086 0.993 4.780 75.86
6 BP 0.01 0.9 - - 4.707 77.59
BPVAM - 0.9 0.0085 0.992 4.678 77.59
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Table 2. Performance comparison metrics of the tested algorithms for Heart Disease dataset

Case Algorithm a n A B Training Accuracy
Cost Performance
1 BP 0.06 0.08 - - 5.306 48.91
BPVAM - 0.08 0.027 0.999 4.900 51.09
2 BP 0.05 0.07 - - 4.648 52.17
BPVAM - 0.07 0.026 0.999 4.615 54.35
3 BP 0.04 0.06 - - 4.586 55.43
BPVAM - 0.06 0.025 0.998 4.022 58.70
4 BP 0.03 0.05 - - 4.332 57.61
BPVAM - 0.05 0.024 0.997 4.017 59.78
5 BP 0.02 0.04 - - 4.020 59.78
BPVAM - 0.04 0.023 0.996 4.001 60.87
6 BP 0.01 0.03 - - 3.969 61.96
BPVAM - 0.03 0.022 0.995 3.961 61.96

Table 3. Performance comparison metrics of the tested algorithms for Lung-Cancer dataset

Case Algorithm a n A B Training Accuracy
Cost Performance
1 BP 0.10 0.6 - - 0.0275 30.00
BPVAM - 0.6 0.010 0.9994 0.0161 40.00
2 BP 0.09 0.5 - - 0.0163 40.00
BPVAM - 0.5 0.009 0.9993 0.0081 50.00
3 BP 0.08 0.4 - - 0.0120 40.00
BPVAM - 0.4 0.008 0.9992 0.0075 50.00
4 BP 0.07 0.3 - - 0.0081 50.00
BPVAM - 0.3 0.007 0.9991 0.0066 60.00
5 BP 0.06 0.2 - - 0.0072 60.00
BPVAM - 0.2 0.006 0.9990 0.0060 60.00
6 BP 0.05 0.1 - - 0.0063 60.00
BPVAM - 0.1 0.005 0.9980 0.0054 60.00
Table 4. Performance comparison metrics of the tested algorithms for Iris dataset
Case Algorithm a n A B Training Accuracy
Cost Performance
1 BP 0.006 0.10 - - 0.991 77.78
BPVAM - 0.10 0.07 0.9994 0.853 84.44
2 BP 0.005 0.09 - - 0.926 82.22
BPVAM - 0.09 0.06 0.9993 0.812 86.67
3 BP 0.004 0.08 - - 0.756 88.89
BPVAM - 0.08 0.05 0.9992 0.618 91.11
4 BP 0.003 0.07 - - 0.516 93.33
BPVAM - 0.07 0.04 0.9991 0.201 97.78
5 BP 0.002 0.06 - - 0.334 95.56
BPVAM - 0.06 0.03 0.9990 0.182 100.00
6 BP 0.001 0.05 - - 0.184 100.00
BPVAM - 0.05 0.02 0.9980 0.180 100.00
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4. Conclusions

This study investigated the approach for obtaining an
optimal set of hyperparameters for the machine learning
model. Moreover, the model’s weight matrix is updated
using the adaptive momentum to help it overcome the
local optima problem. The algorithm is controlled by
different hyperparameters, which are fine-tuned using
grid search. The results showed that the BPVAM
algorithm obtains better convergence behavior than BP
in the optimal steady-state models. The experiments
investigated the compared methods from different
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aspects by considering the whole learning behavior in
different training cases. The optimal results obtained on
four benchmark datasets indicate that BPVAM
improved the accuracy and robustness of the model.
Moreover, this study suggests a significant improvement
in accuracy, mean error, and standard deviation when
the BPVAM is optimized with adaptive momentum. It
can be observed that BPVAM exhibit features to
guarantee its convergence and produce a much lower
SSE against any valid data sets. In the future, we aim to
apply this optimization algorithm to obtain an optimal
set of parameters for a deep end-to-end neural network
to overcome the issue of obtaining the optimal
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hyperparameters, we also are plan to monitor the
progress of the hyperparameter optimization in real-
time. This will allow the extraction of highly
discriminative features from input data that can improve
the model's performance.

References

A. and Newman, D. J. (2007). UCI Machine Learning
Repository, Department of Information and Computer
Sciences, University of California, Irvine. Available at
www.ics.uci.edu/~mlearn/MLRepository.html.

Bengio, Y., Simard, P., Frasconi, P., 1994. Learning Long-
Term Dependencies with Gradient Descent is Difficult.
IEEE Transactions on Neural Networks 5, 157-166.
https://doi.org/10.1109/72.279181

Demircan Keskin, F., Cigekli, U., I¢li, D., 2022. Prediction of
Failure Categories in Plastic Extrusion Process with Deep
Learning. Journal of Intelligent Systems: Theory and
Applications, 5(1), 27-34.
https://doi.org/10.38016/jista.878854

Duchi, J., Hazan, E., Singer, Y., 2011. Adaptive subgradient
methods for online learning and stochastic optimization.
Journal of machine learning research, 12(7).

Erol, B.A., Majumdar, A., Lwowski, J., Benavidez, P., Rad,
P., Jamshidi, M., 2018. Improved deep neural network
object tracking system for applications in home robotics,
in: Studies in Computational Intelligence. Springer
Verlag, pp. 369-395. https://doi.org/10.1007/978-3-319-
89629-8_14

Gemirter, C. B., Goularas, D., 2021. A Turkish Question
Answering System Based on Deep Learning Neural
Networks. Journal of Intelligent Systems: Theory and
Applications, 4(2), 65-75.
https://doi.org/10.38016/jista.815823

Glorot, X., Bengio, Y., 2010. Understanding the difficulty of
training deep feedforward neural networks. In Proceedings
of the thirteenth international conference on artificial
intelligence and statistics, pp. 249-256.

Gliney, E., Cakmak, O., Kocaman, C., 2022. Classification of
Stockwell Transform Based Power Quality Disturbance
with Support Vector Machine and Artificial Neural
Networks. Journal of Intelligent Systems: Theory and
Applications, 5(1), 75-84.
https://doi.org/10.38016/jista.996541

Hameed, A.A., Karlik, B., Salman, M.S., 2016. Back-
propagation algorithm with variable adaptive momentum.
Knowledge-Based Systems 114, 79-87.
https://doi.org/10.1016/j.knosys.2016.10.001

He, K., Zhang, X., Ren, S., Sun, J., 2015. Delving deep into
rectifiers: Surpassing human-level performance on
imagenet classification. In Proceedings of the IEEE
international conference on computer vision, pp. 1026-
1034.

Hertel, L., Collado, J., Sadowski, P., Ott, J., Baldi, P., 2020.
Sherpa: Robust hyperparameter optimization for machine
learning. SoftwareX, 12, 100591.

Hinton, G. E., Srivastava, N., Krizhevsky, A., Sutskever, 1.,
Salakhutdinov, R. R., 2012. Improving neural networks by
preventing co-adaptation of feature detectors. arXiv
preprint arXiv:1207.0580.

Houssein, E.H., Emam, M.M., Ali, A.A., Suganthan, P.N.,
2021. Deep and machine learning techniques for medical
imaging-based breast cancer: A comprehensive review.

Expert Systems with Applications, 167.
https://doi.org/10.1016/j.eswa.2020.114161

loffe, S., Szegedy, C., 2015. Batch normalization:
Accelerating deep network training by reducing internal
covariate shift. In International conference on machine
learning, pp. 448-456.

Jagtap, A.D., Kawaguchi, K., Karniadakis, G.E., 2020.
Adaptive activation functions accelerate convergence in
deep and physics-informed neural networks. Journal of
Computational Physics 404,
https://doi.org/10.1016/j.jcp.2019.109136

Jain, D.K., Shamsolmoali, P., Sehdev, P., 2019. Extended deep
neural network for facial emotion recognition. Pattern
Recognition Letters 120, 69-74.
https://doi.org/10.1016/j.patrec.2019.01.008

Jain, N., Kumar, S., Kumar, A., Shamsolmoali, P., Zareapoor,
M., 2018. Hybrid deep neural networks for face emotion
recognition. Pattern Recognition Letters 115, 101-106.
https://doi.org/10.1016/j.patrec.2018.04.010

Jin, J., Zhu, J., Gong, J., Chen, W., 2022. Novel activation
functions-based ZNN models for fixed-time solving
dynamirc Sylvester equation. Neural Computing and
Applications, 1-19. https://doi.org/10.1007/s00521-022-
06905-2

Klambauer, G., Unterthiner, T., Mayr, A., Hochreiter, S.,
2017. Self-Normalizing Neural Networks, Advances in
neural information processing systems, 30.

Krizhevsky, A., Sutskever, I., Hinton, G.E., 2012. ImageNet
Classification with Deep Convolutional Neural Networks.
Advances in neural information processing systems, 25.

Li, Z., Arora, S., 2019. An Exponential Learning Rate
Schedule for Deep Learning. arXiv  preprint
arXiv:1910.07454.

Liu, M., Chen, L., Du, X., Jin, L., Shang, M., 2021. Activated
Gradients for Deep Neural Networks. IEEE Transactions
on Neural Networks and Learning Systems 1-13.
https://doi.org/10.1109/tnnls.2021.3106044

Mestres, A., Rodriguez-Natal, A., Carner, J., Barlet-Ros, P.,
Alarcon, E., Solé, M., Muntés-Mulero, V., Meyer, D.,
Barkai, S., Hibbett, M.J., Estrada, G., Ma’ruf, K., Coras,
F., Ermagan, V., Latapie, H., Cassar, C., Evans, J., Maino,
F., Walrand, J., Cabellos, A., 2017. Knowledge-defined
networking. Computer Communication Review 47, 1-10.
https://doi.org/10.1145/3138808.3138810

Nair, V., Hinton, G. E., 2010. Rectified linear units improve
restricted boltzmann machines. In  Appearing in
Proceedings of the 27 th International Conference on
Machine Learning (ICML).

Park, J., Yi, D., Ji, S., 2020. A novel learning rate schedule in
optimization for neural networks and it’s convergence.
Symmetry (Basel) 12.
https://doi.org/10.3390/SYM12040660

Patel, K., Rambach, K., Visentin, T., Rusev, D., Pfeiffer, M.,
Yang, B., 2019. Deep learning-based object classification
on automotive radar spectra, in: 2019 IEEE Radar
Conference, RadarConf 2019. Institute of Electrical and
Electronics Engineers Inc.
https://doi.org/10.1109/RADAR.2019.8835775

Rahman, M.M., Tan, Y., Xue, J., Lu, K., 2020. Notice of
Removal: Recent Advances in 3D Object Detection in the
Era of Deep Neural Networks: A Survey. IEEE
Transactions on Image Processing.
https://doi.org/10.1109/T1P.2019.2955239

Reddi, S.J., Kale, S., Kumar, S., 2019. On the Convergence of
Adam and Beyond. arXiv preprint arXiv:1904.09237.

Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 168-177 176


http://www.ics.uci.edu/~mlearn/MLRepository.html

Rumelhart, D. E., Hinton, G. E., Williams, R. J., 1986. perspectives. Neurocomputing 444, 92-110.
Learning representations by back-propagating errors. https://doi.org/10.1016/j.neucom.2020.04.157
nature, 323(6088), 533-536.

Sandha, S. S., Aggarwal, M., Fedorov, I., Srivastava, M. 2020.
Mango: A python library for parallel hyperparameter
tuning. In ICASSP 2020-2020 IEEE International
Conference on Acoustics, Speech and Signal Processing
(ICASSP), pp. 3987-3991.

Sarvamangala, D.R., Kulkarni, R. v., 2022. Convolutional
neural networks in medical image understanding: a survey.
Evolutionary Intelligence, 1-22.
https://doi.org/10.1007/s12065-020-00540-3

Seong, S., Lee, Y., Kee, Y., Han, D., Kim, J., 2018. Towards
Flatter Loss Surface via Nonmonotonic Learning Rate
Scheduling, In UAL.

Sharma, N., Jain, V., Mishra, A., 2018. An Analysis of
Convolutional Neural Networks for Image Classification,
in: Procedia Computer Science. Elsevier B.V., pp. 377—
384. https://doi.org/10.1016/j.procs.2018.05.198

Smith, L.N., Topin, N., 2019. Super-Convergence: Very Fast
Training of Neural Networks Using Large Learning Rates.
In Artificial intelligence and machine learning for multi-
domain operations applications, VVol. 11006, pp. 369-386.

Sohl-Dickstein, J., Poole, B., Ganguli, S., 2014. Fast large-
scale optimization by unifying stochastic gradient and
quasi-Newton methods. In International Conference on
Machine Learning, pp. 604-612.

Srivastava, N., Hinton, G., Krizhevsky, A., Salakhutdinov, R.,
2014. Dropout: A Simple Way to Prevent Neural
Networks from Overfitting, Journal of Machine Learning
Research. 15(1), 1929-1958.

Sun, J., Yang, Y., Xun, G., Zhang, A., 2022. Scheduling
Hyperparameters to Improve Generalization: From
Centralized SGD to Asynchronous SGD. ACM
Transactions on Knowledge Discovery from Data
(TKDD). https://dl.acm.org/doi/pdf/10.1145/3544782.

Sutskever, I., Martens, J., Dahl, G., Hinton, G., 2013. On the
importance of initialization and momentum in deep
learning. In International conference on machine learning,
pp. 1139-1147.

Tong, Q., Liang, G., Bi, J., 2022. Calibrating the adaptive
learning rate to improve convergence of ADAM.
Neurocomputing 481, 333-356.
https://doi.org/10.1016/j.neucom.2022.01.014

Xue, Y., Tong, Y., Neri, F., 2022. An ensemble of differential
evolution and Adam for training feed-forward neural
networks. Information Sciences. Information Sciences,
608, 453-471. https://doi.org/10.1016/j.ins.2022.06.036

Yan, Z., Chen, J., Hu, R., Huang, T., Chen, Y., Wen, S., 2020.
Training memristor-based multilayer neuromorphic
networks with SGD, momentum and adaptive learning
rates. Neural Networks 128, 142-149.
https://doi.org/10.1016/j.neunet.2020.04.025

Yang, X., 2021. Kalman optimizer for consistent gradient
descent, in: ICASSP, IEEE International Conference on
Acoustics, Speech and Signal Processing - Proceedings.
Institute of Electrical and Electronics Engineers Inc., pp.
3900-3904.
https://doi.org/10.1109/ICASSP39728.2021.9414588

YD., Ahn, J,, Ji, S., 2020. An effective optimization method
for machine learning based on ADAM. Applied Sciences
(Switzerland) 10. https://doi.org/10.3390/app10031073

YH., Yang, L.T., Zhang, Q., Armstrong, D., Deen, M.J., 2021.
Convolutional neural networks for medical image
analysis: State-of-the-art, comparisons, improvement and

Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 168-177 177



stems:
é‘%\) ”eoﬁ
& “
Research Article 2 >
Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 168-177 g é’
DOI: 10.38016/jista.1153108 -4 s
2 &
‘9)0f 0,00-

Auxiliary Learning of Non-Monotonic Hyperparameter

Scheduling System Via Grid Search

Alaa Ali Hameed”

Llstinye University, Computer Engineering, Istanbul, Tiirkiye
alaa.hameed@istinye.edu.tr

Abstract

Recent advancements in advanced neural networks have given rise to new adaptive learning strategies. Conventional learning strategies
suffer from many issues, such as slow convergence and lack of robustness. To fully exploit its potential, these issues must be resolved.
Both issues are related to the step-size, and momentum term, which is generally fixed and remains uniform for all weights associated
with each network layer. In this study, the recently published Back-Propagation Algorithm with Variable Adaptive Momentum
(BPVAM) algorithm has been proposed to overcome these issues and improve effectiveness for classification. The study was conducted
on various hyperparameters based on the grid search approach, then the optimal values of hyperparameters have trained these
algorithms. Six cases were considered with varying values of the hyperparameter to evaluate the impact of the hyperparameter on the
training models. It is empirically proven that the convergence behavior of the model is improved in terms of the mean and standard
deviation for accuracy and the sum of squared error (SSE). A comprehensive set of experiments indicated that the BPVAM is a robust
and highly efficient algorithm.

Keywords: Adaptive neural networks; Hyperparameter; Steady-state error; Optimization.

Grid Arama Yoluyla Monotonik Olmayan Hiperparametre Planlama Sisteminin
Yardimeir Ogrenimi

Oz

Geligmis sinir aglarindaki son gelismeler, yeni uyarlanabilir 6grenme stratejilerine yol agmistir. Geleneksel 6grenme stratejileri, yavas
yakisama ve saglamlik eksikligi gibi bircok sorundan muzdariptir. Potansiyelinden tam olarak yararlanmak i¢in bu sorunlarin
¢oziilmesi gerekir. Her iki konu da adim boyutu ve genellikle sabit olan ve her ag katmaniyla iligkili tiim agirliklar i¢in tek tip kalan
momentum terimi ile ilgilidir. Bu galigmada, bu sorunlarin iistesinden gelmek ve siniflandirma etkinligini artirmak i¢in yakin zamanda
yaymlanan Degisken Uyarlanabilir Momentumlu Geri Yayilim Algoritmast (BPVAM) algoritmast 6nerilmistir. Caligma grid arama
yaklasimina dayali olarak cesitli hiperparametreler iizerinde yliriitiilmiis, daha sonra hiperparametrelerin optimal degerleri bu
algoritmalar1 egitmistir. Hiperparametrenin egitim modelleri tizerindeki etkisini degerlendirmek igin hiperparametrenin degisen
degerlerine sahip alti durum ele alindi. Modelin yakinsama davranisinin, dogruluk i¢in ortalama ve standart sapma ve karesel hatanin
toplami1 (SSE) agisindan iyilestirildigi deneysel olarak kanitlanmistir. Kapsamli bir deney seti, BPVAM'nin saglam ve yiiksek verimli
bir algoritma oldugunu gosterdi.

Anahtar Kelimeler: Uyarlanabilir sinir aglari; Hiperparametre; Kararli durum hatasi; Optimizasyon.

2019), object detection (Erol et al., 2018) (Rahman et

1. Introduction al., 2020), images classification (Sharma et al., 2018)
. (Patel et al., 2019), medical diagnosis (Sarvamangala

Advanced Adaptive Neural Networks (AANNS) are and Kulkarni, 2022) (Yu et al., 2021) (Houssein et al.,
the latest developments for classification that have 2021), etc (Demircan Keskin et al., 2022) (Giiney et al.,
shown their effectiveness in solving different problems 2022) (Gemirter and Goularas, 2021). Recently,

in various domains. For instance, AANNSs are employed
for pattern recognition (Jain et al., 2018) (Jain et al.,
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AANNSs have gained more attention due to their
applicability to large datasets in an efficient manner.

Machine learning models required training samples
to learn the patterns in the data. The performance of the
machine learning models is evaluated using a cost
function. It will determine how accurately a model
learns patterns from data. In addition, the model has
many hyper-parameters that should be selected to
minimize the cost function. The learning process is
repeated over several epochs to obtain an optimal set of
these parameters, generally termed learning. Therefore,
the choice of the cost function is subjective as it depends
on the model and the training data (Hinton et al., 2012)
(Mestres et al., 2017). There are various methods that
can be employed for training the neural networks,
however, gradient-based methods are most commonly
used due to their simplicity and efficiency. It aims to
reduce the gradient of the cost function to obtain optimal
weights during training (Krizhevsky et al., 2012) (Park
et al., 2020). Although neural networks are prevalent,
several issues must be addressed to carry out the training
process smoothly (Hertel et al., 2020) (Sandha et al.,
2020) (Sun et al., 2022). The most common issues
include vanishing and exploding gradients (Bengio et
al., 1994) (Glorot and Bengio, 2010.) and overfitting
(Liu et al., 2021).

Another problem that can affect the neural network’s
performance is the presence of local minima. This
situation may occur when training the model on a large
dataset using more complex models. The gradient
descent algorithm may face a gradient vanishing
problem if it gets stuck in local minima. In addition,
selecting an optimal learning rate is crucial for obtaining
good accuracy for the model. Research has shown that
too small value for the learning rate results in slow
convergence of the model. In contrast, if a large value of
learning rate is selected, then it may cause the model to
skip the global optima (Jagtap et al., 2020) (Jin et al.,
2022).

Recent research has shown that instead of using a
fixed learning rate, an adaptive learning rate offers faster
convergence with good accuracy (Seong et al., 2018)
(Yanetal., 2020). Moreover, a large learning rate should
not be used, which can lead to super-convergence and
have regularizing effects (Smith and Topin, 2019).

The literature review reveals that researchers have
proposed different solutions to the gradient vanishing
problem (Liu et al., 2021). For instance, adding a
momentum term can accelerate the weight updating
processing that may help the model to push out of the
local optima. The momentum term will keep changing
the weights continuously with an appropriate ratio.
During the training, it is possible that the derivative of
the cost function produces zero value. Even in such a
situation the model continues to update weights using
the previous iteration’s values of the cost function
(Sutskever et al., 2013). It is interesting to note that
during learning it is not possible to determine whether
the solution obtained is optimal or reached a local. In

both cases, the model will stopped as there will be no
change in the parameter values over consecutive
iterations. The model depends on several parameters
that affect its performance. Learning rate (LR) also
known as step-size is one of the crucial parameters. Fine
tuning LR plays crucial role in obtaining optimal
solution. Selection of a small value may allow the model
to reach the optimal solution very slowly. In contrast, a
large value may allow the model to reach the optimal
solution faster. However, there is a trade-off between
selection of a large/small value with the optimal
solution. Therefore, care must be taken in selection of
this crucial parameter. This problem can be solved using
a scheduled rate. The most commonly used technique is
to multiply the gradient with a constant during training
of the model. The main issue with such technique is that
the LR may not scale well during training. There are
various solutions proposed to overcome this problem,
such as time-based techniques where the LR is altered
as the training proceeds (Li and Arora, 2019). Some
other techniques, such as Adagrad and RMSProp are
also proposed to solve this problem. These techniques
apply adaptive optimization on the LR to adapt its value
during the training (Duchi JDUCHI and Singer, 2011)
(Reddi et al., 2019) (Yi et al., 2020). Some research
proposed to combine both adaptive optimization
adaptive LR schedules to further improve the accuracy
of the model. However, these methods only apply a
function in such as way that it decreases the LR as the
model training proceeds. The main drawback of such
techniques is that it may stuck in local minimum due to
small gradient changes (Rumelhart et al., 1986) (Sohl-
Dickstein et al.,2014).

Other advanced techniques to solve these
bottlenecks include different activation functions
(Klambauer et al., 2017) (Nair and Hinton, 2010), batch
normalization (loffe and Szegedy, 2015), novel
initialization schemes (He et al., 2015), and dropout
(Srivastava et al., 2014). The main drawback of these
methods is the higher computational overhead, which
limits the performance improvements in terms of CPU
cost, convergence rate, and optimal error.

The most common techniques for optimizing the
deep neural networks (DNN) include batch gradient
(BGD) and stochastic gradient descent (SGD)
algorithms. BGD is usually slower and is more suitable
for a small size dataset. On the other hand, SGD is faster
and is more suitable to process large size data. Typically,
SGD produces less reliable results which may also lead
to bad convergence. In (Yang, 2021), authors proposed
a new method based on the Kalman filter for better
optimization of the network using adaptive filtering. The
method employed the historical state of the
optimization, which helped reduce the estimation
variance in the SGD algorithm. This led to faster
convergence and resulted in better gradient direction
estimation even in the presence of noise.

Other gradient-based methods, such as adaptive
gradient methods (AGMs), can also be employed to

Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 168-177 169



optimize nonconvex problems in machine learning,
specifically deep learning. In (Tong et al., 2022), two
improvements of AGMs are proposed to enhance the
model's accuracy further. It was observed that the
anisotropic scale of the adaptive learning rate (A-LR)
has high variations across multiple dimensions of the
nonconvex optimization problem. This variation may
lead to slower convergence and the model may get stuck
in the local minima. The literature shows that a number
of research are dedicated to improving the AGMs using
A-LR. Another main bottleneck that plays vital role in
obtaining the optimal accuracy is finding optimal values
for its hyperparameters used in the A-LR. In some
works, authors proposed adding activation functions in
A-LR such as softplus function for AGM’s
improvement. Two such methods, namely SADAM and
SAMSGRAD are also proposed to improve the model
accuracy. Results showed that SAMSGRAD exhibit
faster convergence than the AMSGRAD under various
conditions such as nonconvex, non-strongly convex, and
Polyak-tLojasiewicz conditions.

Another adaptive gradient descent algorithm that is
commonly used in backpropagation (BP) for training
feed-forward neural networks (FFNNs) is called Adam.
The Adam algorithm's main issue is that it might fail to
reach global optima. Solutions based on metaheuristic
methods exist, which help train FFNNs to overcome the
local minima issue. However, the solutions also have
compromise on the convergence efficiency of the model
compared to the Adam optimizer. A solution was
proposed in terms of an ensemble of differential
evolution and Adam (EDEAdam), combining both
Adam optimizer and differential evolution algorithm,
which forms a robust and efficient search mechanism to
achieve better results in both global and local search.
The integration of these two methods not only helped
improve results but also showed faster convergence
speed (Xue et al., 2022).

Hameed et al. (Hameed et al., 2016), proposed a BP
algorithm with variable adaptive momentum (BPVAM).
The algorithm improves the convergence behavior by
achieving faster convergence, optimal error, and lower
mathematical complexity, reducing the overall CPU cost
and processing time. The learning rate is a crucial
parameter that controls the model. The learning rate
parameter depends on the input data’s eigenvalues of the
autocorrelation matrix.

This study investigates the learning performance of
BPVAM algorithm. An adaptive momentum scheduler
is introduced to overcome the gradient vanishing
problem. A detailed set of experiments are performed on
various benchmark datasets to evaluate the performance
of the proposed model. The main contributions of this
study are highlighted as follows:

. Introduction of a variable adaptive momentum
term in the weight update equation.

. Fine-tuning the hyperparameters for computing
an optimal momentum in stochastic gradient descent in
BPVAM algorithm

. Investigate the model's behavior with adaptive
momentum term and compare it with models with a
fixed learning rate.

. Diverse set of experiments on different
benchmark datasets are performed to test the efficiency
and robustness of the proposed model.

The paper is organized as follows. In Section 2,
details about the adaptive learning rate algorithms are
presented. Extensive set of experiments are presented in
Section 3. Finally, the paper is completed with
conclusion.

2. Backpropagation Algorithm with
Variable Adaptive Momentum (BPVAM)

Hameed et al (Hameed et al., 2016), introduced the
BPVAM algorithm see fig. 1, where a (the adaptive
momentum) is controlled by the learning rate
parameter 7. In this case, if given initial weights ¥ °and
Y1 and a momentum factor a €(0, 1), BPVAM updates
the weight vector iteratively which means that equation
(28) can now be represented as

Alpi = n(SWLPl + (XliyAl'pi_l, l = 1; 2) ) (1)

Where n > 0 is the learning rate which is assumed
to be a constant in this work and ai =
(g, @y, Ay, oo e, @) is the  momentum
coefficient vector at the i training iteration which is
constituted by the coefficient a, for every AW (i=0, 1,
2, ....,q) and for each ai, it is adjusted after each
training epoch by

Sy, WAWTT .
_ ) ———— if & A¥T <0
ay, = lawi=||

0 otherwise

)

In the BPAM, «a (the adaptive momentum) was
controlled by the learning rate n, where 7 is dependent
on the eigenvalues of the autocorrelation matrix of the
input.

The work presented by (Hameed et al., 2016)
estimates the autocorrelation matrix R(i) of the input
recursively as

R; = BR; + Rxx (3)

Where B is the forgotten factor (0<<p<1),
and Rxx = E{X(i)X7 (i)}, E is the expectation operator.
Tacking the expected value of both sides of equation
(32) produces

5 1_ﬁ‘i

R, = ngx (4)
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Where R; = E{R;}. Solving equation (32) in the
steady state (i — o) yields

In this case, equation (34) implies that the
eigenvalues of the estimated autocorrelation matrix

increase exponentially, and in the limit they become ﬁ
times the original value.

The work done by (Hameed et al., 2016) also
proposed a variable momentum, which is expressed by

Assuming that g is large, this will force the term 1 —
B¢ to reach unity, and assuming that the initial a(i) is
relatively large, to provide fast convergence of the
weights. By updating equations (27) and (28), with time
it becomes very close to A (a small positive constant)
hence it provides law error, equation (27) and (28) can
then be represented as

2
AW, (i + 1) = nbyx, (1) + (1_—) AL (D)

B

. s A . .
B+ 1) = 186y (D) + () AWy (), i =

A
@ = 5 ©) 01, .. 8)
Where 1 < — eigezn_vztﬁue — and this case £ is _ V\/_here i represgnts the nu_mber of iterations and AW
the forgetting factor (0 & § < 1), is defined as updating the weights.
Backprop
(Adjust Weights) € — — — — A
. “TIop

Aq"i = T)(Swlpl + allyAlyi_l 4
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Figure 1. BPVAM architecture

3. Experimental Results

The experiments were performed on four different
data sets obtained from various domains. A diverse set
of datasets were considered for testing the application of
the proposed method for different types of data. These

Hidden Cell . Output Cell

datasets include Breast cancer, Heart Disease, Lung
Cancer, and Iris. Each dataset has a varying number of
samples, attributes, and classes (Asuncion and
Newman,2007).
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3.1 Preprocessing and Experimental Setup

All data in the dataset was normalized between 0 and
1 using the Min-Max normalization method. The main
advantage of the normalization is maintaining stability
in the network by allowing all the weights to converge
almost simultaneously. Moreover, missing data were
replaced with the mean value of the attribute.

All the experiments were performed in the Matlab™
environment. The models were executed on a Dell
machine with Intel core i7, 2.10 GHz processor with 16
GB of RAM and NVIDIA™ GeForce TMGTX 1080.
The dataset was divided into training (70%) and testing
(30%) for each experiment. Since the dataset was
balanced, therefore, no augmentation was performed.

3.2 Evaluation

The performance evaluation of BPVAM and its
comparison with conventional BP was carried out in
terms of accuracy and SSE on four benchmark datasets.
Moreover, the models were also compared in terms of
mean and standard deviation behaviors over the whole
training process. Since the models depend on various
hyperparameters, therefore, the optimal values of these
hyperparameters were obtained using the Grid Search
algorithm.  The obtained optimal values of
hyperparameters were then used to train the models. Six
different cases were considered with varying values of
the hyperparameter to evaluate the impact of the
hyperparameter on the model accuracy. The
experimental setup was similar to the one presented by
the authors in (Hameed et al., 2016). The evaluation
results for each dataset are described in detail as below.

Table 1 summarizes the results obtained on the
breast cancer dataset. As it can be seen, the error
convergence for the BPVAM (4.678) is better than the
conventional BP (4.707) algorithm in terms of SSE for
case 6. For other cases (1-5), the performance of
BPVAM was also higher than conventional BP as it
produced less error. Similarly, in terms of accuracy, the
BPVAM algorithm produced higher accuracy compared
BP in general overall six cases. It is observed that
BPVAM obtained optimal results with n =0.9 , 1 =

0.0085, and B = 0.992 , whereas conventional BP
produced best results with « = 0.01, and n = 0.9.

Table 2 summarizes the evaluation results obtained
heart disease dataset. These results showed that the
BPVAM always produced better results than the
conventional BP algorithm. Highest accuracy (61.96%)
was obtained for BPVAM and lowest error (3.961) with
parameter values of n = 0.03, 2 =0.022, 8 =0.995. It
is interesting to note that the accuracy of models tend to
become close to each other as the parameter values were
decreased from case-1 to case-6.

Table 3 shows the experimental results obtained by
the models on the Lung Cancer dataset. The SSE and
accuracy of BPVAM were BP 0.0054 and 60.00%,
respectively. Similarly, for BP the SSE and accuracy
remained 0.0063 and 60.00, respectively. The cases
show that the convergence behavior of BP is very slow
and very sensitive to the hyperparameter selection
compared to BPVAM. The best results were obtained
for BPVAM with parameters n = 0.1, A = 0.005, and
B = 0.9980. For BP BP optimal results were obtained
with « = 0.05,and n = 0.1.

Table 4 summarizes the results obtained on the Iris
dataset. The results show that case 1 produced the
optimal results for BPVAM with an accuracy of 84.44%
and SSE of 0.853, while for BP the accuracy was
77.78% and SSE of 0.991 for BP. Following all cases
from 1 to 6, it shows the BPVVAM is more robust and can
keep improving the network model steadily.

Further experiments were performed to compare the
performance of the two models in terms of mean and
standard deviation. Figure 2 and 3 shows the comparison
of models in terms of the mean and standard deviation
obtained for accuracy and SSE, respectively. It is
evident that despite the improvement of the BP
algorithm, the significant change indicates the
sensitivity of the algorithm to its selection of parameters.
On the other hand, the BPVAM algorithm shows its
superiority from the first case until the sixth case. It
increases the mean accuracy of the model while
decreasing the standard deviation over all cases. We can
deduce that the overall BPVAM model outperformed
BP in terms of accuracy and SSE.

Table 1. Performance comparison metrics of the tested algorithms for Breast Cancer dataset

Case Algorithm a n A B SSE Accuracy (%)
1 BP 0.06 0.4 - - 7.244 60.34
BPVAM - 0.4 0.0090 0.997 6.873 63.79
2 BP 0.05 0.5 - - 5.691 67.24
BPVAM - 0.5 0.0089 0.996 5.685 67.24
3 BP 0.04 0.6 - - 5.656 68.97
BPVAM - 0.6 0.0088 0.995 5.053 70.69
4 BP 0.03 0.7 - - 4.924 72.41
BPVAM - 0.7 0.0087 0.994 4.787 75.86
5 BP 0.02 0.8 - - 4.801 74.14
BPVAM - 0.8 0.0086 0.993 4.780 75.86
6 BP 0.01 0.9 - - 4.707 77.59
BPVAM - 0.9 0.0085 0.992 4.678 77.59
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Table 2. Performance comparison metrics of the tested algorithms for Heart Disease dataset

Case Algorithm a n A B Training Accuracy
Cost Performance
1 BP 0.06 0.08 - - 5.306 48.91
BPVAM - 0.08 0.027 0.999 4.900 51.09
2 BP 0.05 0.07 - - 4.648 52.17
BPVAM - 0.07 0.026 0.999 4.615 54.35
3 BP 0.04 0.06 - - 4.586 55.43
BPVAM - 0.06 0.025 0.998 4.022 58.70
4 BP 0.03 0.05 - - 4.332 57.61
BPVAM - 0.05 0.024 0.997 4.017 59.78
5 BP 0.02 0.04 - - 4.020 59.78
BPVAM - 0.04 0.023 0.996 4.001 60.87
6 BP 0.01 0.03 - - 3.969 61.96
BPVAM - 0.03 0.022 0.995 3.961 61.96

Table 3. Performance comparison metrics of the tested algorithms for Lung-Cancer dataset

Case Algorithm a n A B Training Accuracy
Cost Performance
1 BP 0.10 0.6 - - 0.0275 30.00
BPVAM - 0.6 0.010 0.9994 0.0161 40.00
2 BP 0.09 0.5 - - 0.0163 40.00
BPVAM - 0.5 0.009 0.9993 0.0081 50.00
3 BP 0.08 0.4 - - 0.0120 40.00
BPVAM - 0.4 0.008 0.9992 0.0075 50.00
4 BP 0.07 0.3 - - 0.0081 50.00
BPVAM - 0.3 0.007 0.9991 0.0066 60.00
5 BP 0.06 0.2 - - 0.0072 60.00
BPVAM - 0.2 0.006 0.9990 0.0060 60.00
6 BP 0.05 0.1 - - 0.0063 60.00
BPVAM - 0.1 0.005 0.9980 0.0054 60.00
Table 4. Performance comparison metrics of the tested algorithms for Iris dataset
Case Algorithm a n A B Training Accuracy
Cost Performance
1 BP 0.006 0.10 - - 0.991 77.78
BPVAM - 0.10 0.07 0.9994 0.853 84.44
2 BP 0.005 0.09 - - 0.926 82.22
BPVAM - 0.09 0.06 0.9993 0.812 86.67
3 BP 0.004 0.08 - - 0.756 88.89
BPVAM - 0.08 0.05 0.9992 0.618 91.11
4 BP 0.003 0.07 - - 0.516 93.33
BPVAM - 0.07 0.04 0.9991 0.201 97.78
5 BP 0.002 0.06 - - 0.334 95.56
BPVAM - 0.06 0.03 0.9990 0.182 100.00
6 BP 0.001 0.05 - - 0.184 100.00
BPVAM - 0.05 0.02 0.9980 0.180 100.00
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4. Conclusions

This study investigated the approach for obtaining an
optimal set of hyperparameters for the machine learning
model. Moreover, the model’s weight matrix is updated
using the adaptive momentum to help it overcome the
local optima problem. The algorithm is controlled by
different hyperparameters, which are fine-tuned using
grid search. The results showed that the BPVAM
algorithm obtains better convergence behavior than BP
in the optimal steady-state models. The experiments
investigated the compared methods from different
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aspects by considering the whole learning behavior in
different training cases. The optimal results obtained on
four benchmark datasets indicate that BPVAM
improved the accuracy and robustness of the model.
Moreover, this study suggests a significant improvement
in accuracy, mean error, and standard deviation when
the BPVAM is optimized with adaptive momentum. It
can be observed that BPVAM exhibit features to
guarantee its convergence and produce a much lower
SSE against any valid data sets. In the future, we aim to
apply this optimization algorithm to obtain an optimal
set of parameters for a deep end-to-end neural network
to overcome the issue of obtaining the optimal
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hyperparameters, we also are plan to monitor the
progress of the hyperparameter optimization in real-
time. This will allow the extraction of highly
discriminative features from input data that can improve
the model's performance.
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Oz

Kiiresel 1smmma ve fosil yakitlarin gevreye verdigi zararlardan dolay1 son yillarda yenilenebilir enerji kaynaklari biiyik 6nem
kazanmistir. Ozellikle Paris Iklim Anlagmasiyla iilkeler cevreye zararli gaz salimmuni azaltmak konusunda taahhiitlerde
bulunmugslardir. Giiniimiizde en 6nemli yenilenebilir enerji kaynaklarindan biri de riizgér enerjisidir. Tiirkiye’nin sahip oldugu riizgar
potansiyeli diisliniildiigiinde enerji tiretiminde riizgar enerjisi daha da 6nem kazanmaktadir. Riizgar enerjisi temiz bir enerji kaynagi
olmasina ragmen riizgarin degisken bir kaynak olmasi nedeniyle iiretilen enerjinin verimli kullanilip dagitilabilmesi ve planlama
yapilabilmesi saglikli riizgar enerjisi tiretim tahminlerine dayanmaktadir. Bu ¢alismada, dort farkli Tekrarlayan Sinir Aglari (TSA)
modeli riizgar enerjisi iiretim tahminlemesi i¢in kullanilmistir. Calismada, Tiirkiye’'nin Yalova ilinde bulunan bir istasyondan elde
edilen veriler kullanilarak kisa siireli riizgar hiz1 tahmini yapilmistir. Analizde bir saat sonrasini tahmin ederek olusacak ani ariza ve
bakim planlamalarma miidahale edilmesi amaglanmustir. Oncelikle istasyondan alinan veriler incelenmis, veri analizleri yapilmus, var
olan verilerden yeni veriler liretilmis ve veri setleri modeller i¢in uygun hale getirilmistir. Modellerden elde edilen performans sonuglari
kabul edilebilir aralikta olup TSA yontemlerinin riizgar hiz1 tahmininde basarili bir sekilde kullanilabilecegini, ve geleneksel zaman
serisi yontemlerine gore daha iyi sonuglar verdigi sonucuna varilmastir.

Anahtar kelimeler: riizgar hiz1 tahmini, riizgar enerjisi, ARIMA, tekrarlayan sinir aglari

Recurrent Neural Networks Based Wind Speed Forecasting Models: A Case
Study of Yalova

Abstract

Global warming and other adversarial effects caused by fossil fuel sources, renewable energy sources have been attracted more than
ever. Especially, parties of Paris Climate Agreement countries pledge to reduce greenhouse gas emissions. Among renewable energy
sources, wind energy is one of the significant and eligible source to produce energy sustainably. Wind energy is also one of the most
important renewable energy source due to Turkey’s notable wind energy potential. Although wind energy is one of the most important
clean energy sources, there are several challenges, such as intermittent and uncertain nature of wind places. Therefore, efficient and
reliable energy planning and distribution mostly rely on prediction of wind energy with high accuracy. In this study, we propose four
Reccurent Neural Network (RNN) methods to predict short-term wind energy production. We utilize data obtained from a station
located in Yalova, Turkey to assess the performance of proposed algorithms. In our analysis, we plan to improve maintenance planning
and intervene the sudden breakdowns by predicting 1 hour ahead energy production. First, we analyze the data received from the
station, and the data sets were made suitable for the models. The performance results obtained from the models are plausible. Our
results indicate that RNN methods can be successfully used to predict wind speed.

Keywords: wind speed forecasting, wind energy, ARIMA, recurrent neural networks

* Sorumlu yazar. Alindi : 24 Mayi1s 2022
E-posta adresi: fuat.kosanoglu@yalova.edu.tr Revizyon  :26 Agustos 2022
Kabul : 17 Eyliil 2022


https://orcid.org/0000-0002-1889-3965
https://orcid.org/0000-0002-8561-185X
https://orcid.org/0000-0002-0944-6813

1. Giris (Introduction)

Diinya niifusunun artmasi ve teknolojik cihazlarin
hayatimizda 6nemli yer almasi, beraberinde enerjiye
olan ihtiyact da artirmaktadir. Bu ihtiyacit karsilamak
icin kullanilan kaynaklarin basinda fosil yakitlar olan
petrol, dogalgaz ve komiir yer almaktadir. Bu
kaynaklarm kisitli olmast gercegi, uzun vadede artan
elektrik ihtiyacinin karsilanmasinda yeterli olmayacagi
sonucunu ortaya koymaktadir. Bununla beraber, kiiresel
1sinma ve fosil yakitlarin ¢evreye verdigi zararlar fosil
yakitlara alternatif, temiz ve siirdiiriilebilir enerji
kaynaklarma yonelimi zorunlu kilmistir. Ozellikle Paris
Iklim Anlasmasiyla iilkeler ¢evreye zararli gaz
salinimin azaltmak  konusunda  taahhiitlerde
bulunmuglardir. Bu nedenlerden dolay1 son yillarda
yenilenebilir enerji kaynaklari biiyiik 5nem kazanmis ve
bu kaynaklardan enerji iiretimi i¢in yapilan yatirimlar
hiz kazanmustir. Baglica yenilenebilir enerji kaynaklari,
giines enerjisi, riizgar enerjisi, jeotermal enerji olarak
listelenebilir.

Tiirkiye’de toplam elektrik enerjisinin %7.4 i riizgar
enerjisi ile saglanmaktadir. Riizgar yogunluguna bagl
olarak tiretim miktarlar1 degisen santraller i¢in, konum
ve iklim kosullari riizgar ¢iftlikleri kurulumu ig¢in 6nemli
parametrelerdir. Tiirkiye’de kurulu riizgar enerjisi
santrallerinin biiyiikk cogunlugu kiy1 Ege ve dogu
Marmara’da bulunmakta olup %19.2 oraniyla Izmir
basta gelmektedir (Tiirkiye Riizgar Enerjisi Istatistik
Raporu, 2019).

Yiik tahmini, devletin ve enerji saglayan sirketlerin
arz-talep dengesini kurmak i¢in gereken enerjiyi tahmin
ettikleri bir tekniktir. Gili¢ sistemlerinin etkin
kullanilmasi ve planlanmasinda, yik tahminin dogru
yapilmasi bitylik 6nem arz etmektedir. Enerji tahmininin
yiiksek yapilmasi, igletmenin ingasi sirasinda onemli
Olciide kaynak israfima sebep olmaktadir. Diisiik tahmin
gerceklestiginde ise enerjiden faydalanan kesimin enerji
talebi karsilanamaz ve sistemin verimsiz bir sekilde
¢alismasina neden olur (Wang, Guo ve Huang, 2011).

Diinyada, iilkelerin gelismislik diizeylerini ifade
eden degiskenlerden biri enerji tiiketimi olmasi
sebebiyle Tiirkiye gibi gelismekte olan iilkeler igin
enerji onemli bir ekonomik gdstergedir. Bu gosterge
neticesinde disa bagimlilik, elektrik faturalarinin
artmasi, teminde aksaklik ve sikinti yasanmasi gibi
durumlar sebebiyle halkin refahi i¢in bir sorun teskil
etmektedir. Bagimli olunan enerjinin azaltilmasi igin
yerli kaynaklara yatirim yapilmalidir. Bu nedenle riizgar
enerjisi biiyiik 5nem arz etmektedir. Riizgar enerjisinden
elektrik tiretiminde ise dogru riizgar hizi tahminlemesi
kritik dneme sahiptir.

Bu calismada farkli derin 6grenme metotlar1 ve
klasik zaman serisi metotlar1 kullanilarak kisa donemli
riizgar hiz1 tahminlemesi yapilmasi amaclanmistir. Bu
calisma akademisyen ve uygulayicilara rlizgdr hiz

tahminlemesi yaparken veri o6n islemesi, veri
modellemesi ve tahminleme yapmak icin kilavuz
sunmaktadir. Bu ¢aligma kapsaminda 3 farkli derin
6grenme metodu ve 1 klasik zaman serisi metodu
(ARIMA) Yalova ili riizgar verileri kullanilarak
uygulanmistir.  Modellerin ~ performansi ~ Mutlak
Hatalarin Ortalama Yiizdesi (MAPE), mutlak hatalarin
ortalamasi (MAE) ve hatalarin karelerinin ortalamasi
(MSE)  olgekleri  kullanilarak  karsilastirilmistir.
Modellerde girdi olarak gecmis 24 saatlik veriler
kullanilarak bir sonraki saatin riizgar hizi tahminlemesi
hedeflenmistir.

Calismanm  ikinci  bolimiinde detayli  yiik
tahminleme ile ilgili literatiir taramasina yer verilmistir.
Ugiincii béliimde yiik tahmini ve yiik tahminine etki
yapan faktorler ele alinmistir. Dordiinci boliimde
calismada kullanilan yontemler anlatilmistir. Besinci
bolimde Yalova ili i¢in elde edilen veriler kullanilarak
onerilen modeller test edilmistir. Son boélimde elde
edilen sonuglar ve dneriler sunulmustur.

2. Literatiir Arastirmasi (Literature review)

Enerji endiistrisinde yiik tahmini, tiretim planlama
ve fiyat tahmininde en 6nemli bilesen olarak karsimiza
¢ikmaktadir. Bu tahminler, hem gii¢ sistemleri, hem
ticari kuruluslar tarafindan kullanilmaktadir. 2010-2019
yillar1 arasinda yapilan ¢aligmalara bakildiginda, enerji
tahmin calismalarinin yarist yiik tahmin galigmalaridir.
Diger caligmalar, fiyat, riizgdr ve giines tahminleridir
(Hong vd., 2020).

Riizgér hizi tahmin modelleri ile ilgili ¢alismalar
kisa donem ve uzun dénem olmak tizere iki ana grupta
siiflandirilabilir. Kisa dénem tahmin modelleri 1
saatten birkag¢ gilinliik tahminleri icermekte iken uzun
donem tahminler ise 1 y1l sonrasina kadar uzanmaktadir.
Her iki tahminleme donemleri ig¢in istatistiksel
yontemler, fiziksel yontemler, yapay zekd ve hibrit
modeller gelistirilmistir (Lei vd., 2009). Geleneksel
istatistiksel yontemler optimum ¢Ozliimii garanti
etmemektedir. Fiziksel yontemler ise kisa vadeli tahmin
saglayamamakta ve sayesinde riizgar enerjisi
tahminlerinde gittikce daha fazla kullanilmaktadir.
Hibrit yontemler ise farkli tahmin yoOntemlerinin
6zelliklerini bir araya getirerek daha yiiksek performans
elde etmeyi hedefleyen yontemlerdir.

Kisa donem riizgdr enerjisi tahminlemede
istatistiksel yontemlerin kullanildigi ilk g¢alismalardan
biri Brown ve digerleri, (1984) tarafindan yapilmistir.
Bu ¢alismada tahminlemede otoregresif zaman serileri
modelleri (AR) kullanilmigtir. Torres v.d, (2005)
otoregresif-hareketli ortalama modeli (ARMA) modeli
kullanarak saatlik riizgar hiz1 tahminleri yapmiglardir.
Rajagopalan & Santoso (2009)ayni yontemi kullanarak
riizgar hiz1 tahminleri yapmis ve elde ettikleri sonuglar
yontemin 1 saat sonrasi i¢in tahminlemede basarili
oldugunu gostermistir. Sfetsos (2002) riizgar hizi
tahminlemede otoregresif entegre hareketli ortalama
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(ARIMA) modelini kullanmig, 10 dakika ve 1 saatlik
ortalamalar kullanarak 1 saat sonrasi i¢in tahminleme
yapmistir. Bu c¢alisma 10 dakikalik ortalamalarin
kullanilmasinin ¢ok daha etkili oldugunu gdstermistir.
Cadenas vd., (2016) riizgar enerjisi tahmini i¢in tek
degiskenli ARIMA ve c¢ok degiskenli NARX
modellerini kullanmiglardir. NARX modelinin ARIMA
modeline  gore daha iyi  sonuglar  verdigi
gozlemlenmigtir. Ozkan ve Karagéz (2015) dinamik
kiimeleme ve dogrusal regresyon tekniklerinin
birlestirildigi hibrit bir model ortaya koymuslardir. Bu
modelin 6ne ¢ikan en 6nemli 6zelligi daha az gegmis
veriye ihtiyag duymasi olarak belirtilmistir. Xie vd.,
(2019) parametrik olmayan zaman serisi yontemlerini
kisa  donem  riizgdr  enerjisi  tahminlemede
kullanmuslardir. Aasim, Singh ve Mohapatra (2019)
tekrarlayan wavelet temelli ARIMA modeli kullanarak
kisa donem riizgar enerjisi tahmini yapmiglardir.
Onerilen model 1, 3, 5, 7 ve 10 dakikalik zaman
araliklarmin tahmini i¢in test edilmis ve siireklilik
modeli ile kiyaslandiginda daha iyi sonuglar verdigi
ortaya konmustur.

Uzun donem riizgdr enerjisi tahminlemede
istatistiksel yontemlerin kullanildig1 ¢alismalarin sayisi
nispeten daha azdir. Uzun dénem riizgar enerjisi
tahminlemede, verilerin yapisi nedeniyle istatistiksel
yontemler tek baglarina ¢ok etkili degildirler vd., 2014).
Eldali ve digerleri (2016) ARIMA teknigini kullanarak
uzun donem riizgar enerjisi tahminleme ¢alismasi
yapmuglaridir. Kavasseri ve Seetharaman (2009) kesirli-
ARIMA teknigini 1 giin sonrast i¢in riizgar hizi
tahminlemesinde kullanmislardir. Barbosa de Alencar
vd., (2017) ARIMA, Yapay Sinir Aglar1 (YSA) ve hibrit
modelleri kullanarak kisa ve uzun donem riizgar hizi
tahminleri yapmiglardir. Dokuz vd., (2018) kiimeleme
yontemleri ve ARIMA yontemlerini kullanarak
gelistirdikleri hibrit algoritmay1 kullanarak 1 y1l sonrasi
riizgar hizi tahminlemesi yapmislardir.

Yapay zekd yoOntemleri hem kisa hem de uzun
donem riizgdr hizi tahminine olanak tanimaktadir.
Dumitri ve Gligor (2017) YSA temelli FANN (ileri
beslemeli yapay sinir aglar1) modeli ile riizgar enerjisi
tahmini yapilmiglardir. Bu ¢alismada Romanya verileri
kullanilmis olup gilinliik riizgdr hizt tahminleri
yapilmugtir. Riizgdr hizi tahmininde gegmis yillara ait
giinliik riizgar enerjisi iiretimi ve meteorolojik veriler
kullanilmigtir. Modelin tahminleme performanst RMSE
oOlgiitii ile degerlendirilmistir. Madhiarasan (2021) farkh
YSA modelleri kullanarak uzun siireli riizgar hiz
tahmini  yapmis ve  modellerin  tahminleme
performanslarini kryaslamistir.

Yu vd., (2018) dalgacik doniisiimiinii (wavelet
transform) gegmis yillara ait riizgar hiz1 verilerini alt
serilere siniflandirmak i¢in kullanmiglardir. Bu sekilde,
riizgdr hizi tahmininde alt seriler diisiik frekanslari,
tekrarlayan sinir aglar1 (RNN ) ise derin 6zelliklerin
ortaya ¢ikarilmasinda  kullanilmistir.  Diger  bir
calismada RNN ve hata diizeltme metotlar1 kullanilarak

kisa siireli riizgdr hiz tahmini yapilmistir vd., 2021).
LSTM ve GRU metotlart daha derin 6zelliklerin ortaya
¢ikarilmasinda kullanilmistir. Higashiyama vd., (2017)
evrisimli sinir aglart (CNN) mimarisini kullanarak
rlizgar enerjisi tahmininde sayisal hava tahmin
verilerinin  yiiksek  boyutlarindan  kaynaklanan
problemlere ¢6ziim bulmaya ¢alismistir. Liu vd., (2018)
iki asamali bir model gelistirerek riizgar hiz1 tahmini
yapmuslardir. ilk asamada WPD (Wavelet Packet
Decomposition) yontemi kullanilarak riizgar hizi zaman
serisi alt serilere ayrilmislardir. ikinci asamada, CNN
yontemi kullanilarak yiiksek frekansli alt serilerin
tahmini yapilirken, CNNLSTM yontemi ile daha diisiik
frekansli olan alt katmanlarin tahmin yapilmistir.
Calismada oOnerilen model literatiirdeki sekiz farkli
modelle  kiyaslanmig  olup, riizgar hizi  ani
degisikliklerine karsilastirilan modellere gore daha iyi
performans gosterdigi belirtilmistir. Neshat vd., (2021)
cift yonlii LSTM yontemini kullanarak kisa siireli riizgar
hiz1 tahmini yapmiglardir. Bu ¢aligmada parametrelerin
tahmini icin ayrica bir optimizasyon algoritmasi
kullanilmistir.

Zhang vd., (2019) meteorolojik veriler ile riizgar hiz1
arasindaki korelasyon ve nedenselligi incelenmistir.
Aragtirmada kullanilan degiskenler riizgar hizi, hava
basinct, nem, sicaklik ve digerleri olarak belirtilmistir.
Karmagik nedensellik ile modelin yorumlanabilirligini
arttirmak i¢in standart Uzun Kisa Siireli Bellek Aglar
(LSTM) yerine NLSTM (Neighborhood Gates) yontemi
kullanilmustir.

Yu vd., (2019) riizgar enerjisi ve riizgar hiz1
tahminlerinde zaman serileri calismalarinin aslinda
rizgarin  zamansal ve  mekansal  degisimini
yansitamadigini ifade etmislerdir. Bu nedenle zaman ve
mekansal 6zelliklere (STF) bagl derin CNN yo6ntemini
uygulamiglardir. Fu vd., ( 2019) riizgér enerjisi tahmini
yapilirken riizgar hizi, riizgar yonii ve sicaklik
degiskenlerini kullanilmiglardir. Bu c¢aligmada yerel
optimumdan kag¢inmak i¢in normla tavuk siiriisii
algoritmasi yerine gelistirilmis tavuk siiriisii algoritmasi
kullanilmigtir. Demolli vd., (2019) farkli konumlardaki
rizgar verilerini kullanilarak bes farkli makine
Ogrenmesi algoritmasini (LASSO, kNN, XGBoost, RF,
ve SVR) karsilatilirmiglardir. Calismada, model Nigde
bolgesine ait veriler ile egitilmis ve dort farkli bolge igin
(Bozcaada, Cesme, Mamak ve Silivri) riizgar hizi
tahmin ¢aligmasi yapilip bu bolgelerin riizgar enerjisi
icin elverisliligi belirlenmistir.

Bu calismada Yalova ilinde yer alan istasyondan
elde edilen 01.06.2015 ve 31.05.2020 tarihleri
arasindaki veriler kullanilarak riizgdr hizi tahmini
yapilmas1 amaclanmaktadir. Riizgar hizi tahmininde
TSA temelli 3 farkli model kullanilmis olup, hangi
modellerin daha etkin oldugu sorusuna cevap aranmaya
caligitlmigtir. Bununla beraber klasik zaman serisi
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metodu ile kiyaslanarak TSA temelli modellerin
performansi degerlendirilmistir.

3. Metodoloji (Methodology)

Bu calismada meteorolojik veriler kullanilarak
rizgar hizi tahmininin yapilmasi amaglanmaktadir.
Literatiir aragtirmasinin da belirttigi {izere riizgar hizinin
tahmin edilmesinde yapay zeka tekniklerinin geleneksel
istatistiksel yontemlere gore daha iyi sonuglar
vermektedir. Bu calismada uzun kisa siireli bellek
(Long-Short  Term  Memory-LSTM) ve kapili
tekrarlayan hiicre (Gated Recurrent Unit-GRU) temelli
derin 6grenme algoritmalart kullanilmastir.

3.1. Yapay sinir aglar: (Artificial neural networks)

Yapay zeka ve makine 6grenimi alt uygulamasi olan
derin 6grenme, yapay sinir aglari adi verilen beynin
yapist ve islevinden esinlenen algoritmalarla ilgilidir.
Veri isleme ve karar vermede kullanilabilecek kaliplart
olustururken bu algoritmalar kullanilir. Makine
O0greniminin gergeklesmesi igin hiyerarsik yapida yapay
sinir aglart kullanilir. Geleneksel modellerin veriyi
dogrusal bir sekilde analiz etmesinin aksine, yapay sinir
aglar1 algoritmalar1 hiyerarsik yapilari sayesinde veriyi
dogrusal olmayan bir yapi ile isleyebilirler. Yapay sinir
aglar1 geleneksel olarak ii¢ cesit katmandan olusurlar;
girdi katmani, gizli katman(lar) ve c¢ikti katmani.
Asagidaki figiirde klasik bir yapay sinir aglari mimarisi
gosterilmistir.
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Girdi Katmani Gizli Katmanlar ikt Katmami

Sekil 1. Yapay Sinir Aglar1 Mimarisi (Artificial Neural
Networks Architecture)

Yapay sinir aglarinda [’ninci katmandaki i’ninci
néronun girdisi bir Onceki katmandaki néronlarin
agirlikl etkisi ile asagidaki gibi hesaplanir.

1
A= olal @)
J

Noronlara gelen bilgi aktivasyon fonksiyonu
sayesinde iglenerek diger ndronlara aktarilir. Yapay sinir

aglari literatiiriinde cesitli fonksiyonlar1
kullanilmaktadir. Bu ¢aligmada gizli katmanlarda RELU
aktivasyonu fonksiyonu kullanilirken, ¢ikti katmaninda
lineer aktivasyon fonksiyonu kullanilmistir.

relu(x) ={0, x<0x, x=0 (2
linear(x) = x 3)

3.1.1.  Uzun kisa siireli bellek (Long-short term
memory-LSTM)

Uzun Kisa Siireli Bellek (LSTM) mimarisi zaman
serileri veya siralt dizileri tahminleme i¢in gelistirilmis
olan yapay sinir aglar1 mimarisidir. LSTM
algoritmasinda bir sonraki adimi tahminlemek igin
gecmis durumlarin dogrudan veya dolayli etkileri
kullanilarak tahmin yapilir. LSTM mimarisi gradyan
soniimlenmesini engellemek adina unutma kapilarina
kullanarak ige yarayacak bilgileri kullanirken digerlerini
engeller. Tipik bir LSTM hiicresi asagidaki gibidir.

Ye-1 Y Yen

© © ["

0
!| Ceonheoy i () Q Ceanhent
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Sekil 2. Uzun kisa siireli bellek mimarisi (LSTM
architecture)

LSTM mimarisinde siire¢ unutma, yeni hafiza ve
girdi, ve ¢ikt1 olmak iizere ii¢ asamadan olusmaktadir.
Birinci asama girdi (X;) ve onceki gizli katman (h;_;)
verilerini kullanarak unut kapisinda (f;) hangi bilgilerin
kullanigh oldugunun karar verildigi asamadir. Bu
asamada aktivasyon fonksiyonu olarak Esitlik 4’te
verilen sigmoid fonksiyonu kullanilir.

ft = G(Wf,XXt + Wf,hh‘t—l + bf) (4)

Ikinci asamada, birinci asamada oldugu gibi girdi
(X¢) ve onceki gizli katman (h,_,) Vverilerini kullanarak
hangi bilgilerin uzun dénem hafizaya eklenecegine
karar verilir. Bu asamada tanh fonksiyonu kullanilarak
onceki gizli katman ve girdi (X;) verileri birlestirilir ve
yeni bilgiyi olusturacak aday bilgiler (C) elde edilir.
Girdi kapisinda i; sigmoid fonksiyonu kullanilarak
hangi bilgilerin saklanmasina karar verilir.

Son olarak Esitlik 7’de verildigi gibi yeni bilgiler
olusturulur.
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C:t = tanh(Wc,xXt + chhht—1 + b.) (®)
i = 0(WixXe + Winheoy + b;) )
Co=Cry fr +i.C, Q)

Son asamada yeni bilgiler, 6nceki gizli katman ve
girdi verileri kullanilarak ¢ikti kapisinda (o,) ikt
verileri (Esitlik 8) ve yeni gizli katman (Esitlik 9) elde
edilir.

O = J(M/LJ,xXt + Wo,hht—l + b,) (8)
h: = o.tanh (Cy) 9)

3.1.2. Kapili tekrarlayan hiicre (Gated recurrent
unit-GRU)

Kapili tekrarlayan hiicre (GRU) mimarisi LSTM’de
oldugu gibi zaman serileri veya sirali dizileri
tahminleme i¢in gelistirilmis olan yapay sinir aglar
mimarisidir. GRU mimarisi gradyan soéniimlenmesini
engellemek adina LSTM mimarisine benzer bir sekilde
unutma kapilarina kullanarak ise yarayacak bilgileri
kullanirken digerlerini engeller. Sekil 3 GRU hiicresi
mimarisi gosterilmistir.

Ye-1 Ye Year

[+ o ]
s on"e o O Bys
| &
i
1=z
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Sekil 3. Kapili tekrarlayan hiicre mimarisi (GTU
architecture)

Giincelleme kapisinda (z;), girdi (X;) ve onceki gizli
katman (h;_,) verilerini kullanarak ge¢mis bilgilerin ne
kadarini gelecege aktarilacagina Esitlik 10°da verilen
sigmoid fonksiyonu ile karar verilir.

2z, =o(WOX, + UDh,_,) (10)

Daha sonra silme kapisinda (7;), gegmis bilgilerin ne
kadarinin silinecegine karar verilir.

r=c(W®X, + UDh,_)) (11)

Esitlik 12°de yeni aday bilgiler, silme kapisi
kullanilarak elde edilir.

hi = tanh(W X; + .U hy_;) (12)

Son asamada yeni aday bilgiler arasindan
hangilerinin saklanmasina karar verilerek yeni gizli
katman olusturulur.

he = zehey + (1 — z0)hy) (13)

3.2.  Performans ol¢iitleri (Evaluation metrics)

Bu ¢alismada 6nerilen TSA modellerinin riizgar hizi
tahminleme dogruluklarini 6lgmek icin ti¢ farkli 6lgit
kullanilmustir.  Bu  6lgiitler  14-16  denklemlerinde
verilmistir. Hata terimi e; = y; —9;, y; gozlem
degeriy; iken ; tahmin edilen degerdir.

n
1 (14)
Ortalama Mutlak Hata (MAE) = —Z|ej|
n iy
Ortalama Mutlak Yl'izde Hata (MAPE) (15)
_ 100 Z le;]
|l
- (16)

1
Ortalama Kare Hata (MSE) = EZ ef

4.  Deneysel Calisma (Experimental Study)

Bu c¢aligmada kullanilan modellerin uygulamasi
Python programlama dilinde yapilmistir. Onerilen
tekrarlayan sinir aglari yontemlerinin kisa donemli
riizgar hizi tahminlemesi Yalova bolgesinde elde edilen
veriler iizerinde uygulanmistir.

Bu bolimde sirasiyla veri toplanmasi, veri on
islemesi, modelin Dbelirlenmesi, uygulanmasi, ve
sonuglar anlatilacaktir.

Teorik olarak bu veriler kullanilarak iiretilebilecek
riizgdr enerjisi miktarlar1 hesaplanabilmektedir. Bu
nedenle ¢aligmada riizgar hizi tahminlemesi yapilmis ve
istenildigi durumda {retilebilecek riizgar enerjisi
degerleri elde edilebilmektedir. Akiskanlar mekanigi
tanimina gore; riizgar tiirbininin gii¢ gostergesi olan
riizgar  enerjisinin  hesaplanmast  Esitlik  17°de
gosterilmistir.

1 3
P =3 CppAY (17)

C, Tiirbin performans katsayi, P giic, p hava

yogunlugu, 93 tiirbin alanindaki riizgar hizini, A tiirbin
kanad1 alanini ifade etmektedir (Che vd., 2016).

4.1. Veri Toplanmas: (Data collection)

Riizgar hizi, sicaklik, nem, basing ve giin 6zelligi
gibi parametreler enerji iiretimini etkileyen faktorlerdir.

Kullanilan veriler 01.06.2015 ve 31.05.2020 tarihleri
arast saatlik verilerden olugmaktadir. Veri kiimesi
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toplamda 43848 adet veriden olusmaktadir, bu verilerin
%65°1 agin egitilmesi, %15°1 dogrulanmasi ve %20’si de
test i¢in kullanilmistir. Yapay sinir aglarinda, riizgar
hizi, sicaklik, nem, basing, riizgar yonii, saat ve ay
bilgileri bir saat sonraki riizgar hizin1 tahmini i¢in girdi
olarak kullanilmistir.

4.1.1.  Sicaklik verileri (Temperature data)

Riizgar hiz1 sicaklik degisimlerinden kaynaklandig:
icin riizgar hizina direk etkisi vardir. Sicaklik degerleri
°C cinsinden ifade edilmektedir. Sekil 4’te gosterilen
sicaklik  verilerine  bakildiginda  mevsimsellik
goriilmektedir.

50
40
30

20

10

Sekil 4. Sicaklik veri dagilimi (Temperature data
distribution)

4.1.2. Nem verileri (Humidity data)

Nem miktar1, sicakligi etkilemekte olup dolayli
olarak riizgar hizina etki etmektedir. Sicaklik ile nem
arasindaki iliskinin hissedilen sicakliga etkisi Sekil 5°te
gosterilmistir. Sekil 6’da ise zamana bagli olarak bagil
nem grafigi gosterilmistir.

vaueesnBEMHENEEERE

28
27
27
26
26

26

bR

Sekil 5. Bagil nem-sicaklik iligkisi (Relative humidity-
temperature matrix)

120
100

Sekil 6. Saatlik bagil nem dagilimi (Hourly relative
humidity distribution)

4.1.3. Basing verileri (Pressure data)

Riizgér hizini etkileyen bir diger faktor ise basingtir.
Atmosferin basincina gore riizgar hizi degismektedir.
Sekil  7’de  basing  verileri hPa  cinsinden
gosterilmektedir.

1050
1040
1030
1020
1010
1000

990

Sekil 7. Saatlik aktiiel basing dagilim1 (Hourly actual
pressure distribution)

4.1.4. Riizgdr hizi verileri (Wind speed data)

Riizgar hizi tahminlemesinin en Onemli girdisi
rlizgar hizina ait gegmis verilerdir. Yalova’nin
01.06.2015 ve 31.05.2020 tarihleri arasindaki saatlik
rlizgar hizi verileri Sekil 8’de ifade edilmistir.

Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 177-187 183



16
14
12
10

o N B O

Sekil 8. Saatlik ortalama riizgar hiz1 dagilimi (Hourly
average wind speed distribution)

4.1.5. Riizgdr yonii verileri (Wind direction data)

Riizgar yonii verisi agisal olarak verilmistir. Acisal
verileri direk olarak kullanmak bazi sorunlar
olusturmaktadir. Ornek olarak 360 ° ve 0 ° yon olarak
birbirlerine yakin olmalarma ragmen sayisal olarak uzak
goziikmektedir. Bu nedenle riizgar yonii bilgisi i¢in bir
oniglem yapilmistir. Riizgar yonii bilgisi kullanilarak
riizgar hiz1 X ve Y bilesenlerine ayrilmistir.

Riizgar hizinin riizgar yoniine gore dagilimi Sekil
9’da gosterilmistir.

400
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300
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100
50
0 0

0 50 100 150 200 250 300 350
Saatlik Rizgar Yonu

| — — -
rs o S = h -

Saatlik Ortalama Rizgar hizi m_sn
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Sekil 9. Riizgar hizinin riizgér yoniine gore dagilimi
(Wind speed-wind direction distribution)

Riizgar yoniinii agisal olarak aldigimiz vakit 0° ile
359° y6n olarak birbirlerine ¢ok yakin olmalarina
ragmen sayisal olarak birbirlerine uzak
goziikkmektedirler. Bu yiizde riizgar hizlarin1 X ve Y
koordinatlarina ayrilmis olarak kullandik Sekil 10’da

gosterildigi gibi.

2
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Ruzgar Yona X [m/s]
Sekil 10. Riizgar yoniiniin X ve Y koordinat dagilimi (X
and Y coordinate distribution of wind direction)
4.1.6. Zaman verileri (Time data)

Riizgar wverileri giinlik ve yillik mevsimsellik
gostermektedir. Saat ve giin verilerini siniis ve kosiniis
degisimleri kullanarak Sekil 11°de gosterildigi gibi
modele dahil ettik.

Gunun Saati Sinyali
100 1
0.75
0.50
0.25
0.00
-0.25
-0.50
-0.75
-1.00
0 . 10 15 20 %

Sekil 11. Giinliik saatin siniis ve kosiniis dagilimlar1 (Sine
and cosine distribution of daily hour values)

Sekil 12’de riizgar hizinin Fast Fourier Transfrom
(FFT) analizi gosterilmistir. FFT analizi gostermektedir
ki riizgar hizinda giinliik bir periyotluk s6z konusudur.
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Sekil 12. Yillik ve giinliik siklik dagilim (Annual and daily
temperature distribution)

4.2. TSA modelleri (RNN models)

Bu ¢alismada riizgar hizi tahmini i¢in 3 model
onerilmis olup, modellerin mimari yapist bu bdliimde
ifade edilecektir.

Meteorolojik veriler farkli birimlere ve araliklara
sahip olduklarindan dolay1 (6rnegin sicaklik verileri -4
ile +39 araliginda yer almakta iken basing verileri 992
ile 1039 araliginda degerler almaktadir), bu verilerin
oncelikle normalize edilmesi gerekmektedir. Degerler
[0,1] arasinda Esitlik 18 deki gibi normalize edilmistir.

’ X — Xmin

= (18)

Xmax — Xmin

4.2.1. TSA modellerinin olusturulmas: ve egitimi
(RNN models creation and training)

Bu calismada riizgar hizi tahminlemesinde ti¢ farkli
TSA modeli kullanilmistir. 1lk modelde siral1 bir sekilde
1 GRU katmami 3 tam baglantili katmandan
olusmaktadir. Gizli katmanlarda RELU aktivasyon
fonksiyonu kullanilirken son katmanda dogrusal
aktivasyon fonksiyonu kullanilmistir. Sekil 13°te her bir
katmanin hangi katman c¢esidi oldugu ka¢ tane néron
sahip oldugu ve verinin akig yonii gosterilmistir.

input: | [(None, 720, 10)]

ru_input: InputLayer
su_np P v output: | [(None, 720, 10)]

input: | (None, 720, 10)

gr: GRU
output: (None, 64)

input: | (None, 64)
output: | (None, 32)

dense: Dense

input: | (None, 32)
dense_1: Dense

output: | (None, 32)

input: | (None, 32)
dense_2: Dense

output: | (None, 1)

Sekil 13. Model 1 akis diyagrami (Model 1 flow diagram)

Kullanilan ikinci model, ilk modelden farkli olarak
ilk katmanda GRU yerine LSTM katmani tercih
edilmistir. Model 2 igin akis diyagrami Sekil 14’te
gosterilmistir.

input: | [(None, 24, 10)]
output: | [(None, 24, 10)]

Istm_2_input: InputLayer

\
input: | (None, 24, 10)

output: (None, 64)

Istm_2: LSTM

input: | (None, 64)
output: | (None, 32)

dense_28: Dense

input: | (None, 32)

dense_29: Dense
output: | (None, 32)

input: | (None, 32)
dense_30: Dense

output: | (None, 1)

Sekil 24. Model 2 akis diyagrami (Model 2 flow diagram)

Kullanilan son TSA modelinde ise hem ileri dogru
iliskiyi hem de geriye dogru olan iliskiyi kavrayabilmesi
adina ki Yénli LSTM katmanmin 2 tam baglantih
katman izlemistir. Model 3 ig¢in akig Sekil 15°te
gosterilmistir.
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input: | [(None, 24, 10)]
output: | [(None, 24, 10)]

bidirectional_input: InputLayer

Y

input: | (None, 24, 10)

bidirectional(gru_9): Bidirectional(GRU)
output: | (None, 64)

Y
input: | (None, 64)

output: | (None, 64)

dense_33: Dense

Y
input: | (None, 64)

dense_34: Dense

output: | (None, 1)

Sekil 35. Model 3 akis diyagrami (Model 3 flow diagram)

Bu ¢alismada kullanilan veri setinin %801 egitim,
%20’si test olarak ayrilmistir. Egitim veri setinin de
%10 u dogrulama veri seti olarak kullanilmigtir.

4.2.2.  TSA modellerinin tahmin performansi
(Performance of proposed TNN models)

Kullanilan TSA modelleri ve geleneksek zaman
serisi modeli (ARIMA) kullanilarak, 1 saat sonrasi igin
rlizgar hizi tahmini yapilmaya c¢alisilmistir. Model
egitilirken 24 saatlik veri kullanilmistir. Tablo 1’de her
bir model i¢in tahmin dogrulugunu gosteren MSE,
MAPE, MAE ve R? degerleri verilmistir. Her bir kriter
icin LSTM (Model 2) modeli en iyi degerleri almistir.
Tablo 1°de gosterilen hata degerleri arasindaki farklar
¢ok yiiksek olmamakla beraber, yillik riizgar enerjisi
iretim miktar1 (2021 yilt igin 34250 GWh) ve iiretici
firmalarm {iretim tahmininde yaptiklart hatalarin ceza
maliyetleri  (Aksoy vd., 2013) g6z Oniinde
bulunduruldugunda yapilan iyilestirme biiylik Gnem
tagimaktadir.

Bu ¢alismada zaman serileri i¢in gelistirilmis olan ve
literatiirde siklikla kullanilan geri beslemeli sinir aglar
mimarilerinden LSTM ve GRU se¢ilmistir. Bu ileri
seviye metotlarla karsilastirmak ve istiinligiini
gostermek igin klasik bir zaman serisi metodu olan
ARIMA se¢ilmistir. Derin 6grenme metotlari igin ¢esitli
katman sayist ve noron sayilart denenerek optimum
parametreler bulunmaya calistlmust1. Model
parametrelerini optimize etmek igin egitim kiimesinin
%10’luk kism1 dogrulama kiimesi olarak kullanilmaist.
Bulunan optimum parametreler sekiller 13,14 ve 15’te
gosterilmigtir.  ARIMA  metotlarindan  mevsimsel
ARIMA (sARIMA) metodu secilmistir. Parametre
optimizasyonu (grid arama) yaparak optimum ARIMA
parametreleri (p=1, d =1, g = 0) mevsimsel parametreler

ise (P =1, D=0, Q = 0) olarak bulunmustur. Mevsimsel
periyot ise 24 saat (1 giin) olarak belirlenmistir.

Tablo 1. Modellerin tahminleme performanslari (Performance
of proposed ANN models)

Model R? MSE MAPE MAE
GRU 0.7530 0.1243 18.9448 | 0.2533
LSTM 0.7586 0.1215 18.4373 | 0.2485
Iki Yénlii 0.7579 0.1219 18.4987 | 0.2503
GRU
ARIMA 0.7435 0.1291 20.2623 | 0.2621

Bununla beraber her model i¢in tahmin degerleri ve
gerceklesen riizgdr hizi degerleri 24 saatlik grafik
iizerinde Sekil 16’da gosterilmistir.

—&- Observed
/A GRU
25 8 -i\\ =k
&Y -4- 1STM
A\ Ty “W- ik Yonlii GRU

= ARIMA

=

RUzgar hizi (m/s)
—
o

—
o

05 n

0 5 10 15 20
Saat

Sekil 16. 24 saatlik gercek deger ile model tahminlerinin
kiyas1. (Comparison of actual and forecasted wind data for 24 hours)

5. Sonuc ve Oneriler (Conclusion and Future
Research)

Bu ¢alismada kisa dénemli riizgar hizi tahmininde
modern makine dgrenmesi algoritmalariin
performanslarin1 karsilagtirmak adina 3 farkli TSA
modeli sunulmustur. Ayrica TSA modelleri klasik
zaman serisi metodu (ARIMA) ile karsilastirilmigtir.

Olusturulan modellerle yapilan tahmin sonuglari R?,
MSE, MAPE ve MAE degerleri hesaplanmistir. Bu
degerlere bakildiginda; her model ile yapilan tahminlere
ait degerlendirme kriterleri oranlar1 kabul edilebilir bir
aralik igerisinde oldugu goriiliirken bazi modellerde
diger modellere kiyasla daha diisiik degerler elde
edilmistir. Genel olarak en diisiik hata oranina sahip olan
modeller TSA modelleri olup bunlarin iginden de en her
iic degerlendirme kriteri icinde LSTM modeli en iyi
sonucu vermistir.

Journal of Intelligent Systems: Theory and Applications 5(2) (2022) 177-187 186



Bu calismada elde edilen sonuglar ile, TSA
yontemlerinin riizgar hizi tahmininde basarili bir sekilde
kullanilabilecegini, ve geleneksel zaman serisi
yontemlerine gére daha iyi sonuglar verdigi sonucuna
vartlmigtir.

Onerilen TSA  modellerini  gelistirmek  ve
tahminleme performansini  artirmak igin  farkli
optimizasyon metotlarinin kullanilmasi yeni bir ¢aligma
konusu olabilir. Agirliklarin daha dogru belirlenmesi ile
daha dogru sonuglar elde edilebilir. Bu kapsamda
siklikla kullanilan tahmin ydntemlerinin birlikte
kullanilmasiyla hibrit modeller olusturulabilir. Bu
sekilde her yontemin avantajlar1 kullanilarak daha dogru
agirliklara ulagilabilir ve tahminlerin  dogrulugu
artirilabilir. Bununla beraber, modelin egitilmesinde
farkli veri setlerinin kullanilmasi ile daha diisiik hata
oranlari elde edilebilir.
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