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Coronaviriis Strii Bagisikligi Algoritmasi ile Otsu
Tabanli Optimal Cok Diizeyli Gortintii Esig1
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Ozet— Esik secimi, goriintii boliitlemede dnemli bir rol oynamaktadir. Esik segimiyle ilgili en faydali yontemler
olarak minimum hata yontemi, iteratif yontem, entropi yontemi ve Otsu yontemi bilinmektedir. Bu ¢alismada
esikleme yontemi olarak Otsu teknigi kullanilmaktadir. Esik sayisinin (K) artmasina bagli olarak problemin
karmagiklik diizeyi iistel olarak artacagi i¢cin matematiksel yontemler yerine siirii zekasi algoritmasi kullanilmasi
daha uygun goriilmektedir. Bundan dolayi, bu ¢alismada siirli zekasi algoritmasi olarak da son yillarda literatiire
kazandirilmis olan Coronaviriis siirii bagisiklig1 algoritmasi (CHIO) kullanilmaktadir. Deneysel ¢aligmalarda test
verisi olarak alt1 farkli gériintii kullanilmaktadir. K degeri bu ¢alismada 2, 3, 4 ve 5 olarak belirlenmektedir. Bu
veri seti kullanilarak CHIO algoritmasi ile literatiirde yer alan diferansiyel evrim (differential evolution: DE), gri
kurt ( gray wolf optimizer: GWO), parcacik siirli (particle swarm optimization: PSO) algoritmalar1 gibi basarili
algoritmalarla esit kosullarda kiyaslanmaktadir. Elde edilen sonuglara gére, CHIO algoritmasi kullanilarak 6 test
verisi lizerinde yapilan ¢alismalarda K=2 oldugunda verilerin %100, K=3 ve 4 iken %83 ve son olarak K=5 iken
%50’sinde en iyi sonuglari yakaladigi goriilmektedir. Bu sonuglar 1s1ginda, CHIO algoritmasinin ¢6ziim kalitesi
acisindan rekabet edici oldugu tespit edilmistir. Sonug olarak CHIO algoritmasi ¢ok diizeyli goriintii esigi problemi
icin alternatif bir algoritma olabilir.

Anahtar Kelimeler— coronaviriis siirii bagisikligi algoritmasi, yapay zeka, optimizasyon, goriintii esik se¢imi

Otsu Based Optimal Multilevel Image Thresholding
Using Coronavirus Herd Immunity Optimizer

Abstract— Thresholding selection plays an important role in image segmentation. Minimum error method,
iterative method, entropy method and Otsu method are known as the most useful methods for thresholding
selection. In this study, Otsu technique is used as thresholding method. Since the complexity of the problem would
increase exponentially depending on the increase in the number of thresholds (K), it seems more appropriate to
use a swarm intelligence algorithm instead of mathematical methods. Therefore, in this study, the Coronavirus
herd immunity optimizer (CHIO), which has been introduced to the literature in recent years, is used as a swarm
intelligence algorithm. In the experimental studies, six different images are used as test data in experimental
studies. K value is determined as 2, 3, 4 and 5 in this study. Using this data set, the CHIO algorithm is compared
with the successful algorithms in the literature such as differential evolution (DE), gray wolf (GWO), and particle
swarm (PSO) algorithms in the equal conditions. According to the results obtained, it is seen that in studies
conducted on 6 test data using the CHIO algorithm, the proposed algorithm achieves the best results in 100% of
the images when K=2, 83% when K=3 and 4, and finally 50% when K=5. In the light of these results, it has been
determined that the CHIO algorithm is competitive in terms of solution quality. As a result, the CHIO algorithm
can be an alternative algorithm for the multilevel image thresholding problem.

Keywords— coronavirus herd immunity optimizer, artificial intelligence, metaheuristic, image threshold selection
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1. GIRIS (INTRODUCTION)

Esikleme, goriintii segmentasyonu i¢in en énemli ve etkili
araglardan biridir. Esikleme, video sikistirmada, [1, 2],
goriintii giiriilti gidermede [3], belge islemede [4] ve hedef
tammada [5] yaygin olarak kullanilan  goriintii
boliitlemenin ana yontemi ve énemli bir dalidir. Esikleme
islemi bir esik (th) degeri alarak calistig1 i¢in, yogunluk
degeri 'th' degerinden yiiksek olan pikseller birinci siif
olarak etiketlenirken geri kalanlar ikinci simif olarak
etiketlenir [6]. Goriinti arka plan ve hedef nesne olmak
iizere iki sinifa ayrildiginda, gorev iki seviyeli esikleme
(BT) olarak adlandirilir ve yalnizca bir 'th' degeri gerektirir.
Iki seviyeli esiklemenin uzantis1 ¢ok seviyeli esikleme
(MT) olarak adlandirilir [7]. MT'de pikseller ikiden fazla
sinifa ayrilir ve bu da birden fazla 'th' degeri gerektirir [8].
Cok seviyeli esikleme, gri seviyeli bir goriintiiyli birden
fazla esik tespit ederek birkag farkli bolgeye ayirir [9].

Esik sayisi arttik¢a, esikleme problemindeki hesaplama
karmagikligi da 6nemli 6lgiide artmaktadir. Bu nedenle,
hesaplama verimliligini artirmak i¢in bu probleme
literatiirde ¢cok sayida siirli zekasi optimizasyon algoritmast
uygulanmaktadir [10, 11]. Akay (2012)’in ¢alismasinda
pargacik siiri (PSO) ve yapay art koloni (ABC)
algoritmalarini kullanilmigtir. 12 farkli goriintii tizerinde
yaptigi calismalarda ise esikleme yontemi olarak Otsu ve
Kapur yontemleri tercih edilmistir. Oliva  vd.
¢aligsmalarinda Harmoni arama algoritmasini 10 farkli MRI
goriintil tizerinde kullanmiglardir. Algoritmayi ise BF, PSO
ve genetik algoritma ile kiyaslamiglardir [8]. Raja vd.
Brownian Dagilim rehberli Atesbocegi Algoritmast
kullanarak Otsu metodu yoOntemiyle esikleme islemini
gerceklestirmiglerdir. Caligmalarin1 12 adet gri seviye
goriintii kullanarak orijinal ates bocegi algoritmasi ile
kiyaslamiglardir [12]. Aziz vd. balina ve giive alive
optimizasyon algoritmalartyla esikleme problemine ¢6ziim
aramiglardir. 8 farkli goriintii iizerinde Otsu yontemi
kullanarak elde ettikleri ¢oziimleri RMSE, PSNR, SSIM
gibi kriterlere gore degerlendirmiglerdir [13]. Kotte vd. 10
farkli MRI goriintiisii  kullanarak Kapur ve Otsu
yontemleriyle esikleme islemini gergeklestirmislerdir.
Adaptif riizgar siiriicii algoritmasi (AWDO) ile yaptiklari
calismada sonuglar1 PSO ve orijinal WDO algoritmasi gibi
algoritmalarla kiyaslamiglardir [14]. Kahraman vd. renkli
goriintiilerin ¢ok seviyeli esiklenmesi ve siniflandirilmast
tizerine ¢aligmuglardir [15]. Koc vd. gri kurt optimizasyon
algoritmast  kullanarak Otsu  yontemiyle esikleme
problemine yeni ¢oziimler liretmistir. Esikleme islemini 6
goriintii iizerinde Otsu yontemi kullanarak
gerceklestirmiglerdir [16]. Diz evrimsel ¢ok amagh
algoritma ile yaptiklar1 ¢alismada 6 gri seviye goriintii
kullanarak  esikleme islemini  gergeklestirmislerdir.
Esikleme teknigi olarak ise Kapur, Otsu ve bulanik C-
means gibi yontemler kullanilmigtir [17]. Celik ve Demirel
zatiirre tespiti i¢cin Otsu ve Ridler-Calvard goriintii isleme
yontemini dnermiglerdir [18]. Karasulu goriintiilerde insan
kulagi tespit ve boliitlemesini temel alan biyometrik
yetkilendirme iizerine bir inceleme yapmistir. Yapilan
calismada esikleme yontemi kullanilmistir [19].
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Bu ¢alismada son yillarda gelistirilmis olan Coronavirus
stiri bagisikligi algoritmasi (CHIO) kullanarak ¢ok diizeyli
goriintii esik secimi gerceklestirilmistir. Yapilan caligmada
6 farkli goriintii kullanilmis ve esik se¢imi icin amag
fonksiyonu olarak Otsu teknigi tercih edilmistir. Elde
edilen sonuglar GWO, DE gibi giiclii algoritmalar basta
olmak tizere toplam alt1 farkli algoritma ile kiyaslanmustir.
Kargilagtirmali sonuglara gére CHIO algoritmasinin diger
algoritmalara gore rekabet edici oldugu ¢ok agik bir sekilde
sOylenebilir.

Bu ¢aligsmanin genel organizasyonu su sekildedir: Bolim
2’de Otsu esikleme metodu ve CHIO algoritmasima ait
detaylar sunulmaktadir. Boliim 3’te ise deneysel ¢alismalar
karsilagtirmali verilmektedir. Son olarak Boliim 4’te ise
calismaya iligkin tartisma kismi yer almaktadir.

2. MATERYAL VE METOD (MATERIAL AND METHOD)
2.1. Coklu Esikleme Problemi (Multilevel Thresholding Problem)

Cok seviyeli esikleme, literatiirde ¢ok siklikla tercih edilen
goriintli segmentasyon yontemlerinden birisidir [20]. Cok
seviyeli esikleme problemi, bir uygunluk kriterini (I(x,y))
maksimuma ¢ikaran [0, L-1] gri dlgek araligindaki optimal
esikleri bulmakla ilgilenmektedir. Esik degerlerini bulmak
icin Otsu'nun siniflar arasi varyans fonksiyonu kullanilir.
Optimizasyon probleminin arama boyutu, dikkate alinan
esik sayisina gore atanir [12].

2.2. Otsu Esikleme Metodu (Otsu Thresholding Method)

Literatiirde var olan klasik ve optimizasyon algoritmasi
tabanli esikleme yontemleri, bazi yol gosterici
parametreleri karsilayarak parcali histogramda miimkiin
olan en iyi esigi bulmak i¢in kullanilmaktadir. Otsu tabanlt
goriinti esikleme ilk olarak 1979'da Onerilmistir. Bu
yontem, amag¢ fonksiyonunu maksimize ederek optimal
degerleri sunmaktadir. Bu ¢alismada Otsu'nun siniflar arast
varyans olarak bilinen parametrik olmayan boliitleme
yontemi ele alinmaktadir [12, 21]. Gri seviye esikleme
yontemine i¢in ama¢ fonksiyonuna ait matematiksel
modeller agagida verilmektedir:

t* = argmax[f,(t)] (1)
fo) = 05 + 0y (2)
0y = wo(lo — p)* and oy = @, (Uy — pie)? (3)
= ' = ' )

i=0 i=t
wo = Xisp: and w, = XI5 p; (5)
(6)

xl
pi :}

buradaki xi, I diizeyindeki piksel sayisim, X ise her
diizeydeki toplam piksel sayisin1 ifade etmektedir. pi
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Denklem (6)'daki i. gri seviyenin olasilik degeridir. wo ve
1, Denklem (5)'deki 0. ve 1. segment olusumunun tahmin
edilen olasiligidir. Denklem (4)'teki po Ve pa, 0. sinif ve 1.
sinif ortalama yogunlugudur. p;, Denklem(3)'deki orijinal
gOriintiiniin ortalama degerine karsiliktir. Denklem (2)'de
60, 0. sinifin varyansidir ve o1, 1. sinifin varyansidir.

Siniflar aras1 varyansin temel denklemler 1s181nda, siniflar
aras1 varyansa dayali goriintii esikleme, asagidaki gibi
verilen c¢ok diizeyli esiklemeye genisletilmektedir.
Optimum esik degeri t* ise Denklem (7)’deki gibi
hesaplanmaktadir.

t* = argmax|f,, ()] @

S ®)
fr(®) = Z o;

i=0
0o = Woto — He)? 101 = @1y — p)?, oy O = )
wn(#n - ﬂt)z

1 1. 1 .

Ho = 2~ Z?;ollxpi M=o Zf;tollxpi , u, = (10
1 wre1 ;s
o1 {26, LXp;
W= B P 01 = TP 00 =TI D (1)

2.3. Coronaviriis Siirii Bagisikligi Algoritmast (Coronavirus
Herd Immunity Optimizer)

Coronaviriis siiri bagisikligi algoritmas: (CHIO), 2020
yilinda Al-Betar vd. tarafindan Onerilen yeni bir
metasezgisel algoritmadir [22]. Diger birgok siirii zekasi
algoritmasina benzer sekilde, dogal bir varligin davranigini
taklit eder, bu durumda ilhaminm1 patojenik bir
koronaviriisten almaktadir. CHIO, bulasict hastaliklardan
bagisiklik elde etme ydntemlerinden biri olarak bilinen
stiri psikolojisinin uygulanmasi yoluyla bir siiriide dogal
bagisiklik elde etme siirecini taklit etmektedir.

Koronaviriis siirii bagisikligi fikri, CHIO adli teorik bir
optimizasyon algoritmasi olusturmak icin Al-Betar
tarafindan matematiksel olarak modellenmistir. Model,
enfekte olmayan ¢aresiz niifusun biiyiik kismini saglam bir
niifusa doniistiirerek insanlig1 hastaliga karsi en iyi sekilde
korumanin bir yolunu bulmaya dayanmaktadir [22]. Sonug
olarak, geriye kalan tiim hassas vakalar etkilenmeyecek ve
direngli popiilasyon artik hastaligi bulastirmayacaktir.
Modelde, siiri bagisikligi olan bireylerden olusan
popiilasyon ii¢ kategoride siniflandirilmaktadir: duyarls,
kontamine (veya dogrulanmis) ve bagisiklik kazanmis
(veya yeniden kazanmig) kisiler [22, 23]. Algoritmaya ait
temel denklemler Denklem (12)-(14)’te verilmistir.

CI®) = X)) +7x (X&) — XE(®) (12)
NI () = X/ () +rx X/ () = X™(©)) (13)
R/ () =X/ (®) +rx (X[ (®) — X)) (14)

Algoritma asagidaki adimlardan olugsmaktadir:

Adim 1: Algoritmanin baslangic parametrelerini ayarla.
Parametreleri baglat. (N, HIS, Sr, MaxIterasyon, MaxYas)

Adim 2: CHIO popiilasyonunu iiret.
Her bir elamanin maliyetini uygunluk fonksiyonuna gére hesapla.

Adim 3: Populasyon konum giincelle
while t < MaxIterasyon

for j=1to HIS do
Corona(X/ (t))=false
fori=1toN

if r< %x BR,
X/(t+1) =cx/ ()
else if r < gx BR,
X/ t+1) =N/ ®)
elseif r < BR,
X'+ =RrRX )
else

X+ =x®
end if

end for

[Bakimiz: Denklem (12)]

[Bakiniz: Denklem (13)]

[Bakiniz: Denklem (14)]

Adim 4: Populasyondaki elemanlari giincelle
if f (Xj (t+ 1)) > f(X/(t)) :maksimizasyon islemi
Xit+1D) =X

else

end if

. ; F(0)(E+1)
J S

iffX(E+1) < .

A] =1

end if

A'S; =0 A Corona(X’(t + 1))

F(x(e+D)

if fFX7(t+1)> D) ;=

end if

Adim 5: Oliimciil Durumlar
if4; = MaxYas A (S; == 1)
Yeni birey iret.

end if

end for

t=t+1

end while

Algoritma ilk olarak probleme uygun olarak
parametrelerinin ayarlanmasi ile baglamaktadir. Adim 2°de
popiilasyon verilen parametrelere gore tretilir ve
problemin amag fonksiyonu yardimiyla her bir ¢éziimiin
maliyeti hesaplanir. Adim 3’te verilen iterasyon sayisina
gbre her bir bireyin Onerilen algoritmanin denklemleri
yardimiyla mevcut pozisyonlar1 giincellenir. Adim 4’te ise
Adim 3’te iretilen yeni pozisyonlara ait ¢oziimler amag



fonksiyonuna goénderilir ve ¢dziimler daha iyiyse yeni
¢Oziim mevcut ¢ozlim ile yer degistirir (giincellenir). Adim
5’te ise sOz konusu ¢odziimde bir iyilesme goriilmezse
mevcut ¢dziim yerine arama uzaymda yeniden ¢oziim
iiretilir. Bu islem ile global arama giiclendirilir. Tiim bu
islemler maksimum iterasyon boyunca devam ettirilir.
Sonug olarak, elde edilen en iyi sonug raporlanir.

3. DENEYSEL CALISMALAR
STUDIES)

(EXPERIMENTAL

Bu ¢aligmada ¢ok seviyeli esikleme yontemi olarak Otsu
teknigi tercih edilmistir. Egikleme yOntemlerinde test
etmek amaciyla farkli ozelliklere sahip 6 goriintii
kullanilmistir [16]. Optimal esik seviyesi belirlemek
amactyla da literatiirde son yillarda oOnerilmis olan
Coronaviriis  stirli  bagisiklik  algoritmas1  (CHIO)
kullanilmistir.  Goriintiilere ait o6zellikler Sekil 1°de
verilmistir. Ayrica Otsu yontemiyle elde edilen sonuglar da
esik sayisimna gore Tablo 1’de sirastyla verilmistir. Tim
deneysel calismalar Intel Core i7 2.80 GHz CPU, 16 GB
RAM ve Windows 10 64-bit isletim sistemi tizerinde
Matlab R2021a kullanilarak gerceklestirilmistir.

0 50 100 150 200 )

(b) Oturma odas1 (Living room)

o 50 100 150 200 250

(c) Tekneler (Boats)

100 150

] 50
(d) Goldhill
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50

] 50 100 150 200

(f) Anten (Aerial)

Sekil 1. Test verileri
(Test data)

Tablo 1. Otsu yontemine gore elde edilen test veri sonuglari
(Test data results obtained according to the Otsu method)

Resimler K Esik Degerleri En iyi deger
Barbara 2 82, 147 2608.611
3 75,127,176 2785.163
4 66, 106, 142, 182 2856.262
5 57,88, 118, 148, 184 2890.977
Oturma odasi 2 87, 145 1627.909
3 76,123, 163 1760.103
4 56, 97, 132, 168 1828.864
5 49, 88, 120, 146, 178 1871.991
Tekneler 2 93, 155 1863.347
3 73,126, 167 1994.536
4 65, 114, 147,179 2059.866
5 51, 90, 126, 152, 183 2092.776
Goldhill 2 94, 161 2069.510
3 83, 126, 179 2220.373
4 69, 102, 138, 186 2295.380
5 63,91, 117, 147, 191 2331.157
Gol 2 85, 154 3974.738
3 78, 140, 194 4112.631
4 67,110, 158, 198 4180.886
5 57, 88, 127, 166, 200 4216.944
Anten 2 125,178 1808.171
3 109, 147, 190 1905.411
4 104, 134, 167, 202 1957.0180
5 99, 123, 148, 175, 205 1980.657

Deneysel sonuglarin adil bir sekilde karsilastirilabilmesi
icin her bir esik degeri igin 25 bagimsiz caligma
gerceklestirilmistir.  Popiilasyon  sayis1  olarak 40
belirlenirken, iterasyon sayist olarak ise 2000
belirlenmistir. Elde edilen sonuglar literatiirde yaygin
olarak kullanilan PSO, Diferansiyel evrim (DE), Guguk
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kusu arama (CS), Ates bocegi (FA), Yarasa (BA) ve Gri
kurt (GWO) algoritmalarinin sonuglariyla kiyaslanmigtir.
Bu algoritmalarin  sonuglart  dogrudan Koc  vd.
¢aligmasindan alinmigtir [16]. Sonuglar ortalama (Ort.) ve
standart sapma (Std. Sap.) agisindan karsilagtirmali olarak
sunulmugtur. Ort ve Std. Sap. Degerleri sirasiyla 25
bagimsiz ¢alismaya ait Otsu metodu kullanilarak edilen
amag¢ fonksiyonunun sonuglarinin ortalama degerini ve
standart sapma degerlerini ifade etmektedir. Tablo 2, 3, 4
ve 5 sirastyla K=2, 3, 4 ve 5 degerleri i¢in elde edilen

deneysel sonuglar1 sunmaktadir. Tablo 2-5’te koyu renkle
ifade edilen yerler onerilen algoritmanin ilgili test verisi
icin en iyi oldugunu ifade etmektedir.

Tablo 2 incelendiginde onerilen CHIO algoritmasinin 6
gOriintiiniin tamaminda Ort. deger acisindan en iyi degere
ulastigin1 gdstermektedir. Std. Sap. agisindan ise sadece
Gol isimli gorlintiide en iyiyi yakaladigi goriilmektedir.
Sonug olarak CHIO yontemi K=2 oldugu durumda ¢ok
basarilidir.

Tablo 2. Otsu kriterine goére K=2 i¢in algoritmalardan elde edilen sonuglarin karsilagtiritlmasi
(Comparison of the results obtained from the algorithms according to the Otsu criterion for K=2)

Yontem Barbara Oturma Tekneler Goldhill Gol Anten
odasi
Otsu En lyi 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
PSO Ort. 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.82E-12 0.00E+00 0.00E+00 4.55E-13 3.64E-12 2.27E-13
DE Ort. 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.82E-12 0.00E+00 0.00E+00 4.55E-13 3.64E-12 2.27E-13
CSs Ort. 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.82E-12 0.00E+00 0.00E+00 4.55E-13 3.64E-12 2.27E-13
FA Ort. 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.82E-12 0.00E+00 0.00E+00 4.55E-13 3.64E-12 2.27E-13
BA Ort. 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.36E-12 2.27E-13 0.00E+00 4.55E-13 4.09E-12 2.27E-13
GWO Ort. 2608.611 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.84E-12 6.89E-13 1.84E-12 1.84E-12 2.30E-12 6.89E-13
CHIO Ort. 2608.898 1627.909 1863.347 2069.510 3974.738 1808.171
Std. Sap. 1.65E-01 4.64E-13 6.96E-13 1.39E-12 1.39E-12 6.96E-13
Tablo 3. Otsu kriterine gére K=3 i¢in algoritmalardan elde edilen sonuglarin karsilagtiritlmasi
(Comparison of the results obtained from the algorithms according to the Otsu criterion for K=3)
Yontem Barbara Oturma Tekneler Goldhill Gol Anten
odasi
Otsu En lyi 2785.163 1760.103 1994.536 2220.373 4112.631 1905.411
PSO Ort. 2785.163 1760.103 1994.536 2220.373 4112.631 1905.411
Std. Sap. 2.27E-12 2.27E-13 1.59E-12 1.36E-12 4.55E-12 1.14E-12
DE Ort. 2785.162 1760.103 1994.535 2220.373 4112.631 1905.411
Std. Sap. 8.31E-03 2.27E-13 7.26E-03 1.36E-12 4.55E-12 1.14E-12
CS Ort. 2785.163 1760.103 1994.536 2220.373 4112.631 1905.411
Std. Sap. 2.27E-12 2.27E-13 1.59E-12 1.36E-12 4.55E-12 1.14E-12
FA Ort. 2785.163 1760.103 1994.536 2220.373 4112.631 1905.411
Std. Sap. 2.27E-12 2.27E-13 1.59E-12 1.36E-12 4.55E-12 1.14E-12
BA Ort. 2785.163 1760.103 1994.536 2220.373 4112.631 1905.411
Std. Sap. 1.36E-12 2.27E-13 1.14E-12 1.36E-12 3.64E-12 1.14E-12
GWO Ort. 2785.612 1760.103 1994.536 2220.373 4112.631 1905.411
Std. Sap. 1.38E-12 6.89E-13 1.15E-12 1.38E-12 5.51E-12 9.19E-13
CHIO Ort. 2785.383 1760.103 1994.536 2220.373 4112.631 1905.411
Std. Sap. 1.10E-01 6.96E-13 2.32E-13 1.39E-12 0.00E+00 2.32E-13
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Tablo 4. Otsu kriterine gére K=4 icin algoritmalardan elde edilen sonuclarin karsilagtirilmasi
(Comparison of the results obtained from the algorithms according to the Otsu criterion for K=4)

Yontem Barbara Oturma Tekneler Goldhill Gol Anten
odasi
Otsu En lyi 2856.262 1828.864 2059.866 4180.886 4180.886 1957.0180
PSO Ort. 2856.261 1828.864 2059.866 2295.380 4180.884 1955.086
Std. Sap. 6.66E-03 1.59E-12 4.22E-04 1.48E-03 7.41E-03 7.65E + 00
DE Ort. 2856.261 1828.860 2059.865 2295.380 4180.884 1955.086
Std. Sap. 2.80E-03 1.30E-02 6.85E-03 1.48E-03 7.41E-03 7.65E + 00
CS Ort. 2856.262 1828.864 2059.866 2295.380 4180.886 1957.018
Std. Sap. 2.45E-03 1.59E-12 1.36E-12 2.27E-12 0.00E+00 0.00E+00
FA Ort. 2856.262 1828.864 2059.866 2295.380 4180.886 1957.018
Std. Sap. 4.55E-13 1.59E-12 1.36E-12 2.27E-12 0.00E+00 0.00E+00
BA Ort. 2856.262 1828.864 2059.866 2295.380 4180.886 1957.018
Std. Sap. 455E-13 2.27E-12 9.09E-13 2.27E-12 0.00E+00 2.27E-13
GWO Ort. 2856.699 1828.864 2059.866 2295.380 4180.886 1957.018
Std. Sap. 4.59E-13 1.61E-12 2.30E-12 2.30E-12 0.00E+00 2.77E-04
CHIO Ort. 2856.463 1828.864 2059.866 2295.380 4180.886 1957.018
Std. Sap. 1.10E-01 4.64E-13 0.00E+00 1.39E-12 0.00E+00 1.16E-12

Tablo 5. Otsu kriterine gére K=5 i¢in algoritmalardan elde edilen sonuglarin karsilastirilmasi
(Comparison of the results obtained from the algorithms according to the Otsu criterion for K=5)

Yontem Barbara Oturma Tekneler Goldhill Gol Anten
odasi
Otsu En lyi 2890.977 1871.991 2092.776 2331.157 4216.944 1980.657
PSO Ort. 2890.976 1871.985 2092.771 2331.156 4216.943 1,979.170
Std. Sap. 5.05E-02 2.29E-02 8.36E-03 3.56E-04 3.99E-03 2.51E + 00
DE Ort. 2890.971 1871.977 2092.767 2331.156 4216.943 1979.170
Std. Sap. 2.05E-02 2.34E-02 2.71E-02 3.56E-04 3.99E-03 2.51E +00
Cs Ort. 2890.977 1871.990 2092.776 2331.155 4216.944 1980.651
Std. Sap. 4.85E-04 2.70E-03 1.03E-03 4.76E-03 9.09E-13 1.16E-02
FA Ort. 2890.977 1871.991 2092.774 2331.157 4216.944 1980.657
Std. Sap. 3.64E-12 0.00E+00 3.57E-03 2.27E-12 9.09E-13 9.09E-13
BA Ort. 2890.977 1871.991 2092.773 2331.157 4216.944 1979.514
Std. Sap. 2.73E-12 0.00E+00 3.78E-03 2.27E-12 3.64E-12 2.29E + 00
GWO Ort. 2891.491 1871.985 2092.773 2331.156 4216.943 1980.656
Std. Sap. 6.96E-03 1.91E-02 6.43E-03 3.42E-03 1.97E-03 2.57E-03
CHIO Ort. 2891.116 1871.990 2092.774 2331.153 4216.943 1980.589

Std. Sap. 9.59E-02 3.86E-03 3.32E-03 7.81E-03 7.05E-04 1.01E-01
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Tablo 3 detayli incelendiginde ortalama degerlere gore
Barbara hari¢ diger tim 5 goriintide CHIO
algoritmasinin en iyi esik degerlerini yakaladig1
goriilmektedir. Standart sapma agisindan ise Barbara,
Gol ve Goldhill harig¢ diger 3 goriintiide en iyi degerleri
iirettigi goriilmektedir. Sonu¢ olarak K=3 degerinde
Onerilen yontemin ¢6ziim kalitesi agisindan diger
algoritmalarla  beraber  ¢ok  basarili  oldugu
goriilmektedir.

K=4 degeri i¢in Tablo 4’e ait sonuglar incelendiginde
ortalama deger acisindan K=3 oldugu duruma benzer
sekilde Barbara verisi hari¢ diger tim goriintiilerde en
iyi degere ulastigt goriilmektedir. Standart sapma
acisindan  Onerilen algoritma degerlendirildiginde
sadece Barbara ve Anten verisinde en iyi degere
ulagamadigi diger 4 goriintiide kararli sonuglar tirettigi
goriilmektedir. Sonug¢ olarak K=4 degeri i¢in CHIO
algoritmas1 ¢oziim kalitesi ve kararlilik agisindan
bagarili bir algoritmadir.

Son olarak Tablo 5 incelendiginde ise ¢oziim kalitesi
acisindan Oturma odast, tekne ve gol goriintiilerinde en
iyi sonucu yakaladig: goriiliirken, diger goriintiilerde ise
optimal degere ¢ok yaklastigi goriilmektedir. Standart
sapma agisindan incelendiginde ise 6nerilen yontemin
¢ok basarili  bir performans sergileyemedigi
gorilmektedir. Sonug¢ olarak CHIO yontemi K=5
oldugu durumda ¢6ziim kalitesi agisindan kayda deger
bir basar1 yakalarken, standart sapma agisindan ise ¢ok
kararli géziikmemektedir.

3.1. Yakinsama Grafikleri (Convergence Curves)

Onerilen CHIO algoritmasma ait 25 bagimsiz
calismadan elde edilen en iyi yakinsama sonuglart her
bir goriintii i¢in ayr1 ayri sunulmustur. Burada CHIO
algoritmasiyla elde edilen sonuglar ile Tablo 1’deki
Otsu metoduna ait bilinen en iyi degerlerinin farki
almmustir. Boylece hata oranlari tespit edilmektedir. K
degerleri acgisindan her bir goriintilye ait sonuglar
kiyaslamali olarak Sekil 2°de verilmektedir.

Sekil 2(a) incelendiginde Barbara gériintiisiinde K=2, 3,
4 ve 5 oldugu durumlarda yaklasik ilk 200 iterasyon
icerisinde optimal degere ulasildig1 goriilmektedir. Sekil
2(b) incelendiginde oturma odasi’na ait yakinsama
sonuglarinda K sayisina bagli olarak K’nin artmasi
yakinsama siiresini uzattigt goriilmektedir. K=2
oldugunda neredeyse ilk 100 iterasyonda yakinsamay1
tamamlarken, K=5 oldugunda ise yaklagik 500.
iterasyonlarda yakinsamanin tamamlandigi
goriilmektedir.

Sekil 2(c)’ye ait yakinsama sonuglart incelendiginde
K=2 oldugu durumda hemen ilk iterasyonlarda
yakinsama basartyla tamamlanirken, K=3, 4 ve 5 oldugu
durumlarda ise yaklagik olarak 150-300. iterasyonlar
arasinda optimal degere ulastiklar1 goriilmektedir.
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(c) Tekneler

Sekil 2(d)’ye ait goriintiiniin iterasyon sonuglari analiz
edildiginde K=2 i¢in ¢ok hizli bir yakinsama
goriilmektedir. K=3 oldugunda yaklasik ilk 200
iterasyonda iglem sonuglanirken, K=4 ve K=5 durumunda
yaklasik olarak ilk 300 iterasyonda yakinsama islemi
tamamlanmasina karsin K=5 durumunda 250-300.
iterasyonlar arasinda daha hizli bir yakinsamaya
rastlanmistir.
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Sekil 2(e)’ye ait goriintiiniin sonuglari incelendiginde ise
yaklasik olarak ilk 200 iterasyon igerisinde tiim K (2, 3, 4
ve 5) degerleri i¢in algoritmanin yakisamay1 basartyla
tamamladig1 agik¢a goriilmektedir. K degerlerinin artmast
sadece ilk asamada optimal degere olan uzaklig: artirirken
algoritmanin basarili yakinsama kabiliyetiyle beraber K
degerinin yiiksek olmasi sonucu negatif etkilememektedir.
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Son olarak Sekil 2(f)’teki yakinsama sonuglari analiz
edildiginde ise K=2 durumunda algoritmanin ¢ok kisa bir
siirede optimal sonuca ulastig1 goriillmektedir. K=3 oldugu
duruma bakildiginda yaklasik olarak ilk 300 iterasyon
igerisinde yakinsama isleminin tamamlandig1
goriilmektedir. K=4 ve K=5 durumda ise ilk 400 iterasyon
igerisinde  algoritmanin en iyi sonuca ulastig1
goriilmektedir.
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Sekil 2. Goriintiilere ait yakinsama grafikleri
(Convergence curves of the test images)

Sekil 3-8’de K degerlerine gore segmente edilmis tiim
sonuglar verilmistir. Onerilen algoritma ile elde edilen K
degerlerine gbre iretilen sonug goriintiiler Dbirlikte
sunulmaktadir. Bu sonuglara K=2 oldugu durumda elde
edilen goriintii ile K=5 oldugu durumda elde edilen sonug
gOriintii arasinda segmentasyon agisindan 6nemli bir fark
oldugu agik¢a goriilmektedir.

/

(K=4) 67,106, 141, 182 (K=5) 55,87, 116, 148, 184

Sekil 3. Barbara i¢in K degerlerine gore elde edilmis
goriintiiler
(Images obtained by K values for Barbara)
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B b HE

(K=4) 56,97, 132, 168 (K=5) 409, 88, 120, 146, 178 (K=4) 69,102, 138, 186 (K=5) 63,91,117, 147,191

Sekil 4. Oturma odasi i¢in K degerlerine gore elde Sekil 6. Goldhill i¢in K degerlerine gore elde edilmis
edilmis goriintiiler goriintiiler
(Images obtained by K values for Oturma Odasi) (Images obtained by K values for Goldhill)

[ £ ] kS

(K=2) 85, 154 (K=3) 78,140, 194

. V.

(K=4) 65, 114,147,179 (K=5) 51,90, 126, 152, 183 (K=4) 67,110, 158, 198 (K=5) 57, 88, 127, 166, 200

Sekil 5. Tekneler i¢in K degerlerine gore elde edilmis Sekil 7. Gol i¢in K degerlerine gore elde edilmis
goriintiiler goriintiiler

(Images obtained by K values for Tekneler) (Images obtained by K values for Gél)
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(K=2) 125,178

ekil 8. Anten i¢in K degerlerine gore elde edilmis
kil 8. Ant K degerl g 1de edil
goriintiiler
(Images obtained by K values for Anten)

4. SONUC (CONCLUSION)

Bu calismada ¢ok diizeyli esik se¢imi i¢in literatiirde en
¢ok kullanilan tekniklerden biri olan Otsu metodu tercih
edilmistir. Otsu metodu ile elde edilen degerler amag
fonksiyonunun ¢ikti degerleri olarak kabul edilmis ve bu
degerler bir optimizasyon algoritmasi ile maksimize
edilmeye ¢aligilmistir. Bu c¢aligmada siirli  zekasi
algoritmasi olarak 2021 yilinda dnerilmis olan Coronaviriis
sirli bagisiklik algoritmast (CHIO) kullanilmustir. Esik
sayisi olarak ise 2 ila 5 degerleri bu calismada tercih
edilmistir. Deneysel ¢aligmalarda test veri seti olarak alt
goriinti  kullanilmigtir.  CHIO  algoritmas: alti  farkl
algoritma ile adil sekilde kiyaslanmustir.

K degerlerine bagli olarak elde edilen ¢6ziim kalitesine ait
sonuglar incelendiginde K=2 oldugu durumda oOnerilen
algoritma ¢ok iyi sonuglar iretmektedir. K=3 ve K=4
oldugu durumlarda 6nerilen algoritma K=2 durumuna gore
daha az basarili goriilmektedir. K=5 oldugu duruma
bakildiginda ise bu kez diger durumlara nazaran CHIO
algoritmasinin basar1 grafiginin belli Olgiide diistigi
goriilmektedir. Bu durum dikkate alinarak K degerinin
artmasina karsin CHIO yonteminin diger algoritmalarla
rekabet diizeyinin ihmal edilir diizeyde diistiigii
goriilmektedir.  Standart sapma  degerlerine  gore
incelendiginde algoritmanin genel olarak daha az bagarili
oldugu goriilmektedir. Buna ragmen {irettigi degerler
makul bir seviyede oldugu diisiiniildiigiinde algoritmanin
kararl1 oldugu s6ylenebilir. Yakinsama grafikleri agisindan
genel olarak incelendiginde ise yine K degerlerindeki
artigla beraber yakinsama siirelerinin yaklasik %25
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oraninda uzadig1 goériilmektedir. Bununla beraber genel
olarak tiim test goriintilerinde CHIO algoritmasinin
neredeyse ilk 300 iterasyon icerisinde yakinsama iglemini
basariyla tamamladigi goriilmektedir. Bu da algoritmanin
yakinsama agisindan etkili bir ydntem oldugunu
gostermektedir. Bununla beraber K degerlerindeki artis
durumunda K=3 ve K=4 durumunda &nerilen yontemin
Barbara wverisi i¢in en basarili sonucu bulamadigi
goriilmektedir. K=5 oldugu durumda ise Goldhill ve
Anten verisinde de en iyi sonucu bulamamasina karsin
sonuglarm diger algoritmalarla elde edilen sonuglara ¢ok
yakin oldugu gériilmektedir. Ornegin Goldhill i¢in bulunan
en iyi deger 2331.157 iken CHIO algoritmasi ile 2331.153
degeri bulunmustur. S6z konusu farkin 0.004 oldugu goz
ontine alindiginda bu durumun ihmal edilebilir oldugu
sOylenebilir. Anten verisi i¢in en iyi deger olarak 1980.657
sonucu bulunmus olup CHIO ile 1980.589 degeri
bulunmustur. Yine bu sonuglardan hareketle ortalama
acisindan farkin 0.068 oldugu goriilmektedir. Bu sonucun
da ¢ok biiyiik bir fark olmadig: agiktir. Sonug olarak, tim
bu degerlendirmeler 1s18inda 6nerilen yontemin Barbara
verisi hari¢ diger tiim veri setleri i¢in basarili oldugu
sOylenebilir.

Gelecek galigmalar i¢in CHIO algoritmasi daha kararli bir
hale getirilerek K degerlerindeki artisa ragmen daha
basarili sonuglar iiretilebilir. Ayrica, CHIO algoritmasi
dogrudan ayrik bir uzayda temsil edilerek bu probleme
uyarlanabilir ve sonuglar mukayese edilebilir.
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Ozet— Bu calismada cagr1 merkezi calisanlari ile miisteriler arasindaki telefon konusmalarmin otomatik olarak olumlu
veya olumsuz seklinde degerlendirilmesi iizerine odaklanilmistir. Calismada kullanilan veri seti firma biinyesinde
gerceklestirilen telefon goriismelerinden olusmaktadir. Veri seti tiger saniyelik 10411 adet ses kaydini igermekte olup
bu kayitlarin 5408 tanesi olumlu kayitlardan 5003 tanesi miinakasa, 6fke ve hakaret iceren olumsuz kayitlardan
olusmaktadir. Cagr1 merkezi kayitlarindan duygu tamima i¢in anlamh 6znitelikler elde etmek amaciyla her bir ses
kaydindan MFCC o6znitelikleri ¢ikarilmistir. Cagri merkezi kayitlarini olumlu olumsuz olarak siniflandirmak igin
onerilen CNN mimarisi MFCC o6znitelikleriyle egitilmistir. Onerilen CNN modeli %86,1 egitim basarisi, %77,3
dogrulama basarist gostermis olup test verileri lizerinde %69,4 smiflandirma basarist elde edilmistir. Bu g¢alisma ile
cagri merkezlerinde gerceklesen konusmalarin otomatik analizi yapilip olumsuz durumlarin kalite yoneticilerine
bildirilmesiyle gerekli 6nlemlerin alinarak miisteri memnuniyetinin artirilmasi amaglanmaktadir.

Anahtar Kelimeler— ses sinyalinden duygu tanima, ¢agri merkezi, MFCC, CNN.

Detection of Negative Calls in Call Centers with
Convolutional Neural Networks

Abstract— In this study, it is focused on the automatic evaluation of telephone conversations between call center
employees and customers as positive or negative. The dataset used in the study include telephone conversations
between call center employees and customers in the company. The data set contains 10411 three-second call center
records; 5408 of them are positive records and 5003 of them are negative records that include arguments, anger and
insults. In order to obtain meaningful features for emotion recognition from voice records, MFCC features were
extracted from each call center records. The proposed CNN architecture is trained with MFCC features to classify call
center records as positive or negative. The proposed CNN model showed 86.1% training accuracy, 77.3% validation
accuracy and it achieved 69.4% classification accuracy on the test data. This study aimed to increase customer
satisfaction by automatic analysis of conversations in call centers and notifying quality managers of negative records.

Keywords— emotion recognition from audio signal, call center, MFCC, CNN
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1. GIRIS (INTRODUCTION)

Miisteri iliskilerinin olduk¢a dnem kazandigi gliniimiizde
firmalar miisterileri ile iletisim kurmak amaciyla
cevrimi¢i yontemler ve telefon goriismelerini yaygin
olarak  kullanmaktadirlar.  Teknolojik  gelismelerin
sagladigl imkanlarla ¢evrimici goriismelerdeki kalite ve
standartlarin  iyilestirilmesi ~ hedeflenerek  miisteri
memnuniyetinin Ust diizeye ¢ikarilmasi hizmet veren
kurumlarin 6ncelikli hedefi haline gelmistir. Bu kapsamda
¢evrimi¢i goriigmelerdeki sahtekarlik, anomali ve duygu
tespitinin gerceklestirilmesi amaglanmaktadir.
Dijitallesme ile birlikte g¢evrimigi goriismelerdeki artig
veri yigin1 olusturmakta olup goriismelerde anomali ve
duygu tespitinin hizlh ve etkili bir sekilde
gerceklestirilmesinde zorluklarla karsilagilmaktadir. Son
yillarda genel olarak yapay zeka alaninda ve 6zel olarak
da dijital ses isleme alaninda yasanan gelismelerle birlikte
otomatik konugma tanima ve ses verisinden duygu tanima
konularinda elde edilen basarili sonuglar ses verilerinin
geleneksel yontemlerle analizinde karsilasilan zorluklara
pratik ve hizli ¢bziimler sunmaktadir [1-3]. Ozlan vd.
derin evrisimli sinir aglar ile sahte cagri merkezi
goriismelerini  otomatik olarak tespit eden yoOntemi
onermislerdir. Onerilen ydntem konusma tanima motoru
kullanilarak metne c¢evrilmis ¢agri merkezi goriismelerini
metin siiflandirma algoritmasiyla siniflandirarak sahte
goriismeleri otomatik algilamaktadir [1]. lheme vd.
dogrusal olmayan gii¢ doniisiimii, sinirsel 6zellik 6grenme
ve kiimeleme iceren yari denetimli yontem ile c¢agri
merkezi temsilcisi hatasini tespit eden bir g¢alisma
sunmuglardir [2]. Cagri siiresindeki sessizlik miktari
onemli bir performans gostergesi olarak belirlenmis olup,
onerilen sistem ile kalite kontrol ydneticilerinin ve gagri
merkezi ¢alisanlarmin performansinda artig gézlemlendigi
belirtilmistir. Pappas vd. konugma sinyalinden dogrudan
c¢ikarilan Mel Frekans Cepstral Katsayist (Mel Frequency
Cepstral Coefficient- MFCC) oznitelikleri ile egitilen
Lojistik Regresyon smiflandiricisiyla ¢agri  merkezi
diyalogunda %70 basar ile 6fke tespiti gerceklestirmistir
[3].

Ses isleme arastirmalarinda MFCC 6nemli bir yere sahip
olup yiiksek basart oraniyla ses verisinden 6znitelik elde
edilmesinde yaygin olarak kullanilan bir tekniktir [4]. Ses
verilerinden ¢ikarilan MFCC’nin makine &grenmesi ve
derin O6grenme  algoritmalarinda  Oznitelik  olarak
kullanilmasiyla dijital ses isleme alaninda birgok c¢alisma
gergeklestirilmistir [5-11]. Turnbull vd. ses kayitlarinin
miizik tiirlerine gore otomatik smiflandirilmasim
amagclayan ¢alismada MFCC ve ses sinyalinin kisa siireli
Fourier doniistimiine (STFT) dayali o6znitelikleri ile
Radyal Temelli Fonksiyon (RBF) egitmis ve oOnerilen
yontemin insan performansina yakin basar1 gosterdigi
gbzlemlenmistir [5]. lheme vd. ses verisinin sessizlik,
konusma ve miizik olmak {izere {i¢ siniftan biri olarak

smiflandirmak  amaciyla ses  verilerinin  MFCC
katsayilarini, tiirevlerini ve ikinci tiirevlerini SVM
(Support  Vector Machine) ve Naive Bayes

algoritmalarmin egitiminde 6znitelik olarak kullanmis ve
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bu Ozniteliklerin basariya etkilerini arastirmiglardir [6].
MFCC o6znitelikleri konugma duygusu tanimada yaygin
olarak kullanilmaktadir. Likitha vd. konusmacilarin ses
sinyallerinden duygunun tespit edilmesi icin Onerdikleri
calisma, MFCC kullanarak 0&znitelik ¢ikarimina ve
standart sapma kullanarak karar vermeye dayanmaktadir.
Calismada kullanilan veri seti farkli duygulara sahip 60
farkli kiginin ses kaydimi i¢ermektedir. Ses kayitlarindan
MFCC o0znitelikleri elde edilmis ardindan MFCC’nin
ortalama degeri ve ortalama degerinin standart sapmasi
bulunmustur. Elde edilen standart sapma, farkli duygular
icin optimize edilmis standart sapma degerleriyle “if-else”
yapisinda karsilastirilarak sese ait duygu tespit edilmistir
[7]. Bir diger bir duygu tespiti ¢calismasinda Milton vd.
Berlin EmoDB veri setinde bulunan 7 farkli duyguyu
simiflandirmak igin 535 tane ses verisinden elde edilen
MFCC 6znitelikleri SVM  smiflandiricisinin egitiminde
kullanilmustir. Performans analizi sonucu da %68'dir [8].
Waghmare vd. yapay duygusal Marathi konugma veri
tabanindan konugma duygusunu analiz etmek ve tanimak
icin MFCC 0znitelikleri ¢ikarmig, ¢ikarilan &znitelikler
LDA (Lineer Diskriminant Analiz) siiflandiricisinin
egitiminde kullamilmugtir [9]. Demircan vd. Berlin
EmoDB wveri setiyle gerceklestirdikleri caligmada ses
kliplerinden MFCC'leri ¢ikardiktan sonra konusma
duygusunu siniflandirmak i¢in bir KNN (K En Yakin
Komsu) algoritmasi Onermislerdir. 7 farkli duygunun
smiflandirildigr bu ¢aligmada %50 siniflandirma basarisi
elde edilmistir [10]. Nalini vd. YSA (Yapay Sinir Aglari),
SVM, RBFNN (Radyal Temel Fonksiyonu Sinir Aglar1)
kullanarak miizikte duyguyu tanimak i¢in MFCC
kullanmuglardir [11].

Makine Ogrenmesi ve ses verisinden Oznitelik ¢ikarma
yontemleri ile gerceklestirilen calismalar ile basarilt
sonuglara ulasilmis ve ses isleme alanina olan ilgi
artmigtir. Yeterli sayidaki ses verisi ile yapay sinir aglar
egitilerek Konusma Duygusu Tanima (KDT) alaninda
bircok ¢aligma gerceklestirilmistir [12-14]. CNN'ler
(Evrigimsel Sinir Aglar1 (Convolutional Neural Network))
ve RNN'lere (Tekrarlayan Sinir Aglari (Recurrent Neural
Network)) dayali KDT algoritmasina deginilmis ve
birlestirilmis CNN'ler ve RNN'lere dayali bir KDT
yontemi Onerilmistir [12]. Bir diger ¢alismada konusma
duygusunu tanimak i¢in 1B ve 2B CNN LSTM (Uzun
Kisa Siireli Bellek (Long Short Term Memory)) aglar
incelenmistir [13]. Bu iki agin kiyaslanmasi i¢in iki farkl
veri seti lizerinde caligma gergeklestirilmistir. Tasarlanan
iki CNN LSTM agmin, duygusal bilginin ayirt edici
ozelliklerini 6grenebilecegi ve iist diizey soyutlamalari
modelleyebilecegi  gosterilmistir. Deneysel sonuglar
karsilastirildiginda 2B CNN LSTM aginin performansinin
1B CNN LSTM aginin performansina gore yiiksek oldugu
gozlemlenmistir. Duygu tanima amaciyla gerceklestirilen
baska bir ¢aligmada ise LSTM tabanli siniflandirma ag1
ile 6znitelik ¢ikarmak i¢in paralel evrigimli katmanlarin
ortaklasa egitimi Onerilmistir. Onerilen calisma paralel

cok katmanli CNN agmmn bir LSTM iizerinde
istiflendigini ve ham konusma kullanan mevcut
yontemlerle karsilastirildiginda daha iyi  dogruluk

sagladigini gostermistir [14].
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Sekil 1. Onerilen CNN model
(Proposed CNN model)

Ham ses sinyallerinden MFCC gibi yiiksek seviyeli
bilgilerin alinmasi1 ve ardindan bu bilgilerin bir sinir
agindan gecirilmesiyle konusma duygusu tanima alaninda
caligmalar  kaydedilmistir. Wang  vd. MFCC
Ozniteliklerine ve ses sinyallerinden tretilen mel-
spektrogramlarina dayali olarak duygulari tahmin eden
cift asamali bir yontem onermislerdir [15]. Onerilen
yontemde standart bir LSTM, MFCC o&zelliklerini
islerken, Dual-Sequence LSTM (DSLSTM) olarak
belirtilen yeni bir LSTM mimarisi, iki mel-spektrogrami
ayni1 anda igler. EmoDB veri seti ile gergeklestirilen bagka
bir c¢alismada ise spektrogram, Mel-spektrogram ve
MFCC olmak tizere 6nerilen CNN+BLSTM mimarisi ii¢
farkli Oznitelik ile egitilmis ve konusma duygusu
tanimada MFCC 0zniteliklerinin basarili sonuglar verdigi
gbzlemlenmistir 14, 16].

Literatiirde yer alan caligmalar incelendiginde EmoDB
veri setinin duygu tanimada yaygin olarak kullanildig:
goriilmektedir [8, 10, 12, 14, 16]. Berlin EmoDB [17], 7
duygu iceren ve siniflandirma dogrulugunu dogru bir
sekilde degerlendirmek icin her duyguyu neredeyse aym
sayida igeren dengeli bir veri setidir. 10 profesyonel
oyuncunun duygu ifadelerini 6fkeli, can sikintisi,
igrenme, korku, mutlu, notr ve hiiziinlii bir sekilde
sOylemesiyle veri seti  olusturulmustur.  Giinlik
iletisimden gelen ve tiim duygularda yorumlanabilen 535
climle vardir. Berlin EmoDB ve bu veri seti gibi konusma
duygusu tanima c¢aligmalarinda kullanilmak iizere
olusturulan veri setleri haricinde ¢agr1 merkezi
konugmalari, roportajlar ve televizyon programlari gibi
kayitlar gercek duygulari igeren, duygularin dogal olarak
elde edilebilecegi veri kaynaklarini olusturmaktadir.
Spontane duygular1 iceren, ii¢ boyutlu bir duygu alam
gercevesinde olusturulan VAM veri tabanmi [18, 19] bir
Alman TV talk-show'u “Vera am Mittag” kaydedilmistir.
Veri tabani talk-show'da tartisilan konular nedeniyle
¢ogunlukla nétr ve olumsuz duygular igerir. [3]’de
kullanilan veri seti ise bir telefon saglayici sirketin ¢agri
merkezinden toplam 9 saat 30 dakika uzunlugunda 137
kayith misteri temsilcisi gorlismesini igeren Yunanca
goriismelerden olugmaktadir.

Bu caligma ile ¢agri merkezleri telefon goriismelerinin
otomatik olarak analizinin yapilmasiyla miisteri ve
miigteri temsilcisi arasinda gergeklesen goriismelerde
miigteri memnuniyetini olumsuz etkileyen miinakasa
durumlarinin ~ otomatik  olarak tespiti saglanmasi
Onerilmistir. AdresGezgini A.S. biinyesindeki ¢agri
merkezi gorlismelerinden olusturulan veri setinin MFCC
Oznitelikleri ¢ikarilmis ve CNN modeli bu 6zniteliklerle
egitilerek modelin basaris1 degerlendirilmistir. Onerilen
yontem ile c¢agri merkezi goriismelerini olumlu ve
olumsuz olarak degerlendiren bir sistem olusturularak
firmalarn  miisteri memnuniyetini  artirmak  igin
kullanilmasi amag¢lanmastir.

Calismanin geri kalani su sekilde diizenlenmistir; 2.
Boliimde ¢aligmada kullanilan veri seti, 6znitelik ¢ikarimi
ve derin 6grenme mimarisi agiklanmigtir. 3. Boliimde elde
edilen sonuglar aciklanmistir. 4. Boliimde gerceklestirilen
calisma Ozetlenmis ve gelecek ¢aligmalara yer verilmistir.

2. MATERYAL VE METOD
METHOD)

(METARIAL AND

2.1. Veri Seti (Dataset)

Veri seti, sirket biinyesinde gerceklestirilen ¢agri merkezi
gorliisme kayitlarindan olusmaktadir. Miisteri ve miisteri
temsilcileri arasinda gergeklesen, uzunlugu 2 ile 5 dakika
arasinda degisen, igeriginde kiifiir, hakaret, 6fke gibi
olumsuz duygularin bulundugu farkli uzunluklardaki 100
goriisme kaydi kullanilarak olusturulmustur. Her bir
goriigsme birer saniye kaydirilarak olusturulmus iicer
saniyelik ses kayitlarina ayrilmistir. Ardindan iiger
saniyelik bu kayitlar miinakaga, kiifiir, hakaret iceriyorsa
olumsuz, nétr veya olumlu seyir gdsteren kayitlar olumlu
seklinde etiketlenmistir.  Olusturulan 3 saniyelik
pargalarin sadece ¢agri merkezi calisani ve miisterinin
aktif olarak  konustugu kisimlardan  veri  seti
olusturulmustur. 5408 adet olumlu 5003 adet olumsuz
olarak ayrilan toplamda 10411 adet ses kaydi igeren bir
veri seti elde edilmistir.
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2.2. Yontem (Method)
2.2.1. Oznitelik Ctkarimi (Feature Extraction)

MFCC, sinyal isleme i¢in popiiler ve yiiksek performansh
bir tekniktir. insan kulaginin kritik frekans bant
genisligini temel almasiyla yaygin olarak kullanilan
MFCC katsayilari, dijital ses isleme alaninda 6nemli bir
Oznitelik ¢ikarma yontemidir [4]. Smirh sayida veriyle,
frekans alam ozellikleri, ses sinyalinde potansiyel olarak
sinyalin altinda yatan duyguyu tanimlamamiza yardimci
olabilecek daha derin kaliplar1 ortaya c¢ikarir. MFCC
Oznitelik vektorleri olusturulurken ilk olarak Hamming
penceresi ile ses sinyalini kiiciik pencereler seklinde
tekrar sekillendirir ardindan gergevelere boler. Spektrum,
Hizli Fourier Doniisiimii ile her ¢ergeve igin olusturulur
ve her biri filtre bankasi kullanilarak agirliklandirilir.
Ardindan MFCC o&znitelik vektorii Logaritma ve Ayrik
Kosiniis Doniisiimi kullanilarak hesaplanir [20]. MFCC
Oznitelik vektorleri iki boyutlu matris veya ortalamasi
almarak tek boyutlu matris seklinde elde edilmektedir. Bu
durum genellikle iki wveya tek boyutlu matrislerin

simiflandirilmast  i¢in  kullanilan CNN modellerinde
MFCC’lerin girdi olarak kullanilarak smiflandirma
calismalar1  yapilmasina imkan tamimaktadir. Bu

kapsamda Python’in Librosa kiitliphanesi kullanilarak ses
kayitlarindan elde edilen 2 boyutlu MFCC 06znitelik
matrisleri CNN modellerinde girdi verisi olarak
kullanilmistir.  Veri seti igerisindeki ses kayitlarinin
Oznitelik sayis1 literatiirdeki c¢alismalarin  basarilari
dikkate alindiginda 40 olarak belirlenmistir [20, 21].

2.2.2. Derin Og'renme Mimarisi (Deep Learning Architecture)

Evrigsimli Sinir Agt (Convolutional Neural Network
(CNN)) ileri beslemeli yapay sinir agidir [22]. Cok sayida

evrisimli katman, havuzlama ve tamamen bagli katmanlar
basta olmak fiizere farkli katman tiirleri ile derin
evrisimsel sinir agi olusturulur. Verinin 6znitelikleri
evrisim katmaninda elde edilir. Evrisim katmaninda, girdi
verisi iizerinde Oznitelikleri ¢ikaran birden ¢ok filtre
(kernel) kayar. Filtrelerin ve girdinin her elemanin eleman
elemana carpiminin toplami bu katmanin ¢iktisi olan
ozellik haritasin1 verir. Evrisim katmani, filtre boyutu,
adim degeri (stride) ve dolgu (padding) ile
ozellestirilebilir. Adim degeri filtrenin girdi verisi
iizerinde ka¢ adim kaydirilacagini belirler. Dolgu ise
evrisim katmaninin ¢iktisi olan 6zellik haritasinin boyutu
ve orijinal girdi matrisinin boyutunu eslemek igin
sifirlardan olusan satir ve siitunlar ekler. Sinir aglarinin
yalnizca dogrusal bir fonksiyonu Ogrenmesi ve
hesaplamasi degil ayni zamandan goriintii, video, ses,
metin gibi kompleks veri tilirlerini modelleme gorevini
gerceklestirmesi amaglanmaktadir.  Bir yapay sinir
aginda, girdiler ve c¢iktilar arasindaki dogrusal olmayan
eslemelerin  6grenilmesi ve anlamlandirilmasi i¢in
aktivasyon fonksiyonlar1 énem tasimaktadir. Aktivasyon
fonksiyonu, bir girig sinyalini, sirayla yigindaki bir
sonraki katmana girdi olarak beslenen bir ¢ikis sinyaline
doniistiirmek i¢in 6zel olarak kullanilir [23]. Agirliklara
gore kayiplar1 hesaplayip kaybin azaltilmasi igin bir
optimizasyon teknigi kullanilarak agirliklarin optimize
edilmesi gerekmekte olup optimizasyon tekniginin
uygulanmasi i¢in aktivasyon fonksiyonun tiirevlenebilir
olmast  gerekmektedir.  Literatiirdeki  ¢aligmalarda
Sigmoid, Tanh, ReLu (Rectified Linear Unit), SoftMax
yaygin olarak kullanilan aktivasyon fonksiyonlaridir [24].
Havuzlama katmani 6nemli bilgileri koruyup gereksiz
detaylar1 azaltmasiyla Ozellik haritasinin  boyutunu
kiigiilterek agin hesaplama karmasikligimi azaltir [25].
Tam baglantili katmanda sinir aglariyla 6grenme islemi
gerceklestirilir. CNN modellerinin, bilgisayarli gorii
alaninda uygulamalar1 yaygin olarak kullanilmasinin yani
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Tablo 1. Modellerin egitim, dogrulama ve test basarilari
(Training, validation and test accuracy of models)

Model Evrisim En Yiiksek Egitim Dogrulama Test En Diisiik Egitim Dogrulama Test
Katmant Dogrulama Basarist Basarist Basarisi Dogrulama Basarist Bagsarist Basarist
Sayist Basaris1 Tur Sayist Kayb1 Tur Sayisi
Model 1 1 149 (Sekil 2 (a)) 0.918 0.782 0.364 61 (Sekil 2 (d)) 0.858 0.775 0.542
Model 2 2 134 (Sekil 2 (b)) 0.923 0.789 0.453 90 (Sekil 2 (e)) 0.887 0.778 0.622
Model 3 3 83 (Sekil 2 (c)) 0.898 0.785 0.524 55 (Sekil 2 (f) 0.861 0.773 0.694

sira ses ve sinyal verileri {izerinde de etkili uygulamalar
geligtirilmigtir [12-15].

Calismada veri seti olarak kullandigimiz AdresGezgini
A.S. biinyesinde gergeklestirilen ¢agri merkezi goriisme
kayitlarindan ~ duyguyu  tanimlamamiza  yardimct
olabilecek daha derin kaliplar1 ortaya ¢ikarmak amaciyla
MFCC o6znitelikleri ¢ikarilmis olup 40x216 boyutundaki
bu oOznitelikler Sekil 1’de genel yapisi verilen CNN
modelinin egitim verisini olusturmustur.

Onerilen CNN mimarisinde, benzer sekilde
yapilandirilmig {i¢ evrisim katmanini iki tamamen bagh
katman izlemektedir. Tamamen bagli katmandan gelen
cikti diizlestirme katmani (flatten layer) ile tek boyutlu
diziye c¢evrilir. Softmax aktivasyon fonksiyonlu
simiflandirma katmani 6nceki katmalardan gelen girdilere
bagli olarak olumlu olumsuz olmak iizere iki smiflt ¢ikti
iiretir. Her evrisim katmaninin dolgu parametresi ‘same’,
adim degeri 1, filtre boyutu (7,7) ve filtre sayis1 32 olarak
belirlenmistir.  Evrisim  katmanlart boyunca ReLu
aktivasyon fonksiyonu kullanilmistir. Evrisim
katmanlarini  maksimum havuzlama katmani takip
etmektedir. Maksimum  havuzlama katmanlarinin
cekirdek boyutu (kernel size) (5,5), dolgu ‘same’
seklindedir. Diizlestirme katmanimin baglandigi Softmax
katmaninin  olumlu ve olumsuz ses kayitlarim
siiflandirmak igin iki diigiimii vardir. Onerilen modelin
egitim, dogrulama ve test verileri lizerindeki basarisi
Boliim 3°te agiklanmustir.

3. SONUCLAR VE TARTISMA
DISCUSSION)

(RESULT AND

Ses verisinden duyguyu tanimlamamiza yardimci
olabilecek daha derin kaliplar1 ortaya ¢ikarmak amactyla
MFCC o6znitelikleri ¢ikarillarak 40x216 boyutundaki bu
Oznitelikler derin 6grenme mimarisinin egitim verisi
olarak kullanilmistir. Az sayidaki veri setiyle en yliksek
dogruluktaki modeli elde etmek amaciyla model
mimarisinde evrisim katmanlariin sayisi degistirilerek
olusturulmug farkli modeller egitilmistir.  Deneysel
calismalarin  gerceklestirildigi bu modellerde sadece
evrisim katmanlarinin sayist degismekte olup model
mimarisindeki tiim katmanlar ve parametreler sabit
tutulmustur. Model 1 tek evrisim katmani, Model 2 iki
evrisim katmani, Model 3 ¢ evrisim katmanindan
olugsmakta olup bu katmanlart maksimum havuzlama
katmanlari takip etmektedir. Her {i¢ model MFCC

Oznitelikleriyle egitilmis olup veri setinin %801 egitim
%20’si dogrulama verisi olarak ayrilmistir. Model egitim
parametreleri, egitim tur sayisi (epoch) 200, 6grenme
orant (learning rate) 0,001, batch boyutu 32 ve Adam
optimizasyon algoritmasi olarak belirlenmistir. Ayrica
Tablo 1°de verilen {i¢ model disinda dort ve bes evrisim
katmanindan  olusan  modellerde  egitilmis  ve
performanslart  degerlendirilmisgtir. Modellerin  egitim
stireclerinin  baglangicindan itibaren asir1  dgrenme
(overfitting) gosterdigi gozlemlenmistir. Veri setindeki
ornek sayisinin az olmast nedeniyle dort ve bes evrisim
katmanindan olusan modellerin veri setine gore karmasik
yapida oldugu sonucuna varilmustir.

Calisgmada CNN modeli ile cagri merkezi kayitlarinin
olumsuz ve olumlu olarak smiflandirmasi Onerilmekte
olup modellerin bu siniflandirma  problemindeki
performanslart simiflandirma dogrulugu (Denklem 1),
hassasiyet (Denklem 2), duyarlilik (Denklem 3) ve F1-
puani (Denklem 4) ile degerlendirilmistir.

S DP + DN
OBTUME =DP ¥ DN + YP + YN @
tassasiver — PP
assastyet = DP + YP (2)
Duyarlitk = —2r
WAttt = ppr YN @)

Hassasiyet x Duyarlilik

F1P =2
uant xHassasiyet + Duyarlilik 4)

DP (Dogru-Pozitify ve DN (Dogru-Negatif) sirasiyla
dogru tahmin edilen dogru pozitif ve dogru negatif
ciktilarin miktarini tanimlarken, YP (Yanlig-Pozitif) ve
YN (Yanlig-Negatif) sirasiyla yanlis tahmin edilen yanlis
pozitif ve yanlis negatif ¢iktilarin sayisidir. Hassasiyet,
duyarlilik ve Fl-puani, tahmin edilen pozitif ve negatif
ciktilarin  oranmm1  hesaplayarak bir smiflandiricinin
performansini istatistiksel olarak  degerlendirir.
Hassasiyet, dogru tahmin edilen pozitiflerin toplam
pozitif tahminlere oranidir, duyarlilik ise dogru tahmin
edilen pozitiflerin toplam gergek pozitiflere ve yanlis
negatiflere oramidir. Son olarak, hassasiyet ve geri
cagirmanin harmonik ortalamasi, 1 en iyi ve 0 en koti
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olmak iizere [0,1] arasinda bir degere sahip F1-puani
verir.

Her iic modelin egitim ve dogrulama basaris1 200 egitim
tur sayist boyunca izlenmis olup modellerin en yiiksek
dogrulama basarist ve en diigik dogrulama kaybi
gosterdigi tur sayisi, Sekil 2°de verilen egitim, dogrulama
basarist ve kayip grafiklerinde siyah nokta ile
isaretlenmistir. Egitilen modellerin 200 egitim tur sayist
boyunca en yiiksek dogrulama basarisi ve en diisiik
dogrulama kaybinin elde edildigi tur sayisindaki
dogrulama basarilar1 Tablo 1°de verilmis ve ayn1 katman
sayisindaki modellerin farkli tur sayilarinda kaydedilen
basarilar1 karsilastirilmistir. Tablo 1°de goriildigii tizere
en yiksek dogrulama basarisinin elde edildigi turdaki
basar1 degerleri ve en diisik dogrulama kaybinin elde
edildigi tur sayisindaki dogrulama basarilarinin benzer
oldugu gozlemlenmektedir. Fakat modellerin gercek
hayat problemlerindeki basarilarinin karsilastirtlmasi igin
egitim ve dogrulama veri setinde bulunmayan c¢agri
merkezi kayitlari ile test edilmistir. Test veri seti 7 farkl
cagri merkezi kaydmin {iger saniyelik kayitlara
boliinmesiyle elde edilmis 3600 ses kaydi i¢ermektedir.
Test verisiyle gergeklestirilen basari degerlendirmesi
sonucunda en diisiik dogrulama kaybinin elde edildigi tur
sayisinda kaydedilen modellerin test verisi tlizerindeki
smiflandirma  basarisinin =~ daha  yiiksek  oldugu
goriilmiistiir. Modellerin evrigsim katmani sayisina bagl
performansi incelendiginde evrisim katmani sayisindaki
artis ile modelin test basarisinin arttig1 gézlemlenmistir.
Test verileri iizerinde gerceklestirilen deneyler sonucunda
¢ evrisim katmani igeren Model 3, 55 egitim tur
sayisinda %69,4 ile en yiiksek test bagarisini vermistir.

- 500
N - 800
2
g 209.00
5 - 700
b=
a - 600
-
[7]
5 - 500
&
B - 400
=
o]
-300

Olumlu

Tahmin Edilen Simf

Olumsuz

Sekil 3. Model 3 karmasiklik matrisi
(Confusion matrix of Model 3)

Tablo 2’de Model 3’ iin hassasiyet, duyarlilik, F1-puani
performans metrikleri ile degerlendirilmesi verilmistir.
Hassasiyet, duyarlilik ve Fl-puan i¢in ortalama 0.77
olmasina ragmen olumsuz ve olumlu sonuglari igin
degerler farkliik gostermektedir. Modelin sinif bazinda
degerlendirilmesi Sekil 3’te verilen karmasiklik matrisi
ile aciklanmistir. Karigiklik matrisi, dogru etiket ve
tahmin etiketleri arasindaki iliskiyi gostermektedir.
Modelin dogrulama verisi tizerinden olusturulmus Sekil
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3’teki karmasiklik matrisinde Model 3’ {in 1118 olumsuz
olarak siniflandirilan ¢agri merkezi kayitlarindan 909
tanesini olumsuz olarak dogru bir sekilde siniflandirdigt
olumlu smifindaki 1031 veriden ise 753’inii olumlu
olarak dogru bir sekilde siniflandirdigi gézlenmektedir.

Tablo 2. Model 3'in simiflandirma basarisinin hassasiyet,

duyarlilik ve F1-puan ile degerlendirilmesi (Evaluation of
the Model 3 classification performance in terms of precision, recall and

F1-score)
Smiflar Hassasiyet | Duyarhlik F1-puam
Olumsuz 0.76 0.81 0.79
Olumlu 0.78 0.73 0.76
Agirlik Ortalama 0.78 0.78 0.78

Onerilen sistem Python programlama diliyle Tensorflow
kiitiphanesi ~ icin ~ Keras  arayiizii ~ kullanilarak
olusturulmustur. Verilerin diizenlenmesi i¢in Numpy ve
Pandas kiitliphaneleri verilerin gorsellestirmeleri igin ise
Matplotlib kiitiiphaneleri kullanilmistir. Model egitimleri,
16 ¢ekirdekli 3.70GHz Intel(R) Xeon(R) W-2145 CPU,
64 GB 2666 MHz DDR4 RAM ve GeForce RTX 2080
8GB GPU' ya sahip bir Dell Precision 5820 is
istasyonunda gergeklestirildi.

4. SONUC (CONCLUSION)

Gergeklestirilen ¢aligma ile yogun telefon goriismelerinin
gerceklestirildigi ¢agrt merkezlerinde kayit altina alinan
telefon goriigmelerinin otomatik olarak analizi yapilarak,
miisteri ve miisteri temsilcisi, arasinda gergeklesen
gorismelerde, misteri memnuniyeti igin ¢ok biiylik bir
sorun teskil eden olasi miinakasa veya miinakasa benzeri
duygu  degisimlerinin  otomatik  olarak tespiti
saglanmaktadir. Miinakasa igeren gorligmelerin otomatik
olarak tespiti yapilip kalite yoneticilerine bilgi verilerek
aninda duruma miidahale sansi olusturulacak sistemin
yapay zeka modelinin olusturulmasi ¢aligmanin 6nemli
bir 6zelligidir. Caligmanin basarist literatiirdeki [3, 5, 8]
calismalarla kiyaslandiginda ¢ok yakin [5] veya daha
yiiksek [3, 8] basart gosterdigi goriilmektedir. Cagri
merkezi kayitlarindan olusturulan veri seti ile egitilmis
CNN modelinin dogrulama basarisinin %77,3 olmasi ve
egitim sonuglara ek olarak ¢agri merkezi goriismeleri
iizerinde yapilan testlerde sistemin basarisinin kullanilan
az sayida veriye ragmen %069,4 olmasi sistemin
kullanilabilirligi agisindan 6nem arz etmektedir. Ayrica
cagr1 merkezi kayitlarindan olusturulan 6zel Tiirkge veri
seti de galigmanin ozgiinliigiinii gostermektedir. Veri seti
biiytikligii ile basar1 orani genellikle artma egiliminde
oldugu goz oOniinde bulundurularak ilerleyen caligmada
kullanilan veri setinin ¢agri merkezi kayitlar1 ile
genisletilmesiyle basarinin artirilmast ve konusmact
tanima  caligmast  gerceklestirilerek  konusmadaki
olumsuzlugun miisteri veya ¢agr1 merkezi ¢alisanindan mi
kaynakli oldugunun belirlenmesi hedeflenmektedir.
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Ozet— Bu galismada makine 6grenmesi teknikleri ve konvoliisyonel sinir aglart (KSA) tabanli bir derin 6grenme modeli
kullanilarak iki farkli Tiirkge metin veri kiimesi siniflandirilmistir. Metin simiflandirma ¢alismasinda Rastgele Orman
(RO), Naive Bayes (NB), Destek Vektor Makineleri (DVM), K-En Yakin Komsu (KNN) Algoritmalar1 ve gelistirilen
KSA tabanli derin 6grenme modeli secilen veri kiimelerine uygulanmistir. Tiirkge dilinde secilen veri kiimeleri, metin
ve sinif adedi olarak birbirinden farkli yapida tercih edilmis bdylece kelime vektdr boyutunun ayni deney ortaminda
smiflandirma basarisina etkisi arastirilmigtir. Kelime temsil yontemi olarak Terim Frekansi-Ters Dokiiman Frekansi (TF-
IDF) belirlenmis olup, smiflandirma islemi 6ncesi veri kiimelerine uygulanan durdurma kelimeleri filtreleme ve kok
bulma 6niglemlerinin de siniflandirma sonuglarina katkis1 degerlendirilmistir. Ayrica kelime temsil vektorlerine 6znitelik
se¢cimi uygulanarak boyutlar diistiriilmiis, boylece nihai vektor boyutunun da sonuglara etkisi arastirilmistir. Bahsedilen
tiim On iglemlerin farkli birlesimleri uygulanarak ortaya ¢ikan kelime vektorlerinin siniflandirmasi sonucunda dogruluk
ve Fl-skor degerleri karsilagtirilmistir. Karsilagtirmalar her bir simiflandirma algoritmasi 6zelinde ayri tablolar halinde
sunulmustur. Ayrica tim algoritmalarin birbiri ile karsilastirmasim igeren tablolar olusturularak sonuglar analiz
edilmistir.

Anahtar Kelimeler: metin siniflandirma, makine 6grenmesi, derin 6grenme, konvoliisyonel sinir aglari

Convolutional Neural Networks Based Turkish Text
Classification

Abstract— In this study, a text classification has been carried out on two different Turkish datasets using machine
learning techniques and a deep learning model based on convolutional neural networks (CNN). In the text classification
study, Random Forest, Naive Bayes, Support Vector Machines, K-Nearest Neighbor algorithms and a CNN based deep
learning model were used. The datasets selected in Turkish are different from each other in terms of the number of texts
and the number of classes. In this way, the effect of word embedding size on classification success was investigated. As
a word embedding method, we preferred Term Frequency-Inverse Document Frequency (TF-IDF). The effects of the
stopwords eliminating and lemmatizing pre-processes applied before the classification study, on the classification success
was also evaluated. In addition, the size of the word embeddings was reduced by applying feature selection, and the effect
of the final vector size on the results was investigated. The accuracy and F1-score values were compared as a result of
the classification of the feature vectors by applying different combinations of the pre-processes. The comparisons are
represented in separate tables for each classification algorithm used. In addition, F1-score comparison tables of the
algorithms with each other are presented and the values were analyzed.

Keywords: text classification, machine learning, deep learning, convolutional neural networks
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1. GIRIS (INTRODUCTION)

Otomatik  metin  siniflandirma  haber  yazilarinin
etiketlenmesinde, dokiiman yazarinin tespitinde, e-posta
siiflandirma, istenmeyen e-posta tespiti gibi alanlarda
yaygin olarak kullanilmaktadir. Metnin igerigindeki
kelimeler ve bunlarin kullanilma sikligia gore sinifinin
belirlenme islemi olarak tanimlanan metin siniflandirma,
giiniimiiz teknolojisinde artan veri boyutuyla birlikte
manuel olarak yapilmasi zor bir iglem haline gelmistir. Bu
durum metin siniflandirma isleminin otomatik yapilmasini
gerekli kilmigtir.

Metin siniflandirma konusunda yapilmis birgok ¢aligma
mevcuttur.  Yaygin olarak kullanilan siniflandirma
yontemleri; Destek Vektor Makineleri, Naive Bayes,
Karar Agaglari, K-En Yakin Komsu Modeli, Yapay Sinir
Aglari, Maksimum Entropi Modelleri, Bulanik Mantik
Teorisi Yaklasimlar1 ve Derin Ogrenme algoritmalaridir

[1].

Makine dgrenmesi, siniflandirma, modelleme ve tahmin
gibi giinlik hayattaki birgok problemin ¢6ziimiinde
basarili sonu¢ veren yontemler igerir. Destek Vektor
Makineleri, Naive Bayes ve K-En Yakin Komsu
algoritmalar1 ile yapilmis smiflandirma karsilagtirmasi
iceren birgok caligma bulunmaktadir. Makine 6grenmesi
yontemlerinden denetimli bir 6grenme algoritmasi olan
Rastgele Orman (RO), metin simiflandirmadaki gibi
yiiksek boyutlu verilerin siniflandirmasi i¢in uygun bir
algoritmadir. Liu ve arkadaslari, yaptiklar1 g¢aligmada
metin smiflandirma i¢in Semantige Duyarli Rastgele
Orman (SARF) smmflandirici 6nermislerdir. SARF’mn
smiflandirma performansini 30 adet metin veri kiimesi
iizerinde  degerlendirerek  giincel smiflandirma
yontemleriyle karsilagtirmig, Onerilen yaklagimin iistlin
performansim goézlemlemiglerdir [2, 3].

Uzerinde calisilan veri kiimesine uygulanan 6n islemler
smiflandirma basarisini biiyiik 6lgiide etkilemektedir. Bu
amagla yapilmis birgok ¢alima mevcuttur. Siniflandirma
sirasindaki hesaplama karmagikligini azaltmak ve analitik
performanst artirmak amactyla, siiflandirma basarisina
en ¢ok katki saglayan Ozniteliklerin belirlenmesi
gerekmektedir. Bu  amagla  genetik  algoritma
optimizasyonu ile Oznitelik se¢imi yontemi uygulayan
caligmalar, metindeki tim &zniteliklerin kullanildigt
caligmalardan daha yiiksek bir siniflandirma basarisi
gostermislerdir [2, 3]. Veri kiimesinin alt uzay boyutunu
azaltma amaciyla tasarlanan kaotik optimizasyon
algoritmasina dayali metin siniflandirma modelleri ile, az
sayida Oznitelikle daha iyi siniflandirma performans: elde
eden ¢alismalar da mevcuttur [4, 5].

Metin smiflandirmada en 6nemli ¢alisma alanlarindan
ikisi istenmeyen e-posta tespiti ve dokiiman yazar
tespitidir. Makine Ogrenmesi algoritmalar1 ile e-posta
siniflandirma yapan birgok calisma bulunmaktadir. E-
posta icerisinde gecen ve birden fazla anlama gelen
kelimeler/ctimleler istenmeyen e-posta tespitini oldukga
zorlagtirmakta, bu zorlukla miicadele etmek igin Naive
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Bayes algoritmasi kullanilabilmektedir [6]. Benzer sekilde
dokiiman/metin yazar1 tespitinde de Naive Bayes
algoritmasi oldukca etkindir. Ozellikle sosyal medya
hesaplarindan paylasilan yazilarin sahibinin tespitinde
onemli bir role sahiptir [7].

Bu calismada ise klasik makine 6grenmesi algoritmalari
ile konvoliisyonel sinir aglar1 (KSA) tabanli bir derin
ogrenme modeli kullanilarak iki farkli veri kiimesinde
smiflandirma yapilmigtir. Tiirkce dilinde secilen veri
kiimeleri, metin ve smif adedi olarak birbirinden farkl
yapida tercih edilmis bdylece kelime vektorii boyutunun
aynt deney ortaminda siiflandirma basarisina etkisi
gbzlemlenebilmigtir. Ayrica bu calisma, smiflandirma
islemi Oncesi veri kiimelerine uygulanan #i¢ farkli 6n
islemin de basariya katkisini degerlendirmek adina 6nemli
bir calismadir. Kelime vektorlerine Oznitelik se¢imi
uygulanarak boyut azaltilmig, nihai vektdr boyutunun da
sonuglara etkisi boylece gozlemlenebilmistir. Bahsedilen
tim On islemlerin farkli birlesimleri ile ortaya ¢ikan
kelime vektorlerine; Rastgele Orman, Naive Bayes,
Destek  Vektor Makineleri, K-En Yakin Komsu
Algoritmalart ve KSA tabanli derin 6grenme modeli
uygulanarak siniflandirma dogruluk oranlar1 ve F1-skor
degerleri kargilagtirilmistir.

Calismanin devamu su sekilde diizenlenmistir. Tkinci
boliimde ilgili ¢aligmalar sunulmus, i¢lincii bolimde
metin siniflandirma ana hatlar ile anlatilarak baglica metin
siiflandirma  Onislemleri  agiklanmistir.  Dordiincii
bolimde metin smiflandirmada kullanilan  makine
O0grenmesi ve derin O6grenme algoritmalari tanitilmis,
besinci bolimde siniflandirma 6lgiitleri tanimlanmustir.
Altmer bolimde tasarlanan KSA tabanli derin 6grenme
modeli agiklanmis, yedinci boliimde ¢alismada kullanilan
veri kiimesi tanmitilmigtir. Sekizinci boliimde deneysel
sonuglara, dokuzuncu béliimde ise ¢alismanin sonuglarina
yer verilmistir.

2. ILGILI CALISMALAR (RELATED WORK)

Tiirkge metinlerin siniflandirilmasi konusunda literatiirde
kisith  sayida ¢aligma bulunmaktadir. Tiirk¢e nin
morfolojik yapist itibariyle diger dillerden farkli olmasi, es
sesli kelimelerin fazla miktarda bulunmasi, anlam
darliklari, 6zel karakterler, dzellikle de sondan eklemeli
diller  kategorisinde = olmast  sebebiyle  metin
simmiflandirmada bazi zorluklara sebep olmaktadir. Bir
bagka problem ise, sonuna eklenen ekler sebebiyle ayn
kelimelerin farkli birer 6znitelik gibi algilanmasi, boylece
kelime temsil vektoriiniin boyutunun ¢ok yiikselmesidir.
Bu da smiflandirma performansini ve basarisi énemli
Olgiide diislirmektedir. Yine de bu =zorluklar1 veri
madenciligi 6n islemleri ile asan, farkli siniflandirma
modelleri ile destekleyen Tirkge metin siniflandirma
konusunda degerli ¢caligmalar bulunmaktadir.

Act ve Cirak, Word2Vec metodu ile zenginlestirerek
kullandiklar1 ~ Konvoliisyonel ~ Sinir Aglar1  (KSA)
modelinden elde ettikleri sonuglari, Kiling ve arkadaglari
[8] tarafindan yapilmig olan Klasik istatistiksel ve makine
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o0grenmesine dayali siniflandirma caligmasi sonuglari ile
kargilastirmislardir. Karsilastirma sonucunda daha yiiksek
dogruluk oranmiyla (%93,3) Tiirkce haber metinlerinin
siiflandirmasini gergeklestirmislerdir [9].

Ucan ve arkadaglari ise yapmis olduklari calismada
Tiirkge sosyal medya metinlerini icerdikleri duyguya gore
smiflandirmislardir. Deneysel ¢aligma sonuglarina gore,
onerdikleri On egitimli duygu modelinin Onceki
caligmalarda kullanilan yontemlere gore en yiiksek basari
oranina sahip oldugu gérilmiistiir [10].

Aydogan ve Karci, egitim ve smiflandirma iglemlerinde
kullanilmak {izere iki biiyilkk Tiirkce wveri kiimesi
olusturmus, ¢esitli derin 6grenme ydntemleri ile yaptiklari
siniflandirma islemlerinin sonuglarini karsilastirmislardir.
Deneysel sonuglara gore GRU ve LSTM yo6ntemlerinin
diger derin 6grenme modellerinden daha basarili oldugu
goriilmiistiir. Ayrica 6n egitimli kelime vektorlerinin
smiflandirma dogruluk oranini %5-%7 oraninda arttirdig1
tespit edilmigtir [11].

Toroslu ve Karagdz ise ¢aligmalarinda bireylerin sosyal
medya mesajlari ile bes biiyiik kisilik 6zelligi arasindaki
iliskiyi denetimli bir 0grenme problemi olarak
modellemeyi amaglanuglardir. Tiirkge ve Ingilizce iki ayr
veri kiimesi lizerinde yaptiklar1 deneysel sonuglarda,
yapay sinir aglar1 yaklasimin kisilik tahmini i¢in basarili
bir  sekilde  kullanilabilecegini,  vektdr  tabanli
smiflandirma modellerine benzer bir performansla
calistigin1 gostermislerdir [12].

Yildirim ve Yildiz, Tirkge haber metinleri iizerinde
yaptiklart siniflandirma ¢aligmasinda, geleneksel kelime
torbast yontemi ile sinir agr temelli kelime temsil
yontemlerinin  bagart  oranlarmi1  karsilastirmiglardir.
Deneysel sonuglarda kelime temsil vektorlerinin
olugturulmasinda kullanilan geleneksel yontemlerin hala
yeni nesil yontemlerle yarisacak diizeyde siniflandirma
basarisi sagladigini gostermiglerdir [13].

Koksal ve Yilmaz, literatiirde yaygin sekilde kullanilan iki
Tiirkge haber veri kiimesi tlizerinde hem klasik makine
O0grenme algoritmalart hem de giincel 6n egitimli dil
modellerini kullanarak metin smiflandirma ¢aligsmasi
yapmiglardir. Yapmis olduklar1 ¢aligmada siniflandirma
modellerinin parametre se¢imi ve optimizasyonu iizerine
yogunlasarak basarili sonuclar elde etmislerdir. On
egitimli dil modelleri ile yapilan siniflandirma sonuglari,
ayn1 veri kiimesini kullanan benzer ¢aligmalardan daha
yiiksek F1 skoru elde etmistir [14].

3. METIN SINIFLANDIRMA (TEXT
CLASSIFICATION)

Metin siniflandirma  aragtirmasinda  kullamilabilecek
veriler haber siteleri, online aligveris platformlari, sanal
olarak yaymnlanan dergiler gibi bir¢ok kaynaktan elde
edilebilir. Yapilacak arastirmanin dogrulugunu test
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edebilmek i¢in metnin kategorisinin etiketler, anahtar
kelimeler ile belirtilmis olmas1 gereklidir.

Metinler ham wveri olarak dogrudan smiflandirma
algoritmasinda kullanilamamakta, belirli 6n iglemlerden
gegirilerek  Oznitelik  vektoriine  doniistiirilmektedir.
Metinlerin dznitelik vektoriine doniistiirilmesinin basarisi
dogrudan siiflandirma basarisini etkilemektedir.

Metin siniflandirma alanindaki veri kiimeleri diger bircok
veri kiimesi ile Kkargilastirildiginda 6znitelik  vektor
boyutunun cok yiiksek (binler mertebesinde) oldugu
goriilmektedir. Metinlerde gegen her bir kelime birer
Oznitelik  olarak  kullanilirsa ortaya smiflandirma
algoritmasinin performansini 6nemli 6l¢iide diisiirecek,
hesaplama karmasikligina sebep olacak kadar fazla sayida
oznitelik ¢ikacaktir. Oznitelik vektér boyutu optimum
seviyeye c¢ekilerek hesaplama performansinin  ve
smiflandirma bagarisimin  arttirilmast amaciyla birgok
yontem kullanilabilmektedir. Siklikla kullamilan metin
siiflandirma 6n islemleri asagida agiklanmaktadir.

3.1. Kék Bulma (Stemming)

Kok bulma (stemming) islemi, metinde gegen kelimelerin
kelime koklerini bularak kullanilmasi 6n islemidir. Bu
sayede birbirinden farkli ekler ile farkli bir kelimeymis gibi
goriinen kelimelerin ayni sayilmasi saglanmaktadir.
Ozellikle sondan eklemeli bir dil olan Tiirk¢e metinlerde
diistiniilecek olursa, 6znitelik vektdr boyutunun azaltilmasi
ve daha anlamli vektor ortaya gikarmasi agisindan kritik bir
on islemdir. Otomatik kok bulma isleminde dilin
ozelliklerine gore Zemberek dogal dil isleme kiitiiphanesi,
sozciik eklerini sondan basa dogru siyirarak ¢ikarma (affix
stripping) ve sozciiklerin ilk n karakterinin kelime kokii

oldugunu kabul etme (fixed prefix stemming)
yaklagimlariyla gelistirilmis kiitiiphaneler
kullanilabilmektedir.

3.2. Durdurma Kelimeleri Filtreleme (Stopword Filtering)

Durdurma kelimeleri (DK) filtreleme islemi, metnin
smiflandirmasinda etkisiz olan, genellikle tek basin
anlamsiz ancak ¢ok sik kullanildig: i¢in frekansi yiiksek
“ve”, “ile”, “ya da” vb. kelimelerin islem dist
birakilmasidir. Durdurma kelimeleri her siniftaki metinde
cok sayida ve benzer siklikta kullanildigi igin simf
belirlenmesinde etkin bir rol oynamadig1 gibi 6znitelik
vektor boyutunu da gereksiz yere biiylitmektedir. Bu
sebeple durdurma kelimelerinin filtrelenmesi yaygin
sekilde kullanilan 6n iglemlerden biridir.

3.3. Terim Frekansi-Ters Dokiiman Frekansi
Frequency-Inverse Document Frequency)

(Term

Terim frekansi (term frequency-TF), metinde gegen her bir
kelimenin metindeki kullanilma sikliginin  bulunmasi
onislemidir. Dokiimandaki her bir terimin o dokiimanda
ge¢me adedi ile dokiimandaki biitiin terimlerin toplam
adedine oranm seklinde hesaplanmaktadir.
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_ Terimin dokiimanda gegme adedi

@)

* Dokiimandaki toplam terim adedi

Ters dokiiman frekansi degeri, bir terimin arandigi tiim
dokiimanlarin  sayisinin, o  terimin  bulundugu
dokiimanlarin sayisina oranidir. Terim ne kadar az
dokumanda tekrar ediyor ise IDF degeri o kadar biiyiik
¢ikar.

Toplam dokiiman sayis1
IDF = —— ——— @
Terimin gectigi dokiiman sayisi

Dokiiman siniflandirmada sik kullanilan 6nislemlerden biri
olan Terim Frekansi-Ters Dokiiman Frekansi (TF-IDF),
her bir terim igin terim frekansi ile ters dokiiman
frekansinin ¢arpimindan elde edilir. Bir terimin bulundugu
dokiimanin siniflandirmasina katki saglamadaki énemini
gosterir.

TF-IDF = TF * IDF ©)

3.4. Word2Vec (Word2Vec)

Word2Vec, Yapay Sinir Aglar1 (YSA) tabanlt bir kelime
vektorii temsil yontemidir. Bu yontem sayesinde kelimeler
vektorlere  donistlriilerek  aralarindaki ~ uzakliklar
hesaplanip kelimeler arasinda analoji kurulabilmektedir.
Word2Vec yontemi son yillarda metin siniflamasi
konusunda olduk¢a popiiler olmustur. Birgok caligmada
smiflama yontemleri uygulanmadan o6nce Word2Vec
kullanilarak veri kiimesi zenginlestirilmis ve metin verileri
vektorel hale getirilmistir [9].

Word2vec yonteminde, Continuous Bag of Words
(CBOW) ve Skip-Gram olmak iizere iki alt yontem
kullanilmaktadir. CBOW modelinde her bir kelime, komsu
kelimeleri girdi alinarak tahmin edilmeye galisilir. Skip-
Gram modelinde ise her bir kelime girdi alinarak ilgili
kelimenin komsu kelimeleri tahmin edilir.

3.5. N-Grams (N-Grams)

Metin siiflandirma 6nislemi olarak kullanilan bir diger
yontem olan N-Grams yOntemi, incelenen metinde gecen

kelimeleri ~ belirlenen  pencere  boyutunda birlikte
gruplandirarak  siniflandirma  islemine girdi saglar.
Unigram 1 kelimelik gruplari, bigrams 2 kelimelik

gruplari, trigrams 3 kelimelik gruplari, n-grams ise 3’ten
fazla belirlenen n sayisinca kelimelik gruplari ifade eder.

Omnek olarak “begenmedim ciinkii ¢alisirken ¢ok giiriiltii
¢ikartyor” ciimlesi bigram olarak boliinmek istenirse
asagidaki vektor elde edilecektir.
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“begenmedim ¢linkii ¢calisirken ¢ok giiriiltii ¢ikariyor™:
[“begenmedim ¢iinkii”, “¢iinkii calisirken”, “calisirken
cok”, “cok giiriiltii”, “giirtiltii ¢ikartyor”]
3.6. Oznitelik Secimi (Feature Selection)

Oznitelik secimi, kullanilan veri kiimesinin
Ozniteliklerinden simiflandirma bagarisina en fazla katki
saglayanlarin tespit edilip secilmesi islemidir. Oznitelik
secimindeki amag, siniflandirma basarisini yiikseltmek
veya egitim siiresini kisaltarak calisma performansin
arttirmaktir. Metin veri kiimelerinin Oznitelik sayisinin
yliksek olmasi sebebiyle, metin siniflandirmada kritik bir
onislem olarak siklikla kullanilmaktadir.

Oznitelik secimi isleminde; filtreleme, sarmalama ve
gomiilii yontemler kategorilerinde ¢esitli algoritmalar
bulunmaktadir. Bunlardan o6znitelik ve sinif degisken
tiplerine uygun olacak sekilde en yaygin kullanilan
yontemler; Pearson korelasyonu, Ki-kare testi, Anova testi
ve Bilgi kazanimi yontemleridir.

4. METIN SINIFLANDIRMADA KULLANILAN
MAKINE OGRENMESI VE DERIN OGRENME

ALGORITMALARI (MACHINE LEARNING AND DEEP
LEARNING ALGORITHMS USED IN TEXT CLASSIFICATION)

Metin siniflandirma ¢aligmalarinda sik uygulanan makine
ogrenmesi tekniklerinden bazilari: Rastgele Orman, Naive
Bayes, Destek Vektor Makineleri, K-En Yakin Komsu
Algoritmas1 ve Derin Ogrenme modelleridir.

4.1. Naive Bayes

Hizli ve kolay wuygulanabilir oldugu igin metin
smiflandirmast igleminde tercih edilen Naive Bayes
algoritmasi, olasilikgr yaklagimla siniflandirma yapan
makine Ogrenmesi yontemlerinden biridir [2]. Bu
yontemde tiim 6zniteliklerin ait oldugu sinifa gére kosullu
olasilig1 bulunarak test verisinin sinifi en yakin olasilikla
tespit edilmektedir.

4.2. K-En Yakin Komsu Modeli (K-Nearest Neighbor Model)

K-En Yakin Komsu (KNN) algoritmasinda test
orneklerinden biri segilip, k degerine gore o Ornege en
yakin ornek veya Orneklerdeki sinif Dbelirlenerek
siniflandirma islemi yapilmaktadir. En yakin komsu veya
komsularin tespit edilebilmesi i¢in secilen test drneginin
tiim diger drneklere uzaklig1 hesaplanmalidir [15]. Ornegin
k=5 degeri kullanilarak uygulanan K-En Yakin Komsu
Algoritmast Sekil 1°de goriilmektedir [16]. En yakin 5
ornekten 4’1 A sinifina ait oldugu i¢in bilinmeyen 6rnegin
sinifi A olarak tespit edilir.
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o SimifB ¢ Simf A 4 Bilinmeyen
Sekil 1. k=5 i¢in k-en yakin komsu algoritmasi
(K-nearest neighbor algorithm with k=5)

4.3. Destek Vektor Makineleri (Support Vector Machines)

1992 yilinda tanitilan destek vektdr makineleri (DVM),
istatistiksel bilgi teorisine ve yapisal risk minimizasyonuna
dayali denetimli bir siniflandirma algoritmasidir [8].

o, T
200 \G
AL

2,00

000 100 300 4,00

e Smif B ¢ Simf A

Sekil 2. Destek vektor makineleri
(Support vector machines)

5,00 6,00 7,00 8,00 9,00

Veri kiimesindeki siniflar arasindaki ayrimi en iyi belirten
dogru veya hiper diizlemlerin belirlenmesi yoluyla DVM
modeli uygulanir. Ornek bir DVM gésterimi Sekil 2’de
goriilmektedir.

4.4. Rastgele Orman Algoritmast (Random Forest Algorithm)

Rastgele Orman (RO) algoritmast karar agaci
smiflandiricilarindan biri olarak kabul edilen denetimli bir
makine Ogrenmesi algoritmasidir. Breiman tarafindan
bulunan simmiflandirma algoritmas: birden fazla karar
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agacin1 birlikte kullanip bunlar1 oylayarak en uygun
¢oziimii bulmay1 hedefler [17]. Algoritmik basitligi ve
yliksek boyutlu veriler icin belirgin siniflandirma
performanst  nedeniyle, rastgele orman, metin
smiflandirmast i¢in popiiler bir yontem haline gelmistir

[5].

Rastgele orman, torbalama ve karar agaci algoritmalarinin
birlesimi olarak tanimlanabilir. Rastgele orman algoritmasi
isleyisi Sekil 3’te goriilmektedir [18].

Karar Agaci
Torbalama

Karar . @Am

Agaci 2

Karar
Agaci 1

Karar: En
popiiler simif

Sekil 3. Rastgele orman algoritmasi
(Random forest algorithm)

4.5. Derin Ogrenme Modelleri (Deep Learning Models)

Yapay sinir aglari, beyindeki noronlarin baglantilarini ve
fonksiyonunu benzetme yoluyla gelistirilen, test
kategorisindeki en gelismis smiflandiricilardan biridir.
Yapay sinir agt; giris katmani, gizli/ara katman ve ¢ikti
katmam1  olarak i¢  katmandan  olusur  [19].
Yapilandirilmamis veriyi girdi olarak alir, ndronlardan
olusan katmanlarda isleyerek ¢ikt1 verir. Katman ve néron
sayis1 arttikca daha karmagik problemleri ¢ozebilir. Yapay
sinir aglari isleyisi Sekil 4‘te goriilmektedir.

Yapay sinir aglar1 katmanlarinda birden fazla gizli katman
kullanildiginda derin 6grenme modeli olusturulmus olur.
Derin 6grenme modelleri ii¢ ana baglikta toplanabilir: Cok
Katmanli  Algilayicilar (MLP-Multilayer Perceptrons),
Konvoliisyonel Sinir Agi (CNN-
Convolutional Neural Networks) ve Tekrarlayan Sinir Ag1
(RNN-Recurrent Neural Networks).
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Giris
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“Z5
X7—> @/ Gizli
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Sekil 4. Yapay sinir aglar1 katmanlar
(Artificial neural networks layers)

5. SINIFLANDIRMA OLCUTLERI
(CLASSIFICATION METRICS)

Siniflandirma modellerinin yapmis oldugu tahminlerin
basarisin1  6lgmek igin ¢esitli smiflandirma  6lgiitleri
kullanilmaktadir. Smiflandirma  basarisini Olcen
smiflandirma 6l¢iitleri karigiklik matrisindeki degerlerden
hesaplanir ve siklikla kullanilanlar dogruluk, kesinlik,
duyarlilik ve F1-skoru degerleridir.

5.1. Karisiklik Matrisi (Confusion Matrix)

Karigiklik matrisi, bir siniflandirma iglemindeki tiim dogru
ve yanlig tahminlerin siniflara sayisal dagilimint gosteren
matris gosterimidir. “Pozitif” ve “Negatif” siniflarindan
olusan bir siiflandirma iglemi sonucu drnek bir karisiklik
matrisi Tablo 1°de goriilmektedir.

Tablo 1. Ornek karisiklik matrisi
(Confusion matrix sample)

. . Tahmin
Pozitif Negatif Siuf
DP YN Pozitif
YP DN Negatif

Karngiklik matrisinde, DP dogru tahmin edilen “Pozitif”
sayisini, DN dogru tahmin edilen “Negatif” sayisini, YP
yanlis tahmin edilen “Pozitif” sayisin1 ve YN yanlig tahmin

edilen “Negatif” sayisimt  gostermektedir.  Diger
smiflandirma  Olgiitleri  bu  degerler  kullanilarak
hesaplanmaktadir.

5.2. Dogruluk (Accuracy)

Dogruluk, smniflandirma islemi sonucundaki biitiin
tahminlerdeki dogru tahmin orant olarak
tanimlanmaktadir. Dogruluk degerinin matematiksel

hesab1 asagidaki esitlikte goriilmektedir.

N DP + DN @
O = P DN+ YP+ YN
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5.3. Kesinlik (Precision)

Kesinlik, smiflandirma islemi sonucundaki “Pozitif”
olarak tahmin edilenlerin hangi oranda gergekten “Pozitif”
smifina ait oldugunu gosteren siniflandirma 6lgiitiidiir.
Kesinlik degerinin matematiksel hesab1 asagidaki esitlikte
goriilmektedir.

DP
Kesinlik = ——— 5
S P+ vP ®)

5.4. Duyarlilik (Recall)

Duyarlilik, “Pozitif” sinifindaki 6rneklerin hangi oranda
“Pozitif” olarak tahmin edildigini gosteren siniflandirma
Olgiitidiir. Duyarlilik degerinin matematiksel hesabi
asagidaki esitlikte goriilmektedir.

Duyarlilik = DP (6)
uyarlilik ==

5.5. F-1 Skoru (F-1 Score)

F1-Skor 6lgiitii degeri, kesinlik ve duyarlilik degerlerinin
harmonik ortalamas: sonucu elde edilmektedir. F1-Skor

degerinin matematiksel hesab1 asagidaki esitlikte
goriilmektedir.
F1.Skor=2 * Kesinlik * Duyarlilik (2.4)
OIS Kesinlik + Duyarlilik '

6. KONVOLUSYONEL SiNiR AGLARI ILE

METIN SINIFLANDIRMA (TEXT CLASSIFICATION
USING CONVOLUTIONAL NEURAL NETWORKS)

Gelistirilen derin 6grenme modelinde Konvoliisyonel Sinir
Aglar1 (Convolutional Neural Networks-CNN) ve Tam
Baglantil/Yogun (Fully Connected/Dense) katmanlari
kullanilmaistir.

KSA, insan gérme sisteminden esinlenerek tasarlanmus,
¢ok katmanli algilayict (Multi Layer Perceptron-MLP)
smifindan olan bir derin 6grenme mimarisidir. Genellikle
goriintii isleme ¢aligmalarinda dnerilen bir derin 6grenme
algoritmasi olmakla beraber, giiniimiizde dogal dil isleme
alanlarinda da etkin bir sekilde kullanilmaktadir [11].

Dense katmani, derin 6grenme mimarilerinde yaygin ve sik
kullanilan bir sinir ag1 katmandir. Her ndron bir dnceki

katmandan girdi aldig1 i¢in tam baglantili (Fully
Connected) katman olarak da bilinir [20].
Deneysel c¢aligmalarda, konvoliisyonel sinir aglar

odaginda kalmak kaydiyla gesitli ek katmanlar ve hiper
parametreler kullanarak elde edilen birgok farkli modelle
siiflandirma yapilmistir. Sonuglar géz oniine alindiginda
yiksek siniflandirma bagaris1 gosteren, ayni zamanda
egitim siiresi agisindan ¢alisma performansi optimum olan
bir modelde karar kilinmistir. Yapilan deneysel ¢alismalar
neticesinde, Conv1D + Flatten + Dense + Dropout + Dense
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katmanlarindan  olusan derin 68renme  mimarisi

modellenmistir.  ConvlD ve Dense katmanlarinda,
Dogrultulmus Dogrusal Unite (Rectified Linear Unit,

Flatten

Onislemler ~ ConvlD

Dokiiman

(OA x 128)
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ReLU) aktivasyon fonksiyonu uygulanmigtir. Uygulanan

KSA tabanli derin O6grenme modeli Sekil 5’te
goriilmektedir.
Dense
A Dense
N
5 A 4
X X 7
: % : : ’ .
—Sinif_[—
¥
y A X —Sinif_y—»
£ X . y néron
. \
Y. .
: \@/ 10 n6ron
/ 128 noron

OA*128 néron

Sekil 5. KSA Tabanli Derin Ogrenme Modeli, (OA): éznitelik adedi
(CNN based deep learning model, (OA): number of features)

7. VERI KUMESI (DATASET)

Calismada Tiirkge dilinde iki farkli veri kiimesi
kullanilmistir: Tiirkge haber metinlerinden olusan TTC-
4900[13] ve e-ticaret platformlarinda yer alan iriinlere
yapilmig olan Tirk¢e miisteri yorumlarindan olusan,
calismada kullanacagimiz kisaltmasiyla, MY-15130.

TTC-4900 veri kiimesi, RSS araciligiyla 6 farkli Tiirk
haber portalinden toplanan haber metinlerinden
hazirlanmigtir. Diinya, ekonomi, kiiltiir, saglik, siyaset,
spor ve teknoloji olmak tizere 7 kategoriden 700’er haber
iceren toplam 4900 metinden olusmaktadir. Tiirk¢e haber
veri kiimeleri arasinda kullanim1 kolay ve iyi belgelenmis
bir veri kiimesi olan TTC-4900, erisime agiktir [21].

MY-15130 veri kiimesi ise e-ticaret platformlarindan
gesitli Girtin yorumlar gekilerek hazirlanmig, 6799 olumlu,
6978 olumsuz ve 1393 nétr, toplamda 15170 yorumdan
olugmaktadir. Kaggle platformunda erisime agik sekilde
sunulmaktadir [22]. Bu g¢alismada MY-15130 smuf
dagiliminin dengeli olmamasi sebebiyle nétr yorumlardan
ayiklanmig, olumlu ve olumsuz yorumlar ayni sayida
olacak sekilde diizenlenmistir.

Calismada “.csv” formatinda sunulmus olan her iki veri
kiimesine de sirasiyla TF-IDF doniistirme, durdurma
kelimeleri filtreleme, kok bulma ve Oznitelik segimi
onislemleri uygulanmistir. Onislem uygulamalar1 Python
dilinde kodlanmistir. Kok bulma uygulamasi yerel
bilgisayarda, diger onislem uygulamalart Google Colab
platformu iizerinde kosturulmustur.

TF-IDF  doniisiimiinde  sklearn.feature_extraction.text
kiitiiphanesinde sunulan TfidfVectorizer siift
kullanilmigtir. Kullanilan veri kiimelerinin boyutlarinin
farkli olmasi sebebiyle, TF-IDF doniisiimii sonucunda
birbirinden farkli boyutta ¢ikti olusmustur. TTC-4900 igin
4900x110917 boyutlu, MY-15130 i¢in 15130x17681
boyutlu vektorler elde edilmistir.

Durdurma kelimeleri filtreleme onigleminde ise dogal dil
isleme kiitliphanesi olan Natural Language Toolkit’in
sunmus oldugu Tiirkge durdurma kelimeleri kullanilmstir.
Veri kiimeleri bastan sona taranarak durdurma
kelimelerinden arindirilmistir. Sonugta TTC-4900 ig¢in
4900x110865 boyutlu, MY-15130 i¢in 15130x17657
boyutlu vektorler elde edilmistir.

Kok bulma onisleminde Tiirk¢e’nin morfolojik yapisina
uygun olarak tasarlanmis Zemberek dogal dil isleme
kiitiiphanesi kullanilmistir. Java dilinde gelistirilmis agik
kaynak kodlu Zemberek kiitiiphanesinin  Python
uygulamasinda kullanilabilmesi igin JPype
kiitliphanesinden faydalanilmistir. Veri kiimeleri bastan
sona taranarak tim kelimeler kelime kokiine
indirgenmistir. Sonugta TTC-4900 i¢in 4900x34710
boyutlu, MY-15130 i¢in 15130x8130 boyutlu vektorler
elde edilmistir.

Son olarak iki farkli boyutta ¢ikti1 almak iizere, 6znitelik
se¢imi on islemi uygulanmus, uygulamada
sklearn.feature selection  kiitiiphanesinden sunulan
SelectKBest smifi  kullanilmustir.  SelectKBest  sinifi
Anova, ki-kare, bilgi kazanimi gibi birgok skor
fonksiyonuna destek vermektedir. Girdi ve ¢iktisi
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kategorik veri tipinde olan veri kiimelerine uyumlu olmasi
sebebiyle bu calismada ki-kare skor fonksiyonu tercih
edilmistir. Tiim 6nislemlerden sonra her iki veri kiimesinin

8. DENEYSEL SONUCLAR (THE EXPERIMENTAL
RESULTS)

Klasik makine 6grenmesi algoritmalari ve uygulanan KSA
tabanli derin 6grenme modeli ile siniflandirma caligmast
Google Colab platformu {izerinde “Sklearn” ve
“Tensorflow.Keras” kiitiiphaneleri kullanilarak
gelistirilmigtir. Bu ¢aligmada veri kiimesi egitim ve test
olarak boliinmemis katlama(folds-k) degeri 10 verilerek
gapraz dogrulama(cross-validation) yontemi
kullamlmstir. Bu teknik sayesinde veri kiimesinin tamami
pargalar  halinde  doniislimlii  olarak  O6grenmede
kullanilabilmekte, her bir parcadaki smiflandirma
ciktilarinin ortalamasi alinarak daha dogru sonuglar elde
edilebilmektedir.

Deneysel ¢alisma sonucunda, karsilagtirmasi yapilan tiim
smiflandirma algoritmalarinin beklendigi sekilde MY-
15130 veri kiimesinde daha yiiksek siniflandirma basarist
gosterdigi goriilmiistiir. Yapisal olarak birbirinden farklt
olan veri kiimelerinden MY-15130’un iki smifli, TTC-
4900’{in ise ¢ok sinifli olmasi bu sonucu ortaya ¢ikardigi
disiiniilmektedir. Sinif sayisi azaldik¢a, sinif tahmininin
dogru olma ihtimali yiikselmektedir.

8.1. Multinominal Naive Bayes Uygulamast (Classification
with Multinominal Naive Bayes Algorithm)

Uygulamada Naive Bayes algoritmasi gesitlerinden metin
smiflandirmasina daha uygun olan Multinominal Naive
Bayes  modeli kullanilmig,  sklearn.naive bayes
kiitiphanesi MultinomiaNB metodu ile gelistirme
yapilmistir. Calisma sonucunda elde edilen siniflandirma
dogruluk degerleri Tablo 2°de goriilmektedir.

Tablo 2. Naive bayes siniflandirmasi dogruluk

sonuglari
(Accuragy of Naive Bayes classifications)
Oznitelik | 110 4900 | MY-15130
se¢imi
2000 %388,6 %95,7
TF-IDF
5000 %90,0 %96,0
TF-IDF + 2000 %88,6 9%95,7
DK filtre 5000 %90,3 %96,2
TF-IDF + 2000 %89,1 %93,8
DK filtre +
Kok bulma 5000 %89,2 %93,9

Sonuglara gore Naive Bayes siniflandirmasinda her iki veri
kiimesinde de en yiiksek basar1 saglayan 6n islemler TF-
IDF + DK filtre + 5000 0&znitelik se¢imi olarak
goriilmektedir.
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boyutu diisiiriilerek 2000 ve 5000 adet 6znitelik se¢ilmis,
bu farkli boyutlardaki verilerle siniflandirma yapilarak
sonuglar kayit altina alinmistir.

8.2. K-En Yakin Komsu Uygulamas: (Classification with K-
Nearest Neighbor Algorithm)

K-En Yakin Komsu algoritmasi siniflandirma g¢alismasi
sklearn.neighbors  kiitliphanesi ~ KNeighborsClassifier
metodu ile gergeklestirilmistir. Algoritmadaki k degerinin
tek say1 oldugu siniflandirmalarda yiiksek basar1 saglamasi
sebebiyle k=5 olarak belirlenmistir. Calisma sonucunda
elde edilen smiflandirma dogruluk degerleri Tablo 3’te
goriilmektedir. Sonuglara gére KNN siniflandirmasinda,
her iki veri kimesinde oOznitelik sayist arttikca
siiflandirma dogruluk oraninin belirgin sekilde diistiigii
goriilmektedir.

Tablo 3. KNN simiflandirmasi dogruluk sonuglart
Accuracy of KNN classifications)

Omznitelik | 1+ 4900 | MY-15130
se¢imi
2000 %64,1 %84,2
TF-IDF
5000 9055,4 %71,9
TF-IDF + 2000 %64,9 %086,0
DK filtre 5000 %54,7 %74,3
TF-IDF + 2000 %69,0 %82,7
DK filtre +
Kok bulma | 5000 %66,3 %70,3
8.3. Destek  Vektor Makineleri (DVM) Uygulamasi

(Classification with Support Vector Machines (SVM) Algorithm)

Destek Vektor Makineleri algoritmasi siniflandirma
calismas1 sklearn.svm kiitiiphanesi SVC metodu ile
gerceklestirilmigtir.  Calisma sonucunda elde edilen
smiflandirma dogruluk degerleri Tablo 4’te goriilmektedir.
Sonuglara gére DVM siniflandirmasinda, TTC-4900 veri
kiimesinde beklendigi {izere tiim Onislemler basariya katki
saglamigtir. Ancak MY-15130 veri kiimesinde durdurma
kelimeleri filtreleme ve kok bulma Onislemlerinin
beklendiginin aksine siniflandirma basarisimi diisiirdiigii
goriilmektedir. MY-15130 veri kiimesinde TTC-4900’a
gore kelime cesitliliginin az olmasi sebebiyle bu sonucu
ortaya koydugu diisliniilmektedir.

Tablo 4. DVM siniflandirmasi dogruluk sonuglari
Accuracy of SVM classifications)

Oznitelik | 1+ 4900 | MY-15130
secimi
2000 %89,0 %95,8
TF-IDF
5000 %90,8 %96,2
TF-IDF + 2000 %88,8 %95,5
DK filtre 5000 %91,1 %96,1
TF-IDF + 2000 %90,3 %941
DK filtre +
K&k bulma 5000 %912 %941
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8.4. Rastgele Orman (RO) Uygulamas: (Classification with
Random Forests(RF) Algorithm)

Rastgele Orman algoritmasi siniflandirma calismasi
sklearn.ensemble kiitiiphanesi RandomForestClassifier
metodu ile gerceklestirilmigtir. Caligma sonucunda elde
edilen siniflandirma dogruluk degerleri Tablo 5’te
goriilmektedir. Sonuglara gore, RO siniflandirmasi basart
oranimin uygulanan dnislemlerden DVM’e benzer sekilde
etkilendigi goriilmektedir. Ek olarak 6znitelik se¢iminde
Oznitelik sayisinin yiiksek tutulmasi basariy1 arttirmastir.

Tablo 5. RO siniflandirmast dogruluk sonuglart
(Accuracy of RF classifications)

Oznitelik | 10 4900 | MY-15130
segimi
2000 %85,9 %93,6
TF-IDF
5000 %86,7 9693,7
TF-IDF + 2000 %85,7 %93,5
DK filtre 5000 %86,6 %94,2
TF-IDF + 2000 %87,9 9%93,0
DK filtre +
Kok bulma 5000 %688,0 %93,0

8.5. KSA Tabanli Derin Ogrenme Modeli Uygulamas:
(Classification with CNN Based Deep Learning Model)

Derin 6grenme modellerinin egitim asamasi diger makine
O0grenmesi tekniklerine gore olduk¢a uzun siirmekte,
algoritmanin ¢aligmast sirasinda ise yiiksek kaynak
tiiketimine sebep olmaktadir. Se¢im islemi yapilmadan
tim &zniteliklerin bulundugu bir veri kiimesi ile yapilan
smiflandirma ¢alismasi, Google Colab platformu gibi
yiiksek GPU (grafik islemci {iinitesi) kaynagi saglayan
ortamlarda bile saatlerce siirebilmektedir. Bu anlamda
Oznitelik secimi igleminin ¢alisma performansini 6nemli
oOlciide yiikselttigi gdzlemlenmistir.

Gelistirilen KSA tabanlt derin 6grenme modeli ile yapilan
calisma sonucu elde edilen siniflandirma dogruluk
degerleri Tablo 6’da goriilmektedir. Sonuglara gore
Oznitelik seciminde Oznitelik sayisinin yiiksek tutulmasi
basariy1 arttirmigtir. Ayrica kullanilan durdurma kelimeleri
filtreleme ve kok bulma Onislemlerinin basariy1 bir miktar
arttirdig1 gorillmiistiir.

Tablo 6. KSA tabanli derin 6grenme modeli

siiflandirma dogruluk sonuglar
(Accuracy of CNN based deep learning model classifications)

Oznitelik | 0 4900 | MY-15130
se¢cimi
2000 %90,4 %95,6
TF-IDF
5000 %91,2 9%95,6
TF-IDF + 2000 %90,4 9%95,6
DK filtre 5000 %91,5 %95,7
TF-IDF + 2000 %90,3 %94,3
DK filtre +
K6k bulma 5000 %91,7 %94,0
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Calismada kullanilan makine dgrenmesi algoritmalar1 ve
gelistirilen KSA tabanli derin 6grenme modeli ile yapilan
smiflandirma islemleri sonucunda elde edilen F1-skoru (f-
score) degerleri, her bir veri kiimesi i¢in Tablo 7’de ve
Tablo 8’de goriilmektedir.

Sonuglara gore aymt smiflandirma algoritmast ve
Onislemler biitiiniiniin uygulandig1 iki veri kiimesinde
birbirinden farkli F1-skorlar1 elde edilmistir. Uygulanan

kok bulma ve durdurma kelimeleri filtreleme
Onislemlerinin, KNN  siniflandiricist  hari¢  diger
siiflandirma  algoritmalariyla yapilan smiflandirma

islemlerinde, elde edilen dogruluk oranlarna en yiiksek
katkisinin yaklagik %2 oldugu goériilmiistiir.

KNN algoritmasinin, 6znitelik sayis1 yiiksek olan veri
kiimelerinde smiflandirma basarisinin  diisiik oldugu
bilinmektedir. Sonuglara gore her iki veri kiimesinde de en
diisik Fl-skoru veren algoritmanin KNN oldugu
goriilmektedir. TTC-4900 veri kiimesinde yapilan
siiflandirma ¢alismasinda baskin bir sekilde en yiiksek
F1-skoru veren algoritma %91,7 ile KSA tabanl derin
6grenme modeli olmustur. MY-15130 veri kiimesinde ise
%96,2 ile DVM ve Naive Bayes aym FI-skorunu
vermistir. Sonuglar genel olarak degerlendirildiginde ise
kelime ¢esitliligi az ancak metin adedi fazla olan MY-
15130 wveri kiimesinde yapilan tim smiflandirma
islemlerinin, kelime cesitliligi fazla ancak metin adedi
daha az olan TTC-4900’de yapilan siniflandirmalardan
daha basarili oldugu ortaya ¢ikmustir.

Tablo 7. TTC-4900 veri kiimesi F1-skor(%)
karsilastirmasi, (O): 6nislem, (OA): 6znitelik adedi
(TTC-4900 data set F1-score(%) comparison, (OI): pre-process, (OA):
number of features)

TF-IDF +
oi TF-IDF E':K"f[i)lt':re T | DK filtre +

Kok bulma
OA 2K | 5K | 2K | 5K | 2K | 5K
KNN | 648 | 56,6 | 650 | 557 | 69,9 | 67,5
RO | 858 | 86,7 | 857 | 865 | 87,8 | 87,9
DVM | 890 | 90,8 | 888 | 91,0 | 90,3 | 91,2
NB | 885 | 90,0 | 885 | 90.2 | 89,0 | 89,1
KSA | 904 | 91,2 | 904 | 91,6 | 90,2 | 91,7

Tablo 8. MY-15130 veri kiimesi F1-skor(%)
karsilastirmast, (OI): énislem, (OA): 6znitelik adedi
(MY-15130 data set F1-score(%) comparison, (OI): pre-process, (OA):
number of features)

TF-IDF +
oi TF-IDF TDF};'EE; DK filtre +
Kok bulma

OA | 2K | 5K | 2K | 5K | 2K | 5K
KNN | 841 | 70,8 | 86,0 | 735 | 82,6 | 68,5
RO | 936 | 937 | 935 | 942 | 930 | 93,0
DVM | 958 | 962 | 955 | 96,1 | 94,1 | 94,1
NB | 957 | 961 | 957 | 962 | 93,8 | 93,9
KSA | 957 | 956 | 956 | 957 | 943 | 94,0
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Tablo 9. {liskili calismalarla karsilastirma
(Comparison of related works)

Calisma Model
Naive Bayes
+ Kelime
Torbasi +
Oznitelik
se¢imi
DVM + DK
filtre
KSA + TF-
IDF + DK
filtre + Kok
bulma

Yil F1-skor

2018 Caligmal[13] %90,0

2021 | Calisma2[14] %091,8

2022 Bu ¢alisma %91,7

TTC-4900 veri kiimesini kullanan iliskili g¢aligmalarin
simiflandirma yontemleri ve elde edilen F1-skoru degerleri
Tablo 9’da karsilagtirilmistir. Karsilagtirma sonucuna gore,
gelistirmis oldugumuz KSA tabanli derin 6grenme modeli
ve kullanmis oldugumuz 6nislemler neticesinde; Calisma2
ile olduk¢a yakin, Calismal’den ise daha yiiksek F1-skor
degeri elde edilmistir.

9. SONUCLAR (CONCLUSIONS)

Bu galismada, iki farkli Tiirkge metin veri kiimesi makine
ogrenmesi teknikleri ve KSA tabanli bir derin 6grenme
modeli kullanilarak smiflandirilmistir.  Segilen  veri
kiimelerine Rastgele Orman, Naive Bayes, Destek Vektor
Makineleri, K-En Yakin Komsu Algoritmalar1 ve
gelistirilen KSA tabanli derin 6grenme modeli
uygulanmigtir. Metin ve simf adedi olarak birbirinden
farkli yapida tercih edilen Tirkge veri kiimeleri
smiflandirilarak veri kiimesi boyutlariin smiflandirma
basarisina etkisi gbzlemlenmistir. Veri madenciligi
Oniglemleri olarak uygulanan durdurma kelimeleri
filtreleme ve kok bulma 6nislemlerinin de basariya katkisi
degerlendirilmistir. Onislemler neticesinde ortaya cikan
kelime temsi vektdrlerine Oznitelik secimi uygulanarak
boyutlar1 diigiiriilmiis, boylece nihai vektdr boyutunun da
simiflandirma sonuglarina etkisi bdylece gézlemlenmistir.
Kullanilan tiim 6n islemlerin farkli birlesimleri ile ortaya
¢ikan kelime temsil vektorlerinin  simiflandirmasi
sonucunda dogruluk oranlar1 ve Fl-skor degerleri
karsilastirilmistir.  flerleyen c¢alismalarda farkli  veri
madenciligi Onislemleri ve kelime temsil yontemleri
uygulamaya alinarak daha etkili oznitelik ¢oziimi
saglanabilir. Bu sekilde daha kiymetli bilgi iceren diisiik
boyutlu 6znitelik vektorii elde edilerek hem uygulamanin
calisma performansimi hem de siniflandirma basarisini
arttirmak hedeflenmektedir.
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Ozet— Mevcut galismalar 6rnegin siipheli-bulas-eksiltme modeli ve makine 6grenmesi modelleri her bir kisi ve alan igin
bulas riskinin hesaplanmasina uygun degildir. Bu ¢alismada mevcut yaklagimlarin eksik yonlerinin giderilmesi igin
toplanan verilerin uzaysal ve zamansal tahminleme modeli olarak bir araya getirildigi bir doniit igleme tasarimi
dnerilmektedir. Onerilen tasarim {i¢ ana isleme asamasi igermektedir. Bunlar verinini iiretilmesi, geri déniis analizi ve
gercek zamanli uzaysal ve zamansal degerlendirme siiregleridir. Verilerin {iretilmesi agamasinda her bir bireyin Kovid-
19 durumunun Markov olasilik islemi kullanilarak iiretildigi siire¢ yer alir. Bu agamada hastaligin cogalma parametreleri,
semptonlu hastalarin ve semptonsuz hastalarin goriilme siklig1, toplam niifus, hastalig1 gegirmekte olan niifus, ve hareket
halinde olan niifus sayilar1 kullanilarak her bir hasta i¢cin Kovid durumu ve hareket halinde olma durumu rastsal olarak
giincellenir. Hareket verisi ise rastsal olarak belirlenen 6zel alanlar i¢in olusturulur. Bu veride Kisilerin belirli bir alan
icerisindeki etkilesimleri rastsal olarak hesaplanir. Geri diiniis analizi asamasinda toplanan istatistikler ve yerel olay
verileri birlestirilerek dogrusal bir model yardimiyla her bir bireyin Kovid-19 riski tahmin edilir. Bu baglamda yerel
istatistilerin elde edilmesinde olasiliksal bir yakinsama yaklagimi kullanilabilir. Degerlendirme agsamasinda, geri doniis
analizinden elde edilen tiim etkilesimler kisilerin periodik olarak giincel Kovid-19 riskinin hesaplanmasinda kullanilir.
Daha sonra her bir kisinin iiretilen verideki Kovid-19 bilgisi kullanilarak tamin basarisi o zaman aralagi i¢in hesaplanir.
Populasyon sayisi, yer/zaman ve hareketlilik oranininda bagimsiz olarak her bir birey etkilesimi igin hesaplanan Kappa
Onerilen tasarimin etkisinin 6nemli oldugunu gostermistir.

Anahtar Kelimeler— pandemi yayilma tahmini, uzay-zamansal analiz, akis isleme, risk hesaplama

A Spatio-Temporal Approach For Determining Individual's
Covid-19 Risks

Abstract— Current state of art approaches such as the susceptible-infected-removed model and machine learning models
are not optimized for modeling the risks of individuals and modeling the effects of local restrictions. To improve the
drawback of these approaches, the feedback processing framework is proposed where previously accumulated global
statistics and the model estimates generated from the spatial-temporal data are combined to improve the performance of
the local prediction. The proposed framework is evaluated in three processing stages: generation of the simulation dataset,
feedback analysis, and evaluation for the spatial-temporal and real-time pandemic analysis. In the data generation stage,
the corresponding state of the illness for each person is modeled by a Markov stochastic process. In this stage, the
parameters such as the reproduction rate, symptomatic rate, asymptomatic rate, population count, infected count, and the
average mobility rate are used to update the individual's Covid-19 status and the individual's movements. The movement
data of each person is generated randomly for several places of interest. In the feedback analysis stage, both the aggregated
statistics and the local event data are combined in a linear model to infer a score for the Covid-19 probability of the
person. In this respect, a stochastic model can be used to approximate the local statistics. In the evaluation stage, the result
of the feedback analysis for all the interactions is used to classify the state of the individuals periodically. Later the
accuracy of the evaluation for each person is obtained by comparing the individual's prediction with the real data generated
in the same time interval. The Kappa scores independent from different populations, locations, and mobility rates obtained
for every interaction indicate a significant difference from the random statistics.

Keywords— pandemic spread prediction, spatial-temporal analysis, stream processing, risk computation
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1. INTRODUCTION

Pandemic analysis models have been frequently used to
assess the risks of the Covid-19 spread. Common methods
use the parametric models to estimate the number of
patients for each stage of the illness [1-3]. Prediction of the
state of the pandemic is done through aggregating the
statistics and using those statistics in models. These models
are used to track the state of the Covid-19 pandemic for a
short time [4]. In general, aggregated statistics work very
well for predicting the cases even if the data is noisy.
However, these parameters may become inaccurate when
the dynamics of seasonal, and locational changes of the
pandemic are considered. The common mathematical
model of the spread analysis is known as the susceptible
infected recovered (SIR) model where the number of cases
is predicted based on the infection rates. This spread model
has been modified to overcome different challenges in
Covid-19 prediction [5].

The mathematical models use the rates of the change of the
variables of the pandemic [6]. These variables include the
number of infected people, the reproduction number, the
number of symptomatic patients, and the number of deads.
Each of these variables is linked to each other by the
constants obtained from the real cases. The linking of the
variables creates a dynamic mathematical model known as
susceptible, exposed, and asymptomatic (SIR) model [6].
During the Covid-19 several variations of the SIR model
have been proposed. For example, in the SEAIR model the
variables S, E, A, I, and R are used to denote the fraction
of individuals which are respectively susceptible, exposed,
asymptomatic, infectious, and recovered [7]. Similar
extensions of the SIR model have been successfully
applied on the Covid-19 data [8].

The previously mentioned SIR models and their
derivations use only the parameters of global spread rates
of the pandemic. On the other hand, the mobility pattern
tracking approaches use both global parameters and the
parameters of the spatial rates obtained through spatially
linked cases and spatial clustering methods. These
approaches have been successfully applied in the analysis
of HIV transmission in Kenya [9], and Covid-19 in Oman
[10], and in United States of America [11, 12]. All of these
approaches have the capability of modeling different areas
through mobility patterns and connections between these
locations. Since a lockdown in the local area, creates a
difference in the connections and the mobility patterns,
thus use of the location information may improve the
prediction score of the SIR approach.

To overcome the limitations of the SIR model, machine
learning (ML) methods have been applied to pandemic
datasets. During the Covid-19 pandemic, ML methods
become one of the most studied prediction approaches.
ARIMA time series forecasting [13], linear regression
models such as Support Vector Regression [13], Gaussian
mixture models [2], and random forest classification [14,
15] has been applied in prediction. Similarly, recurrent
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deep learning models such as GRU and LSTM [12, 16]
have been successfully model the parameters of the Covid-
19 pandemic. The main advantage of deep learning
approaches is the ability to model long-range interactions
and the ability to use a wide range of feature sets including
the parameters of the SIR model. These parameters are the
number of interactions, temporal patterns, census features,
and reproduction numbers [17] In [17], a neural network
model has been demonstrated as a successful combination
of time-series data, cross-country specific features, and
local features such as the number of hospitals, healthcare
workers, and percentages in a neural representation.

Machine learning methods can model recent trends in time
series data of the Covid-19 pandemic. In this respect, deep
learning methods such as LSTM have been successful. A
deep learning study proposed the mean percentage error
measure in the prediction of the number of patients
according to each social determinant of health (SDH) such
as age group, education, etc [18]. In this approach, a
convolution neural network classifier is trained for each
region by using the SDH parameters. The prediction
accuracy of Covid-19 is not the single contribution of the
deep learning models. In a deep LSTM approach [17], the
representative vector is modeled from the interaction of the
features used in the prediction of the Covid-19 cases. The
findings of this study suggest that the census features such
as age/sex, race, ethnicity, household/family type, school
enrollment, poverty status, income, etc. are correlated with
all the other features such as mobility, transportation rate,
mortality rate, and the Covid-19 reproduction numbers.
Embedding the interactions of such features in the
pandemic analysis is an effective generalization ability that
can be used in other pandemic cases [19].

Spatial-temporal dynamics in spread models are very
important for tracking the virus spread. Especially hot-spot
analysis approaches are used to track the pandemic cases.
In [20], the number of Covid-19 cases is computed in a
distance-based correlation index for identifying the
hotspots. In [21], the reproduction numbers are used in
geospatial clustering to model the interactions of the
Covid-19 cases based on the locations. In [22], a center of
gravity model is proposed to localize the hubs and flow
effect in pandemic parameters. Similarly, kernel-based
spatial-temporal clustering methods have been applied for
analysis of epidemiological diseases such as childhood
leukemia and asthma [23]. Along with kernel density
estimates, a Poisson- and Bernoulli-based prospective
space-time scan is proposed to find the dense and highly
probable spread clusters [24]. Moreover, in [10, 20, 25], a
SIR model and the mobility network analysis is combined
to estimate the recent reproduction numbers.

2. RISK ANALYSIS

In the Covid-19 pandemic, several mathematical models
are proposed to predict the rate of the spread. The
susceptible  exposed-infectious  resistant-susceptible
(SEIRs) and susceptible exposed infectious recovery
models (SEIR) are used for estimating the infection or
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reinfection rates in a population [7]. These models are the
extended versions of the susceptible-infected-removed
(SIR) model which is used for modeling the parameters of
the virus spread [25]. The SIR model with a time delay
function for reinfection is demonstrated by Equation (1)
[26]. In Equation (1), S(t), I(t), R(t), and C(t) are the rate
of susceptible, infected, recovered, and cross-immune
people respectively at a given time t, and the population
size N(t).

N(t) = S@) +1(t) + R() + C(t)

S(t) = a(1-5@®) — eSOt —1) +BC(L)
)= &EOIt—-1)+aC®IE) — O+ a)I(t) (1)
Rt)= (1 =0)CI®)+al(t)— M+ 7)R®)
c@ = YR(@®) —§C(OI() — (n + BC(D)

The reproduction parameters of the pandemic described in
the SIR model are found by disease-free equilibrium (DFE)
[8]. DFE proposes that the change in the number of
infected people is dependent on other parameters. The
prediction searches the time or the iteration when the
changes in these parameters get fixed and the system gets
to an equilibrium state. The SIR model uses the statistics
gathered from the pandemic to determine these parameters.
In Equation (1), these parameters are denoted by the
symbols of eta, beta, alpha, tau and sigma.

In Covid-19, the SIR model is applied in certain intervals
especially during the initial outbreak. In Figure 1, the
periods are shown for describing the application of training
and testing phases. The model is constructed from
aggregated statistics gathered in the stages of Training 1
and Training 2. Later this model is verified through the
validation time-frame and applied to predict the state of the
pandemic in evaluation. The features such as the average
number of mobility, the number of active cases, the number
of symptomatic cases are accumulated through the training
period and used to obtain the model parameters so that the
number of active patients, symptomatic patients, and
serious cases for the evaluation period can be predicted.
The regulations and local restrictions enforce the time
range of the prediction to be kept minimum and reduce the
prediction performance of the model. The stochastic SIR
model, the Markovian model, and the machine learning
model have been used in the prediction of the aggregated
statistics of the Covid-19 pandemic.

3. DATA GENERATION

In general, the pandemic datasets contain the statistics such
as the percentages of active patients, serious cases, and the
deads on a weekly basis for each location [27]. The
parameters such as the time and the number of visits of
each census block group (CBG) to a place of interest (POI)
are not given [12] in those datasets. There are also mobility
tracking datasets such as SafeGraph [29] where the
tracking information for the individuals including the
visited locations are available. However, none of these
datasets contain GPS tracking information of the
individuals thus they don't pinpoint the location of the
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violations of the social distance rules. Similarly, the
datasets collected by the companies such as Google and
Facebook do not include the tracking information. It can be
claimed that the performance limitations of the previous
analytic models are occurred not only because of the
complexity of the Covid-19 pandemic but also the details
of the gathered information. In this study, in order to
overcome these limitations, a simulation approach based
on a Markov chain model is proposed. This model
approximates the true statistics by tracking the states of
each individual and also by approximating the actual
statistics of the pandemic.

A Markov chain is a random process model constructed
from the finite (discrete) state Markov stochastic process.
Markov property is the fundamental assumption of the
Markov chain where the probability of an event in a given
state is conditionally dependent on the previous state. In a
Markov chain, the conditional property is used to
determine the transitions from one state to another. In order
to generate a dataset, we used weekly aggregated data of
Covid-19 pandemic such as the number of tested patients,
the number of infected and the number of serious cases.
These numbers are used to create the transition probability
matrix of the Markov chain. An example Markov chain
transition diagram for 1st week of April 2020 is given in
Figure 1.
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Figure 1. Markov transition diagram

In Figure 1, the number of checkups, the number of
patients, and the number of healthy individuals are used to
compute the transition probabilities for the disease-
detected (positive) and disease-undetected (negative)
cases. For example, if 100 people have been checked-up
for the virus, and 80 people have not been infected then the
transition probability to the state of disease undetected
becomes 0.8. In order to generate a dataset, the transition
matrix is used to approximate true posterior probability. In
this case, there are three parameters are used to create a
dataset, the number of weeks starting from a given date, the
population size, total number of healthy people, total
number of infected people, the percentage of the mobility
in population, the probability of getting the disease from an
infected person and the number of different permitted
locations. These numbers and also the Markov chain
matrix is used to decide whether a person can travel
through the permitted location in a randomly determined
time range. The person gets infected or not based on the
transition matrix and the interactions of the person. In this
respect, if the person is close enough to another person then
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his/her getting an infection becomes more likely. Similar
to the SIR model, a person might get infected again and
shows either signs of illness (symptomatic) or not
(asymptomatic). If the person is symptomatic then he/she
is in isolation and by no chance, he/she can infect others.
However, if the person is asymptomatic then he/she might
infect others. The Markov network shown in Figure 1, is
represented by a transition matrix given in the Equation (2).
The element-wise multiplication of the transition matrix
gives the estimate of the current transition probabilities at
time h for a given person.

(pfl pﬁ)

Ph= | & .

PR Pin @)
h — times

Ph"= PXPXP..P

The probability of the transition from state i to state j is
given in the ith row and jth column of the matrix. If the ith
state is not connected to the jth state then the probability
value is 0.0. The decision for each person is computed
according to Equation (3).

V= Normal(u, @)
S= [1.0,0.0,0.0,0.0]
S_next = S x ph 3
Spext = [0.05,0.8,0.2,0.3]
Snext = Random(S,eyxt)
Snext = [0.0,1.0,0.0,0.0]

In Equation (3), the state probabilities are given in the S
vector for a person. If there is not any state vector (S) for a
person then the first state vector is determined by a normal
distribution where the mean is the average number of
check-ups and the standard deviation is the deviation from
the mean for the current month. In this case, whether a
person get a check-up or not is determined by randomly
tossing a bias coin where heads are sampled from a normal
distribution of checkups in the current month. After the S
vector is constructed than the next S vector is computed via
multiplication of the transition matrix. The multiplication
creates another state vector. The state vector is used to
determine the next vector by random selection. In this case,
if the probability of the state is higher than any other state
probability then it is more probable to be selected as the
next state.

The states of each person are updated daily. So if a person
got infected during the day, then he/she can infect others as
well during the day. If he/she is tested positive then he/she
cannot infect others. Each person is selected for a check-up
by pure chance driven from the normal distribution. A step
by step example is given in the Table 1. The theory for the
above calculations is given in [28]. The algorithm of the
data generation is given in Figure 2.
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Table 1. Example calculations

Name Operation Example
A vector of values A_population size of 4
with a mean of 3 and
where checkups are S
\Y stored with 1’s and standard deviation of
no checkup with 0’s 0.25
V[, 1,1, 0]
A state vector where
a non zero value | Person is in Oth state
positioned at the | where it is
S index represent the | represented by a
probability of being | checkup.
at that state for the | S=[1.0, 0.0,0.0]
person
State  vector s
multiplied with the | Sie Vector  now
- indicate greater than 0
state probability i
Snext matrix so that the values for the possible
next state is Zta_te% 05 08 03
calculated. =[0.05,08,..0.3]
The next state index | The state vector is
is determined by | now becomes a one
randomly selecting | hot vector such as
Sqext | the state index by | [0.0, 1.0, 0.0,..0.0]. It
using the | is computed and
probabilities in the | stored for each person
state vector separetely.
The new transition | The next transition
matrix is calculated | matrix is calculated
by expanding the | from the previous
ph current  transition | one. Now the
matrix with | transition
multiplication from | probabilities becomes
left. modified.
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Figure 2. Data generation

In Figure 2, the statistics such as the population size, the
percentage of mobility, the percentage of Covid-19
patients, and the number of different locations are used to
generate the geo-coordinates (latitude and longitude) and
the movement between these coordinates. All the data is
generated through a Gaussian random number generator.
At first, the number of locations, healthy people,
symptomatic patients, and asymptomatic patients are
determined. Later, the interaction between the location and
the person is created by a random number generator and
represented by a matrix. The contents of the matrix
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represent the percentage of the time which is spent by a
person in the location. Through using the matrix, the
movement coordinates and the Covid-19 interactions are
generated. If two-person violates the social distance rule
then the maximum of the Covid-19 probability of the
location and the Covid-19 probability of the interacted
people is entered as the new Covid-19 probability of two-
person. For example, if a person is tested Covid-19 positive
then his/her interactions have the Covid-19 probability
score of 1.0. If the person tested positive or the person gets
Covid-19 then based on the stored and memorized stage of
the person in the Markov chain, he/she gets the
symptomatic or asymptomatic stage. A person exits the
iliness according to the time, and according to the next
random probable state determined by the approximations
in the transition states of the Markov chain.

In the data generation not only the states of the people are
simulated but also the coordinates of their movement are
modeled. In this case, a person either moves or waits
according to the randomly determined degree. If a person
is waiting then he/she can move backward or forwards. The
backward movement happens only once in a one-time step.
The time step is determined as 1 second, and the step size
of the movement is 1 meter. These parameters are constant
for every individual. There are two constraints: two people
can not be in the same coordinate at the same time and the
area boundary can not be cross passed so that all the people
move freely in a closed area.

Based on the constraints described above the dataset is
created by the Markov transition diagram is given in
Figure 1. and the calculations are given in Equation (3)
randomly. The state of each individual is stored by the state
vector. At every time-step a movement data is created by
moving an individual by a random direction in a closed
area. The probability of the movement may create a
collition. If a collision occurs the movement changes the
direction by certain degree at random angles and
continuous until no collision occurs. At every time-step the
interactions are computed, if the movement yield an
interaction then the state vector is updated based on the
infectiousness of the interaction randomly. Approximately
half of the interactions are assumed to be infectious if any
of the two person is infected otherwise both person’s states
stays the same. In the final phase of data generation, each
movement is recorded for each place of interest and person
in the form of latitude and longitude. An example
movement sequence is given in Table 2.

In Table 2. The small fragment of the generated dataset is
shown. The dataset contains rows which represent a step.
The rows are generated sequentially by updating the states
of the individuals. The dataset contains latitude and
longitude of the movement of a person inside a given place.
The movement is determined randomly for each person.
Each movement is done approximately in 1 meter diameter
circle. The POl is the identifier of the place. The person is
identified by CBG number. The Covid-19 status is defined

37

in C19 column where the infections are marked by 1. In
this dataset, there are two person. The second person is
infected by Covid-19. The movement data is collected in a
11 seconds step range and the first person get close to the
infected person at second 9. After this stage, the person
becomes infected. When he/she gets infected the infection
state is updated immediately and it is represented by the
C19 column of the following step.

Table 2. An example movement data

Latitude | Longitude | POl | CBG T C19
50.0001 | 29.32001 | 122 | 001 1 0
50.0001 | 29.32001 | 122 | 001 2 0
50.0001 | 29.32002 | 122 | 001 3 0
50.0001 | 29.32003 | 122 | 001 4 0
50.0001 | 29.32004 | 122 | 001 5 0
50.0001 | 29.32005 | 122 | 001 6 0
50.0001 | 29.32006 | 122 | 001 7 0
50.0001 | 29.32007 | 122 | 001 8 0
50.0001 | 29.32008 | 122 | 001 9 1
50.0001 | 29.32009 | 122 | 001 1 1
50.0001 | 29.320010 | 122 | 002 2 1
50.0001 | 29.320011 | 122 | 002 3 1
50.0001 | 29.320012 | 122 | 001 4 1
50.0001 | 29.320013 | 122 | 001 5 1
50.0001 | 29.320013 | 122 | 001 6 1
50.0001 | 29.320012 | 122 | 001 7 1
50.0001 | 29.320011 | 122 | 001 8 1
50.0001 | 29.320009 | 122 | 001 9 1
50.0001 | 29.320008 | 122 | 001 10 1
50.0001 | 29.320009 | 122 | 001 11 1

The dataset contains the coordinates, place, time and
Covid-19 status of each individual. During the evaluation
only the information about the interactions are classified.
In this respect, first the interactions are found, second the
interaction states are determined based on the individuals.
In this respect, only the new states of the individuals are
predicted. The new state represents the state of an
unknown, and previously undetected person. The
evaluation of these new states gives a more reliable
prediction accuracy since the interactions between two
known Covid-19 patients do not contain any state changes
and it can be easiy said that they are already patients.

4. FEEDBACK INFERENCE MODEL

The feedback model is built on the stream analyzing
framework where the probability of an individual having a
disease inferred through geospatial analysis of the
previously generated statistics as in Figure 3. The feedback
model estimates the Covid-19 probability of every
individual through using the mobility patterns such as
individuals' connections, the global and the local statistics
of the previous time frame such as a day, or a week. The
local and global statistics extracted from previous time
frames are used to approximate the true probability score
for the infections of the individuals.



Day 3 Day 10
16 o o
Local Statistics | C——> /& "> | Prediction
L
n" .......... Local Connections
Global
nm Parameters

Figure 3. Feedback modelling

In Figure 3, the feedback modeling is depicted. The local
and global statistics for the first 9 days is combined to
predict Covid-19 risks for the 10th day. The local statistics
are represented by the interaction risks of the individuals in
a given specific location and in a given time frame. The
global statistics represent the reproduction constants. For
instance, if two person interacts the probability of getting
an infection from each other is determined by these
constants. This probability for each individual is calculated
according to the equation given in Equation (4) and
Equation (5).

09 -+ 01
scorel' = [ipea X oo
05 - 04

Person—Location Matrix

+ ﬁglobal (4)

In Equation (4), the Covid-19 score of an individual
becoming infected is calculated by multiplying the local
parameters with the person-location matrix and adding to
the global constants. The person-location matrix is the
probability of getting infections in the specified location by
a person. In this matrix, the rows represent the people and
the columns represent the locations. Each element of this
matrix represents the person's probability of infection in
the specified location. For example, if the first person visits
the second and thrid locations then the first row of this
matrix will contain a zero value for the first location and
the infection probability for the second and third locations.
If there is not any data for the person-location matrix, then
the probability of infection for the visited locations can be
assumed as one. The Covid-19 score is not only dependent
on the person-location matrix. It is also dependent on the
interaction vector (fi;,cq;) - In Equation (4), foca
represents the interaction risks of the ith person with the
other three people in the h'th iteration. These risks can be
estimated according to the time and distance proximity and
the probability of being the Covid-19 patient. Through
multiplication of the fi;,.,; vector with the person location
matrix, only the interactions of the people on the same
location will be accumulated. Also, there are base
conditions related to the rate of the Covid-19. These are
given as a global estimate vector represented by figiopar-
The final result (probability) is the score of being a Covid-
19 patient for a person in the specified location. There
cannot be any conclusion drawn for the majority of the risk
without knowing the local vector because the location-
specific risk is assumed to be not only dependent on the
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locations but also the interaction with the people in those
locations.

SCOT€j+SCOT€i

Hioca /] = maximum( ,score;) ®)
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Figure 4. The Stream processing steps

Having an infection or not is determined by maximum
averaging. The maximum averaging is given in Equation
(5). In this equation, score; and score; represent the
Covid-19 risk of the ith and jth person respecively. The
equation assigns the maximum score of two person to the
jth local index of the ith person. Thus, in the final decision
the magnitute/norm of the fi,,.,; vector is used to calculate
the total Covid-19 risk of the ith person. Each element of
the vector represents the Covid-19 infection of the current
person from the jth person. The infection risk is not only
dependent on the Covid-19 risk of the other person but also
the risks of the individual. Thus, taking the maximum of
the average risk and the current person's risk is more
appropriate than only considering the current interaction
risk. Also, it should be noted that if a person has Covid-19
and his/her state is known. The risk of this patient is not
updated by maximum averaging but his/her risk is used in
both the person-location matrix in Equation (4) and
maximum averaging in Equation (5). In this study, the
global scores (fig10pq:) are not used. However, in general
the global scores can be drawn from the total risk for every
individual. The risk of an individual given by score" is the
vector, which represents the total risks in each location. In
order to find individual’s final risk score, the norm of the
vector is used.
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In Figure 4, the stream processing framework is shown. All
the theoretical model described in this paper is
implemented by the tools in Apache Big Data Ecosystem.
In order to process the streaming data, Apache Flume and
Apache Spark stream processing frameworks are used. The
data is generated for each person and location by using the
Covid-19 states of the people and places. Information
about the people and places is stored in Apache HBase. The
generated data is pushed to the Apache Flume streaming
engine and the data is fetched from Apache Spark for
processing. During the processing, the Apache Hbase is
used for storing the latest Covid-19 probability of
individuals, the interactions, and the main statistics about
the places. The Covid-19 probability and the place
averages are computed in the Apache Spark streaming
engine every 2 minutes. During the stream processing, the
person and location identifiers are used to load/save the
latest Covid-19 states and status from Apache HBase.

The stream processing framework (Apache Spark) is used
to capture the interactions of geo-spatial events. These
events contain the time and the coordinate of each mobile
individual. To capture the interactions of individuals, the
event data is indexed by geospatial hashing. Each
coordinate is converted to 45 bit (1/0) geohash where any
changes in the last bit correspond to approximately a 2.3-
meter difference. The geocode of the event is hashed with
the minute window of the time of the event so that the
geospatial index can represent the time and the location of
the event. Using geospatial indexing the events are
clustered into bins. All the events in the same bin are sorted
and approximate locations for as most as 6 seconds
occurred one another are accepted as interactions. Later all
the interactions are processed as explained above.

5. EVALUATIONS

The main concern in the evaluation of the pandemic model
is the accuracy of the predictions. In many applications, the
predictions include the number of patients, the number of
hospitalized patients, and the number of deads for the next
day or the next week. The number of deads is a major
concern in pandemic analysis. So the prediction of the risks
and applying the isolation procedures on time is very
affective in reduction of the number of Covid-19 patients
as well as the number of deads. For this reason, the
evaluation interval for the streamed data is chosen as 2
minutes. Apache Flume and Apache Spark processing
framework is used to capture the streamed data. The
streamed data contains the person identifier, the
coordinates of each person, the time, infected information,
and the location id. The infected information denote
whether a person is infected or not. This information is
used for only evaluation.

In the data generation and evaluation stages several
parameters are used. In Table 3, these parameters are given.
The population size is denoted by CBG and the humber of
places is denoted by POI respectively. The population size
is the total number of people who visited all the places. The
maximum steps in the maximum amount of step taken by
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each individual. The number of steps are determined
randomly in between the 300 steps and maximum steps. An
individual takes a step in each second so that the step size
of an individual is equal to the time spend in the place. In
every step or second an individual moves by one meter.
The social distance constant is the safe distance for every
individual. A virus transmission may occur when any two
individual get closer than the social distance. Thus,
increasing the social distance increases the risk of infection
by assuming that two person are not safe with-in a large
social distance. Batch frame constant is the window-
sampling time for all the events in the dataset. Using two
minute window, we can group more events in the same
window bucket. If the events of two individuals gets in the
same window than these events may contain an interaction.
The time constant is the maximum duration for the
interaction. If any two events in the same location have
occured in 6 seconds gap than these events are assumed to
be an interaction. Increasing the time constant will
eventually increase the number of interactions.

Table 3. Parameters for data generation and evaluation

Parameter Parameter
Parameter Name
Type Value
Population size Variable 100, 400, 1600
Location size Variable 1,4,16
Patients Percentage 70
Asymptomatic Cases | Percentage 30
Sumptomatic Cases | Percentage 70
Maximum Seconds Range 600, 1800,5400
Social Distance Constant 2 meters
Covid-19 Threshold Constant 0.88
Batch Frame Time Constant 2 Minutes
Time Constant Constant 6 seconds
Data Range Constant 10 days
Isolation Range Constant 7 days

The date range is the number of days that is used for
generating the data. The date range is inversely
proportional to the density of the mobility. If the date range
is large then the possibility of an interaction is low, else
vice-versa. The isolation range is the number of days in
isolation. If a person is known to be a patient then he/she
gets isolated for 7 days. The Covid-19 threshold is the
value to accept whether a person is infected or not. The
Covid-19 value is determined based on the number of
positive interactions. If the calculation of the Equation (5)
is above the Covid threshold then it is assumed to be an
infection. The threshold is chosen as 0.88 because it is
assumed that the number of interactions with more than
three Covid-19 patients (same or different) infects the
healty individual.

Each person also has a Covid-19 probability value which
is continuously updated in each interaction and each person
also has a true Covid-19 state which is generated and
updated during the generation stage. The batch frame time
is used to predict the Covid-19 probability of the person.
Every 2 minutes, the evaluation for the event dataset
occurs. If the person has a Covid-19 value greater than the
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threshold then he/she is accepted as positive otherwise
he/she is accepted as negative. The prediction for each
person of having a Covid-19 positive or negative is
compared with the true state of the person. The predictions
are measured according to the positive and negative cases
separately. The average scores such as true-positive, true-
negative, false-positive, and false-negative are calculated.

The Covid-19 prediction of each person is computed by
measuring the maximum Covid-19 probability of the
interaction. An interaction contains two people and a place.
The person and the place are represented by a unique
identifier and a Covid-19 score. The estimate of the current
Covid-19 risk for a person is the person's score and the
average Covid-19 score of the people during visiting the
place is the place's score. If the interaction doesn’t contain
any risks then the person gets the global constant score
based on the calculation given in the feedback inference
model. If the person has a high Covid-19 probability then
his interactions get the same Covid-19 score too. If the
probability of Covid-19 is greater than the threshold then
he/she is accepted as Covid-19 positive and his/her
interactions would have an above-average Covid-19 score.
So, a person's having an infection is conditioned on his/her
interactions, the location visits, and the average number of
people infected in these places. In the calculations, the
global constant vector is discarded, and the person-location
risk matrix is computed by the average number of
interaction scores in the location. For the initial value of the
person-location matrix, the values are set to the percentage
of visits to the location. In this case, if a person visits 3
locations the row values of this person will be 1/3. So both
the global constant vector and the person-location matrix
are chosen as same for every individual.

6. RESULTS AND DISCUSSION

In this study, the datasets are created randomly. Kappa
statistics are used to measure the significance of the
proposed method according to the random prediction [30].
To measure the Kappa statistics, the confusion matrix of
the predictions is used. A Kappa score above 0.5 implies
that the proposed approach is significantly better than
random chance. In the evaluations, along with the Kappa
score, the F-measure is used. These evaluation measures
are given in Table 4 and Table 5 where true positive (tp),
false positive (fp), true negative (tn), and false negative (fn)
rates are used for f-score and Kappa score calculations. In
Table 6, these scores are given for each population size,
place of interest, and day range.

Table 4. Confusion matrix

Actual Actual Total
Positive Negative
Positive tp fp ml
Negative fn tn m0
Total nl n0 n
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Table 5. Evaluation measures

Formulations
no fp + tn
m1 tp + fp
precision tp/(tp + fp)
recall tp/(tp + fn)
pO (tp + tn)/n
pe (tp+tn)* (tp + fn) + (fn + tn)
* (fp + tn))/n?
Kappa (p0 - pe)/(1 — pe)
f-score 2 x precision * recall / (precision
+ recall)

In Table 5. the calculation of evaluation measures are
given. In Kappa score, the p0 indicate the accuracy of the
proposed framework and pe is the random prediction
accuracy based on the ratio of the most probable cases. The
measures of F-Measure and Kappa for different datasets
are given in Table 6. In Table 6. 18 different datasets are
given. These datasets are randomly generated where
individual’s steps are determined randomly. Each row of
the dataset corresponds to geographic location of a person
in a given POI at each time step. The step size corresponds
to minimum number of steps for an individual to randomly
take. Increasing the step size increases the mobility density.
For example, the dataset with a 200 step size has a lower
mobility density than the dataset with 5400 steps. The
mobility density is also proportional to CBG size.
Oppositely, the mobility density is inversely proportional
to POI size. Along with POI size, each dataset has a
random number of interactions. Because the interaction
size is dependent on the movement coordinates and the
movement of individuals is randomly generated. The
number of interactions is given in interaction size.

Table 6. Evaluation results

P_OI CI_SG S'gep Interz_actio F- Kappa
Size | Size Size n Size Score
1 100 600 480 84.197 | 72.66
1 100 | 1800 825 86.019 | 75.492
1 100 | 5400 1718 85.466 | 74.610
1 400 600 2020 80.575 | 73.251
1 400 | 1800 7450 82.255 | 77.023
1 400 | 5400 8215 84.615 | 71.962
4 100 600 3483 83.172 | 71.259
4 100 | 1800 41632 84.538 | 73.245
4 100 | 5400 45712 75.061 | 83.962
4 400 600 10243 77.544 | 64.664
4 400 | 1800 11798 84.718 | 73.621
4 400 | 5400 49347 84.895 | 73.787
16 100 600 34604 84.620 | 73.101
16 100 | 1800 35769 85.284 | 74.379
16 100 | 5400 39872 85.284 | 74.379
16 400 600 51304 84.673 | 73.452
16 400 | 1800 111349 84.538 | 73.245
16 400 | 5400 84895 84.538 | 73.245
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The performance measures are obtained by comparing the
predicted Covid-19 status with the generated case for every
new interaction. According to theses results, increasing the
number of interactions between people neither has a
negative impact on the prediction performance nor on the
Kappa score. Thus, it can be said that determining the
individuals Covid-19 risk through other individuals risks,
location risks and the interactions is done independently
from the mobility density. On the contrary, if the risks are
computed by assuming that each interaction with a Covid-
19 patient infects the other person, we can not observe
Kappa scores above 0.5 because every person would be
infected and the prediction performance will be close to 1.
From the Kappa scores, it can be said that the increased
number of interactions increases the possibility of getting
an infection and the model prediction approximates this
change appropriately.

In Table 6. the scores indicate that the perfomance of the
Covid-19 infection for each persons’ interaction is better
than determining the persons getting infected from a
Covid-19 patient by pure chance. The performance scores
are significant according to the Kappa scores. Kappa scores
indicate that the prediction is reliable.

The final remarks for the dataset is the baseline
performance. The baseline performance of pure chance can
be calculated by selecting whether a person infected or not
by 0.5 chance. Then for half of the interactions may emit
an infection if one of the person is a Covid-19 patient. In
this case, let’s say mobility size and population size
increased to a hypothetical limit where all the interactions
are infectious. Then the accuracy will be approximately
50%. So, the question is how the proposed framework
perform better than 50%. Because the model uses the total
number of interactions of a person as well as the location
risk. In this case, whether the person get infected is
dynamically calculated based on these priors. If the density
increases the possibility of getting infection increases. The
proposed framework approximates this possibility
appropriately.

7. CONCLUSION

In this study, a geo-spatial analyzing framework is
proposed for simulating the pandemic conditions of every
person. First, the movement and status data for each
individual is generated, then the mobility of each person is
aggregated in an interval and the probability of his/her
infection is estimated using his/her interactions, and the
visited places. The framework consists of three stages; the
data generation stage, the processing stage, and the
evaluation stage. Four variables are used in the data
generation stage; these are the population size, the number
of places, the maximum step size, and the time interval.
Along with these variables, the data generation of each
individual consists of the geospatial movement patterns,
and the Covid-19 state of the individual. The Covid-19
states of the individuals are derived from the Markov chain
where the probability estimates of the global Covid-19
rates are modelled. During the data generation, the chance
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of getting infected and the paths of the infection are
determined randomly by using the transition probabilities
of the Covid-19 in the Markov chain.

For varying set of parameters, the performance of the
proposed framework is evaluated through the Kappa and
F-Measure of Covid-19 status of every interaction. Only
the interactions of the individuals having unknown Covid-
19 status are considered in evaluations. Based on the Kappa
statistics, the proposed framework is significantly better
than random guesses and the F-measure scores indicate that
the event/location based interaction statistics is an effective
measure for Covid-19 prediction of individuals.
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Ozet— Bilisim ¢aginin getirdigi veri birikimi, bunlarin analiz edilerek farkli alanlarda kullanilmasim da beraberinde
getirmistir Veriler, gegmise doniik bilgi edinme, raporlama, analiz, yapay zeka ve makine 6grenimi gibi farkli amaglar i¢in
kullanilabilmektedir. Yapay zekd miihendislik, saglik, sanayi, iiretim, ulagim, borsa, egitim, sosyal bilimler gibi farkli
disiplinlerde farkli amaglarla kullanilmaktadir. Bu ¢alismada, makine 6grenmesi ile Tiirk Hava Yollart hisse senedi fiyat
tahmini yapilmistir. Makine 6grenmesi olarak FNN, LSTM ve GRU gibi farkli yapay sinir agi derin 6grenme yontemleri
kullanilmustir. Veri seti, Tiirk Hava Yollari'nin 4 Ocak 2010 ile 31 Ocak 2022 tarihleri arasinda BIST' teki giinliik borsa
endeks bilgilerinden olusmaktadir. Sistemin egitimi sirasinda olasi spekiilatif davraniglarin etkisini azaltmak i¢in islem hacmi
verileri ile birlikte degerlendirilmistir. Yolcu tagiyan havayollarmin gelirleri mevsimsel olarak etkileneceginden mevsimsel
veriler de dikkate alinmigtir. Sistem, farkli kisa-uzun siireli bellek tabanli yapay sinir ag1 modelleri ile egitilmis ve test
edilmistir. Modellerin performans gostergeleri olarak R-kare, MSE, RMSE ve MAE kullanilmistir. Test R-kare performans
degerlerine gore sistem FNN' de %97, LSTM ve GRU' da ise %99 basar1 gostermistir. Pandemi nedeniyle asir1 fiyat
dalgalanmalarina ve ekonomik krize ragmen yiiksek bir performans sergiledigi soylenebilir. Bu sonuglara gore, makine
Ogrenmesi, sirali veri seti tahmini i¢in bir karar destek sistemi olarak kullanilabilir. Calisma ile FNN, LSTM ve tiirevleri
makine 6grenme metotlarinin hava yolu tagimacilik sektorii endeks tahmininde basarili bir sekilde kullanilabilecegi sonucuna
varilabilir.

Anahtar Kelimeler—ANN, LSTM, GRU, BIST, THYAO, borsa endeks tahmini

Prediction Turkish Airlines BIST Stock Price Through Deep
Artificial Neural Network Considering Transaction Volume
and Seasonal Values

Abstract— The collection of data in the information age has led to its analysis and use in different fields. Data can be used
for different purposes, such as historical information, reporting, analysis, artificial intelligence, and machine learning.
Artificial intelligence is used for different purposes in different disciplines such as engineering, health, industry, production,
transportation, the stock market, education, and the social sciences. In this study, Turkish Airlines’ stock price prediction was
made using machine learning. Different artificial neural network methods were used, such as an FNN, LSTM, and GRU.
The data set consists of daily stock market index information for Turkish Airlines in BIST between the dates of January 4,
2010, and January 31, 2022. During the training of the system, it was assessed together with the transaction volume data to
reduce the effect of possible speculative behavior. Since the income of airlines carrying passengers is seasonally affected,
seasonal data are also considered. The system has been trained and tested with different short-long term memory-based
artificial neural network models. The performance indicators of the models were used as R-Square MSE, RMSE, and MAE.
According to the R-Square, performance score of the test, the success rate of system was 97% in FNN, and 99% in LSTM
and GRU. It performed well despite extreme price fluctuations due to the pandemic and economic crisis. According to these
results, machine learning can be used as a decision support system for sequential data set prediction. In this study, it can be
concluded that FNN, LSTM, and its derivative machine learning methods can be successfully used in air transport sector
index prediction.

Keywords—ANN, LSTM, GRU, BIST, THYAQO, stock index predict


https://orcid.org/0000-0001-9908-7633
mailto:muhammerilkucar@mu.edu.tr

44

1. INTRODUCTION

Today, with digitalization, users, electronic devices,
sensors, and computer software constantly generates data,
which is stored on digital media. This collection of data has
led to the creation and development of many new
disciplines such as big data, data science, data analysis,
machine learning, and artificial intelligence. By organizing
the data and using artificial intelligence methods, they are
used for many processes such as determining consumer
behavior, fraud detection, trends, investment advice, text
analysis, anomaly detection, forecasting, classification,
clustering, pattern recognition, detecting possible
relationships, customer analysis, marketing, sentiment
analysis, translation from language to language, smart
assistants, etc. Therefore, data has become a strategic
weapon today. Data has led the way for companies
investing in data science and artificial intelligence to
become the world's largest and most competitive
businesses Johnston [1]. Data can be of different types and
structures depending on the source they are obtained from.
The data are grouped as graphs and sequential Tan,
Steinbach, and Kumar [2]. Sequential data consist of
operations performed by humans or machines. Sequential
data are arranged according to a certain quality and order.
For example, the stock market index is data arranged
according to time, and genome data is data arranged
according to a certain rule. Time-dependent data has a
temporal dimension, and it should be considered a
temporal chronology. This type of data is called a time
series or sequential data. Time series can be used in
processes such as creating an institutional memory,
accessing historical information, reporting, noticing trends,
completing missing data, detecting extraordinary
situations, and making predictions. A time series of data
can consist of components such as trends, seasonal or
situational fluctuations, and random movements Duru [3].
Forecasting by using time series can be done with the help
of statistical methods or machine learning. As a statistical
method for time series prediction methods such as the
exponential moving average (EMA: Exponential Moving
Average) Hansun [4], non-stationary linear stochastic
models (ARIMA: autoregressive integrated moving
average) Hyndman and Athanasopoulos, [5] are often used.

Torres et al. [6] studied the use, advantages, disadvantages,
and the role of hyperparameters in the time series of
popular deep machine- learning algorithms.

Kaynar and Tastan [7] compared the monthly and daily
exchange rate data of the T.R. Central Bank with the
ARIMA statistical method and ANN.

Bayraktar and Badur [8] predict the index value of the
Istanbul Stock Exchange (ISE) by using an artificial neural
network, taking into account the index, exchange rate, and
overnight interest data.

Aygoren, Saritag, and Morali [9] made the same
predictions with traditional methods (ARMA and Newton)
and ANN uses approximately 4000 data points belonging
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to instruments such as the ISE 100 index, gold prices,
exchange rates, interest rates, and the results were
compared. They showed that ANN obtained more
successful results than traditional methods.

Sami, Tavakoli, and Namin [10] made index predictions
using ARIMA and LSTM methods using different
financial time series data such as the Nikkei 225 Index, the
NASDAQ Composite Index (IXIC), the Hang Seng Index
(HIS), and the Dow Jones Index (DJ). The performances of
these two methods were compared. According to the
results they obtained, they showed that the LSTM method
was more successful than ARIMA.

Yiicesan [11] made a price prediction in the white goods
sector using methods such as ARIMA and artificial neural
networks (ANN), taking into account different parameters
such as the producer price index, house sales, and an
exchange rate.

Kalyoncu et al. [12] made predictions by using LSTM as
the learning algorithm of the lesson and by using the 2014-
2019 indexes of Akbank, Argelik, Aselsan, Garanti, and
Turkish Airlines companies, according to the BIST 30 and
stated that the stock market prediction can be made
successfully.

Cmaroglu and Avci [13] used the dollar rate, oil price,
BIST 100 index, and BIST 100 transportation index data as
inputs and estimated the THY market value by using the
ANN machine learning method.

Giileryiiz, Ozden, and Giilhan [14] estimated the BIST 30
index with ARIMA and LSTM and stated that LSTM was
26% more successful than the ARIMA method.

Ranjan, Kayal, and Saraf [15] made bitcoin price
predictions using the daily price and daily high price
frequency information by using Logistic Regression and
XBoost machine learning methods. Daily prediction
accuracy with Logistic Regression accuracy is %64.8 and
XBoost, 5-minute interval prediction accuracy is %59.4.

Solgi, Lo aiciga, and Kram [16] used the data obtained
from past groundwater levels to make groundwater level
predictions with the help of LSTM and NN with different
scenarios from one day to three months. In their study, they
showed the superiority of LSTM over simple NN machine
learning methods in water level estimation based on
groundwater data only.

Lindemann et al. [17] have made an overview of LSTM
and its derivative machine learning methods. They have
compared of these methods in nonlinear time series
prediction.

Demirel, Cam, and Unlu [18] predicted the BIST 100 index
with MLP, SVM, and LSTM methods. They showed that
ANN-based methods are more advantageous than classical
methods. In their study, THYAO index prediction found
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the best performance to be 97% in the LSTM method,
according to the R-square value.

As we have seen in the literature review, ANN and LSTM
machine learning methods are used successfully in time
series in different sectors. In this study predicted the stock
price of Turkish Airlines (THAYO) using several artificial
neural network (ANN) machine learning techniques.
THYAO is among the world's best airlines and is publicly
traded on the Borsa Istanbul (BIST). The daily average
trading volume is 84 million [19]. Consequently, it is
selected for this study. As used in the data set, THYAO's
daily transaction values were recorded in BIST between
January 4, 2010, and January 31, 2022. In the data set, we
also considered seasonal effects and transaction volume.

2. ARTIFICIAL NEURAL NETWORK

ANN is a machine learning algorithm developed by
imitating the biological learning model of the brain Zou,
Han, So; Yang and Yang [20,21]. Especially in recent
years, it has shown great development with its success in
data processing. It has become one of the most preferred
and successful algorithms in artificial intelligence and
machine learning due to its success in solving many
problems such as image processing, text processing,
prediction, classification, and clustering. Therefore, ANN
is used for different purposes in different disciplines such
as health, engineering, social sciences, industry, and
education Zarzycki and Lawrynczuk; Er and Isik [22,23].
An ANN network architecture can be seen in Figure 1, and
an ANN perceptron (node) can be seen in Figure 2.

In this study different types of ANN models were used,
such as feed-forward backpropagation neural networks
(FNN), long-short-term memory (LSTM) units, and gated
recurrent units (GRU).

2. 1. ANN Architecture

An ANN architecture is shown in Figure 1. According to
figure, an ANN consists of one input layer, one or more
hidden layers, and one output layer. The input layer is the
layer where data is entered from external sources. Since the
input layer is the layer where the data is accepted, the
number of nodes is equal to the number of attributes in the
input data set. The hidden layer prepares data for the next
layer by passing the information coming to its input
through the mathematical function as in equation 1. Output
layering exporting the calculated values (Equation 1). The
number of output layer nodes is arranged in a way that can
best express the output value of the network. For example,
for a price prediction will be made in the study, a single
node is enough in the output layer. All layers are fully
connected. These links have weight values (w;). These
parameters pertain to the learning of artificial neural
networks. The ANN training is the process of optimizing
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the network weight values that give the appropriate output
against the input data. Although there is no rule about the
number of hidden layer nodes, initially it can be determined
to be 1.5 times the number of input layer nodes. However,
different hidden layer node number architectures should be
created and the training and test performances should be
compared and the ANN architecture that will give the best
performance should be tried to be found.

Hidden Layers | Output Layer

Input Layer |

Figure 1. Fundamental three layers an ANN architecture.

Agtivation
Function

Figure 2. An ANN perceptron (node) structure.

Figure 2 shows the ANN perceptron structure. The
perceptron collects the product of its input data (xi), and the
weights (w;) and obtained a value (z) pass through an
activation function (f(z)) to produce an output (Equation 1).
The b value is the threshold value in the Figure 2 and
equation (1). The threshold value ensures that the system
works above a certain threshold and is used as an input data
attribute.

y=f (b+ ) xw) &)

The activation function (f(z)) ensures that the node output
is drawn to a certain range. Thus, the negative effect of
excessive data on the performance of the network is
minimized by suppressing other data. At the same time,
weak data are eliminated if the activation function is below
a certain threshold, preventing it from affecting the system.
Generally, sigmoid, tangent hyperbolic (tanh), and
rectified linear unit (ReLU) functions are preferred as
activation functions in the literature because they are easy
to derive and calculate (Figure 3. a, b, and c). The sigmoid
activation function (Figure 3.a) compresses the perceptron
output to the [0, 1] range and the tangent hyperbolic
function (Figure 3.b) to the [-1,-1] range. ReLU function
(Figure 3.c); If z<=0 for the node sum (z), the output value
is 0; otherwise, the output value is z.
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Figure 3.c. ReLU.
Figure 3. a, b, c. Activation functions

2.2. Recurrent Memory-Based Artificial Neural Network

Figure 4 shows the recurrent artificial neural network
(RNN) structure. As seen in the figure, a node output is
given as an input to itself, thus creating a short-term
memory, and it is possible to evaluate the data at time t
together with the data at the previous (t-1) time. When
RNN has short-term memory, although it shows a certain
success in sequential operations such as text processing,
linguistic translation, and time series, it is insufficient.
Hochreiter and Schmidhuber [24] developed the RNN to
overcome the inadequacies of the RNN node in sequential
operations and created a long-short-term memory (LSTM)
unit. The LSTM unit enables the previous and subsequent
data to be evaluated together by performing operations
such as storing and transferring the data for a longer period
of time. It is predicted since it is more successful with data
sets in sequence, such as text processing and time series Le
et al. [25], and Tanigman et al. [26].

An LSTM unit is shown in Figure 5. The LSTM unit
consists of four parts; forget, input, state, and output. In
this figure, forget gate, data input gate, state gate, and
LSTM output gate is in four ANN structures with two
layers each. These ANN inputs, h¢.1) and x;, are combined
into a single data set in the form of a heap and form the
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ANN network input data. The network outputs are in the
form of sigmoid and tangent hyperbolic activation
functions.

0, 0, 0, 0, o,
X X Xy X3 X

Figure 4. An RNN unit structure

S : Sigmoid function,

tn : Tangent hyperbolic function,

Xt : Data input,

hi: LSTM unit output value/short-term memory of network,
h¢1) : Previous LSTM unit output information short-term
memory,

C-1) : Previous state (long-term memory),

C:: Long-term memory for the next cell,

(.) : dot refers to multiplication as a matrix.

PN 0 - T

Cipyy + > C

hieay : hy
Xt +

Figure 5. An LSTM unit

Forget Gate (fi): With the previous output (h¢.1)). The input
data (x;) from the forget gate becomes the input to the
ANN, and the output layer of the ANN produces a result in
the range of [0-1] with the help of the sigmoid activation
function (f) (Equation 2). This result is multiplied by the
value of the previous state (C.1)) as a dot product (.). If the
forget gate output value is 0, the result will be 0, and the
Cw1) state will be forgotten; otherwise, the forget gate
output is 1; the C.1y state will remain.

Input & state gate (It, Ct): These two gates decide whether
to update the status value C .1). Since the input gate output
is a sigmoid function, it produces a result in the range of
[0-1]. This value is multiplied by the state gate output, and
the new state (Cy) is obtained by adding up to the Cg.1y
value. If the input gate output value is 0, the result of the
multiplication operation will be 0, so the status will not be
updated. If 1, then the state gate output value and C(x-1) will
be added together to form the new state (Equations 3, 4,
and 5).

Output gate (Or): X and hq.y) data together are given as
input to an ANN whose output activation function is
sigmoid. The result obtained is multiplied by the result
obtained by passing the C; value through the tangent
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hyperbolic function; this will be the unit output (hy)
(Equations 5, 6, and 7).

fi= Sig(Wr. [Xt, hen] + by) )
le = Sig(Wrs. [ Xy, hen] + bi) 3)
Ci= Tanh(We . [Xt, hen] + be) 4
Ci=f.Cpy + k. C 5)
0= Sig(Wo. [Xt, hgay] + bo) (6)
h: = O . Tanh(Cy) (7)

Sig : Sigmoid activation function
Tanh : Tangent hyperbolic activation function
bi  : Threshold

Gated Recurrent Unit (GRU) is another variant of RNN. Its
developed by Cho et al. [27, 28]. The GRU architecture has
short-term memory like LSTM (Figure 6). As can be seen
in the figure, it has a simpler structure than an LSTM unit.
Therefore, since it will contain fewer parameters, it will use
fewer resources than the LSTM unit. The GRU has a reset
port (R) and a status-update port (U), which determine the
short-term memory. In Figure 6, the previous state/memory
hq1) and x; data are passed through an ANN network with
an activation function sigmoid (S) to produce a value in the
range of [0-1] (R:) (Equation 8). In the update gate (Uy), just
like in the reset gate, h.1) and x; data are passed through an
ANN network whose output is sigmoid (S) and generates a
value in the range of [0-1] (Equation 9). The candidate (h)
output is produced by passing the x; data in equation (10)
through the tangent hyperbolic ANN, together with the
result of the multiplication of [0-1] with R; and hg.
(Equation 10). For the new long-term memory (h;) update;
(1-Uy) is multiplied by h¢.1y plus the product of Uy and h
(Equation 11).

R = Sig(W: [h 1) + X{] + br) (8)
U= Sig(Wu [h ¢+ X{] + bu) )
h ¢ =Tanh(Wh[R: h(t—1)~ + X +bn) (10)
he =(1-Ut).hen t+ h . U (11)

h: : Long-term memory

W, : Rest port ANN weight values
W, : Update port ANN weight values
W, : Output port ANN weight values
R: : Reset port

U : Update port outcome

h't : Candidate memory

47

(-1}

©
O
)

Figure 6. A GRU unit

3. THYAO BIST DATA SET

THYAOQO's 3036 daily BIST transaction data between
January 4, 2010, and January 31, 2022, were obtained from
https://tr.investing.com THYAO [19] in .csv (Comma
Separated Values) format [29]. As seen in Table 1, the raw
data set has transaction date, closing, opening, highest,
lowest index, and trading volume indices.

The average price index was calculated by taking the
arithmetic average of the opening and closing indexes. The
price index change graph by date can be seen in Figure 7.
The raw data were transformed into basic data, which
consists of price, volume, and season values (Table 1).
Season information is also obtained from the transaction
date. Attention should be paid to the temporal sequence in
time series. It is not appropriate to sort the data according
to any other feature other than the time dimension. As seen
in Figures 7, and 8 training and test data in time series
should not be mixed. It should be separated in a certain
order. A certain number of data can be separated from the
beginning as training data and the rest as test data.
Supervised machine learning methods were used for the
prediction of time series. The data set consists of attributes
and label values (Table 2).

A supervised learning method was used for the prediction
of time series with machine learning. For this purpose, the
sequential dataset must be transformed into the supervised
machine learning data set. After transformation, the data
set consists of attribute values and label values in
supervised machine learning (Table 2). Table 2 shows the
example transformation for 10 window range. In the table,
the window range defines the attributes (x;), while the first
data after the window range represents the label. The
volume value was also added as an attribute (x11) in the
transformed data set. This attribute consists of the
arithmetic means of the volume data. The seasonal effect
was added to the transformed data set as an Xi2. Thus, the
dataset will consist of 12 attributes (X1,Xo,...,x12 and one
label (y).
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. . . Figure 8. Divided data as training and testing
Figure 7. Price graphic of THYAO between 4th of

January 2010 and 31th of January 2022

Table 1. THYAO daily transactions data, volume, and the calculating transaction price

Date Closed Open Highest Lowest Volume Price Volume Season
2010.01.18 3,49 3,46 3,49 3,43 5.,80M — 3.48 5.,80M 1
2010.01.19 3,56 3,52 3,56 3,46 11,50M — 3.54 11,50M 1
2010.01.20 3,46 3,52 3,52 3,43 16,12M — 3.49 16,12M 1
2010.01.21 3,46 3,48 3,49 3,40 13,09M — 3.46 13,09M 1
2010.01.22 3,40 3,43 3,46 3,34 10,54M — 3.42 10,54M 1

Transforming

2010.01.28 3,46 3,46 3,49 3,40 8.66M — 3.46 8.66M 1
2022.01.29 343 3,43 3,46 3,40 7,61M — 3.43 7,61M 1
2022.02.01 3,49 3,43 3,49 3,40 7.35M — 3.46 13.99M 1
2022.02.02 3,46 3,49 3,49 3,40 8,23M — 3.48 8,23M 1

Table 2. Transformation of time series into supervised machine learning data set

Transforming to a supervised learning data set
Daily transaction dataset Price Volume Season Label
Date Price | Volume | Season Date X X | o Xio Xu Xi2 Y

20100118  |348 |5.80M 1 201001.08 | 348 | 354 |..| 343 | 1012 1 3.46
20100119 | 354 | 11.50M 1 201001.09 | 354 [ 349 |..| 346 10.31 1 348
20100120 |349 |16.12M 1 201001.20 | 349 | 3.46 |..| 348 9.98 1 348
20100121 | 346 | 13,09M 1 201001.21 | 346 | 342 |..| 348 9.18 1 343
20100122 | 342 | 10,54M 1 201001.22 | 342 | 339 |..| 343 | 1043 1 3.29
2010.01.28 3.46 8.66M 1 2010.01.28 346 | 343 | .. 3.20 12.15 1 3.21
20220129 |343 | 761M 1 2022.01.29 343 | 346 | .| 321 12.14 1 3.23
2022.02.01 3.46 13.99M 1 2022.02.01 346 | 348 | .. 3.23 12.79 1 3.31
2022.02.02 |3.48 |823M 1 2022.02.02 348 | 348 | .| 331 13.56 L 3.39
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Some statistical information about the data is given in
Table 3. According to the table, the count of dataset
samples is 3036, the standard deviation is 4.81, the
arithmetic mean is 8.61, the minimum value is 1.74, and
the maximum value is 28.76. Since the skew value is
between 0.5 and +1 (0.72) the distribution is moderately
skewed, and the kurtosis coefficient is positive (0.33), the
probability distribution is leptokurtic.

Table 3. Data set statistical values

Statistical Item Value

Data count 3036

Mean 8.61

Standard deviation 4.82

Min. value 1.74

Max. value 28.76
Skewness 0.72

Kurtosis 0.33

11 — | @o @

5 10 15 20 % 0

Figure 9: The box graph of the dataset

Figure 9 shows the box plot of the distribution of the data
set. According to the graph, the density of the data is
between 4 and 13. As can be seen in Figures 7, and 8, while
it followed a low profile up and down until 2018 (in 8
years), it showed a rapid increase over 2018, especially in
2022.

4. THYAO STOCK PRICE PREDICTION

In this study, training and prediction processes were carried
out by the ANN machine learning algorithm by taking the
time series of THYAQO's index data in BIST for the last 12
years. In addition to the daily stock market average price
index, daily trading volume and seasonal information are
also taken into account. For this purpose, the arithmetic
average of the trading volume data in the window range
and the seasonal information were also added to the data
set features. The machine learning process flow chart of the
system is given in Figure 10.
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Figure 10. System flow chart

Model training

Stop
criteria

According to Figure 10;

First step; The process starts with data gathering. THYAQO
daily stock market index data between 04 January 2010 and
31 January 2022 was retrieved from tr.investing.comin csv
(comma separated values) format.

The second step is data pre-processing. At this stage,
completing and/or deleting missing data in the data set,
transforming categorical data, and removing unnecessary
features were conducted. As the preprocess in this study:

= A new price feature was created from the arithmetic
average of the daily opening and closing indexes of the
time series raw data set.

= Transaction volume and season information were
added to the data set as a new feature, taking into
account the window range.

= By preserving the time dimension of the data, the first
70% of the data was reserved for training, and the
remaining 30% was reserved for test data.

= The training and test datasets are shown in Figure 8
supervised machine learning dataset transformations
were performed in the form of the attribute (x) and
label (y) (Table 2).

The third step is the setup of the model. In this step, the
selection of the model and its parameters were determined.
For example, regarding the ANN model, hyperparameters
such as hidden and output layers, the number of nodes,
activation  functions, loss function, optimization
algorithms, learning rate, batch size, the number of
iterations, etc. were determined. The model used in the
study and the parameters of the model are given in Tables
3,4, and5.

In the fourth step; the model was trained using the training
data set until the stop criteria were met. The stopping
criterion was taken as the point at which the training and
validation error values began to differ.
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Fifth step; the model was tested with the test data set. In
the test process; The model is given a test dataset and is to
make a prediction. The difference between the prediction
and the actual data shows the amount of error. The average
of all test data set error amounts shows the test performance
of the system. This value is closer to zero the better the
performance of the system. If the test performance is very
low or there is a large difference between the training
performance and the test performance, there may be cases
of memorization or poor learning. For this, all processes in
the workflow should be reviewed from the first step, and if
necessary, the workflow should be operated again by
making corrections.

In the study, the mean of the squared sum of the errors
(Equation 12) and the square root of the mean of the
squared sum of the errors (Equation 13), the mean absolute
error (Equation 14), and the R-square scale (Equation 15)
were used as training and tested performance score, and the
results were shown in tables 4,5 and 6.

1

MSE  =— X(zi-y)? (12)
1 (23)

RMSE = / ~ 2(z = y)?
1 14
MAE == [z, -y 1)
*_) Zeryo? (15)

Y(z;-yi)?

yi : Actual value

z; : Value predicted by the system
y : Average actual value

n : Number of samples

After successfully testing the model, it can be stored for
later use. Estimation can be done by using a model that has
been successful in training and testing. The estimation
information obtained assists in decision-making processes.
Many factors affect the price index in the real world.
Therefore, the prediction information to be obtained from
the model can only be used to provide an idea in the
decision-making process. This cannot be considered a
recommendation. The steps up to the model- building stage
in the flowchart are valid for all different models. In this
study, training and test performance results of the RNN,

LSTM, and GRU models were compared.
4. 1. Feed Forward and Back Propagation FNN Model

FNN is a basic feedforward, backpropagation network
model consisting of input, hidden, and output layers. In the
study, while making supervised data sets the window
interval was taken as 10, and with volume and seasonal
data, the total number of features is 12 (Table 2).
Therefore, the number of FNN input layer nodes is 12. A
single perceptron is sufficient in the output layer, as the
model makes price estimations. A single hidden layer with
different perceptron numbers was used in the study.
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Table 4. ANN hyperparameters

Parameter Value
Batch size 30
Learning algorithm adam
Delta 0.001
Loss function MSE
Hidden layers transfer function ReLU
Output layer transfer function ReLU

The FNN model hyperparameters are shown in Table 4.
The model runs at 100 epochs and doesn’t use dropout. The
model was run with a different FNN architecture; its effects
on the performance of the system were observed, and the
obtained data were transferred to Table 5. The table
includes the training and test performances. As can be seen
from Table 5, performances in all FNN architectures are
high and close to each other. If evaluated according to test
performance, the lowest MSE error amount was 0.317 and
the highest R-square score was 0.966 in the 2nd model, 12-
6-1 architecture. Figures 11, and 12 demonstrate these
results. Figure 11 shows that the amount of error decreased
as the training progressed. In Figure 11 we see that the
training and validation error rates decreased together. This
indicates that normal learning takes place. In Figure 12, the
data predicted by the trained model as a result of the test
and the actual data it should have been shown in the same
graph. It is seen that they are very close to each other and
almost overlap. It represents the high test performance of
this model.
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Figure 11. FNN Model Training error change graph

Predict
At

5

o 0 00 604 8O0
Timae

Figure 12. FNN actual value and predicted value.



BiLiSiM TEKNOLOJILERI DERGISI, CILT: 16, SAYI: 1, OCAK 2023

51

Table 5. FNN model architecture, optimization parameters, training, and test performance

4 Network Architecture Training Performance Test Performance
Input-Hidden-Output MSE RMSE MAE R? MSE RMSE MAE R?
1 12-3-1 0.042 0.204 0.149 0.994 0.464 0.681 0.495 0.950
2 12-6-1 0.048 0.220 0.172 0.995 0.317 0.563 0.366 0.966
3 12-12-1 0.052 0.229 0.167 0.994 0.406 0.637 0.474 0.951
4 12-15-1 0.043 0.208 0.154 0.992 0.322 0.567 0.465 0.965
5 12-20-1 0.039 0.197 0.146 0.996 0.747 0.864 0.652 0.920

4. 2. LSTM Model

The THYAO stock price was predicted through a different
structural LSTM model, and its result was compared. The
LSTM model hyperparameters are shown in Table 6. In
any of the layers, no dropout was used.

Table 6. LSTM and GRU model hyperparameters

Parameter Value
Epoch 100
Batch size 30
Learning algorithm adam
Delta 0.001
Loss function MSE
Hidden layer transfer function ReLU
Output layer transfer function ReLU

The system learning process was carried out by creating
different architectures for different LSTM units and output
(ANN) units, and the results were transferred to Table 7.
As can be seen in the table, the training and test
performances of all models are very successful and close
to each other. If evaluated according to the test
performance, the best model 1 and 5 architectures are more
successful than the others with 99% R-square value. Figure
13 shows the LSTM architecture training and validation
loss graph. According to the graph, it is seen that the
training error and validation values decrease together with
the value of errors as the iteration progresses. The fact that
the loss and validity error values decrease together and are
very close to zero can be considered an indication of a
successful and normal training process. Figure 13 seen that
there is no overfitting or underfitting. In Figure 14, the test
data and the actual values, and the predicted values are
plotted together. As can be seen in the figure, the actual
value and the predicted value are very close to each other

and almost overlap. This show that system performance is
good. This study also used a bidirectional LSTM model.

The bidirectional LSTM is a kind of LSTM. It consists of
two LSTMs that perform bidirectional computation. One
LSTM computes the array in the forward direction, and the
other in the reverse direction. This boosts the efficiency of

sequential problems such as time series, and text
processing.
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Figure 14. LSTM test comparison of actual and predicted
values

Table 7. LSTM model machine learning network architecture, optimization parameters, training, and test

performance
Network Architecture Training Performance Test Performance
# LSTM-LSTM-Dense-Dense MSE RMSE MAE R? MSE RMSE MAE R?
1 64 - - -1 0.014 0.120 0.084 0.998 0.143 0.378 0.258 0.985
2 64 -64 - -1 0.013 0.116 0.082 0.998 0.152 0.390 0.260 0.984
3 64 - -32-1 0.013 0.113 0.080 0.998 0.199 0.446 0.291 0.979
4 64 - 64 -32-1 0.013 0.115 0.080 0.998 0.159 0.399 0.260 0.983
5 64 unit BiLSTM- Dense(1) 0.012 0.109 0.076 0.998 0.130 0.361 0.246 0.986
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4.3. GRU Model

System training and tests were performed using the
parameters used in the LSTM for the GRU model, and the
results were transferred to Table 8. As seen in the table, the
R-square performances of all models are very close to each
other (0.981 to 0.987). The best performance was the 2nd
model with a value of 0.987. The change graph of the
training loss and validity values of the system with
repetition is given in Figure 15. In Figure 16, the test
prediction values obtained from the trained system and the
expected actual values are drawn together, and it is seen
that they almost overlap with each other. This figure
supports the success of training and testing numerical
performance values.
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Figure 15. GRU model training error and validation error
graph depended on the iteration
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Figure 16. GRU model tests prediction values and actual
values in displaying in the same figure
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5. CONCLUSION

In this study, by using THYAO's 3036-day BIST data
between the years 2010-2022, the prediction process was
carried out by using different types of artificial neural
networks, FNN, LSTM, and GRU machine learning
methods. The data set was taken from tr.investing.com to
csv format and preprocessed and turned into a supervised
machine learning data set in the form of input and label.
Used stock index values in the data set, the arithmetic
average of the opening and closing index. Also, transaction
volume values were added to the data set as an attribute to
minimize possible speculative effects. To take into account
the seasonal effects, seasonal information was added to the
data set as an attribute. The first 70% of the data set was
split for training and the remaining 30% for testing. The
training and test datasets were transformed into supervised
machine-learning datasets. During the transformation used
10 window sizes, so the data set has 10 attributes and a
label. No scaling was done in the data set. Hence, the
training and test MSE error amounts are in the range of
0.317 to 0.464. These values may be smaller when the data
is scaled to a certain range. This does not affect the
performance of the system. Considering R-Square and the
test performance scale, it was seen that there was no
significant difference between the FNN, LSTM, and GRU
architectures. However, LSTM and GRU performed better,
with 99% R-square. The change in LSTM and GRU
architectures showed no significant change in the R-square
performance value. But a performance difference of 92%
to 97% was observed in the R-squared scale of the FNN
architecture change. Hence, it can be concluded that the
network architecture affects the system performance in
FNN. When looking at the data set graph in Figure 7, it is
seen that there is a big fluctuation, especially in the last
data. Although this fluctuation is test data, the test R-square
performance of the system has a very high value of 99%.
This means that the system has been well-trained. The
taught machine (software) can generate a forecast for the
next days by using the data from the previous days. This
will provide significant support to the investor while
investing in a  decision. However, many
predictable/unpredictable factors affect the stock market
index. While creating the data set, different factors that will
affect the index can also be considered.

Table 8. GRU model machine architecture, optimization parameters, training, and test performance

“ Network Architecture Training Performance Test Performance

GRU- GRU- Dense- Dense MSE RMSE MAE R? MSE RMSE MAE R?
1 | 64- - -1 0011 | 0105 0.073 | 0997 | 0133 | 0365 0228 | 0.986
2 |64-64- -1 0011 | 0.106 0073 | 0998 | 0126 | 0355 0236 | 0.987
3 |64- -32-1 0010 | 0.101 0.074 | 0998 | 0178 | 0422 0.282 | 0981
4 64 - 64 -32-1 0.010 0.101 0.070 0.998 0.129 0.359 0.237 0.986
5 64 unit BiGRU-Dense(1) 0.011 0.104 0.072 0.995 0.174 0.417 0.295 0.981
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In this study showed that machine learning can be an
effective method for making forward projections based on
the past data of the air transport sector. It can be concluded
that LSTM and its derivative methods are more successful
than the classical artificial neural network in the prediction
index prediction of airport transportation sectors. ANN-
based machine learning methods can be used successfully
in the prediction of air transport and can provide long-term
prescience to investors. In time series the structure of
machine-learning methods and the effects of
hyperparameters on the prediction performance were
shown. More predictable forecasts can be made by taking
into account unforeseen environmental factors such as
economic policies, international relations, and interest
rates.
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Ozet— Bitcoin ile baslayan kripto para ekosistemi ve biiyiik teknoloji sirketlerinin kendi 6deme sistemlerini kurma
girisimleri, merkez bankalarinin para iizerindeki tekel haklarini tehdit etmeye baglamistir. Merkez bankalarmin bu
geligsmelere olan nihai tepkisi merkez bankasi dijital parasidir (CBDC). Bu ¢alismada blok zinciri aglarinda kullanilan
alternatif protokol mekanizmalarinin, verimlilik, giivenlik ve mahremiyet baglaminda karsilastirmasi CBDC literatiiriinii
kapsayacak sekilde yapilmistir. Calismanin amaci protokol ve tasarim ozelliklerinin “yeni finansal mimari” i¢indeki
islevini analiz etmektir. Bu baglamda c¢aligmada, CBDC tasariminda bahsi gecen protokollerin igleyisini
ayrmtilandirtyoruz. Arastirma kapsaminda blok zinciri teknolojisi uzmanlartyla yari yapilandirilmis miilakat teknigi
kullanilarak veriler toplanmis ve karsilagtirmali analize tabi tutulmustur. Karsilastirmali analiz yontemiyle elde edilen
bulgulara gére CBDC tasariminda Proof of Authority (POA) protokoliiniin kullanilmasi, merkez bankalarina finansal
sistemin tiimii baglaminda bir gézetim yapabilme sansi taniyarak bireysel mahremiyeti tamamen ortadan kaldirabilir.
Cevrim dist 6deme (OPS) protokoliiniin kullanilmadigi durumlarda CBDC’nin amaglarindan biri olan finansal
kapsayicilik islevsiz kalabilir. Proof of Work (PoW) ve Proof of Stake (PoS) protokollerinin varyasyonlarinin
kullanilmasi ise 6lgekleme probleminin ortaya ¢ikmasina neden olabilir. CBDC tasarimlarinda kullanilan protokollerin
giiclii yonleri dikkate alinarak hibrit bir protokol olusturulabilir. Protokol yapisinin giiclii olmast para politikasi
baglaminda CBDC’nin islevselligini arttirabilir. CBDC protokolleri literatiirde ¢ogunlukla verimlilik ve giivenlik
boyutlariyla tartisilmaktadir. Tartismaya mahremiyet boyutunun da dahil edilmesi gerektigini iddia ediyoruz.

Anahtar Kelimeler— CBDC, konsensiis protokolleri, verimlilik, blok zinciri

Central Bank Digital Currency: A Comparative Analysis in
the Context of Design and Protocol Mechanisms

Abstract— The ecosystem of crypto money that started with Bitcoin and the attempts of big technology companies to
establish their own payment systems began to threaten the monopoly rights of Central Banks on money. The ultimate
response of the Central Bank towards these developments is the central bank digital currency (CBDC). In this study, a
comparison of an alternative protocol used in blockchain networks with respect to efficiency, security, and privacy that
is compatible with the CBDC literature will be provided. The intention of this study is to analyze the function of protocol
and design features in the “new financial architecture”. In this context, we delve into the operation of the protocols
mentioned in the CBDC design. Within the scope of this research, data were collected by using semi-structured interview
technique with blockchain technology experts and subjected to comparative analysis. According to the findings obtained
by the comparative analysis method, the use of the Proof of Authority (POA) protocol in the CBDC design can completely
eliminate individual privacy by giving an opportunity to the central banks to oversee the entire financial system. In the
absence of the offline payment (OPS) protocol, financial inclusion, one of the objectives of the CBDC, may become
dysfunctional. Using variations of Proof of Work (PoW) and Proof of Stake (PoS) protocols might give rise to scaling
problems. A hybrid protocol can be created by considering the strengths of the protocols used in CBDC designs. A strong
protocol structure can significantly increase the functionality of the CBDC in the context of monetary policy. CBDC
protocols are frequently discussed in the literature regarding their efficiency and security dimensions. We assume that the
privacy dimension should also be included in the discussion.

Keywords— CBDC, consensus protocols, efficiency, blockchain
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1. GIRIS (INTRODUCTION)

Dijital parayr madeni veya kagit paranin dijital hali olarak
tanimlayabiliriz. 2008 yilinda Bitcoin {igiincii bir taraf
olmadan esler arasinda ddemeyi miimkiin kilan yeni bir
Odeme sistemi olarak tamitilmigtir [1]. Kripto para, degisim
aract olarak, islemlerin kriptografi temelinde giivence
altina alindigi dijital paradir. Bitcoin’in alt yapisi olan blok
zinciri teknolojisi ile esler arasinda islemlerin miimkiin
kilinmasi, birgok alanda yeni projelerin ortaya ¢ikmasina
neden olmusgtur. Devletler baslarda kripto para birimlerine
kars1 yasaklayici bir tavir sergilerken blok zincirine
yonelik aragtirmalarini stirdiirmeye devam etmektedir.
Simdilerde ise nakit kullaniminin diismesi ve dijitallesme
ile birlikte devletler blok zinciri teknolojisinin meydana
getirdigi avantajlardan yararlanmak amaciyla CBDC’ye
yonelik arastirmalarini arttirmakta ve pilot uygulamalari
hayata gegirmektedir [2]. Bu baglamda Cin, Nijerya ve
Bahamalar’in yaptiklari ¢alismalar CBDC alanindaki
gelismelere yol gostermektedir [3-5].

Bankacilik  sisteminde para transferi, gondericinin
hesabindan gonderilen miktarin disiiliip alicinin hesabina
aktarilmasi ile ger¢eklesmektedir. Herhangi bir aracinin
olmadig internet gibi giivenin saglanmasinin zor oldugu
bir ortamda kisiler islemlerin
gerceklestirilmesinde kayit sistemi dnem kazanmaktadir.
Bu ortamda tutulan kayit defterlerine yeni iglemler
eklenebilmeli, degistirilemez islemler
silinmemelidir. Kayit defterinin 6zgiinliigliniin saglanmasi
icin hash (6ziit) degerinin olmasi gerekmektedir. Bu deger
ile defterde meydana gelebilecek bir degisikligi gérmek
mimkiindiir. Bitcoin’in temeli de bu defter fikriyle hareket
etmektedir. Dijital ortamda tutulan defterin bir merkeze
bagli olmadan dagitik bir sekilde var olmasinin 6ncii

arasinda

olmal1 ve

caligmalart  Bitcoin’den 6nce hayata gecirilmistir.
Baglantilt damgas1 ile yapisinin
olusturulmasinda Haber ve Stornetta’nin [6] calismasi
Bitcoin’in ortaya ¢ikisi i¢in 6nem arz etmektedir. PoW
sisteminin temelleri ise spam mailler ile gergeklestirilen
saldirllarin ~ Oniine gegmek i¢in tasarlanmigtir  [7].
Bitcoin’in bir diger temeli olan anonimlik ise Chaum [8]

tarafindan detaylandirilmstir.

zaman veri

Bitcoin ve diger kripto para birimleri paranin bir takim
ozelliklerini tasimaktadir, ancak bir merkezin kontroliinde
olmamasi ve devletler tarafindan taninmamasi nedeniyle
fiat paralardan ayrigmaktadir. Ayni zamanda Facebook’un
Libra olarak baglayip Diem olarak degisen kripto para

! Ingiltere Merkez Bankasi, Merkez Bankasi Dijital Parasim 6deme
sisteminde deger saklama araci olarak kullanabilen, merkez bankasinin
elektronik fiat yiikiimliiliigii olarak tanimlamaktadir. Dar para arzi olarak
belirlenmis ve evrensel olarak erisilebilirdir. Bkz. J. Meaning, B. Dyson,
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denemesi  biiyiik  sirketler tarafindan  devletlerin
mesruiyetini  sarstigt bir durumu ortaya ¢ikarmistir.
Facebook’un bu girisimi ile birlikte merkez bankalari
dijital paralara yonelik aragtirmalarini arttirmig ve pilot
uygulamalarini hayata ge¢irmistir. CBDC, finansal igerme,
daha esnek bir 6deme sistemi, kamu mahremiyeti ve sinir
Otesi Odemeleri daha etkin kilmasi1 gibi avantajlan
nedeniyle dijitallesen diinyada merkez bankalarinin geride
kalmak istemedigi yeni bir {irindiir. Uluslararasi
6demelerde kullanilan SWIFT sistemi yavas ve yiiksek
maliyete sahip olmasi nedeniyle kripto paralar ile birlikte
kullanimi  sarsilmaya baglamigtir. CBDC  mimarisi
bankalarin kullandigi geleneksel yontemlere yenilik
getirerek daha hizli ve daha diigiik 6deme hizmeti sunabilir.
Bununla birlikte kripto paralarin yarattigi kaos ortami
CBDC ile kontrol edilebilir, geleneksel finans mimarisi
icin yeni bir alt yap1 sunabilir, ddeme sistemlerini
dengeleyebilir  ve  merkez  bankalarmin  kendi
mesruiyetlerini saglayabilecegi bir sistemi tekrar miimkiin
kilabilir.

CBDC'nin giivenli, hizli ve daha diisiik maliyetli bir 6deme
sistemi saglayabilmesi i¢in tasarim igerisinde protokol
tercihleri 6nem kazanmaktadir. Bashar vd. [9] blok zinciri
teknolojisini destekleyen ¢esitli konsensiis protokollerini
ele almakta ve bunlar1 hesaplama zorlugu, giivenlik

aciklari, maliyet agisindan nesnel olarak
karsilastirmaktadir. Blok zincirinde kullanilan
protokollerin  giivenlik ve performans1 ile ilgili

parametreler belirlenerek karsilastirilmasi [10], PoW, PoS,
DPoS, PBFT protokollerinin avantaj ve dezavantajlarinin
analizi [11], PoW, PoS, BFT, PoET ve FBFT protokolleri
islem kesinligi, islem orani, katilim maliyeti, blok zinciri,
diiyman saldiris1 gibi parametreler ile kargilastirilmasi [12],
PBFT, PoW, DPoS, PoS ve Raft protokolleri verim,
Olceklenebilirlik  ve  dogrulama  hizi  iizerinden
karsilagtirmali olarak analizi [13] blok zinciri baglaminda
literatiirde yapilmustir. Literatiir igerisinde protokollerin
karsilagtirilmasi blok zinciri teknolojisi ilizerinden genel
olarak giivenlik ve verimlilik {izerinden ele alinirken
CBDC sisteminde kullanilan protokollerin karsilastirilmasi
literatiirde heniiz ele alinmamistir. Ulusal literatiirde ise
yapilan ¢aligmalar genellikle CBDC’nin olasi etkileri ve
firsatlar1 {izerinden incelenmektedir [14-18]. Caligmanin
amaci blok zinciri teknolojisinde kullanilan protokollerin

CBDC tasarimlarinda verimlilik, giivenlik ve mahremiyet

baglaminda karsilastirmali bir analizini yapmaktir.
Calismada verimlilik, birim zamandaki islem sayisina;
giivenlik, protokollere  yonelik siber saldirilara;

J. Barker, E. Clayton, “Broadening narrow money: monetary policy with
a central bank digital currency”, Staff Working Paper No. 724, (2018).
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mahremiyet, merkez bankasinin kullandig1 protokol yapist
ve sistem tasarimina bagli olarak kisilerin dijital
adreslerine ulagmasi ve iglemleri takip etmesine gore
temellendirilmistir.

Merkez bankasi dijital parasi olusturulurken tasarlanan
mimari ve teknik alt yapt 6nem kazanmaktadir. Geleneksel
blok sisteminin  Olgeklenebilirlik  problemi
yaratmasi ve enerji verimliliginin diisiik olmas1 nedeniyle
bu alanda yeni tasarimlara ihtiya¢ duyulmaktadir. Ozellikle
PoW protokoliiniin diisiik islem sayisina ve yiiksek enerji
maliyetlerine sahip olmasi nedeniyle CBDC mimarilerinde
tercih edilmeyen konsensiis mekanizmasidir. CBDC
olusturulurken mevcut bankacilik sisteminin mimari
icerisindeki konumu ve rolii ise bir diger tartisma

zinciri

konusudur. Bu baglamda c¢alismada, CBDC’nin tasarimi
ve teknik alt yapist i¢in protokol yapilar1 karsilagtirmali
olarak analiz edilmektedir. Calismanin birinci boliimiinde,
CBDC’nin 6nemi ve genel tasarimi incelenmektedir. ikinci
boliimde, literatiirde yer alan CBDC tasarimlari; {igiincii
boliimde ise CBDC literatiiriinde tartisilan protokoller ele
alinmaktadir. Dordiincii  bdlimde bu  protokollerin
karsilagtirmali analizi yapilmakta ve ¢aligma sonug¢ kismi
ile sonlanmaktadir.

2. BLOK ZiNCiRi VE CBDC (BLOCKCHAIN AND CBDC)

Bitcoin’in alt yapisi veya baska bir deyisle temel
teknolojisi olan blok zinciri, Bitcoin’in ardindan bir ¢ok
kripto para birimi tarafindan benimsenerek yeni projelerin
ortaya ¢ikmasina neden olmustur. Dijital diinyanin hizla
gelismesi ile birlikte fiat paralarin kullanimlarinin azalmasi
ve blok zincirinin sundugu faydalardan kaynakli olarak
merkez bankalari, kripto paralardan esinlenerek kendi
dijital paralarmi1  ¢ikarmaya yonelik arastirmalara
yonelmistir. Merkez bankalarimin CBDC’ye olan ilgisini
Gergek Zamanlh Briit Odemelerde (RTGS) meydana
getirdigi avantajlar lizerinden ele alan Calle ve Eidan [19]
1970 yilinda toptan 6demenin ilk 6rnegi olan Fedwire’in
kurulmasindan itibaren 6demelerin verimliligini arttirmaya
yonelik ¢aligmalarin oldugunu, CBDC’yi de bu 50 yillik
stirecin son adimi olarak nitelendirmektedir. CBDC ile
merkez bankalar1 daha giivenli ve verimli &deme
sistemlerine sahip olabilmektedir [20]. Elde bulundurulan
nakit para faizi icermemektedir. Faiz iceren bir CBDC
tasarimi ile merkez bankalari, para politikasini kontrol
etme kabiliyetini arttirabilmektedir. Dolayisiyla faiz
getiren bir CBDC, kisa vadeli devlet tahvilleri gibi diger
risksiz varliklarla uyumlu bir getiri orani ile giivenli bir
deger deposu saglayabilir [21]. Bu baglamda faiz i¢eren bir

2 Facebook (Meta) sirketinin Instagram, WhatsApp ve Facebook
uygulamalarinmn kullanici sayis1 14.06.2022 tarihi itibari ile 2,93
milyardir. Sirketin kullanicilarin kisisel verilerine sahip olmasi nedeniyle
diinya tizerindeki 6nde gelen merkez bankalarmin para tizerindeki tekel
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CBDC para politikasinin yiiriitiilmesinde bir ara¢ olarak
kullanilabilir. Ayni1 zamanda CBDC sinir 6tesi demelerde
kolaylik, esneklik, erisilebilirlik, mahremiyet ve kullanim
kolayligi sunmalidir [22]. Bununla birlikte CBDC’lerin
6deme sisteminde kullanilmasi nakit kullaniminin yarattigi
maliyetleri azaltabilir [23]. Merkez bankalarmin dijital
para birimleri yayginlastikga artan dijitallesmeye uyum
saglama siiregleri gelisecek ve mesruiyetini korumalarini
saglayacaktir. Aksi durumda CBDC’ye olan c¢ekimser
tavirlar uzun vadede merkez bankalar1 a¢isindan olumsuz
etkiler dogurabilecektir. Bunlarin basinda 6zel sirketlerin
kendi kurduklari 6deme sistemlerinde devletlere olan
baglhiliklarinin azalmas: gelmektedir. Ornegin eski adiyla
Facebook’un (Meta) iptal edilen Diem projesi, merkez
bankalarimin para iizerindeki kontroliine rakip olan en
biiyiik projedir?. Bu baglamda CBDC, sirketlerin sundugu
Ozel dijital paralara nazaran daha giivenli bir alternatif
saglayabilmektedir. Ancak CBDC’nin bu faydalarindan
yararlanabilmek i¢in nasil bir tasarima sahip olmasi
gerektigi 6nem kazanmaktadir.

Bir CBDC tasarlanirken veri tabaninin
kullanilacak zincir yapis1 ve tasarim bi¢iminin ne olacagina
karar vermek gerekmektedir. CBDC sisteminde Dagitik
Defter Teknolojisi (DDT) ve DDT’nin bir tiirii olan blok
zinciri kullanilirken merkezi veri sisteminin kullanilmasi
da mimkiindir. DDT ve blok zinciri teknolojisinde

verilerin sisteme islenmesinde farkliliklar bulunmaktadir.

seciminde

Blok zinciri teknolojisi kullanan mimarilerde veri girisinin
ve kayitlarin tutulmast blok =zinciri tipine gore
degismektedir. DDT’de ise veriler tek bir merkezden
girilebilir ve kayitlar dagitik olarak tutulabilmektedir. Bu
calisma igerisinde blok zinciri veri tabanina ve DDT’ye
sahip CBDC mimarileri incelenmektedir.  Zincir tipi
bakimindan izinsiz (agik), izinli ve konsorsiyum olmak
iizere ii¢ zincir tipi bulunmaktadir [24]. izinsiz blok zinciri,
herhangi bir merkezin iznine tabi olmadan zincire
katilmanin herkes¢e miimkiin oldugu bir zincir tipidir. Bu
zincire kisisel donanim ile katilmak miimkiindiir. izinsiz
blok zincirinde sisteme dahil olan herkes veri girisinde
bulunabilmekte ve kayitlar dagitik olarak tutulmaktadir.
Izinsiz blok zincirine &rnek olarak Bitcoin ve Ethereum
verilebilir. Izinli blok zinciri, bir merkez veya platform
tarafindan zincirin kontrol edildigi blok zinciri tipidir. Bu
zincire madenci olarak katilabilmek igin merkezin izin
vermesi gerekmektedir ve zincirde diiglim (node) kontrolii
merkezin elindedir. Dolayisiyla kayitlar dagitik olarak
tutulurken veri girigleri bir merkezin kontroliinde ancak
yine dagitik bir sekilde yapilmaktadir. Konsorsiyum blok
zinciri, izinli bir blok zinciri tipidir ancak agin kontrolii bir

hakkini tehdit etmesi nedeniyle finansal kurumlar ve ist diizey
politikacilar Libra (Diem) projesine tepki gostermistir. Bu konuda bkz.
https://www.nytimes.com/2019/07/10/technology/fed-chair-facebook-
cryptocurrency-libra.html
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kurulus yerine birden fazla kurum ve kurulug tarafindan
saglanmaktadir. Bu agda yer alan her bir kurum yetkili
oldugu diigiimleri kontrol etmektedir.

CBDC’ler kullanim amaglarina gére perakende ve toptan
olmak {iizere iki sekilde kategorize edilmektedir. Toptan
CBDC, merkez bankasi ve bankalarla dogrudan iligkide
olan kuruslarin o6demelerini igermekte ve bankalar
arasindaki 6demelere yeni bir altyap1 olusturmaktadir [25].
Bankalarin kendi aralarinda kredi riskinin artmasindan
kaynakli olarak meydana gelen borglarin sonlanmasi
toptan CBDC ile saglanabilmektedir. Perakende CBDC
genel olarak bireyler ve igletmeler arasindaki 6demeler i¢in
kullanilmakta ve nakitin dijital bir bi¢imi olarak
nitelendirilmektedir. Perakende CBDC, dogrudan, dolayli
ve hibrit olmak tizere kendi i¢inde iice ayrilmaktadir [26].
Dogrudan CBDC, merkez bankasi tarafindan ¢ikartilan
dijital paranin kisilerin hesaplarina merkez bankast
tarafindan aktarildigt bu modelde kisilerin hesaplar1 ve
islemleri merkez bankasi tarafindan tutulmakta ve kontrol
edilmektedir. Son kullanicilar merkez bankasindan bir
hesap acar ve islemlerini gergeklestirir. Bu haliyle model,
klasik bankacilik sistemini diglar. Dolayli CBDC,
geleneksel bankacilik sisteminin dijital hali olarak
nitelendirilebilir. Merkez bankasi tarafindan ihra¢ edilen
dijital para dogrudan kisilere aktarilmasindan ziyade bu
stire¢ finansal kurumlarin aracilig ile gergeklestirilir. Son
kullanicilar para talebinde bulunurken merkez bankasinin
yerine burada yer alan araci finansal kurumlardan talepte
bulunur. Burada hesaplarin ve iglemlerin kontrolii araci
olan kurumlar tarafindan saglanir. Hibrit CBDC,
kullanicilarin iglemleri bu modelde hem merkez bankasi
hem de araci kurumlar tarafindan saglanmaktadir. Bu
modelde merkez bankasi, perakende islemlere ait defterleri
kendi biinyesinde tutar ve kontroliinii saglar.

Odeme alt yapis1 olarak CBDC’ler hesap tabanli, token
tabanli ve semi token olmak tiizere iige ayrilmaktadir [27].
Hesap tabanli CBDC, son kullaniciya merkez bankasi veya
aract kurumlar tarafindan bir hesap tamimlanarak sisteme
dahil edilmektedir. Bu sisteme dahil olmak isteyen kisiler
kimlikleri ile hesaba sahip olmaktadir. Bu durumda blok
zincirin  anonimliginden  vazgegilmektedir.  Klasik
bankacilik sistemindeki hesap sistemine benzer bir yapisi
bulunmaktadir. Token tabanli CBDC, kullanict 6zel ve
genel anahtart ile islemlerini geceklestirmektedir. Bu
O0deme sistemi, nakit kullaniminin bir versiyonu olarak
nitelendirilebilir [28]. Kullanicinin sahip oldugu tokenlere
dair anahtari varsa transfer iglemlerini
gerceklestirebilmektedir. Bu ydntem ile anonimligi
saglamak miimkiindiir. Ancak anahtar ¢ifti kimlik ile
merkez bankasi veya araci kurumlar tarafindan saglanirsa
anonimlikten yine vazgegilmektedir. Semi token, hem
token temelli hem de hesap temelli bir hesap yapisi
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sunmaktadir. Nakit kullanimi1 gibi kiigiik 6demeler token
temelli ylirtirken daha biiyiik para transferleri hesap tabanli
gerceklesmektedir. Burada token temelli yiiriiyen
O0demeler tipki nakit kullammmi gibi kullanicilara
mahremiyet saglamaktadir.

3. CBDC TASARIMLARI (CBDC DESIGNS)

CBDC
6lgeklenebilirlik sorununu ¢ézmek igin tasarlanmustir.
Practical Byzantine Fault Tolerance (PBFT) protokoli ile
Panda modeli [29] olarak adlandirilan yeni bir dolayli
CBDC modeli 6nerilmektedir. Modelde geleneksel blok
zincirinin meydana getirdigi 61¢eklenebilirlik probleminin

literatiirinde Onerilen modellerin bir kismu

ortadan kaldirilmasi i¢in Hesap (Account) Blok Zinciri ve
Islem (Trading) Blok Zinciri olmak {izere iki blok zincirli
bir yap1 sunmaktadir. Bu iki zincirin sadece bir islevsellige
odaklanmasi nedeniyle model 6lgeklenebilirdir. izinli blok
zinciri teknolojisi ve PBFT protokolii kullanilarak MBDC
[30] adli dolayli CBDC modeli 6nerilmektedir. Model
O0demelerin daha hizli ger¢eklesmesi ve 6lgeklenebilirligin
iyilestirilmesi  igin ¢oklu  blok mimarisi
kullanmaktadir. Olgeklenebilirligin saglanabilmesi igin
zincirler arasi iletisim protokolleri tanimlanmaktadir.

zinciri

Zang vd. [31] POA-BFT protokolii ile hibrit bir CBDC
modeli 6nermektedir. Modelde, islem hizinin arttirilmast,
kiiglik-bliyiik 6demelerin yerlesimi, dogrulanmasi ve
sorgulanmasi i¢in dijital para birimlerini kayit eden hesap
semasl Dijital para birimlerinin
kullamlabilirligini iyilestirmek icin Harcanmanus islem
Ciktis1 (UTXO) formu kullanilmigtir. Hesap semasi, banka
hesaplar1 gibi c¢alismakta ve kullanicilarin bakiyesini
kaydetmek icin liste kullanmaktadir. PoW ve PoS
protokollerinde, diigiimler iiretilen blogu dogrulamaktadir,
ancak kot niyetli bir saldiri ile agin yarist kontrol
edildiginde sistem manipiile edilir. PBFT mekanizmasi
daha kararli ve verimli bir mekanizma iken diigiim
sayisindaki artig performansi diisiirebilmektedir. Delegated
Proof of Stake (DPoS) ise CBDC’de kullanildiginda, sahte
kimlik olusturarak ag1 kontrol etme girisimini (Sybil
Saldirist) engellemek i¢in etkin bir mekanizmadir. Bununla
birlikte geleneksel blok zincirinin dezavantajlart goz
oniinde bulundurularak blok transfer etmek ve {iretim
sirasini belirlemek i¢in PBFT yolunu kabul eden birkag
blok iireticisine oy veren DPoS-BFT konsensiisii
kullanilarak POA-PBFT algoritmasi Onerilmektedir. Bu
protokole gore, defter tutan diiglim se¢iminin yerini
merkez bankasi tarafindan dogrudan atama ve yetkinin

kullanilmaktadir.

kaldirilmasi almistir. Bu yontem ile oylamadaki etkinsizlik
ortadan kalkmaktadir. DPoS’ta bloklarin iiretim sirasi tiim
diiglimler tarafindan goriisiiliirken Onerilen protokolde,
merkez bankasi tarafindan belirlenen bir diigiim ile numara
blogu iiretilebilir. Bu durum ¢atall1 zincirlerin olugmasinin
da 6niine gegebilmektedir.
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Boston Federal Rezerv Bankasi (Boston Fed) ve
Massachusetts Teknoloji Enstitiisii'niin Dijital Para Birimi
Girisimi (MIT-DCI) tarafindan 2021 yilinda Hamilton
Projesi baslatildi. Birinci faz raporunda, iki farkli CBDC
mimarisi tasarlanmig ve temelde 6lgeklenebilirlik lizerinde
durulmustur [32]. Modelde veri kayitlarinin iglenmesi ve
konsensiisiin saglanmasi i¢in Raft protokolii kullanilmistir.
Ag performansinin arttirtlmas: i¢in kripto paralarda
kullanilan UTXO protokoliiniin tiim verilerini tutmak
yerine UTXO’ya ait deger, seri numarasi ve yikiimliilik
yikleminin  hash  fonksiyonu ¢ekirdek
islemcisinde tutulur. Modelde her UTXO’ya seri numarasi
eklenerek “kiiresel benzersizlige” ulasilir ve cifte
harcamanin &niine gecilir. Projede Atomizer ve Iki
Asamali Taahhiit (2PC) olmak tizere iki farkli mimari
tasarlanmigtir. DDT kullanilarak olusturulan modelde
Atomizer tasarimi ile saniyede 170 bin igleme ulasilirken
2PC tasarimi ile saniyede 1,7 islem
gerceklestirilmektedir.

alinarak

milyon

Kripto paralarin ortaya ¢ikmasi ile birlikte uluslararasi para
O0demeleri daha hizli ve daha giivenilir bir duruma
gelmistir. Ulkelerin CBDC ¢aligmalarinin  artmasi ile
birlikte farkli CBDC aglari arasinda islemlerin saglanmasi
igin ¢alismalar yapilmustir. Jung ve Jeong [33] CBDC’ler
arasinda iglem yonetimini saglamak, islemleri kayit etmek
ve aligverisi miimkiin kilmak i¢in ISO/IEC 11.179 meta
veri kaydma dayali bir blok zinciri sistemi ve yonetimi
onermektedir. Han vd. [34] birlikte c¢alisabilirligin
saglanmasi icin Blok Zincirler Arasi Iletisim (IBC)
protokolii kullanilarak iletisimi saglayan Cosmos blok

zinciri tabanli CBDC modeli 6nermektedir. Model,
perakende CBDC olarak tasarlanmis ve gizliligin
saglanmast ig¢in “Grup Anahtar YOnetim Sistemi”

onerilmistir. Bu modelde konsensiis protokolii olarak BFT
kullanilmustir. Cos-CBDC ile heterojen blok zincirlerini
baglamak veya yan zincirler olusturmak teorik olarak
miimkiindiir. Bu sebeple, Cos-CBDC sinir tesi ve toptan
o0demede etkin bir sekilde kullanilabilir.

CBDC igin bir diger énemli unsur tasarimdir. Tasarim
tercihi ise CBDC’nin yapisina gore degismektedir. DDT
tabanli CBDC aragtirmalarinin perakende islemler yerine
genellikle toptan islemlerin gerceklestirilmesi {izerine
yapildigi [35] wvurgulanarak toptan DDT sisteminde
dagitilan dijital para birimi veya tokenin bankalar
tarafindan saglanan hesaplar araciligit ile perakende
kullanicilarin erigebildigi CBDC tasarimi onerilmektedir.
Toptan CBDC bankalar arasindaki verimliligi ve dijital
para dolasimimin kontroliinii arttirabilir. Ancak toptan
CBDC’nin kullanildig1 bir durumunda perakende islemlere
erisim  kisitlanacak  ve =~ CBDC’nin  avantajlan
kaybolacaktir. Bu sorunun ¢o6ziimii i¢in modelde,
perakende islemler igin dijital paralar1 dagitmak tizere
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ticari bankalarda DDT tabanli toptan CBDC ag1 ve DDT
olmayan sistemleri entegre edecek bir tasarima
odaklanilmistir. Benzer bir bigimde [36] iki katmanli bir
CBDC modeli 6nermektedir. Dagitim katmani, merkez
bankasi ve ticari bankalar arasindaki izinli blok zinciri
agma dayali toptan CBDC’nin kayitlarinin tutuldugu
zincirdir. Kullanici katmaninda ise perakende CBDC
kayitlart yer almaktadir. iki ayr1 katmanimn olusturulmasi,
ag trafigini azaltarak daha 6lgeklenebilir bir sistem sunar.

Blok zinciri tarafindan saglanan hizmetler nedeniyle
finansal kurumlar ve bankalar finansal sistemden
dislanabilir. Onerilen birgok CBDC modelinde bankacilik
sisteminin diglandigini vurgulayan [37] mevcut bankacilik
sistemini etkilemeden uygulanabilecek dolayli bir CBDC
tasarimi dnermektedir. Izinli bir blok zinciri mimarisinde
tanimlanan CBDC modeli mevcut bankacilik sisteminde
birkac degisiklik yapmaktadir. Dijital 6demeler, 6deme
aglar1  ve islemcileri ile ¢evrimigi
gerceklesmektedir. Ancak son kullanicinin
erisemedigi veya erisim problemi yasadigi durumlar séz
konusu olmaktadir. Bu baglamda [38] ¢evrim dist
O0demeleri (OPS) miimkiin kilan bir CBDC modeli
onermektedir. Dijital paranin gilivenli bir sekilde
transferinin saglanmasi amaciyla sertifika yetkilisi olan

0deme olarak

sisteme

merkez bankasi, dijital imza olusturmak i¢in diger finansal
kurumlar ile ortak anahtar kriptografisi kullanarak iki
katmanli hiyerarsik bir anahtar alt yapisi olugturmustur. Bu
giivenli anahtar yapisi, sertifika alt yapisimi CBDC
O0demelerinden ayirmakta ve bankalar gibi
saglayicilarmin  dijital para iglemlerini daha hizli ve
giivenilir bir sekilde gergeklesmesine olanak tanimaktadir.

ciizdan

Literatiirde yer alan CBDC tasarimlarinda 6l¢eklenebilirlik
problemlerinin ¢6ziimii i¢in ¢ift katmanli yapilar ve birden
fazla blok zincirin oldugu tasarimlar yer almaktadir. Buna
gore merkez bankalarinin etkin bir CBDC tasarlarken
mevcut sorunlarin iistesinden gelebilmek i¢in blok zinciri
teknolojisini geleneksel yapilardan farkli bir bicimde ele
almalan gerekmektedir. Bununla birlikte kripto paralarin
sundugu mahremiyet, CBDC tasarimlarinda genel olarak
ihmal edilen bir meseledir. Merkezi olmayan kripto
paralarda kullanicilar sisteme agik (public) ve ozel
(private) anahtarlar1 ile dahil olmaktadir. Merkezi bir
yapiya sahip olan CBDC’lerde ise Miisterini Tan1 (KYC),
Sertifika Yetkilisi (CA) gibi uygulamalar ile kullanicilar
sisteme déhil olmaktadir. Bu mimari igerisinde token
tabanli bir CBDC tasariminin tercih edilmesi kullanicilara
mahremiyet saglayabilir. Ancak kullanicilarin agik ve 6zel
anahtarlarini nereden ve nasil alacagi burada Onem
kazanmaktadir. Merkez bankasinin bu anahtarlar1 verdigi
bir durumda mahremiyet ortadan kalkacaktir.
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4. CBDC TASARIMLARINDA ALTERNATIF

PROTOKOL TASARIMLARI (ALTERNATIVE
PROTOCOL DESiIGNS IN CBDC DESIGNS)

Konsensiis protokolleri, sistem igerisinde yer alan iiyelerin
basarisizliklardan kurtulup fikir birligi saglanmasina
olanak tanimaktadir. DDT’de ve blok zinciri teknolojisinde
kullanilan protokoller temelde fikir birligini saglasa da
isleyis ve verimlilik bakimindan farkliliklar ortaya
¢ikmaktadir. Blok zinciri teknolojisinde islem verimliligi
sistem igerisinde kullanilan konsensiis protokoliine gore
degisiklik gostermektedir. PoW ve PoS protokollerinin
disiik islem hizi goz Oniinde bulunduruldugunda bir
ilkenin CBDC tasarimi igin protokol tercihi Onem
Giin igerisinde milyonlarca islemin
onaylanmasi gerektigi bir durumda PoW protokolii gibi
islem hizinin diisiik oldugu protokol yapilari 6lgekleme
problemini ortaya ¢ikarmaktadir. Bununla birlikte
kullanilacak protokoliin enerji tiiketimi agisindan da
verimli olmasi gerekmektedir. Bu bdlimde CBDC
tasarimlarinda yer alan protokollerin (PoW, PoS, DPoS,
PBFT, PoA ve Raft) teknik yapilari incelenmistir.

kazanmaktadir.

PoW protokoliiniin ilk uygulamasi Bitcoin oldugu i¢in
protokol, Bitcoin iizerinden ele alinmistir. Bitcoin’de bir
blogun olusturulmasi ortalama 10 dakikaya tekabiil
etmektedir ve ortalamadan sapmasi durumunda blok
olusturmak igin istenen ziitiin zorlugu nonce® degeri ile
algoritmik olarak ayarlanmaktadir. Bu siire igerisinde
madenciler rekabete girerek blogun nonce degerini
bulmaya c¢alismaktadir. Blogun nonce degerinin
bulunmasinin ardindan madenci 6zeti buldugunu aga
bildirmektedir. Agda bulunan diigiimler blogun dogrulugu
konusunda konsensiis sagladiginda blok
eklenmektedir ve madenci olusturdugu bloktan 6diil olarak
Bitcoin ve islem {iicretlerini almaktadir. Nakamoto’nun bu
onerisi ile “Bizans Generalleri Problemi” ¢6ziilse de sistem

zincirine

hala saldirilara agiktir. Ag icerisinde kot niyetli olan
kisilerin oran1 %51 oldugunda sistemi manipiile etmek
miimkiindiir®.

PoS protokolii, ciizdaninda para tutan her bir kullanicinin
diigtim oldugu bir sistemdir. PoW protokoliiniin yarattig1
yiksek enerji maliyetlerinin ortadan kaldirilmasi ig¢in
geligtirilen bir modeldir [39]. Bu protokole gére, bir digiim
clizdaninda ne kadar ¢ok kripto para tutarsa ve ne kadar
erken sisteme dahil olursa bir sonraki blogun olusturulmasi
icin o kadar fazla sansa sahip olacaktir. Bu yiizden PoS’da
yeni bir blok olugturma hisse kanit1 ile iligkilidir. Yeni blok
olusturmak i¢in madenciler servetlerine gore secilir. Blogu
olusturan madenciler 6diil olarak aldiklar1 servetlerin bir

% Verilerin SHA-256 formatinda &ziitii olusturulurken basinda ‘n’ adet
sifir olmasi istenmektedir. Istenen ‘n’ adet sifir PoW mekanizmasmim
zorluguna gore degismektedir. Madenciler istenilen zorluga sahip basinda
‘n’ adet sifir olan 0Oziit degerine ulasmak icin nonce degerini
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boliimiinii paylastiklarindan giivenilir kabul edilmektedir
[40].

PBFT protokolii dagitik hesaplama sistemlerinde
kullanilmakta ve Bizans Generalleri probleminin
basarisizligim1  belli bir diizeyde tolere etmektedir.
HyperLedger sisteminde kullanilan bu konsensiis
protokolii, kullanicilarin platforma daha Once kayith
olmasi1 nedeniyle blok sistemlerinde
kullanilmaktadir [41]. Bu protokolde her digiimiin birer
acik ve 6zel anahtar1 bulunmaktadir ve diigiimler birbirinin

1zinli zinciri

acitk anahtar bilgisine sahiptir. Yeni bir blok
olusturuldugunda  blogu olusturan digim diger
digiimlerden  dogrulama  yamitin1  beklemektedir.

Dogrulama yapan diigimler tim diigiimlerin igerisinde
2/3’e sahip oldugunda islem onaylanip iizerinde uzlasma
saglandigi kabul edilerek blok, muhasebe defterine
eklenmektedir. Bu protokol merkezi bir yapinin izni ile
yeni katilimer kabul etmektedir. Bu sebeple izinsiz blok
zinciri sisteminde kullanilmamaktadr.

PoS’un bir alt protokolii olan DPoS protokolii, iki katmanli
temsili gercek oylama
kullanmaktadir. DPoS’da oylama sistemi blok zincirin
daha demokratik bir yap1 saglanmasina olanak saglar. Bu
protokolde, kripto parasi olan giivenilir bir grup oylama ile
secilmektedir. Bu grubun kontroli ile bloklar
olusturulmaktadir. Bu grubun disinda kalan diger bir grup
ise bloklarin olusturulmasini saglamakta ve bunun

demokrasi  ve zamanli

karsiliginda 6diil almaktadir.

2017 yilinda Ethereum’un kurucu ortagi Gavin Wood
tarafindan tanitilan PoA protokoli, blok zinciri
sistemlerine verimlilik sunan fikir birligi algoritmasidir.
Bu protokolde PoS protokoliinden farkli olarak diigiimler
hesaplarinda token tutmak yerine kimlikleri ile sisteme
dahil olmaktadir. Daha ¢ok izinli blok zinciri yapisina
uygun olan bu protokolde diigiimler merkezin onayladigi
bir komiteden olugmaktadir ve sinirlt sayida diigiim yer
almaktadir. Ayn1 zamanda zincirlerde PoA
protokolii, performans ve verimlilik bakimindan PoW
protokoliine tercih edilir [42]. PoW’a gore sinirhi sayida
blok dogrulayicisinin olmasi sistemin daha 6lgeklenebilir
bir yapiya sahip olmasina olanak tanimaktadir. Bu sisteme
dahil olmak isteyen dogrulayicilar “kimlik kanit1”
DApp’ini kullanarak kimliklerini kanitlamak zorundadir®.
Ag kurallarmin bir madenci tarafindan ihlal edilmesi
durumunda agda bulunan diger katilimcilar sorunun
¢Oziimii i¢in yasal haklara bagvurabilecektir. Bir madenci
aga katilirken dogrulayicilardan aldigi anahtar1 {ig

izinli

kullanmaktadir. Tek kullanimlik sayr (nonce) degeri madenciler
tarafindan degistirilerek istenilen 6zel 6ziit deger elde edilmeye calisilir.
4 Bu saldirtya “%51 saldirist” adi verilir.

5 https://github.com/PoAnetwork/wiki/wiki/POA-Network-Whitepaper
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anahtarla degistirmesi gerekmektedir. Bunlar, madencilik
anahtar1, oylama anahtar1 ve 6deme anahtaridir.

Konsensiis algoritmalarinda Leslie Lamport tarafindan
olusturulan Paxos onemli bir konuma sahiptir ve ¢ogu
konsensiis algoritmasi bu protokole dayanmakta veya
ondan etkilenmektedir [43]. Paxos algoritmasi pratik
sistemleri desteklemesi acisindan olduk¢a karmasik ve
anlagilmasi zor bir protokoldiir. Bu karmasadan hareketle
daha islevsel ve anlasilmasi kolay olmasi amacryla Raft
protokolii hayata gegcirilmistir. Bu protokol, ¢ogaltilmig
siralt kayitlar1 yonetmek igin kullanilan bir algoritmadir.
Protokol igerisinde sunucular ii¢ durumdan birindedir;
lider, takip¢i, aday. Protokolde ilk olarak kiime igerisinde
yer alan sunuculardan bir tanesi lider olarak segilmekte ve
lidere sirali kayitlar1  yonetmesi i¢in tam yetki
verilmektedir. Lider, istemcilerden gelen sirali kayit
giriglerini kabul eder ve bunlari sunucularda g¢ogaltir.
Bununla birlikte lider, sunuculara sirali kayitlar1 durum
makinelerine islemenin ne zaman giivenli oldugunu soyler.
Burada veri kayitlarinin tutarli olmasi ve fikir birligi
saglanmasi i¢in her sunucu ayni ¢iktiy1 veren bir algoritma

kullanmaktadir. Lider diger sunucularla uzaktan prosediir
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cagrilar1 (RPC) ile iletisime gegmektedir. Bu protokol
yapisinda verilerin tek merkezden girilmesi fikir birliginin
daha hizli olmasina dolayisiyla islem hizinin daha yiiksek
olmasina neden olmaktadir.

5. CBDC’DE KULLANILAN  KONSENSUS
PROTOKOLLERININ KARSILASTIRMALI

ANALIZI (COMPARATIVE ANALYSIS OF CONSENSUS
PROTOCOLS USED iN CBDC)

Bu bolimde blok zinciri ve CBDC’de kullanilan
protokollerin karsilagtirmali analizi, iki sektér uzmani ve
¢ akademisyenle yapilan goriismeler sonucunda elde
edilen verilerle yapilmistir. Calismada yar1 yapilandirilmis
miilakatla on bir soru sorulmus ve katilimcilarin bir kismi
ile yiiz yiize gorlismeler yapilirken bir kisminin goriisleri
form ile alimmigtir. Caligma kapsaminda PoW, PoS, DPoS,
PoA, PBFT ve Raft protokolleri analiz edilmistir. Bu
baglamada verimlilik, blok zinciri tiirii, islem hizi, iletisim
karmasiklig1 ve enerji tiiketimi parametreleri belirlenerek
protokollerin  verimlilik, gilivenlik ve mahremiyet
katmanlar1 incelenmistir.

Tablo 1. Protokol Yapilarinin Analizi
(Analysis of Protocol Structures)

Temsili Hisse Kaniti

-Esnek uzlasma

-Saldirilara daha az direngli
olabilir

Protokol Avantaj Dezavantaj Siniflandirma
Proof of Work -Yiiksek Giivenilirlik -Enerji Maliyetleri Genellikle izinsiz blok zinciri
(PoW) —Is ispat1 | -Adalet -Yiiksek CPU-GPU talebi aglarinda kullanilir (Bitcoin)
-Saldirilara Kars1 Direngli -Diisiik islem hiz1
Proof of Stake (PoS) | -Diisiik enerji talebi -Gilivenilirligi diisiik Izinsiz blok zinciri aglarinda
— Hisse Kanit1 -PoW’a gére madencilik -Adaletsiz kullanilir (Ethereum)
diistik maliyetli -Catallagma ihtimali yiiksek
-PoW’a gore aga katilmak
daha kolaydir
Delegated Proof of | -PoS’a gore daha adil -Delege kartelleri olusabilir | Hibrit bir protokoldiir ve
Stake (DPoS) — -Cift katmanlh -Merkezi bir hale gelebilir izinsiz blok zinciri aglarinda

kullanilir (BitShares)

Proof of Authority
(PoA) — Yetki Ispati

-Kimlik temelli itibar sistemi
-Mesajlagma ag1 hafiftir
-Dogrulayicilar itibarim
korumak i¢in giiven
olustururlar

-Tegvik sistemi dengesiz
olabilir

-Merkezilesme sorunu
ortaya ¢ikabilir

-Sonug olarak saldirilara
acik hale gelebilir

[zinli veya izinsiz blok
zinciri aglarinda kullanilir
(VeChain)

Pratical Byzantine
Fault Tolerance
(PBFT) — Pratik

- Yiiksek islem hacmi
-Delegeler oylama sistemine
gore segilir

-Mesajlagsma ag1 agirdir
-Ag merkezi hale gelebilir
-Ag yeni delegeler igin

Genellikle izinli veya
konsorsiyum blok zinciri
aglarda kullanilir

-Lider oylama sistemine gore
secilir
-Dogrulayicilig: yiiksektir

problemi yasanabilir
-Enerji kullanimi fazladir
-Karar almada olas1
gecikme

Bizans Hata -Onaylama stiresi kisadir cazip olamayabilir (Hyperledger Fabric)
Toleransi
Raft Protokolii -Yiiksek islem hacmi -Sunucular arasinda iletisim | DDT’lerde kullanilir
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Tablo 1°de incelenen protokoller yari yapilandirilmig
miilakat ile elde edilen verilerle blok zinciri tiiriine gore
siniflandirilmig  ve karsilastirmali analizde belirlenen
parametreler baglaminda avantaj ve dezavantajlar
saptanmuistir.

PoW’da blok olusturma hiz1 CPU ve GPU giicii ile dogru
orantilidir. Dolayisiyla Bitcoin’de islem hizin1 ve
verimliligi etkileyen {i¢ unsur ortaya cikmaktadir; blok
boyutu, blok araligit ve CPU giici. PoW protokoliiniin
verimliligini Bitcoin iizerinden agiklayabiliriz. Bitcoin'in
10 dakikalik ortalama blok aralig1 ve her blok i¢in ortalama
1 MB boyutu goz oniine alindiginda, verim 7 TPS ile
siirlidir [44]. CBDC gibi yiiksek islem talebinin oldugu
bir durumda saniyede 7 iglemin yapilmasi sistemde
Ol¢ekleme problemini ortaya ¢ikarabilmektedir. Buna ek
olarak Bitcoin’de islemlerin dogrulanmast icin 6zel
donanim ve yiiksek miktarda enerji gerektirmektedir [45].
PoW protokolii CPU giicti ile iliskili olmasi ve blok
olusturmak i¢in yiliksek miktarda enerji gerektirmesi
nedeniyle enerji kullanimi agisindan da verimsiz bir
sistemdir. PoW protokoliiniin giivenligi 6zel donanim ve
elektrik gibi kit kaynaklara bagli oldugundan sistemi
kaynak agisindan verimsiz hale getirir boylece madenciler
karimi arttirmak i¢in stirekli olarak daha fazla kaynak
kullanmaya mecbur kalmaktadir [46]. PoW protokoliiniin
bu verimsizligi nedeniyle CBDC tasarimlarinda tercih
edilmeyen bir protokoldiir. Katilimcilara gére PoW
protokoliinde iglem sayisini arttirmak miimkiin olsa da
blok boyutunun sinirlt olmasi islem sayisini belli bir yere
kadar arttirmaktadir ve enerji verimliligi agisindan etkin bir
protokol degildir. PoW protokolii yapist itibariyle
tamamiyla merkeziyetsiz bir sistem sunmaktadir. Bu
protokolde birkag madenci ekosistemden ayrilsa da sistem
islemeye devam etmektedir. Bununla birlikte PoW
protokolii %51 aciktir.  Koti  niyetli
madencilerin yarisindan bir fazlasina ulagmasi durumunda
sistem  manipiile Katilimcilar,
bankalarinin para tlizerindeki tekel hakkin1 kaybetmemek
icin tamamiyla merkeziyetsiz bir sistem sunan PoW
protokoliiniin tercih edilmeyecegini diisiinmektedir.

saldirisina

edilecektir. merkez

PoW’da enerji ve buna bagl olarak ortaya ¢ikan verimlilik
sorunu PoS protokolii ile ¢oziilmeye c¢aligilir. PoS
protokoliiniin temel manti§inda kullanicilarin varliklarim
stake etmeleri yatmaktadir. Kripto para birimine olan
glivenin ortadan kalkmasi durumunda kullanicilarin
stakeleri degersizlesecektir. PoS protokoliiniin etkin bir
sekilde caligmasi i¢in ekonomik bir tesvik gerekmektedir
[47]. PoS protokoliiniin PoW’a gore fiziksel maliyetleri
gorece diisiik oldugundan katilimeilarin birincil maliyeti,
odiilleri toplamak i¢in teminat olarak stake etmektir [48].
Madenci faaliyetleri gorece daha az enerji maliyetlerine
yol agtigindan PoS protokoliiniin PoW protokoliine gore
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daha verimli oldugu sdylenebilir. Fakat PoS protokoliiniin
daha ¢ok izinsiz blok zincir tiiriinde kullanilmas1 merkez
bankalarinin CBDC tasariminda kullanimini zorlagtirabilir.
Ayni zamanda PoS’un catallasma ihtimalinin olmasi
CBDC igin etkin bir protokol olmayabilir. Simiilasyon
deneylerinden elde edilen bulgulara gore [49]; PoS
protokolii PoW protokoliine gdre enerji tiiketimini
%75ten fazla azaltabilmistir. Ayni1 zamanda PoS
protokoliiniin giivenilirlik ve adalet agisindan diisiik
oldugu bulgularina ulagmistir. Karma protokol yapilariin
enerji, glivenilirlik ve adalet agisindan daha etkin oldugu
gbzlenmistir. Boylece CBDC igin de karma bir protokoliin
tercih edilmesi PoS’da ortaya ¢ikacak sorunlarin
coziilmesini saglayabilir. Katilimecilara gore verimlilik
acisindan PoS protokolii etkin bir sistem olsa da islemleri
onaylayanlarin stake miktarina gore islem onaylama
onceligini elde etmesi adaletsiz bir yap1 ortaya
koymaktadir. PoW’a goére PoS protokoliiniin alternatif
olarak ortaya ¢ikmasindaki temel unsurlardan biri ¢evreye
verdigi zarardir. PoW’un yarattig1 karbon emisyonu PoS
mekanizmas1 ile azaltilabilmektedir. Bdylece PoS
protokolii PoW’a gore daha etkin bir yap1 sunarak ¢evreye
olan etkileri bakimindan daha duyarli bir mekanizmaya
sahiptir.

CBDC tartigsmalarinda genel olarak bir merkezin onayinin
gerektigi iizerine fikir birligi olmasi nedeniyle PBFT
protokolii  sik¢a kullanilmigtir.  PBFT
protokoliiniin sik¢a kullanilmasinin bir diger sebebi ise

modellerde

verim avantaji saglamasidir. Bununla birlikte PBFT
protokolii ag iletisim yiikiiniin fazla ve sistem esnekliginin
diigiik olmasi sorunlarina sahiptir [50]. Agin iletisim
yiikiiniin fazla olmasi verimliligi
etkileyebilmektedir. Bu yiizden PoA ile kiyaslandiginda
PBFT nin iletisim giicii verimsiz kalmaktadir. Dolayisiyla
CBDC protokol tasarimlari ele alinirken iletisim giicii ag
verimliligi acisindan olduk¢a 6nemlidir. CBDC’ler iilke
iletisim yiikiiniin fazla

verimliligi

olumsuz

ekonomilerini kapsadigindan
oldugu  protokol  yapilari

etkileyebilecektir.

olumsuz

DPoS protokolii ¢ift katmanli ve esnek uzlasi saglamasi ile
PoS protokoliinden farklilagmaktadir. Dolayisiyla DPoS,
PoW ve PoS’a gore daha hizli iglem saglamaktadir [51].
DPoS’un demokratik yapisi, ag iizerinde kullanicilara

kontrol hakkina olanak taniyarak blok zincirin
verimliligini arttirmaya c¢alisir.  DPoS protokolii ag
iizerinde kullanicilara kontrol hakk:i sunabildiginden

PoW’a gore daha verimli bir ag kullanicilig1 ve madencilik
yapist sunmaktadir [52]. Ciinkii PoW protokoliinde
yalmizca  madenciler  ddiillendirildiginden,  gelirini
maksimumlagtirmak i¢in ¢abalayacaklardir dolayisiyla bu
yap1 madenciler ve para sahipleri arasinda ¢atigmaya sebep

olabilecektir. Ayni zamanda DPoS protokolii bakim
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maliyetlerini  azaltmast nedeniyle blok zincirinin
verimliligini arttirmaktadir. DPoS, PoS protokoliiniin
dezavantajli yapilarina ¢oziim getirdiginden CBDC
tasarimlarinda daha kullanigh bir yap1 sunabilir. Merkez
bankalarinin iglem hacminin yiiksek oldugu, esnek
uzlasma ve iletisim yiikiiniin hafif oldugu protokol
yapilarint CBDC tasariminda tercih etme ihtimalleri
yiiksektir. Bu yiizden CBDC’nin protokol yapisinda DPoS
benzeri bir konsensiis mekanizmasi verimliligi arttirabilir
ve bakim maliyetlerini azaltabilir.

PoA protokoliiniin izinli blok zincirlerde daha sik
kullanilmasinin sebebi mesajlagsma agia daha az ihtiyag
duymasindan kaynaklanmaktadir. Dolayisiyla mesajlasma
agmin daha hafif olmasi protokoliin performansini
arttirmaktadir [53]. PoA’nin daha diisiik haberlesme agina
ihtiya¢ duymasi ve kimlik dogrulamasi gerektirmesi izinli
blok zinciri yapilarinda verimliligi arttiracak potansiyele
sahiptir [54]. PoA ve PBFT protokollerinin dogrulama
mekanizmalarinin siurlt olmasi aglarda merkezilesme
sorununu ortaya ¢ikarabilir. Agda merkezi yapim
olugmaya baglamasi blok zinciri saldirilara daha agik hale
getirebildiginden bu yapilarin merkezilesmemesi 6nem

kazanmaktadir. PoA ve PBFT protokollerinin bu
benzerlikleri dikkate alindiginda CBDC tasarimini
saldirilara acik hale getirme potansiyelleri

barindirmaktadir. Dolayistyla etkin bir CBDC tasariminin
onemli kriterlerinden bir digeri saldirilara karsi direngli
protokol yapisinin saglanmasindan gegmektedir. Boylece
merkez bankalarinin tercih edecekleri protokol yapilart
dikkate alindiginda bu yapilarin avantaj ve dezavantajlari
hakkinda fikir sahibi olmalar1 6nemlidir. Bununla birlikte
katilimcilara gdore PoA protokoliine dahil olacak
delegelerin kimligiyle sisteme katilmasi, koti niyetli
saldirilarin Oniine gegmenin 6nemli bir unsurudur. POA
protokoliiniin bir diger avantaji ise islem sayisinin yiiksek
olmasma baglh islem maliyetlerini
azaltmasidir. Islem sayisimin yiiksek olmasi ise agda
bulunan biitiin onaylayicilar yerine otorite tarafindan
secilen onaylayicilarin  biiyiik ¢ogunlugunun islemin
dogrulugunu  kabul  etmesi  durumunda  bloga
kaydedilmesinden kaynaklanmaktadir. Iletisim siirecini
kisaltan bu uygulama islem hizini arttirmaktadir. Bu
protokoliin merkez bankas1 tarafindan kullanilmasi,
onaylayicilarin merkez bankasi tarafindan belirlenmesi

olarak birim

anlamma gelmektedir. PoA protokoliiniin en biiylik
dezavantaji ise mahremiyeti ortadan kaldirmasi ve merkezi
bir yapir statiisii sunmasidir. Merkez bankasi agisinda
bakildiginda para lizerindeki kontroliin merkezi olarak
saglanmasi i¢in PoA protokolii islevsel protokollerden
biridir.

Raft protokoliinde sunucularin lider, takipgi ve aday olmasi
ve bu yapida liderin oylama sistemine gore segilmesi PoW
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ve PoS protokollerine gore daha demokratik bir yapi
sunmaktadir. Islemlerin lider esliginde gerceklesmesi
iletisim yilikiinii azaltarak islem hizin1 arttirmaktadir.
Ancak enerji ihtiyacinin PoW’daki gibi yiiksek olmast
protokoliin 6nemli bir dezavantajidir. Bununla birlikte Raft
protokoliinde oylama sisteminin olmasi, sisteme gelecek
giincelleme ve yeniliklerde oy birliginin saglanmasi
gerektigi durumlarda karar almada olas1 gecikmeler ortaya
¢ikabilir. Bu protokoliin daha ¢gok DDT’lerde kullanilmast
ve veri giriginin tek bir merkezden yapilmasi CBDC
tasariminda mahremiyeti zedeleyebilir. Buna ek olarak veri
giriginin tek merkezden yapilmast merkez bankasin
saldirilara kars1 daha acik bir hale getirebilir.

6. SONUC (CONCLUSION)

Merkez ~ bankast  dijital  parast  tasarimlarinda
6l¢eklenebilirlik probleminin ¢dziilmesi igin genel olarak
cift katmanli yapilar ve birden fazla blok zincirinin
kullanim1 dnerilmistir. CBDC’de kullanilan protokollerin
verimliligi ise ikincil planda tutulmustur. CBDC’lerde
kullanilan protokollerin karsilagtirmali analiz sonuglarina
gore Raft protokolii ile yiliksek islem giicline ulasilsa da
enerji  kullanmmi  bakimindan  dezavantajlidir  [55].
Protokollerin verimliliginin artmasinda iletisim siirecinin
kisa olmasi o6nemlidir. PoA protokoliinde iletisimsel
siirecin kisa olmasi islem hizini arttirmaktadir. Bununla
birlikte CBDC’lerin bir merkezin kontroliinde olacag1 g6z
onilinde bulunduruldugunda PoA protokolii hem yasal bir
zemin saglamakta hem de agin genisletilebilir olmasi
nedeniyle iglem hacminin yetersiz kaldigi bir durumda
avantaj saglamaktadir. Bankalarin CBDC mimarisi
icerisindeki konumu ise PoA protokoliinde onaylayici
olarak yer almasina firsat sunmaktadir. Ayni zamanda PoA
protokoliinde bankalara yonelik tesvik sisteminin de
verimliligi olumsuz etkilemeyecek yapida olmasi
gerekmektedir. Tegvik sisteminin asimetrik olmasi agt
saldirilara  agik  hale  getirme ortaya
cikarabilmektedir. Bu yiizden sadece tek bir protokoliin
olanaklar1 iizerinden tasarlanan CBDC, verimliligi

olumsuz etkileyebilir.

ihtimalini

PoW protokoliiniin genellikle izinsiz blok zinciri aglarinda
kullanilmasi ve yiiksek islem hacmine ulagmak i¢in enerji
tiketiminin fazla olmas1 CBDC tasariminda bu protokoliin
etkin calismamasina neden olmaktadir. Bununla birlikte
etkin bir CBDC tasariminda kullanilacak protokoliin
giivenli, islem hacmi yiiksek, olgeklenebilir ve verimli
olmas1 gerekmektedir. Bu yiizden sadece bir protokoliin
olanaklarindan faydalanmak yerine hibrit protokoller
gelistirilerek olusturulacak protokoliin zayif ydnleri
giiclendirilebilir. Karsilastirmali analize gore de elde
edilen sonuglardan biri CBDC tasarimlarinda kullanilan
protokollerin gii¢lii yonleri dikkate alinarak hibrit bir
protokol olusturulabilir. Protokol yapisinin giiglii olmast
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dijital paranin etkinligini arttirarak para politikasi
baglaminda CBDC’nin kullanilabilirligini arttirabilir.
Goriildigl tizere yiliksek performansli, enerji ihtiyact
diisik ve verimli bir CBDC tasarimi i¢in protokollerin
yapist CBDC tasarimlarinda 6nemli bir unsurdur.

CBDC tasarimlarinda goz ardi edilen bir diger unsur ise
mahremiyettir. Token tabanli bir CBDC’nin tasarlanmast
durumunda bu problem ¢dziilebilir. Bununla birlikte etkin
bir CBDC tasarimi i¢in izinli bir blok zinciri daha
avantajhdir. Boylece sisteme dahil olmak isteyen herhangi
bir finansal kurulus merkez bankasinin onayi ile
katilacaktir. Izinli bir blok zincirinin kullanilmas1 aym
zamanda sistemi %51 saldirisina karsi daha direngli hale
getirebilir. Ancak bu durumda yine mahremiyet arka
planda kalacaktir. token tabanli bir CBDC
tasariminin tercih edilmesi ise kullanicilara belli bir
diizeyde mahremiyet saglamaktadir. Bu baglamda
mahremiyet, CBDC tasariminda otoritenin tercih edecegi
tasarima gore degismektedir.

Semi

Caligma kapsaminda verimlilik, blok zinciri tiirii, islem
hizi, iletisim karmasiklig1 ve enerji tiikketimi parametreleri
dikkate alinarak protokollerin karsilagtirmali
CBDC literatiiriinii kapsayacak sekilde yapilmistir. Bu
baglamda yar1 yapilandirilmis miilakat ile elde edilen
bulgular literatiirle uyumludur. Gelecek ¢alismalarda rakip
tolerans modeli, gecikme ve bant genisligi gibi
parametreler de  eklenerek  karsilagtirmali  analiz
genigletilebilir. Buna ek olarak elde edilen bulgularin
ilerleyen caligmalarda nicel olarak analiz edilmesi daha
dogru sonuglar iiretecektir. Boylece CBDC’de kullanilacak
protokollerin etkinligi, giiclii ve zayif yonleri daha detayli
analiz edilebilir.
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Ozet— Tavsiye mektubu is, staj ve egitim basvurularinda dgrenciler hakkinda genel ve 6znel bilgi saglayan yaygin olarak
kullanilan bir yontemdir. Mevcut siireglerde tavsiye mektuplarmin fiziksel olarak alici kurumlara iletilmesi veya alici
kurumlarmn ilgili merkezi sunucularina g¢evrim igi portal araciligi ile yiikklenmesi yaygin olarak tercih edilmektedir.
Fiziksel iletilen durumda belge ve dokiimanlarin kaybolmasi; ¢evrim i¢i olarak iletilen belgelerde ise merkezi sunucularin
dogas1 geregi verinin kaybolmasi, ¢alinmasi ve degistirilmesi gibi riskler mevcuttur. Bu ¢alismada mevcut siireclerde
yasanabilecek sorunlarin dniine gegilebilmesi i¢in blok zinciri tabanli akademik tavsiye mektubu modeli dnerilmektedir.
Akilli sézlesmeler kullanilarak izlenebilir, seffaf, giivenli ve merkezi olmayan yapida tasarlanan model ile birlikte mevcut
stireglerde yer alan ve kurumdan kuruma degisen farkl istek ve ihtiyaclarin standart bir is akis1 getirilerek paydaslar arasi
veri iletiminin otomatize edilmesi amaglanmaktadir. Ethereum agi1 kullanilarak tasarlanan sistemin mimari modeli, sdzde
kodlar1 ve is akig1 detayl olarak aktarilmakla birlikte paydaslarin birbirleri arasindaki bilgi akis1 sira diyagramlart ile tarif
edilmektedir. Gelistirilen sisteme ait akilli s6zlesme kodlar1 agik kaynak olarak Github iizerinden paylagilmaktadir.

Anahtar Kelimeler— blok zinciri, akademik tavsiye mektubu, ethereum, akilli s6zlesme

Blockchain Based Academic Letter of Recommendation
System Model

Abstract— Letter of recommendation is a widely used method that provides general and subjective information about
students in job, internship and education applications. In the current processes, it is widely preferred that the letters of
recommendation are physically sent to the recipient institutions or uploaded to the relevant central servers of the recipient
institutions via an online portal. There are some risks such as loss of documents when they are physically transmitted and
loss, theft and alteration of data in documents transmitted online due to the nature of central servers. In this study, a
blockchain-based academic recommendation letter model is proposed to prevent problems that may occur in current
processes. With the model designed in a traceable, transparent, secure and decentralized structure using smart contracts,
it is aimed to automate data transmission between stakeholders by bringing a standard workflow for different requests
and needs that take place in existing processes and vary from institution to institution. The architectural model, pseudo-
codes and workflow of the system designed using the Ethereum network are explained in detail, and the information flow
between the stakeholders is described with sequence diagrams. Smart contract codes of the developed system are shared
on Github as open source.
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1. GIRIS (INTRODUCTION)

Tavsiye mektubu, talep edenin kisilik 6zellikleri, ¢alisma
aliskanliklar1 ve is deneyimi hakkinda bilgi saglayan
yaygin kullanilan bir yontemdir. Tavsiye mektuplart, tipik
olarak yazildig1 kisi i¢in yaygin ve 6zel bilgiler saglar [1].
Tavsiye verenlerin bagvuru sahiplerini ¢esitli boyutlarda
tanimlamalarina olanak tanir ve kuruluslar genellikle
tavsiye yazanlardan bu bilgileri bagvuru sahiplerinin
belirli bir is veya egitim i¢in uygunluguna goére
uyarlamalarini ister [2]. Akademik tavsiye mektubu ise
bagvurulan pozisyona dair ilgili 6grencinin becerilerini,
kigisel oOzelliklerini ve yatkinligini, onu iyi taniyan
O0gretmen ve akademisyenlerin yorumlariyla beraber
yazdig1 bir referans yazisidir. Universitede okuyan lisans
veya lisansiistii  Ogrenciler ¢esitli i ve egitim
basvurularinda genellikle tavsiye mektubuna ihtiyag
duymaktadirlar. Tavsiye mektubunun ulastigt alici kurum
veya {iniversite i¢in bir¢cok bagvuru arasindan dogru adayi
secme noktasinda tavsiye mektuplarinin énemli bir rolii
bulunmaktadir. Ogrenciyi dogru ve acik bir sekilde
tanimlayan tavsiye mektubu en uygun 6grencinin en kisa
zaman igerisinde secilmesine neden olarak hem maliyet
hem de zaman tasarrufu saglamaktadir [3]. Tavsiye
mektuplart &grencilerin  mezuniyet not ortalamasi ve
alman derslerdeki basarisindan sonra uygun aday
belirleme asamasinda tiglincli Onemli faktdor olarak
tanimlanabilmektedir [4]. Adayr bagvurdugu rol igin
uygun oldugunu etkili bir sekilde ifade eden referans
mektubu, ilgili kisiyi digerleri karsisinda bir adim 6ne
¢ikaran 6nemli bir etken olmaktadir [5].

Yiiksek 6grenim Ogrencilerinin iiniversite, kamu ve 6zel
kurum bagvurularinda akademik referans mektubu siklikla
istenilen sartlardan Dbirini olusturmaktadir. Mevcut
durumda referans yazis1 iki sekilde alict kuruma
ulastirilmaktadir. Ik yontem, gecmisten gelen yaklasimi
olusturmakta olup zarf igerisinde kapali ve imzali olarak
akademisyen tarafindan ilgili 6grenciye teslim edilip daha
sonra alict kuruma fiziksel olarak ulastirilmasini
olusturmaktadir. Bu  yontem  Ozellikle internet
kullaniminin yaygin olmadigi ge¢mis donemlerde daha
¢ok kullanilmasina ragmen halen giimiiniizde de yaygin
bir sekilde tercih edilmektedir. Bir diger yontemde ise
Ogrenci, ilgili akademisyenden aldig1 gizli olmayan
belgeyi dijital ortamda ilgili aliciya e-posta olarak veya
ilgili kurumun basvuru ortaminda cevrim i¢i olarak
ileterek gergeklestirmektedir. Son yontem ise, giiniimiizde
daha cok tercih edilen sekilde, ilgili kurumun ¢evrim igi
bagvuru ortamindan akademisyen e-posta adresine
gonderilen tekil bir adres lizerinden erisilip referansin
yiliklenmesiyle tamamlanmaktadir.

Mevcut siirecte kullanilan yontemler ile akademik tavsiye
mektuplar1 tahrif edilmeye miisait olmakla birlikte yanlis
ve dogru olmayan beyan durumu bulunmaktadir. Bunun
oniine gecmek ic¢in alict kurumlar ilgili akademisyene
telefon veya e-posta ile ulasarak dogrulama saglamaktadir.
Bu yontem siirecin uzatarak zaman ve maliyet israfina
sebep olmaktadir. Ayrica fiziki olarak ulastirilan belgeler
her zaman kaybolma ihtimaliyle kars1 karsiya kalmaktadir.
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Dijital ortamda ulastirilan yazilar da merkezi sunucularda
olugabilecek bir kesintiden etkilenecektir. Tek bir hata
noktasi (Single Point of Failure) merkezi sunucularda
yasanan Onemli bir zafiyet tiiriidiir. Bu zafiyet mevcut
dijital veriye ulagmada kesinti yaganmasina ve hatta
tamamen veri kaybina neden olabilmektedir [6].

SocialTalent adli global diizeyde bir insan kaynaklari
kurumunun 1000’den fazla kurum ile birlikte yaptig1 genis
kapsamli bir anket arastirmasinda, kurumlarin %17’den
fazlasi is bagvurularinda sahte referans ile karsilastiklarini
belirtmiglerdir. Bu hileli tavsiye mektuplarinin ise
%80’den fazlasini baglangi¢ ve orta seviye pozisyonlar
icin temin edildigi bildirilmigtir. Belirli bir icret
karsiliginda istenilen tavsiye mektubunu ilgili kisi i¢in
yazan c¢evrim i¢i ortam sayist giiniimiizde hizla
artmaktadir. Tavsiye mektubunun kisiler icin is ve
akademik bagvurularda onemli bir degerlendirme araci
oldugu diisiiniildiigiinde bu is bagvuru siire¢lerine oldukga
zarar verdigi agiktir [7].

Blok zinciri teknolojisi diinya genelinde Bitcoin kripto
parasimin basaris1 ve etkisiyle adimt duyurmustur [8].
Genellikle dagitik defter olarak da tanimlanan bu teknoloji
tiimiiyle ayn1 kavrami ifade etmemektedir. Dagitik defter
birden fazla katilimcinmin ¢oklu lokasyonlarda tuttugu veri
tabani olarak tanimlanabilirken blok zinciri teknolojisini
kullanma zorunlulugu igermemektedir. Blok zinciri ise
dagitik defterin bir uygulamasi olarak bir kayit zinciri
olugturmak igin defterdeki veri bloklarin kriptografik
olarak  imzalanarak  baglanmasi  olarak  ifade
edilebilmektedir [9]. Blok zinciri birbirine giiven esash
olmayan digiimler tarafindan tutulan sadece kayit
eklenerek biiyliyen bir veri yapisidir. Blok zincirinde yer
alan diigiimler, icerisinde ¢ok sayida islem iceren sirali bir
blok kiimesi tizerinde anlagmaya varirlar [10]. Blok zinciri
agindaki her blogun 6zet degeri, ardisik olarak sonra gelen
blok tarafindan tutulmakta ve baglanti saglanmaktadir.
Boylelikle agi daha giivenli ve degistirilmeye karsi
korumali hale getirmektedir [11]. Son yillarda finanstan
egitime, enerjiden saghiga ve dijital kimlikten tarima
birgok farkli sektorde kendisine uygulama alani bulan bir
teknoloji haline gelmistir [12]. Mevcut merkezi otoritenin
disinda ve aracisiz olarak katilimcilarin giivenli bir sekilde
islem kaydimi dagitik olarak tutabilen, degistirilemez ve
dagitik bir altyapr sunmaktadir [13].

Mevcut akademik referans siirecindeki zorluklar ve
eksiklikler incelendiginde blok zinciri teknolojisi ile bu
zafiyetlerin istesinden gelebilecek giivenli, siireclerin
cevrim i¢i ortamda ilerledigi, merkezi sunucularda
tutulmayan ve tavsiye mektubu siireclerinin standart bir is
akigt ile sunuldugu akilli sdzlesme tabanli bir model
onerilmektedir. Ethereum akilli s6zlesmeleri kullanilarak
bir¢ok kurumun birbirinden farkli isleyis ile ele aldig
stireglerin ortak bir is akisina sahip olabilmesi ve seffaf bir
bigimde kayit altina alinmasi hedeflenmektedir. Bu
caligma kapsaminda ag¢ik Ethereum aginda modelin kendi
yetkilendirme ve dogrulama fonksiyonlar1 detayli olarak
tasarlandigindan ve paydaslarin kayitlarindan referans
mektuplarinin ilgili kurum tarafinda dogrulanmasina kadar
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tim siire¢ gelistirilip test edildiginden dolay1r kapsam
akademik boyut ile kisitlanmistir. Herhangi bir merkezi
otorite veya aracit olmadan tasarlanan model, paydaslar
arasinda referans mektubu siirecinin detayli olarak
anlagilabilmesi igin ilgili sira diyagramlari, sézde kod
bloklar1 ve is akisinin yer aldig: sistem mimarisi ile birlikte
anlatilmistir.  Modiiler bir bigimde tasarlanan ve
geligtirilen akademik tavsiye mektubu modeli ek
paydaslarin eklenmesiyle global &lgekte genislemeye
miisait olup diger sektorlerde de benzer is siireglerinde
kolaylikla gelistirilebilme ve kullanilabilme imkanina
sahip olabilecektir.

Makalenin devaminda literatiirde yer alan benzer
caligmalar anlatilmistir. Materyal ve metot kisminda
kullanilan teknolojiler ve takip edilen yontemler anlatilmig
olup kullanilan akilli sézlesme kodlar1 sézde kod olarak
sunulmustur. Ayrica sira diyagramlar: ve sistemin genel
mimarisi ile modelin igleyisi detayli olarak tarif edilmistir.
Bu boliim, ilgili fonksiyonlarin maliyet analizi ve tartigsma
boliimii ile sonlandirilmistir. Son boliimde sonug ve ileriye
yonelik ¢aligsmalar anlatilmistir.

2. LITERATUR ARASTIRMASI (LITERATURE
REVIEW)

Bu boliimde akademik tavsiye mektubunun blok zinciri
olmadan mevcut kullanim alanlart ve blok zinciri
yaklagimi ile yapilmig benzer ¢alismalar anlatilmaktadir.
Literatiirde blok =zinciri tabanli akademik referans
uygulamast ile ilgili ¢alismalarin ¢ok az olmasi sebebiyle
blok zinciri tabanli sertifika, dokiiman ve diploma
yonetimi gibi bizim ¢alismamiza yakin ¢aligmalarda dahil
edilmigtir.

Diinya genelinde her yil yapilan siralamalarda st
basamaklarda yer alan, ¢ok sayida basgvuru alan ve
dolayisiyla en ¢ok referans mektubu talebi ile kargilagsan
iiniversitelerden bazilarinin bu konudaki yaklagiminda ise
kendi isleyislerine gore farkliliklar bulunmaktadir [14].

MIT (Massachusetts Institute of Technology) dgrencilerin
tavsiye mektuplarin1 kendi basvuru portallarindan ¢evim
ici olarak gonderilmesini tercih etmektedir [15]. Ayrica
portal disinda belgelerin saklanabilecegi Interfolio gibi
baz1 web uygulamalarina da izin vermektedir. Interfolio,
basvurular sirasinda gonderilen bazi belgelerin firmanin
merkezi sunucularinda saklanarak birden ¢ok kuruma veya
iniversiteye tek bir yerden gonderilmesine yardimci olan
bir web uygulamasidir [16]. Cambridge Universitesinde
ise basvuru agamasinda ilgili akademisyenlerin e-posta
bilgisi verilerek tiniversitenin o kisilere gonderecegi tekil
belge yiikleme linki ile bu agama tamamlanmaktadir [17].
Stanford Universitesinde bagvurularda istenilen iki adet
referans belgesinin 6grenci tarafindan ¢evrim i¢i bagvuru
portalina eklenmesi beklenmektedir. Dosya eklenmesi
sirasina olusabilecek hatalarda ise belgelerin ilgili e-posta
adresinden de iletilebilecegi belirtilmektedir [18]. Harvard
Universitesi basvurularda kendi uygulama portalim
kullanmaktadir. Bu portal {izerinde istenilen ii¢ adet
tavsiye mektubu i¢in ilgili akademisyenlerin e-posta
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bilgisinin sisteme eklenmesi beklenmektedir. Tlgili
akademisyenlere gonderilecek baglantt adresleri ile
ogrenci hakkinda tavsiye yazisi kendi sistemleri iizerinden
eklenmektedir. Interfolio gibi harici web uygulamalarinin
kullanimma izin verilmemektedir [19]. Kaliforniya
Teknoloji Universitesi (CALTECH) ise bagvuru sistemi
lizerinden ii¢ adet tavsiye mektubu istemektedir. Bu
mektuplar dijital olarak ogrenci tarafindan
gonderilebilecegi gibi akademisyende ilgili e-posta
adresine veya fiziksel olarak posta yoluyla iiniversite ilgili
enstitii adresine gonderebilmektedir [20]. Tiirkiye’de yer
alan {iniversiteler de ise Orta Dogu Teknik Universitesi
(ODTU) basvurularda referansi iletilmek istenilen kisinin
bilgileri ilgili alanlara girildikten sonra 48 saat icinde
tavsiye yazilmak i¢in bir adet link gondermektedir.
Referans yazacak ilgili kisi bu link aracilig1 ile ¢evrim igi
olarak siiregleri tamamlamaktadir [21]. Bogazigi
Universitesinde referans mektubu almacak en az iki
kisinin adi, soyadi ve e-posta adresi bagvuru portalinda
iletilmektedir. Bagvuru 6grenci tarafindan gonderildikten
sonra, iletisim bilgileri verilen kisilere referans
mektuplarinin iletilmesi i¢in ilgili otomatik e-posta
gonderilir. Referans mektubunu yazacak olan kisiler
cevrim i¢i sistem araciligt ile referans mektubunu
ilettiginde basvuru sahibine bilgilendirme e-posta ile
yapilmaktadir [22].

Yukarida arastirilan {iniversitelerin bagvuru bilgi sistemleri
incelendiginde Ogrenme yonetim sistemlerine ek bir
modiil ile veya baska bir web tabanli yazilim ile bu
bagvurularin alindigr anlagilmigti. Mevcut akademik
O6grenme ve bagvuru siireglerinde fiziksel olarak katilim
Covid-19 pandemisi ile birlikte yerini daha ¢ok ¢evrim igi
O6grenme ve basvuru siiregleri ile degistirmistir [23].
Fiziksel olarak tavsiye mektubunun iletimi yerini daha ¢ok
dijital olarak iletilmesine birakmigtir. Bu sebeple incelenen
iiniversitelerin birgogunun da web tabanli bagvuru
portallar1 araciligr ile tavsiye mektuplarint dijital olarak
merkezi sunucularinda tuttuklart gorilmiistiir.
Universitelerde artan cevrim ici uygulamalarda birgok
Ogrenci ve akademisyen bilgilerine ek olarak bagvurular
sirasinda iletilen kisisel bilgiler ile referans mektuplart da
yer almaktadir [24]. Literatiirde tavsiye mektuplar
0zelinde merkezi sunucularda gergeklesmis kayip sayisi
ile ilgili veri bulunamamistir. Bununla birlikte referans
mektuplar1 ile birlikte diger tim egitim bilgilerinin
saklandig1 tniversite ag ve sunucularina gergeklesen
saldirilarda yildan yila bir artis oldugu ve bu durumun
diger egitim ve kisisel bilgilerin yaninda 6grencilerin gizli
referans bilgilerinin de siber tehlike altinda olabildigini
gostermektedir. BlueVoyants (2021), yaymladigi siber
saldir1 raporunda {iniversite sunucularina yapilan siber
ataklarin sayisinin 2019 ile 2020 arasinda %100 artigini
belirtmistir. Bu siber saldirilarin maliyetinin okullara
447.000 Amerikan dolar1 oldugu ifade edilmistir [25].
Tavsiye mektuplari dahil bir¢ok hassas veri barindiran bu
sunuculardaki yazililm ve ag =zafiyetleri bilgisayar
korsanlari tarafindan 6nemli bir hedef olmaya gelecekte de
devam edecegi dngoriilmektedir [26].

Tavsiye mektuplarinin yukarida bahsedilen geleneksel
yontemlerle iletilmesinin digsinda blok =zinciri tabanli
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olarak bu siirecin dogrulugunun saglanmasi iizerine
Rahman ve ark. (2021) calisma yapmustir. Ethereum blok
zinciri agmda tasarlanan bu model ile tavsiye
mektuplariin tahrif edilmesi ve yalan beyanlarin oniine
gegilebilmesi i¢in referans mektubunun sadece IPFS
temelli belge yiiklenip dogrulandigi asama blok zinciri
teknolojisi ile tasarlanmistir [27]. Marella ve Vijayan
(2020) yaptiklart ¢aligmada is basvurularinda kullanilan
belge ve dokiimanlarin degistirilmesini engellemek igin
blok zinciri tabanli Hyperledger altyapisi ile belge
dogrulama modeli gelistirmiglerdir. Basvuru esnasinda
gerekli olan biitin dokiimanlarin hash degerlerinin
konsorsiyum blok zinciri agina kaydedilmesi ve bu degeri
belgenin kendi hash degeri ile kiyaslanarak dogrulanmasi
iizerine bir sistem tasarlamislardir [28]. Kumavat (2020),
ogrencilerin aldig: sertifikalar1 blok zinciri agina aktarip
dogrulanmasinin saglanmasi lizerine bir ¢aligma yapmustir.
Gergeklestirilen modelde blok zinciri ag1 olarak Ethereum
ve dagitik dosya paylagim sistemi IPFS kullanilmistir.
Yapilan g¢alisma ile yanlis sertifika beyaninda
bulunulmasinin engellenmesi, dogru ve degistirilmemis
sertifikalarin dagitik web uygulamasi araciligr ile ilgili
kurumlarla paylasilmasi ele alimmustir [29]. Taha ve
Zakaria (2020) yaptiklart c¢aligmada is basvurularinda
O0zgecmis,  sertifika ve  tavsiye = mektuplarinin
dogrulanmasini  saglamak iizere Ethereum aginda
gelistirdikleri modelde kisilerin  bu  beyanlarinin
dogrulanmasimi amaglamiglardir. Maliyet analizi de
yapilan makalede sertifika kuruluglari, ise bagvuranlar ve
igverenler arasinda giivenli bir blok zinciri tabanli ag
kurulmasi hedeflenmistir [30]. Alabduljabbar (2021)
gergeklestirdigi ¢alismada mobil uygulama ile referans
mektubunun 6grencinin is, egitim ve staj bagvurularindaki
siireglerin kisalmasmi ve daha standardize edilmis hazir
sablon mektuplarin olugsmasini amacglamistir. Paydaslar
arasindaki  siireglerin  zaman olarak kisaltilmasini
amaglayan bu makale de gelistirilen yazilim i¢in ayrica
kullanic1 kabul testleri de yapilmis olup dnerilen model
blok zinciri teknolojisi ile gelistirilmemistir [31].

Blok zinciri ve akilli sézlesmeler kullanilarak yapilan
¢aligmalarin sayist giderek artmasina ragmen akademik
tavsiye mektubu ile ilgili literatiirde yukarida bahsedilen
az sayida caligmalarin yapildigi goriilmektedir. Bu
aragtirmalar da genel olarak dokiiman ve belge dogrulama
agirlikli olarak yapilmugtir [27-29]. Onerdigimiz modelde
belgelerin okunup dogrulandifi asamaya ek olarak fi¢
adim daha mevcuttur. Bunlar paydaslarin kaydedilmesi,
talebin iletilmesi, talebin degerlendirilmesi siiregleridir.
Akademik  tavsiye mektubu  modelinin  benzer
caligmalardan farkli olarak asagida belirtilen durumlar
iizerinden literatiire Ozgiin sekilde katki saglayacagi
hedeflenmektedir.

e  Acik erigsimli Ethereum blok zinciri aginda yer alan
Metamask vb. ciizdanlarla kimlik dogrulama
asamasmma ek olarak Onerdigimiz model kendi
dogrulama  ve islem  bazli  yetkilendirme
fonksiyonlarina sahip bulunacaktir. Paydaglarin
onerdigimiz model iizerinde yapacaklar1 her bir islem
icin Ethereum aginda tanimli olmasma ek olarak
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kendi modelimiz 6zerinde tanimli olmas1 durumunda
islemleri gergeklestirebilecektir.

e Paydaslarin modele; rollerine goére kaydedilmesi,
ogrencilerin mektup icin istek gdndermesi ve bunun
akademisyenlerce degerlendirilmesi, kurumlarin ilgili
mektuplar1 dogrulaylp okuyabilmesi asamalarinin
detayli olarak tasarimi, gelistirilmesi ve testleri
yapilarak tiim siireg boyutunda tam bir cerceve
sunulacaktir.

e Modelin tiim akilli sdzlesme kodlari agik kaynak
olarak paylasilip gelecek benzer caligmalara katki
saglayabilecektir.

Universite lisansiistii ve is basvurularinda akademik
referansin halen yaygm kullanildigi da goz Oniine
alindiginda bu calisma kapsaminda oOnerdigimiz blok
zinciri tabanli akademik referans sistemi modelinin
mevcut basvuru ve degerlendirme adimlarinda daha seffaf,
giivenli, uluslararasi 6l¢ekte genisletilebilir ve siireglerin
standardize edildigi bir ¢6ziim 6nerisi getirmektedir.

3. MATERYAL VE METOT (MATERIAL AND METHOD)
3.1. Onerilen Model Tasarimi (Proposed Model Design)

Blok zinciri tabanli akademik tavsiye mektubu sistemi
modeli Sekil 1’de gosterildigi gibi sistemi kullanan
aktorlerden, akilli so6zlesmelerden ve IPFS gibi dagitik
dosya paylasim ortamindan olusmaktadir. Egitim
boliimiinde yer alan paydaslardan tiniversiteleri ekleyen
paydas, tiniversiteler, 6grenciler ve akademisyenler birgok
iilkede ayni rollerde bulundugundan dolay:r farkli bir
iilkede Onerilen sistemin kullanilmasi herhangi bir
degisiklige neden olmayacaktir. Ozel firmalarin bagh
oldugu iist birim Tiirkiye’de TOBB iken Amerika’da U.S.
Chamber of Commerce, Almanya’da Association of
German Chambers of Commerce and Industry olarak
gecmektedir. Ozel firmalarin bagh oldugu iist meslek
odalarinin iilkeler degistiginde sadece ad1 degismekte olup
onerdigimiz model kullaniminda herhangi bir rol ve sistem
degisikligine gidilmesine sebep olmamaktadir. Kamu
kurumlarinin bagli oldugu bir st birim birgok {ilkede
mevcut olup Cumhurbaskanligi, Bagbakanlik veya
Bakanlik olarak onerilen sisteme en basta tanimlanarak
modelin uygulanmasi gerceklestirilebilmektedir. Sistemde
yer alan akademik paydaslar1 Universiteleri ekleyen
paydas, iniversiteler, akademisyenler ve &grenciler
olusturmaktadir. Referanslar 6zel ve kamu kurumlari ile
iiniversitelere gonderilebilecegi i¢in bu kisimda &zel
firmalar1 sisteme ekleyen paydas, 6zel isyerleri ile kamu
kurumlart ve kamu kurumlarini sisteme ekleme yetkisinde
olan paydas diisiiniilmiistiir. Onerilen modelin 6rnek
olarak uygulanmasi ve testleri Tirkiye veya diger
iilkelerde neredeyse higbir degisiklige gidilmeden
uygulanabilir durumdadir. Sistemin kullanacagi is
kurallarimin oldugu akilli sozlesmeler, Ethereum agina
iniversiteleri  sisteme ekleyen paydas tarafindan
yliklenecektir.  Sozlesmeler  yiikklenmesi  sirasinda
universiteleri, 6zel firmalar1 ve kamu kurumlarini sisteme
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ekleme yetkisine sahip paydaslarin blok zinciri agindaki
adresi gerekmektedir. Kayit kontratini sisteme ekleyen
paydas ayrica ag icerisinde yer alacak tiniversiteleri
adresleri ile sisteme ekleyebilecektir. Universiteler
kendilerinde c¢alisan akademisyenler ile okuyan
ogrencileri sisteme ekleme yetkisine sahip olmaktadir.
Kamu kurumlarim1 sisteme ekleyen paydas kamu
kurumlarini adresleri ile kaydedebilecek ve 6zel firmalar
ekleme yetkisini bulunduran paydas da iiye 6zel igyerlerini
sisteme yine benzersiz tekil adresler ile ekleyebilecektir.

Mevcut hali ile sadece yetkili adreslerin islem
yapabilmesine izin verilen 0zel Ethereum ag1
olusturulmas1 hedeflenmistir. Sistemin ana yapisin

olusturan akademik referans mektubu modeli ¢esitli
medya formatlarinda (Word, Excel, Jpeg, Png vb.) IPFS
agina dagitik bir sekilde kaydedilip dosyaya 6zel tekil bir
hash degeri elde edilecek ve sistemde dosyalara erisim bu
hash degeri ile yetkili kisiler tarafindan yapilabilecektir.
Takip eden boliimde sistemde yer alan paydaslarin detayli
bilgileri ve sistemdeki rollerine yer verilmistir.

3.1.1. Sistem Paydaslari (System Stakeholders)

Sistem paydaslar1 asagida yer almaktadir. Ulkeler bazinda
roller degismeksizin paydaglar {izerinde bazi isim
degisiklikleri yapilarak model kolaylikla uygulanabilir
durumdadir.

Kamu Kurumlarimi Sisteme Ekleyen Paydas: Tavsiye
mektubu modelinde kamu kurum ve kuruluslarinin
sisteme tekil adreslerinin eklenmesi roliine sahip
bulunmaktadir. Sisteme eklenen kamu birimleri
kendilerine iletilen tavsiye mektuplarina rolleri dahilinde
erisebilmektedir. Tiirkiye o6rnegi icin bu paydas T.C.
Cumhurbaskanlig olarak diisiintilebilir.

Ozel Firmalar Sisteme Ekleyen Paydas: Sistemde yer
alacak 6zel firma ve kurumlarin Ethereum agina 6nceden
belirli adresleri ile eklenmesinden sorumludur. Eklenen
firmalar kendilerine atanmis tavsiye mektuplarini
gorebilmektedir. Tiirkiye 6rnegi icin bu paydas Tirkiye
Odalar ve Borsalar Birligi (TOBB) olarak diisiiniilebilir.

Universiteleri _Sisteme _Ekleyen Paydas: Sistemde
iiniversite tanimlama yetkisine sahip olup kayit akilli
sozlesmesinde bu paydaslarin eklenmesi roliiniin sahibidir.
Kayit akilli s6zlesmesinin Ethereum agina
yiiklenmesinden sorumlu olup kontrat sahibidir. Tiirkiye
orneginde bu paydas Yiiksekdgrenim Kurumu (YOK)
olarak diisiiniilebilir.

Universiteler: Devlet veya vakif fiiniversiteleri tekil
adresleri ile sisteme tamimlanmaktadir. Sistemde
akademisyenleri ve dgrencileri kendilerine 6zel adresleri
ve bilgileri ile iiniversiteler kaydetmektir. Buna ek olarak
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kendilerine gelen tavsiye mektubunu okuma yetkisine de
sahiptir.

Ogrenciler:  Universitelerde okuyan veya mezun
ogrenciler, tiniversiteler araciligl ile tanimlandiktan sonra
tavsiye mektubu talebini, referans mektubu almak istedigi
akademisyen adres bilgisini, mektubu gondermek istedigi
6zel/kamu kurumu veya {iniversite bilgilerini ve tavsiye
mektubunu neden almak istedigine dair agiklama ile
Ethereum blok =zinciri agma ilgili talebi olusturup
gondermektedir.

Universitelerde

Akademisyenler: gorev yapan
akademisyenler, sisteme gorev yaptiklari {iiniversite

tarafindan tanimlandiktan sonra kendilerine 6grencilerden
gelen talepleri inceleme ile birlikte ilgili talebi onaylayip
reddetme roliine sahip olmaktadir. Onayladigi talep
icerisinde 6grenci hakkindaki tavsiyesini belirttigi tavsiye
dokiimani ile sistem iizerinden IPFS agina kaydederek
elde edilen ilgili hash degeri ile blok zinciri aginda ilgili
kurum veya iiniversiteye tavsiye mektubunun ulagmasini
saglamaktadir.

Ozel ve Kamu Kurumlari: Sistemde blok zinciri ve IPFS
dagitik dosya agma kaydedilen akademik tavsiye
mektubunun akisinda en son yer alan aktorlerdir. Kendi
tekil adreslerine atanan referans mektuplarina erigsmekte,
okumakta ve modelde yer alan tavsiye mektubu akigini
tamamlamaktadirlar. Ilgili 6grencinin  akademisyen
tarafindan dogrulanmis tavsiye mektubuna blok zinciri agt
tizerinden giivenli bir sekilde ulasmaktadirlar.

Tablo 1. Sistem paydaslari (System stakeholders)

Paydas Rolii

Kamu Kurumlarini
Sisteme Ekleyen Paydas

Kamu kurumu ekleme,
giincelleme ve silme

Ozel Firmalar1 Sisteme Ozel kurum ekleme,

Ekleyen Paydas giinceleme ve silme
Akademisyen / 6grenci
M . ekleme, giincelleme ve
Universite . .
silme, tavsiye mektubu
okuma
Akademisyen Tavsiye mektubu
onay/red ve olusturma
Ozel Kurulus Tavsiye mektubu

okuma

Tavsiye mektubu

Kamu Kurumu
okuma

Tavsiye mektubu talep

Ogrenci olusturma ve silme
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Sekil 1. Onerilen sistem mima

3.2. Onerilen Modelin Uygulanmasi (Implementation of the
Recommended Model)

Bu boliimde 6nerilen blok zinciri tabanli akademik tavsiye
mektubu modelinin detaylar1 anlatilmistir. ilgili model
Ganache yerel blok zinciri aginda, Remix IDE kullanilarak
Solidity akilli sbzlesme programlama dili kullanilarak
gelistirilmistir. {1gili kodlar herkese acik Github hesabinda
paylasilmistir”. Model birbirini takip eden dort asama ve
arka planda ¢ akilli sodzlesmeden olusmaktadir.
Paydaslarin roliine gore sisteme eklenmesi (Kayit
Kontrat1), 6grencilerin ilgili tavsiye mektubu isteklerini
belirledikleri ve model iizerinde tanimli akademisyenlere
gondermesi (Talep Kontrati), akademisyenlerin ilgili talebi
onay veya reddetmesi (Talep Kontrati), ilgili referans
mektubunun son olarak referans isteyen kurum tarafindan
dogrulanip okunmasi (Talep Okuma Kontrati). Bu
sozlesmeler agsagida detaylar ile birlikte anlatilmistir.

3.2.1. Kayit Akilli S6zlesmesi (Registration Smart Contract)

Sistemin sahibi tarafindan yiiklenen kayit akilli szlesmesi
ile modelde yer alan paydaslar blok zinciri agina
kaydedilmektedir. Her bir paydas tekil adres degerine
sahiptir. S6zlesmenin yliklenmesi esnasinda tiniversiteleri,
kamu kurumlarin1 ve 6zel firmalar1 ekleyen paydaslarin
adresleri tanimlanmistir. S6zlesme yiiklendikten sonra
ilgili ig akiglar1 aracilig1 ile akademik tarafta tiniversiteler,
akademisyenler ve o&grenciler sisteme eklenmektedir.
Tavsiye mektuplarinin ulasacagi 6zel ve kamu kuruluglart
da yine bu sozlesme ile ilgili yetki hiyerarsisine gore aga

* https://github.com/fucyier/referenceletter

risi (Recommended system architecture)

eklenir Ethereum aginin dogasi geregi yiiklenen akill
sozlesmelerdeki is akis1 ve mantik degistirilememektedir.

soézde Kod 1: Ogrenci Kayit

Girdi: Ogrenci adresi (adres), ad, soyad, balim,

liniversite

1 if Metodu cagiran adres Universite then

2 if Ogrenci bilgisi daha dnce kayith degil then

3 ogrencilistesi[adres].durum <- true

4 ogrencilistesi[adres].ad ¢ ad

5 ogrencilistesi[adres].soyad < soyad

6 ogrencilistesi[adres].universite € universite

7 ogrencilistesi[adres].bolum < bolum

8 else

9 Ogrenci zaten kayithdir uyarisi

10 end

11 Else

12 Sadece Universite bu islemi yapmaya yetkilidir
uyarisi

13 end

Sekil 2. Ogrenci kayit sézde kodu (Student registration
pseudocode)

Sekil 2°de yer alan sdzde kod ile 6grenci kayit asamalari
detayl1 bir sekilde anlatilmaktadir. Ogrenci kaydina yetkili
olan birim blok zinciri agina tniversite olarak kayit
edilmis olan paydastir. Ogrenci akilli sézlesme ile daha
once aga kayith ise bu adreste dgrenci bilgisi kayithidir
uyarist akilli soézlesmeden hata olarak doénmektedir.
Ogrencinin  bu sdzlesme listesinde olmadigi yeni
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kayitlarda ise ad1, soyadi, boliimii ve tiniversite bilgileri ile
Ogrencinin tekil adresi aga eklenmektedir.

Ozel kurum ve iiniversite kaydi islemi kamu kurumu kaydi
islemine benzedigi icin yer verilmemistir. Ozel kurumda
kayit yapma yetkisine 6zel firmalar1 sisteme ekleyen
paydas sahip iken iniversite kaydinda iniversiteleri
sisteme ekleyen ana paydas olarak belirlenmistir. Diger
islemlerde oldugu gibi daha Once yeni eklenecek
adreslerin sistemde olup olmadigi kontrolii yapilmakta ve
olmadigr durumda yeni kayit blok zinciri agma
eklenebilmektedir. Akademisyen, Ogrenci, 6zel kurum ve
kamu kurumu yeni kayitlarina ek olarak bu paydaslar
sisteme ekleme yetkisine sahip paydaglar tarafindan
mevcut bilgilerinde gilincelleme yapilabilecektir. Ayrica
yetkisi olan paydaglar tarafindan ilgili kayitlar pasif
duruma c¢ekilebilecektir.

Sekil 3’te kayit sdzlesmesinde yer alan kayit adimlari sira
diyagraminda detayli bir sekilde tarif edilmistir. Sistemde
yer alan tim paydaglar tekil blok zinciri adresi ile aga
eklenerek ilgili islemleri yetkisi dahilinde yapabilecektir.
Ayrica her bir iglemden sonra ilgili paydaslara Solidity
programlama dilinde yer alan olay metodu ile
bilgilendirme saglanacaktir.

3.2.2. Referans Talep Akilli Sozlesmesi (Reference Request
Smart Contract)

Modelin ana bilesenin olusturan akademik tavsiye
mektubunun Ogrenciler tarafindan siire¢ igerisine dahil
edildigi ve ilgili firma, kamu kurulusu veya iiniversiteye
gonderilme agamasindan olusmaktadir. Kayit kontratina
bagimli oldugu igin yiikleme esnasinda yapici metodu
kayit akilli sozlesmesinin adres degerine gereksinim
duymaktadir.

Sekil 6°da mevcut modelde yer alan 6grenci, akademisyen
ve alic1 kurumlarin birbiri ile etkilesimi genel hatlariyla
gosterilmigtir. Ogrenci, web tabanli merkeziyetsiz
(DApps) 6nyiiz uygulamasindan tavsiye mektubunu ilgili
akilli sozlesme araciligi ile akademisyen ve alici adres
bilgilerini ekledikten sonra blok zinciri agina kaydederek
tavsiye mektubunun akisini baslatmig olmaktadir.

Akademisyenler  kendilerine  goénderilen  tavsiye
mektuplarini onayladiktan ve tavsiye yazisi eklendikten
sonra gonderilmek istenen ilgili kurum veya {liniversiteye
iletilmektedir. Her islem sonrasinda ilgili paydaslara bilgi
mesajlar1 gitmektedir.

Tavsive Mektubu Talebi Olustur veya Sil

Ogrencinin referans mektubu Sekil 4’te yer alan sdzde
kodda gosterildigi gibi sadece 6grenci tarafindan sisteme
eklenebilmektedir. Ogrenci disinda bir adresten bu metot
cagirildiginda yetki hatast almaktadir. Talep edilen
akademisyen ve alic1 kurum adresi sitemde tanimli olarak
bulunan ilgili adres listelerinde yoksa uygulama hata
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donerek islemi iptal edecektir. Dogru tanimlanmis adresler
girildiginde talep edilen referans blok =zinciri agina
eklenecektir. Ogrenci tarafindan olusturulmus talepler,
talebi olusturan Ogrenci tarafindan eger akademisyen
tarafindan  siireci  baslatilmamis  ise  sistemden
silinebilmektedir.

Tavsive Mektubu Talebi Okuma ve Degerlendirme

Ogrenci tarafinda talebi olusturulan referans mektubu
ilgili akademisyene atanmaktadir. Siire¢ isleyisinin bu
asamadan sonrasi akademisyen tarafinda gerceklestirilip
ilerlemesi saglanmaktadir. {lgili referans talebinin hangi

ogrenciden geldigini talep gerekcesi ile birlikte
akademisyen okumaktadir. Daha sonraki asamada
akademisyen bu talebi kabul edebilmekte veya

reddedebilmektedir. Kabul edilen talepler bir sonraki
stirece ilerleyip Ogrenciye bilgi mesaj1 iletilmektedir.
Reddedilen taleplerde ise ret gerekgesi ile birlikte
Ogrenciye mesaj gidecektir. Ret alan talepler igin siireg
kapanmis olmakla birlikte kabul edilenler siirece devam
edebilecektir.

Sozde Kod 2: Tavsiye Mektubu Talebi Olustur

Girdi: Akademisyen adresi (akademisyenAdres), alici
adresi (aliciAdres), referansNotu, mektup No
(letterld)

mektupListesi: Akilli sdzlesmede tavsiye
mektuplarinin tutuldugu mapping tipinde dizidir
Mektup: Tavsiye mektubu objesidir

Belge: IPFS hash bilgisi ve belgenin gorilme zamanim
tutan objedir

Durum: Mektup asamalanm tutan enum tipli
nesnedir.

1 if Metodu cagiran adres Ogrenci then

2 if Akademisyen adresi agda kayith then
3 if Alici adresi agda kayith then
4 letterld & letterld + 1;
5 mektupListesi [letterlD] ¢
Mektup(msg.sender,
akademisyenAdres, aliciAdres,
referansNotu, Durum.Created,
Belge(0,block.timestamp,0));
6 Kayit Tamamland Bilgilendirmesi
7 else
8 Alict kayith degildir uyarisi
9 end
10 else
11 Akademisyen kayith degildir uyansi
12 end
13 else
14 Sadece Ogrenci bu islemi yapmaya yetkilidir
uyarisi
15 end

Sekil 4. Tavsiye mektubu talep olusturma sdzde kodu
(Recommendation request generation pseudocode)
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Sekil 3. Paydaglarin kayit siireglerine ait sira diyagrami (Sequence diagram of stakeholder registration processes)

Tavsive Mektubu Ekleme

Akademisyen olumlu degerlendirdigi talep ile ilgili
tavsiye mektubu yazip belirli bir medya tipinde blok
zinciri tabanli dagitik web uygulamasi tizerinden IPFS
agina kaydederek hash degeri elde eder. Sadece
akademisyen tarafindan gagirilan tavsiye mektubu ekleme
fonksiyonu yetkili olmayan agdaki baska bir paydas
tarafinda eklenildiginde uyar1 mesaji donecektir. IPFS’ten
alman hash degeri, yazilma zamani ve yeni siire¢ durumu
ile birlikte mektup nesnesinin ilgili  6zellikleri
atanmaktadir. Eklenilecek belge blok zinciri aginda
tutulmadigt dagitik IPFS sunucularinda tutuldugu igin
sadece belgenin sabit uzunluktaki hash degeri blok zinciri
agindaki mektup nesnesinde tutulacaktir. Bu nedenle
eklenecek belgelerin boyutunun olusacak islem maliyetine
bir etkisi olmayacaktir.

3.2.3. Referans Okuma Akilli Sézlesmesi (Reference Reading
Smart Contract)

Kayit kontratina ve referans talep akilli soézlesmesine
bagimli oldugu i¢in yiiklenme esnasinda yapict metoduna
bu akilli sozlesmelerinin hash degerlerine gereksinim
duymaktadir. Ogrenciler tarafindan talep edilen ve
akademisyenler tarafindan blok zinciri agina yiiklenen
tavsiye mektuplarn ilgili kuruma veya iiniversiteye
gonderilmektedir. Referans okuma sézlesmesi kurumlara
gonderilen referanslarin okunmasi ve durumunun okundu
olarak giincellenmesinden sorumlu olmaktadir. Okundu
durumuna getirilen referans mektuplari ile birlikte ilgili
stire¢ tamamlanmaktadir. Sekil 5’te yer alan sézde kodda
gorildiigii gibi tavsiye mektubu okuma metodu sadece
alict kurum tarafindan ¢agirilabilmektedir. Tavsiye

mektubunun gonderilecegi 6grenci tarafindan belirlenmis
alict kurum adresinden bagka bir adres ilgili referans
mektubunu gérememektedir.

Bagka bir adres metodu ¢agirdiginda yetki uyari mesaji
donerek islemi iptal edecektir. Mektubun atandigi dogru
kurum tarafindan g¢agirilan metot igerisinde mektubun
goriilme tarihi ve goriildii durumu giincellenmektedir.
Hash degeri ile DApps iizerinden IPFS’te yer alan ilgili
tavsiye mektubu yiiklenen formatta indirilebilecektir.
Sekil 7’de talep ile ilgili metotlarin siirecteki akisi
gosterilmektedir.

Stzde Kod 3: Tavsiye Mektubu Okuma

Girdi: Mektup No (letterld)

mektuplistesi: Akill sézlesmede tavsiye mektuplarinin
tutuldugu mapping tipinde dizidir.

belge: IPFS hash bilgisi ve belgenin yazilma zamanini tutan
objedir.

durum: Tavsiye mektubunun stregteki durumunu belirten
enum tipli nesnedir. Created, TeacherAdmitted,
TeacherRejected, TeacherCompleted, SeenByRecipient
degerlerini alabilir.

1 if Metodu ¢cagiran adres Alici Kurum then

2 if Mektup akademisyen tarafindan TAMAMLANDI
durumunda then
3 mektuplistesi

[letteriD].belge.gorulmeTarih <
block.timestamp;

4 mektuplistesi [letterlD].durum £
status.SeenByRecipient;

5 else

6 Mektup durumu sadece TAMAMLANDI belgelerle
islem yapilabilir uyarisi

7 end

8 else

9 Sadece Alict Kurum bu islemi yapmaya yetkilidir uyarisi

10 end

Sekil 5. Tavsiye mektubu okuma s6zde kodu
(Letter of recommendation reading pseudocode)
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Akademisyen

Akademisyen uygulama iizerinden
kendisine gelen talebi gdrerek bunu onaylayip
referans mektubu
olugturabilir veya reddedebilir

DAppS

Ofrenci

Ogrenci uygulama iizerinden ilgili
akademisyen ve kurum adresi
ile referans mektubu talebini olugturur
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Ozel Kurulug Kamu kurulugu  Universite

Kurumlar kendilerine ulagan akademik referanslan
uygulama iizerinden IPFS aracilig ile
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Sekil 6. Referans mektubu talebi siire¢ mimarisi (Reference letter request process architecture)

Tavsiye mektubu modeline ait tim siiregler Sekil 6
iizerinde sistemde yer alabilecek tiim paydaslar ile birlikte
gosterilmistir. Tavsiye mektubu siirecinde sisteme yetkili
paydaslar tarafindan 6grenciler, akademisyenler, kamu ve
ozel kurumlar eklenmektedir. Tanimlar yapildiktan sonra
ogrenciler tarafindan secilen akademisyene iletilen tavsiye
mektubu akademisyenlerce degerlendirilmektedir. Bu

asamada IPFS dagitik dosya paylasim sistemine tavsiye
mektubunun dokiiman hali eklenir ve hash bilgisi blok
zincirinde ilgili yap1 nesnesine atanir. Onaylanan mektup
ogrenciler tarafindan ilk adimda secilmis kurumlara
gitmektedir. Kurumlar kendilerine gelen referans
mektubunu okuyarak siireci tamamlamis olmaktadir.

Referans Talep
Akilli Sozlegmesi

Referans Okuma
Akalli Sozlegmesi

(Gzel Kuruluglar

| Universiteler ‘ IPFS

Akedemisven

inewLetterProposal() ile!
: yeni talep clugturulur |

]

P —

! letterFirstEvaluate() ile

H gelen talep okunur H

i letterAcceptorReject() ile |

i gelen talep olumlu veya
olumsuz degerlendirilir

addLetter() ile olumlu dederlendirilen
o talebe referans yazilip eklenig

+amu Kuruluglarl

| Belge IPF5 dagitik
| agina eklenir

Gzel Kuruma
Giden Referans
—

i letterSeenByCompany(}ile

t  firmalar tarafindan nI(IJE' ur

referans mektubu

: ilgili referans |
¢ IPFS azerinden okuriur

Resmi Kuruma
Giden Referans

i resmi kurumlar tarafindan ckunur

letterSeenByCompany() ile
referans mektubu

ilgili referans H
IPFS uizerinden okunuf

Resmi Kuruma
Giden Referans
EEEEE———

i_resmi kurumlar tarafindan okunur

letter SeenByUniversity() ile
referans mektubis

ilgili referans H
{IPFS tizerinden okunur

Sekil 7. Paydaglar arasindaki tavsiye mektubunun siireclerine ait sira diyagrami
(Sequence diagram of processes of the letter of recommendation among stakeholders)
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4. ARASTIRMA SONUCLARI VE TARTISMA
(RESEARCH RESULTS AND DISCUSSION)

4.1. Model Testi (Model Test)

Onceki boliimlerde modeli ve isleyisi tarif edilen
akademik referans mektubu sisteminin bu bdliimde yerel
blok zinciri aginda test senaryolari c¢aligtirilmistir.
Ogrencinin talebiyle baslayan siirecte ilgili alic1 tarafindan
mektubun goriilmesiyle tamamlanan is akis1 Remix IDE
kullanilarak test edilmistir. Remix gelistirme ortami akilli
sozlesmeler ile kodlarin yazilmasini ve test edilebilmesini
saglayan web tabanli gelistirme ortammudir [32]. Test
asamalari akill1 s6zlesme temel alinarak {i¢ farkli asamada
incelenmistir. Bunlar sirasiyla kayit islemleri, talep
islemleri ve mektup okuma iglemidir. Tablo 2°de testler
sirasinda paydasglarin kullandigi adresler gosterilmektedir.

Tablo 2. Paydaslarin 6rnek ethereum adresleri (Stakeholders’
sample ethereum addresses)

Paydas Ethereum Adresi
Universiteleri 0x019e4e6CFd589b2401F6F131
Sisteme Ekleyen | 38D575a0B9292C46
Paydas

Ozel Firmalart

0x7A01F6027652c37C3f9C402

Sisteme Ekleyen | AS8E34e¢00611A481d
Paydas
Kamu 0xE4f03dc6b6F7db945f1cbbD74
Kurumlarini 28587D9B282A380
Sisteme Ekleyen
Paydas
A Universitesi 0x5F70de7C808004Eb09aE74a3
A4C61CCf446C8F11
XYZ Firmast 0x527682F97D19796921133616
38897d3146bHEE9
Akademisyen 0xFF17a8C06{f26ea93F777f555f
7936eEAAS54c825
Ogrenci 0x98ce595B0FcF1D8100DC9Dc

EDD460f6cD70A3F3A

4.1.1. Kayit Islemleri (Registration Processes)

Kayit kontrati Ethereum agma yiiklenirken yapici
smifinda sistemi kullanacak olan 6grenci, akademisyen ve
kurumlar1 yiikleyecek olan ana paydaslarin adreslerini
almaktadir. Bu paydaglar sisteme ylikleme iznine sahip
olan role sahip kimse bulunmadigindan bu adresler
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sisteme bastan yiliklenmektedir. Kontrat yiiklendikten
sonra paydaslar, kendilerine ait olan roliin iznine gore
ogrenci, kurum, dniversite gibi yeni paydaslar
eklemektedir.

Universite kaydi tamamlandiktan sonra akademisyen ve
6grenci kayit yetkisi tiniversitelerde oldugu i¢in ilgili adres
tizerinden yapilmak zorundadir. Sekil 8’de akademisyene
ait bilgiler ile blok zinciri agina yazilmaktadir.

registerTeacher

=z | OxFF1733C06ff26ea03F77

THSEEfTO36eEAASACERS

name: | Selouk

it: | BOTE

Sekil 8. Akademisyen kayit iglemi
(Academician registration process)

Sekil 9’da goriildiigii gibi akademisyen ilgili iiniversite
tarafindan aga eklenmistir. Ekleyen adres tabloda verilen
iiniversite ve akademisyen adresi ile eslesmektedir. Benzer
sekilde 6grenciler iiniversite tarafindan, 6zel kurumlar ve
kamu kurumlar1 ilgili paydaglar tarafindan aga basar ile
eklenmistir.

o [block:8 txIndex:®] from: 8x5F7...C8F11 to: Registration.registerTeacher(address,
status true Transaction mined and execution succeed
e Gt bxeaF 13 3445ebsa0a3306 sasepsasE2c 2RSSRt

from Bx5F 78de7CBRRRAAEDAYAE 7423006 1CCFAAGCRF LY ([0

ss,string, string,s

input

decoded input
"8xFF17a8CR6FF26e

Sekil 9. Basarili akademisyen kayit islemi
(Successful academic registration process)

4.1.2. Tavsiye Mektubu Talep Islemleri

Tavsiye mektubunun talep edildikten ilgili alic1 kuruma
gonderilme siirecine kadar olan kismi referans talep akilli
sozlesmesi tarafindan kontrol edilmektedir. ilgili akilli
sozlesme kayit akilli s6zlesmesinin Ethereum agindaki
adresi ile aga yiiklenmistir. Aga yiiklendikten sonra
stirecin ilk basamagin1 olusturan 6grenci mektup talebinde
bulunmustur. Blok zinciri agina daha dnce kayit kontrati
ile kaydedilmis olan ve modelde yer alan akademisyen
adresi ile birlikte alict kurum veya {iniversite adresi
referans mektubu talebini yapma gerekgesiyle ilgili
metodu Sekil 10°da ¢agirmistir.
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newletterProposal
_teacherAddress: | 0xFF17a8C0626ead3FTTTiS55(T036e2AAS4CE25

s Ox527082F9701979692113361638897d31460f0EED

Sekil 10. Yeni talep olusturma iglemi
(New request creation process)

n: | I bagvurusu icin talep ediyorum

Modelde kay1t edilmis bir 6grenci dogru bir akademisyen
ve alict kurum adresi ile talep gerceklestirdiginde Sekil
11°deki gibi basarili islem bilgi mesajini almstir.

@  [block:1l txIndex:@] from: @x28c...A3F3A to: LetterProposal.newletterPropossl(address,address,string) 2xg:

status true

input exfed...eoem [0

decoded input

P D

Sekil 11. Basarili talep olusturma islemi
(Successful request creation process)

Olusturulan talep akademisyen tarafindan okunmamasi
sart1 ile sistem ilizerinden silinebilecektir. Boylelikle yanlis
olusturulan taleplerin akademisyende kalmasi engellenmis
olacaktir. Talep olusturma islemi tamamlandiktan sonra
ilgili akademisyene gelen referans mektubu istegi ilk
olarak degerlendirme asamasina ulagmistir. Bu asamada
sadece gelen talebin kimden ve ne sebeple geldigi ilgili
akademisyen  tarafindan  okunmustur. Bu  ilk
degerlendirme siirecinden sonra gelen istegi olumlu veya
olumsuz degerlendirme siireci Sekil 12’de yer almaktadir.
Modelin otomatik olarak olusturdugu tekil mektup
numarast ile birlikte akademisyen bu talebi olumlu
degerlendirip bir sonraki asamaya gonderebilmek ile
birlikte gerekgesiyle birlikte reddedip siireci bu basamakta
sonlandirma yetkisine sahip bulunmaktadir.

letterAcceptOrReject
teerD: | 9103316751919049137440300624715019571420079539833532343220¢
accepted: | true

gjectReason: | string

Sekil 12. Tavsiye mektubu onaylama veya reddetme
Islemi (Recommendation approval or rejection process)

Yukaridaki gorselde akademisyen talebi olumlu olarak
onaylamig ve bir sonraki siirece ge¢cmesini saglamistir.
Sekil 13’de basarili bir onay isleminin gergeklestigi
gOriilmistiir.
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@ [block:14 txndex rReject (uint256,bool,string) Bx91D. ..E
status

t

tian hash coofresebassaciciobeafd7 0

86 262303F777F555F79362EANSACHS (D

255, bool, string) 8x910D5b4b3FBCA91595880457021012

decoded input

Sekil 13. Tavsiye mektubu talebi onaylama iglemi
(Letter of recommendation request approval process)

Mektubun akademisyen tarafindan yapilacak son iglemini
ilgili Ogrencinin talebine istinaden referans mektubu
eklenmesi islemi olusturmaktadir. Daha Once modelin
olusturdugu tekil mektup numarasi ile IPFS sistemine
yiiklenen referans dokiimani sonrasinda alinan hash degeri
ile birlikte akilli s6zlesme aracilig ile blok zinciri agina
referans talebine ait adres ile eklenmistir. Tavsiye mektubu
ile ilgili verdigi belgeyi degistirmek isteyen akademisyen
bu islemi yeni yiiklenilen belge numarasi ile gonderilen
firma veya kurum mektubu okumamasi sart1 ile
yapabilecektir.

Talep kontratina ait islemler akademisyenin IPFS’ten
tiretilen mektup belge numarasimin eklemesiyle sonlanmis
ve alict kuruma ilgili mesaj uyarisi ulasarak siirecin bir
sonraki asamast olan alici kurumun tavsiye mektubunu
okuma agamasina ge¢cmistir.

4.1.3. Tavsiye Mektubu Okuma Islemi

Akademik tavsiye mektubu modelinin son agamasini ilgili
alict kurumun referans mektubunu okudugu asama
olusturmaktadir. Mektubun 6grenci tarafindan ilk asgamada
tamimlandig1 alici kurum veya tniversiteler bu islemi
yapmaya Yyetkilidirler. Talep okuma kontrati iizerinden
alic1 kurum kendisine gonderilen referans mektubunu ilgili
tekil numarasi ile okuma islemini gergeklestirmistir.

Yetkili ve mektubun gonderildigi alict kurum tarafindan
islem gergeklestirildiginde basarili islem gerceklestirilmis
ve IPFS araciligi ilgili dokiiman yiiklenmis ve
okunmustur. Tavsiye mektubu bu asama ile birlikte ilgili
referans talebi igin sona ermistir. Blok zincirin dogasi
geregi bu talep akademisyen ve alici kurum tarafinda her
zaman goriilebilecek ve belli bir son tarihe sahip
olmayacaktir.

4.1.4. Islemlerin Performans Analizi (Performance Analysis of
Process)

Bu bolimde modelde kullanilan akilli sézlesmelerde yer
alan fonksiyonlarin islem bazinda gas maliyetleri
incelenmigtir. Ethereum blok zinciri aginda gas adi ile
bilinen dahili 6l¢iim degiskenleri mevcuttur. Gas maliyeti
blok zinciri lizerinde gergeklestirilen islemlerde algoritmik
olarak tamimlanmig yiiriitme maliyeti olarak ifade
edilmektedir. Akilli sézlesmelerde yer alan Islemlerde
algoritmik karmasiklik ne kadar fazla ise gas maliyeti de o
kadar yiiksek olmaktadir [33]. Diger bir ifede ile Ethereum
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agindaki islemi gerceklestirebilmek icin madenci
tarafindan tahsil edilecek kripto para birimi miktarini
6lgen birimdir [34].

Testlerde Ganache blok zinciri kullanilmustir. Ganache 10
farklt hesap ve 100 birim ether ile gelmekte olup islemler
icin agda hizli bir sekilde bloklar olusturarak uzun
bekleme siiresine gerek birakmamustir [35].  Yerel
Ganache sunucusunda gas birim fiyat1 20 Gwei olarak
almmugtir. Ethereum fiyatlar1 degiskenlik gosterdiginden
12.07.2022 tarihi itibari ile doéviz kuru bilgilerine gore
giincel durum Ethereum Gas Station sitesi iizerinden
alinmigtir [36]. Sekil 14’te yer alan iglem maliyetleri
testler sirasinda Remix IDE tarafindan c¢ikti olarak
sunulmugtur. Alinan bu maliyet degerleri Gwei cinsinden
olup dnce Ether degerine ¢evrilmis ve daha sonra doviz
kurlar1 ile gerekli ¢evirmeler yapilmis olup Tiirk lirasi
degerleri bulunmus ve Tablo 3’te gosterilmistir. Bazi
islemler algoritmik karmasikliklarindan dolayr daha
yiiksek maliyetli ¢ikmugtir. Ilgili maliyet iicretlerinin
sahipleri her bir islem i¢in belirtilmistir.

Tablo 3’te goriildiigii tizere, bir referans siirecinde yer alan
tim islemlerin bastan sona 12.07.2022 tarihli kripto ve
doviz kurlart ile hesaplama yapildiginda yaklagik 17 Tirk
liras1 (TL) gibi bir toplam tutar olustugu goriilmiistiir.

Tablo 4’te calismamizda Onerilen ¢oziim diger
literatiirdeki benzer modeller ile karsilastiriimaktadir.
Tabloda yer alan {iniversitelerde hali hazirda kullanilan
akademik referans mektubu iletimi merkezi sunucular
iizerinde yapildig1 igin blok zinciri, akilli s6zlesme ve
izlenebilirlik gibi avantajlara sahip bulunmamaktadir.
Blok zinciri ile gelistirilen modellerin bazilarinda dagitik
belge saklama ortam1 kullanilmadigi, bazilarinda
stireclerde yer alan iglemlere ait maliyet analizi
gerceklestirilmedigi  goriilmektedir. Blok zinciri ile
tasarlanan modeller izlenebilirlik, akilli s6zlesme ve
merkeziyetsizlik 6zelliklerine sahip bulunmaktadir [37].

Talep islem Maliyetleri

Referans Mektubu Oku - NN 138264

Referans Mektubu Ekle [N 24094

Talep Onayla Reddet [N 54834

islemler

Takp Degerlendirme [ 37055

Veni Referans Tolebi - [ 195150

100000 150000
Gas Maliyet

0 50000 200000 250000
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Onerdigimiz ¢dziim blok zinciri, akilli sozlesme ve
izlenebilirlik 6zelliginin yani sira maliyet analizi ve acik
kaynak kodlu olarak paylagilmasi ile 6ne ¢ikmaktadir.

Tablo 3. Islem bazinda ethereum islem maliyetleri
(Ethereum transaction costs by transaction)

Ethereum Maliyet
Islem Adi Islem Maliyeti Sahibi
(TL)
Kamu
Kurumu
Kurum Kayit 1.30 Kaydeden
Paydas
Akademisyen 3.04 Universite
Kayit
Ogrenci Kayit 2.68 Universite
Kamu
. Kurumu
Firma Kayit 2.14 Kaydeden
Paydas
Yeni Referans Ogrenci
Talebi 365
Talep Akademisyen
< . 0.69
Degerlendirme
Talep Onayla 1.02 Akademisyen
Reddet ’
Referans 0.82 Akademisyen
Mektubu Ekle ’
Referans 758 Universite
Mektubu Oku ’ veya Firma
Kayrt Islemleri

islem|er

-
Oniversite Kayit _ 69818

0 40000 80000
Gas Maliyet

120000

160000

Sekil 14. Gas islem maliyetleri (Gas transaction costs)
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Tablo 4. Onerilen ¢oziimiin benzer ¢alismalar ile karsilastirilmasi (Comparison of proposed solution with similar studies)
s Y Lo o § § 3 S
- > = = =2 S
) T|E |8 |¥ |= |2 |z5|25| 52| 28|52 &
Ozellik E | g = S = N SQ| =22 =8| =2 &EJ| s
= z = = a 5o EY| 5| Eo| =8| 5| ®A
212 |g |2 |8 |o |% |4 5552|5258
Z S | & SE|SE| N
> N| <
Blok zinciri X | X | X | X | X [ x| x| |~ V| X v
Akillt
Sézlesme X | X X X X X X v v v V X Nl

Dagitik Dosya
Kayit

Maliyet

Analizi X | X X X X X

[zlenebilirlik X X X X X X

Merkezi

Sunucu

olmayan X X X X X X

Acik  Kaynak
Kodlu

Kimlik

yetkilendirme

dogrulama ve | 4 N N X N, N

4.2. Tartisma (Discussion)

Caligma kapsaminda Onerilen modelimizde akademik
tavsiye mektubu sistemi blok zinciri tabanli olarak dagitik,
izlenebilir ve degistirilemez yapida gelistirilmistir. Biitiin
is kurallarinin  Ethereum blok zinciri agma akillt
sozlesmeler tarafindan ¢alisacak sekilde yiiklendigi sistem
bastan sona kadar drnek bir senaryo ile test edilmis ve
dogrulanmigtir. Maliyet analizi de gerceklestirilmis ve
Tablo 3’te goriildiigli ilizere toplam maliyetin oldukga
diisiik oldugu goriilmistiir. Tavsiye mektubu basina olusan
maliyetin diisiik oldugu belirtilmis olsa da bir 6grencinin
talep edecegi birden ¢ok sayida tavsiye mektubu ile birlikte
kendisine ¢ikacak olan maliyetinde az bir artig olacagi
gergektir. Ayn1 durum akademisyen ve sistemi kullanan
diger paydaslar icin de gecerlidir. Belirli asamalarda bazi
kamusal tesvikler ile bu dezavantajli goriilebilecek
durumun, blok zincirinin sagladigi giivenli ve seffaf altyap1
ile sundugu avantajlarinin daha baskin olacagi ve sistemin
yaygin olarak kullanilmasinda olumsuz bir durum
olusturmayacag diisliniilmektedir.

Onerdigimiz modelde yer alan paydaslar, islemlerini blok
zinciri teknolojisinin de sundugu avantajlar ile giivenli ve
merkeziyetsiz olarak gerceklestirebilmektedir. Referans
talep eden tiiniversiteler, kamu ve 6zel kurumlar arasinda
literatiir boliimiinde de deginildigi lizere referans mektubu
stireclerinde ortak kabul gdormiis standart bir isleyisin
olmadig1 goriilmistiir. Gliniimiizde halen pek ¢ok is, egitim
ve staj basvurularinda referans mektubu talep edildigi

diistintildiigiinde 6nerdigimiz modelin global 6lcekte
mevcut farkli agsamalar1 standart bir hale getirebilecegi
ongorillmektedir. Bu sebeple gelistirdigimiz ¢alisma
akademik referans mektubu siire¢lerini iyilestirmektedir.

Blok zincirin sundugu global dlgekte dagitik veri tabani ile
merkezi sunucularda yasanabilecek kesintilerin ve veri
kayiplarinin 6niine gegme imkani saglayacaktir. Akademik
6lgekte ele alinmig kapsamda incelenen ¢aligma akademik
olmayan alanlarda ve kiiresel dlgekte de biiyiitiilebilme ve
uygulanabilme imkanina sahiptir. Kodlarin1 agik kaynak
olarak sundugumuz ¢alismay1 kullanmak isteyen her iilke
kendi 6zel ve kamu kurumlarimin sisteme eklenme
hiyerargisine gore akilli sozlesmeleri kendi is
gereksinimlerine gore giincelleyerek sistemi kolaylikla
kullanabilecektir.

Onerilen sistem akademik tavsiye mektubu asamalarini
Ogrenci talebinden ilgili alicit kuruma kadar ulagsmasini
blok  zinciri tabanli dagittk  uygulama  ile
gergeklestirmektedir. Bununla birlikte akademik olmayan
kisilerden de kayit siirecindeki isleyisteki degisiklikle
tavsiye mektubu alinabilecek hale getirilebilir. Referans is
akisinin diginda, bir talebin alinip ilgili kisiye ulagtirilmasi
ve yetkili kisinin gerekli belgeyi ekleyip bir sonraki ilgili
kisi veya kurumlara ulastirilmasi siirecine sahip biitiin
sektorlerde kolaylikla kullamlabilir. flgili kisi tarafindan
talep edilen bir belge veya dokiiman yetkili ve agda kayitl
herhangi bir yetkili kisi veya kurum tarafindan IPFS
aracilig1 ile blok zinciri aginda sadece hash degeri tutularak
global ve hizli bir sekilde erisimi saglanabilir. Bu nedenle
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diinyanin her tilkesinde yer alan yliksekogrenim kurumlari,
iiniversiteler, akademisyenler, 6grenciler, kamu ve 6zel
kurumlart bu gelistirilen modeli kullanarak ilgili
stireclerini giivenli, izlenebilir, dagitik ve giivenli hale
getirebilir.

5. SONUC (CONCLUSION)

Bu makalede akademik tavsiye mektubundaki mevcut
stireclerde yer alan sorunlardan bahsedilmis ve blok zinciri
tabanl akademik tavsiye maktubu modeli dnerilmistir. Is,
staj ve egitim bagvurulari i¢in siklikla 6grencilerden talep
edilen bir asama olarak akademik referans mektubu
mevcut durumda belli bir standart1 olmayan, fiziksel veya
merkezi uygulama  sunucularinda  dijital  olarak
saklanmaktadir. Onerdigimiz model ile dagitik olarak,
izlenebilir, degistirilemez ve kiiresel dlgekte genisletilebilir
sekilde ve siireclerdeki zaman kayiplarimi en aza
indirgeyecek sekilde tasarlanmistir. Ethereum aginda
gelistirilen sistem, Remix ¢evrim i¢i ortami kullanilarak
geligtirilmis  ve test edilmistir. Belge ve dokiiman
yuklemek i¢in IPFS dagitik dosya paylasim sistemi
kullanilmistir. Gelistirilen akilli sézlesmelerin kodlar1 agik
kaynaklar1 olarak paylagilmistir. Mevcut olarak bazi 6nde
gelen tiniversitelerde kullanilan referans mektubu siirecleri
ve blok zinciri tabanli olarak tasarlanan diger benzer
caligmalarla 6nerilen model karsilastirilmistir. Gelecekteki
caligmalarda akademik olmayan yani akademisyenler
haricinde paydaslar tarafindan da belge ve dokiiman
eklenebilir blok zinciri tabanli uygulama modeli
gelistirmelidir. Ayrica test ortaminda gelistirilen model
gercek Ethereum aginda uygulanma ve kullanict dostu
Onyiiz uygulamasi eklenerek tam bir web uygulmasi olarak
geligtirilmelidir.
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