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Oz

Su yapilarmin planlanmasi ve yonetiminde nehir akim tahminleri énemli bir yere sahiptir. Lineer olmayan ve duragan olmayan
karaktere sahip nehir akim verilerinin dogru tahmini zorlu bir problemdir. Son yillarda veri tabanli teknikler, nehir akim
problemlerinde yogun olarak kullanilmaktadir. Onerilen calismada popiiler olarak kullanilmaya baslanan Derin Sinir Aglarindan Uzun
— Kisa Siireli Bellek (Long-Short Term Memory, LSTM) Aglari ile nehir akim tahmini gerceklestirilmistir. Tahmin performansini
artirmak iizere zaman serilerinin analizinde dnemli bir yer tutan Tekil Spektrum Analizi (TSA) kullanilarak alt bant verileri elde
edilmistir. Nehir akim tahmin verisine ait TSA alt bant verilerinin LSTM aglar1 ile tahmini sonucu bir ileri adim tahmin ¢alismasi
gerceklestirilmistir. Onerilen TSA-LSTM modeli kullanilarak 0.0021 Ortalama Karesel Hata (MSE) degeri, 0.0361 Ortalama Mutlak
Hata (MAE) degeri ve 0.9710 Korelasyon (R) degeri ile yiiksek performansli tahmin verisi elde edilmistir.

Anahtar Kelimeler: Nehir akim tahmini, Derin Sinir Aglari, Kisa-Uzun Bellek Aglari, Tekil Spektrum Analizii.

Forecasting Of Stream Flow Using Singular Spectrum Analysis And
Long-Short Term Memory Networks

Abstract

Stream flow estimation has an important role in the planning and management of water resources. Accurate estimation of stream flow
data, that is characterised ny non-linear and non-stationary, is a challenging problem. In recent years, data-based techniques have been
used extensively in forecasting of stream flow. In this study, stream flow estimation was made with the Long-Short Term Memory
(LSTM) Networks from Deep Neural Networks, which were used as popular. Subband data was obtained by using Single Spectrum
Analysis (SSA), which plays an important role in the analysis of time series in order to increase the forecast performance. As a result
of estimation of SSA subband data of stream flow forecasting data with LSTM network, one ahead forecasting study was carried out.
Using this proposed SSA-LSTM model, high performance forecasted data was obtained with 0.0021 Mean Square Error (MSE) value,
0.0361 Mean Absolute Error (MAE) value and 0.9710 Correlation (R) coefficient value.
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1. Giris

Nehir akimlarinin dogru ve hassas tahmini rezervuar yonetiminde, risk degerlendirilmesinde, kuraklik tahmininde, taskin
otelemede, afet yonetiminde, su planlamasi ve yonetiminde 6nemli role sahiptir. Tahmin modelleri siire¢ tabanli ve veri tabanli olmak
iizere temel olarak iki kategoride incelenmektedir [1].

Siire¢ tabanli tekniklerde siirecler temel olarak iki asamada incelenmektedir. ilk asama matematiksel modellerin olusturulmasi,
ikinci agsama ise sayisal ¢Oziimlerin eldesidir. Matematiksel modelleme agamasinda, islem matematiksel denklemler ile
tanimlanmaktadir. Daha sonra, bu denklemlerin dogru ve verimli bir sayisal ¢oziimil gergeklestirilmektedir. Bu modellerde ilgili
stireci teorik olarak anlagilmasi gerekmektedir ve yiiksek miktarda veri gereksinimi ile birlikte yaklasimlar igeren varsayimlar ortaya
konmaktadir [2]. Siirece dayali modelleri gelistirmek icin, siireci tanimlayan dogru verilerle birlikte siirecin ¢ok iyi anlagilmasi
gerekmektedir. Modellenmesi gereken siire¢ hakkinda bilgi eksikligi durumda siirece dayali modellerin gergeklestirilmesi miimkiin
degildir. Ote yandan, veriye dayali modeller ampirik olup, gdzlemlere dayanmaktadir, basit ve uygulanmasi daha kolaydir. Ayrica
stireg ile ilgili fiziksel bilgi gerektirmemektedir. Veri tabanli teknikler temel olarak kara kutu modeller olarak tanimlanmaktadir. Veri
tabanl teknikler arasinda iglemsel zeka ve makine 6grenme yontemleri, sinir aglari, bulanik kural tabanli sistemler ve genetik
algoritmalar ile bunlarin kombinasyonu yaygin olarak kullanilmaktadir. [3]. Tahmin ¢alismalarinda istatistiksel olarak veriye dayal
teknikler 1970 li yillarda ortaya konmustur. Bu teknikler lineer yaklagimlar iizerine kurulu olup, parametrik Ozbagilimli Hareketli
ortalama (OBHO/ARMA) ve Ozbagilimh integralli Hareketli Ortalama (OBIHO/ARIMA) gibi modeller ve bu modellerin farkl
versiyonlart nehir akim tahmininde kullanilmaktadir [4-7]. Nehir akim verileri dogast geregi lineer olmayan ve duragan olmayan
karakterdedir. Bu verilerin tahmini ve simiilasyonu i¢in son yillarda makine Ogrenme teknikleri yaygin olarak
kullanilmaktadir. .Makine Ogrenme tekniklerinden Yapay Sinir Aglart (YSA), Karar Destek Makinalart (KDM), Genetik
programlama (GP), Adaptif Ag Yapisina Dayali Bulanik Cikarim Sistemi (ANFIS) gibi yontemler lineer olmayan nehir akim
verilerinin tahmininde kayda deger sonuglar ortaya koymustur [8-15]. Son yillarda, beynin yapisindan ve islevinden ilham alan yapay
sinir aglart tabanli algoritmalarla ilgili bir makine 6grenmesinin alt alani olan Derin 6grenme yaklasimi tahmin c¢aligmalarinda
kullanilmaktadir. [16-18]. Derin 6grenme, ¢ok katmanli modellerle yapilan yapay 6grenme olup, Yapay Sinir Aglarindaki gizli
katmanin sayisinin artirilmis ve gelistirilmis halidir. Tekrarlayan Yapay Sinir Aglar1 (Recurrent Neural Network, RNN) bir gesit YSA
modeli olup bir dongii olusturarak ge¢mis bilgilerin kullanilmasini saglamaktadir. Bu sayede Onceki zamanin bilgileri
kullanilabilmektedir ve yeni bilgi, eski bilgi kullanilarak elde edilerek, siniflandirma yapilabilmektedir [19]. Uzun-Kisa Siireli Bellek
Aglar1 uzun dizilerle gosterilen veriler {izerinde egitim ve hafizay1 koruma problemine yonelik ortaya konulan bir RNN mimarisidir.
LSTM mimarisinin RNN mimarisine gore en temel avantajlari; sifirlanan gradyan problemine ¢6ziim olusturabilmesi ve girdilerin
unutulmadan saklanabilmesi araciligiyla bilgi kaybini engelleyebilmesidir. Bu nedenle LSTM mimarisi yaygin olarak kullanilmaya
baslanmustir [20].

Nehir akim verilerinin 6n isleme tabi tutulmasi, veriye dayali modellerin tahmin performansini artirmaktadir. Literatiirde,
Ampirik Kip Ayrisim (AKA), Ayrik Dalgacik Doniigiimii ve Tekil Spektrum Analizi yontemleri verilerin 6n islenmesi asamasinda
kullanilarak veriye dayali modellerle tahmin gergeklestiren ¢aligmalar bulunmaktadir [21-24]. Ancak bu ¢aligmalar arasinda TSA-
LSTM modeli kullanarak nehir akim tahmini gergeklestiren ¢alismaya rastlanmamustir.

Bu ¢alismada, TSA-LSTM modeli kullanarak gerceklestirilen nehir akim tahmini ile 6nerilen modelin tahmin performansi analiz
edilmistir.

2. Materyal ve Metot

2.1. Tahmin Claismalarinda Kullanilan Hidrolojik Veriler
Giliney Marmara Bolgesinde Susurluk havzasinda yer alan Simav ¢ayinin mansap kismini teskil eden Kocadere tizerindeki Elektrik
Isleri Etiit Idaresine (EIEI) ait 317 nolu akim gbzlem istasyonundan alinan ortalama aylik akim verileri tahmin galismasinda

kullanilmigtir [25]. Nehir ortalama aylik akim verileri 1965-2011 yillari arasma ait olup, verilerin kaydedildigi havza alanina ait
harita Sekil 2. de verilmektedir.
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Tahmin c¢alismasinda akim verilerinin %70’1 egitim verisi %30°u ise test verisi olarak kullanilmistir. Tahmin ¢aligmasinda
kullanilan normalize egitim ve test verileri Sekil 3 te goriilmektedir.
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Sekil 3 Tahmin ¢alismasinda kullanilan egitim ve test verileri

2.2. On Isleme Ve Tekil Spektrum Analizi

Yar1 parametrik ve analizde 6n kosul gerektirmeyen bir yontem olan TSA, zaman serisi sinyalinin Kii¢iik Araliklara Gomiilmesi
islemi, Tek Degerli Ayristirma ile 6zvektdr tglisiiniin eldesi, Gruplandirma ve Diyagonal Ortalama islemi adimlarindan
olusmaktadir. TSA’inde sinyallerin zaman araliklarna gomiilmesi ve tek degerli ayrigtirma adimlari Ayristirma asamasini,
gruplandirma ve diyagonal ortalama islemleri ise Yeniden Yapilandirma agamasini olusturmaktadir. TSA i¢in detayli bilgi 26 nolu
referansta yer almaktadir [26].

Bildiri ¢alismasinda nehir akim verileri TSA ile iki adet alt banda ayrigtirnlmistir. TSA’inde gomme asamasinda akim verilerinin
periyodik yap1 benzerliginden dolay1 pencere uzunlugu 12 olarak belirlenmistir. Birinci alt bant verisi 1-5 6zdegerine gore 2. alt bant
verisi ise 6-12 6zdegerine gore yeniden gruplandirilmistir. Sekil 4 te egitim ve test asamasinda kullamilan TSA alt bant verileri
goriilmektedir.

1 Egitim TSA 1. Altband Verisi
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Sekil 4 Tahmin ¢alismasinda kullanilan TSA altbant verileri

2.3. Uzun-Kisa Siireli Bellek Aglari

RNN mimarisinin bir tiirii olan LSTM ilk defa Hochreiter & Schmidhuber (1997) tarafindan ortaya konmustur ve ilerleyen
zamanlarda birgok kisi tarafindan gelistirilmigtir [27].

RNN mimarisinden farkli olarak LSTM mimarisinde, uzun siire bir 6nceki girdiyi hatirlamak i¢in kullanilan ve hafiza hiicreleri
olarak adlandirilan 6zel gizli birimler bulunmaktadir. Unutma, Giris, Giincelleme ve Cikis kapisi katmanindan olusan LSTM
mimarisi, bir girdinin 6énemli olup olmadigini belirleyerek kaydedilmesine karar veren kapilar icerir [28]. Sekil 5’te LSTM yapist
goriilmektedir.
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Sekil 5. LSTM Yapisi [28]
2.4. Performans Parametreleri

Hidrolojik verilerin tahmini ¢aligmalarinda tahmin performansini degerlendirmek {izere yaygin olarak kullanilan parametrelerden
Ortalama Mutlak Hata (MAE), Ortalama Karesel Hata (MSE), ve Korelasyon katsayist (R) bu ¢alismada kullanilmistir.

2.4.1. Ortalama Karesel Hata

Veri setinin gozlenen ve tahmin edilen degerlerinin farkinin karelerinin toplaminin toplam veri sayisina boliinmesiyle elde edilen
degerdir.

2.4.2. Ortalama Mutlak Hata
Veri setinin gbzlenen ve tahmin edilen degerleri farkinin mutlak deger toplaminin veri sayisina boliinmesiyle elde edilmektedir.
2.4.2. Korelasyon Katsayisi

Iki veri seti arasinda dogrusal bir iliski bulunup bulunmadigimin yéniiniin ve derecesinin bir gdstergesidir. R degeri Pearson
Korelasyon Katsayisi olarak ta isimlendirilmektedir ve Esitlik 1 deki formiille hesaplanmaktadir.

__1 N (Xizex) Yi—uy
R_N—12i=1( ox )( oy ) 1

Verilen esitlikte @y ve ay X veri setinin ortalama ve standart sapmasini gy ve oy Y veri setinin ortalama ve standart sapmasini
gostermektedir.

3. Arastirma Sonuclar1 ve Tartisma

Onerilen galismada TSA-LSTM modelinin performanst LSTM modeli ile karsilastirilmistir. Tahmin ¢alismasi modelleri igin bir
adet giris uygulanmustir. Bir ileri tahmin islemi gergeklestirilen bu ¢aliymada modellerin tahmin performansi analiz edilmistir.

3.1. Uzun-Kisa Siireli Bellek Aglari

Gergeklestirilen ¢alismada normalize nehir akim verileri iizerinde bir 6n islem yapilmadan LSTM Modeli ile bir ileri tahmin
islemi gerceklestirilmistir. Derin Sinir Ag1 mimarisinin olusturulmasi agamasinda giris katmani (Sequence Input Layer), LSTM
katmani, Tam Baglantili Katman (Fully Connected Layer) ve Regresyon katmani kullanilmistir. Agin egitimi asamasinda maksimum
devir (epoch ) sayis1 200, baslangi¢ 6grenme orani 0.002, 6grenme orant diisme araligi 200, 6grenme orani diisme faktord ise 0.1
olarak belirlenmistir.

Agin egitimi i¢in ‘Adam’, ‘Stochastic Gradient Descent with Momentum (SGDM)’ ve ‘Root Mean Square Propogation
(RMSPROP)’ optimizasyon algoritmasi kullanilarak performanslar: karsilastirilmistir. Bir ileri tahmin sonucu elde edilen performans
parametre degerleri Tablo 1 de goriilmektedir.

Tablo 1. SGDM, RMSPROP ve Adam optimizasyon algoritmalarimin tahmin ¢alismasindaki performans degerleri

MSE MAE ‘ R
LSTM modeli
SGDM 0.0112 0.0737 0.7892
RMSPROP 0.0148 0.0966 0.7923
Adam 0.0098 0.0672 0.8168

Tablo 1 incelendiginde tahmin ¢aligmasinda en iyi performansin ADAM optimizasyon algoritmasi ile elde edildigi goriilmiistiir.

Ayrica Sekil 6 da gozlem ve ADAM optimizasyon algoritmast kullanilan LSTM modeli ile elde edilen tahmin verileri yer
almaktadir.
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Sekil 6 LSTM Modeli ile bir ileri tahmin grafigi

3.2. TSA - LSTM Modeli

Calismanin bu asamasinda normalize egitim ve test nehir akim verileri TSA kullanilarak iki alt banda ayristirilmistir. 1. alt bant
bileseni 1-5. 6z degerlere gore elde edilmis olup verinin egilim bilgisini verirken 2. alt bant bileseni ise veride kiiclik genlikli
degisimleri ortaya konmaktadir. Alt bantlarin tahmininde LSTM modelinde oldugu gibi benzer yap1 kullanilmustir. Iki adet Derin Sinir
Ag1 giris katmani, LSTM katmani, Tam Baglantili Katman ve Regresyon katmanindan olugsmaktadir. Agin egitimi agamasinda da
LSTM modelinde oldugu gibi ayni parametreler kullanilmistir. Optimizasyon algoritmasi olarak Adam optimizasyon algoritmasi
kullanilmistir. TSA-LSTM modeli ile bir ileri tahmin performans degerleri Tablo 2 de goriilmektedir.

Tablo 2. LSTM ve TSA_LSTM Modeli ile elde edilen tahmin performans degerleri

| MSE | MAE | R
LSTM modeli
1 giris-1 gikag  0.0098  0.0672 | 0.8168
TSA-LSTM Modeli
1 giris-1 ¢ikig | 0.0021 [ 0.0361 | 0.9710

Tablo 2 incelendiginde TSA—LSTM modelinin performansinin LSTM modeline gore daha iyi oldugu goriilmektedir. Ayrica Sekil
7 de gozlem ve TSA-LSTM modeli ile elde edilen tahmin verileri yer almaktadir.
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Sekil 7 TSA-LSTM Modeli ile bir ileri tahmin grafigi

4. Sonuc¢

Bu ¢alismada bir Derin Sinir Ag1 olan LSTM aglar kullanarak aylik nehir akim verilerinin tahmini gergeklestirilmistir. Aylik
nehir akim verilerine TSA ile uygulanan 6n islemin tahmin performansina etkisi analiz edilmistir. LSTM ag1 SGDM, RMSPROP ve
Adam optimizasyon algoritmalar1 kullanilarak egitilmistir. Agin egitimi neticesinde en iyi performans Adam optimizasyon
algoritmasi ile elde edilmistir. LSTM modeli kullanarak elde edilen bir ileri zamanli tahmin ¢alismasinda MSE degeri 0.0098. MAE
degeri 0.0672 ve R degeri 0.8168 olarak elde edilmistir. Bir veri igerisindeki Oriintliyli belirleyerek, birbiri ile iliskili olan veya
olmayan bilesenlerin belirlenmesinde ve pek ¢ok konuda oldukga etkili bir ara¢ olan TSA yontemi kullanilarak gergeklestirilen 6n
islem ve LSTM modeli ile gergeklestirilen bir ileri tahmin ¢alismasinda MSE degeri 0.0021, MAE degeri 0.0361 ve R degeri 0.9710
olarak elde edilmistir.

Elde edilen sonuglar incelendiginde TSA-LSTM modelinin performansinin olduk¢a iyi oldugu TSA verilerin 6n islenmesi
¢alismasinin model performansini énemli derecede artirdigi goriilmiigtiir. TSA-LSTM modelinin nehir akim tahmin ¢aligmalarinda
yiiksek performansl bir arag olarak kullanilabilecegi goriilmektedir.
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