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Anahtar Kelimeler Oz

Tiirkiye Basketbol Ligi, Basketbol magclar1 diinyada en ¢ok izlenen spor aktivitelerinden birisidir. Bu
Dért Faktor, popiilerlik sonucunda basketbol sporunda bilgi teknolojileri sik sik
Makine Ogrenmesi, kullanilmaktadir. Istatistik ve veri depolama sistemlerinin gelismesiyle mac
Tahmin. istatistikleri, oyuncu Ozellikleri gibi parametreler artik ¢ok kolay

saklanabilmektedir. Miisabaka sonucu tahmini insanlara miisabaka oéncesi bilgi
vermesi acisindan 6nemlidir. Miisabaka sonucu tahmini ile ilgili olarak Amerikan
basketbol ligleri lizerine ¢alismalar mevcut iken Avrupa basketbolu ligleri tizerine
calismalarin sayisi azdir. Literatiirde bir ilk olarak bu ¢alismada, miisabaka sonucu
tahmini icin Tirkiye Erkekler Basketbol Siiper Ligi maglar1 Dort Faktor ve
DefansOfans modeli ile makine 6grenmesi yontemleri beraber kullanilarak ele
alinmigtir. Buna gore 2017-2018 tarihlerinde oynanan maglar veri seti olarak
kullanilmis ve Dort Faktor modeli ile birlikte incelenmistir. Popiiler makine
6grenmesi yontemleri olan kNN, Lojistik Regresyon, Cok Katmanli Algilayici, Naive
Bayes, j48 ve Oylama ile kullanilmis ve ¢ikan sonuglar degerlendirilmistir. Sonug
olarak %96,55’lik tahmin basarisi yakalanmistir.

PREDICTION OF TURKISH MEN’S BASKETBALL SUPER LEAGUE
GAME RESULTS WITH MACHINE LEARNING METHODS

Keywords Abstract

Turkish Basketball League,  Basketball competitions are one of the most watched sports activities in the world.
Four Factors, As a result of this popularity, information technologies are frequently used in
Machine Learning, basketball. With the development of statistics and data storage systems, parameters
Prediction. such as match statistics, player properties can now be stored very easily. The

prediction of the competition result is important in that it provides information to
people before the competition. While there are studies on American basketball
leagues in this topic, there are few studies on European basketball leagues. As a first
in the literature in this study, results of competitions for Turkish Men's Basketball
Super League game prediction were examined by using Four Factor model,
DefenseOfense model and machine learning methods together. Accordingly, the
matches played between 2017-2018 were used as data set and examined together
with the Four Factor model. Popular machine learning methods; kNN, Logistic
Regression, Multilayer Perceptron, Naive Bayes, j48 and Voting were used and the
results were evaluated. As a result, 96.55% predicted success was achieved.
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1. Giris (Introduction)

Spor miisabakalar1 giiniimiizde insanlar tarafindan ragbet edilen en popiler hobi tiirlerinin basinda yer
almaktadir. Basketbol bu miisabakalardan birisidir. Spor yoneticileri makine 6grenmesi yéntemlerini oyuncu
seciminde, performans degerlendirmesi ve hatta sonu¢ tahmininde, spor meraklilar1 ise spor bahislerinde
kullanmaktadir (Horvat vd., 2018).

internet iizerinde gecmis maglara dair sonuglara ve istatistiklere ulasmak diger bircok alana gére ¢ok daha
kolaydir. Bu sebeple spor maglarinin sonucunun tahmin edilmesi ge¢cmis ¢alismalarin bircoguna ilham vermistir.
Gegmis calismalarin ¢ogu futbol ve basketbol maclari iizerine olsa da, buz hokeyi, Amerikan futbolu, tenis gibi diger
spor dallar1 i¢in de ¢alismalar bulunmaktadir (Karaoglu, 2015).

Peki, takimlar basketbol maclarini nasil kazanir, istatistiklerin kazanmaya etkisi nedir gibi sorulara cevap arayan
Dean Oliver, Basketbol Basarisinin Dort Faktoriini tanimlamistir (Oliver, 2004). Bu tanima goére sutlarin
kazanmaya etkisi %40, top kayiplarinin %25, ribauntlarin %20 ve serbest atislarin ise %15’dir. Bu faktorler
savunma ve hiicum anindaki farklari, takimin kazanmasinda belirleyici faktorleri olusturmaktadir (Cigekli vd.,
2012). Kisacasi sadece ¢ok say1 atarak bir magin kazanilamayacagini, diger faktorlerin de mag¢ kazanmaya etkisi
oldugunu gostermektedir. Ayni zamanda bu faktdrler hem hiicum hem de defansif olarak ayr1 ayri
hesaplanmaktadir.

Basketbol mag sonuglari tahmini ile ilgili olarak Amerikan basketbol ligleri tizerine ¢alismalar mevcut iken Avrupa
basketbolu ligleri tizerine yapilan ¢alismalarin sayisi azdir. Bu ¢alismada bir ilk olarak Tiirkiye Erkekler Basketbol
Siiper Ligi magclar1 tahmin edilmistir. Tahmin icin DefansOfans modeli ve Dort Faktdr modeli ile birlikte analiz
edilmistir. Amerikan basketbol ligleri iizerine Dort Faktor ¢calismalar: bulunurken ve hatta NBA resmi sitesinde bu
konuda istatistiksel bilgiler yer alirken, Avrupa basketbolu ligleri iizerine Dort Faktor modeli kullanilarak bir
tahmin ¢alismasi daha 6nce yapilmamistir. Horvat vd. (2018) tarafindan yapilan ¢alismada kullanilan DefansOfans
modeli Euroleague veri seti lizerinde en ¢ok basari getiren model olmustur. Bunun yani sira yeni melez modeller
de eklenerek model sayis1 arttirilmistir ve mag istatistikleri tizerinden daha bir¢cok model ile tahmin edilebilecegi
gosterilmistir. Tahmin i¢in kNN, Lojistik Regresyon, Cok Katmanh Algilayici, Naive Bayes, j48 ve Oylama gibi
makine 6grenmesi yontemleri kullanilmistir.

Calismanin ikinci b6liimiinde spor miisabakalarinin sonucunu tahmin etmek i¢in ytriitiilen ge¢mis calismalara yer
verilmistir. Uciincii béliimde bu ¢alismada kullanilan makine 6grenmesi algoritmalar: anlatilmistir. Dérdiincii
boélimde elde edilen veri kiimesi, veri kiimesinin Dort Faktor ve DefansOfans modelleri iizerinde uygulanmasi
sonucu elde edilen modeller ve algoritmalar ile tahmin edilmesi yer almaktadir. Besinci boéliimde tartismalar
sunulmustur. Altinci b6liimde ise elde edilen sonuclara deginilmistir.

2. Kaynak Arastirmasi (Literature Survey)

Tablo 1’de basketbol tahminleri icin gecmis calismalara ait veri setleri, veri sayisi, en basarili algoritma ve basari
orani bilgileri gosterilmistir.

Horvat vd. (2018) tarafindan yapilan ¢alismada, Euroleague 2012-2013 ve 2016-2017 sezonlar1 arasindaki
miisabaka sonuglart KNN metoduyla tahmin edilmeye ¢alisilmistir. %84 oraninda basar1 yakalamislardir. Cicekli
vd. (2012) tarafindan yapilan ¢alismada, Tiirkiye Erkekler Basketbol Siiper Ligi 2010-2011 sezonu maglar1 Dort
Faktor modeli ile incelenmistir fakat tahmin yapilmamistir. Zimmermann vd. (2013) yaptig1 calismada, NCAA Ligi
2011-2012 sezonu maglarimi Agirhikli Dort Faktor metodu ile modelleyerek Yapay Sinir Aglar ile egitmis ve
sonuglari %73 oraninda dogru tahmin etmislerdir. Zimmermann’in (2016) yaptigi calismada, NBA Ligi 2014-2015
sezonunu Agirlikli Dért Faktor metodu ile modelleyerek birgok siniflandirma metodu kullanarak sonuglari tahmin
etmistir. En etkili yontemin Naive Bayes oldugu kararina varmistir ve %65’lik basar1 orani yakalamistir. 0zmen’in
(2016) sundugu calismada, Euroleague’in 14 sezonunu degerlendirerek her bir istatistigin basketbol mag¢inin
kazanilmasindaki katkisini Probit Dagilimi yontemi ile belirlemeye ¢calismistir. Erilli vd. (2013) yaptig1 calismada,
Euroleague 2011-2012 sezonu maglarinin skor tahminlerini Poisson Dagilimi ile bulmaya ¢alismislardir ve %73
oraninda basari saglamislardir. Cao (2012) sundugu calismada, NBA Ligi 2005-2006 sezonuile 2010-2011 sezonu
arasindaki magclari siniflandirma algoritmalari kullanarak tahmin etmeye ¢calismistir. En verimli ydntemin %69,67
basari orani ile Lojistik Dagilim oldugu sonucu ¢ikmistir. Miljkovi¢ vd. (2010) tarafindan yapilan ¢alismada, NBA
Ligi 2009-2010 sezonu maglarini Naive Bayes ve Lineer Dagilim ile siniflandirmis ve sonuglari karsilastirmislardir.
En etkili yontemin Naive Bayes oldugu kararina varmistir ve %67°lik basar1 orani yakalamistir. Harmandeep ve
Sushma (2017) tarafindan yapilan ¢alismada, NBA Ligi 2015-2016 sezonu maglarini Destek Vektor Makinalar1 ve
Bulanik Hibrit Destek Vektor Makinalari ile tahmin etmistir. En verimli yontemin %88,26 basar1 orani ile birlikte
Destek Vektor Makineleri oldugu ortaya ¢ikmistir. Ayyildiz (2018) sundugu calismada, NBA Ligi 2015-2016
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sezonu maglari Yapay Sinir Aglari ile egitmis ve sonuglar1 %90 oraninda dogru tahmin etmistir. Torres (2013)
tarafindan yapilan ¢alismada, NBA Ligi 2005-2006 sezonu ile 2012-2013 sezonu arasindaki karsilagmalar ¢esitli
makine 68renmesi yontemleriyle tahmin edilmeye ¢alisilmistir. En iyi yontemin %68,44 basar1 orani ile birlikte
Cok Katmanl Algilayic ile belirlendigi ortaya ¢ikmistir. Thabtah vd. (2019) tarafindan sunulan ¢alismada, NBA
Ligi Finallerini iceren 1980 yilindan baslayan 2017’e kadar siiren maglar ¢esitli modeller kullanilarak, 6zellik
secimi yardimiyla tahmin edilmeye calisilmistir. En basarili yontem Lojistik Model Agaci algoritmasi ile %83
oranindadir. Caliwag vd. (2018) tarafindan yapilan ¢alismada, NBA Ligi 2015-2016 sezonu maglar1 Dért Faktor
analizi ile birlikte cesitli makine 6grenmesi yontemleriyle tahmin edilmeye calisiimistir. En basarili sonug olan
%70’e Kademeli Algoritma yardimiyla ulagilmistir.

Bu calismada ise Tirkiye Erkekler Basketbol Siiper Ligi 2017-2018 sezonu maglar gesitli makine 6grenmesi
yontemleriyle tahmin edilmeye ¢alisilmis olup, en iyi sonucun %96,55 basar1 orani ile birlikte Lojistik Regresyon

oldugu ortaya ¢ikmistir.

Tablo 1. Ge¢mis Calismalarin Listesi (List of Previous Studies)

Yazar Yil Veri Sayisi Veri Kiimesi Algoritma Basar1 Orani
EuroLeague
Horvat vd. 2018 - 2012-13ile kNN %83,96
2016-17 arasi
21373 -Egitim NCAA Yapay
Zimmermann vd. 2013 5399 - Test 2011-12 Sinir Aglan %73,11
NBA Naive
Zimmermann 2016 - 2014-15 Bayes %65,90
EuroLeague
Ozmen 2016 3000’den fazla 2000-01ile Probit -
mag 2013-14 arasi Regresyon
EuroLeague Poisson
Erilli vd. 2013 186 mag 2011-12 Regresyon %73,00
NBA
Cao 2012 - 2005-06ile Lojistik %69,67
2010-11 aras Dagilim
NBA Naive
Miljkovié vd. 2010 778 mag 2009-10 Bayes %67
Destek
Harmandeep 2017 - NBA Vektor %88,26
2015-16 Makineleri
396 - Egitim NBA Yapay
Ayyildiz 2018 200 - Test 2015-16 Sinir Aglar1 %90
NBA Cok
Torres 2013 - 2005-06 ile Katmanl %068,44
2012-13 arasi Algilayic
NBA Finalleri Lojistik
Thabtah vd. 2019 - 1980 ile Model %383
2017 aras1 Agaci
NBA Kademeli
Caliwag vd. 2018 - 2005-06 Algoritma %70
TBL Lojistik
Bu Calisma 260 mag 2017-2018 Regresyon %96,55

3. Makine Ogrenmesi Yontemleri (Machine Learning Methods)

Spor maglar1 sonuclarinin tahmini icin makine 6grenmesi yontemlerine basvurulmaktadir. Bu ¢alismada
kullanilan makine 6grenmesi yontemleri alt boliimlerde agiklanmistir.

3.1. k En Yakin Komsu (k Nearest Neighbor)

kNN algoritmasi gozetimli 6grenme algoritmalarindandir. Aynm1 zamanda hem simiflandirma hem de regresyon
problemlerinde kullanilmaktadir. Simiflandirilacak olan yeni drnek icin egitim setinden en yakin mesafedeki k adet
veriye bakilir ve bu k 6rnek ¢ogunluk olarak hangi siniftan mevcut ise yeni 6rnek de o sinifa dahil edilir (Sagbas ve
Balli, 2016). Hesaplama yéntemleri arasinda Oklid, Manhattan ve Minkowsky formiilleri bulunur. En ¢ok tercih
edilen Esitlik (1)'de verilen Oklid formiiliidiir. Bu cahsmada Oklid uzaklik él¢iitii kullanilmistir.
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2

d=y2 (%—Y) )

d : iki nokta arasindaki dogrusal uzaklik
x : X noktasi

y : Y Noktasi

i: Boyut sayisi

3.2. Lojistik Regresyon (Logistic Regression)

Lojistik Regresyon, yalnizca ikili bir siniflandirma problemini ¢6zmeye yarayan bir regresyon analizidir. Lineer
Regresyon modelinin gelismis hali olarak kategorik degiskenlerin sonuclarin1 tahmin etmek i¢in kullanilabilir.
Yani bagimsiz degiskenleri verilen, kategorik dagitilan bagimli degiskenlerin farkli olasi sonug¢larini tahmin etmek
icin kullanilan modeldir (Sagbas ve Balli, 2016). Lineer Regresyon modelinde bagimli ve bagimsiz degiskenler
sayisal olarak ifade edilmektedir. Ornegin bu calismada kullanilan modellerde ev sahibi takim mag¢1 kazandi m1
sorusuna cevap aranmaktadir. Sinif ise ikili olarak 0 ve 1 olarak tutulmaktadir. Dolayisiyla test verilerinin
sonuglari da iki siniftan birisine dahil olacaktir.

3.3. Cok Katmanh Algilayic1 (Multilayer Perceptron)

Tek Katmanl Algilayici, dogrusal olarak siniflandirilamayan problemleri ¢6zememektedir. Bu probleme ¢ziim
iiretmek icin yapilan ¢alismalar sonucunda Cok Katmanl Algilayici modeli ortaya ¢ikmistir. Geriye yayilimli ¢ok
katmanli ag yapisi icermektedir. Tek Katmanli Algilayici modelinden farkli olarak ara katman icermektedir. Bu ara
katman yardimiyla giris katmanindan gelen veriler ¢ikti katmanina goénderilmeden 6nce probleme goére
uyarlanarak degistirilebilir ve sistemin daha iyi karar vermesi saglanir (Torres, 2013). Sekil 1'de 6rnek ¢ok
katmanl algilayict modeli gosterilmistir.

Ara

Girdi Katman ikt
Katmani Katmani

G1

G2

G3

Esik Esik
Dederi Dederi

Sekil 1. Cok Katmanl Algilayici Modelinin Yapisi (Structure of Multi Layer Perceptron Model)
3.4. Naive Bayes (Naive Bayes)

Adini ingiliz matematik¢i Thomas Bayes’ten alan bu siniflandirma algoritmasi temel olarak Bayes teoremini
icermektedir ve olasilik hesabina dayanmaktadir. Test verisi lizerinden 6grenme islemini gerceklestirir ve en
ylksek orandaki 6rnegini sinifa dahil eder (Sagbas ve Balli, 2017; Balli ve Karasoy, 2019). Esitlik (2)’'de Bayes
formiild verilmistir.

P(B)
P(A|B) : B olay1 gercgeklestigi durumda A olayinin meydana gelme olasilig1

P(BJ|A) : A olay1 gerceklestigi durumda B olayinin meydana gelme olasilig1
P(A) ve P(B) : A ve B olaylarinin 6nsel olasiliklaridir.

P(AIB)=
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3.5.j48 Yontemi (j48 Method)

C4.5 olarak da bilinir. Siniflandirma problemleri icin en ¢ok kullanilan karar agaci algoritmalarindan birisidir. ID3
algoritmasinin eksikliklerini gidermek amaciyla gelistirilmistir. ID3 algoritmas1 sadece kategorik verilerle
calisirken, j48 algoritmasinda sayisal verilerle cahisabilmektedir (Ozkan ve Erol, 2015). Entropi hesabina
dayanmaktadir (Sagbas vd., 2020). Sekil 2’de 6rnek bir karar agaci yapisi gosterilmistir.

Kok
Digum

& &,

Sekil 2. Karar Agaci Yapisi (Structure of Decision Tree)

3.6. Oylama (Voting)

Voting algoritmasi olarak da bilinir. Coklu siniflandirma yontemlerinden birisidir. Bu ¢alismada kullanilan diger
algoritmalar tekli smiflandirma yontemleri arasindadir. Birden ¢ok tekli smniflandirmay1 tek bir karar
dogrultusunda birlestirir ve tek bir sonuca baglar. Alt1 adet karar bulunmaktadir (Nangir, 2013). Bu calismada
Olasiliklarin Ortalamasi karar1 kullanilmistir. Her bir tekli siniflandiriciya ait sonuglar olumlu ve olumsuz olarak
ikiye ayrilmaktadir. Her bir sonucun kendi arasinda ortalamasi alinarak sistemin genel kararimi ortaya
cikarmaktadir. Sekil 3’de olasiliklarin ortalamasi kararina ait 6rnek bir ¢alisma sunulmustur.

e Cogunluk Oylamasi (Majority Voting)
Olasiliklarin Ortalamasi (Average of Probabilities)
Olasiliklarin Carpimi (Product of Probabililities)
En Yiiksek Olasilik (Maximum Probability)
En Diisiik Olasilik (Minimum Probability)
Ortanca (Median)

Algoritma Algoritma Algoritma
1 2

Plclass="A1=0,52 || P[class="'A1= 0,86 || P[class="A1=0,78
B1=0,4 1=0,22

Veri Veri Veri
3

Plclass=" 48 [[P[class='"B]1=0,14 || P[class="B

ey o

Oylama
(Olasihklann Ortalamasi)

Sekil 3. Olasiliklarin Ortalamasi (Average of Probabilities)
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3.7. Degerlendirme Olgiitleri (Evaluation Metrics)

Siniflandirma algoritmalari ile yapilan tahminlerde dogruluk oraninin yaninda degerlendirmek icin baska él¢iitler
de kullanilmaktadir. Sekil 4’de siniflandirma islemlerinde gerceklesen ve tahmin edilen degerleri gosteren
Karmasiklik Matrisine yer verilmistir (Celik vd., 2020). Dogru Pozitif (DP) ve Dogru Negatif (DN) alanlar1 tahmini
dogru gerceklesen, Yanlis Pozitif (YP) ve Yanlis Negatif (YN) alanlari ise tahmini yanhs gerceklesen bolimlerdir
(Isik ve Isik, 2020).

GERCEKLESEN
Dogru Yanlis
Dogru Pozitif Yanlis Pozitif Dogru TAHMIN
Yanlis Negatif Dogru Negatif Yanlis EDILEN

Sekil 4. Karmasiklik Matrisi (Confusion Matrix)

Dogruluk (Accuracy), tahmin islemi dogru gerceklesen degerlerin tiim degerlere bdliinmesiyle
hesaplanmaktadir. Esitlik (3)’te formiiliine yer verilmistir.

Accuracy = DP + DN (3)
DP +DN +YP+YN

Kesinlik (Precision), tahmin islemi dogru olarak gerceklesen degerlerden ka¢ tanesinin dogru oldugunu bize
soylemektedir. Simiflandirma islemleri sonuglarinda bu degerin yiiksek ¢ikmasi beklenmektedir. Esitlik (4)’te
formiiliine yer verilmistir.

DP (4)
DP +YP

Precision =

Duyarliik (Recall), dogru smniflandirilmis olan pozitif degerlerin toplam pozitiflere boéliinmesiyle
hesaplanmaktadir. Esitlik (5)’te formiiliine yer verilmistir.

DP (5)
DP +YN

Recall =

F olgiitii (F-measure), Kesinlik (Precision) ve Duyarlilik (Recall) degerlerinin harmonik ortalamasi alinarak
hesaplanmaktadir. Esitlik (6)’da formiiliine yer verilmistir.

2*Precision*Recall (6)
Precision + Recall

F —measure =

RMSE (Root Mean Square Error - Ortalama Hata Kareleri Kokii), tahmin verileri ile gercek veriler arasindaki
uzaklik hesabina dayanmaktadir. Esitlik (7)’de formiiliine yer verilmistir.

(7)

4. Veri Kiimesinin Modellenmesi ve Algoritmalar ile Tahmin Edilmesi (Modeling of the Data Set and
Prediction with Algorithms)

Yapilan ¢alismada mag sonuglarinin dogru tahmin edilmesi amaglanmistir. Bunun i¢in yapilan islemler Sekil 5’de

gosterilmistir. Calismada kullanilan veri kiimesi, veri déniisiimleri, makine 6grenmesi yontemleri alt boliimlerde
detayl olarak anlatilmistir.
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Veri Setinin Modellerin
Elde Edilmesi Gikanmi
Veri Setinin Veri Setinin
Dan Faktor DefansOfans
Modeline Modeline
Uyarlanmasi Uyarlanmasi
Algoritmalar ile Sonuglann
Tahmin Edilmesi Dedetlendiriimesi

Sekil 5. Yapilan Calismanin Temel Akis Semasi (Basic Flow Chart of the Study)

4.1. Veri Kiimesi (Dataset)

Bu ¢alismada veri kiimesi olarak Tiirkiye Erkekler Basketbol Siiper Ligi 2017-2018 sezonu maglar1 kullanilmistir.
www.tblstat.net adl1 web sitesinden mag istatistiklerini alabilmek icin Android tabanl bir uygulama yazilmistir.
Uygulama araciligi ile alinan mag istatistikleri veritabanina kaydedilmistir.

Ev sahibi ve deplasman takim i¢in istatistikler ayri ayr1 tutulmustur. Home, ev sahibini; Away, deplasman takimini
ifade eder. Ev sahibinin attig1 say:1 ile deplasman takiminin attifi say1 karsilastirilir ve buna gére home_win
degiskeni 0 veya 1 olarak kaydedilir. Toplamda 260 adet ma¢ degerlendirmeye alinmistir ve sonuglari makine
ogrenmesi teknikleriyle tahmin edilmeye calisiimistir. Elde edilen istatistiksel veriler ve agiklamalar1 Tablo 2’de
verilmistir:

Tablo 2. Veri Tabaninda Bulunan istatistikler ve Agiklamalar: (Statistics and Descriptions in the Database)

Kisa Adi Aciklama

2FGM (Field Goal Made) 2 sayilik isabet
2FGA (Field Goal Attempt) 2 sayilik deneme
3FGM (Field Goal Made) 3 sayilik isabet
3FGA (Field Goal Attempt) 3 sayilik deneme
FTM (Free Throw Goal Made) Serbest atis isabeti
FTA ( Free Throw Goal Attempt ) Serbest atis deneme
DReb Defansif ribaunt
OReb Ofansif ribaunt
Assists Asist

Steals Top calma
Turnovers Top kaybi

4.2. Veri Doniisiimleri (Data Transformations)

Elde edilen veri seti lizerinden tahmin yapabilmek i¢cin model doniisiimlerine ihtiya¢ duyulmustur. Bunun i¢in
DefansOfans ve Dort Faktor modelleri baz alinmistir. Bunlardan olusan melez modellerle birlikte 8 adet model
tiretilmistir ve mag¢ sonuclar1 tahmin edilmeye calisiimistir.

4.2.1. DefansOfans Modeli (DefenseOfense Model)
Horvat vd. tarafindan (2018) yayinlanan makalede DefansOfans (DefenseOfense) olarak isimlendirdigi modelinde
temel basketbol istatistiklerini kullanmistir. Ev sahibi ve deplasman takimu istatistikleri izerine yogunlasmistir.

Ancak bu calismada, veri setleri icerisinde blok ve faul verilerine ulasilamadig1 icin model iizerinde bu veriler
kullanilmamistir. Sonug olarak, tiim istatistikler i_offence ve i_defence adinda iki parametreye indirgenmistir.
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Orijinal Model i¢in hesaplama islemleri Tablo 3’de gosterilmistir. Bu ¢alismada kullanilan model parametreleri ve
hesaplama islemleri Tablo 4’de gosterilmistir.

Tablo 3. DefansOfans Orijinal Modeli Hesaplama Islemleri (Calculation Procedures of DefenseOfense Original Model)
isim Hesaplama Yéntemi
home_2FGM+home_3FGM+home_FTM-(home_2FGA-home_2FGM+home_3FGA-
home_i_offence | home_3FGM+home_FTA-home_FTM)+ home_OReb+home_Assists+
home_Fouls_Rv-home_Turnovers-home_Blocks_Ag
(away_2FGM+away_3FGM+away_FTM)+(away_2FGA-

home_i_defence | away_2FGM+away_3FGA-away_3FGM+away_FTA-away_FTM)+
home_DReb+home_Steals+ home_Blocks_Fv-away_OReb-home_Fouls_Com

Tablo 4. DefansOfans Modeli Yapisi (Structure of DefenseOfense Model)

isim Hesaplama Yontemi Tipi
home_2FGM+home_3FGM+home_FTM- (home_2FGA-
home_i_offence home_2FGM+home_3FGA-home_3FGM+home_FTA-home_FTM) Ozellik

+home_OReb+home_Assists-home_Turnovers

-(away_2FGM+away_3FGM+ away_FTM)+(away_2FGA-
home_i_defence away_2FGM+away_3FGA-away_3FGM+away_FTA-away_FTM) Ozellik
+home_DReb+home_Steals-away_OReb

home_win Ev sahibi takim kazand1 m1? (0,1) Sinif

4.2.2. Dort Faktor Modeli (Four Factors Model)

Takimlarin basketbol magclarini kazanmasinin etkisini istatistikler lizerinden bulmaya c¢alisan Dean Oliver,
Basketbol Basarisinin Dort Faktoriini tanimlamistir (Oliver, 2004). Bu tanima goére sutlarin kazanmaya etkisi
%40, top kayiplarinin %25, ribauntlarin %20 ve serbest atislarin %15’dir. Ayn1 zamanda bu temel degerler hem
hiicum hem de defansif olarak ayr1 ayri hesaplanmaktadir. Tim istatistikler sonu¢ olarak offence_rating ve
defence_rating adinda iki parametreye indirgenmistir. Dort Faktor hesaplama islemleri Tablo 5 ve Tablo 6’da
belirtilmistir.

1. Effective Field Goal Percentage: Etkin Alan Sayisi ylizdesi olarak bilinir. Serbest atislar dahil edilmez. Kazanmaya
etkisi %40 olarak goriilmektedir. Esitlik (8)'de hesaplama islemi belirtilmistir.

FGM +0.5% (3FGM )
FGA

efgp = (8)

2. Turnover Percentage: Top Kaybi yiizdesi olarak gecmektedir. Kazanmaya etkisi %25 olarak goériilmektedir.
Esitlik (9)'da hesaplama islemi belirtilmistir.

~ Turnovers
0.96x ( FGA-OReb-Turnovers +(0.475x FTA))

t )

3. Offensive Rebound Percentage: Ofansif Ribaunt yiizdesi olarak ge¢mektedir. Kazanmaya etkisi %20 olarak
goriulmektedir. Esitlik (10)’da hesaplama islemi belirtilmistir.

3 OReb
OReb+DRebg,,

orp (10)

4. Free Throw Rating: Serbest Atis yiizdesi olarak gecmektedir. Kazanmaya etkisi %15 olarak goériilmektedir.
Esitlik (11)’de hesaplama islemi belirtilmistir.
_FTA

ftr =-——
FGA

(11
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Tablo 5. Dért Faktor Hesaplama Islemleri (Calculation Operations of Four Factors)

I[sim

Hesaplama Yontemi

home_offence_efgp | (home_2FGM+home_3FGM+(0.5*home_3FGM))/

(home_2FGA+home_3FGA)

home_offence_tp

home_Turnovers/(home_2FGA+home_3FGA+
(0.44*home_FTA)-home_OReb+home_Turnovers)

home_offence_orp (home_OReb)/(home_OReb+away_DReb)

home_offence._ftr

(home_FTA)/(home_2FGA+home_3FGA)

home_defence_efgp | (away_2FGM+away_3FGM+(0.5*away_3FGM))/

(away_2FGA+away_3FGA)

home_defence_tp

away_Turnovers/(away_2FGA+away_3FGA+
(0.44*away_FTA)-away_OReb+away_Turnovers)

home_defence_orp | (away_OReb)/(away_OReb+home_DReb)

home_defence_ftr

(away_FTA)/(away_2FGA+away_3FGA)

Tablo 6. Dort Faktor Modeli Yapisi (Structure of Four Factors Model)

[sim

Hesaplama Yontemi Tipi

home_offence_rating

(0.4*home_offence_efgp)+(0.25*home_offence_tp)+ Ozellik
(0.2*home_offence_orp)+(0.15*home_offence._ftr)

home_defence_rating

(0.4*home_defence_efgp)+(0.25*home_defence_tp)+ | Ozellik
(0.2*home_defence_orp)+(0.15*home_defence_ftr)

home_win

Ev sahibi takim kazandi m1? (0,1) Simif

4.2.3. DefansOfans Detayl1 Modeli (DefenseOfense Detailed Model)

DefansOfans modelini olusturan 12 adet o6zellikten olusmaktadir. Tablo 7’de bu o6zellikler ve agiklamalari

gosterilmistir.

Tablo 7. DefansOfans Detayli Modeli Yapisi (Structure of DefenseOfense Detailed Model)

isim Aciklama Tipi

home_2FGM Ev sahibi takimin 2 sayilik isabeti Ozellik
home_2FGA Ev sahibi takimin 2 sayilik denemesi Ozellik
home_3FGM Ev sahibi takimin 3 sayilik isabeti Ozellik
home_3FGA Ev sahibi takimin 3 sayilik denemesi Ozellik
home_FTM Ev sahibi takimin serbest atis isabeti Ozellik
home_FTA Ev sahibi takimin serbest atis denemesi | Ozellik
home_DReb Ev sahibi takimin defansif ribauntlari Ozellik
home_OReb Ev sahibi takimin ofansif ribauntlari Ozellik
home_TReb Ev sahibi takimin toplam ribauntlari Ozellik
home_Assists Ev sahibi takimin asistleri Ozellik
home_Steals Ev sahibi takimin top ¢almalar: Ozellik
Home_Turnovers | Ev sahibi takimin top kayiplari Ozellik
home_win Ev sahibi takim kazand1 m1? (0,1) Sinif

4.2.4. Dort Faktor Detayli Modeli (Four Factors Detailed Model)

Dort Faktor modelini olusturan 8 adet o6zellikten olusmaktadir. Tablo 8'de bu o6zellikler ve agiklamalari

gosterilmistir.

Tablo 8. Dort Faktor Detayli Modeli Yapisi (Structure of Four Factor Detailed Model

Isim Aciklama _Tipi

home_offence_efgp | Ev sahibi takimin ofansif etkin alan ytizdesi Ozellik
home_offence_tp Ev sahibi takimin ofansif top kaybi yiizdesi Ozellik
home_offence_orp Ev sahibi takimin ofansif ribaunt ytizdesi Ozellik
home_offence._ftr Ev sahibi takimin ofansif serbest atis yiizdesi Ozellik
home_defence_efgp | Ev sahibi takimin defansif etkin alan yiizdesi Ozellik
home_defence_tp Ev sahibi takimin defansif top kaybi yiizdesi Ozellik
home_defence_orp Ev sahibi takimin defansif ribaunt yiizdesi Ozellik
home_defence_ftr Ev sahibi takimin defansif serbest atis ytizdesi Ozellik
home_win Ev sahibi takim kazandi mi1? (0,1) Smif

748



OZDEMIR ve BALLI 10.21923/jesd.723109

4.2.5. Melez Modeller (Hybrid Models)

Dort Faktor ve DefansOfans modelleri literatiirde kullanilan modellerdir. Yalnmz her iki modelde de ¢ok sayida
ozellik 2 6zellige indirgenmektedir. Dort Faktér modelinde toplam 8 6zellik, DefansOfans modelinde ise 12 6zellik
ile hesaplama islemlerinde kullanilmaktadir. iki modelin birlesimi ile farkli modeller elde edilmis ve basari oranini
arttirip arttirmadig arastirilmistir. Asagida modellerin yaninda kag adet 6zellige sahip oldugu bilgisi verilmistir.
e Dort Faktor (2 6zellik) ve DefansOfans (2 6zellik) modeli birlestirilerek elde edilen yeni modelde 4 adet
ozellik bulunmaktadir.
e Dort Faktor Detayli (8 6zellik) ve DefansOfans (2 6zellik) modeli birlestirilerek elde edilen yeni modelde
10 adet 6zellik bulunmaktadir.
e Dort Faktor (2 6zellik) ve DefansOfans Detayli (12 6zellik) modeli birlestirilerek elde edilen yeni modelde
14 adet 6zellik bulunmaktadir.
e Dort Faktor Detayli (8 6zellik) ve DefansOfans Detayl (12 6zellik) modeli birlestirilerek elde edilen yeni
modelde 20 adet 6zellik bulunmaktadir.

4.3 Algoritmalar ile Tahmin Edilmesi (Prediction with Algorithms)

ilk olarak veri setleri ile olusturulan 8 adet model Weka programi aracihigl ile tahmin edilmeye calisilmigtir. Veri
seti egitim seti olarak yaygin kullanilan %66, %80 ve 10-kath ¢apraz dogrulama seklinde ayrilmistir. kNN
algoritmasinda k degerleri i¢cin 1, 3, 5, 7,9, 11, 13, 15 kullanilmistir. Cikan sonuglar Tablo 9’da verilmistir. Yiiksek
basar1 oranina sahip sonuglar kalin fontla belirtilmis ve bu sonuglarda kullanilan parametreler tablonun altinda
aciklanmistir.

Tablo 9. Modellerin Algoritmalar ile Tahmin Edilmesi Sonucu Cikan ilk Sonuglar (The First Estimating Results of Models with

Algorithms)
Lojistik Cok Katmanl Naive

kNN Regresyon Algilayic Bayes j48
Model 1: DefansOfans %90,38 %387,5 %386,36 %387,5 %84,2
Model 2: DefansOfans Detayl %382,95 %89,77 %88,46 %78,4 %°84,6
Model 3: Dort Faktor %73,07 %71,59 %72,72 %72,7 %71,5
Model 4: Dort Faktor Detayli %85,22 %78,07 %75 %382,9 %68,1
Model 5: Dort Faktor & DefansOfans %88,46 %87,5 %387,5 %82,6 %82,9
Model 6: Dort Faktor Detayli & DefansOfans %87,5 %92,04 %86,36 %86,3 %80
Model 7: Dort Faktor & DefansOfans Detayl %82,95 %388,63 %380,77 %78,4 %78,8
Model 8: Dort Faktor Detayli & DefansOfans Detayl %86,36 %90,91 %90,91 %81,8 %82,6

Model 1 ve kNN algoritmasi igin %90,38 ¢ikan sonugta egitim seti %80, algoritma parametresi k=15 olarak secildi.
Model 6 ve Lojistik Regresyon algoritmasi i¢in %92,04 ¢ikan sonugcta egitim seti %66 segildi.

Model 8 ve Lojistik Regresyon algoritmasi i¢in %90,91 ¢ikan sonugcta egitim seti %66 segildi.

Model 8 ve Cok Katmanl Algilayici algoritmasi i¢in %90,91 ¢ikan sonugcta egitim seti %66 secildi.

Tablo 10. Tablo 9'de Yer Alan 90+ Basarili Olan Sonuglar ve lyilestirmelerin Sonuclar1 (90+ Successful Results and
Improvements Results in Table 9)

F-Measure Yeni F-Measure
Sira Model Egitim Algoritma Sonug ROC Egitim Yeni ROC
Seti RMSE Seti Sonug¢ RMSE
0,922 0,965
1 Model 6 %66 Lojistik %92,04 0,978 %89 %96,55 0,994
Regresyon 0,2371 0,178
0,907 0,931
2 Model 8 %66 Lojistik %90,91 0,967 %89 %93,10 0,978
Regresyon 0,2714 0,2246
0,907 0,934
3 Model 8 %66 Cok Katmanli %90,91 0,928 %76 %93,55 0,953
Algilayici 0,299 0,26
0,905 0,935
4 Model 1 %380 kNN %90,38 0,938 %388 %93,55 0,95
(k=15) 0,3104 0,3969

Tablo 9’da ¢ikan sonuglar arasinda 90+ basar1 orani yakalanan sonugclarin basarisini daha nasil arttirilacag:
iizerinde calisilmis ve egitim seti verilerini her biri icin %50-%90 arasinda degerlendirilmis olup ve herhangi bir
iyilestirme olup olmadigini anlamak i¢in ¢ikan sonuclar1 bir 6ncekiyle karsilastirilmistir. Yeni ¢ikan sonuglar Tablo
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10’da verilmistir. Ayni veri setleri, Oylama algoritmasi ile kullanilmistir. Her bir ¢alisma i¢in egitim seti verilerini
%50-%90 arasinda degerlendirerek en basarili sonuca ulasmaya ¢alisiimistir. En basarili sonuglar Tablo 11’de
belirtilmistir. Tiim ¢alismalar sonucu ¢ikan en basarili algoritma ve modelleri Tablo 12’de gosterilmistir.

Tablo 11. Tablo 10’de Yer Alan Sirali Sonuglar ile Oylama Algoritmalari ile Tahmin Edilmesi (Estimation with the Voting
Algorithms with the Ordered Results in Table 10)

Oylama Oylama Oylama Oylama

(Lojistik Reg.& (Lojistik Reg. & Cok Kat. (Lojistik Reg. & Cok Kat. (Lojistik Reg. & Cok

Cok Katmanlh Alg.) Alg. & Naive Bayes) Alg. & Random Forest) Kat. Alg. & Naive Bayes
& Random Forest)
Sira Egitim Sonug Egitim Sonug Egitim Sonug Egitim Sonug
Seti Seti Seti Seti

1 %89 %93,10 %89 %93,10 %89 %93,10 %89 %93,10
2 %60 %93,27 %89 %93,10 %76 %93,55 %89 %93,10
3 %73 %94,28 %68 %92,77 %73 %94,28 %68 %92,77
4 %76 %88,71 %90 %88,46 %90 %92,30 %76 %88,71

Tablo 12. Tablo 11'de Yer Alan Sirali Sonuglara Goére En Basarili Sonuglar ve Algoritmalar (Most Successful Results and
Algorithms According to the Ordered Results in Table 11)

F-Measure

Sira Model Algoritma Egitim Seti Sonug ROC
RMSE

0,965

1 Model 6 Lojistik %389 %96,55 0,994
Regresyon 0,178

Oylama 0,934

2 Model 8 (Lojistik Reg. & Cok Kat. Alg. & Random Forest) %76 %93,55 0,948
0,2585

Oylama 0,942

3 Model 8 (Lojistik Reg.& Cok Kat. Alg.) %73 %94,28 0,964
0,2442

0,935

4 Model 1 kNN %88 %93,55 0,95
(k=15) 0,3969

5. Tartisma (Discussion)

Yapilan ¢alismada ge¢mis ¢alismalardan farkl olarak yeni bir veri seti kullanilmistir. Elde edilen veri setleri iki
adet ana model ve melez modeller kullanarak makine 6grenmesi yontemleriyle tahmin edilmeye calisilmistir.
Calisma sonucunda en basarili sonug Lojistik Regresyon algoritmasi ile Model 6 kullanilarak elde edilmistir.

Horvat vd. (2018) tarafindan yapilan ¢alismada kullanilan model ile beraber 6 adet yeni model olusturulmustur.
DefansOfans modeline ek olarak Dort Faktér ve bunlarin birlesimiyle olusan melez modeller ile yapilan
¢alismadaki model sayis1 arttirilmistir. En basarili 4 sonug arasinda yer alan 3 adet sonuc¢ta melez modellerin
kullanildig1 gériilmustiir.

Calismanin amaci dogrultusunda Model 6’in Lojistik Regresyon algoritmasi ile incelenmesi sonucunda %96,55
oraninda en fazla basariy1 sagladig1 goriilmiistiir. Elde edilen bu basari, kullanilan model ve algoritmanin en uygun
oldugunu gostermektedir. Model 6 icin RMSE degerleri digerlerine gore en kiiciik, ayni zamanda ROC ve F-measure
degerleri en yiiksektir. Ayrica Model 8’in Oylama (Lojistik Reg.& Cok Katmanli Alg.) algoritmasi ile analizi
neticesinde %94,28 oraninda basari sagladig1 seklinde yorumlanabilir. Model 8’in Oylama (Lojistik Reg. & Cok Kat.
Alg. & Random Forest) algoritmasi ve Model 1'in kNN algoritmasi ile analizi neticesinde ise %93,55 oraninda bir
basar1 yakaladigi sonucuna ulasilmistir. Ulasilan bu sonuglar kullanilan modellerin yapilan tahminlere
uygunlugunu gostermektedir.

Ayyildiz tarafindan 2018 yilinda yapilan ¢alisma %90 basar1 oranina ulasarak ge¢mis calismalar arasindaki en
basarili sonuctur. Belirtilen ¢alismada sadece Yapay Sinir Aglar: kullanildigi goériilmistiir. Bu calismada ise kNN,
Lojistik Regresyon, Cok Katmanli Algilayici, Naive Bayes, j48 ve Oylama gibi makine 6grenmesi yontemleri
kullanilmistir. En basarili sonuca Lojistik Regresyon yardimiyla ulasimistir. Ayrica Oylama yontemleri
kullanilarak basari oranlarinin arttirildigi goériilmiistiir.

750



OZDEMIR ve BALLI 10.21923/jesd.723109

6. Sonuclar (Results)

Bu calismada literatiirde bir ilk olarak, Turkiye Erkekler Basketbol Siiper Ligi veri setinin Dort Faktor ve
DefansOfans modeli ile birlikte incelenmesi amaglanmistir. Bu amag¢ dogrultusunda toplamda 260 adet mag
degerlendirmeye alinmis ve sonuglar: makine 6grenmesi yontemleriyle tahmin edilmeye ¢alisiimistir. En basarili
algoritmanin %96,55 basari orani ve %89 egitim seti degerlendirmesiyle, Lojistik Regresyon oldugu goriilmiistiir.

Calismanin basinda egitim seti olarak yilizde 66, 80 ve 10-kath capraz dogrulama kullanilmistir. Tablo 10’da
gorildigi tizere egitim seti yilizdesini arttirmak basar1 oranini arttirmistir. Daha sonra oylama algoritmalari ile
yapilan tahminlerde Model 8 i¢in basari oranimi arttirdigr goriilmistir. Ayrica Tablo 9’dan sonra yapilan
calismalarda egitim seti degerleri degistirilerek daha iyi bir sonuca ulasmak amag¢lanmistir. Egitim seti degerlerini
arttirmanin dogruluk oranini her zaman arttirmadigi gézlemlenmistir.

Gecmis calismalarin ¢ogu Amerikan basketbol liglerini konu alirken, Avrupa basketbolu ligleri {izerine
calismalarin sayisi olduk¢a azdir. Avrupa basketbolu gelecek c¢alismalarin bir¢coguna ilham olabilir. Ayrica bu
¢alisma sonucunda en basarili sonuglar arasinda melez modellere rastlanilmasi sebebiyle, elde edilen istatistiksel
veriler ilizerinden bir¢ok yeni model olusturulabilir. Elde edilen ge¢mis veriler yardimiyla gelecek maglarin
tahmini ilgili yeni calismalar ytriitiilebilir.
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