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Anahtar Kelimeler 0z: Gogiis kanseri, her yil cokca éliime sebebiyet veren en tehlikeli kanser tiirleri
Gogiis Kanseri, arasinda yer almaktadir. Erken tan1 durumlan kanser tedavilerinde yapic rol
Derin Ogrenme = = = oynamaktadir. Bu nedenle arastirmacilar, hastalara ve saglikli insanlara ait veriler
Yiginlanmis Ozdevinimli iizerinde smiflandirma ve kiimeleme yontemlerini kullanarak deneysel arastirmalar
Kodlayicilar, . I R . .
Veri On isleme, yapmaktadir. G.ells?lv’l teknolop. ile maklln.e 6grenme destekli teshis (;vahgmfilarmm
Makine Ogrenme Metotlar1 yani sira derin O6grenme yontemlerinin kullaniminda kayda deger bir artis
gorilmektedir. Bu calismada, bir derin 6grenme metodu olan yiginlanmis
6zdevinimli kodlayicilar (stacked autoencoders, SAE) kullanilarak gogiis kanseri
siniflandirilmasinda kullanilmak iizere yeni bir model tasarlanmistir. Tasarlanan
SAE ile performans karsilastirmasi gerceklestirmek iizere en yaygin kullanilan
makine 6grenme yontemlerinden destek vektér makineleri, k-en yakin komsuluk,
naive bayes ve karar agaclari metotlar1 bu ¢alismada ayrica kullanilmistir.
Dogruluk orani metriginin yani sira, egitim ve test asamalarindaki gegen siire
(zaman karmasiklifl) deneysel c¢alismalarda hesaplanmistir. Deneysel
calismalarda, veri 6n isleme adimlarindan normalizasyon stireci uygulanarak,
siniflandirma basarimina etkisi incelenmistir. Deneysel sonuglara gore dogruluk
orani kriteri baz alindiginda %79,31 dogruluk orani ile en basarili sonug veri 6n
isleme destekli SAE ile elde edilmistir. Zaman karmasikligl metrigine gére KNN
algoritmas1 egitim siirecinde en hizli algoritma olurken SAE algoritmasi test
siirecinde en hizli olan algoritma olarak tespit edilmistir.

Classification of Breast Cancer using Stacked Autoencoders and Performance
Comparison with Classical Machine Learning Methods

Keywords Abstract: Breast cancer is among the most dangerous cancer types that cause

Breast Canc.er, many deaths every year. Early diagnosis states play a constructive role in cancer

Deep Learning, treatments. Therefore, researchers conduct experimental research on the data that

SDt;tsz?eAplrlzzggsci%ierS' belongs to patients and healty peaople using classification and clustering methods.

Machine Learning ’ In addition to ma_chine_ lee_njning .assisted fiiagnostic studies with _the developing

Algorithms technology, there is a significant increase in the use of deep learning methods. In
this study, a new model is designed to be used in the classification of breast cancer
using stacked autoencoders (SAE) which is a deep learning method. Support vector
machines, k-nearest neighborhood, naive bayes, and decision trees methods, which
are the most commonly used machine learning methods to compare performance
with the designed SAE, were also used in this study. In addition to the accuracy
rate metric, the elapsed time (time complexity) during the training and testing
stages was calculated in experimental studies. In the experimental studies, the
effect of the classification performance was examined by applying the
normalization process from the data pre-processing steps. According to the
experimental results, the most successful result with 79.31% accuracy rate was
obtained by data pre-processing aided SAE. According to the time complexity metric,
KNN algorithm is the fastest algorithm in the training process, while the SAE algorithm
is the fastest in the test process.
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1. Giris

Kadinlarda en sik goriilen kanser tipi olan gogiis kanseri, gégiis dokusundaki siit kanalint meydana getiren ve siit
yapict hiicrelerin kontrolsiiz olarak ¢ogalmasiyla ortaya c¢ikmaktadir [1]. Gogiis kanserindeki en Onemli
hususlardan birisi, kanserin kan ve lenf yoluyla diger organlara yayilmadan teshisi ve tedavisidir. Dolayisiyla
gogus kanserinde erken teshis olduk¢a 6nemlidir. Bu amag dogrultusunda arastirmacilar gogiis kanseri tizerine
yogun ¢alismalar yapmaktadir.

Bu calismada siniflandirma amaciyla kullanilacak olan Breast Cancer Coimbra (BCC) [2] veri seti lizerine
literatlirde cesitli calismalar gergeklestirilmis bulunmaktadir. Giiltepe ve Kartbaev, BCC veri setini kullanarak
gogis kanseri i¢in veri madenciligi ¢alismalar: gerceklestirmislerdir [3]. Yaptiklar1 ¢calismada ]J48, ¢cok katmanlh
algilayicilar (multilayer perceptron, MLP), k-en yakin komsuluk (K-nearest neighbor, KNN) ve destek vektdr
makineleri (support vector machines, SVM) algoritmalarini kullanan ekip J48 algoritmasi ile en basarili sonucu
elde etmistir. Calismada veri setinin boliinmesi (egitim ve test olarak) hakkinda bilgi verilmemistir. Bir baska
calismada, Sharma ve Nair dzellik o6lceklendirme, ¢apraz dogrulama ve torbalama teknigi ile gesitli topluluk
makine 6grenme adimlarini uygulamislardir [4]. BCC veri setini, %90 egitim %10 test olacak sekilde bélen ekip,
karar agaclar1 (decision trees, DT) ve KNN ile en basarili sonucu elde etmistir. Arunadevi ve Ganeshamoorthi
goglis kanseri simiflandirmak icin kullanilan 6znitelikler arasindan o6zellik se¢imi icin bir ¢alisma
gerceklestirmistir [5]. KNN, SVM ve yapay sinir aglar1 (artificial neural networks, ANN) algoritmalarinin
siniflandirma, rastgele orman (random forest, RF) ve genellestirilmis dogrusal model (generalized linear model,
GLM) tekniklerinin o6zellik secici olarak kullanildigi c¢alismada farkli performans metriklerine gore
degerlendirmeler gerceklestirilmistir. GLM tekniginin 6zellik se¢ici, SVM algoritmasinin siniflandirici olarak
secildigi durumda en basarili sonuglarin elde edildigi gézlemlenmistir. BCC veri seti kullanilarak gergeklestirilen
bir diger ¢alismada, Saritas ve Yasar, ANN ve naive bayes (NB) algoritmalari ile siniflandirma gergeklestirmis ve
performans analizleri yapmistir [6]. Calismada, ANN icin veri seti, egitim (75 6rnek), dogrulama (12 érnek) ve
test (29 ornek) olarak ayrilirken NB icin veri seti, egitim (93 ornek) ve test (23 ornek) olarak ayrilmistir.
Deneysel ¢alismalarda her iki yontem icin basarili sonuglar elde edilmistir. KNN, SVM, DT, RF algoritmalarinin
yer aldigr 8 farkli yontemin siniflandirici olarak kullanildigi ¢alismada Salod ve Singh [7], g6giis kanseri
tespitinde makine 6grenme algoritmalarinin performanslarini karsilastirmiglardir. Ozellik secimi adiminin da
uygulandig1 calismada veri seti, %60 egitim, %30 dogrulama ve %10 test seti olacak sekilde boliinmistiir.
Deneysel ¢calismalar farkli performans metriklerine gore degerlendirilmistir.

Makine 6grenme algoritmalarinin yani sira gelisen teknoloji ile derin 6grenme yontemleri farkli problemler [8-
16] ic¢in literatiirde siklikla kullanilmaya baslanmistir. Bir derin 6grenme yontemi olan yiginlanmis 6zdevinimli
kodlayicilar (stacked autoencoders, SAE), birden fazla gizli katman igeren ve birbiri ardinca ¢alisan 6zdevinimli
kodlayicilar (autoencoders, AE) ile olusmaktadir. Giris, gizli ve ¢ikis katmanindan meydana gelen SAE, geri
yayihm algoritmasim egitimde kullanan ve giris verisini ¢ikis etiketi olarak atayan bir yontemdir [10]. Ozellik
¢ikarma, giirtltii giderme ve siiflandirma gibi farkli amaglarla kullanilabilmektedir.

Siniflandirma yontemlerinin performanslarini iyilestirmede, modelde kullanilan verinin 6n islemden gegirilmesi
¢ogunlukla pozitif yonde katk: saglamaktadir. Girdi olarak kullanilan parametrelerin degerleri arasinda biiyiik
fark olmas1 durumunda, girdi degerlerini diizenleyecek ve belirli bir araliga gore giincelleyecek normalizasyon
6n adimina ihtiya¢ duyulmaktadir. Min-max, z-score, medyan ve sigmoid en sik kullanilan normalizasyon
teknikleri arasinda yer almaktadir.

Bu calismada, veri 6n isleme adimi ile SAE ve softmax simiflandiricinin siniflandirma egitimi asamasinda
kullanildig1 bir model tasarlanmistir. Onerilen modelin performans analizini gerceklestirebilmek icin SVM, KNN,
NB ve DT makine 6grenme algoritmalar1 ayrica kullanilmistir. Biitiin deneysel calismalar BCC veri seti ile
gerceklestirilmistir. Dogruluk orani performans metriginin yaninda modellerin egitimi ve test siirecinde gecen
siireye gore zaman karmasikligl analizi yapilmistir. Deneysel sonuglara gore veri 6n isleme adiminda girdi
degerlerini 0 ile 1 arasina normalize eden min-max normalizasyon tekniginin kullanildig1 dnerilen yéntemle en
basarili sonug elde edilmistir.

Bu ¢alismanin temel ¢iktilari su sekilde siralanabilir:

e Veri 6n isleme ve softmax siniflandiricili SAE kullanilarak bir simiflandirma modeli tasarlanmistir.

e Tasarlanan model ile (normalizasyon destekli) %79,31 dogruluk orani elde edilerek karsilastirma
yapilan diger algoritmalar geride birakilmis ve en basarili sonuc elde dilmistir.

e Zaman karmasiklifina gore, egitim siiresi en kisa olan algoritma KNN iken, test siiresi en kisa olan
yontem Onerilen metottur.
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e Normalizasyon veri 6n isleme adimi ile kullanilan algoritmalardan SVM, KNN ve 6nerilen modelin basari
oranlari artirilmistur.

Bu ¢alismada kullanilan materyal ve metotlar Bolim 2 ile detayli olarak sunulmustur. Bélim 3 ile deneysel
sonuglardan bahsedilmis olup ¢alismanin degerlendirilmesi B6liim 4’ te yapilmistir.

2. Materyal ve Metot

Bu ¢alismada BCC veri seti kullanilarak gégiis kanseri siniflandirmak icin bir SAE tabanh yéntem tasarlanmistir.
Kullanilan yontemin performans analizi yapilabilmesi icin en yaygin kullanilan makine 6grenme
algoritmalarindan SVM, KNN, NB ve DT diger simiflandirma metotlar1 olarak kullanilmistir. Simiflandirma
problemlerinde basariy1 artirabilecek veri 6n isleme adimlar1 ¢alismalarda yogun bir sekilde kullanilmaktadir.
Degerleri 0 ile 1 arasinda diizenleyen normalizasyon teknigi bu calismada veri 6n isleme adimi olarak
kullanilmistir.

2.1. Breast Cancer Coimbra veri seti

Rutin kan analizinde elde edilebilen, “Age”, “BMI (kg/m2)”, “Glucose (mg/dL)”, “Insulin (pU/mL)”, “HOMA”,
“Leptin (ng/mL)”, “Adiponectin (ug/mL)”, “Resistin (ng/mL)” ve “MCP-1(pg/dL)” nicel 6znitelikleri iceren veri
seti, saglikli (1=Healthy controls) ve hasta (2=Patients) olarak iki etiketten olusmaktadir. Toplamda 116 6rnek
iceren veri setinde 64 Ornek hastalara aitken geriye kalan 52 6rnek saglikli bireylere aittir. Deneysel
calismalarda kullanmak tizere veri seti %75 egitim %Z25 test olacak sekilde rastgele boliinmiistiir. Her bir
asamada kullanilacak olan 6rnek sayis1 Tablo 1 ile gosterildigi gibidir.

Tablo 1. Ornek sayisi dagilimi.

Egitim Test Toplam
Saghkh 39 13 52
Hasta 48 16 64
Toplam 87 29 116

2.2.Veri 6n isleme

Verilerin daha kaliteli hale getirilmesi icin bazi 6n islemlerden gecirilmesi gerekmektedir. Verinin yok sayilmasi,
eksik olanlarin doldurulmasi gibi adimlar veri temizleme 6n islemiyle gerceklestirilirken, farkli kaynaklardan
verilerin bir araya getirilmesi ve kullaniciya doniistiirilmiis verinin aktarimi veri entegrasyonu on islemiyle
gerceklestirilmektedir. Girdi parametrelerinin degerleri arasinda ¢ok fark olmasi halinde giris degerlerini
indirgemek i¢cin normalizasyon 6n islemi kullanilmaktadir. Bu ¢alismada degerlerin 0 ile 1 arasina yayildigy,
Denklem 1. ile hesaplanan min-max normalizasyon yontemi, 6n islem olarak kullanilmistir.

X~ Xmin

X' = X" Xmin_ (1)

Xmax = Xmin
2.3. Makine 6grenme algoritmalari

Destek vektor makineleri (support vector machines, SVM), Vapnik ve arkadaslar tarafindan onerilmistir
[17]. Regresyon ve siniflandirma problemlerinde kullanilabilen bu yontem, bu ¢alismada siniflandirma islemi
icin kullanilmistir. Yapisal risk minimizasyonu ve istatiksel 6grenme teorisine dayanan bu yontem uygulamasi
kolay esnek bir algoritmadir. Bir diizlemde bulunan iki grup arasina bir sinir ¢izgisi ¢ekilerek iki grup ayrilabilir.
Fakat bu sinir ¢izgisinin bulunacagi konum iki grubun iiyelerine en uzak olan konumda olmalidir. SVM
algoritmasi bu sinirin nasil gizilecegi konusunda devreye girer. Overfitting (ezberleme) sorunun bulunmamasi ve
yiksek dogruluk oranlar1 gibi avantajlarinin yani sira olasiliksal tahminler yiiriitememe ve c¢ekirdek
fonksiyonlarinin pozitif tanimh siirekli fonksiyonlar olma zorunlulugu dezavantajlari arasinda sayilabilmektedir
[18]. Bu ¢alismada, SVM ydntemi i¢in dogrusal ¢ekirdek fonksiyonunu (linear kernel function) kullanilmistir.

K-en yakin komsuluk (K-nearest neighbor, KNN) algoritmasi, en basit siniflandirma algoritmalar1 arasinda
yer almaktadir. Algoritmada dncelikle bir K degeri belirlenir. Bu deger, verilen bir noktaya en yakin komsularin
sayisidir. Uzaklik fonksiyonlar1 yardimi ile verilen noktanin (yeni veri), mevcut verilere gore tek tek uzaklig
hesaplanir. Ozellik degerlerine gére simf atamasi (etiketleme) gerceklesir. Hizl1 ve basit bir algoritma olmasi
avantajlarinin yaninda biiytik veriler i¢in kullanildiginda biiyiik bellek gereksinimine ihtiya¢ duyma dezavantaji
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bulunmaktadir [19]. Bu ¢calismada, komsuluk sayis1 degeri (K) 10 olarak belirlenmis olup, uzaklik metrigi olarak
‘euclidean’ secilmistir.

Naive bayes (NB) algoritmasi, 1812 yilinda Thomas Bayes tarafindan oOnerilmistir. NB’ nin temeli Bayes
teoremine dayanmaktadir. Algoritmada bir 6rnek i¢in her durumun olasilig1 hesaplanir ve olasilik degeri en
yliksek olana gore siniflandirma islemi gergeklestirilir. Az sayida egitim verisiyle yiiksek basarimli sonuclarin
elde edilebilecegi bu yontemle dengesiz veri kiimeleri tizerinde de ¢alisilabilmektedir [20].

Karar agaclar1 (decision trees, DT), karmasik bir islemin, alt parcalara ayrilip basit kararlar kiimesine
dontstiirilmesi esasina dayanmaktadir. Etiketli giris verileri ile bir veya daha fazla agactan olusan bir model
olusturulur. Test amaciyla yeni bir veri modele gonderildiginde, daha 6nceki egitimden 6grendiklerine gore yeni
verinin sinifin1 tahmin eder. Anlasilmasi, yorumlamasi kolay ve diisiik hesaplama karmasikligina sahip olma, DT’
nin avantajlarindan bazilaridir [21].

2.4. Yiginlanmis 6zdevinimli kodlayicilar

Ozdevinimli kodlayicilar (autoencoders, AE) ciktisinda girisin elde edilmeye ¢ahisildig1 bir sinir ag: tiiriidiir.
Egitim siirecinde geri yayilim algoritmasini kullanan bu model, egitimsiz 6grenme gerceklestiren ve giris verisini
cikis etiketi olarak tanimlayan bir derin 6grenme metodudur [10]. Ornek bir AE mimarisi Sekil 1 ile sunulmustur.
Giris, gizli ve ¢cikis katmanlarindan olusan AE yapisinda kodlayic1 (encoder) ve kod ¢oziicii (decoder) birimler
bulunmaktadir.

Encoder Decoder

X )2'1 —
X X, —
X3 X, —>
xm xm Ea

Sekil 1. Temel bir AE mimarisi [10].

Birden fazla gizli katmani olan AE mimarisi, yiginlanmis 6zdevinimli kodlayic1 olarak (stacked autoencoders,
SAE) tamimlanmaktadir [22]. Ornek bir SAE mimarisi Sekil 2 ile gosterildigi gibidir.

P(y=0[x)
P(y=1[x)
P(y=2[x)
P(y=3x)
P(y=4[x)

P(y=5[x)

Giriy Ozellikler 1 Ozellikler 11 Softmax Cikis
Smiflandiric

Sekil 2. Temel bir SAE mimarisi [10].
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2.5. Tasarlanan SAE tabanli siniflandirici

BCC veri setinin siniflandirilmasi i¢cin SAE tabanlh bir smiflandirma modeli 6nerilmistir. Sekil 3 ile gosterilen
modelde, veri setine 6ncelikle 6n isleme adimi uygulanabilmekte daha sonra veri seti egitim ve test verisi olarak
ikiye boltinmektedir. Tablo 2 ile ifade edilen iki AE’ den olusan SAE modeli (AE1 + AE2) ile egitim seti
kullanilarak egitim islemi gerceklestirilir. Daha sonra SAE ve softmax siniflandiricidan olusan modelin egitimi ile
egitilmis model elde edilir. Egitilmis model, test seti ile degerlendirme asamasina girdikten sonra Denklem 2 ile
tanimlanan dogruluk orani metrigine gore sonug elde edilir.

w—

BCC Veri Seti

On islem

/

X

SAE ve Softmax Siniflandirici

Ozellikler T

Ozellikler IT

Softmax
Siniflandiricr

Saglikli
Egitilmis
Hasta Model
Cikag

Degerlendirme

A

Sekil 3. Onerilen siniflandirma modeli.

Tablo 2. Olusturulan SAE metoduna ait parametreler ve degerleri.

Parametreler
Néron , L.'Z . Seyreklik Encoder Decoder Transfer | Maksimum
Sayisi Diizenlilestirme Orani Transfer Fonksiyonu Epok
y Katsayis1 Fonksiyonu y P
AE1 30 0,001 0,05 "logsig" "purelin” 500
AE2 15 0,001 0,05 "logsig" "purelin” 500

Dogruluk orant =

Dogru tahmin sayist

Test seti toplam 6rnek sayist

(2)

Bir yontemin hesaplama karmasikligi, metodun calismasi icin gerekli siireyi ya da bellek alanimi ifade etmek
tizere kullanilan kavramdir. Calismada kullanilan tiim yontemlere ait hesaplama karmasikligi Tablo 3 ile
sunulmustur. Burada N 6rnek sayisina, M 6znitelik sayisina, k komsuluk sayisina, H agag¢ yiiksekligine, h gizli
noron sayisina ve K, AE’ lerin gizli néronlar sayisi toplamina karsilik gelmektedir [15].

Tablo 3. Yontemlere ait hesaplama karmasikliklar.

Yontem Hesaplama Karmasikhg
SVM O(N?)

KNN O(MLog(k)NLog(N))
NB O(NM)

DT O(H)

Onerilen O(NK + MhN)
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3. Bulgular

Bu ¢alismada BCC veri seti lizerinde SVM, KNN, NB ve DT makine 6grenme algoritmalarinin yam sira SAE tabanl
derin bir siniflandirict model ile gogiis kanseri tespiti yapilmistir. Verilerin daha diizenli, daha anlaml hale
getirilebilmesi i¢cin 6n adimlardan gecirilmesi sonucunda problemin ¢ézlimiinde genellikle daha basarili sonuglar
elde edilmektedir. Min-max normalizasyon 6n islemi ile deneysel ¢alismalarda kullanilan smiflandiricilarin
¢ogunlugunda basar1 orani artmistir. Kullanilan siniflandirma algoritmalarina ait dogruluk oranlari, egitim ve
test siirecinde gegen zaman (zaman karmasikligi) Tablo 4 ile sunulmustur. Dogruluk orani ve zaman karmasiklig
kriterlerinin yani sira, duyarlilik ve kesinlik metrikleri de performans degerlendirmesinde kullanilmistir.
Denklem 3 ile ifade edilen duyarlilik (recall, sensitivity) degeri pozitif olarak tahmin edilmesi gereken
durumlarin hangi oranda pozitif olarak tahmin edildigini ifade etmektedir. Burada TP, hasta olarak tahmin edilen
ve gercekte hasta olan kisi sayisini ifade ederken FN degeri, gercekte hasta olan ama hasta degil olarak tahmin
edilen kisi sayisini ifade etmektedir. Denklem 4 ile ifade edilen kesinlik (precision) degeri pozitif olarak tahmin
edilen durumlarin gercekte ne kadarinin pozitif oldugunu ifade etmektedir. Burada FP, hasta olmayanlarin hasta
olarak tahmin edildigi durum sayisin1 vermektedir.

_ TP

Duyarlilik = P (3)

Kesinlik = — (4)
TP+FP

Tablo 4 incelendiginde herhangi bir 6n islem yokken, SVM ve NB algoritmalari makine 6grenme tabanli
algoritmalar icerisinde %68,97 dogruluk oraniyla en basarili sonuclar1 verse de on islemsiz 6nerilen modelle
%75,86 dogruluk orani elde edilmistir. On islem olarak normalizasyon adim1 uygulandiginda SVM, KNN ve
onerilen modelin basari oranlari artarken NB ve DT algoritmalarinin basari oranlari diismiistiir. Dogruluk orani
metrigine gore biitiin tablo incelendiginde normalizasyon 6n isleminin uygulandig1 onerilen yontemle %79,31
dogruluk orani ile en basarili sonug elde edilmistir. Bir diger performans metrigi olan zaman karmasikligina gore
normalizasyon destekli KNN algoritmas1 en kisa egitim siiresine sahipken, normalizasyon destekli onerilen
model en kisa test siiresine sahiptir. Duyarlilik metrigi géz dniine alindiginda normalizasyon destekli SVM, KNN
ve Onerilen model %100,00 degerine ulasirken, kesinlik metrigine goére 6n islemsiz NB yontemi ile %88,89
degeri elde edilmistir.

Tablo 4. Performans degerlendirme tablosu.

On isleme Yontem Dogruluk Orani (%) | Duyarlilik (%) | Kesinlik (%) | Egitim Siiresi | Test Siiresi
SVM 68,97 56,25 81,82 1,6315 0,0446
KNN 51,72 56,25 56,25 0,2608 0,0309
§ NB 68,97 50,00 88,89 1,8347 0,5359
DT 62,07 81,25 61,90 1,8705 0,0392
Onerilen model 75,86 75,00 80,00 1,7143 0,0105
= SVM 72,41 100,00 66,67 0,5528 0,0511
% KNN 72,41 100,00 66,67 0,1626 0,0198
= NB 65,52 68,75 68,75 0,3085 0,0301
§ DT 51,72 75,00 54,55 0,2599 0,0164
= Onerilen model 79,31 100,00 72,73 1,4843 0,0086

Siniflandirma problemlerinde performans gosteriminin bir diger versiyonu test seti iizerinde dogru ve tahmin
edilen siniflarla olusturulan karmasiklik matrisleridir. BCC veri seti izerinde SVM, KNN, NB ve DT klasik makine
6grenmelerine ait karmasiklik matrisleri Sekil 4 - 7 ile sirasiyla verilmistir.
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Dogru sinif

Dogru sinif

Tahmin edilen sinif Tahmin edilen sinif

a)On islemesiz b)Normalizasyon destekli

Sekil 4. SVM igin veri 6n islemesiz ve normalizasyon destekli kosmalara ait karmasiklik matrisleri.

Dogru sinif

Dogru sinif

Tahmin edilen sinif Tahmin edilen sinif

a)On islemesiz b)Normalizasyon destekli

Sekil 5. KNN igin veri 6n islemesiz ve normalizasyon destekli kogmalara ait karmasiklik matrisleri.

Dogru sinif

Dogru sinif

Tahmin edilen sinif Tahmin edilen sinif

a)On islemesiz b)Normalizasyon destekli

Sekil 6. NB igin veri 6n islemesiz ve normalizasyon destekli kosmalara ait karmasiklik matrisleri.
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Tahmin edilen sinif Tahmin edilen sinif
a)On islemesiz b)Normalizasyon destekli

Sekil 7. DT icin veri 6n islemesiz ve normalizasyon destekli kosmalara ait karmasiklik matrisleri.

Derin 6grenme tabanli dnerilen modelle elde edilen sonuglara ait karmasiklik matrisleri Sekil 8 ile sunulmustur.

Dogru sinif
Dogru sinif

Tahmin edilen sinif Tahmin edilen sinif

a)On islemesiz b)Normalizasyon destekli

Sekil 8. Tasarlanan model igin veri 6n islemesiz ve normalizasyon destekli kosmalara ait karmasiklik matrisleri.

Literatiirde yer alan diger ¢alismalar ile dnerilen yontem i¢in deneysel kurulum ve sonuglara ait bilgiler Tablo 5
ile 6zetlenmistir. Bu veri seti icin ¢esitli siniflandirma yontemlerinin g¢esitli veri seti ayrimi (egitim, dogrulama,
test) teknikleri ile analiz edildigi gériilmektedir.

Tablo 5. BCC veri seti Uizerine literatlrde yer alan galismalara ait 6zet bilgiler.

Calisma Metot Egitim-Test Ayrimi Dogruluk (%)
Giiltepe ve Kartbaev [3] ]48 Bilinmiyor 76,92
Sharma ve Nair [4] DT, KNN %90 Egitim - %10 Test 100,00
Arunadevi ve Ganeshamoorthi [5] GLM, SVM Bilinmiyor 91,30
Saritas ve Yasar [6] ANN 75 Egitim - 12 Dogrulama - 29 Test 86,95
Saritas ve Yasar [6] NB 93 Egitim Verisi - 23 Test Verisi 83,54
Tasarlanan Yontem SAE %75 Egitim - %25 Test 79,31
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4. Tartisma ve Sonug¢

Gogiis kanseri, kadinlarda en sik goriilen kanser tiiriidiir. Hastaligin erken teshisi, tedavisi i¢in olduk¢a 6nem arz
etmektedir. Bu calismada, bir derin 6grenme metodu olan SAE tabanl siniflandirici ile kan degerlerinden olusan
BCC veri seti basarili bir sekilde siniflandirilmistir. Metodun basarisini diger yontemlerle karsilastirmak icin en
yaygin kullanilan makine 6grenme algoritmalarindan SVM, KNN, NB ve DT algoritmalar1 BCC veri setini
siniflandirmada kullanilmistir. Metotlarin performansini artirmak igin veri 6n isleme adimi literatiirde siklikla
tercih edilen bir yontemdir. Bu ¢alismada smiflandirma metotlarinin performansina etkisini gézlemlemek icin
min-max normalizasyon on isleme teknigi tim simiflandiricilar i¢in kullanilmistir. Bu 6n islemin SAE, SVM ve
KNN metotlarinin dogruluk oranini artirdig1 gézlemlenmistir. Deneysel sonuglar incelendiginde tasarlanan SAE
tabanli siniflandirict modelin %79,31 dogruluk orani ile en basarili ydntem oldugu goériilmiistiir. Bu ¢alismada
ayrica, yontemlerin zamansal karmasikliklari incelenmis olup, KNN algoritmasinin egitim asamasinda,
tasarlanan yontemin test asamasinda diger yontemlere gore daha hizli ¢calistigi saptanmistir.

Gelecek calismalarda, farkli veri 6n isleme adimlar1 kullanilarak ydntemlerin performansina etkisi analiz
edilebilir. Ayrica 6nerilen yontem, farkli makine 6grenme algoritmalari ile karsilastirilabilir veya yontemlerin
performansini 6lgmek i¢in farkli veri seti kullanilabilir. Son olarak, énerilen yontemde SAE yerine farkli bir derin
6grenme metodu kullanilarak ¢alismalar gerceklestirilebilir.
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