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OZET

Giliniimiiziin gelismis bilgisayar teknolojisi isletmelerde veri yignlar
olusturmaktadir. Stratejik pazarlama kararlarinin dogru ve zamaninda alimabilmesi,
bu verilerin en iyi sekilde analiz edilebilmesi ve anlamli hale getirilmeleri ile
miimkiindiir. Bu nedenle, bunu saglayacak veri madenciligi gibi giiclii araclara
ihtiya¢ vardir. Veri madenciligi ile tahmin modellerinin olusturulmasinda en yaygin
ve etkin olarak kullanilan yontemlerden biri karar agaclaridir. Bu g¢alismada, ele
alman bir perakendeci isletme i¢in isletmenin miisterilere gore kisisellestirilmis satis
hareketlerini igeren veri tabanindan yararlanarak ayrmtili ve goreceli Olgiim
sonuglarini igeren bir satig analizi amaglanmaktadir. Olusturulacak smiflama tipi
satis tahmin modeli i¢in C&RT karar agaci tekniginden yararlanilmaktadir. So6z
konusu modelden ayrintilt satig degerleri, miisterilerin satin alma davranisi profilleri
ile birlikte elde edilebileceginden isletmenin pazarlama stratejilerinin etkinligi de
arttirilabilecektir.

Anahtar Kelimeler : Veri madenciligi, Karar agaglari, Satis Analizi
DECISION TREES IN DATA MINING AND A SALES
ANALYSIS APPLICATION

ABSTRACT

Today’s highly developed computer technology helps to accumulate large amounts
of data in enterprises. Making appropriate marketing decisions on time can be succeded with
the help of the analysis of these data. That is why, robust tools such as data mining are
needed. Decision trees is one of the data mining methods which is used widely and efficiently
in prediction. In this paper, a sales analysis that includes the customers’ sales transactions of
an enterprise in detail, is aimed. C&RT decision tree technique is used for the sales prediction
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model. The results of the model are important from the marketing perspective because they
will help to increase the efficiency of the strategies.

Keywords: Data mining, Decision trees, Sales analysis

1.GIRIS

Verilerin analizinde istatistik, pek ¢ok problemi ¢ézmede Onemli bir aractir.
Ancak, baz1 durumlarda kullanimi sinirlidir. Bu durumlarda, yapay sinir aglari, kural
¢ikarimi, mantik programlama, karar agaclari, genetik algoritma gibi akilli veri
analiz yontemlerini igeren veri madenciliine gereksinim ortaya ¢ikmaktadir (Ryu
ve Eick, 2004). Ancak, bu yontemlerden bazilar1 kara kutu yaklagimlar: seklindedir.
Bagka bir ifade ile agiklama getiremeden iyi tahmin yaparlar. Bu da, bu yontemlerin
zayif yoniinii olusturur. Karar agaci yaklagimi ise bu zayifligin s6z konusu olmadigi
veri madenciligi yontemlerinden biridir (Zorman vd., 2001, 109-110).

Karar agaci yaklasimi, hedef fonksiyonlarmi yaklasik olarak hesaplamak igin
kullanilan ve 6grenme fonksiyonunun karar agaci ile gosterildigi bir yontemdir. Bir
karar agaci ise aga¢ goriinlimiinde tanimlayici ve tahmin edici bir modeldir (Ma,
1998, 44). Bu model, karar alictya karar alirken hangi faktorlerin goz 6niine alinmasi
ve her bir faktoriin kararin farkli ¢iktilari ile gegmiste nasil iligkili oldugunun
belirlenmesi konularinda yardimei olur (Bounsaythip ve Esa,2001,20).

Karar agacglari, veri madenciliginde kurulumlarmin  ucuz  olmas,
yorumlanmalarinin =~ kolay olmasi, veri tabam1 sistemleri ile kolayca
biitiinlestirilebilmeleri ve giivenilirliklerinin tatmin edici diizeyde olmasi gibi
nedenlerden veri madenciliginin smiflama modelleri arasinda yaygin kullanima
sahiptir. Karar agaclarinin isletme problemlerindeki iyi bilinen uygulamalarina,
mektupla yapilan pazarlamada hangi demografik gruplarin yiiksek cevaplama
oranina sahip oldugunun belirlenmesi, bireylerin kredi gegmislerini kullanarak kredi
kararlarinin verilmesi, gegmiste isletmeye en faydali olan bireylerin &zelliklerini
kullanarak ise alma siireglerinin belirlenmesi, hangi degiskenlerin satiglart
etkilediginin ve hangi degiskenlerin {irlin hatalarma yol agtiginin belirlenmesi gibi
bir ¢ok drnek verilebilir.

Bu caligmada, isletmelerin satis hedeflerine iliskin fiili satiglarin1 6lgme ve
pazardaki bagarilarin1 degerlendirme cabalari olan satis analizine farkli bir yaklagim
ele alinmaktadir. Satig analizi i¢in satis hacmi analizi ve pazar pay1 analizi 6nemli
iki aragtir. Makro satis hacmi analizi ayrintili degildir, mutlak 6l¢iim yapar ve
genellikle isletmelerin yonetim bilgi sistemlerinden rutin rapor seklinde elde edilir.
Bu nedenle giiniimiizde yetersiz kalmaktadir. Iliski pazarlamas1 ve analitik CRM
caligmalariyla ise ¢ok cesitli ve ayrintili bilgi elde edilebilmektedir. Ancak, bu
¢aligmalar kapsamli veri organizasyonlart ve iyi diizenlenmis miisteri veri tabani
gerektirmektedir. Tyi bir miisteri veri tabani ise satis verileri ile biitiinlestirilmis,
miisteri karakteristiklerini, kisaca onlarin kim olduklarini, isletme kararlarina
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cevaplarmi (ne, ne zaman, nerede satin alinmis) ve satin alma tarihgesi seklindeki iig
temel veri grubunu kapsar.

Anlamli mikro satig hacmi analizleri i¢in de bu tip veri tabanlarinin icerdigi
verilere ihtiya¢ vardir. Bu veri tabanlari ile veri madenciligi ydntemlerinden
yararlanarak isletme icin yiiksek kirilimlara sahip ve gerekli goreceli 6lglimlerin
oldugu satis analizleri yapilabilir. Bu c¢alismada, bir isletmenin mevcut
miisterilerinin belli bir donemdeki toplam harcama tutarlari, satin alinan {iriinlere
gore C&RT karar agaci teknigi ile siniflamaya tabi tutularak bir mikro satis hacmi
analizi yapilmaktadir. Amag, isletmenin toplam satis degerini miisterilerin satin alma
oriintiilerine dayali olarak ayritili ve goreceli olarak analiz etmektir.

2.VERIi MADENCILIGi VE TEKNIKLERIi

Veri madenciligi, bilylik miktardaki gézlenmis verilerden kurallarin, oriintiilerin
ve modellerin ortaya ¢ikarilmasidir (Shaw vd., 2001, 128). Bir baska ifade ile veri
madenciligi, veri tabanlar1 veya veri ambarlarinda yer alan yigm veri i¢indeki gizli
oriintiileri ve iligkileri bulmak ig¢in istatistiksel algoritmalar1 ve yapay zeka
yontemlerini kullanan karmasik bir veri arama yetenegi olarak tanimlanabilir
(Gargano ve Raggad, 1999, 81-82). Veri madenciligi; ayn1 zamanda bilgisayar
bilimini, makine 6grenmesini, veritabani yonetimini, matematiksel algoritmalar ve
istatistigi birlestiren disiplinler aras1 bir alandir (Liao, 2003, 157).

Veri madenciliginde Oriintii tanima faaliyetleri li¢ temel sinifta toplanabilir.
Bunlar; kesif (discovery), tahmin edici modelleme (predictive modelling) ve adli
analizdir (forensic analysis). Kesif, bir veri yigmindaki gizil Oriintiileri dnceden
belirlenmis bir fikir veya hipotez olmadan ortaya ¢ikarma siirecidir. Baska bir ifade
ile verilerin i¢inde sakli olarak bulunan, hangi iiriinlerin birlikte satildig1 veya hangi
grup miisterilerin hangi zaman araliklarinda bir hizmeti kullandiklar1 gibi
davranislar1 ortaya cikarmaya yarar. Tahmin edici modelleme, ortaya g¢ikardigi
oriintiiler ile gelecegi tahmin etmede kullanilmaktadir. Basarili bir kredi verme
islemi veya bir hata olasiligi belirleme islemi tahmin edici modelleme ile
gerceklesebilmektedir. Adli analiz ise ortaya ¢ikarilmig Oriintiilerin, kural dis1 veya
anormal veri elemanlarmi bulmak i¢in kullanilmasi siireci olarak tanimlanabilir
(Rygielski vd., 2002; 487-488; Yun vd., 2003; 182).

Veri madenciliginde tahmin edici modeller ile oriintii tanima isi siniflama,
regresyon ve zaman serileri yaklagimlarini igerir. Bu modeller, neyin tahmin
edilmesinin istendigine dayali olarak farklilagirlar. Cikti niteliginin siirekli degerleri
icin tahmin istenir ise regresyon analizi, zamanin ayirt edici Ozellikleri ile
ilgileniliyor ise zaman serileri, iyi veya kotii gibi az sayidaki ayrik kategoriye sahip
bir 6zel veri 6gesi icin bir kategorikal deger tahmini yapilmak isteniyor ise siniflama
gerekir. Eldeki verinin gruplarini bulan kiimeleme, birliktelik ve ardisiklik
kurallarini elde etmeyi kapsayan birliktelik analizi ve ardisiklik kesfi davranisi ise
tanimlama amaclh kullanilir (Rygielski vd., 2002, 488; Moshkovich vd., 2002, 303-
304).
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Veri madenciligi tekniklerinin ayrintili bir siniflamasi verinin saklanmasi temel
almarak da yapilabilir. Bir bagka ifade ile veri madenciligi teknikleri, eldeki verinin
madencilik silireci uygulandiktan sonra saklanip saklanmamasma gore bir
smiflamaya tabi tutulabilir. En yakin komsu ve duruma dayali uslamlama (case-
based reasoning) gibi veri madenciligi tekniklerinde veri kiimesi gelecekteki bir
oriintii eslestirmesi igin saklanmaktadir. Saklama tabanli teknikler, yalnizca tahmin
edici modelleme ile adli analiz gorevlerini uygularlar ve ortaya g¢ikarilan oriintiileri
siizmedigi icin 6zbilgi kesfi yapmazlar. Oriintii siizme tabanli teknikler ise ii¢ smifa
ayrilabilir. Bunlar, mantiksal, c¢apraz tablolama ve denklemsel smiflar olarak
siralanabilir. Bu teknikler, bir veri kiimesi i¢inde mevcut olan ¢esitli oriintiileri
ortaya ¢ikarir ve daha sonra bu oriintiiler ¢esitli amagclar i¢in kullanilir. Bu teknikler,
ayrica ortaya cikarilabilecek oriintii tipleri ve bunlarin tanimlanmalan ile ilgili
sorulara yanit arar. Mantiksal sinifa ait teknikler hem sayisal hem de sayisal
olmayan verileri kullanabilirken, denklemsel smifa ait teknikler yalnizca sayisal
veriler iizerinde iglem yapabilir. Capraz tablolama sinifina ait teknikler ise yalnizca
sayisal olmayan veriler lizerinde c¢alisabilir (Rygielski vd., 2002, 490-491;
Bounsaythip ve Esa, 2001, 9-11).

3. SINIFLAMA VE KARAR AGACLARI
3.1. Smiflama

Siniflama, veri madenciliginin en tanmmug isidir. Girdilerin ¢esitli niteliklere
gore bir smiflayici (model) tarafindan siniflara atanmasi siirecidir. Eldeki nesnelerin
bir sinifa atanip atanmayacagmin ya da smiflardan hangisine atanacaginin
belirlenmesidir. Bagka bir ifade ile nesneler veya durumlar i¢in uygun sinif tahmin
edilmesidir. Siniflama girdileri, her biri bir sinif etiketi ile etiketlenecek gozlem
veya Orneklerden olusan bir egitim kiimesidir. Cikt1 ise modelin her bir gézleme
niteliklere dayali olarak atadig1 sinif etiketidir.

Siniflama, makine dgrenmesinin de 6nemli araglarindan biridir. Tiimevarimsal
Ogrenmenin temel gergevesi egitim orneklerinden olusan bir egitim kiimesi ile test
orneklerinden olusan bir test kiimesini igerir. Siniflama iki adimda gergeklesir.
Bunlar verilerin egitimi ve modelin testidir. Egitim, egitim kiimesinden ¢ikarimla
modelin olusturulmasi, test ise test kiimesini kullanarak modelin kesinliginin kontrol
edilmesidir. Modellerin kesinliginin belirlenmesi igin test drneklerinin iyi bilinen
sinifi, model tarafindan tahmin edilen sinif ile karsilastirilir. Test 6rneklerinin model
tarafindan dogru olarak siniflanma orani kesinlik oranmi verir. Girdilerden bu
ciktilar1 iireten model, daha sonra smif etiketi bilinmeyen veya kayip olan yeni
gbzlem veya orneklerin sinif etiketini tahmin etmek i¢in kullanilabilir. Ana siniflama
teknikleri olarak lojistik regresyon, diskriminant analizi, karar agaclari, duruma
dayali uslamlama, Bayesgil siniflayicilari, eger-sonra kurallari (kural g¢ikarimi),
diger mantiksal formiiller yapay sinir aglari, bulamik kiimeler, kaba kiimeler
sayilabilir.

Siniflama ile ilgili olarak literatiirde, farkli bir yaklasim da s6z konusudur. Bu
yaklasima gore simniflama; tam smiflama ve kismi siniflama olmak {iizere ikiye
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ayrilmaktadir. Buradaki tam simiflama kavrami veri igindeki tiim siniflar ve drnekleri
kapsayan modeller ile ilgilidir. Bunlara 6rnek olarak, yapay sinir aglari, C&RT,
CHAID, C4.5, C5.0 ve diger karar agaclar1 gibi akilli teknikler ile diskriminant
analizi gibi istatistiksel araglar verilebilir. Kismi siniflamada, tam siniflamada
oldugu gibi veri siniflarmin 6zellikleri gosterilmektedir. Ancak kismi siniflandirma
modellerinde tiim smniflar veya verilen smifin tim o6rnekleri kapsanmayabilir. Bu
modellerden biri olarak birliktelik kurallar1 verilebilir (Bloemer vd., 2003; 119-120).
3.2. Karar Agaclari ve Aga¢ Tiimevarimi

En Onemli siniflama araglarindan biri olan karar agaglarinda, Ogrenme
algoritmast basittir. Ortaya konan 6zbilginin gosterimi kolaylikla anlasilabilir. Karar
agaclar1 yalnizca kararlar1 gostermezler, ayn1 zamanda kararlarin agiklamasini da
icerirler. Karar agacini olusturan egitim siireci tiimevarimdir. Bir egitim nesneleri
kiimesinden karar agaci olusturma yordami, agag tlimevarimi (tree induction) olarak
adlandirilir. Agag¢ tiimevarimi yontemi 6zbilgi kesfinin en yaygin yontemlerinden
biridir. Siniflama veya tahmin i¢in kullanilabilecek agag benzeri oriintiileri kesfetme
i¢in bir yontemdir.

Karar agaclart bilgi kesfi sirasinda pek c¢ok test gerceklestirerek, hedefi tahmin
etmede en iyi siray1 bulmaya c¢alisirlar. Her bir test karar agacindaki dallar1 olusturur
ve bu dallar da diger testlerin gergeklesmesine neden olur. Bu durum, test isleminin
bir yaprak diigiimiinde (leaf node) sonlanmasina kadar devam eder. Kokten hedef
yapraga kadar olan yol, hedefi smiflandiran “kural” olarak adlandirilir. Kurallar
“eger-sonra” (if-then) yapisindadir (Bounsaythip ve Esa, 2001, 18-19). Karar
agacina dayali analizler (www.spss.com/ classification_trees );

e Belirli bir smifin olas1 iiyesi olacak elemanlarin belirlenmesinde

(segmentation),

e Cesitli vakalarin yiiksek, orta, diisiik risk gruplari gibi cesitli
kategorilere ayrilmasinda (stratification),

e Gelecekteki olaylarm  tahmin  edilebilmesi i¢in  kurallar
olusturulmasinda,

e Parametrik modellerin Kkurulmasinda kullanilmak iizere ¢ok
miktardaki degisken ve veri Kkiimesinden faydali olacaklarin
secilmesinde,

e Sadece belirli alt gruplara 6zgii olan iliskilerin tanimlanmasinda,

e Kategorilerin birlestirilmesinde ve siirekli degiskenlerin kesikli
degiskene doniistiiriilmesinde

yaygin olarak kullanilmaktadir.
3.3. Karar Agaci Tiimevariminin Adimlari

Bir karar agaci tiimevarimina, bos bir aga¢ ve egitim kiimesinin tamam ile
baslanir. Tiimevarim yordami yinelemeli bir siiregtir ve her bir yineleme dort
adimdan olusur. Bu adimlar agagidaki gibi agiklanabilir (Zorman vd., 2001,110):
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Admm 1: Eger egitim kiimesindeki tiim egitim nesneleri ayni sonuca sahip ise bu
sonug ile bir yaprak olusturulur ve dordiincii adima gegilir.

Adim 2:  Bulgusal degerlendirme fonksiyonunun yardimi ile kdkten mevcut
diigiime kadar olan yol iizerinde heniiz kullanilmamis tim nitelikler
arasindan en iyi nitelik bulunur. Segilen nitelik {izerinde boliinme islemi
ile i¢sel bir diigiim yaratilir. Sonra egitim kiimesi alt kiimelere ayrilir.

Adim 3: Egitim nesnelerinin her bir alt kiimesi i¢in birinci adima gidilir.

Adim 4: Bir diizey yukari ¢ikilarak adimlar tekrar edilir.

Yukaridaki adimlardan da anlasilacagi gibi karar agaci algoritmalarinda iki
temel islem gergeklestirilmektedir. Bu islemler; bdlme (splitting) ve budama
(pruning) islemleridir. Algoritmalarin sonlanmasi ise uygulanan durdurma kriterine
gore olmaktadir. Bunlar kisaca sdyle acgiklanabilir (Bounsaythip ve Esa, 2001, 18-
19):

e Bodlme: Bu islem, verilerin daha kiigiik alt kiimelere ayrilmasini igeren
yinelemeli bir siirectir. Ik yineleme tiim veriyi iceren kok diigiimiinii ele
alir. Bundan sonraki yinelemeler, verinin alt kiimelerini igeren tiirev
diigiimler iizerinde islem yapmaktadir. Her bolme isleminde, degiskenler
analiz edilir ve en iyi bolme segilir.

e Budama: Bir aga¢ olusturulduktan sonra, istenmeyen alt agaglar veya
diigiimler igerebilir. Budama iglemi ile bunlar ayiklanir. Bir bagka ifade ile
budama islemi bir karar agacini daha genel yapmak i¢in kullanilmaktadir.

o Durdurma kriteri: Aga¢ olusturma algoritmalart ¢esitli durdurma kurallar
icerirler. Bu kurallar genellikle, maksimum aga¢ derinligi, bir diigiimde
boélme i¢in ele alman minimum eleman sayist ve yeni bir diigiimde olmasi
gereken minimum eleman sayisi gibi ¢esitli faktorlere dayanir.

Egitim islemi gergeklestikten sonra, yeni bir veri ornegi i¢in elde edilen agacin
yardimi ile agacin en tepesinden baslanarak ve bir yaprak digimi ile
karsilagilincaya kadar olan dallarin olusturdugu yol izlenerek tahmin yapilabilir.
Izlenecek yol, yeni 6rnek igindeki bagimsiz degiskenlerin degerleri iizerinde elde
edilen karar agacinin boélme kurallar1 uygulanarak belirlenir (Bounsaythip ve Esa,
2001,20). Karar agaglarina 6rnek olarak, Tablo 1°de kategorik verileri igeren bir
hasta veri tabani, Sekil 1’de buna ait bir karar agac1 ve bu agactan elde edilen
kurallar verilmistir.

Tablo 1: Bir Hasta Veritabani

HASTA > . KAN
BOGAZ BADEMCIK BAS
SIRA = ATES : : TOPLA- = TANI
NoYT AGRISI SISMESI AT AGRISI
1 Var Var Var Var Var B

Enfeksiyonu

2 Yok Yok Yok Var Var Alerji
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Yok g:])ig':kzmyonu
------_
Yok Alerji
------_
Var Alerji
------_
Var S

alginligi
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Sekil 1. Hasta Veri Tabam I¢in Bir Karar Agaci ve Kurallar

Bademcik
Sismesi

Tan1 = Bogaz Enfeksiyonu

Yok Var

Tan1 = Alerji Tan1 = Soguk algmlig:

EGER Bademcik Sismesi = Var

SONRA Tani = Bogaz Enfeksiyonu

EGER Bademcik Sismesi = Yok & Ates = Var
SONRA Tani = Soguk alginhig

EGER Bademcik Sismesi = Yok & Ates = Yok

4. KARAR AGACI ALGORITMALARI

Temelleri AID (Automatic Interaction Detector) yontemi ile atilan karar agaci
modelleri ¢esitli algoritmalar ile siirdiiriilmistiir. Morgan ve Sonquist adli
aragtirmacilar tarafindan 1970’li yillarin baslarinda 6nerilen ve kullanilan AID
algoritmasi, karar agaci tabanl ilk algoritma ve yazilimdir. Bilgisayar biliminde veri
grubunu bir karar agaci ile tanmimlama islemi uygulanan bir yontem olmasina
ragmen, bu yontem 6zbilgiyi elde etmede uzun yillar tercih edilmemistir.

1984 yilinda Berkeley Universitesi’nden Leo Breiman ve Charles J. Stone ile
Stanford Universitesi’nden Jerry Friedman ve R. Olshen tarafindan basilan
“Classification And Regression Trees” adl1 kitapta yeni bir karar agact yordami olan
C&RT algoritmalarinin kullanilmasindan bahsedilmektedir. Bu ¢alisma, yontemin
istatistik biliminde yer edinmesini saglamigtir. 1986 yilinda J.R. Quinlan adli
arastirmaci karar agacglarina yeni bir algoritma eklemistir. Bu karar agac1 algoritmasi
literatiire ID3 algoritmasi olarak ge¢mistir. 1993 yilinda ise Quinlon adli bir bagka
aragtirmact “Programs For Machine Learning” adli kitabinda C4.5 karar agaci
algoritmasini ortaya koymustur (Lee ve Keng, 2001, 44).

Geligtirilen diger algoritmalar arasinda CHAID (G.V. Kass; 1980), Exhaustive
CHAID (Biggs, de Ville ve Suen; 1991), MARS (Multivariate Adaptive Regression
Splines; Friedman), QUEST (Quick, Unbiased, Efficient Statistical Tree; Loh ve
Shih, 1997), C5.0 (Quinlan), SLIQ (Mehta, Agarwal ve Rissanen), SPRINT (Shafer,
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Agrawal ve Mehta) yer almaktadir (Kirchner, 2004, 116). Tablo 2’de baz1 karar
agaci algoritmalarinin 6zellikleri verilmektedir (Bounsaythip ve Esa, 2001, 21):
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Tablo 2. Bazi Karar Agaci Algoritmalari Ozellikleri

KARAR AGACI . .
ALGORITMASI OZELLIKLER
C&RT Gini’ye dayali ikili bolme islemi mevcuttur.

Son veya u¢ olmayan her bir diigiimde iki adet
dal bulunmaktadir. Budama islemi agacin
karmasgiklik Gl¢iisiine dayanir. Smiflandirma ve
regresyonu destekleyici bir yapidadir. Siirekli
hedef degiskenleri ile ¢alisir.  Verinin
hazirlanmasina gereksinim duyar.

C4.5 ve C5.0 (ID3 karar ~ Her diigiimden ¢ikan coklu dallar ile agac

agaci algoritmasinin olusturur. Dallarin sayisi tahmin edicinin

ileri versiyonlar1) kategori sayismna esittir. Tek bir siniflayicida
birden ¢ok karar agacim birlestirir. Ayirma
islemi igin bilgi kazanci kullanir. Budama
islemi her yapraktaki hata oranina dayanir.

CHAID (Chi-Squared Ki-kare testleri kullanarak bolme islemini

Automatic Interaction gergeklestirir. Dallarin sayis1 iki ile tahmin
Detector) edicinin kategori sayisi arasinda degisir.

SLIQ (Supervised Hizli 6lgeklenebilir bir siniflayicidir. Hizli agag
Learning In Quest) budama algoritmasi mevcuttur.

SPRINT (Scalable Biiyiik veri kiimeleri i¢in idealdir. B6lme islemi
Parallelizable Induction of tek bir niteligin degerine dayanir. Tim bellek
Decision Trees) sinirlamalart tizerinde nitelik listesi veri yapisi

kullanarak iglem yapar.
Kaynak: Bounsaythip, Catherine ve Esa Rinta-Runsala, “Overview of Data Mining For
Customer Behavior Modeling”, VIT Information Technology Research Report, Version:1,
2001, s. 21.

5. C&RT ILE BiR SATIS ANALIZI UYGULAMASI

5.1. Uygulamanin Amaci

Burada; miizik CD’leri, kii¢lik ev esyalari, alet, oyuncak, hediyelik esya, oyun,
magazin, video, cep telefonu ve cep telefonu aksesuarlari satist yapan bir
perakendeci isletmenin satis analizi ele alinmaktadir. Isletme, daha ¢cok dogrudan
pazarlama yapmakta ve satiglarinin kiiglik bir kismini yerinde satis, geriye kalani
ise posta, telefon, faks ve internet (e-mail) yontemleri ile siparis alarak
gerceklestirmektedir. Analizin amaci; isletmenin gerceklesen toplam satis hasilatinin
iiriinlere gére dagiliminin ayritilarini ve tiriinlerin toplam satis degerlerinin toplam
satis hasilati tlizerindeki goreceli Onemini, miisteriler ile iligkilendirerek elde
etmektir. Bir bagka ifade ile, birden fazla siparig yontemi kullanabilen miisterilerin
harcama oOriintiilerini belirleyerek, satis degeri lizerindeki daha karli ya da 6ncelikli
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hedef miisteri gruplarint ve ayni zamanda yeni gelecek miisterilerin sinifini
belirleyebilen bir tahmin modeli olusturmaktir.
5.2. Uygulamanin Kapsami ve Yontemi

Bu calismada, yapilan analiz i¢in C&RT karar agaci teknigi kullanilmakta ve
bunun i¢in de Clementine v8.1 veri madenciligi yazilimindan yararlaniimaktadir.
Clementine programi veri akismma dayanmaktadir. Bu akis i¢inde diigiimler ile
gosterilen her bir islem, birbirine oklar ile baglanmaktadir. Buradaki analiz igin
olugturulan veri akist Ek 1°de verilmektedir.

Analiz, belirli bir donemde satin alinan {irlinleri ve tutarlarmni, yerinden ve
dogrudan satig yontemleri ile yapilan satin alma sikliklarini igeren isletmenin 8000
adet miisteri kaydindan olusan bir miisteri veri tabani {izerinde gerceklesmektedir.
Veri tabaninda isletmenin satig verileri miisteriye gore kisisellestirilmigtir. Miisteri
kayitlarinda yer alan degiskenler Tablo 3’te verilmektedir:

Tablo 3. Miisteri, Satig ve Satig Yontemleri Nitelikleri Kayitlart

DEGISKENLER

Costumer _id
Costumer status

City name

State code

Zip code

Book Qty

Book Amt

Music CDs-Qty
Music CDs-Amt
Housewares-Qty
Housewares-Amt
Tools-Qty

Tools-Amt
Games-Qty
Games-Amt

Gift-Qty

Gift-Amt

Video-Qty
Video-Amt
Magazine-Qty
Magazine-Amt
CellPhoneService-Qty
CellPhoneService-Amt
Internet Order Frequency
Fax Order Frequency

DEGISKENLERIN ACIKLAMASI

Miisteri Numarasi

Miisteri Durumu
Bulundugu Sehir

Eyalet Kodu

Zip Kodu

Almnan Kitap Adedi
Kitaplara Odenen Tutar
Almman CD Adedi

CD’lere Odenen Tutar
Alinan Ev Aletlerinin Adedi
Ev Aletlerine Odenen Tutar
Alinan Alet Adedi

Aletlere Odenen Tutar
Alinan Oyun Adedi
Oyunlara Odenen Tutar
Alman Hediye Adedi
Hediyelere Odenen Tutar
Alinan Video Adedi
Videolara Odenen Tutar
Alinan Magazin Adedi
Magazinlere Odenen Tutar
Almnan Cep Telefonu Servisi

Cep Telefonu Servisi icin Odenen Tutar

Internet Tle Aligveris Siklig:
Fax Yolu fle Alsveris Siklig1
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Direct Mail Order Frequency
Phone Order Frequency

Point of Sales Order Frequency
Total Sales

Posta Yolu ile Aligveris Siklig1
Telefon Yolu ile Aligveris Siklig
Yerinde Satis Siklig1

Toplam Satislar (Harcama Tutar1)

: 2 Aralik 2005



Veri Madenciliginde Karar Agaglari ve Bir Satis Analizi Uygulamasi 233

5.3. Analiz

Ele alinan analiz, toplam satiglarin {izerinde hangi satis faktorlerinin bagka bir
ifade ile iirlin satislarinin ve miisteri satin alma Oriintiilerinin etkilerini belirlemedir.
Analize Ek 1’de goriildiigii gibi verilerin programa yerlestirilmesi ile baglanir.
Degiskenlerin tipini belirlemek i¢in ise “Type” diigimii kullanilir. Bu diigiim
yardimi ile ¢ikt1 (target) olarak toplam satislar, girdi (input) olarak da {iiriinlere
Odenen tutarlar segilir. Bu se¢im islemi Sekil 2’te gosterilmektedir.

Sekil 2: Toplam Satislarin Analizi Igin “Target” ve Input”
Mm

|_ > Readwvalues | clearvalues || clear Al values |
Tvoe walues Missing Check Direction I 1
Range [0.0,969.775] one T In =
Ranoe one © rone
Ranoe ane ~. In
Magazine- Gty Range ane © rone
> Magazine-Amt Ranoe ane ~. In
CellPhoneSeri Ranoe one © rone
CellPhoneSeri Ranoe ane ~. In
MiscProduct ity Range ane © rone
i=cProductAmt FRanoe ane ~. In
nternet Order F Ranoe ane © rone
Fax Ordar Freau. - Range : cns S rone
Direct Mail orde Ranoe one S Mone
hone order Fr Ranoe =] ane S rone
oint Of Sales Ranoe [0.0.6.0 ane S rMone
Total sales Range 00,2875 525] one & out -

@ Wiew current fields  _ Wiew unused field settings

Segimi |_cancer | e

Toplam satislar, siirekli bir degisken olup isletme tarafindan 6nemli goriilen
seviyeler olan a; 500 pb ve alti, b; 500 pb stii ile 1000 pb arasi, c; 1000 pb iistii
olmak iizere ii¢ sinifa ayrilmistir. Bu islem igin “Type” diigiimiine “Derive” digiimi
baglanmaktadir. Bu degerlerin “Derive” diiglimiinde programa yerlestirilmesi Sekil
3’de gosterilmektedir.

Sekil 3: Toplam Satiglar ile Tlgili “Derive” Diigiimii
- Total Sales =<
> . [=]

Derive as: Set

hode: = Single 2 Multiple
Dierive field
[Total sales |
Crerive as: | Set ~
Field trpe: | g et ~~ DCefault value: |
Setfield to I ITthis condition is true
= Total sales' == 500
5 Total sales’ = S00 and Total sales’ == 1000

Total sales’ = 1000

T

| _sewings [[Annotations |

[ = 1| =anc= | T Reset
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Olusturulan “Derive” dugiimiine 5 seviyeli C&RT karar agaci dugimi
baglanmistir. Bununla ilgili program penceresi Sekil 4’de verilmektedir. Elde edilen
karar agacinin sonuglar1 ise Ek 2’de gosterilmektedir.

Sekil 4: Bes Seviyeli Karar Agaci Diigiimi

Model name: @ auto T Custom
rMaximum tree depth:

Levels below root B = |

[ Fields | model [ Expert | costs | sannotations |

[ o= || > Execute || cancel | [ anpty | | BEeset |

Olusturulan bu karar agacma gore; 500 pb ve altinda aligveris yapan 6326
kisiden 1751’1, 60.34 pb ve istiinde kitap satin almis, bu kisilerin de 124’1 95 pb ve
istiinde harcama yaparak alet satin almistir. Benzer sekilde, 500 pb ve altinda
aligverig yapan 6326 kisiden 4575’1 ise 60.34 pb altinda kitap satin almis, bu
kisilerin de 190’1 103.75 pb ve istiinde harcama yaparak alet satin almis ve
aligveriglerini tamamlamigtir. Ek 2’de yer alan karar agaci sonuglarindan
yararlanarak benzer birgok ortintii elde edilebilir.

5.4. Sonuclarin Degerlendirilmesi

Gergek degerler ile tahmin edilen degerler arasindaki yiiksek korelasyon (1°e
yakinlik) tahminin basarisi i¢cin dnemlidir. Kullanilan C&RT diigtimlerinin tahmin
giivenilirligi  degerleri, C&RT diiglimiine “Analysis” diigiimii eklenerek
bulunmustur. Toplam satiglar icin istatistiki sonuglar Sekil 5°de verilmektedir.

Sekil 5: Toplam Satislar I¢in “Analiz” Diigiimii Sonuglar

Analysis of [Total sales] — |l=)

Eie 1 soit [Eleo] >=| =
& colapse ~an || R Expandan |

= L e = e T

Comparing $R-Total sales with Total sales
A E

Anabrsis || Annotations

Burada toplam satislar ile tahmin edilen toplam satiglar arasinda yiiksek
korelasyon (0,95) mevcuttur. Bu da, yiiksek tahmin basarisini gostermektedir.
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Aykirt degerlerin belirlenip ¢ikarilmasi ve karar agaci seviyesinin arttirilmasi ile
daha da yliksek tahmin basarisi elde edilebilir.

Miisterilerin harcama tutarmna goére olusturulan ve Ek 2’de verilen yiiksek
giivenirlikli  karar agact sonuglart incelendiginde, isletme miisterilerinin
%20.92’sinin toplam satiglarin yaklagik %63.36’sm1, bu grubun %2.2’sinin ise
toplam satislarin yaklagik %14’tinii olusturdugu goriilmektedir. Bu durumda, c
grubunda yer alan misteriler en c¢ok gelir getiren miisteri grubudur. Toplam
miisterilerin kii¢lik bir oranin1 olusturmalarina ragmen, isletmeye sagladiklar gelir
bakimindan ilk sirada yer almaktadirlar. Miisterilerin %54.81’nin tahmin edilen
harcamas1 81.09 pb’dir. Harcamalar1 isletmenin toplam satislarnin sadece %
17.34’ini olusturan bu grup, 60.34 pb altinda kitap, 103.75 pb nin altinda ise alet
satin almistir. Yine, toplam miisterilerin yaklasik %23,3’1 toplam satislarin sadece
%3,6’sm1 saglamaktadir. Bu grup; oyundan 130.225 pb altinda, kitaptan 25.96 pb
altinda ve aletten de 103.75 pb altinda satin alma davranisi Oriintiisiine sahiptir.

Yukarida elde edilen satin alma davranigi Oriintiileri, isletmenin pazar
boliimlendirme, hedef pazar se¢imi ve pazarlama karmasi stratejileri i¢in karar
destek aract olarak kullanilabilir. Genel olarak bakildiginda, isletme miisterilerinin
%20.92’si1, toplam satislarin %63.36’sm1 olusturmasi nedeni ile 6nemli bir pazar
boliimiidiir. Ozellikle, toplam satislarin % 14’iinii olusturan miisteri grubu,
isletmenin oncelikli hedef miisteri grubu olup bir nis pazardir. Dolayisiyla; {iriin,
fiyat, dagitim ve tutundurma stratejileri agisindan, diger miisteri gruplarinin
olusturdugu pazar boliimlerinden daha farkli pazarlama stratejilerinin uygulanmast
gerekmektedir. Bunun disinda, toplam satislarin %36.64’sin1 olusturan % 79.08’lik
diger bir miisteri grubu mevcuttur. Bu pazar bolimii i¢in de, satis diigiikliigiiniin
nedenleri arastirildiktan sonra, iiriin gesitlendirme, pazar gelistirme ve bazi satis
arttirict tutundurma stratejileri uygulanabilir. Bir baska ifade ile s6z konusu analiz;
isletmeye, yeni hedef pazar belirleme, mevcut pazarlara niifuz etme ve mevcut
pazarlardan ¢ekilme gibi stratejileri i¢in bir karar destek araci olacaktir.

Elde edilen karar agaclarinin yardimu ile daha birgok yararli ¢ikarim ve oriintii
elde etmek miimkiindiir. Ayrica, buradan elde edilen sonuglar baska ayrintili
analizlerin yapilmasina da neden olabilecektir.

6. SONUC

Giliniimiiziin tiiketici odakli pazarlarinda isletmeler siireklilik arz eden yogun bir
rekabetin igindedirler. Isletmelerin bu rekabet sartlarinda basarili olabilmeleri igin
etkin ve diigiik maliyetli pazarlama stratejileri uygulamalar1 gerekmektedir. Etkin
pazarlama stratejilerinin olusturulabilmesi i¢in dogru bilgilere, dogru bilgilerin elde
edilebilmesi i¢in ise verileri ¢ok boyutlu analiz edebilen veri madenciligi gibi
araclara gereksinim duyulmaktadir.

Bu calismada, bir satis hacmi analizi i¢in veri madenciliginin bir siniflama islevi
olan karar agaci yontemi uygulanmistir. Mutlak lglimler yapan makro satis hacmi
analizleri giinlimiizde yeterli olmayip satig bolgesi, tiiketici tipi veya liriin kategorisi
gibi alt alanlar1 igerdiginde daha anlamli olmakta ve isletmeler tarafindan istenilen
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goreceli degerleri Olger hale gelmektedir. Burada, ele alinan isletmenin belirli bir
donemde yaptig1 satiglar miisteri satin alma davranig ozelliklerine dayali olarak
analiz edilmistir. Yapilan C&RT karar agaci teknigi uygulamasi sonucunda harcama
tutarma gore miisteriler siniflara ayrilmistir.

Bu sekilde, satis basariminda olusan hedef bosluklarmin ve buna farkli
faktorlerin goreceli katkisinin ne oldugu ortaya konabilmektedir. Miisterilerin
tanimlanmasi ve hedef miisteri grubunun belirlenmesi, hatta belirlenen hedef
pazarlarin adlandirilabilmeleri, 6zel teklif sunmaya degecek miisteri veya adaylarin
secilmesine, miisterilerin isletmeye baghliginin gili¢lendirilmesine ve tekrar satin
almalarmin saglanmasia veya miisteri portfoyiiniin degistirilmesine yonelik etkin
pazarlama stratejilerinin olusumuna 6nemli katkida bulunmaktadir.

Ayrica, elde edilen saglikli bilgilere dayali pazarlama stratejileri envanter,
dagitim, miisteriye hizli cevap verebilme gibi isletmenin bir ¢ok politikasini olumlu
yonde etkilemektedir. Boylece maliyetlerin diisiiriilmesi sureti ile kar artis1 meydana
gelebilmektedir. Cok giiclii bir ara¢ olan veri madenciligi isletmelerin ihtiyaci olan
bu tip ¢ok cesitli bilgiyi ¢ok hizli ve kolay bir sekilde sunacagindan, oniimiizdeki
yillarda rekabetgi ve proaktif isletmelerin vazgecilmez bir karar destek araci haline
gelmesi kacinilmazdir.
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Ek 2:
x|
| ElFile ¢ Generate @ @‘

4

(D] 2] s] e sl m] e ] IEN O]
© Total Salesin ["a"] [Ave: 118,763, Effect -137 58] (5.326)
® Book-Amt«B0.3375 [Ave: 59,336, Effect 20,427 (4.575)
® Tools-Amt<103.75 [ Ave: 51,088, Effect -5,248 ] (4.385)
® Book-Amt< 25,9625 [Ave: 54975, Effect -26,113] (2.110)
Games-Amt = 130,225 [ Ave: 30,812, Effect -15,062] = 39,012 (1.866)
Games-Amt == 130.225 [Ave; 170,164, Efect 115,19] = 170,164 (244)
® Book-Amt>= 25.9625 [Ave: 105,307, Effect 24,2181 (2.275)
Gift-Ammt < 108725 [ Ave: 94,186, Effect -11,121] = 04,186 (2.116)
Gifl-Amt == 108.725 [Ave: 253,308, Effiect 148] = 253,308 (155
Tools-Amt == 103.75 [ Ave: 279,696, Effect 190,361] = 279,698 (190)
© Book-Amt == 60.3375 [Ave: 195,651, Efiect 76,387 ] (1.751)
® Tools-Amt <95 [Ave: 160,427, Effect -15,224] (1.627)
® Book-Amt«100.3625 [Ave: 156,779, Effect -23,647 ] (1.076)
Gift-Amt < 56,2375 [ Ave: 134,114, Effect -22.665]) = 134,114 (687)
Gift-Ammt == 56,2375 [ Ave: 196,305, Effect 40,028] => 196,808 (359)
® Book-Amt>= 1003625 [ Ave: 226,606, Efect 46,179] (551)
Book-Amt=164.0625 [Ave: 210,231, Effect -16,374] = 21023 (433)
Book-Amt == 164.0625 [Ave: 286,651, Effect 60,085] => 286,691 (118)
Tools-Amt == 85 [ Ave: 385,406, Effect 199755] = 395406 (124)
© Total Sales in ["b""¢"] [ Ave: 776,254, Efiect 518,311 (1.674)
®- Total Sales in ["b"] [Ave: 678,464, Effect -97,78] (1.488)
Tools-Amt < 66,25 [Ave: 659,713, Efiect -18,751] => 658,713 (1.321)
Tools-Amt == 606.25 [ Ave: 817,623, Effect 139,158] = 817,623 (178)
Total Sales in ["c' | [Ave: 1,613,097, Effect 837,643] = 163,897 (175)
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