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Oz

Gogiis kanseri diinyada kadinlar arasinda en sik karsilasilan kanserlerden birisidir. Hastalik erken teshis
edilmediginde oliime yol agabilmektedir. Gogiis kanseri tiimériiniin dogru bir sekilde siniflandirilmasi t1bbi
alanda zorlu bir problemdir. Bu ¢alismada, igne aspirasyon teknigi kullamilarak biyopsi parcasindan
ctkartilmiy metrik verileri iceren Breast Cancer Wisconsin (Diagnostic) veri seti kullanilarak kanser veya
kanser degil ikili sumiflandrilmast gergeklestivilmektedir. Simiflandirma iglemi icin sinir aglarr mimarisi ve
keras derin 6grenme kiitiiphanesi araglarindan yararlanilir. Uygulama sonuglart siniflandirma basariminin
% 98 civarinda oldugunu géstermektedir. Calismada hassasiyet, kesinlik, f1-skoru ve karmasiklik matrisi gibi
performans élgiimlerine ait sonuglar da verilerek yontemin basarisi desteklenmistir.

Anahtar Kelimeler: Gogiis Kanseri, Sinir Aglari; Cok Katmanh Algilayicilar; Keras;

* Yazigsmalarin yapilacag: yazar

DOI: 10.24012/dumf.578606


mailto:ecengil@firat.edu.tr
mailto:acinar@firat.edu.tr

DUMF Miihendislik Dergisi 11-2 (2020) : 513-519

Giris
Insanlar i¢in dogal ve sezgisel goriinen gérme ve
isitme gibi algilarin sonucu olan tanima ve ayirt
etme gibi durumlar makineler i¢in zorlu beceriler
olmaktadir. Makinelerin bu gibi problemlerde
basar1 saglamasinin amag edinildigi yapay zeka
her gecen giin daha iyiye gitmektedir.
Makina Ogrenme tekniklerinden olan derin
ogrenme, son zamanlarda olduk¢a popiilerdir.
Goriintii isleme, sinyal isleme ve dogal dil isleme
gibi bircok problemin ¢oziimiinde son teknoloji
basarim gostermektedir (Cengil ve Cinar 2017).
Hastaliklarin teshis ve simiflandirilmas: alani
derin Ogrenme yontemlerinin  kullanildig:
alanlardandir. Hastaliklarin tespit edilmesinde
kullanilan  birgcok  ydntem  bulunmaktadir.
Kullanilan yontemler hastaligin tipine gore
degismektedir.
Goglis kanseri oldukca yaygin bir sekilde
goriilmektedir. Oliimlere de yol agan hastaligin
erken teshisi Onemlidir. Gogiisteki nodiillere
bakilarak hastanin kanser olup olmadigina karar
verilmektedir. Gogiisteki nodiiller benign ve
malignant olarak siiflandirilmaktadir.
Malignant nodiiller hastanin kanser olmasini
ifade ederken benign nodiiller kanser olmayan
hastaya isaret etmektedir (Sette et al. 2018).
Literatiirde go6giis kanseri tespiti igin birgok
siniflandirma teknigi onerilmektedir.
goglis  kanseri  siniflandirma
uzman sistemler ve makine
teknikleri yaygin olarak
Yiiksek siniflandirma
etkili ~ teshis  yetenekleri

Giliniimiizde,
probleminde
ogrenme

kullanilmaktadir.
dogrulugu ve
saglamaktadirlar.
Douangnoulack et al.(2018), PCA kullanarak
minimum siniflandirma kurallar1 veren en iyi

performans siniflandiriciyt bulmay1
amaclamaktadir. Calismada, Wisconsin Meme
Kanseri veri setindeki deney sonuglarma

dayanarak, J48 karar agaci simiflandiricisinin iig

siniflandiricti  arasinda en  iyi  oldugu

bulunmaktadir: J48 karar agaci, Azaltilmis Hata
Budama Agaci ve Rastgele Agac.

Amrane et al.(2018), iki farkli smiflandirici
sunmaktadir: Meme Kanseri siniflandirmasi i¢in
Saf Bayes (NB) smiflandiricist ve en yakin
komsu algoritmasi(KNN). Iki uygulama arasinda
bir  karsilastirma  yapilmaktadir.  Capraz
dogrulama kullanarak hassasiyetleri
degerlendirilmektedir. Sonuglar KNN'nin, NB
siiflandiricisina (% 96.19) gore en diisiik hata
orantyla en yiksek dogrulugu (% 97.51)
verdigini gdstermektedir.

Aksebzeci vd. (2017), calismalarinda gogiis
kanserinin iy1 ve kotii huylu tiimor goriintiilerini
iceren bir goriintii veri seti ile caligmaktadir.
Tliimor goriintiilerinde doku analizi yapmak;
birinci dereceden istatistikler, Gabor ve gri
seviye birlikte olusma matrisi (GLCM) 6zellikli
ekstraksiyon yontemleri uygulanmaktadir. En
yiiksek siniflandirma dogrulugu, Gabor ve
GLCM yontemlerinin 6zellik kombinasyonu ile
Rastgele Ormanlar siniflandiricisi tarafindan %
82.06'ya ulagilmaktadir.

Fung Ting et al. (2019), Gogis Kanseri
Smiflandirmasina Y6nelik Konvoliisyonlu Sinir
Ag1 lyilestirme (CNNI-BCC) adi
algoritmayr tip uzmanlarina meme kanseri
teshisinde zamaninda yardim  konusunda
yardimc1 olmak i¢in sunmaktadir. CNNI-BCC,
meme kanseri teshisi uzmanlarina yardimci
olmak icin meme kanseri lezyon
siiflandirmasini gelistiren evrisimli bir sinir ag1
kullanir. CNNI-BCC, gelen gogiis kanseri tibbi
goriinttilerini kot huylu, 1yi huylu ve saglikh
hastalara siniflandirmaktadir.

Dora et al.(2017), gogiis kanseri siiflandirmasi
icin yeni bir Gauss-Newton temsil tabanh
algoritma (GNRBA) Onermektedir. Egitim
ornegi se¢ciminde seyrek temsili kullanir.
Onerilen yontem, smiflandirmada en uygun
agirliklar1 bulmak i¢in yeni bir Gauss-Newton
tabanli bir yaklasim getirmektedir. Ek olarak,
seyrekligi geleneksel 11-norm yontemine kiyasla

verilen
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hesaplamali  olarak  verimli  bir  sekilde
degerlendirir. GNRBA'nin etkinligi, UCI Makine
Ogrenimi  deposundaki Wisconsin Meme
Kanseri Veri Taban1i (WBCD) ve Wisconsin
Teshis Meme Kanseri (WDBC) veri tabaninda
incelenmektedir.

Liu et al.(2019), ozellik se¢iminde simiile
edilmis tavlama genetik algoritma sargisini
(IGSAGAW) yonlendiren bilgi kazanimini
kullanan yeni bir meme kanseri akilli teshis
yaklasimi &nermektedir. Onerilen yaklasimy,
Wisconsin Orijinal Meme Kanseri (WBC) ve
Wisconsin Teshis Meme Kanseri (WDBC) veri
setleri lizerinde test edilmektedir.

Togacar vd (2018), gogiis kanseri siniflandirma
gorevi i¢in derin 6grenme yaklasimlarindan biri

olan  AlexNet yoOntemini kullanmaktadir.
Calisma halka agik bir veri seti ile test
edilmektedir. Siniflandirma islemi  Destek

Vektor Makineleri ile gerceklestirilmekte ve %
93,4 oraninda dogruluk saglanmaktadir.
Literatiirdeki c¢alismalar bircok farkli makine
ogrenme algoritmasi kullanilarak yapilmaktadir.
Basarim oranlar1 ise kullanilan veri seti ve
probleme gore degisiklik gostermektedir.
Calismada, gogiis kanserinin erken teshisinin
onemi vurgulanarak kanser ikili siiflandirmasi
yapilmaktadir. Islem i¢in derin 6grenme ydntemi
tercih edilmektedir. Popiiler kiitiiphanelerden
keras (Francaois, 2017) yontemin
gerceklestirilmesi sirasinda  kullanilmaktadir.
Egitim ve test islemleri Breast Cancer Wisconsin
(Diagnostic) veri seti kullanilarak sonuglar
gosterilmektedir.

Bu calismanin yapisi su sekildedir; 2. Kisim
derin 6grenme yapisini anlatir. 3. Kisim, dnerilen
yontem ve deneysel sonuglar1 ihtiva eder. Son
olarak 4. kisim ise ¢alismanin sonuglarini anlatir.

Cok Katmanh Algilayicilar

Gegmiste olasilik ve istatistik ile baslamis olan
makine Ogrenmesi bazi siiregclerden gecerek
onemli ilerlemeler kaydetmistir. 1950’11 yillarda

yapay zeka ile ugrasan akademik ¢evreler
bilgisayar gérmesi i¢in Yapay Sinir Aglari(YSA)
ve Karar Agaclar1 yontemlerini ortaya atti.

YSA, insan beyninin ¢alisma mekanizmasindan
esinlenilerek ortaya atilmis bir yontemdir ve sinir
hiicrelerinin ¢alisma sekli simule edilerek
katmanli ag yapist olusturulmustur. Bu yap1
1980’1i yillarin sonundan 2000°’1i yillarin basina
kadar gecen siirede biiyiik basarilar saglamistir
(Dogan, 2010).

YSA’nin ilk modellerinde dogrusal olan
problemlerin ¢oziimleri basari ile uygulanmustir.
Dogrusal olmayan problemlerin ¢oziimiinde ise
bu modeller ile fayda saglanamadigindan ¢ok
katmanl algilayicilar gelistirilmistir.

CKA, dogrusal olmayan  problemlerin
¢oziimiinde basarili sonuglar gdstermektedir.
Cok katmanli algilayicilar, en ¢ok bilinen ve
cokca kullanilan sinir ag1 tiriidir. Cogu
durumda, mimari ileri besleme kullanir. Ileri
besleme, sinyallerin giristen ¢ikisa olacak sekilde
tek yonde iletilmesidir(Popescu, 2009). Bazi
durumlarda ise geri yayilim  mimarisi
kullanilmaktadir.

Cok katmanli algilayicilar, mimarilerinde bir
giris, bir ¢ikis ve birden fazla gizli katman
bulundururlar. Bu katmanlarda ka¢ tane islem
elemaninin olacagi problemin tipine gore
degisiklik gostermektedir. Katman sayisi ve
katmanlardaki islem eleman1 sayisinin kag
olacaginin kararin1 vermek i¢in herhangi bir
metot bulunmamaktadir. Buna karar verme
stireci deneme yanilma yoluyla saglanir.

Sekil.1. yontemde de kullanilmis olan bir Cok
Katmanli Algilayict mimarisini vermektedir.
Agda, bir giris, iki gizli ve bir de ¢ikis katmam
bulunmaktadir. Katmanlardaki islem akis1 girdi
katmanindan c¢ikti katmanina olacak sekilde
ileriye dogrudur.

Onerilen Yontem

Onerilen yoéntemde, keras kiitiiphanesi gogiis
kanseri tani prosediirii i¢in kullanilir. Keras,
python dili ile yazilmis olup Tensorflow, CNTK
ve Theano kiitiiphaneleri lizerinde
calistirilabilmektedir. Hizli deneyler saglamaya
odaklanarak gelistirilmistir (Francois, 2017).
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Tablo 1: Veri setine ait baz1 6zellik ve veriler

DiAG | RADIUS | TEXTUR | PERIMETE | AREA_ | SMOOTHN | COMPACTN ConNcaAvi .| FRACTAL_DIME
NOSiS | _MEAN | E_MEAN | R_MEAN | MEAN | ESS_MEAN | ESS_MEAN TY_MEAN NSION_WORST
0 17.99 10.38 122.8 1001 0.1184 0.2776 0.3001 ...| 0.1189
0 20.57 17.77 132.9 1326 0.08474 0.07864 0.0869 ...| 0.08902
1 11.52 18.75 73.34 409 0.09524 0.05473 0.03036 ...| 0.07036
0 14.25 22.15 96.42 645.7 | 0.1049 0.2008 0.2135 ... 0.1132
1 9.173 13.86 59.2 260.9 | 0.07721 0.08751 0.05988 ...| 0.0849
1 11.31 19.04 71.8 394.1 | 0.08139 0.04701 0.03709 ...| 0.06641
0 19.1 26.29 129.1 1132 0.1215 0.1791 0.1937 ...| 0.09203
0 14.87 16.67 98.64 682.5 | 0.1162 0.1649 0.169 ...| 0.1065
1 11.64 18.33 75.17 4125 |0.1142 0.1017 0.0707 .| 0.09097

Calisma, gogiis kanseri siniflandirmasi igin
egitim ve test islemlerinde WBDC veri setini
kullanir. Islem {ic katmanli bir sinir ag ile
gergeklestirilmektedir.

a)Veri Seti

Breast Cancer Wisconsin Diagnostic Dataset
(WBDC) veri kiimesi, 357 benign ve 212
malignant olan 569 6rnekten olusmaktadir. Her
bir 6rnek kimlik numarasi, teshis (B = iyi huylu,
M = koéti huylu) ve 30 6zellikten olusmaktadir.
Ozellikler, bir gogiis kitlesinin ince igne
aspirasyonunun (FNA) sayisallastirilmig
goriintiisinden hesaplanir  (Wolbergh et al.
2011). Veri setine ait baz1 6zellik ve veriler tablo
1’de gosterildigi gibidir. Bu 6zelliklerden;
Radius_mean:  merkezden ¢evreye
noktalarin ortalamalari,

Texture_mean: gri skala degerlerinin standart
sapmas,

perimeter_mean: ¢ekirdek tiimoriiniin ortalama
biiyiikligi,

Smoothness_mean: yaricap uzunluklarindaki
yerel varyasyon ortalamasini ifade etmektedirler.

olan

b) Ag Mimarisi

Onerilen yontemde, ii¢ katmanli bir sinir ag
keras kiitiiphanesi ile insa edilmektedir. Ilgili ag
sekil 1.’de goriildigi gibidir. 30 giris 6zelligi ve

bir hedef degiskene sahibiz. Ag iki tane gizli
katman icermektedir. Her gizli katmanin 4 adet
diigiimii bulunur.

Gizli katmanlar i¢in aktivasyon islemi olarak
Relu  kullanilmaktadir.  Son  katmanda
simiflandirma islemi i¢in Sigmoid fonksiyonu
kullanilmaktadir. Ikili simiflandirma yapildig
icin kay1p fonksiyonu olarak binary crossentropy
tercih edilmektedir.

gl

B bl | = » b2
g2
x11 | x21
g3 &
x12 I x22 vy
x13 x23
g29
x14 x24

Sekil 1: Kullanilan ag yapisi

¢) Deneysel Sonuglar

Smiflandirma basarimini 6lgmek igin birgok
metrikten faydalanilmaktadir. Bunlardan bazilari
kesinlik (precision), hassasiyet (recall), f1-skor
(f1-score), karmagiklik matrisi, Jaccard Indeksi,
zar katsayist (dice coeefficient),
Accuracy(Dogruluk), Ozgiinliik  (Specifity)
metrikleridir (Hossin ve Sulaiman 2015).

Islemin basarimim sadece dogruluk veya baska
herhangi bir metrikle degerlendirmek dogru
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olmamaktadir. Birden fazla metrige bakilmasi
sonucun dogru degerlendirilmesi agisindan 6nem
arz etmektedir.

Calismada smiflandirma bagarimini 6l¢mek i¢in
kesinlik, hassasiyet, fl-skoru, dogruluk ve
karmagiklik matrisi degerlerine bakildi. Tablo I,
deneysel sonuglari vermektedir. Sekil 2. ise

yontemin test karmagiklik matrisini
gostermektedir.
Tablo 2: Deneysel sonuglar
PRECISION RECALL Fl- SUPPORT
SCORE
MALiGNANT  0.98 0.98 0.98 42
BENIGN 0.99 0.99 0.99 72

Performans kriterleri hesaplanirken TP, TN,FP ve
FN degerlerine bakilmaktadir.

TP: Verinin gercek sinifi ve tahmin edilen sinif
dogru,

TN: Verinin gercek sinifi yanlis ve tahmin edilen
smif yanlis,

FP: Verinin gercek sinifi yanlis ve tahmin edilen
smif dogru,

FN: Verinin gergek siifi dogru ve tahmin edilen
siif yanlistir.

Dogruluk (Accuracy): Dogru siniflandirilan
siniflarin tim siiflara oranini ifade etmektedir.

Dogruluk=(TP+TN)/(TP+TN+FP+FN)
=(41+71)/(41+71+1+1)=0,98
Kesinlik (Precision): Pozitif bir siniftaki toplam
ongoriilen bigimlerden dogru sekilde ongoriilen
pozitif kaliplar1 6l¢mek i¢in kullanilir (Hossin ve
Sulaiman 2015).

Kesinlik=TP/(TP+FP)
=41/(41+1)=0,98
Hassasiyet (Recall): Dogru pozitiflerin dogru
pozitif ve yanlis negatif toplamina oranidir.

Hassasiyet=TP/(TP+FN)
=TP(TP+FN)=0,98
F1-skor: Kesinlik ve hassasiyet kavramlari
tizerinden hesaplanir.

F1-skor=2*(Hass.*Kes.)/(Hass.+Kes.)
=2*(0,98*0,98)/(0,98+0,98)=0,98

Karmasikhik matrisi: Modelin dogrulugunu
bulmak i¢in kullanilan en basit ve sezgisel
metriklerden bir tanesidir.

Karmasiklhik matrisi

malignant

Dodru Etiket

benign

Tahmini Etiket

Sekil 2: Modelin test ve karmasiklik matrisi

Sekil 3. ve sekil 4. agin egitimine ait dogruluk ve
kaylp  grafiklerini
grafiklerde modelin kaybinin 0,1 ve bagsariminin
% 98 civarinda oldugu gorilmektedir. Veri
setindeki degerlerin %801 egitim ve %20si test
icin kullanilmistir.

Tablo 3: Karmagiklik Matrisleri

vermektedir. Verilen

B M
GNRBA MALIGNANT 131 0
ORNEKLER
BENIGN ORNEKLER 2 39
BiziMKi MALIGNANT 41 1
ORNEKLER
BENIGN ORNEKLER 1 71

Test icin kullanilan 114 veriden 72 tanesi benign
ve kalan 42 tanesi ise malignant drnektir. Tablo
3. giris kisminda bahsedilen bir calisma ile
calismamizin sonuglarini vermektedir. Dora ve
arkadaglarinin  yontemi olan, GNRBA ismi
verilen yontem, veri setinde islem yaparken
verileri farkli oranlarda egitim ve test kisimlarina
bolmiistiir.  Bizim

caligmaya en  yakin

oldugundan %70 egitim ve %30 test olarak
kisimlandirilan uygulamanin sonucu
gosterilmistir. GNRBA yontemi, kendi
caligmalarinda onceki caligmalarla

kiyaslandiginda en iyi sonuglar1 gostermistir.
Bizim c¢alismamiz ile ise yaklasik olarak ayni
sonuclar1 vermektedir.
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Tablo 2’de ise c¢aligmamiza ait
hassasiyet ve fl-skoru performans
verilmektedir.

kesinlik,
kriterleri

modelin Kaybi{loss)

= egitim

01

o 10 20 30 40 50
iterasyon

Sekil 3: Modelin egitim kayp grafigi

Modelin Basanmi (Accuracy)

100

- egitim
0as
090
085
080

dogruluk

075

070

065

o 10 20 30 40 50
iterasyon

Sekil 4: Modelin egitim Dogruluk grafigi

Sonuc¢

Bu ¢alisma gogiis kanseri erken teshisine dikkat
cekmektedir. Gogilis kanseri nodiilii
smiflandirmast  malignant ve  benigndir.

Calismada, siiflandirma islemi igin bir sinir ag1
tercih edilmektedir. WBDC veri seti kullanilarak
yapilan deneylerle Onerilen yontemin basarimi
bazi metrikler ile gosterilmektedir. Sonuglar,
kanser siniflandirmada yontemin basarisim
ortaya koymaktadir.
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Cancer Classification by Breast Data
Metrics

Extended abstract

Breast cancer is one of the most common cancers in
the world. The disease can lead to death if not
diagnosed early. Correct classification of breast
cancer tumor is a challenging problem in the medical
field. There are many machine learning methods for
cancer diagnosis. Deep learning has become a
popular method in recent years.

The latest technology is used to solve many problems
according to performance criteria. Binary or multiple
classification is a popular area where neural network
based methods are used.

In this study, dual classification of cancer, not cancer,
is performed using the Breast Cancer Wisconsin
(Diagnostic) data set, which includes metric data
extracted from the biopsy specimen using needle
aspiration technique. The Wisconsin Diagnostic
Dataset (WBDC) data set for Breast Cancer consists
of 569 samples, 357 benign and 212 malignant. Each
sample identification  number  consists  of
identification (B =benign, M = malignant) and 30
features. Properties are calculated from the digitized
image of fine needle aspiration (FNA) of a breast
mass.

Neural networks architecture and keras deep
learning library tools are used for the classification
process. In the proposed method, the keras library is
used for breast cancer diagnostic procedure. Keras is
written in python and can be run on Tensorflow,
CNTK and Theano libraries. Developed with a focus
on providing quick experiments.

In the method, a three-layer neural network is
constructed with a library of keras. We have 30 input
properties and one target variable. The network
comprises two hidden layers. Each hidden layer has
4 nodes. Relu is used as the activation process for
hidden layers. In the last layer, sigmoid function is
used for classification. Since binary classification is
made, binary crossentropy is preferred as loss
function.

In this study, the results of performance
measurements such as precision, accuracy, f1-score
and complexity matrix were given and the success of
the method was supported. Application results show
that the classification performance is around 98%.

Keywords: Breast Cancer; Neural Networks;

Multilayer Perceptrons; Keras.
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