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Cem KARTAL

Destek Vektor Makineleri ile Borsa Endekslerinin Tahmini

Oz

Destek Vektdor Makineleri (DVM) en popiiler makine 0grenme
algoritmalarindan birisidir. Bu ¢alismada BIST100 endeksi ile birlikte
diinyanin 6nde gelen borsa endekslerinden S&P 500, DAX ve NIKKEI 225
endekslerinin getiri yonlerinin simiflandirilmasinda bir makine 0grenme
teknigi olan DVM’lerin kullanilmast ve bu tekniklerin tahmin
(struflandirma) performanslarinin ortaya konulmasi amaglanmistir. Bu
amacgla DVM’ler, borsa endekslerinin “yiikselis” ve “diisiis” trendlerinin
modellenmesinde  kullanilmistir. Ayrica ¢alismada, makroekonomik
degiskenlerin borsa endekslerine olan etkileri analiz edilmistir. Calismanin
veri seti, bagimli ve bagimsiz degiskenlerin 01.01.2013 - 30.11.2019
donemleri arasindaki aylik olarak 82 adet gozlem degerini icermektedir. Bu
gozlem degerlerinin 70 adedi (%85i) algoritmanin modellenmesi (egitim)
icin, 12 adedi (%15"i) ise smiflandirma (test) icin kullamilmigtir. Calisma
sonucunda modelin yiikselis yonlii tahminlerde siniflandirma basarisinin iyi
oldugu, ancak diisiis yonlii tahminlerinde ayni basarry1 gostermedigi ortaya
¢ikmugtir.

Ozet

Makine 6grenmesi metotlarinin biiyiik veri tabanlarina uygulanmasina veri
madenciligi denir. Destek Vektor Makineleri (DVM) de Yapay Sinir Aglar
ile yakindan iligkili olup ¢ift katmanli ve ileri beslemeli bir yapay sinir agina
sahiptirler. DVM'ler belki de en popiiler makine 6grenme algoritmalarindan
biridir. Makine 6grenmesinde, DVM’ler verileri analiz eden ve regresyon
analizi ve smiflandirma amaciyla kullanilan kaliplari taniyan, iligkili
Ogrenme algoritmalariyla denetlenen 6grenme modelleridir. 1990'larda
gelistirildiklerinde son derece popiiler olmus ve yiiksek performansh bir
algoritma igin en iyi yontemlerden biri haline gelmistir. DVM’ler, ampirik
veriler arasinda tespit edilmesi zor olan fonksiyonel iligkileri yakalama
yeteneklerinden dolay1 finansal zaman serilerini modellemek ve
smiflandirmak icin yararli teknikler olarak kullanilmaktadir. DVM'er
istatistiksel 0grenme teorisine dayanan yeni bir sinir ag1 algoritmasidir.
Pratik uygulamalarda biiyiik potansiyele ve {iistiin performansa sahiptirler.
Bu biiyiik 6l¢iide DVM'lerin geleneksel sinir aglar: tarafindan benimsenen
ampirik risk minimizasyon ilkesinden daha iistlin olan yapr risk
minimizasyon prensiplerine sahip olmasindan kaynaklanmaktadir.
DVM’lerin finans alaninda; borsa endeks hareketlerinin tahmin edilmesi,
finansal bilgi manipiilasyonlar1 dngoriisii ya da finansal basarisizliklara
kars1 erken uyari sistemlerinin olusturulmas: gibi bir¢ok alanda istatistiki
yontemlere gore daha basarih olduklar1 gozlemlenmistir. Destek Vektor
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Makineleri (DVM) en popiiler makine 6grenme algoritmalarindan birisidir.
Bu calismada BIST100 endeksi ile birlikte diinyanin 6nde gelen borsa
endekslerinden S&P 500, DAX ve NIKKEI 225 endekslerinin getiri
yonlerinin siniflandirilmasinda bir makine 6grenme teknigi olan DVM’lerin
kullanilmas1 ve bu tekniklerin tahmin (siiflandirma) performanslarmin
ortaya konulmasi amaglanmistir. Bu amacla DVM’ler, borsa endekslerinin
“yiikselis” ve “diistis” trendlerinin modellenmesinde kullanilmistir.
Calismada degiskenler, makroekonomik gostergeler, politik, ekonomik ve
sosyal olaylar dikkate almarak segilmistir. Ayrica Diinyanin 6nde gelen
borsa endekslerinin getiri yoniinii tahmin etmek amaciyla literatiirde yer
alan ¢alismalarin bulgular: da bagimsiz degisken se¢iminde etkili olmustur.
Calismanin veri seti, bagimli ve bagimsiz degiskenlerin 01.01.2013 -
30.11.2019 donemleri arasindaki aylik olarak 82 adet gozlem degerini
icermektedir. Bu gozlem degerlerinin 70 adedi (%857i) algoritmanin
modellenmesi (egitim) i¢in, 12 adedi (%15’i) ise simiflandirma (test) igin
kullanilmistir. Genel simiflandirma basart ortalamalarina baktigimizda
modelin, DAX ve S&P 500 endeks yonlerinin tahmininde %75 ile en iyi
performans: gosterdigi, NIKKEI 225 endeks yonii tahmininde ise %41,7 ile
en kotii performans: gosterdigini gormekteyiz. Bununla birlikte BIST100
endeks yonii tahmininde “yiikselis” trendinin test degerleri iizerinde %100
basar1 gosterdigi (4/4), ancak “diisiis” trend tahmini basarisizlig1 nedeniyle
genel basar1 ortalamasinin %50 ‘de kaldig1 gozlemlenmektedir. Bu analizler
yapilirken modelin kullandig: test degerleri sayisinin azlig1 da goz oniinde
bulundurulmalidir Sonug¢ olarak DVM yo6ntemi yardimiyla BIST100 ve
diinyanin 6nde gelen borsa endekslerinden S&P 500, DAX ve NIKKEI 225
endeks “yiikselis” ve “diisiis” trend yonii tahmininde bulunmaya
calistigimiz modelimizin genel basar: ortalamast %60,43 olmustur. Dogruluk
Orani, F Olgiitiiniin biiyiikliigii, ROC (Receiver Operating Characteristic)
Alan Degeri ve Kappa Istatistik Degeri modelin bagar1 gostergelerindendir.
ROC Alan Degeri ne kadar biiyiik ise sistemin giivenilirligi de artmaktadir.
Birden fazla model kullanarak degerlendirme yapmak istendiginde, bu
oOl¢iitlerden en iyi sonuglar1 veren modelin en iyi siniflandirma tahmini
yaptigini  sOylemek  miimkiindiir. = Modellerin  genel  basarisiu
degerlendirirken Dogruluk, F-Olgiitleri, ROC Alan Degerleri ve Kappa
Istatistik Degerleri kullanilmaktadir. En iyi performansi gosteren DAX
endeksinin getiri yoniiniin tahmin edilmeye calisildigi modelin dogruluk
orani %75, F—Olgﬁtﬁ %74,4 ve ROC Egrisi altinda kalan alan degeri 0,743
bulunmustur. En kotii performans: gosteren NIKKEI 225 endeksinin getiri
yoniinii tahmin etmeye calisan modelin dogruluk oram ise %41,7, F-Olgiitii
%34,3 ve ROC Egrisi altinda kalan alan degeri 0,629 olarak bulunmustur. Bu
sonuglara gore model, en iyi performansi DAX endeks getiri yonii
smiflandirma tahmininde, en kotii performans: ise NIKKEI endeks getiri
yonil siniflandirma tahmininde gostermistir. Borsa endeksleri siif tahmin
modellerinin Kappa Istatistik Degerleri incelendiginde DAX'in 0,4706 (orta
diizeyde uyum olmasi), S&P 500'tin 0,25 (zayif diizeyde uyum olmasi),
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BIST100’iin 0,1818 (Onemsiz diizeyde uyum) ve NIKKEI 225in ise -0,3125
(Sansa bagli uyum) degerlerine sahip oldugunu gormekteyiz. Calismamiz
bu sonuglariyla literatiire katki saglamis olup, DVM modelinin iginde
bulundugu hibrit modeller olusturularak ve veri setleri genisletilerek cesitli
varlik (doviz, altin, hisse senedi...) fiyat hareketlerinin tahmin
performanslarinin  iyilestirilmesi miimkiin olabilecek, bu da c¢esitli
piyasalarda yatirim yapmak isteyen yatirimcilara yol gosterecektir. Boylece
yatirimcilarin  finansal kararlar vermesinde ve bu kararlar yardimiyla
olusturulan yatirnm stratejileri sayesinde yiiksek getiri elde etmeleri
saglanabilecektir.

Anahtar Kelimeler: Finansal Tahmin, Destek Vektor Makineleri,
Siiflandirma, Makine Ogrenmesi, Yatirim Kararlari.

Predicting Stock-Exchange Indexes by Using Support Vector
Machines

Abstract

Support Vector Machines (SVM) is one of the most popular machine
learning algorithms. In this study, it is aimed to use SVM, which is one of
the leading stock indices of the world together with BIST100 index and a
machine learning technique in the classification of return directions of S&P
500, DAX and NIKKEI 225 indices. Besides, it is aimed to reveal the
estimation (classification) performances of these techniques. For this
purpose, SVMs have been used to model the “upward” and “downward”
trends of stock market indices. In addition, the effects of macroeconomic
variables on stock market indices are analysed. The data set of the study
includes 82 observational values of dependent and independent variables
monthly between 01.01.2013- 30.11.2019. 70 (85%) of these observation
values are used for modelling (training) and 12 (15%) for classification (test).
As a result of the study, it is found that the model shows success in upward
forecasts, but it does not show the same success in downward forecasts.

Structured Abstract

Application of machine learning methods to large databases is called data
mining. There are many areas where data mining is used. Support Vector
Machines (DVM) are also closely related to Artificial Neural Networks and
have a double-layer and they feedforward artificial neural network. Support
Vector Machines (DVM) is one of the most popular machine learning
algorithms. In machine learning, DVMs are learning models that analyze
data and recognize patterns used for regression analysis and classification,
and they are controlled by associated learning algorithms. They were
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extremely popular when they were developed in the 1990s and remain one
of the best methods for a high-performance algorithm. DVMs are used as
useful techniques to model and classify financial time series due to their
ability to capture functional relationships that are difficult to detect among
empirical data. DVMs are a new neural network algorithm based on
statistical learning theory. They have great potential and superior
performance in practical applications. This is largely due to the fact that
DVMs have structure risk minimization principles that are superior to the
empirical risk minimization principle adopted by traditional neural
networks. In the field of finance, DVMs are used in many areas such as
estimating stock market index movements, predicting financial information
manipulations or creating early warning systems against financial failures.
In this study, it is aimed to use DVM, which is one of the leading stock
indices of the world together with BIST100 index and a machine learning
technique in the classification of return directions of S&P 500, DAX and
NIKKEI 225 indices. Besides, it is aimed to reveal the estimation
(classification) performances of these techniques. For this purpose, DVMs
have been used to model the “upward” and “downward” trends of stock
market indices. In addition, the effects of macroeconomic variables on stock
market indices are analyzed. In the study, variables are selected considering
macroeconomic indicators, political, economic and social events. In addition,
the findings of the studies in the literature have been influential in the
selection of independent variables in order to estimate the return direction of
the leading stock market indices. The data set of the study includes 82
observational values of dependent and independent variables monthly
between 01.01.2013- 30.11.2019. 70 (85%) of these observation values are
used for modelling (training) and 12 (15%) for classification (test). According
to the general classification success averages, we see that the model shows
the best performance with 75% in predicting the DAX and S&P 500 index
directions, and the worst performance in the NIKKEI 225 index direction
with 41.7%. In the BIST100 index direction estimation, however, it is
observed that the "upward" trend shows 100% success on the test values
(4/4), but the overall success average remains at 50% due to the "downward"
trend prediction failure. While making these analyses, the number of test
values used by the model should be taken into consideration. As a result of
the study, it is found that the model shows success in “upward” forecasts,
but it does not show the same success in “downward” forecasts. As a result,
the overall success average of our model, which we are trying to predict on
the "upward" and "downward" trend direction of the BIST100 and S&P 500,
DAX and NIKKEI 225 index, which is among the leading stock market
indices of the world, is 60.43%. Accuracy Rate, Size of the F Criterion, ROC
(Receiver Operating Characteristic) Field Value and Kappa Statistical Value
are the success indicators of the model. The greater the ROC Field Value, the
more reliable the system is. When evaluating by using multiple models, it is
possible to say that the model giving the best results from these criteria

“[nsan ve Toplum Bilimleri Aragtirmalar1 Dergisi” Cilt/Volume: 9,
“Journal of the Human and Social Sciences Researches”

[itobiad / 2147-1185] Sayi/lssue: 2,

2020

[1398]



Cem KARTAL

makes the best classification estimation. When evaluating the overall success
of the models, Accuracy, F-Criteria, ROC Field Values and Kappa Statistical
Values are used. The accuracy of the model, where the best performing DAX
index is tried to be estimated, is 75%, the F-Criterion is 74.4% and the area
value under the ROC Curve is found to be 0.743. The accuracy of the model,
which tries to estimate the return direction of the worst performing NIKKEI
225 index, is found to be 41.7%, F-Criterion is 34.3% and the area value
under the ROC Curve is 0.629. According to these results, the model showed
the best performance in the DAX index return direction classification
estimate and the worst performance in the NIKKEI index return direction
classification estimate. When the Kappa Statistical Values of stock indexes
class prediction models are analyzed, DAX is found to be 0.4706 (moderate
agreement), S&P500 0.25 (fair agreement), BIST100 0.1818 (slight agreement)
and NIKKEI225 -0.3125 (less than chance agreement). Our study has
contributed to the literature with these results, and by creating hybrid
models containing the DVM model and expanding the datasets, it will be
possible to improve the forecast performance of various asset (currency,
gold, stock ...) price movements, which will guide investors who want to
invest in various markets. Thus, investors will be able to make high returns
through financial decisions and investment strategies created with the help
of these decisions.

Keywords: Financial Forecasting, Support Vector Machines, Classification,
Machine Learning, Investment Decisions.
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1. Giris

Makine dgrenmesi metotlarinin biiyiik veritabanlarna uygulanmasina veri
madenciligi denir. Veri madenciliginde yiiksek tahmine dayali, kesinlige
sahip, degerli kullanimh basit bir model olusturmak amaciyla ¢cok miktarda
veri islenmektedir (Bayramoglu & Basarir, 2019, 257). Veri madenciliginin
kullanildig1 bir¢ok alan vardir. Veri madenciligi 6zellikle bankacilik
sektoriinde (kredi uygulamalarinda, dolandiricilik tespitinde...) ve
borsalarda (ge¢mis veriler yardimiyla yeni modeller gelistirebilmek
amaciyla) simiflandirma problemlerinin ¢oziimiinde kullanilmaktadir.
Ayrica imalatta; 6grenme modelleri ile optimizasyon, kontrol ve sorun
giderme icin, tip alaninda; tibbi teshis igin Ogrenme modelleri
kullanilmaktadir. Telekomiinikasyon sektoriinde; sebeke optimizasyonu ve
servis Kkalitesini en 1{ist seviyeye c¢ikarabilmek igin c¢agr1 kaliplar
gelistirilmistir. Bilimde; fizik, astronomi ve biyolojideki biiyitk miktardaki
veriler ancak bilgisayarlar tarafindan yeterince hizli bir sekilde analiz
edilebilmektedir. Makine Ogrenmesi sadece bir veri tabani problemi
degildir; ayn1 zamanda yapay zekanin bir parcasidir. Sistem meydana gelen
degisiklikleri Ogrenip uyarlayabiliyorsa, sistem tasarimcisinin olas1 tiim
durumlar icin 6ngoriide bulunmasi ve ¢oziim {iretmesi gerekmez. Makine
Ogrenimi, yasam, konusma, tanima ve robotik alanindaki bir¢ok soruna da
¢6zlim bulunmasina yardimci olmaktadir. Makine 6grenimi bilgisayarlari,
ornek verileri veya ge¢mis deneyimleri kullanarak bir performans kriterini
optimize etmek icin programlamaktir. Makine oOgrenmesi matematik
modellerini olustururken istatistiksel teorileri kullanir, ¢linkii temel gorev
bir 6rnekten ¢ikarimda bulunmaktir (Apaydin, 2014, s. 3).

Sekil 1: Biyolojik Noron

Akson Terminalleri

Dendrit
Miyelin =

Kaynak: Negnevitsky, 2005, s. 30.

Bir sinir ag1, bir hayvan beynindeki merkezi sinir sistemi olan biyolojik sinir
aglarindan ilham alan bir akil yiiriitme modelidir. Insan beyni, néron adi
verilen ¢ok sayida birbirine bagh sinir hiicresinden olusur (Sekil 1). Bir
noron; bir hiicre gdvdesi, soma ve dendrit adi verilen bir dizi lif ve akson
olarak adlandirilan tek bir uzun liften olusur. Biyolojik sinir sisteminin
yapis, iglevlerini nasil yerine getirdigi ile birlikte Yapay Sinir Aglar1 (YSA)
fikrine ilham vermistir. Ilk sinir ag1 kavramsal modeli 1943'te Warren
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McCulloch ve Walter Pitts tarafindan gelistirilmistir. Néron kavramini, bir
agdaki diger hiicrelerle iletisim kuran ayr1 bir hiicre olarak tanimladilar. Bu
hiicre diger hiicrelerden veri alir, girdileri isler ve ¢iktilar1 diger hiicrelere
gecirir. O zamandan beri, bilim insanlar1 ve arastirmacilar YSA'lari
gelistirmek i¢in yogun arastirmalar yapmislardir. Giiniimiizde YSA'lar en
etkili ortintli tanima, regresyon ve siniflandirma araglarindan biri olarak
kabul edilmektedir (Negnevitsky, 2005, s. 30).

YSA, yapay zeka arastirmasinin popiiler alanlarindan biridir ve aym
zamanda insan beyninin organizasyonel yapisina dayanan soyut bir
hesaplama modelidir. YSA'lar, Girdi, Gizli ve Cikt1 tabakalarindan olusan 3
katmanli bir yapidan meydana gelmektedir (Snehashish C. ve Susmita M.,
2017:1-3).

Sekil 2: Yapay sinir Ag1 Modeli

Gikti Tabakasi

Girdi tabakast

Gizli Tabaka

Kaynak: Snehashish & Susmita, 2017, s. 2.

Yukaridaki sekilde, xj giris diigtimleridir, wy, giris katmanindan gizli
katmana kadar olan agirliklardir ve vi ve y, sirastyla gizli katmandan ¢ikis
katmanina ve ¢ikis diigiimiine kadar olan agirliklari belirtir.

Destek Vektor Makineleri (DVM) de Yapay Sinir Aglar ile yakindan iliskili
olup cift katmanli ve ileri beslemeli bir yapay sinir agimna sahiptirler.
DVM’ler belki de en popiiler makine 6grenme algoritmalarindan biridir.
1990'larda gelistirildiklerinde son derece popiiler olmus ve yiiksek
performansh bir algoritma igin en iyi yontemlerden biri haline gelmistir.
DVM, Vapnik ve grubu tarafindan AT&T Bell Laboratuvarlarinda
gelistirilen yeni ve ¢ok umut verici bir smiflandirma teknigidir. Bu yeni
O0grenme algoritmasi, Polinom, Radyal Temel Fonksiyon ve Cok Katmanli
Perceptron (Yapay sinir agt) siniflayicilar igin alternatif bir egitim teknigi
olarak goriilebilmektedir (Vapnik, 1998, s. 30-32). Teknigin arkasindaki ana
fikir, verilerden olusan siniflar arasindaki marji maksimize eden optimal bir
hiper diizlem meydana getirmektir. DVM teorisi Yapisal Risk
Minimizasyonu (SRM) fikrine dayanmaktadir (Suykens & Vandewalle, 1999,
s. 293). DVM'ler, istatistiksel Ogrenme teorisine dayanan parametrik
olmayan bir simiflandirma teknigidir. DVM ikili siflandirmalar igin
gelistirilmistir ve bu yontem yardimiyla birkag dérnekleme verisi kullanilarak
dogru smniflandirma sonuglari elde etmek miimkiindiir. DVM’lerde veriler
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dogrusal olarak ayrilabilir ya da dogrusal olarak ayrilamayan bir yapida
olabilir. Dogrusal olarak ayrilmasi miimkiin olmayan veriler daha yiiksek
boyutlu uzayda gosterildiklerinde dogrusal olarak ayrilabilmektedir.
(Ayhan & Erdogmus, 2014, s.177).

Makine 6grenmesinde, DVM'ler verileri analiz eden ve regresyon analizi ve
smiflandirma amaciyla kullamilan kaliplar1 taniyan, iligkili 6grenme
algoritmalariyla denetlenen 6grenme modelleridir. Her biri iki kategoriden
birine ait olarak isaretlenmis bir dizi egitim 6rnegi g6z oniine alindiginda,
bir DVM egitim algoritmasi, bir 6rnegi veya baska kategoriye yeni 6rnekler
atayan bir model olusturmakta ve bu onu olasiliksiz bir ikili dogrusal
smiflandirict yapmaktadir. Bir DVM modeli, 6rneklerin uzaydaki noktalar
olarak gosterilmesidir. Haritalama yaklagimindan yararlanir, bu sayede ayr1
kategorilere ait ornekler miimkiin oldugu kadar genis ve agik bir aralikla
boliinmektedir. Daha sonra yeni 6rneklem verilerinin araligin hangi tarafina
dayanan bir kategoriye ait oldugu tahmin edilir (Sekil 3) (Jordan vd., 2008, s.
30-35)

Xjvektorleriyle verilen N vektorleri {x1, x, ..., xn}, m {aj, ap,..,am} Ozelliklerine
sahip ve C: veya C: smifindan birine ait olsun. Belirtilen verinin, Ci
smifindan ornekler ile C: smifindan ornekler arasinda ayrilabilen 6zellik
alaninda bir hiper diizlem bulmak miimkiin oldugunda dogrusal olarak
ayrilabilir oldugunu sdyleyebiliriz. Sekil 3'de, iki boyutlu bir o6zellik
alaninda dogrusal olarak aymlabilir veriler (daireler ve kareler)
gortilmektedir. Aynk cizgi, iki boyutlu diiz bir ¢izgi olan ayiric1 hiper
diizlemi temsil eder (Mohammed vd. 2017, s. 115).

Sekil 3: iki Boyutlu Bir Ozellik Uzayindaki Daire ve Karelerin Dogrusal
Olarak Aynlabilir Verileri

1.0
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Kaynak: Mohammed vd., 2017, s. 115.

Dogrusal olarak ayrilabilir verilerden dolayi, verilen iki smifin 6rnekleri
arasinda bir bogluk olacaktir. Bu bosluk marj olarak adlandirilir. Tki sinifin
ornekleri arasindaki boslugun miimkiin oldugunca genis olmas: bir avantaj
olacaktir (Sekil 4).
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Sekil 4: Kareler ve Daireler Arasindaki Marj
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Kaynak: Mohammed vd., 2017, s. 116.

Bir egitim seti olarak, verilen N egitim vektoriinden n adet egitim vektoriinii
rastgele sectigimizi varsayalim. DVM'nin asil amaci, tiim egitim vektorlerini
iki sinifta siuflandiran bir hiper diizlem bulmaktir. Tki smifin drneklerini
ayiran bir¢ok hiper diizlem olabilir, ancak segilen hiper diizlemin iki smif
arasindaki marji maksimize etmesi istenir (Lin & Wang, 2002, s. 465).

S(x), formun dogrusal diskriminant fonksiyonudur (Mohammed vd., 2017:
s.116):

Sx)=wtx+b

Burada x bir egitim vektoriidiir, w bir m boyutlu agirlik vektoriidiir ve b
yonelim degeri (bias)'dir. Agirlik vektorii, hiper diizleme ortogonaldir ve
yoniinii kontrol ederken, b pozisyonunu kontrol eder.

Eger X bir egitim vektorii olarak verilirse;

1. SE)=wi¥+b >0egerv € C;
2. SE)=w!'¥+b <0eper¥ € (,

DVM'nin egitim asamasi, agirligin ve yanliligin ayarlanmasini igerir; boylece
tim C: Ornekleri, hiper diizlemin bir tarafinda, C: ornekleri ise hiper
diizlemin diger tarafinda bulunur. Hiper diizlemin konumu i¢in en uygun
se¢cim hem C: hem de C: siiflarindan en yakin Orneklerden miimkiin
oldugu kadar uzak olmasidir. Her iki siniftan da hiper diizleme en yakin
mesafede olan ozellik vektorleri destek vektorleri olarak adlandirilmaktadir
(Sekil 5). DVM'nin temel amaci, hiper diizlem ile kendisine en yakin destek
vektorler arasindaki mesafeyi yani marji maksimize etmektir.

Sekil 5: Her iki Siniftan Elde Edilen Destek Vektér Makineleri
Arasindaki Mesafeyi Maksimum Yapan Ayirici Diizlem
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Zaman serisi Ozelligi gosteren finansal fiyat/endekslerin dogru tahmin
edilmesi yatirim karar1 vermede onemli bir konu haline geldiginden,
fiyat/endeks hareketlerinin tahmini ve smiflandirilmas: {izerine ¢ok gesitli
calismalar yapilmaktadir. Ancak, bu hareketler dogal olarak rassal ve
duragan degildir. Bu nedenle, finansal zaman serisi tahmini, zaman serisi
tahminleri icerinde tahmini en zor olan seriler olarak kabul edilmektedir.
DVM'ler, ampirik veriler arasinda tespit edilmesi zor olan fonksiyonel
iligkileri yakalama yeteneklerinden dolay1 finansal zaman serilerini
modellemek ve siiflandirmak icin yararh teknikler olarak kullanilmaktadir.
DVM'ler istatistiksel Ogrenme teorisine dayanan yeni bir sinir ag1
algoritmasidir. Pratik uygulamalarda biiyiik potansiyele ve f{istiin
performansa sahiptirler. Bu biiyiik 6l¢lide DVM'lerin geleneksel sinir aglar
tarafindan benimsenen ampirik risk minimizasyon ilkesinden daha tistiin
olan yapr risk minimizasyon prensiplerine sahip olmasindan
kaynaklanmaktadir. Genelleme yeteneginin benzersiz bir ¢oziim elde
etmedeki avantajlar1 nedeniyle DVM'ler arastirmacilarin dikkatini ¢ekmis ve
doku smiflandirmasi, goriintii tanima, veri madenciligi, biyoinformatik gibi
bir¢cok alanda uygulama olanagi bulmustur (Cao, 2003, s. 322). Vapnik'in
duyarsizlik kaybi fonksiyonunun kullanilmaya baslanmasiyla, Destek
Vektorii Regresyonu (DVR) olarak adlandirilan DVM'lerin regresyon modeli
de dogrusal olmayan tahmin problemlerini ¢dzmede gittikce ilgi gdrmeye
baslamistir (Burbidge, 2001, s. 8). Son zamanlarda YSA ve DVM yontemleri
tahmin amaciyla siklikla kullanilmaya baslanmistir. YSA genellikle rassal
verilerde tutarsiz ve Ongoriillemez bir performans sergileyebilmektedir.
DVM, simiflandirma ve regresyon problemlerinin ¢oziimiinde ve aym
zamanda veri madenciliginde kullanilabilen algoritmalar arasindaki en
uygun ve dogru modellerden biridir.

Bu calismanin temel amaci, 6nemli makroekonomik degiskenlerin etkisi
alinda borsa endekslerinin hareket yoOnlerinin DVM ile tahmin
edilebilirligini arastirmaktir. Makalenin bundan sonraki ikinci boliimiinde
finans alaninda DVM ve diger makine 6grenmesi yontemleri kullanilarak
yapilmis tahmin (siuflandirma) ¢alismalarina yer verilmis olup, tiglincii
boliimde DVM modelinin teknik altyapis1 hakkinda bilgi verilmistir.
Dordiincii boliimde veri seti ve analizde kullanilan degiskenler aciklanarak,
DVM yonteminin analiz sonuglar1 ve bu sonuglarin yorumlarina
deginilmistir. Sonug¢ boliimiinde, analiz bulgular: karsilastirilmis ve endeks
getiri yonlerinin tahmin edilmesi amaciyla yapilan bu ¢alismanin literatiire
katkisina deginilmistir.

2. Literatiir Taramasi

DVM’lerin finans alaninda; borsa endeks hareketlerinin tahmin edilmesi,
finansal bilgi manipiilasyonlar1 6ngoriisii ya da finansal basarisizliklara
kars1 erken uyar: sistemlerinin olusturulmas: gibi bir¢ok alanda istatistiki
yontemlere gore daha basarili olduklari gézlemlenmistir.
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Kim (2003), Giiney Kore kompozit hisse senedi fiyat endeksindeki (KOSPI)
degisimin yoniinii arastirmak amaciyla 1989-1998 yillar1 arasindaki 2628
veriden (2347 veri egitim Ornegi, 581 veri ise test Ornegi olarak
kullanilmistir) faydalanmistir. Hisse senedi fiyati endeksindeki giinliik fiyat
degisim yoniinii DVM metoduyla tahmin etmeye calismis ve deneysel
sonuglar, DVM'nin borsa tahminine umut verici bir alternatif sundugunu
gostermistir.

Min ve Lee (2005) calismalarinda iflas tahmin problemine DVM modelini
uygulamistir. Ek olarak, DVM'nin tahmin dogrulugunu degerlendirmek igin
performansini ¢oklu diskriminant analizi (MDA), lojistik regresyon analizi
(Logit) ve +twi¢ katmanhh geri yayilim sinir aglar1 (BPN'ler) ile
karsilagtirmiglardir. Calisma sonuglar1t DVM'nin diger yontemlerden daha
iyi performans gosterdigini ortaya koymustur.

Huang vd. (2005) 1 Ocak 1990- 31 Aralik 2002 yillar1 arasindaki 676 veriden
olusan NIKKEI 225 endeksinin haftalik finansal hareket yoniintin DVM ile
ongoriilebilirligini  arastirmislardir.  DVM'nin ~ tahmin  yetenegini
degerlendirmek igin, performansini Lineer Diskriminant Analizi, Kuadratik
Diskriminant Analizi ve Elman Geri Yayilim Sinir Aglari ile karsilastirmislar
ve analiz sonuglari DVM'nin diger smiflandirma yontemlerinden daha iyi
performans gosterdigini ortaya koymustur. Ayrica DVM'nin iginde
bulundugu hibrit modellerin tiim 6ngdrme yontemleri arasinda en iyi
performansi gosterdigi sonucuna da ulasilmistir.

Min vd. (2006) calismalarinda Giiney Kore’de 1999-2002 yillar1 arasinda
faaliyette bulunan 614 firmanin mali tablolarindan elde edilen finansal
oranlar1 yardimiyla iflas tahmini igcin DVM tabanli yontem, YSA ve lojistik
regresyon gibi diger yontemlerle karsilastirilmis ve DVM en iyi sonucu
veren yontem olmustur.

Hua vd. (2007) ¢alismalarinda 1999-2004 yillar1 arasinda Sangay Borsasi'nda
(SSE) islem goren 120 sirketin denetimden ge¢mis mali tablolar1 araciligiyla
DVM, YSA, lineer ¢oklu ayiric1 yaklasimlar (IBDR) ve lojistik regresyon gibi
makine Ogrenmesi modelleri iflas tahmini probleminde kullanilmistir.
Calisma sonucunda DVM sonuglar: en iyi tahmin performanslarini gosteren
makine 6grenme yontemi olmustur.

Ogiit vd. (2009) DVM ve olasiliksal sinir ag1 (PNN) modelleri yardimiyla
finansal tablolardan elde edilen bazi1 degiskenleri kullanarak finansal bilgi
manipiilasyonunu ongormeye calismislardir. Siniflandirmanin
performansini test etmek amaciyla PNN ve DVM metotlar: kullanilarak elde
edilen dogruluk, duyarhilik ve ozgiilliik istatistikleri, diger c¢alismalarda
kullanilan diskriminant analizi, lojistik regresyon (logit) ve probit
siniflandiricilarinin = sonuglar1  ile karsilagtinlmistir. DVM  ve PNN
performansinin  diger smiflandiricilardan daha yiiksek oldugu ortaya
konmustur.

Lu vd. (2009) calismalarinda 4 Ekim 1999 ile 30 Eyliil 2004 tarihleri
arasindaki 1144 veriden olusan (ilk 794 veri egitim ornegi sonraki 350 veri
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ise test Ornegi olarak kullanilmistir) Nikkei 225 endeksi acilis degeri ve 2
Ocak 2003 ile 27 Subat 2006 tarihleri arasindaki 781 veriden olusan (ilk 546
veri egitim Ornegi sonraki 235 veri ise test Ornegi olarak kullanilmistir)
TAIEX (Taiwan Stock Exchange Capitalization Weighted Stock Index)
endeksi kapanis degeri kullanilmistir. Calismalarinda finansal zaman serisi
tahmininde bagimsiz bilesen analizi (ICA) ve destek vektor regresyonunu
kullanan iki asamali1 bir modelleme yaklasim1 6nerilmis ve DVM’ler finansal
zaman serisi tahmininde daha basarili olmustur.

Ahn vd. (2011) galismalarinda finansal krizlere karsi erken uyari sistemi
(EWS) olusturmak i¢in DVM tabanhh bir smiflandirma yaklasim
onermislerdir. Bu siniflandirma yaklasimi temel olarak finansal piyasalarin
glinlitk anormal fiyat hareketlerini izlemek igin gelistirilmistir ve calisma
sonucunda DVM’lerin etkili bir siniflandirici oldugu tespit edilmistir.

Ozdemir vd. (2011) calismalarinda 1997-2010 donemleri arasindaki 11
degiskenin (8 makroekonomik degisken, 3 borsa endeksi) aylik verileriden
faydalanarak IMKB100 endeksinin yoniinii lojistik regresyon ve DVM
yontemi ile tahmin etmeye calismislardir. Dogru simiflandirma oranlar
sirastyla yaklasik %75 ve %86 olarak bulunmustur. DVM metodunun
yatirimcilar ve akademisyenler tarafindan hisse senedi getirilerinin tahmin
edilmesinde alternatif bir yontem olarak etkili bir sekilde kullanilabilecegi
sonucu vurgulanmustir.

Karagiil (2013) calismasinda IMKB100 iginde tekstil, gida ve cimento
sektorlerinde faaliyette bulunan 42 sirkete ait 10 adet mali oranin 2006-2011
yillar1 arasindaki ortalama degerlerini dikkate alarak DVM metodu
yardimiyla yaptig1 siniflandirma basarisi %95,23 olarak bulunmustur.

Yakut vd. (2014) calismalarinda BIST100 endeksinin bir, iki ve ii¢ giin
oncesine ait degerleri ile birlikte 2005-2012 tarihleri arasindaki USD, gecelik
faiz orani, FTSE, CAC, DAX, NIKKEI, BOVESPA borsa endeks degerleri
kullanilarak, BIST100 endeks degerleri ileri beslemeli YSA ve DVM
yontemleriyle tahmin edilmeye c¢alisilmistir. Calisma sonucunda YSA ve
DVM yontemlerinin borsa endeks tahmininde modellenebilecegi tespit
edilmistir.

Altimirmak ve Karamasa (2016) 30 6zel sermayeli bankanin bes yillik mali
tablolarindan elde etikleri finansal oranlardan yararlandiklari ¢calismalarinda
DVM ve YSA modellerini finansal basarisizliklar konusunda erken uyari
sistemi olarak kullanmiglardir. Calisma sonucuna gore DVM yonteminin,
YSA metoduna gore bankalarda yasanan finansal basarisizliklarin
degerlendirilmesinde, simiflandirici bir erken wuyar1 gostergesi olarak
kullanabilecegi sonucu elde edilmistir.

Henrique vd. (2018) calismalarinda Brezilya, Amerika ve Cin borsalarinda
islem goren 18 adet hisse senedinin 15 yillik giinliik kaparus fiyatlarin
dikkate alarak DVM yardimiyla fiyat hareketlerini siniflandirmaya
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calismislar ve sonugta bu modelin basarili bir siniflandirma performansi
gosterdigini ortaya koymuslardir.

Yiiriik ve Eksi (2019) calismalarinda BIST imalat sanayi sirketlerinin
basarisizlig1 tahmini icin YSA ile DVM modellerini kullanmislardir. Daha
sonra siniflandirma  problemlerinde kullamilan bu iki modelin
performanslart  karsilastirilmistir.  Calismada  basarisiz  isletmelerin
basarisizligi, 1., 2. ve 3. yil 6ncesinden belirlenmeye calisilmis ve calisma
sonucunda 3 y1l 6ncesinden bile %70 {izeri bir dogruluk oran ile olusturulan
iki modelin iyi performans gosterdigi ortaya konmustur.

Aksoy ve Boztosun (2019) calismalarinda Borsa Istanbul’da islem goren
imalat sanayi sektoriinde faaliyet gosteren 86 sirkete ait 2010-2012 dénemi
arasindaki verileri kullanrak finansal basarisizliklarindan 1 ve 2 yil 6ncesi
i¢in siniflandirma tahmininde bulunmuslardir. Calismada makine 6grenme
yontemlerinden; YSA, CART Siniflandirma ve Regresyon Agaglari, K En
Yakin Komsular Algoritmasi ve Destek Vektor Makineleri olmak iizere 4
yontemin siniflandirma performanslarimi karsilastirmislar ve DVM ile
%74,17 dogru siniflandirma basarisi elde edilmislerdir.

Pabugcu (2019) calismasinda BIST 100 endeks hareketlerinin yoniinii
ongormek amaciyla makine 6grenme yontemlerinden olan YSA, DVM ve
Naive Bayes algoritmasimi kullanmis ve modellerin performanslarinm
karsilagtirmistir. Veri seti olarak 2009-2018 donemi arasindaki giinliik
kapanis degerleri kullanilmis ve her ii¢ modelin de borsa endeks hareket
yoniinii tahmin etmede kullanilabilir oldugu sonucuna ulasilmistir.

Literatiirdeki makine 6grenmesi modelleri kullanilarak yapilan ¢alismalar
incelendiginde, DVM’lerin geleneksel makine 6grenme modellerinden daha
yliksek performans sergiledigi ve smiflandirma problemlerini ¢6zmek icin
gliclii araglar olduklar1 goriilmiistiir.

3. Destek Vektor Makineleri

Bir DVM ilk 6nce giris noktalarin yiiksek boyutlu bir 6zellik alanina esler ve
bu alandaki iki smif arasindaki marji maksimize eden bir ayirici hiper
diizlem bulur. Marji maksimuma ¢ikarmak, ikinci dereceden bir
programlama (QP) problemidir ve Lagrangian c¢arpanlar1 ile ikili
probleminden ¢oziilebilir. Herhangi bir haritalama bilgisi olmadan DVM,
nokta iriin fonksiyonlarimi gekirdek olarak adlandirilan 6zellik alaninda
kullanarak en uygun hiper diizlemi bulur. Optimal hiper d{izlemin ¢6ziimii,
destek vektorleri olarak adlandirilan birka¢ giris noktasiin bir
kombinasyonu olarak yazilabilir. DVM’de en temel siniflandirma problemi,
dogrusal olarak ayrilabilen “iki smifli” bir veri setinin simiflandirilmasidir
(Lin & Wang, 2002, s. 465-466).

Verilen bir x; egitim vektori igin, x; € C; ise wix;+b pozitif ve
x; € C; ise w'x; + b olacaktir. Her x; icin bir y; secildiginde (Mohammed
vd., 2017, s. 115-128);
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_ 1, XEEC_I
w={ o BeE 1)

¥;'nin bu se¢imi altinda;
yviwTx; +b) =0 )

x, egitim alanindaki herhangi bir nokta ise, hiper diizlemden uzaklig:
asagidaki formdiille bulunur;

_ |wTx+b|

lleall

©)

Eger x ile hiper diizlem arasindaki mesafenin & gibi bir pozitif degerden
daha biiyiik olmasi istenirse, asagidaki esitsizlige sahip oluruz;

|<uTx+b|

> )

llell

Yukaridaki denklemden |wTx+ b| > &||w]| esitsizligini elde ederiz.
Sllwll = 1 i¢in asagidaki esitsizligi elde ederiz;

wrx+b=1 )
Yukaridaki esitsizlikten;

1. wex+b=1, x€C (6)
2. wpx+b=-1, x€C, (7)

Hem Ci hem de C: smiflarindan hiper diizleme en yakin ozellik vektorleri
destek vektorleri olarak adlandirilir ve DVM'lerin tasariminda ana rol
oynarlar. Yukaridaki denklemde esitlik ancak x vektorii bir destek
vektoriiyse gergeklesir. Bu nedenle, DVM yontemindeki temel fikir, hiper
diizlem ile destek vektorleri arasindaki mesafeyi maksimize ederek elde
edilebilecek marj1 maksimize etmektir. Hiper diizlem ve bir nokta arasindaki
mesafe x tarafindan verildiginden x asagidaki formiil yardimiyla bulunur;

_ |<.uTx+b|
llell

(®)

z, ayni anda ll@|'nin minimize b'nin maksimize edilmesiyle maksimum
deger ulasir. Optimal hiper diizlemi tasarlamak icin 6ncelikle {(x1, y1), (x2, y2),
vy (xn, yn)} egitim setine sahip oldugumuzu varsayiyoruz. Bu durumda
asagidaki Quadratic Programlama (QP) denklemini ¢6zmeliyiz;

.1 2

min > lwll )
n esitsizlik kisitlarina tabi olmakla birlikte;

yviwTx;+b) =2 1,Vi=12,..n (10)

Lagrangian ¢arpanlari ile ¢oziilebilir;
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L(w,b, @) = S llwll? = X7y &, [y, w x,+ b — 1)] (11) a; esitsizlige
gore Lagrange carparudir. L(w,b,@)nin w ve b’ye gore diferansiyelini
alarak sonuglari sifira esitlersek, iki optimallik kosulu elde ederiz;

L o =Wbha)=0 (12)
2. 2= =(w,b,8)=0 (13)
Lagrange carpanini genisletirsek;
Lw,b,a) = s Iwll> = I, a; ywTx — By ay yib + Xk
(14)
asagidaki kosullar1 uygularsak;
2 (w,ba)=0 (15)
Xil@y; =0 (16)
2 (w,b,a)=0 17)
asagidaki denklemi elde ederiz;
W= Y % (18)

Yukaridaki w denkleminde, optimal agirligin, i =1,...,n igin egitim setinin (x;,
yi) dogrusal bir birlesimi oldugunu gosterir. Kuhn-Tucker teoremine gore,
optimal ¢oziimde, yalnizca esitlik kisitlamalari, sifir olmayan Lagrange
carpanlarina sahip olabilir.

a;(y(wTx;+b)—1) =0 (19)
Eger @; # 0 ise;

a;(y;(wTx; +b)—1) >0 (20)

a; =0, (21)

So'nin destek vektorleri kiimesi oldugunu ve xx nin S.'ye ait olmadigin
varsayalim, ardindan y, (WTx, +b) > 1, ve @y katsayisinin 0 olmas: istenir.
Diger yandan eger x; € S, ise; y; (WTx; +b) —1 =0 ve ai’nin 0 olmamasi
istenir. Lagrange denkleminde (#,b) kullarlarak denklem yeniden

diizenlenirse;
_ . 1
L(W- b, “) =jla) =X a; — 3 ) ?zl a;a; ViV (xi -xj) (22)

Lagrange carpanlar i¢in en uygun secenek, Lagrange carpanlarinin negatif
olmayan kisitlamalara bagl olarak J(a) 'y1 maksimize ederek elde edilir.
QP problemini ¢6zmek igin;

1 n
max i, a; — 5 > i ;v y; (i . x;) (23)

Kisitlamalara bagl olarak;
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a; =0 veXl,a;y; =0 (24)

Optimal Lagrange carpanlarnin hesaplanmasi siirecinde sadece destek
vektorleri yer aldigindan, yukaridaki optimizasyon problemi;

1 n
max E?:x!-esv a;—3 Z 0,y % €Sy aiajyiyj(xi -xj) (25)
Kisitlamalara bagh olarak;
a; =0 (26)

@; =0 olmasi ile birlikte, x; bir destek vektor degilse,

Llixes @1 Yi=0 (27)
Eger @ = (@,,4a,, ..., 4,) optimal Lagrange carpan vektorii ise,

W = Xixes, G ViXi (28)
x; bir destek vektor ise,
b=y, —wTx, (29)

Son olarak, z herhangi bir siniflandirilmamis egitim vektorii ise, asagidaki
siniflandirma islevi:

flz) = sign(Z;-:x!.esu a;yix;z + B) (30)
ve K(xi, x) = xi -x, Dogrusal Kernel(Cekirdek) Fonksiyonu olarak adlandirilir. S|

= s ve {x1, x3,..., x5}, iki sinif C1 ve C2 siniflarindan gelen destek vektorleri
kiimesidir. Agiktir ki;

@ xe+b =y (31)
veya esdeger olarak,

ijl @y, (x; - x) +b = yg (32)

Y vk (g x)+b =y (33)
s sayida dogrusal denklem ile birlikte s+1 sayida bilinmeyenin (a, @5, -.. ., @)

ve b'nin yukaridaki denklemde formiile edildigini goriiyoruz. Buna ek
olarak asagidaki denklemi de yazariz;

1@y ..+ ¥sas = 0 (34)
Bununla beraber; optimal agirlik W ve optimal yonelim degeri b lineer sistem
coziilerek elde edilir;

Ma=b (35)

M € RV p e R ye q € REHY agagidaki gibi tanimlanur;
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ViK(xx,) YKo %) o YK(xgx) 1
M = . . .o . | 36)
le(xll xs) .VIK(IZIS) - - .VSK(xsrxs) 1
Y1 Yz ¥s 0
251 Vi
a= -, b = , (37)
aS IS
b 0

Optimum agirlik W ve optimal yonelim degeri b asagidaki dogrusal
sistemin ¢oziilmesiyle elde edilebilir:

Ma=b (38)
Dogrusal olmayan ve ayristirilamayan verilerin islenmesinde ¢ok verimli
olan baska tiir Kernel fonksiyonlar: da kullanilmaktadar.

4. Arastirmanin Amaci, Modeli ve Bulgular1

Bu calismada BIST100 endeksi ile birlikte Diinyanin 6nde gelen borsa
endekslerinden S&P 500, DAX ve NIKKEI 225 endekslerinin getiri
yonlerinin siniflandirilmasinda makine 6grenme tekniklerinin kullanilmasi
ve bu tekniklerin tahmin (simiflandirma) performanslarinin ortaya
konulmasi amaglanmistir. Bu amacla, bir makine 6grenme teknigi olan
DVM, borsa endekslerinin yiikselis ve diisiis trendlerinin modellenmesinde
kullanilmistir. Ayrica c¢alismada, makroekonomik degiskenlerin borsa
endekslerine olan etkileri analiz edilmistir. Calismada degiskenler,
makroekonomik gostergeler, politik, ekonomik ve sosyal olaylar dikkate
almarak secilmistir. Ayrica Diinyanin 6nde gelen borsa endekslerinin getiri
yoniinii tahmin etmek amaciyla literatiirde yer alan calismalarin bulgular
da bagimsiz degisken seciminde etkili olmustur.

Calismada borsa endekslerinin getiri yonlerinin tahmini igin ikili
simiflandirma kullanilmistir. Bagimli degiskenler, belirtildigi {izere borsa
endekslerinin giin sonu kapanis degeri iizerinden bir onceki giine gore
hesaplanan “yiikselis” ve “diislis” sinyalleridir. Endeks getirisi bir 6nceki ay
sonundaki degerine gore pozitif yonlii oldugunda “yukselecek”, negatif
yonlii oldugunda ise “dusecek” olarak kodlanmistir. Dolayisiyla bagimh
degisken bir sayisal degisken olmayip, sozel nitelikli bir degiskendir. Bu
endekslerin getiri yonlerinin tahmininde uluslararasi endekslerden (MSCI
Diinya Endeksi, MSCI AC Kiiresel Oz sermaye Endeksi ve MSCI Avrupa
Endeksi) ve makroekonomik gostergelerden (USD/YEN, EUR/USD, Ons
Altin Fiyati, Brent Ham Petrol Fiyat: ve ABD 10 Yillik Tahvil Faizi) olusan 8
bagimsiz degisken kullanilmistir. Calismada kullanilan bagimli ve bagimsiz
degiskenler Tablo 1’de verilmistir.
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Tablo 1: Modelde Kullanilan Bagimli ve Bagimsiz Degiskenler

Bagiml1 Degiskenler Aciklama

Borsa Istanbul’da iglem goren piyasa degeri ve
BIST100 islem hacmi bakimimndan en biiytiik 100 sirketin hisse

senetlerinden olusan borsa endeksidir.

500 biiyiitk Amerikan sirketin hisse senetlerinden
S&P 500 olusan borsa endeksidir. Amerikan hisse senedi

piyasasinin yaklasik %75'ini kapsar

Frankfurt Menkul Kiymetler Borsasinda islem
DAX goren 30 biiyitk Alman sirketinin  hisse

senetlerinden olusan borsa endeksidir.

Tokyo Menkul Kiymetler Borsasinda (TSE) islem
NIKKEI 225 goren 225 yiiksek sermayeli hisse senedinin bilesik

fiyat performansini dl¢mektedir.

Bagimsiz Degiskenler

Aciklama

Uluslararast piyasalardaki Dolar/Yen paritesini

USD/YEN
/ gostermektedir.
EUR/USD U}uslararas1 .piyasalardaki Avro/Dolar paritesini
gostermektedir.
Uluslararas: piyasalarda 1 ons altinin (31,10 gram)
Ons . < .
Dolar cinsinden degerini gostermektedir.
Diinya piyasasi icin referans petrol tiirlerinden biri
Brent Petrol olan Brent Petrol'iin Dolar cinsinden degerini

gostermektedir.

ABD 10 Yillik Tahvil

ABD Hiikiimeti tarafindan Dolar cinsinden ihrag
edilen ve 10 yil vadeli olan Amerikan tahvil
faizlerini gostermektedir.

23 gelismis {ilke piyasasi {izerinden hesaplanan

MSCI Diinya Endeksi genis kiiresel sermaye endeksidir. Her bir iilkede
(MSCI World Index) halka agiklik oranli serbest piyasa degerinin

yaklasik %85'ini kapsamaktadir (MSCI, 2019a).

23 gelismis ve 26 gelismekte olan piyasada biiyiik

ve orta  biytklikteki  hisse  senetlerinin
MSCI AC Kiiresel Oz performansini temsil etmektedir. 11 sektér ve
sermaye Endeksi (MSCI yaklagik 2.700'den fazla bileseni kapsar ve her bir
ACWTI Index) iilkedeki halka agiklik oranlt serbest piyasa

degerinin  yaklastk ~ %85'ini  kapsamaktadir

(MSCI,2019b).

Avrupa'daki 15 gelismis tiilkede biiylik ve orta
(MSCI Europe Index) )

oranli serbest piyasa degerinin yaklasik %85'ini
kapsamaktadir (MSCI, 2019c).

BIST100, S&P 500, DAX ve NIKKEI 225 borsa endeks degerleri, USD/YEN
paritesi, EUR/USD paritesi, Ons altin USD degeri, Brent Ham Petrol fiyatlar
(USD) ve ABD 10 Yillik Tahvil faiz oranlar1 www.investing.com internet
adresinden; MSCI Diinya Endeksi, MSCI AC Kiiresel Oz sermaye Endeksi
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ve MSCI Avrupa Endeksi degerleri ise www.msci.com internet adresinden
elde edilmistir.

Calismanin veri seti, bagimli ve bagimsiz degiskenlerin 01.01.2013—
30.11.2019 yillar1 arasindaki aylik 82 adet gozlem degerini icermektedir. Bu
gozlemlerin 70 adedi (%85i) algoritmanin modellenmesi (egitim) icin, 12
adedi (%15i) ise smiflandirma (test) icin kullamilmistir. Uygulama igin
diinyada yaygin bir sekilde kullanilan veri madenciligi ve makine 6grenimi
yazilimi olan agik kaynak kodlu veri madenciligi yazilimlarindan Weka 3.8
programi kullanilmis olup, elde edilen bulgular Tablo 2’de gosterildigi
gibidir.
Tablo 2: Ornek Bulgular Tablosu

Karigtirma Matrisi Dos Genel
Endeksler ogru Smniflandirma | OMH* | OKH**
Siniflandirma
Basaris1

Durum | Yiikselis | Diigiis
Yiikselig 6 1 %85,71 6/7

DAX 9/12 %75 %40,67 %43,95
Diisiis 2 3 %60 | 3/5
Yiikselis 8 1 %88,89 8/9

S&P500 9/12 %75 %37,72 %41,89
Diisiis 2 1 %33,33 | 1/3
Yiikselis 4 0 %100 4/4

BIST100 6/12 %50 %49,52 %49,79
Diisiis 6 2 %25 | 2/8
Yiikselis 5 2 %71,42 | 5/7

NIKKEI225 5/12 | %41,7 %47,04 %53,55
Diisiis 5 0 %0 | 0/5

* OMH (Ortalama Mutlak Hata) = X%, |y — .| /n; y: Gercek degeri, ¥;: Tahmin degerini, n:
Gozlem sayisini ifade etmektedir.

** OKH (Ortalama Kareksk Hatas1) = /X0, [y — 9,1/n; y: Gergek degeri, ¥,: Tahmin degerini, n:
Gozlem sayisini ifade etmektedir.

Modelin basarisi, dogru sinifa atanan 6rnek sayisi ve yanlis smifa atanan
ornek sayilariyla ilgilidir (Basarir & Bayramoglu, 2018, s. 338). Tablo 2'ye
gore getirilerin gelecek donem “yiikselis” mi yoksa “diisiis” mi
gosterecegine iligskin siniflandirma oranlarina bakildiginda DAX ve S&P 500
endekslerinin genel siniflandirma basarisinin %75 (9/12) ile en iyi, BIST100
endeksinin %50 (6/12) ile ikinci ve NIKKEI 225 endeksinin ise %41,7'lik
basar1 orani ile en kotii smiflandirma basarisina sahip oldugunu
sOyleyebiliriz. Modelin  genel basarisina  baktigimizda,  yiikselis
tahminlerinde daha basarih oldugunu soylemek miimkiindiir. Model
“yiikselis” ile ilgili simif tahmininde, DAX endeksi igin 7 test degeri
kullanmis olup, bu test degerlerinin 6’s1 “yiikselis” trendi ile
sonuclanmisken sadece 1'i “diisiis” trendine girmis (6/7), S&P 500 endeksi
igin 9 test degeri kullanmig olup 8 test degeri dogru smiflandirilmis (8/9),
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BIST100 endeksi igin 4 test degeri kullanmis olup 4'ii de dogru
smiflandirilmis (4/4) ve son olarak NIKKEI 225 endeksi icin 7 test degeri
kullanmis olup 5’i de dogru smiflandirilmistir (5/7).

Model, “diistis” ile ilgili simniflandirma tahminlerine baktigimizda en iyi
simniflandirma performansini 5 test degerinin 3’tiniin “diisiis” gosterecegini
dogru smiflandiran (3/5) DAX endeksinde, en kotii performansi ise “diisiis”
yoniinde smiflandirdigr 5 test degerinden higbirinin bu trend yoniinde
hareket etmedigi belirlenen (0/5) NIKKEI 225 endeks tahmininde
gostermistir.

Tablo 2’ye gore; modellerin Ortalama Mutlak Hata degerlerine bakildiginda
S&P 500 endeks smif tahminin en diisik (%37,72), BIST100 endeks sinif
tahminin ise en yiiksek degerlere (%49,52) sahip oldugu; Ortalama Karekok
Hatas1 degerlerine baktigimizda ise yine S&P 500 endeks simif tahminin en
diisiik (%41,89), NIKKEI 225 endeks sinif tahmininin ise en yiiksek degerlere
(%53,55) sahip oldugu goriilmektedir.

Dogruluk Orani, F Olgiitiiniin  biiyiikliigii, ROC (Receiver Operating
Characteristic) Alan Degeri ve Kappa Istatistik Degeri modelin basari
gostergelerindendir. ROC Alan Degeri ne kadar biiyiik ise sistemin
glvenilirligi de artmaktadir. Birden fazla model kullanarak degerlendirme
yapmak istendiginde, bu olgiitlerden en iyi sonuglar1 veren modelin en iyi
smiflandirma tahmini yaptigim1  sdylemek miimkiindiir. Tablo 3’te
gosterildigi tizere, modellerin genel basarisini degerlendirirken Dogruluk, EF-
Olgiitleri, ROC Alan Degerleri ve Kappa Istatistik Degerleri
kullanilmaktadir. En iyi performansi gosteren DAX endeksinin getiri
yoniiniin tahmin edilmeye galisildig1 modelin dogruluk oram %75, F-Olgiitii
%74,4 ve ROC Egrisi altinda kalan alan degeri 0,743 bulunmustur. En kotii
performans: gosteren NIKKEI 225 endeksinin getiri yoniinii tahmin etmeye
calisan modelin dogruluk orami ise %41,7, F-Olgiitii %34,3 ve ROC Egrisi
altinda kalan alan degeri 0,629 olarak bulunmustur. Bu sonuglara gore
model, en iyi performanst DAX endeks getiri yonii simiflandirma
tahmininde, en kotii performans: ise NIKKEI endeks getiri yonii
smiflandirma tahmininde gostermistir. Borsa endeksleri simf tahmin
modellerinin Kappa Istatistik Degerleri incelendiginde DAX'in 0,4706 (orta
diizeyde uyum olmasi), S&P 500'tin 0,25 (zayif diizeyde uyum olmasz),
BIST100’tin 0,1818 (Onemsiz diizeyde uyum) ve NIKKEI 225in ise -0,3125
(Sansa bagli uyum) degerlerine sahip oldugunu gérmekteyiz.

Tablo 3: Model Basarim Olgiitleri

5 N . . | KAPPA istatistigi
Dogruluk | F Olgiitii | ROC Alan Degeri 19*
DAX %75 0,744 0,743 0,4706
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S&P 500 %75 0,732 0,741 0,25
BIST100 %50 0,457 0,781 0,1818
NIKKEI 225 %41,7 0,343 0,629 -0,3125

* k istatistigi deger araliklar1 ve uyum durumlari soyledir; <0: Sansa bagh uyum; 0.01-0.20:
Onemsiz diizeyde uyum; 0.21-0.40: Zayif diizeyde uyum; 0.41-0.60: Orta diizeyde uyum; 0.61-
0.80: Iyi diizeyde uyum; 0.81-1.00: Cok iyi diizeyde uyum.

Literatiirde birden fazla Kernel fonksiyonu kullanilmaktadir. Ancak her
Kernel fonksiyonunu DVM modelleri i¢in uygun degildir. Dolayisiyla,
DVM'nin uygulanmasinda Kernel fonksiyonunun se¢imi oldukga 6nemlidir.
Calismamizda Lineer Kernel fonksiyonu kullanilmis olup sonuglar1 Tablo
4’te gosterilmistir.

Tablo 4: Kernel Fonksiyonlarina iliskin Parametreler

Kernel Siniflandirma Performansi
DAX 919 (%81,57)
S&P 500 1269 (%81,52)
BIST100 794 (%62,86)
NIKKEI225 1040 (%79,48)

Bu ¢ikt1 her bir endeks yonii smiflandirma tahmini i¢cin DVM modellerinin
dogrusal karar smnirlarini gostermektedir. Lineer Kernel fonksiyonu ¢iktilar
dikkate alindiginda Model sirasiyla DAX endeksi icin 919 (%81,579), S&P
500 endeksi i¢in 1269 (%81,523), BIST100 icin 794 (%62,86) ve NIKKEI 225
endeksi i¢in 1040 (%79,483) siniflandirma performansi gostermistir.

5. Sonug

DVM’ler en ¢ok kullarulan makine 6grenme algoritmalarindan birisidir.
DVM’lerin finans alaninda borsa endeks tahmini, finansal krizlere karsi
erken uyari sistemi, finansal basarisizlik tahmini gibi birgok alanda istatistiki
yontemlere gore daha basarili sonuglar ortaya koydugu belirlenmistir (Min
ve Lee 2005; Huang vd. 2005; Hua vd. 2007; Ogﬁt vd. 2009; Lu vd. 2009).
Borsa yatinmcilarinin endekslerin “yiikselis” ve “diisiis” trendlerini dogru
tahmin etmeleri (smiflandirmalari), borsada dogru pozisyon almalarini

saglayacak ve boylece getirilerini arttirabileceklerdir.

Literatiirde yapilan c¢alismalara bakildiginda DVM’'lerin etkili bir
siniflandirict oldugu ve borsa endeks tahmininde modellenebilecegi tespit
edilmistir. Modelin genel basarisma baktigimizda yiikselis tahminlerinde

2

daha basarili oldugunu sdylemek miimkiindiir. Modelin “yiikselis” yonlii
basar1 tahmininin diger ¢alisma sonuclar1 (Huang vd. 2005; Min vd. 2006;
Hua vd. 2007; Ogut vd. 2009; Ozdemir vd. 2011; Karagiil 2013; Henrique vd.

2018; Yiiriik ve Eksi 2019; Aksoy ve Boztosun 2019) ile uyumlu oldugu,
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ancak “diisiis” yonli tahminlerinde aymi basariy1 gostermedigini
sOyleyebiliriz.  Genel simiflandirma basar1 ortalamalarma baktigimizda
modelin, DAX ve S&P 500 endeks yonlerinin tahmininde %75 ile en iyi
performans: gosterdigi, NIKKEI 225 endeks yonii tahmininde ise %41,7 ile
en kotli performans: gosterdigini gormekteyiz. Bununla birlikte BIST100
endeks yonii tahmininde “yiikselis” trendinin test degerleri iizerinde %100
basar1 gosterdigi (4/4), ancak “diisiis” trend tahmini basarisizligi nedeniyle
genel basar1 ortalamasimin %50 ‘de kaldig1 gozlemlenmektedir. Bu analizler
yapilirken modelin kullandig1 test degerleri sayisinin azlig1 da goz oniinde

bulundurulmalidar.

Sonug olarak DVM yo6ntemi yardimiyla BIST100 ve diinyanin dnde gelen
borsa endekslerinden S&P 500, DAX ve NIKKEI 225 endeks “yiikselis” ve
“diisiis” trend yonii tahmininde bulunmaya calistigimiz modelimizin genel
basar1 ortalamasi %60,43 olmustur. Literatirde DVM modelleri kullanilarak
yapilan ¢alismalara baktigimizda siniflandirma basarisinin %70 ‘in {izerinde
¢ikmasimin (Ozdemir vd., 2011; Yiiriik ve Eksi, 2019; Karagiil, 2013) modelin
basarili bir performans gosterdigi sonucunu ortaya koymaktadir. DAX ve
S&P 500 endeks yonii genel basar1 performanslarinin %75 ¢itkmasi modelin,
bu endekslerin trend yonii tahmininde basarili oldugu ancak BIST100 ve
NIKKEI 225 endeks yonii tahmin performanslarinin genel basari
ortalamalarmin %50 ve altinda ¢ikmas: nedeniyle bu endekslerin trend yoni
tahminlerinde ise basarisiz oldugu séylenebilir.

Calismamiz bu sonuglariyla literatiire katk: saglamis olup, DVM modelinin
iginde bulundugu hibrit modeller olusturularak ve veri setleri genisletilerek
cesitli varlik (doviz, altin, hisse senedi...) fiyat hareketlerinin tahmin
performanslarinin  iyilestirilmesi miimkiin olabilecek, bu da c¢esitli
piyasalarda yatirim yapmak isteyen yatirimcilara yol gosterecektir. Boylece
yatinmcilarin finansal kararlar vermesinde ve bu kararlar yardimiyla
olusturulan yatirnm stratejileri sayesinde yiiksek getiri elde etmeleri
saglanabilecektir.
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