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Oz

Bu calisma Bilkent Universitesi Bilgisayar Miihendisligi
Boliimii'nde verilen Programlama Dilleri dersi kapsaminda
yapilan kisa sinavlarin, ddevierin ve projelerin dénem sonu
smavina olan etkisini sunar. Bu baglamda ¢alismanin ilk
kisminda, 6grenci verilerinden kisa sinav bilgileri ile Lineer
Regresyon yontemi kullanilarak lineer bir model iiretilmeye
calisilmis  ve dénem sonu simav notu tahmin edilmeye
calisilmistir. Calismanin ikinci kisminda ise En Yakin Komsu
(KNN), Lineer Regresyon, Lojistik Regresyon, Destek Vektor
Makineleri (SVM), Lineer Destek Vektér Makineleri ve Cok
Katmanly Algilayicilar (MLP) makine &6grenmesi yontemleri
kullanilarak kisa sinavlarin, édevlerin ve projelerin ayri ayri ve
birlikte dénem sonu smav notuna etkisi gosterilmeye
calhsilmigtir.  Caliyma,  kullanilan — makine — ogrenmesi
vontemlerinin  karsilastirmalt - performansini - gostermektedir.
Deneysel sonuglar lineer modelimizin iyilestirilmesi gerektigini
belirtirken, siniflandirma iglemlerinin basarili bir sekilde elde
edildigini géstermektedir.

Anahtar  kelimeler: Ogrenci performans tahmini, ogrenci
performansi, kisa sinav, dénem sonu siavi, makine é6grenmesi,
lineer regresyon

Abstract

This study presents the effect of quizzes, assignments and
projects on the final exam of the Programming Languages
course given in the Department of Computer Engineering at
Bilkent University. In this context, in the first part of the study,
a linear model is tried to be produced by using the linear
regression method from the student data and the final exam
grade is estimated. In the second part of the study, K-Nearest
Neighbors(KNN), Linear Regression, Logistic Regression,
Support Vector Machines(SVM), Linear Support Vector
Machinesand Multi-layer Perceptron (MLP) machine learning
methods are used to show the effect of quizzes, assignments and
projects separately and together on the final exam grade. The
study shows the comparative performance of machine learning

methods used in the experiment. Experimental results show that
our linear model needs to be improved, while classification
operations are achieved successfully.

Keywords:  Student  performance  prediction,  student
performance, quiz, final exam, machine learning, linear
regression

1. Giris

Egitim hi¢ siiphesiz bir¢ok insanit ve {ilkelerin geleceklerini
etkileyen ¢ok onemli bir kavramdir. Egitim kurumlarmm ana
hedeflerinden biri egitim kalitesini ve performanst arttirmak icin
bireysel performanslart izlemektir. Bireysel zayif yonlerin tespiti
ve ogrencilerin gelecek i¢in dogru yone yonlendirilebilmesi daha
iyi bir gelecek i¢in 6nemlidir [1]. Egitim kurumlarindan biri olan
universitelerde de &grencilerin derste gosterdigi performans
dikkat edilmesi gereken bir husustur ve fakiilte, enstitii gibi alt
kurumlara kaliteyi ve performansi arttirma adina 6nemli bilgiler
saglar.

Ogrencilerin akademik performans 6lgiimii zor bir siiregtir.
Bu durumun ana nedeni ise Ogrencilerin ders performansini
etkileyen birgok faktdriin olmasidir [1 ve 2]. Ders kalitesini
arttirmaya yonelik ders kapsaminda yapilan kisa smavlar (ing.
quiz), odevler, ara smavlar ve projeler bu faktorler arasinda
diistiniilebilir. Bu caligmalar dénem boyunca 6grenme siirecini
olumlu yonde etkiler, 6grencilere geri bildirimde bulunulmasina
yardimci olur ve dénem sonu sinavi dncesi 6grencilerin iyi ve
yararli yonde uyarilmasii saglar. Ayrica bu sekilde bir geri
bildirimin yararlarindan biri de derste basarisiz olma veya dersi
birakma olasilig1 yiiksek olarak degerlendirilen Ogrencilere
yararli bir uyar saglamasidir [3]. Ddnem sonu ge¢gme notunu da
etkileyen bu caligmalara Ogrenciler tarafindan yeterli diizeyde
onem verilmesi gerekmektedir. Bahsedilen caligmalar sadece
ogrencilere degil, dersi veren Ogretmenlere de biiyiik faydalar
saglar. Ogretmenler de dersin donem boyunca ogrenciler
tarafindan anlagilmada zorluk cekilen konular hakkinda bilgi
sahibi olup, 6grencilerin gelisim takibini yapabilir ve dersin
kalitesinin  arttirllmasma  yonelik  olarak  bu  bilgileri
kullanabilirler. Bu sekilde 6grenci performansinin takibi 6zel ilgi
gerektiren 6grenciler i¢in de faydalar saglar [4].

Cevrimigi egitim veren sistemlerin artmasi ile birlikte bu
sistemler tizerinden milyonlarca insan, gerek 6grenci veya gerek
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de is yasaminda aktif rol alan ¢alisanlar olarak gesitli egitimler
almaktadirlar [5]. Bu sistemler iizerinden esnek ve kolay bir
sekilde ihtiyag duyulan egitimler alinabilir [6]. Bu sistemler igin
de Ogrenci takibi, sistemin kalitesinin ve kullanilabilirliginin
arttirilmasinda  6nemli yer tutar. Dogru yonlendirilmeyen
Ogrenciler egitimlerden yeterli faydayr saglayamazlar ve bu
sistemlerin kullanimi diiser.

Erken not tahmini O6grencinin performansmi arttirmada
oldukca etkilidir ve &grenci gelisimini izleme konusunda bir
¢oziim olarak diisliniilebilir [4]. Glinlimiizde 6grencilerin egitim
bilgileri ile ilgili ¢ok fazla veri kayit edilebilmektedir. Bu
verilerin ¢esitliligi ve boyutu siirekli ve hizli bir sekilde
artmaktadir [7]. Bu veriler ile farkli yontemler kullanilarak
¢ikarimlar ve gelecege doniik tahminler yapilabilir. Makine
Ogrenmesi yontemlerinin son zamanlarda yayginlasmas: ve
bircok alanda basarili bir sekilde uygulanmas: ile birlikte bu
yontemlerin 6grenci performansi analizi alaninda da kullanimi
olduk¢a yaygindir. Makine o6grenmesi teknikleri yardimi ile
geemis Ogrenci performansinin analizi, &grencilerin gelecek
performanslar1 hakkinda bir perspektif verebilmektedir [4 ve 6].
Bu teknikler ile &grenci not tahminleri yapilabilir, &grenci
performans1 arttirllabilir ayrica Ogretmene dersin  gidigati
hakkinda faydalar saglayabilir [4].

Ders boyunca yapilan kisa smavlar, ddevler ve projeler
6grencilerin performansini izlemek ve hem dgrencilere hem de
ogretmenlere geri bildirim vermek adina yararlidir. Verilen derse
aktif katilmm, yapilan kisa smavlar ile dlgiilebilecegi
degerlendirilebilir.  Ciinkii kisa sinava girebilmesi igin
ogrencilerin oncelikle derse katilmasi gerekmektedir. Ayrica
ogrencilerin kisa smavlardan iyi bir not alabilmesi i¢in derse
gelmeden once hazirlik yapmalari, dersi aktif olarak dinlemeleri
ve derse etkili bir sekilde dikkatlerini vermeleri gerekir. Dénem
boyunca verilen ddevler ve projeler dgrencilerin derse ilgisini
arttirr. Ogrencilerin dersi takip etmelerini ve derse calisip
arastirma yapmalarini kolaylastirir.

Bu calismada, yukarida Onemi Dbahsedilen egitim
performansini arttirma amaciyla Bilkent Universitesi Bilgisayar
Miihendisligi Boliimii’nde verilen Programlama Dilleri (CS315)
dersi kapsaminda yapilan kisa sinavlarin, 6devlerin ve projelerin
donem sonu smavina olan etkisi incelenmistir. Caligmada 2017
ve 2018 yillarinda ve farklt 6gretmenlerden bu dersi alan yedi
subenin 330 grenciye ait not bilgileri kullanilmstir. Tlk olarak,
6grenci verilerinden kisa smav bilgileri ile donem sonu smav
notu tahmin edilmeye calisilmis, sonrasinda birgok fakli makine
ogrenmesi yontemleri kullanilarak kisa smavlarin, 6devlerin ve
projelerin ayr1 ayri ve birlikte dénem sonu smav notuna etkisi
gosterilmeye ¢aligtlmustir.

Calisma organizasyonu su sekildedir: ikinci bdlimde
alanyazi taramasi sonuglari sunulmus ve ilgili caligmalar
hakkinda bilgiler verilmistir. Ugiincii béliimde kullanilan makine
O0grenmesi yontemleri hakkinda kisa bilgiler verilmistir.
Kullanilan veri kiimesi hakkinda detayli bilgiler ve veri
kiimesinde yapilan 6n hazirlik islemleri dordiincii boliimde
anlatilmistir. Besinci boliimde yapilan deneyler ve sonuglart
detayli bir sekilde sunulmustur. Calisma, sonuglar ve gelecek
calismalarin degerlendirilmesiyle sonlandirilmistir.

2. llgili Cahismalar

Alanyazinda egitim performansmi Slgme ve arttirma adina
farkli yontemler kullanan birgok ¢alisma vardir. Rao vd.
ogrencilerin 6grenme performansimni smiflandirma yéntemi ile
tahminlemeye ¢alisir ve Ogrencileri dort sinifa aywrir [1].
Caligmada J48, Naive Bayesian siniflandirma ve Random Forest
algoritmalart  kullanilip  karsilagtirilmistir.  Random  Forest
algoritmasi en iyi sonucu vermistir. Biiylikliigii 200 civari olan

veri kiimesinde niimerik degerlerden ¢ok gruplanmis degerler
vardir. Kabul tipi, cinsiyet, egitim materyali, aile geliri gibi
sosyal ve demografik 20 oOznitelik (Ing. feature) dikkate
almmustir.

Karar Agaglart (Decision tree) yontemi de egitim
performans: alaninda kullanilmistir. Bu yontem ile kurallar
iiretilerek  tahminler yapilabilir. Omegin  Al-Radaidehvd
yapilan c¢aligmada iiniversite 0grencilerinin C++ programlama
dersinin 2005 yil1 verileri kullanilarak, ders notlar1 harf gruplar
olarak 6n goriilemeye calisilmustir [2]. Ogrenme isleminde 12
Oznitelik kullanilmigtir.  Calismada elde edilen sonuglarin
degerleri yeterince yiliksek bulunmamis olup bunun sebebi
yeterli verinin olmayisma baglanmistir. Khanyine Karar
Agagclart yontemini kullanmis ve ortaokul dgrencilerinin dnceki
verileri kullanilarak ders ge¢me notu yine harf cinsinden
tahminlenmeye ¢alismistir [8]. Calismada yaklagik olarak %85
oraninda dogru siniflandirma basarisi elde edilmistir.

Yapay Sinir Aglar1 bu alanda kullanilan bir baska makine
dgrenmesi yontemidir. Ornegin Agrawal ve Mavani dgrencilerin
performans diizeylerini zayif, orta, iyi ve ¢ok iyi seklindeki
gruplar olarak 6ngoériilemeye ¢alismistir [9]. Okubovd tarafindan
yapilan ¢aligmada ise Ogrencilerin kisa smnav skorlar1 tahmin
edilmeye ¢alisgtlmistir [3]. Veri kiimesi olarak 2693 6grencinin
10 farkli 6gretmen tarafindan verilen 15 dersteki derse katilim,
aksiyonlar gibi kayit verileri dikkate almmusgtir.

Kim ve arkadaslari tarafindan yapilan bir ¢aligmada
¢evrimigi kurs sitelerinden biri olan Udacity’den 6grenci verileri
i¢in Derin Ogrenme yontemi kullanilarak 6grenci performans
tahmini yapilmistir [10].Pandey ve arkadaslarinin ¢aligmasinda
Bayes siiflandirma yontemi kullanilarak dgrencilerin 6nceki yil
verilerinden Ogrenci performanst tahminlemeye c¢alisilmus,
ogrenciler iki sinif olarak gruplandirilmustir [11]. Yadav ve Pal
tarafindan yapilan caligmada ise mihendislik Ogrencilerinin
onceki yil smavlarindan doénem sonu sinavi performansi
tahminlemeye calisilmistir [7]. Ogrenciler 3 smif olarak
gruplanmustir. ID3, C4.5, ve CART karar agaci ile siniflandirma
algoritmalart kullanilmis ve karsilastinlmigtir. Calismaya gore
C4.5 algoritmasi en iyi sonucu vermistir.

Gadhavi ve Chirag tarafindan gerceklestirilen calismada tek
Oznitelik dikkate alinarak lineer regresyon modeli kullanilmistir
[6]. Ogrenci gecme notu, yapilmus testlerin ortalama verisi ile
tahminlenmeye ¢aligilmistir. Collaborative Filtering, Matrix
Factorization ve Restricted Boltzmann Machines (RBM)
yontemleri ile iiniversite 6grencilerinin akademik performanslari
tahmin etmeye galisan [4], en iyi sonucu RBM yontemi ile elde
etmistir. Veri kiimesi 225 Ogrencinin {i¢ yillik verilerinden
olusmaktadir. Verinin igerigi 6grencilerin ortaokul bilgilerinden,
lise bilgilerinden, miilakat bilgilerinden, girilmis test
sonuglarindan  ve  diger derslerden almmis notlardan
olusmaktadir. Caligmada birgok farkli derse gore degerlendirme
yapilmustir.

3. Kullamlan Makine Ogrenmesi Yontemleri

Bu béliimde Makine Ogrenmesi konusunda bilgi verildikten
sonra g¢aligmada kullanilan KNN (K-Nearest Neighbors) (En
Yakin Komsu), Lineer Regresyon, Lojistik Regresyon, SVM
(Support Vector Machines) (Destek Vektér Makineleri), Lineer
SVM ve MLP (Multi-layer Perceptron) (Cok Katmanlt
Algilayicilar) yontemleri hakkinda kisa bilgi verilmistir.

Makine Ogrenmesi, insan zekasinin benzerinin yapimini
amaglayan Yapay Zekanin bir alt alamdir ve bilgisayar
yazilimlarinin ~ 6grenmesini  saglayan  teknoloji  olarak
diistintilebilir [12 ve 13]. Makine 6grenmesinde yazilimlarin
verilere goére davranist agikga programlanmadan eldeki
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verilerden ~ Ogrenilen  modeller ile  gelecek  verilerin
tahminlenmesi saglanir. Makine Ogrenmesi, bir problemin
¢Oziimiiniin  ilgili  ortamdan  edinilen  verilere  gore
modellenmesidir [12]. Son yillarda olduk¢a yogun ¢alisilan bir
konu olan makine dgrenmesi bankacilik, aligveris, reklamcilik,
filtreleme, giivenlik, sosyal medya gibi bir¢ok alanda ¢ok ¢esitli
uygulamalarda kullanilmaktadir [14]. Makine O6grenmesi
amactyla kullanilan birgok ydntem ve algoritma vardir. Bazi
yaklasimlar tahmin yaparken, bazi yaklasimlar smiflandirma
yapar. Bu yontemler probleme veya eldeki verilere gore degisen
farkli  basarilara sahip olabilirler. Makine §grenmesi
algoritmalart girdi verilerini dikkate alarak, ¢ikti degerlerini
kabul edilebilir bir aralikta tahmin etmek i¢in kullanir. Farkli
algoritmalar, farkli Ozellikler ve farkli veriler ile g¢esitli
denemeler yapilarak en iyi model olusturulmaya ¢alisilir.

KNN yontemi Oznitelik uzaymndaki en yakin egitim
orneklerine dayanarak nesneleri smiflandiran Oriintii tanima
yontemlerinden birisidir [15]. Bu ydntemde smiflandiriimak
istenen yeni 6rnek i¢in, daha 6nceki smiflandirilmig 6rneklerden
k tanesinin her birinin yakmligina bakilarak siniflandirma yapilir
[16]. Yeni 6rnek kendisine en yakin smifa dahil edilir. Bu iglem
sirasinda k degiskeni 6rnege en yakin olan £ adet sinif nitelikleri
belli olan 6rneklerin sayisini belirtir. Yakinlik hesabinda genelde
oklit mesafesi kullanilir. KNN yontemi kullanilarak yapilmig
ornek bir siniflandirma Sekil 1°de gosterilmistir.

Sekil. 1. Ornek Bir KNN Siniflandirmasi [17]

Lineer Regresyon iki degisken arasindaki iliskiyi 6lgmek
icin kullanilan makine &grenmesi yontemlerinden biridir [18].
Bu yontemde iki degisken arasindaki baglanttya en yakin
dogrusal sonug elde edilir. Omek verilerinin miimkiin olan en
cogunu kapsayacak sekilde gececek bir dogru denklemi elde
edilir. Bu denklem ile gelecekteki veriler éngbriiliir. Oznitelik
sayist birden fazla olursa Multilineer Regresyon olarak
isimlendirilir. Lojistik Regresyon ise, cok degiskenli verileri
smniflandirmak igin kullanilir [19]. Bagimli degiskenin kategorik
oldugu durumlar icin (Oregin Not durumu iyi veya kotii gibi)
cok uygun bir yéntemdir. Ornek bir regresyon modeli Sekil 2°de
gOsterilmistir.

*  Ogrenme Verisi

107 — Lineer Regresyonn

0.5

-1.0

0 20 40 60 80 100
X

Sekil. 2. Ornek Bir Lineer Regresyon Modeli [20]
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SVM bir diizlemde bulunan iki sinifi bir sinir ile ayirarak
siniflandirir [21]. Siniflandirma igin, bir diizlemde bulunan
omekler arasina bir smir gizerek ornekleri iki gruba ayirir. Bu
smirin ¢izilecegi yer iki grubun da iiyelerine en uzak olan yerdir.
Sinirin ¢izilmesi i¢in iki gruba da yakin ve birbirine paralel iki
¢izgi ¢izilir ve bu cizgiler birbirine yaklastirilarak smir ¢izgisi
iiretilir. Ozetle veriyi birbirinden ayirmak igin en uygun
fonksiyon tahmin edilmeye c¢alisilir [15]. Siniflandirma igin
lineer bir smir bulunamazsa, veriler baska bircok boyutlu uzaya
tasinarak sinir aranir.

Lineer SVM, SVM’de kullanilan ¢ekirdegin lineer olarak
secilmis halidir. SVM yontemin basit bir yapisinin olmasi ve
uygulamalarda yiiksek performans saglamasi nedenleri ile
kullanimi yaygindir. Ornek bir SVM modeli Sekil 3’te
gosterilmistir.

o
2 o
\O,’ g% g
SN ‘YOO O
o MK N
. ;
o © ©
o v

Sekil. 3. Ornek Bir SVM Modeli [22]

MLP simiflandirma yonteminde algilayicilar Yapay Sinir Ag
modelidir [23]. Yapay sinir aglart; insan beynini 6zelliklerini
taklit etmeye dayanir. Ogrenme yolu ile yeni bilgiler tiiretebilme,
yeni bilgiler olusturabilme ve kesfedebilme gibi yetenekleri
otomatik olarak gergeklestirmeye ¢alisir [15].

Esik degerleri kullanilarak smniflandirma yapilabilir. Cok
katmanli algilayicilarda, bilgi girisinin yapildigr girdi katmani,
bir veya daha fazla gizli katman, bir ¢ikt1 katmani ve katmanlar
arast ileri-geri yayilim olarak adlandirilan gegisler bulunur.
Ornek bir MLP modeli Sekil 4’te gdsterilmistir.

Gizli Katman
Girdi Katmani Q
Girdi 1 Q
Cikti Katmani
sz (@) - >
Girdi 3 Q

Sekil. 4. Ornek Bir MLP Modeli [24]

4. Veri On Hazirhk islemleri

Makine Ogrenmesi yontemleri kullanilmadan o6nce veri
kiimesi hazirlanmistir. Veriler Bilkent Universitesi Not Giris
Sistemi (STARS-AIRS) iizerinden indirilmistir. 2017 ve 2018
yillarindaki toplam 7 subenin not bilgilerinden olusan veri
kiimesinde 6grenci numara, isim, soy isim bilgileri, dénem
boyunca gergeklestirilmis en az bes kisa sinav notu, iki proje
notu, ti¢ 6dev notu, bir ara sinav notu, dénem sonu sinav notu,
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tlim notlarin dénem sonu notuna olan agirlik bilgileri ve dénem
sonu notu yer almaktadir.

Oncelikle tiim veriler tek dosyada birlestirilmistir. Daha
sonra kullanilmayacak ve gereksiz olan veriler ve 6grencileri
tanimlayan tiim bilgiler (numara, isim, soy isim) silinmistir. Tim
notlarin  dénem sonu notuna olan agirlik Dbilgileri de
kullanilmayacagindan veri kiimesinden silinmistir. Ara sinav
notu ile ilgili bir deney simdilik olmadigindan ve bu tiir bir
deney gelecek calisma olarak birakildigindan bu veri siitunu da
veri kiimesinden ¢ikarilmistir. Donem sonu notu bilgisi belli
agirliklarla kisa smav, ddev, proje, ara sinav ve donem sonu
smavina bagli bir degisken oldugundan deneylerde dikkate
almmanustir.

Gereksiz veriler temizlendikten sonra veri satirlarindaki
eksiklikler giderilmistir. Olmayan veri degerleri i¢in sifir degeri
girilmistir. Ornegin bir kisa sinav notuna katilmayan veya teslim
edilmemis odevler igin Ogrencinin ilgili not hiicresinde veri
yoksa sifir degeri girilmistir.

Tiim hazirlik islemleri sonucunda veri kiimesi yapimiz en az
bes kisa smav notu, ii¢ ddev notu, iki proje notu ve dénem sonu
smav notu olmak iizere 330 satir ve on bir siitundan
olugmaktadir.

5. Deneyler

Deneyler Python programlama dili [25] ve o dilde
hazirlanmis olan makine 6grenmesi kiitiiphaneleri kullanilarak
yapilmustir. Gelistirme ortami olarak Anaconda - Jupyter yazilim
ortami [26] kullaniimistir. Ornek bir ¢alisma ortami Sekil 5°te
gosterilmistir. Deneyler iki kisimdan olusmaktadir. Ik olarak
Lineer Regresyon yontemi ile kisa sinav notlarmdan dénem sonu
smav notu tahmini yapilmis, daha sonra farkli birgok makine
o0grenmesi yontemleri ile ve farkli Oznitelikler kullanilarak
Ozniteliklerin dénem sonu sinav notuna etkisi anlasilmaya
calisiimistir.

: Jupyter myworkallalldata Last Gheckpoint: 068.12.2018 (unsaved changes)

File Edit View Insert Cell Kemel Widgets Help

B+ % @0 4 4+ MR |l C W code w o B

e o e1e@ 160 182]
In [12]: from sklearn.neighbors import KNeighborsClassifier

knn = KNeighborsClassifier{n_neighbars=1)

In [13]: from sklearn.linear_model import LogisticRegression
logreg = LogisticRegression{)

In [14]: from sklearn.model_selection import cross_val_score
scores = cross_val score(knn, X,Y,cv=10, scoring="accuracy’)
print(scores)
import numpy as np
print{np.mean(scores})

[0.70588235 ©.6969697 ©.72727273 8.600GGR61 O.78787879 B.54545455
B.75757576 ©.999098%1 0. 78787879 @.78125 1
0.7305314171122995

In [15]: scores = cross val score(logreg, X,¥,cv=18, scoring='accuracy")
print(scores)
import numpy as np
print(np.mean(scores})
[8.72529412 ©.78787879 ©.84848485 @.6969697 0.90909091 @.75757576
B.ATE7ATAR B.RTRVATER 0.B1A1RIA2 A.8125 ]
6.8123551693484634

Sekil. 5. Ornek Calisma Ortan

5.1 Lineer Regresyon Yontemi ile Kisa Simav

Notlarindan Dénem Sonu Sinav Notu Tahmini
Deney icin “qort” ve “kator” isimli iki Oznitelik

kullanilmstir. Veri kiimesindeki subeden subeye degisen ve en

az bes tane yapilmis kisa sinav notlarindan ortalama ve yiizde
olarak katilim orani hesaplanmistir. “qort”, dgrencilerin kisa

smav notlarinin ortalamasini, “kator” ise &grencilerin kisa
smavlara katilim oranmi temsil etmektedir. Belirtilen iki
Oznitelik ayr1 ayri ve birlikte kullanilarak toplam {i¢ deneyde
tahmin edilmeye calisilacak bilgi ise ddnem sonu sinav notudur.
Veri kiimesinden ilgili stitunlar olusturuldugunda olusan 6rnek
veri Tablo I’de gosterilmistir.

TABLO 1. ik Deney i¢in Hazirlannms Veri Ornegi
(2 6grenci igin)

Veri No qort kator Final
0 86 88 39
1 97 75 39

Bu verilerin birbirleri ile olan korelasyonu ise Tablo II’de
gOsterilmistir.

TABLO 1II. Ozniteliklerin Korelasyon Matrisi

qort kator Final
qort 1 0.406 0.470
kator 0.406 1 0.571
Final 0.470 0.571 1

5.1.1 Iki Oznitelik Birlikte Kullamlarak Multilineer
Regresyon Yontemi Ile Final Notu Tahmini

ilk iki oznitelik ve donem sonu sinavindan olusan veri
kiimesi %80 1 Ogrenme verisi %20 si test verisi olarak
boliinmiistiir. Ogrenme verisi kullanlarak Multilineer Regresyon
yontemiyle model Ogrenildikten sonra model test verisi ile
denendiginde ortalama skor sonucu 0.43 olarak bulunmustur.

5.1.2 Kisa Swmav Notu Ortalamasi ‘Ozelligi
Kullanilarak Lineer Regresyon Yontemi lle Final
Notu Tahmini

Kisa smav notu ortalamasi 6zniteligi ile model 6grenildikten
sonra test edildiginde basart olasiligi0.22 olarak bulunmustur.
Elde edilen modelin katsayilar1 yaklasik olarak -4.96 ve 0.62
olarak bulunmustur. Model i¢in bulunmus regresyon dogrusu
Final notu = -4.96 * quizOrt + 0.6 seklindedir ve Sekil 6’da
gosterilmistir.

Final Notu

100 1 L]

80 4

0 2 4 &0 80 100
quizOrt

Sekil. 6. Kisa Smav Notu Ortalamas1 Ozelligi {le Olusturulmus
Denklem
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5.1.3 Kisa Swmaviara Katihm Oram ‘Ozelligi
Kullanilarak Lineer Regresyon Yontemi lle Final
Notu Tahmini

Kisa sinavlara katilim orani 6zelligi ile model 6grenildikten
sonra test edildiginde basart olasiligi0.33 olarak bulunmustur.
Elde edilen modelin katsayilari yaklagik olarak 10.29 ve 0.48
olarak bulunmustur. Model i¢in bulunmus regresyon dogrusu
Final notu = 10.29 * kator + 0.6 seklindedir ve Sekil 7’de
gosterilmistir.

Final notu

100 A °
w -
w B
40 4
20 4

0o{ ® (X 1] e e o e o oo @

0 20 pr 60 80 100

kator

Sekil. 7. Kisa Smavlara Katilim Oran1 Ozelligi ile
OlusturulmugDenklem

5.2 Makine Ogrenmesi Yontemleri ile Farkh
Ozniteliklerin Donem Sonu Sinav Notuna Etkisi

Bu kisimda anlatilan deneylerde makine Ogrenmesi
yontemleri ile ve farkli Oznitelikler kullanilarak 6zniteliklerin
doénem sonu smav notuna etkisi arastirtlmistir. Veri kiimesindeki
ti¢ farkli yariyila ait toplam yedi subenin yapilan kisa sinav
sayilart degiskenlik gostermektedir. Tim subelerde en az bes
kisa sinav yapildigindan besten fazla kisa sinav yapilan subeler
i¢in ilk bes kisa sinav notu dikkate alinmustir.

Bes kisa sinav notu, ii¢ 6dev notu, iki proje notu ve donem
sonu siav notu stitunlarindan olusan veri kiimesi 330 6grenciye
ait veriden olugmaktadir. Veri sayisinin az olusu nedeni ile
yapilacak donem sonu smav notu iki smifa ayrilmistir. Dénem
sonu smav notu ortalamasindan biiyiik olan degerler igin
“yiiksek”, kalan degerler i¢in “diigiik” olmak {iizere iki smmif
belirlenmistir. Ogrencilerin dénem sonu smav not dagilimmi
gosteren histogram Sekil 8°de gdsterilmistir.

0 20 40 &0 B0 100
Ddnem Sonu MNotu

Sekil. 8. Donem Sonu Smav Notu Dagilimi

Kisa smav notu, 6dev notu ve proje notu 6znitelikleri ile ayri
ayr ve birlikte kullanilarak farkli makine dgrenmesi yontemleri
sonucunda donem sonu smmav  notu  smiflandirilmigtir.
Deneylerde kullanilan 6znitelikler Tablo I1I’te gosterilmistir.

TABLO III. Deneylerde Kullanilan Oznitelikler

Deney | Oznitelik Oznitelikler
No Sayisi
1 5 Kisa Sinav Notu Ortalamasi,
Kisa Sinav Katilim Ortalamasi
2 5 5 Kisa Sinav Notu
3 3 3 Odev Notu
4 2 2 Proje Notu
5 10 5 Kisa Sinav, 3 Odev, 2 Proje Notu

Siiflandirma sonuglart 10 katli ¢apraz degerleme test
yontemi ile elde edilmistir. Elde edilen siniflandirma sonuglari
kullanilan 6znitelikler ve makine 6grenmesi yontemlerine goére
yiiz iizerinden Tablo IV’te gosterilmistir.

TABLO 1V. Simiflandirma Sonuglari

Yontem
Deney No 1 2 3 4 5 Ortalamas
KNN 69 | 69 | 72| 72 73 71
Lojistik 5 | 76 | g5 | 76 | g1 78
Regresyon
Lineer 1 6, | 75 | 78 | 69 | 71 70
Regresyon
SVM 75 |70 | 77 | 72 68 72
MLP 69 | 77 | 66 | 68 52 66
Deney
Ortalamast T0 | 72 175 | 71 69
Tablo IV’te gosterildigi gibi makine Ogrenmesi

yontemlerinin deney sonug ortalamalari ve deneylerin ortalamasi
belirtilmistir. Buna gore tiim deneylere gore en iyi performans
ortalamast %78 degerle Lojistik Regresyon yontemidir.
Deneylerin yontemlere gore ortalamasma gére %75 ile ddev
notlarmin 6znitelik olarak kullanildig ii¢ numarali deney en iyi
performans ortalamasini gostermistir. Tiim deneyler ve makine
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Ogrenmesi yontemlerine gore en iyi performans, tim
Ozniteliklerin kullanildigr Lojistik Regresyon makine dgrenmesi
yontemi ile %81 olarak elde edilmistir.

6. Sonuclar ve Degerlendirme

Bu caligmada kisa smavlarin, 6devlerin ve projelerin donem
sonu smavina olan etkisi arastirilmustir. Bilkent Universitesi
Bilgisayar Miihendisligi Boliimii’'nde verilen Programlama
Dilleri dersini farkli 6gretmenlerden almis toplam 330 &grenci
verisi ele almmustir. Bu veri kiimesinde on hazirhik islemleri
yapilmus, ilgili 6znitelikler elde edilmeye cahisiimistir. Oncelikle
ogrencilerin kisa smav bilgilerinden elde edilen oznitelikler ile
Lineer Regresyon yontemi ile donem sonu sinavi denklemi
olusturulmaya c¢alisilmistir. Sonrasinda Ggrencilerin kisa sinav,
o6dev ve proje bilgileri ile bu bilgilerden bagimsiz olan dénem
sonu smnav notu KNN, Lineer Regresyon, Lojistik Regresyon,
Lineer SVM, SVM ve MLP makine 6grenmesi yontemleri ile
smiflandirilmaya  ¢alistlmisti.  Bu  kisimda  her  Oznitelik
kiimesine ve uygulanan her makine dgrenmesi yontemine gore
elde edilen sonuglar karsilastirilmis ve analiz edilmistir. Ayrica
kullanilan her bir makine 6grenmesi yontemi hakkinda bilgiler
verilmistir.

Veri boyunun biiyiikliigli dikkate alindiginda elde edilen
sonuglar tatmin edicidir. Sonug olarak dénem sonu sinav sonucu
icin olusturulan lineer denklemin basarisi diisiik olsa da segilen
Ozniteliklerin donem sonu smav notu ile ilgili oldugu ve bu
Ozniteliklere gore donem sonu smav notunun basarili olarak
siniflandirildigr gdzlemlenmistir.

Gelecek c¢aligma olarak, baska derslerden de benzer
bilgilerin toplanarak veri kiimesinin arttirilmas: ve bu sayede
donem sonu simav sonucu i¢in olusturulan denklemin
iyilestirilmesi planlanmaktadir. Ayrica ara smav notu tizerinde
de analizler yapmak ve kisa smav, ddev ve proje bilgilerini ara
smav oncesi ve sonrasi ayirarak daha detayli analizler yapmak
hedeflenmistir. Bagka ders verilerine gore elde edilmis sonuglari
da birbirleri ile karsilagtirmak yine gelistirilmesi planlanan baska
bir hedeftir. Son olarak arastirilmak istenen bir diger ¢aligma da
kisa smav, 6dev ve proje bilgilerinin her birinin donem sonu
smav notuna pozitif mi yoksa negatif mi etkisi oldugunu
Olemeye ¢aligmaktir.
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