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Ozet

Insanlar yanlarinda tagiyabildikleri internet erisimi olan cihazlar ile gozlemledikleri
her tiir olagan ya da olagandisi durumu gercek zamanl olarak sosyal aglarda

Basvuru: paylasabilmektedir. Twitter, bu konuda yaygin olarak kullanilan ve pek ¢ok olagandisi
11/07/2020 durumun ilk duyuldugu sosyal aglardandir. Bu anlamda acil miidahale ekipleri ve
Kabul: medya sirketleri i¢in popiiler bir haber kaynagidir. Ancak yapilan paylasimlarin her
13/10/2020 zaman gercek bir olagan disi durumu belirttigi acik degildir. Dogal dil isleme,

insanlarin konustuklar1 dillerin makineler tarafindan yorumlanabilmesine olanak
tanir. Google BERT modeli, iki yonli olarak kelimeler ve ciimleler arasindaki
baglamsal iliskileri yapay sinir aglar1 temelinde etkin bir sekilde ortaya koyan bir
dogal dil isleme modeldir. Gergeklestirilen ¢alismada deprem, kaza, olumsuz hava
olaylar1 gibi felaket durumlar1 hakkinda atilan 7613 adet gergek veya gercek disi
olarak etiketlenmis tweet iceren veri seti Bert modeli kullanilarak siniflanmistir.
Gergeklestirilen egitim siireci sonunda %98.8 dogruluk elde edilmistir.

Anahtar Kelimeler: Twitter Veri Analizi, Makine Ogrenmesi, Dogal Dil Isleme, Google BERT

Classification of Tweets about Disasters as Real or Unreal by
Google BERT Model Abstract

Abstract

People can share any ordinary or unusual situation they observe on social networks
in real-time with devices that have internet access. Twitter is one of the social
networks that are widely used in this field and where many unusual situations take
place for the first time. In this way, it is a popular news source for emergency teams
and media companies. However, it is not clear that the shares always indicate a real
disaster. Natural language processing allows the languages that people speak to be
interpreted by machines. Google BERT is a natural language processing model that
effectively demonstrates two-dimensional contextual relationships between words
and sentences based on artificial neural networks. In this study, 7613 real or unreal
tagged tweets about disaster situations such as earthquakes, accidents, adverse
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** Bu galismanin bir kismi 1. International Conference on Data Science and Applications 2020'de s6zlU olarak sunulmustur.
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weather events were classified using the Bert model. 98.8% accuracy was obtained as
a result of the training process.

Keywords: Twitter Data Analysis, Machine Learning, Natural Language Processing, Google

BERT

1 Giris

Akilli  telefon ve internet  kullaniminin
yayginlagmasi ile birlikte insanlar giinlerinin biiyiik
bir kismini internette gecirme olanagina
kavusmustur. Kullanicilarin internette en ¢ok vakit
gecirdikleri mecralardan biri de sosyal aglardir.
Sosyal aglar, tek tarafli bilgi paylasimindan es
zamanli ve c¢ok yonli bilgi paylasimina gecisi
saglayan, zaman ve mekan kisitlamasi olmadan
paylasim  yapmaya imkdn veren iletisim
ortamlaridir. Ingiliz medya sirketi WeAreSocial ve
Kanada merkezli sosyal medya yonetim sirketi
Hootsuite’in hazirladigi 2020 yili “Global Dijital
Raporu”na gore diinyadaki internet erisimi olan kisi
sayis1t 2020 yilinda 2019 yilina oranla %7 artarak
4.5 milyara yiikselmistir. Yine bu rapora gére 2019
yilinda 3.4 milyar olan sosyal medya kullanici sayisi
2020’de 3.8 milyara ulasmistir. Bir kullanic
gliniiniin ortalama 7 saate yakinini internette
gecirmektedir [1].

Sosyal aglar artan kullanici sayilar1 ve buna paralel
artan paylasimlarla her an biiyiikk miktarda veri
tretmektedir. Sosyal aglar internet erisimi olan her
kullanici i¢in erisilebilirdir ve her kullanic1 6zgiir
sekilde, bir sinirlama olmaksizin paylasim
yapabilmektedir. Sosyal ag icerikleri bagimsiz
kullanicilar tarafindan iretildigi ve belli bir otorite
tarafindan denetlenmedigi i¢in bireysel fikirler 6n
plana ¢ikmaktadir. Bunun sonucu objektif
gerceklerden stbjektif fikirlere dogru bir gecis
olmaktadir. Insanlar o an icinde bulunduklar
durumu, kendi ruh halleri ve diislinceleri ile
paylasimlarina yansitmaktadir.

Yaygin kullanilan sosyal aglardan biri olan Twitter
2006 yilinda Jack Dorsey tarafindan kurulan bir
mikroblog sitesidir. Kullanicilarina 280
karakterden olusan “tweet” ad1 verilen paylasimlar
yapma imkani saglayan Twitter, bu 6zelliginden
dolay1 internet diinyasinin kisa mesaj servisi roliinii
tistlenir. Kullanicilar Twitter’ a resmi web sayfasi
lizerinden  erisebildigi gibi l¢linci  parti
uygulamalar, mobil yazilimlar ile de
erisebilmektedir. 2019 yili ikinci yarisi itibariyle
giinliik 152 milyon aktif kullanicisi olan Twitter’ a,
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kullanicilarin =~ %80’i mobil uygulamalar ile
erismekte ve giinliik 500 milyondan fazla paylasim
yapmaktadirlar [2].

Bilgi edinmek, bilgi yaymak, diger kullanicilar ile
etkilesim kurmak gibi farkli amaglarla kullanilan
Twitter, kullanicilarin yanlarinda tasiyabildikleri
internet erisimi olan akilli cihazlar sayesinde o an
yasadiklar1 deneyimleri, icinde bulunduklar
durumlar1 kendi gozlerinden ifade etme olanagi
saglamaktadir. Kullanicilar o an deneyimledikleri
olagan ya da olagan dis1 durumlar1 gercek zamanh
olarak Twitter tlizerinde paylasabilmektedir. Bu
anlamda Twitter olagandis1 durumlarin, afetlerin,
toplumsal hareketlerin duyulmasinda geleneksel
medyaya gore daha hizlidir. Buna bir 6rnek olarak
2011 yili Arap baharina iligkin verilerin televizyon,
radyo gibi geleneksel medya aracglarindan daha
once Twitter’ da duyulmasi 6érnek gosterilebilir [3].

Twitter, olagan disi durumlarin paylasiminda
siklikla kullanilan popiiler platformlardan biridir.
Twitter kullanicilart kasirga, firtina, deprem, kaza
ve diger acil durumlarin haberlerini, fotograflarini
ve  gozlemlerini  gercek  zamanli  olarak
paylasmaktadir. Buanlamda acil miidahale ekipleri,
afetlerin nerede meydana geldigini ve ¢evreye olan
etkilerini bulmak i¢in Twitter gibi sosyal aglarda
tretilen veri akislarindan yararlanmaktadir. Yine
pek cok medya sirketi haber niteligi tasiyan olaylara
iliskin bilgilere hizla ulasmak icin sosyal aglar
izlemektedir. Ancak c¢ok kisa siirede yapilan
milyonlarca paylasimi manuel olarak takip edip
islemek son derece zahmetlidir. Bu nedenle acil
yardim kuruluslar1 ve medya sirketleri sosyal ag
analizi icin yazilimlara basvurmaktadir. Bu
yazilimlar insan roliinii Ustlenerek verileri
filtreleme, analiz etme, siniflama, anlamlandirma,
cikarim  lretme gibi fonksiyonlar1 yerine
getirmektedir. Bu amagla da yapay zeka
tekniklerinden siklikla yararlanmaktadir.

Yapay zek3, insan diistinme sistemini taklit ederek,
makinelerin belirli durumlar karsisinda insana
benzer  c¢ikarimlar  yapmalarini  saglamayi
amagclayan bir disiplindir. Yapay zekanin bir alt dah
olan makine 6grenmesi ve insanlara ait dillerin
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makineler tarafindan yorumlanmasini saglayan
dogal dil isleme teknikleri belirli bir konu alanina
iliskin sosyal ag verilerinin ¢ikarilmasi, islenmesi ve
siniflandirilmasinda biiyiik avantajlar
saglamaktadir.

Makine o6grenmesi eldeki mevcut veri setleri
lizerinden egitilerek, veriler lizerinde tespit edilen
iligkiler ile yeni karsilasilan durumlar hakkinda
cikarimlar yapabilen teknikler bitiintdir. Bu
tekniklerden biri olan dogal dil isleme insanlar
tarafindan konusulan dillerin makineler tarafindan
anlamlandirilmasina yonelik ¢alismalar1 kapsar.
Dogal dil isleme siireci bir ciimle igerisindeki
kelimelerin  iliski agim1  ortaya koyarak,
kategorizasyon, kavram cikarimi, 6zetleme, geviri
gibi dilsel islemleri makineler araciligr ile
gerceklestirmeye calisir.

Twitter gibi sosyal aglar, dogal afetler konusunda
miidahale hizini ve verimliligini artirmaya yardimci
olabilecek degerli bilgiler icerir [4]. Makine
O6grenmesi, veri madenciligi ve dogal dil isleme,
cesitli smiflandirma kistaslarina gore tweet’ lere
oncelik vererek, verilerin filtrelenmesine yardimci
olur.

Cheong vd. 2010-2011 Avustralya sel baskinlari
sirasindaki 6nemli olaylar1 kiimelemek icin sosyal
medya metriklerinden yararlanmislardir [5].
Mandel vd., Irene kasirgasi esnasinda atilan tweet’
leri makine 6grenmesi teknikleri ile siniflandirarak,
Twitter mesaj sayilarinin kasirganin siddetlendigi
donemler ile korele oldugunu ve mesajlardaki kaygi
diizeyinin cografik konuma bagh olarak degistigini

ortaya koymuslardir [6]. Caragea vd. Sandy
kasirgast  sirasinda  Twitter da  kullanica
mesajlarinin duygu siniflandirmasini

gerceklestirerek, duygular1 kasirga merkezli bir
cografik haritada gorsellestirmislerdir [7].

Guevara vd., daha o6nce meydana gelen
felaketlerden yola ¢ikarak olusturduklari veriler ile
alan uyarlamasi yoluyla yeni bir afet konusunda
atilan tweet’leri siniflamaya yonelik bir calisma
onermislerdir [8]. Imran vd. makine O6grenmesi
teknikleri kullanarak afetler hakkinda atilan
tweet'leri dikkat, tavsiye, hasar, yardim gibi
kategorilere siiflandirmislardir [9].

Ashktorab vd., Twitter'in kuruldugu 2006 yilindan
itibaren 2014 yilina kadar Kuzey Amerika’da
gerceklesen 12 farkli dogal felaket ile ilgili tweet’leri
analiz etmislerdir. Miudahale ekiplerinin
calismalarina yardimci olacak ¢ikarimlar yapmak
icin smiflandirma ve kiimeleme yontemlerinin bir
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kombinasyonunu kullanmisladir [10]. Kireyev vd.
konu tabanli kiimeleme ve gorsellestirme, kavram
secimi, agirliklandirma ve dinamik korpus aritimi
ismini verdikleri yeni bir teknik kullanarak sosyal
medyada paylasilan felaket haberleri iizerinde
siniflama yapmislardir [11].

Vieweg vd. Twitter kullanimindaki artis ve
platformdan bagimsiz sekilde hizli iletisim olanagi
sunmasinin afet magdurlan ile yardim ekipleri

arasindaki etkilesimi kolaylastirdigini
bildirmislerdir [12]. Kumar vd. afetler sirasinda acil
miidahaleye yardimc olmak icin tweet’ler

tizerinden konum ve belirli anahtar kelimelerin
siniflandirilmasini gergeklestirmislerdir [13].

Tweet’lerin makine 6grenmesi ve dogal dil isleme

yontemleri ile analiz edilerek; kullanicilarin
deneyimledikleri olaylar, olagan dis1 ve acil
durumlar hakkinda ¢ikarim yapilmasi miimkiindiir.
Bu baglamda literatiirdeki calismalar

incelendiginde sosyal aglar ve ozellikle Twitter’in,
olagandisi durumlarinda bilginin hizli yayilmasina
ve acil miidahale ekiplerinin islerinin
kolaylasmasina katki sagladigi goriilmektedir.
Ancak bu noktada kullanicilar tarafindan yapilan
paylasimlarin giivenilirligi ve gercekten kayda
deger bir durumu ifade edip etmediginin ortaya
konmasi 6nemlidir.

Kimi zaman dilsel ifadelerden kaynakli durumlar,
kimi zaman da dogal afetlerin karmasik bir
dogasinin olmas1 ve ifade edilmesindeki
zorluklardan dolay1 tweet igerisinde bahsedilen
konunun dogru anlasilmasi zorlasmaktadir. Dogal
dil icerisinde kullanilan benzetmeler, dil sanatlar,
ironik yapilar ciimlenin gercek anlamindan farkh
¢ikarimlar yapilmasina neden olmaktadir. Bu
durumda sadece belirli kelime ya da kaliplara
bakarak c¢ikarim yapmaya c¢alismak saglikhi
sonuclarin liretilmesine engel olacaktir. Bunun igin,
belirli bir konu alaninda yapilacak ¢alismalar icin
makineye dogru ve yanlis kaliplarin daha 6nceden
Ogretilmesi saglikli sonuclara ulasmasi agisindan
O6nem arz etmektedir.

Gergeklestirilen calismada, icerisinde deprem, sel,
kaza, olumsuz hava olaylar gibi felaket durumlari
hakkinda paylasilan 7613 adet tweet ile
siniflandirma ¢alismas1 gerceklestirilmistir. Veri
seti icerisinde yer alan tweet’lerin bazilar gergek
bir felaket durumunu ifade ederken bazilar
bagimsiz kelimeler acisindan bir felaket olarak
nitelenebilecekken biitiin itibariyle felaket olmayan
bir durumu ifade etmektedir. Felaketler konusunda
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gercek ve gercek disi olarak isaretlenmis bu veri
kiimesi Google tarafindan gelistirilen dogal dil
isleme modeli BERT ile siniflandirilmistir.

2 Materyal ve Metod

2.1 Dogal Dil isleme (Natural Language
Processing - NLP)

Dogal diller, diisiinceleri ifade etmek, iletisim
kurmak icin insan topluluklari tarafindan kullanilan
sozciikler ve gramer kurallarini icinde barindirir.
Insanlar  kavramlarla  diigiiniir,  kavramlar
tizerinden iletisim kurar. Oysa bilgisayarlar
matematiksel kurallarla ¢alisan makinelerdir. Kisa
zamanda c¢cok sayida hesaplama yapabilseler de
insanlarin kolaylikla anlayabildigi karmasik dilsel

yorumlamalardan yoksundurlar. Ancak
bilgisayarlar =~ dogal dilleri  insanlar  gibi
yorumlayamasalar da smiflandirma ve ¢eviri

islemlerini basari ile gerceklestirebilirler.

Makine 06grenimi diinyasindaki en etkileyici
gelismelerden biri, bir makineye insan iletisimini
nasil anlayacagini 6grenme becerisi katmaktir.
Makine 6grenmesinin bu alanina “Dogal Dil isleme”
denir. Dogal dil isleme bilgisayarlarin dogal dil
metinlerini veya konusmayi anlamak icin nasil
kullanilabilecegini arastiran bir disiplindir. Dogal
dil isleme arastirmacilari, insanlarin dogal dili nasil
anladigr ve kullandiklar1 hakkinda edindikleri
bilgilerle, bilgisayar sistemlerinin dogal dilleri
anlamasi ve diizenlemesini saglamak amaciyla
uygun araclar ve teknikler gelistirmektedir [14].

Bilgisayarlarin dogal dili anlamlandirabilmesi icin,
dilin modellenebilen matematiksel bir cerceveye
dontstiirilmesi gerekir. Bu amagla kullanilan
tekniklerden belli baslilar1 sunlardir:

Dizgelere ayirma (Tokenization): Bir metni
kelimelere bolme islemidir. Herhangi bir ayrac
kullanarak bélme yapilabilecegi gibi genelde bosluk
karakterine gore bdlme yapilir. Biitiin halindeki
metin bolme islemi ardindan c¢ok elemanli bir
sozclik dizisine donlisiir.

Durak ifadelerin (stop words) kaldirilmasi:
Metin igerisindeki baglaclarin, niteleyicilerin, tek
basina anlamsal katkis1 olmayan sozciiklerin
temizlenmesi islemidir. Bu islem esnasinda
kullanilmayan rakamlar, noktalama isaretleri, yeni
satir (\n), tab (\t), basa dénme (\r) gibi 6zel
karakterlerin temizligi de gerceklestirilir.

N-Gram: N sayisina bagh olarak sirali soézciikleri

obeklemek icin kullanilir. Ornegin “Dogal dil isleme
teknikleri” ciimlesini ele alirsak;
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1-gram veya unigramlar bir kelimeli gruplardir:
“Dogal, dil, isleme, teknikleri”.

2-gram veya bigramlar ise iki kelimeli gruplardir:
“Dogal dil, dil isleme, isleme teknikleri”.

Benzer sekilde 3-gram (trigram) ve n sayisina bagh
olarak n-gramlar olusturulur.

Kelime vektoérii, agirliklandirma ve skorlama:
Metin icerisinde n-gram yontemleri ile olusturulan
vektorlerin kodlanmasi igin belirli skorlama ve
agirliklandirma teknikleri kullanilir:

o One-hot encoding: Kelimenin varligi veya
yokluguna gore 1, 0 seklinde yapilan ikili
agirliklandirma islemidir. Kelime
sozligliniin  timi  bir biitin  olarak
yerlestirilip, bagimsiz her bir kelime bir
satir olacak sekilde yazilir. Her bir
kelimenin sozlik icinde gozlemlendigi
sttunlara 1, diger kisimlara 0 yazilarak elde
edilir.

e Terim sikhig1 (term frequency -TF): Bir
dokiiman icerisinde belirli terimlerin ne
kadar sik yer aldigini hesaplamak i¢in
kullanilan yontemlerdir. Cesitli frekans ve
normalizasyon formiilleri  kullanilarak
hesaplama yapilir.

2.2 Google BERT (bidirectional encoder
representations from transformers) modeli

BERT, Google yapay zekd grubu arastirmacilari
tarafindan gelistirilen, agik kaynak kodlu, 6nceden
egitilmis bir dogal dil isleme modelidir [15]. 2015
yllinda Rankbrain [16] algoritmasini makine
o6grenmesi ile destekleyerek arama sonuglarinda
insan mantifina en yakin ve dogru cevaplari
filtrelemeyi saglayan Google, 2019 yilinda BERT
glincellemesini sunarak sorgu kelimelerini ayr1 ayri
islemek yerine tlimiinii mantiksal bir biitlin olarak
degerlendirip daha dogru sonuglara ulasmayi
saglamistir. Yapay sinir aglarini kullanan BERT her
bir kelimenin, iki yonli olarak, diger kelimelerle
olan iligkilerini ortaya koyar. Diger dil isleme
modellerinden farkh olarak BERT, tiim katmanlarda
hem sol hem de sag baglamda birlikte
kosullandirilarak etiketlenmemis metinden derin
¢ift yonlii gosterimleri ¢ikarmak icin tasarlanmistir.

BERT bir transfer 6grenme modelidir. Transfer
O6grenme daha Onceden egitilmis olan bir agin
bilgilerini benzer problemleri ¢6zmek icin bir baska
aga aktararak kullanmaktir. Egitim siirecini
hizlandirarak yiiksek performans elde etmeyi
saglayan transfer oOgrenme bilgisayarlh gori
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alaninda yaygin olarak kullanilmakta olup BERT
modeli ile dogal dil isleme alaninda da basarili
sonuglar verebilecegi ortaya konmustur. Onceden
egitilmis BERT modeline ihtiyaca uygun bir ¢ikis
katmani eklenerek dil isleme konusunda Kklasik
dogal dil isleme yontemlerine gore c¢cok daha
performanslh sonuclar ortaya konulabilmektedir.
BERT kavramsal olarak basit, uygulamada ise son
derece giiclidiir.

BERT baglamsal sinirlamalarin tstesinden gelmek
ve ¢ift yonlii birlikteligi ortaya koymak i¢in temel iki
O0grenme stratejisi kullanir:

2.2.1 Maskeli dil modelleme (masked language
modelling - MLM)

Kelime dizileri BERT modeline aktarilmadan once,
%15’lik kism1 [MASK] belirteci ile degistirilir. Daha
sonra model, dizideki diger maskelenmemis
kelimelerin  olusturdugu baglama dayanarak
maskelenen kelimelerin orijinal degerini tahmin
etmeye calisir.

2.2.2 Siradaki ciimle tahmini (next sentence
prediction - NSP)

BERT egitim siirecinde, modele ciimle ciftlerini
girdi olarak alir. Ciftteki ikinci climlenin belge
icerisinde sonraki climle olup olmadigini tahmin
etmeyi 6grenir. Modelin egitimi sirasinda girdilerin
%50’lik kisminda ikinci climlenin orijinal belge
icerisinde takip eden ciimle oldugu ciftler alinirken,
diger %50’lik kisimda ise ikinci ciimle rastgele
secilir. Burada modelin rastgele secilen cimlenin ilk
cimleye bagh olmadigini tespit etmesi beklenir.

3 Deneysel calisma ve Bulgular

Gerceklestirilen ¢alismada kullanilan veri seti
Twitter lizerinden derlenen deprem, sel, yangin gibi
olagandisi felaket durumlarini ifade eden Ingilizce
tweet'lerden olusmaktadir. Veri seti Amerikan
yapay zekd sirketi “Figure Eight” tarafindan
olusturularak kendi veri seti paylasim platformlar
lizerinden kullanima sunulmustur. Paylasilan
tweet'ler metinsel olarak olagandisi durumlari ifade
eden sozciikler barindirmakla birlikte dogal dil
icerisinde Kkullanilan benzetmeler, dil sanatlar,
ironik yapilar ya da olagandisi olaylarin karmasik
yapisindan dolay1 olusan ifade giigliikleri nedeni ile
bazi tweet’ler gercek bir felaketi
tanimlamamaktadir. Bu nedenle veri seti icerisinde
tweet'ler, gercek bir olagan dis1 durumu ifade edip
etmemesine gore, uzman bir ekip tarafindan gercek
veya gercek disi olarak etiketlenmistir.

Veri seti iki 6zellik barindirmaktadir:
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e Text: Paylasilan tweet metni

e Target: Tweet gergek bir olagandis1 durumu
belirtiyor ise 1, degilse 0 degerini igerir.
Analiz edilen veri seti icerisinde toplam 7613 adet
tweet yer almaktadir. Veri seti %80 egitim, %20 test
seti olacak sekilde ayrilmis, egitim seti icerisinde
6090, test seti icerisinde 1523 adet tweet yer
almaktadir.

Veri seti Google BERT modeli kullanilarak analiz
edilmistir. Analiz islemi 6ncesinde veri seti model
ile islenmeye hazir olacak sekilde 0Onisleme
stirecinden gecirilmistir:

e Her bir metin
(tokenization).

dizgelere ayrilmistir

e Metin igerisinde yer alan URL, sembol,
konum bilgisi gibi analize konu olmayan
ifadeler temizlenmistir.

Google BERT modeli bir transfer 0grenme
modelidir. Daha 6nce benzer dil isleme problemleri
tizerinden egitilerek, elde edilen yiiksek basariml
ag parametreleri kaydedilip, daha sonra
olusturulacak modeller icin kullanima sunulmustur.
Google BERT modelinin agirhk degerleri
Tensorflow’'un daha o©nceden egitilmis makine
O6grenimi model parametrelerini agik olarak
kullanima sundugu deposu “tfthub” {izerinden elde
edilerek ¢alismanin modeli olusturulmustur.

Olusturulan model toplam 10 epoch ¢alistirilmistir.
Her  bir  epochtaki dogruluk  degerleri
kaydedilmistir. BERT modelinin egitim siireci diger
dogal dil isleme modellerine nazaran daha uzun
siirmektedir. Calisma bulut ortaminda NVIDIA
Tesla P100 GPU hizlandirmasi ile 12 GB RAM, Intel
Xeon islemci lizerinde cift cekirdekle
gerceklestirilmistir. Her bir epochun c¢alismasi
ortalama 186 saniye siirmiistiir, egitim silirecinin
tamami yaklasik 31.3 dakikada tamamlanmustir.

Bir modelin degerlendirilmesi i¢in kullanilan cesitli
metrikler vardir. Bunlardan en yaygini olan
dogruluk (accuracy), dogru siniflandirilmis 6rnek
sayisinin toplam Ornek sayisina oranidir ve
Denklem (1) ile gosterilmistir.

. dogru siniflanmis 6rnek
dogruluk =

1
toplam ornek sayisi @
Ilk epochta %77.93 olan dogruluk degeri, 10 epoch
sonunda %98.88’e ulasmistir. Modelin egitimi
siirecindeki dogruluk degerlerinin degisimini
gosterir grafik Sekil 1'de yer almaktadir.



Veri Bilim Derg, 4(1), 31-37, 2021

095

090

Accuracy

0.85

2 4 6 B 10
Epochs
Sekil 1: Modelin dogruluk degisim grafigi

Modelin dogrulugu, veri kiimesi her smiftan esit
saylda ornek iceriyorsa yani dengeli ise,
performansi karakterize etmek icin etkili bir
parametredir. Ancak dengesiz bir veri kiimesi ile
calisirken sistemin daha fazla performans olciitii ile
degerlendirilmesi gerekir. Bu amacla
karmasiklik/konfiizyon (confusion) matrislerinden
yararlanilir. Bir konfiizyon matrisi dogru ve yanlis
siniflandirmalar1  tablo halinde verir. Veri
siniflandirmanin ardindan doért muhtemel sonug
ortaya cikar [17]:

e Aslh pozitif olan veri pozitif olarak dogru
tahminlendiginde dogru pozitif (true
positive - TP),

e Ash pozitif olan veri negatif olarak yanlis
tahminlendiginde yanlis negatif (false
negative - FN),

e Asli negatif olan veri negatif olarak dogru
tahminlendiginde dogru negatif (true
negative — TN),

e Asl negatif olan veri pozitif olarak yanlis
tahminlendiginde yanls pozitif (false
positive - FP) olarak tanimlanir.

Google BERT modeli ile gerceklestirilen calismada
elde edilen karmasiklik matrisi Sekil 2’de yer
almaktadir.
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Sekil 2: Karmasiklik matrisi

Konfilizyon matrisinden elde edilen bu degerlerle
siniflandiricinin  performansini ifade etmek icin
farkli metrikler tiiretilir. Bunlardan biri olan
kesinlik (precision) modelin yanlis pozitifleri eleme
kabiliyetini gdsterir.

Kesinlik hesab1 Denklem (2) ile gosterilen formiil
kullanilarak yapilir.

TP

_— 2
TP+ FP (2)

kesinlik =
Diger bir metrik olan duyarliik (recall) ise
siniflandirmanin dogru pozitifleri tespit etme
kabiliyetini gosterir. Duyarlilik degeri hesabinda
Denklem (3) ile gosterilen formiil kullanilir.

TP

—_— 3
TP+ FN (3)

duyarlilik =
Gergeklestirilen c¢alismada sozii gecen metrikler
icin elde edilen degerler sunlardir:

e Kesinlik: %87.943
e Duyarlilik: %85.036

4 Sonug¢

Gilintimiizde pek ¢ok insan giiniin biiytk bolimint
internet ve Ozellikle sosyal aglarda gecirmektedir.
Kullanicilarina 280 karakterlik mesajlar paylasma
olanagi sunan Twitter da yaygin kullanilan sosyal
aglardandir. Kullanicilar yanlarinda tasiyabildikleri
internet erisimine sahip cihazlarla diledikleri
zaman icinde bulunduklari durumu kendi
goriisleriyle Twitter {lizerinde paylasabilmektedir.
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Giinliik hayat icinde meydana gelen olagandis1 pek
cok durum da ilk olarak Twitter'da duyulup hizla
yayllmaktadir. Bu nedenle Twitter verileri acil
miidahale ekiplerine yardimci olabilmektedir. Bir
dakika icerisinde yapilan milyonlarca paylasimin
manuel takibi son derece zordur. Bu isi yerine
getirmek i¢in 6zel yazilimlar kullanilmaktadir. Bu
yazilimlarin temelinde ise makine 6grenmesinin
0zel bir alani olan dogal dil isleme teknikleri yer
almaktadir. Dogal dil isleme insanlarin konustuklari
dillerin makineler tarafindan anlamlandirilmasina
yardimc1 olan tekniklerdir. Dogal diller dogalar:
geregi karmasik bir yapiya sahiptir ve net kurallari
yoktur. Bu nedenle bagimsiz kelimeler agisindan
farkli bir anlama gelen ifade climlenin biitiiniine
bakildiginda farkli bir anlama gelebilmektedir. Bu
calismada olagandisi durumlar hakkinda Twitter'da
yapilan paylasimlardan olusan bir veri seti analiz
edilmistir. Veri seti icerisinde yer alan paylasimlar
gercek bir felaket durumunu ifade edip etmemesine
gore gercek veya gercek disi olarak etiketlenmistir.
Bu veriler Google yapay zekd ekibi tarafindan
gelistirilen, sinir ag1 temelli bir model olan BERT ile
siiflanmistir. %80 egitim, %20 test seti olarak
ayrilan veri kiimesi iizerinde 10 epoch olarak
gerceklestirilen egitim islemi sonucunda %98.88
elde edilmistir. Kesinlik degeri %87.94, duyarlilik
degeriise %85.03 olarak elde edilmistir. Daha sonra
gerceklestirilecek  c¢alismalarda veri  setinin
genisletilmesi ve dengelenmesi, egitim icin hibrit
modellerin kullanilmasi ile basariy1 arttiracak
calismalar gerceklestirilebilir.
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