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Oz

Kiiresel 1stnmaya neden olan karbondioksit (CO,), Nitrdz oksit (N,0) ve Metan (CH,) ¢esitli sektorler tarafindan olusturulan sera
gazlaridir. Birlesmis milletler iklim degisikligi cerceve sézlesmesince (UNFCCC) Tiirkiye’nin de i¢inde oldugu iilkelerin gesitli
sektorleri tarafindan olusturulan sera gazi emisyon degerleri kayit altina alinarak takip edilmektedir. Ulkelerin olusturduklari sera
gazi emisyon degerleri zaman iginde bir¢ok etkene gore farklilik olusturabilir. Bu degerin tahmin edilmesi iilkeler acisindan
O6nemlidir. Calismada 1990-2014 yillar arasindaki farkli sektorlerdeki sera gazi emisyon degerleri ile yapay sinir ag1 modeli ve
topluluk 6grenme yontemleri kullanilarak en iyi tahmin modelini olusturmak ic¢in ¢esitli deneyler gergeklestirilmistir. Cok
katmanl: algilayic: (CKA) modeli ile en yiiksek R? performans degeri iiretim, enerji endiistrisi, yerlesim ve ulagim sektorleri iin
sirastyla 0.86, 0.93, 0.91 ve 0.95 olarak bulunmustur. Topluluk dgrenme ydntemlerine dayanan algoritmalar da ise ortalama R?
degerleri bakimidan en iyi performansi Extra Tree regresyon ile kurulan model saglamistir. Kullanilan tahmin modellerinde en
iyi performans Cok Katmanli Algilayici tabanli model ile elde edilmistir. Calismada yer alan sektdrlerden 2020 yilinda dogaya
salinacagi ongoriilen sera gazi emisyon degerleri agisindan gegmis donemi kapsayan salinim degerlerinin ortalamalari ile 6nemli
farkliliklar oldugu goriilmektedir. Ayrica ge¢mis doneme oranla iiretim sektorii alaninda ortalama %36, enerji endstrisi
sektoriinde %64 ve ulagim sektoriinde %63 oraninda bir artis 6ngdriilmektedir.

Anahtar Kelimeler
“Sera gazi emisyonu, Makine 6grenmesi, Cok katmanli algilayici, Yapay sinir aglari, Topluluk 6grenmesi yontemleri”

Abstract

Global warming causatives such as carbon dioxide (CO2), Nitrous oxide (N20) and Methane (CH4) are greenhouse gases
created by various sectors. Greenhouse gas emission values created by various sectors of countries including Turkey are
registered and tracked by the United Nations framework agreement on climate change (UNFCCC). The greenhouse gas emission
values created by the countries may vary over time depending on many factors. Estimating this value is important for countries.
In the study, various experiments were carried out to create the best estimation model with artificial neural network model and
community learning methods by using greenhouse gas emission values in different sectors between 1990-2014. The highest R2
performance value with the multi-layer sensor (MLS) model was 0.86, 0.93, 0.91 and 0.95 respectively for the production,
energy industry, residential and transportation sectors. Algorithms based on community learning methods also provided the best
performance in terms of average R2 values with a model established by Extra Tree regression. The best performance in the
prediction models used was achieved with the Multi-Layer Sensor-based model. It is observed that there are significant
differences between the averages of the oscillation values covering the past period in terms of greenhouse gas emission values,
which are projected to be released into nature in 2020 from the sectors involved in the study. In addition, an average increase of
36% is expected in the field of production sector, 64% in the energy industry sector and 63% in the transportation sector
compared to the past period.
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1.Giris

Atmosfer igerisinde, kiiglik miktarda asal gazlarin da yer aldig1 birgok farkli gaz bulunmaktadir. Yer kiireyi 1sitan giines 1sinlari
ile kisa dalga boyuna sahip igmlarin bir kismu atmosferi gegerken bu gazlar tarafindan tutulmaktadir. Atmosferin 1siy1 tutma
ozelligi sayesinde yeryiiziiniin sicaklig1 dengede kalirken okyanus, akarsu vb. donmasi engellenmis olur. Ote yandan, 1s1y1 tutan
atmosfer gazlarinin miktarindaki asir1 artis, atmosfer 1sisinin gereginden fazla yukselmesi ile sonucglanarak kiresel isinmaya
sebep olmaktadir. Kiiresel 1sinma ise dogal afetlere neden olarak iklim degisimlerime yol agmaktadir. Bu sekilde olusan atmosfer
kaynakl1 1sitma ve yalitma etkisine sera etkisi ad1 verilirken (Dam, 2014; Ozmen, 2009), atmosferde kizil 6tesi 1sinlar1 soguran
gaz bilesimlerine ise sera gazi denilmektedir (Kara, Yaliniz, & Sayar, 2019). Sera gazi; atmosferde farkli miktarlarda mevcut su
buhar1 (H20), karbondioksit (CO;), metan (CHg), azotoksit (N20), ozon (O3) gazlari ve endiistriyel iiretim siirecinde meydana
gelen Hidroflorokarbon (HFC), Perflorokarbon (PFC), Silfurhekzaflorid (SFe) vb. florlu bilesiklerden olusmaktadir (Dam,
2014). Bu gazlardan COg, iglerinde en baskin olanlarindan birisidir ve toplam sera gazi miktarinin %80’i civarindadir (Ersoy,
2017; Isik, 2014; Jatmiko vd., 2016; Nwulu & Agboola, 2012). Sera etkisi yaratma ve iklim degisiminde CO2 gazinin orani %50
diizeyindedir (Kovancilar, 2001). CO, gazi, Kloroflorokarbonlar (CFCs), CH4 ve N2O’ye gére insanoglunun meydana getirdigi
sera gazlarmin en dnemlisidir. ABD ve Cin, CO saliniminin biiyiik miktarini yapan iilkelerin basinda gelmektedir. Sera gazi
salmiminda etkin olan iilkelerdeki CO, emisyonunun sektorlere gore dagilimi incelendiginde, %22°lik oran ile birinci sirada
sanayi sektord, ikinci sirada %20°lik oran ile ulagim sektorii gelmektedir (Isik, 2014; Kumar & Muhuri, 2019). N2O, SO, gibi
klkurt oksitleri ve ayrica CHa gibi diger sera gazlari da inorganik glibrelerden olugsmaktadir (Fu vd., 2019; Kolasa-Wigcek, 2018;
Mahesh, 2018).

Endiistriyel donemin baslamasiyla insan faaliyetine bagl sera gazi iiretiminin, diinya sicakligindaki anormal artisin ana nedeni
oldugu anlasilmistir (Araabi, 2012; Cui, Sham, Lo, & Lum, 2011; Quesada-Rubio, Villar-Rubio, Mondéjar-Jiménez, & Molina-
Moreno, 2011). Sicaklik artiginin gegen yiizyil boyunca yaklagik 0.4°C ile 0.8°C arasinda oldugu ve yiizyilin sonuna kadar bu
degerin yaklagik 2°C olacagi ongoriilmektedir (Fu vd., 2019; Kumar & Muhuri, 2019). Sera gazlarinin miktarlarindaki anormal
artigin canlilarin yagaminda birgok olumsuz faktorii beraberinde getirdigi bir gergektir. Bu problemin éniine gegilebilmesi igin
diinya gapinda organizasyonlar baglatilmistir. ilk olarak 1988 yilinda BM Cevre Programi ve Diinya Meteoroloji Orgiitiiniin
destegiyle hiikiimetler arasi iklim Degisikligi Paneli (IPCC) olusturulmustur (Dam, 2014; Giigli, 2006). IPCC raporunda, kiiresel
yiizey sicakliginin yirmi birinci yiizyilda 1.1°C ile 6°C arasinda artacagi ongdriilmiistiir (Solomon et al., 2007). Sera gazlarindaki
olagan dis1 bu artisin devamiyla IPCC’de 2030 yili ig¢in bazi olumsuz senaryolar ¢izilmistir. Bunlar arasinda en 6ne ¢ikanlari
sicak hava dalgalari, okyanus tuzlulugu, orman yangnlari, tarimsal hasereler, kasirgalar, tropikal firtinalar, biyolojik c¢esitlilik,
tarimsal iiriin depolama zorluklar1 ve hastalik tastyan zararhilarin yayilmalari olarak gosterilebilir (Change, 2007; Ozmen, 2009).
1992 yilinda Rio de Janerio’da diizenlenen Birlesmis Milletler Cevre ve Kalkinma Konferansi’nda imzalanan IPCC Sozlesmesi
ve 1997 yilinin aralik ayinda Japonya’da diizenlenen Kyoto Protokolii (KP) iklim degisikligi ve kiiresel 1sinma igin dnlem
alinmasi hakkinda diizenlenen diger 6nemli girisimler arasindadir (Dam, 2014). KP, 37 sanayi Ulkesi ile Avrupa’nin sera gazi
emisyon miktarlariin diisiiriilmesi i¢in agir sorumluluklar yiiklemektedir. Protokoliin ana amaci alt1 sera gazinin (CO32, CHy,
N20, SFs, HFC, PFC) 2008-2012 yillarim1 kapsayan bes yillik donemde 1990’lardaki oran ortalamasinin %5’inden daha az
olmasinin saglanmasidir (Ozmen, 2009; Yilmaz & Yilmaz, 2013). 2015°de yapilan Paris Iklim Zirvesi’nde Tiirkiye’nin de iginde
bulundugu 196 iilke, gelecege doniik gevresel verilerin daha da koétiilesmemesi i¢in anlagsma yapmislardir (Isik, 2014; Pabugcu &
Bayramoglu, 2016). Paris anlasmasina gore, gelismekte olan ekonomilere, istenen sera gazi emisyon seviyelerine ulagmalart i¢in
daha fazla zaman taninmistir (Abid, 2017). Ciinkii sanayilesmede kullanilan altyapi ve hizmetler, araglar, elektrikli makine ve
fabrikalar enerjilerini biyo yakitlardan (Fan, Zhang, Zhang, & Peng, 2015) saglamaktadir. Baskin sera gazi olan CO, bu
yakitlardan tiremektedir (Kumar & Muhuri, 2019).

Gilinlimiizde kiiresel 1sinma sorunlari tiim uluslar i¢in evrensel bir sorun haline gelmistir. [IPCC’ye katilan bilim insanlari, kiiresel
1IsSInmanin ¢ogunun artan sera gazi ve diger insan faaliyet konsantrasyonlarindan kaynaklandigindan emin olduklarim
bildirmislerdir (IPCC, 2014). Kiiresel iklim degisikliginin etkilerinin azaltilmasinda sera gazi emisyonlarimin azaltilmasinin
6nemi hakkinda yaygin bir kan1 mevcuttur (Isik, 2014). 2002°’de ABD, diinya genelinde atmosfere salinan sera gazlarinin %
36.1°den, Cin % 13.6, Hindistan %4.2, Avustralya’nin ise %2.1 den sorumlu oldugu ve en bilyiik sorumlulugun gelismis sanayi
iilkelerinin oldugu goriilmektedir. Tiirkiye’deki durum ise kisaca soyle ifade edilebilir. IPCC, Kiiresel iklim Modelleri ile yaptig
projeksiyonlara gore 2030°da Tiirkiye’nin genelinin artan kuru ve sicak bir iklim etkisine girebilecegi ve kigin 2°C, yazin ise 2°C
ile 3°C arasinda bir sicaklik artisinin olabilecegi belirtilmektedir (Ozmen, 2009). Sera Gazi Emisyonlar1 ve Niyet Edilen Ulusal
Olarak Belirlenmis Katki Belgesi (INDC), Tiirkiye’nin IPCC sozlesmesi kapsaminda 2017 yilinda sundugu ulusal envanter
raporuna gore, 2015 yili igin toplam emisyonun %72 enerjiden, %13 endiistriyel proseslerden, %12 tarimdan, %3 atiktan
kaynaklandigini bildirmektedir. Tiirkiye, sektorlere gore sera gazi emisyonlart dagilimini, alman 6nlemler ile 2030 yili itibariyle
%21 azaltmay1 kabul etmistir (Agagayak & Oztiirk, 2017). Bu baglamda sera gazi salmimimin kontrollii olarak gergeklesmesi
icin gelecege dair emisyon degeri tahminleri 6nemli bir gereksinim olarak ortaya ¢ikmaktadir. Literatiirde birgok arastirmaci sera
gazi salmiminin azaltilarak kiiresel 1sinmanin kararli bir duruma getirilebilmesine katkida bulunmak icin gelecege doniik
emisyon degerlerinin tahmininde Yapay Sinir Aglar1 (YSA) gibi yontemler kullanmistir (Baghban, Ahmadi, & Shahraki, 2015;
Behrang, Assareh, Assari, & Ghanbarzadeh, 2011; Kainuma, Matsuoka, & Morita, 2000; Yilmaz & Yilmaz, 2013). Bu ¢alismada
Tirkiye’deki iiretim, enerji endiistrisi, yerlesim ve ulasim sektorlerine ait 1990-2014 yillar1 arasindaki sera gazi emisyon
degerleri ile yapay sinir ag1 modeli olan ¢ok katmanli algilayicinin yam sira topluluk 6grenme yontemlerinden olan Random
Forest Regresyon, Extra Tree Regresyon ve XGBoost Regresyon algoritmalari kullanilarak en iyi tahmin modelini olusturmak
icin gesitli deneyler gerceklestirilmistir.

465



UMAGD, (2020) 12(2), 464-478, Oral & Uguz

2. Literatiir Calismalari

Literatiirde birgok aragtirmact sera gazi salimminin azaltilarak kiiresel 1sinmanin kararli bir duruma getirilebilmesine katkida
bulunmak i¢in gelecege doniik emisyon degerlerinin tahmininde makine 6grenmesine dayali yontemler kullanmislardir. Yapay
sinir ag1 (YSA) modeli olan Cok katmanli algilayic1 (CKA) ve Topluluk égrenme yontemleri (TOY) algoritmalarindan Random
forest regresyon (RFR), Extremely randomized tree regresyon (ERTR) ve XGBoost regression (XGR) modelinin kullanildigi bu
calismanin literatiir arastirmasi CKA tabanli ve TOY tabanli arastirmalar olarak iki boliimde incelenmistir.

2.1. CKA Tabanh Literatiir Calismalar

Sera gazi emisyonlarinin biyik boluminin fosil yakitlarin kullanilmast sonucu meydana gelmesi, kiiresel 1sinma etkilerini
azaltmak-0nlemek igin etkili stratejiler benimsemede CO emisyonlarinin 6ngoriilmesi, ¢evre uUzerindeki artan etkilerin
aragtirilmasin1 6nemli hale getirmistir. Son yillarda, CO; emisyonunun degerinin tahmin edilmesi konusunda birgok aragtirma
yapilmistir (Assareh & Nedaei, 2018; Cui vd., 2011; Liao, Lu, & Tseng, 2011; Lu, Lewis, & Lin, 2009; Sangeetha & Amudha,
2018; Yimaz & Yilmaz, 2013). Arastirmacilar atmosferdeki sera gazi salimimminin giin gectikge yiikseldigini bilimsel
calismalarla gostermislerdir (Dam, 2014). Li, Zhou, & Ma, (2010) calismalarinda Cin’in CO, emisyonlarini tahmin etmek igin
bir YSA modeli gelistirmislerdir. YSA agini1 1990 ile 2004 yillar1 arasindaki verileri kullanarak egitmis ve 2008 yilina kadar olan
verileri ise gelistirilen modelin uygunlugunu test etmek igin test veri seti olarak kullanmislardir. Krstanoski (2006) ¢aligmasinda,
Makedonya tagimacilik sektdrii kaynakli CO, emisyonu igin bir model olusturmustur. Calismasini once emisyonu azaltici
politika tedbirlerinin olmadigi, sonraki 25 yil siirecinde ise onlemlerin uygulandigi iki asamada gergeklestirmistir. Caligma
sonucunda, 2030 yilina kadar karayolu sektorii CO, emisyonunun, politika uygulanmayan durumdan uygulanan durumun %32
oraninda azalacagini vurgulamistir. Hamzacebi & Karakurt, (2015) c¢aligmalarinda Gri Tahmin Yontemi ile Tiirkiye’de 1965-
2012 ile 2013-2025 yillar1 arast enerji sektorii verileri ile sera gazi emisyon tahmininde bulunmuslardir. Calisma sonucu, CO3
tahmininin 2015°de 354,879 Mt, 2020°de 424,245 Mt ve 2025’de 530,370 Mt degerlerinde oldugunu belirterek Gri Tahmin
yonteminin uygunlugundan bahsetmislerdir. Diger bir ¢alismada yazarlar (Saleh, Dzakiyullah, & Nugroho, 2016), CO,'yi tahmin
etmek i¢in adaptif bir noron bulanik girisim sistemi ve CKA yapay sinir agi modeli gelistirilmiglerdir. Gelistirilen her iki
yéntemde de CO, emisyonunu tahmin edebilecegi ©Ongorulmektedir. Assaren & Nedaei (2018) calismalarinda, CO;
emisyonlarinin gelecekteki tahmini i¢in Ray Optimizasyonu adli yeni bir optimizasyon yontemini uygulamislar ve bu yontem ile
beraber CKA kullanmiglardir. 1980'den 2006'ya kadar olan veriler hem modelleri egitmek (1980-1999), hem de modelleri test
etmek icin (2000-2006) kullanilmaktadir. Calisma sonucunda kiresel CO; emisyonlarmin 2025 yilina kadar tahmini
yapilabilmistir. Nwulu & Agboola, (2012) calismalarinda Nijerya'daki CO, emisyonlarini modelleme i¢in iki sinir agini
arastirmiglardir. Kullandiklart CKA aglart sayesinde, CO2 emisyonlarinin modellenmesinde onceki ¢aligmalardan daha fazla
cesaret verici sonuglar elde etmislerdir. Yazarlar ¢alismada oncelikle kullanilan veri setini tanitip, veri seti i¢in gelistirilen iki
sinir modelini agiklamiglardir. Ardindan elde ettikleri sonuglar1 ayrintilandirip tartigmuglardir. Kolasa-Wigcek (2018)
caligmalarinda temel olarak CKA aglar1 kullanarak iilkelerin tarimsal emisyonlarinin modellenmesini gerceklestirmeyi
amaglamiglardir. Calisma sonucunda CKA yonteminin sera gazi emisyonlarint modellemek igin etkili bir ara¢ oldugu sonucuna
varmiglardir. Diger bir ¢aligmada (Jatmiko vd., 2016), algoritmay1 optimize etmede CKA’y1 ayn1 zamanda Kanonik Pargacik
Siirii Optimizasyonu (KPSO) ile birlestirilmislerdir. Sonucta CKA-KPSO kullanarak modellemenin gdreceli mutlak hatada
orijinal CKA ve CKA-PSO'dan sirastyla %25 ve %15 daha dogru oldugunu gostermistir.

Cesitli sektorler i¢in sera gazi emisyonlarinin ongoriilmesi, tahminin ¢esitli modelleme yontemleri kullanilarak yapilmasi ile
ilgili literatirde birgok c¢aligma mevcuttur (Azid vd., 2014; Bolanc¢a, Strahovnik, Uki¢, Stankov, & Rogosi¢, 2017; Chen, Li,
Grace, & Mosier, 2008; Khoshnevisan, Rafiee, Omid, Yousefi, & Movahedi, 2013). Tarimsal iiretimin 6zellikle de sera gazi
emisyonlarinin ¢evre tizerindeki etkisi, yapilan bazi ¢aligmalarda (Kolasa-Wiecek, 2018; Krstanoski, 2006) tartigilmaktadir.
Wang, Li, Zhang, & Lu (2012) ¢alismalarinda, Cin’in karayolu tagimaciligimin karbon emisyonu tizerindeki etki faktorlerini
aragtirmistir. Ayrica Assareh & Nedaei (2018) ¢alismalarinda, IPCC tarafindan sunulan bir teknigi kullanarak karayolu yuk
tagimaciligindan kaynaklanan karbon emisyonlarini belirlemistir. Bu ¢alismalarin yaninda sera gazi emisyonu ile ilgili ¢ok sayida
aragtirma yapilmigtir (Coban & Sahbaz Kiling, 2014; Ergiin & Atay Polat, 2017; Fu vd., 2019; Hamzacebi & Karakurt, 2015;
Yan & Crookes, 2010).

2.2. Topluluk Ogrenme Yéntemleri Tabanh Literatiir Cahsmalari

Sera gazi emisyonlarinin azaltilmasina yonelik hedeflerin formiile edilmesinde gelecekteki iklim tahminleri blyuk 6neme
sahiptir. Tahmin siirecinde ortaya ¢ikan bir dizi belirsizlik kaynagi ile basa ¢ikmak ve tahmindeki dogrulugu arttirmak igin yeni
yaklasimlar gelistirilmistir (Collins, 2007). TOY, aym &grenmeyi ¢ozmek igin tek bir smiflandiric1 yerine birden cok
siniflandirictyt egitmektedir (Zhou 2012). Ortaya ¢ikan siniflandirici, genellikle toplulugu olusturan her bir siniflandiricidan daha
dogrudur (Khan & Awasthi, 2020; Parker, 2010). Topluluk 6grenmesinin amaci, tek bir siniflandirici tizerindeki 6ngériiyi
genellestirerek dogrulugu arttirmada ¢esitli temel siniflandiricilarin kararlarini veya tahminlerini birlestirmektir (Chen, Zahiri, &
Zhang, 2017). Cesitli calismalarin sonuglari, gegmis veri 6zelliklerini kullanan topluluk 6grenme tabanli modelin, varsayilan
ozelliklere sahip tek bir model kullanarak gergeklestirilenden daha dogru performans sagladigini gostermistir (Choi & Hur, 2020;
Li, Han, Wang, & Zhao, 2018). Topluluk yontemleri kullanilarak CO, emisyonunun degerinin tahmin edilmesi konusunda gesitli
arastirmalar yapilmugtir (Choi & Hur, 2020; Parker, 2010). Khan & Awasthi (2020), ¢aligmalarinda Kanada'daki yolcu ve yiik
karayolu tasimaciligindan kaynaklanan sera gazi emisyonlarini tahmin etmek igin veri madenciligi ve denetimli makine 6grenme
algoritmalarma (regresyon ve simniflandirma) dayali yeni modeller dnermislerdir. YSA CKA, ¢oklu dogrusal regresyon, g¢ok
terimli lojistik regresyon ve karar agact modellerini arastirmiglardir. Sonugta YSA CKA modelinin, digerlerine gore daha iyi
ongoriicti  performans gosterdigi  bulunmugtur. Gelistirilmis CKA modeline, topluluk yontemi (Bagging & Boosting)
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uygulandiginda ise bu modelin 6ngoriicii performansinin 6nemli 6lgiide artirdigini tespit etmislerdir. Diger bir ¢alismada
Buisson, Grenouillet, Casajus, & Lek (2010), Fransa genelindeki dere balik tiirliniin mevcut ve gelecekteki dagilimlarini
modellemeyi sera gazi emisyon senaryolar1 Ve her bir bilesene bagl olarak gelecekteki balik tiirleri dagilimindaki degiskenligi
olgmek ve iklim degisikliginin balik tiirleri izerindeki potansiyel etkilerini degerlendirerek gelecekteki olusabilecek degiskenligi
aciklayan bir topluluk tahmini yonteminden yararlanmiglardir. Zhu (2012) ¢aligmasinda karbon miktarin1 tahmin etmek icin
ampirik mod ayrismasint (EMD), genetik algoritmay1 (GA) ve YSA’nt birlestiren ¢ok &lgekli bir topluluk tahmin modeli
onermistir. Zhou, Yu, & Yuan (2018) calismalarinda Cin’de yine karbon miktarini tahmin etmek icin EMD’ye dayanan ok
Olgekli bir topluluk tahmin modeli 6nermistir. Mohammed & Aung (2016) calismalarinda, 24 saatlik ileri giines enerjisi
tahminleri olusturmak i¢in yedi bireysel makine O6grenimi modelinden tiiretilen olasilik tahmini igin {i¢ farkli yontem
onermiglerdir. Tiim makine 6grenme modelleri geleneksel kiyaslama modellerinden daha dogru olmasina ragmen, topluluk
modellerinin tek bagina herhangi bir bireysel makine 6grenme modelinden daha dogru sonuglar sundugunu goéstermislerdir.

2.3. Arastirma Motivasyonu ve Literatiire Katki

Literatiir incelendiginde diinya genelinde CO; emisyonu tahmini konusunda ¢alismalarin yapilmis oldugu ancak sektorel bazda
CO,, N0 ve CH4 gazlarmin tiimiiniin ve ayrica sadece Tiirkiye 6zelinde ileri tarihteki emisyon miktarmin CKA ve TOY
kullanilarak tahmini konusunda ¢aligmalarin sinirli diizeyde oldugu goriilmiistiir. Bu baglamda bu ¢alismada Tiirkiye’deki
iiretim, enerji endiistrisi, yerlesim ve ulasim sektorlerine ait 1990-2014 yillar1 arasindaki sera gazi emisyon degerleri kullanilarak
CKA ve TOY temelli bir tahmin modeli olusturulmasi amaglanmistir. Bu amag dogrultusunda olusturulan model ile bu sektéorler
tarafindan dogaya salinimi yapilan CO», N2O ve CH4 gazlarinin 2020 yilina ait degerleri tahmin edilmigtir. Calisma sonunda elde
edilen bulgularin CKA ve TOY performanslarinin karsilastirilmas1 bakimindan da literatiire katk1 saglayacagi diisiiniilmektedir.

3. Materyal ve Metod

Tiirkiye’deki farkl sektorlere ait sera gazi emisyon degerlerinin tahminine doniik gergeklestirilen bu ¢aligmanin ilk agsamasim
veri setinin elde edilmesi olusturmaktadir. Egitim ve test veri setlerinin olusturulmasinin ardindan CKA ve TOY igin modeller
kurulmustur. Tiim modeller i¢in farkli parametre optimizasyonlari ile deneyler gerceklestirilmis ve performans degerlendirme
Olgiitleri ile en iyi performansi veren modeller olusturulmustur. Hem CKA hem de topluluk 6grenme modelleri icin Python
programlama dili katiphanelerinden yararlanilmigtir. Numpy, Pandas, Scipy gibi temel Python kiitiiphanelerinin yani sira
makine 6grenmesi uygulamalar i¢in gelistirilmis olan Scikit-learn ve Keras kituphaneleri de kullanilmigtir. Analizler Python
3.6.5 ve Keras 2.0.6 siiriimleri kullanilarak gelistirilmis kodlar ile gerceklestirilmistir.

3.1. Veri Setinin Elde Edilmesi

UNFCCC, (2019) v19 veri seti, Tiirkiye’nin de aralarinda bulundugu 35 Avrupa Birligi iilkesine ait ¢esitli sektorler tarafindan
yayilan sera gazlarma ait emisyon degerlerini icermektedir. 1990-2014 yillar1 arasindaki doneme ait olan veri setinde yaklasik
550 bin veri 6rnegi bulunmaktadir. Veri setinde Tiirkiye’ye ait veri sayisi ise toplam 13575 adettir. Veri setinde 8 farkli seragazi
tird icin enerji, toprak kullanimi ve ormanlar, tarim, atik yonetimi, endistriyel strecler, tretim gibi sektorler ve bunlara ait alt
sektdrler igin emisyon verileri bulunmaktadir. Baz1 seragazi emisyon degerleri veri setinde yer almadigi i¢in tum sektorler ve
seragazi tiirleri ¢alismaya dahil edilmemistir. Bu sebeple ¢alismada Tiirkiye’deki iiretim, enerji endiistrisi, yerlesim ve ulagim
sektorleri tarafindan salinimi gergeklestirilen CO,, N>O ve CHy tiirii sera gazlarina ait emisyon degerleri kullanilmigtir. Veri
setinde bu dort ana sektore ait alt sektorler de yer almaktadir. Bu alt sektorlerin toplami alinarak 4 ana sektére ait emisyon
degerleri iizerinden caligma gerceklestirilmistir. Ornegin enerji endiistrisi sektoriiniin alt sektorleri olan kamu elektrigi ve 1s1
iretimi, petrol aritma, kati yakitlarin {iretimi, demir ve ¢elik, kimyasallar, tasima vb. sektorlerin emisyon degerleri toplanarak
enerji endiistrisi sektoriine ait tek bir deger elde edilmistir. Tablo 1’de, ¢alismada kullanilan veri setine ait en kiiciik deger, en
biiyiik deger, ortalama ve standart sapma degerlerinden olusan tanimlayici istatistik ifadeleri goriilmektedir.

Tablol. Veri setine ait bazi tanimlayici istatistik degerleri

Uretim Sektori Enerji endUstrisi Sektoru Yerlesim Sektori Ulasim Sektori
CH, N,O co, CH, N,O co, CH, N,O co, CH, N,O co,
Ek 19343 0.3241 34975 0.4601 0.3546 33820 9581 0.8885 19934 3.8501 2.0019 25013
Eb 55312 0.8881 92111 1.8119 1.2257 131827 160.45 14736 56481 14.149 3.8482 72199
Ort 33082 0.5390 58956 1.0679 0.7065 74939 120.55 1.2352 33123 8.5822 2.6496 40535
Std 0.9757 0.1595 16810 0.4307 0.2431 30169 19.20 0.1724 12377 3.0501 0.4162 12310

Ek: En Kiigiik Deger, Eb: En Biiyiik Deger, Ort:Ortalama, Std: Standart Sapma

3.2. Cok Katmanh Algilayic1 Modelinin Kurulmas:

1958 yilinda Rosenblatt tarafindan gelistirilen Algilayic1 (Perceptron) modeli (Rosenblat, 1958), Hebb 6grenme modelini (Hebb,
1949) temel alarak gelistirilmis, 6grenen bir yapay sinir ag1 modelidir. Modelde, girdiler ve girdilere ait agirliklarin ¢arpimlarmin
toplanmasi ile elde edilen degere bias ilave edilerek agirlikli toplam hesaplanir. Daha sonra bu toplam degeri bir aktivasyon
fonksiyonundan gegirilir. Aktivasyon fonksiyonunun temel gorevi agirlikli toplam degerini belirlenen esik degerine gére 0 ya da
1 olarak smirlamaktir. Eger agirlikli toplam belirlenen esik degerine esit ya da biiyiik ise ¢ikt1 1, aksi durumda ¢ikt1 O olarak
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belirlenir. Iste Sekil 1°de goriilen bu basit model ayni1 zamanda girdilerden ¢iktilara dogru ileri beslemeli bir ag yapis1 6rnegini de
olusturmaktadir.

Girdiler
X1
\‘9 Agirlikh Toplam Aktivasyon
1 \ Fonksiyonu
Xa \,\ |
92 g T
~d y = X _ —
® Agrhklar . Z H’ Xi + b . [ y (0’ 1)
™ Va i=1 | T
¢ BH b
I" 4 T
b(bias)
B g 1, Eger u = 1 ise
Y=1o, Eger u <t ise

Sekil 1. Algilayict Modeli

Bir algilayici eger sadece girdi katmani ve ¢ikti katmanindan meydana geliyor ise tek katmanli sinir aglari olarak ifade edilebilir.
Girdi katmani ve ¢ikt1 katmani arasina gizli katmanlar eklendiginde olusan yapay sinir ag1 mimarisi ise, ¢ok katmanli sinir aglart
olarak ifade edilir (S. Khan, Rahmani, Shah, & Bennamoun, 2018). Basit bir yapiya sahip olan algilayict modelinin aksine ¢ok
katmanl algilayict modelleri girdi ve ¢ikti katmanlari arasinda en az bir adet gizli katman iceren bir mimariye sahiplerdir.
1980°1i yillarda gelistirilmis olan ¢ok katmanli algilayict modeli, algilayici modelinin ¢6zemedigi XOR gibi problemlerde basari
saglayarak yapay sinir aglari alaninda yeni bir donemin baglangicini olusturmustur (Theodoridis & Koutroumbas, 2003). Cok
katmanli algilayicilar kullanilan geri yayilim algoritmasi ile bu ve benzeri problemlerin ¢oziimiinde biiyiik basar1 elde etmistir
(Uguz, 2019). Geri yayilim algoritmasinda ilk asama, aga ait girdilerin girdi katmanindan ¢ikti katmanina dogru ilerlemesidir.
Ikinci asamasinda ise, ¢ikt1 biriminde gercek deger ile hesaplanan deger arasindaki fark olarak ifade edilebilen hatanin
hesaplanmas1 ve hatanin geriye dogru yayilimi gergeklestirilir. Geriye dogru yayilan hata dikkate alinarak katmanlar arasindaki
agirliklarin ve bias degerlerinin giincellenmesi gerceklestirilir. Bu dongiisel yapi istenen iterasyon sayisina ya da basta belirlenen
hata degerine ulasildiginda sona erer.

Bir CKA modelinin performansini etkileyen bir¢ok unsur bulunmaktadir. Bunlar gizli katman sayisi, katmanlardaki néron sayisi,
aktivasyon fonksiyonunun tiirii, kullanilan normalizasyon teknigi, 6grenme algoritmasinin tiirii, 6§renme oranit Ve momentum
faktori gibi parametreler olarak siralanabilir. En iyi CKA performansini elde etmek, bu sayilan faktorlerde denemeler yapmay1
gerektirir (Gurney, 2014; Nunes & Silva 2018). Calismada o6ncelikle veri setindeki 6rnekler normalizasyon islemine tabi
tutularak belirli bir deger araliginda ifade edilmistir. Literatiirde en ¢ok kullanilan veri tiplerinden biri olan (Priddy & Keller
2005) ve Denklem 1°de goriilen min-max normalizasyonu uygulanmistir.

(x; — ming)

] + min, @

x{ = (maxt - mint) [m

Denklem 1°’de, min, ve max, veri setindeki her bir 6rnege ait minimum ve maksimum degerleri, min, ve max; ise sirasiyla
doniistiiriilmek istenen deger araligina ait en kiigiik ve en biiylik degerleri ifade etmektedir.

Sekil 2’de kurulan CKA modellerini temsil eden bir ag mimarisi goriilmektedir. En iyi sonucu veren CKA aginin olusturulmasi
icin katman sayisi, her bir katmana ait ndron sayisi ve aktivasyon fonksiyonlar1 gibi parametrelerin aldigi degerler dongusel
olarak degistirilerek birgok deneme gergeklestirilmistir. Her bir sektore ait en iyi ag performansini veren parametreler ise
bulgular kisminda gosterilmistir. Sekil 2°de iki gizli katmandan (j, k) olusan ve her gizli katmanda sirasiyla 5 ve 3 yapay néron
bulunan 6rnek bir CKA mimarisi gérilmektedir. Girdi katmaninda bir adet girdi degiskeni yer almaktadir. Oncelikle min-max
normalizasyon islemi ile tiim girdi degerleri ayni sayisal aralikta ifade edilmistir. Daha sonra birinci gizli katmandaki ndronlarin
ciktt degerleri hesaplanmistir. Bunun igin girdilerin ve bias degerinin kendi agirlik degerleri ile ¢arpimlarinin birlestirme
fonksiyonu ile toplami, sigmoid aktivasyon fonksiyonundan gegirilmistir. Bu deger ayni zamanda ikinci gizli katmanin girdi
degerlerini olusturmaktadir ve ayni islem ikinci gizli katman iginde tekrarlanarak, ikinci gizli katmanin ¢ikti degerleri
hesaplanmaktadir. Tkinci gizli katmandaki gikt1 degerleri ile ¢ikti katmanindaki agirlik degerleri kullanilarak ¢ikti katmaninin
¢ikt1 degeri hesaplanmaktadir. Bu asamadan sonra hatanin hesaplanmasi ve geriye yayilim siireci gerceklesir. Ornekte aktivasyon
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fonksiyonu olarak sigmoid gorulmektedir. Ancak uygulamalarda Relu aktivasyon fonksiyonu da denenmistir. Katmanlar
arasindaki agirlik degerleri ve her bir katmandaki néronlara ait bias agirlik degerleri mimari iizerinde gdsterilmistir.

Makine 6grenmesi uygulamalarinda veri setindeki drneklerin egitim ve test olarak ayrilmasi gerekmektedir. Bu ¢aligmada veri
setindeki 6rneklerin %701 egitim i¢in, %30’u ise test igin ayrilmigtir.

Agirhklh Toplam Sigmoid Aktivasyon Fonksiyonu
1 i .
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Sekil 2. Cok katmanli algilayict mimarisi

3.3. Topluluk Ogrenme Yéntemlerine Ait Modellerin Olusturulmas:

Topluluk yontemlerinin temel fikri, tek bir 6greniciye ait tahmin hatalarinin diger &greniciler tarafindan telafi edilmesi
sonucunda, tek bir 6grenicinin tahmin performansindan ziyade toplulugun genel tahmin performansinin 6n plana ¢ikarilmasidir
(Sagi & Rokach, 2018). Topluluk yontemleri ile ¢coklu makine 6grenmesi yontemlerinin performanslari birlestirilerek daha giigli
tahmin yetenegine sahip modeller gelistirilmesi amaglanir. Topluluk ydntemlerine ait algoritmalar hem smiflandirma
problemlerinin hem de regresyon problemlerinin ¢dziimiinde kullanilabilmektedirler. Topluluk yontemlerinde bagging ve
boosting gibi tekniklere dayanan c¢esitli makine 6grenmesi algoritmalar1 gelistirilmistir. Bagging yontemini (Breiman, 1996)
kullanan algoritmalarin genel olarak yaptigi is sOyle Ozetlenebilir. Kullanilan temel veri setinden orneklerin rastgele olarak
secilmesi kosuluyla yeni veri setleri elde edilir. Elde edilen yeni veri setleri ile temel veri seti ayni boyuttadir ve rastgele 6rnek
seciminin dogasi geregi yeni veri setleri igerisinde tekrar eden 6rnekler yer alabilecektir. Ayrica rastgele 6rnek segimi temel veri
setindeki tiim drneklerin yeni veri setlerinde olmasini garanti etmeyecektir (Harrington, 2012). Popiiler bagging algoritmalari
arasinda Random Forest, Bagged Decision Tree ve Extremely Randomised Trees gibi agag tabanli algoritmalar sayilabilir.

Bir diger topluluk yontemi ise Gradient Tree Boosting ve XGBoost gibi algoritmalara dayanak olusturan Boosting teknigidir. Bu
teknikte “weak” olarak ifade edilebilecek bir 6grenicinin hatali olarak tahmin ettigi drnekler daha fazla agirlik degeri verilerek
bir alt veri setinde toplanir. Daha sonra hatali olarak tahmin edilen 6rnekleri igeren veri seti yeni dgrenicilere verilir. Her yeni
Ogrenici bir onceki hatali 6rneklere odaklandigi i¢in basta “weak” olarak ifade edilen dgrenicinin performansi nihai modelde tim
Ogrenicilerin bireysel tahminlerinin toplami ya da agirlikli toplami olarak “strong” bir tahmin performansina doniisir (Julian,
2016).

3.4. Makine Ogrenmesi Modellerinin Performans Degerlendirmesi

Gergeklestirilen ¢alismada tahmin edilmesi arzulanan emisyon degerleri siirekli sayisal verilerden olusmaktadir. Makine
Ogrenmesinde veri setinin tahmin edilecek olan Gzniteligi eger siirekli sayisal verilerden olusuyor ise MSE (Ortalama Kare hata)
ve MAE (Ortalama mutlak hata) gibi hata olgttlerinin yani1 sira R? gibi veri setine ait drneklerin bir dogru ile ne &lgiide temsil
edilebilecegini veren performans degerlendirme 6lgiitii de kullanilabilir (Al-Ghobari vd, 2018). Denklem 2, 3 ve 4 ‘de sirasiyla
MSE, MAE ve R? 6lcitlerinin matematiksel olarak gésterimi gériilmektedir.
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R 1 Nornekler—1 . (2)
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Denklemlerde ¥, ifadesi i + 1'nci 6rnegin tahmin degerini, y  ifadesi ortalama degeri ve y; degeri ise Nypnekier Sayist kadar veri
seti ornegine karsilik gelen dogru degerleri ifade etmektedir.

4. Bulgular ve Tartisma

4.1. Cok Katmanh Algilayici i¢in Gergeklestirilen Deneylere Ait Bulgular

Cok katmanli algilayicinin egitimi 3 adet gizli katman (zerinden gergeklestirilmistir. Algoritmanin iterasyon sayisi, gizli
katmanlardaki noron sayilar1 ve kullanilan aktivasyon fonksiyonlarina farkli degerler vererek en iyi performans degerleri elde
edilene kadar egitimler gerceklestirilmistir. Iterasyon sayis1 1000 ile 50000 arasinda belirlenmis 20 farkli deger ile
olusturulmustur. Aktivasyon fonksiyonu olarak Sigmoid ve Relu aktivasyon fonksiyonlar1 kullanilmistir. Noron sayisi ise 2 ile
200 arasinda belirlenmis 30 farkli deger ile olusturulmustur. Tiim alternatif degerler agin egitimi izerinde denenmis ve test veri
kiimeleri denenerek elde edilen en dikkat ¢ekici sonuclar Tablo 2, 3, 4 ve 5’de verilmistir.

Tablo 2’de, iretim sektoriine ait ii¢ farkli sera gazi igin olusturulan CKA agna ait bulgular yer almaktadir. Koyu renkli olarak
ifade edilen satirlar en iyi performansi veren degerleri icermektedir. Buna gore, CH,, N,O ve CO, gazlarina ait en iyi CKA
modellerinin R? degerleri sirastyla 0.86, 0.84 ve 0.81 olarak elde edilmistir.

Tablo 2. Uretim sektériine ait Emisyon verileri icin kurulan ag bilgileri ve elde edilen performans degerlendirme dlgiitleri

GK1 GK?2 GK3 | MAE MSE R?
NS AF NS AF NS AF

32 Relu 64 Relu 128 Relu 32000 0.11 0.01 0.86

1024 Relu 256 Relu 512 Relu 32000 0.11 0.01 0.81

5* 32 Relu 64 Relu 128 Relu 4096 0.13 0.02 0.78
100 Sigmoid 105 Sigmoid 64 Sigmoid 10000 0.13 0.02 0.77

1000 Relu 1000 Relu 1000 Relu 10000 0.14 0.03 0.74

64 Relu 128 Relu 256 Relu 4096 0.10 0.01 0.84

64 Relu 128 Relu 256 Relu 16384 0.11 0.02 0.82

2“ 30 Relu 60 Relu 90 Relu 12000 0.10 0.01 0.82
8 Relu 16 Relu 32 Relu 4096 0.12 0.02 0.81

32 Relu 64 Relu 128 Relu 4096 0.11 0.02 0.80

30 Relu 18 Relu 20 Relu 9000 0.11 0.01 0.81

40 Relu 18 Relu 20 Relu 10000 0.12 0.01 0.80

SN 30 Relu 18 Relu 20 Relu 10000 0.11 0.01 0.80
256 Relu 512 Relu 1024 Relu 48000 0.11 0.01 0.79

16 Relu 18 Relu 20 Relu 7000 0.13 0.02 0.74

GK: Gizli katman, NS: Néron Sayisi, AF: Aktivasyon Fonksiyonu, 1: Iterasyon

Tablo 3’de, enerji endiistrisi sektoriine ait {i¢ farkli sera gazi igin olusturulan CKA agina ait bulgular yer almaktadir. Buna gore,
CH4 ,N20 ve CO; gazlarina ait en iyi CKA modellerinin R? degerleri sirastyla 0.92, 0.86 ve 0.93 olarak elde edilmistir.
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Tablo 3. Enerji endustrisi sektdrli emisyon verileri igin kurulan ag bilgileri ve elde edilen performans degerlendirme dlgiitleri

GK1 GK2 GK3 i MAE MSE R?
NS AF NS AF NS AF

6 Sigmoid 4 Sigmoid 2 Sigmoid 10000 0.07 0.007 0.92

90 Sigmoid 90 Relu 95 Relu 1000 0.07 0.007 0.91

é' 16 Sigmoid 8 Sigmoid 4 Sigmoid 12000 0.07 0.008 0.91
100 Relu 80 Relu 80 Relu 7000 0.07 0.009 0.90

6 Sigmoid Sigmoid 14 Sigmoid 12000 0.1 0.014 0.84

12 Sigmoid Sigmoid 4 Sigmoid 12000 0.10 0.01 0.86

36 Sigmoid 16 Sigmoid 6 Sigmoid 20000 0.10 0.01 0.84

2. 16 Relu 8 Relu 4 Relu 8000 0.10 0.01 0.83
48 Sigmoid 24 Sigmoid 4 Sigmoid 24000 0.11 0.01 0.82

10 Relu 8 Relu 4 Relu 6000 0.11 0.01 0.81

16 Sigmoid 8 Sigmoid 4 Sigmoid 12000 0.07 0.006 0.93

16 Sigmoid 8 Sigmoid 4 Sigmoid 16000 0.06 0.005 0.92

SN 16 Sigmoid 8 Relu 4 Sigmoid 18000 0.06 0.005 0.92
50 Sigmoid 55 Relu 90 Relu 1000 0.09 0.01 0.86

100 Relu 90 Relu 90 Relu 2000 0.10 0.01 0.81

GK: Gizli katman, NS: Néron Sayisi, AF: Aktivasyon Fonksiyonu, i: iterasyon

Tablo 4°de, yerlesim sektoriine ait ti¢ farkli sera gazi i¢in olusturulan CKA agina ait bulgular yer almaktadir. Buna gore CHsa,
N,O ve CO; gazlarma ait en iyi CKA modellerinin R? degerleri sirasiyla 0.73, 0.68 ve 0.91 olarak elde edilmistir.

Tablo 4. Yerlesim sektoriine ait Emisyon verileri i¢in kurulan ag bilgileri ve elde edilen performans degerlendirme 6lgiitleri

GK1 GK 2 GK3 i MAE MSE R?
NS AF NS AF NS AF

64 Relu 128 Relu 256 Relu 48000 0.16 0.04 0.73

10 Relu 16 Relu 20 Relu 10000 0.16 0.04 0.72

E:j 20 Sigmoid 20 Sigmoid 20 Sigmoid 120000 0.18 0.05 0.71
64 Relu 128 Relu 256 Relu 48000 0.16 0.04 0.71

100 Sigmoid 100 Sigmoid 100 Sigmoid 24000 0.18 0.05 0.70

16 sigmoid 18 sigmoid 20 sigmoid 18000 0.10 0.02 0.68

60 sigmoid 30 sigmoid 15 sigmoid 18000 0.10 0.02 0.66

2 10 sigmoid 12 sigmoid 16 sigmoid 12000 0.10 0.02 0.65
= 12 sigmoid 14 sigmoid 16 sigmoid 12000 0.11 0.02 0.63
24 Relu 18 Relu 12 Sigmoid 9000 0.09 0.02 0.63

8 Sigmoid 10 Sigmoid 14 Sigmoid 4000 0.10 0.01 0.91

10 Sigmoid 12 Sigmoid 16 Sigmoid 10000 0.10 0.01 0.90

SN 10 Relu 12 Relu 16 Relu 10000 0.10 0.01 0.90
6 Sigmoid 8 Sigmoid 10 Sigmoid 3000 0.12 0.02 0.85

10 Relu 20 Relu 16 Sigmoid 10000 0.12 0.02 0.84

GK: Gizli katman, NS: Néron Sayisi, AF: Aktivasyon Fonksiyonu, i: iterasyon

Tablo 5°de ise, ulagim sektoriine ait li¢ farkli sera gazi i¢in olusturulan CKA agma ait bulgular yer almaktadir. Buna gére, CHa ,
N2O ve CO; gazlarina ait en iyi CKA modellerinin R? degerleri sirastyla 0.95, 0.80 ve 0.91 olarak elde edilmistir.
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Tablo 5. Ulagim sektoriine ait Emisyon verileri i¢in kurulan ag bilgileri ve elde edilen performans degerlendirme 6lgiitleri

GK1 GK2 GK3 i MAE MSE R?
NS AF NS AF NS AF
16 Sigmoid 18 Sigmoid 20 Sigmoid 14000 0.05 0.003 0.95
60 Relu 100 Relu 100 Relu 10000 0.05 0.003 0.94
g 12 Sigmoid 8 Sigmoid 6 Sigmoid 14000 0.06 0.006 0.93
200 Relu 80 Sigmoid 150 Relu 12000 0.05 0.006 0.93
20 Sigmoid 15 Sigmoid 30 relu 4000 0.10 0.013 0.85
32 Sigmoid 64 Sigmoid 48 Sigmoid 24000 0.11 0.02 0.80
32 Sigmoid 64 Sigmoid 128 Sigmoid 24000 0.11 0.02 0.79
2\. 64 Sigmoid 64 Sigmoid 128 Sigmoid 24000 0.11 0.02 0.78
32 Sigmoid 64 Sigmoid 128 Sigmoid 14000 0.12 0.02 0.77
32 Sigmoid 64 Sigmoid 48 Sigmoid 30000 0.12 0.02 0.77
Sigmoid 8 Sigmoid 10 Sigmoid 24000 0.09 0.01 0.91
Sigmoid 8 Sigmoid 10 Sigmoid 18000 0.10 0.01 0.88
SN 10 Sigmoid 12 Sigmoid 15 Sigmoid 10000 0.10 0.01 0.86
16 Sigmoid 18 Sigmoid 20 Sigmoid 12000 0.10 0.01 0.86
6 Sigmoid 8 Sigmoid 15 Sigmoid 7000 0.11 0.02 0.84

GK: Gizli katman, NS: Néron Sayisi, AF: Aktivasyon Fonksiyonu, i: iterasyon

Tum sektorlere ait tim emisyon verileri igin elde edilen sonuglar dikkate alindiginda, en iyi R? tahmin peformansinin ortalama
9%90.1 degeri ile enerji endiistrisi sektorii deneylerinde elde edildigi goriilmektedir. Tiim emisyon degerleri igerisinde en yiiksek
R? tahmin peformansinin ise ortalama % 89 degeri ile CO; gazina ait oldugu belirlenmistir. Her bir gizli katman i¢in kullanilan
noron sayisi ve aktivasyon fonksiyonunun yani sira iterasyon sayisinin da farkli degerler verilerek gerceklestirilen deneylerde bu
parametrelerin aldig1 degerlerin agin performansi lizerine etkisi noktasinda net bir yorum yapilamamaktadir.

4.2. Topluluk 6grenme yontemleri i¢in gergeklestirilen deneylere ait bulgular

Bu ¢alismada popiiler topluluk 6grenme yontemleri olan RFR, ERTR ve XGR teknikleri kullanilarak gergeklestirilen deneyler
neticesinde elde edilen performans degerleri sirasiyla Sekil 3, 4 ve 5°de verilmistir. Sekil 3 incelendiginde iiretim, enerji
endiistrisi ve yerlesim sektoriine ait veriler icin en iyi R? performansi sirastyla 0.79, 0.93 ve 0.74 ortalama degerleri ile ERTR ile
elde edilmistir. Ulasim sektorii i¢in en iyi performans degeri ise 0.94 ortalama degeri ile RFR ile elde edilmistir.

Buna gore Sekil 3°deki R? degerlerinin kiyaslandig1 grafik incelendiginde, tiim sektérler ve sera gazlari i¢in Random forest,
Extra tree ve XGBoost regresyon tekniklerinin ortalama degerleri sirasiyla 0.77, 0.82 ve 0.76 olarak elde edilmistir.

12 = Uretim Sektorii Enerji EndUstrisi Sektori Yerlesim Sektori Ulasim sektori

0,88
0,85 0,84

08

o
3
N

0,55 0,57

R2degerleri

04

0,2

a
5
3

XGBoost Extra tree XGBoost XGBoost
CHA N20 co2

Sera Gazlan

Sekil 3. Tum sektortine ait emisyon verileri icin elde edilen R? degerleri
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Sekil 4 incelendiginde, tiim sektdrlere ait seragazi emisyon degerlerinin ortalama mutlak hata bakimmdan kiyaslamasi
gorilmektedir. Buna gore CH4 ve CO: igin enerji endiistrisi ve ulagim sektoriine ait modellerin daha diisiik hata degerine ulagtig
gorilmektedir. N2O igin ise enerji endiistrisi ve yerlesim sektorlerinde daha diisiik hata degerlerine ulagilmistir.

0,25 = Uretim Sektéri = Enerji Endustrisi Sektora Yerlesim Sektori Ulasim sektora

0,2

0,05

0 =
Random forest Extra tree XGBoost Random forest Extra tree XGBoost Random forest Extra tree XGBoost

CH4 N20 CO2
Sera Gazlari

Sekil 4. Tiim sektoriine ait emisyon verileri i¢in elde edilen MAE degerleri

Sekil 5°deki grafik Sekil 4’den farkli olarak tiim sektorlere ait seragazi emisyon degerlerinin ortalama kare hata bakimindan
kiyaslamasi goriilmektedir. Buna gore tretim sektoriine ait MAE degerlerinin daha yiiksek olmasi, diger sektorlere gore az da
olsa daha zayif bir tahmin performansi gdsterdigi yorumu yapilabilir.

& Uretim Sektéri = Enerji EndUstrisi Sektori Yerlesim Sektori Ulagim sektdr

015

o
o

0,094

MSE

o
=]
5

0,016

0,007
0,003

0,01 0,01
005 0,005

g — 1 BE= BE=

I
I

Random forest Extra tree XGBoost Random forest Extra tree XGBoost Random forest Extra tree

CHa N20 co2
Sera Gazlari

Sekil 5. Tiim sektoriine ait emisyon verileri i¢in elde edilen MSE degerleri

Tablo 6°da , 2020 yili icin CKA ve TOY iginde en iyi ortalama performansi gosteren ERTR algoritmasinin tahmin ettigi sera
gaz1 emisyon degerleri gorilmektedir. CKA igin sunulan degerler Tablo 2, 3, 4 ve 5’de en yiiksek performans degerine sahip
model kullanilarak elde edilmistir.

Tablo 6. 2020 yilina ait tahmin edilen sera gazi emisyon degerleri

Uretim (Gg) Enerji Endustrisi (Gg) Yerlesim (Gg) Ulagim (Gg)
CH, 45923 1.7531 95.813 14.1490
CKA N0 0.758 1.1382 1.1177 3.8472
o, 76397 124026.6 54132.3 72193.9
 CH, 5.4478 1.8211 116.102 16.8662
ETXrt;:‘ N,0 0.8644 0.0987 0.9596 3.8954
o, 83241 130855 56141.3 78128.6
Gg: Gigagram
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Tablo 7°de tiim modeler arasinda en iyi sonucu veren CKA modeli ile gelistirilen 2020 yilinda {iretim, enerji endiistrisi, yerlesim
ve ulasim sektorleri tarafindan dogaya salinacagi 6ngoriilen sera gazi emisyon degerlerinin, 1990-2014 yillar1 arasinda ortalama
salinim degerlerinden ne 6lgiide farklilik gosterdigi goriilmektedir. Tablo 7°deki c siitunlarina ait degerler 2020 yilindaki
emisyon degerlerinin yiizde kaglik bir degisim gosterdigini ifade etmektedir. Dort sektor arasinda sadece yerlesim sektoriine ait
tahmin degerlerinde gegmis 14 yillik doneme ait ortalamanin altinda sonuglar elde edildigi goriillmektedir.
Tablo 7. 1990-2014 yillar1 arast ortalama saliim ile 2020 yilina ait tahmin edilen sera gazi emisyon degerlerinin kiyaslanmasi
Uretim (Gg) Enerji Endiistrisi (Gg) Yerlesim (Gg) Ulasim (Gg)
a b c a b c a b c a b c
CH, 3.3082 45923 388 10679 1.7531 64.1 12055 95.813 -20.5 8.5822 141490 64.8
N,O 05390 0.758 406 0.7065 1.1382 61.1 12352 11177 -95 26496 3.8472 451

CO, 58956 76397 295 74939 124026.6 65.5 33123 541323 634 40535 721939 78.1

a: 1990-2014 yillar1 arasinda ortalama salinim degerleri  b: 2020 yilina ait tahmin edilen salinim degeri c¢: Degisim (%)

5. Sonug ve Oneriler

Kiiresel 1sinmanin olumsuz etkileri artik giiniimiizde yasanmaya baslanmis ve bir ¢ok tilke kiiresel 1sinmaya sebep olan sera
gazlarma ait emisyon degerlerinin diigiiriilmesi i¢in baz1 6nlemler almaya basglamistir. Bir ¢ok sektor sera gazi kaynakl yiksek
emisyon degerleri bakimindan kiiresel 1sinmaya tesir etmektedir. Ulkelerin sera gazi salinimlarinin gelecek donemler igin tahmin
edilmesi gerekli onlemlerin erken alinmasi bakimindan 6nemlidir. Literatiir aragtirmalarinda farkli tahmin modelleri ile iilke
bazinda emisyon degeri tahminine doniik ¢alismalar yiiriitildigii gorilmektedir.

Bu calismada Tiirkiye’deki {iretim, enerji endiistrisi, yerlesim ve ulasim sektorlerine ait 1990-2014 yillar1 arasindaki sera gazi
emisyon degerleri kullanilarak yapay sinir ag1 modellerinden olan CKA ve topluluk 6grenme yontemlerinden olan ERTR, RFR
ve XGR algoritmalar1 kullanilarak en iyi tahmin modelini olusturmak i¢in ¢esitli deneyler gerceklestirilmistir. Calismanin en
onemli kisit1 bazi sera gazi emisyon degerlerinin veri setinde yer almamasi sebebiyle tiim sektorlerin ve sera gazi tiirlerinin
calismaya dahil edilememesidir. Olusturulan model ile bu sektorler tarafindan dogaya salinimi yapilan CHs ,N>O ve CO;
gazlarmin 2020 yilina ait degerleri tahmin edilmistir. Avrupa Cevre Ajansindan elde edilen veriler 6n isleme asamasindan
gecirildikten sonra normalizasyon islemine tabi tutulmustur. CKA aginin olusturulmasi igin katman sayisi, her bir katmana ait
noron sayist ve aktivasyon fonksiyonlart gibi parametrelerin aldigi degerler dongiisel olarak degistirilerek birgok deneme
gerceklestirilmigtir. Sigmoid ve Relu aktivasyon fonksiyonlart kullanilarak, néron sayist olarak 2 ile 200 arasinda degisen 30
farkli deger icin agin egitim calismalar1 gerceklestirilmistir. Kurulan CKA modellerinin performansi ise MAE, MSE ve R?
degerleri ile degerlendirilmistir. Ug farkli sera gaz1 igin kurulan modeller incelendiginde elde edilen en yiiksek R? degeri iiretim,
enerji endistrisi, yerlesim ve ulasim sektorleri igin sirasiyla 0.86, 0.93, 0.91 ve 0.95 olarak bulunmustur.

Calismada gerceklestirilen TOY’e dayanan algoritmalar da ise ortalama R? degerleri bakimindan en iyi performanst ERTR
algoritmas ile kurulan model saglamistir. Hem CKA hem de TOY yontemleri ile elde edilen performans bakimindan ise en iyi
performans CKA tabanli model ile elde edilmistir.

2020 yilinda bu sektorler tarafindan dogaya salinacagi ongoriilen sera gazi emisyon degerleri incelendiginde, 14 yillik gegmis
donemi kapsayan salinim degerlerinin ortalamalari ile dnemli farkliliklar oldugu goriilmektedir. Buna gore 14 yillik gecmis
déneme oranla tiretim sektorii alaninda ortalama % 36, enerji endstrisi sektériinde % 64 ve ulasim sektériinde % 63 oraninda
bir artis Ongodriilmektedir. Yerlesim sektoriinde ise N2O ve CH4 gazlarinin saliniminda 2020 yili i¢in tahmin edilen degerde, 14
yillik gegmis déneme oranla ortalama %15’lik bir diisiis goriilmektedir. Bu disiisiin nedeni olarak yerlesim sektdriinde son
yillarda konutlarda dogalgaz kullaniminin artiginin etkili oldugu diisiniilmektedir.

Gergeklestirilen ¢aligma ile ortaya koyulan tahmin modellerinin Tiirkiye 6zelinde sera gazi emisyonlart i¢in alinacak dnlemler
bakimindan 6nemli oldugu diisiiniilmektedir. Caligmada kullandigimiz veri seti 1990-2014 yillar1 arasindaki sera gazi emisyon
degerlerini igermektedir. Tahmin modellerinin kuruldugu c¢alismalarda o6zellikle zaman serisi temelli uygulamalarda veri
araliginin ¢ok olmasi daha iyi performans sonuglar1 alinmasini saglamaktadir. Bu sebeple bu tiir ¢alismalarin performansinin
daha da yiiksek olabilmesi i¢in giincel verilere ulasim olduk¢a 6nemlidir. Bu ¢aligmada kullanilan makine 6grenmesi teknikleri
ayrica zaman serisine dayali teknikler ya da recurrent aglar kullanilarak da gergeklestirilebilir. Yapilacak sonraki ¢aligmalarda
farkl1 sektorler ve sera gazi tiirleri i¢in zaman serisine ve recurrent aglarina dayali yeni ¢aligmalara odaklanilabilir.
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