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Oz

Gundmduzde borsalar gozde bir dinamik yatirim aracidir. Ancak bu dinamik yatirim aract ayni zamanda iilkenin i¢inde bulundugu
durumdan, siyasetten, iilkeler arasi izlenen politikalardan ve iilkenin sanayisinden bilyiik oranda etkilenmektedir. Biitiin bu risklere
karsin yatirimini bu alanda yapmak isteyen yatirimcilar belli tahminlerde bulunmaktadirlar. Bu tahmin de ge¢mis verilerden
faydalanarak yapilmaktadir. Bunun nedeni olaganiistii durumlar disinda borsa hareketlerinin biiyiilk oranda tahmin
edilebilirligindendir. Tahminlerin daha tutarli olmasi igin bazi tahmin sistemleri kurulabilir. Bu sistemlerde geleneksel tahmin
yontemlerinin yani sira yapay zeka yontemleri de kullanilmaya baglanmistir. Yapilan tahmin sistemlerinde yapay zeka yontemlerinin
geleneksel tahmin yontemlerinden daha iyi sonuglar verdigi gozlemlenmistir. Bunun nedeni yapay zeka yontemlerinin bir hafizasi
olmasidir. Bu ¢alisgmada makine 6grenmesi yontemlerinden Polinom Regresyon ve Random Forest Regresyon ve derin 6grenme
yontemlerinden ise Tekrarlayan Sinir Aglar1 (RNN) ve Uzun-Kisa Siireli Bellek (LSTM) yontemleri kullanilmustir. Elde edilen
sonuglara gore en iyi sonucu Random Forest Regresyon modeli, en kotii sonucu ise Polinom Regresyon modeli vermistir.

Anahtar Kelimeler
“Hisse senedi fiyat tahmini, Polinom regresyon, Random forest regresyon, Tekrarlayan sinir agi, Uzun-kisa siireli bellek ”

Abstract

Today, stock markets are a favorite dynamic investment method. However, this dynamic investment method is also greatly
influenced by the situation in the country, politics, policies pursued across countries and the industry of the country. Despite all these
risks, investors who want to invest in this area make certain predictions. This estimate is made by making use of historical data. The
reason for this is that the stock market movements are highly predictable except for extraordinary situations. Prediction systems can
be created to make the forecasts more consistent. These systems have started to use artificial intelligence methods as well as
traditional forecasting methods. It has been observed that artificial intelligence methods give better results than traditional prediction
methods. This is because it has a memory of artificial intelligence methods. In this study, Polynomial Regression and Random Forest
Regression from machine learning methods and Recurrent Neural Networks (RNN) and Long-Short Term Memory (LSTM) from
deep learning methods were used. According to the results obtained, the Random Forest Regression model was given the best result
and the Polynomial Regression model was given the worst result.
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1. Giris

Guniumizde finansal zaman serileri ile ilgili dogru gelecek deger tahminleri yapabilmek yatirimcilar igin son derece énemlidir. Ozellikle
borsalar bireysel ve kurumsal yatirimcilar igin énemli bir kazang kapisi halini almistir. insanlar buradan kazang elde etmek icin belli
riskleri alarak hisse senedi alim satimlarina karar verir ve kir elde etmeye ¢aligirlar. Yatirim kararlarinin en dogru sekilde verilmesi
riski azaltacagindan ve kar elde etme olanagmni artiracagindan 6nemlidir. Kararlar1 vermek i¢in hisse senetlerinin ge¢cmigteki
degerlerinin durumuna bakilir ve bu degerlerden gelecek degerleri tahmin edilir. Burada ge¢cmis degerlerden faydalanilmasinin nedeni
borsa hareketlerinin olaganiistii durumlar diginda 6ngdriilebilir olmasidir. Hisse senedi fiyatlarinin anlik olarak degisen yapisi nedeniyle
fiyatlardaki degisimin tutarli tahmin edilebilmesi i¢in tahmin sistemleri gelistirilmesi yatirimcilarin dogru kararlar verebilmelerini
saglayacaktir (Ozer vd., 2017; Baek&Kim, 2018; Sakarya& Yilmaz, 2019).

Yatirimceilar hisse senedi yatirim kararlarini verirken iki tir analizden faydalanabilirler. Bunlardan biri hisse senetlerinin gercek
degerlerini, tlkenin politik durumunu, sanayinin ve ekonominin performans gostergelerini kapsayan temel analizdir. Digeri ise ge¢mis
degerleri ve islem hacimleri gibi piyasa hareketlerini baz alarak hisse senetlerinin degerlendirilmesi amaciyla kullanilan teknik
analizdir. Teknik analizlerde amag gergek verilerin tahmini degildir. Bunun yerine gelecekte miimkin olabilecek davranis kaliplari ve
egilimleri hisse senedi grafikleri yardimiyla tahmin edebilmektir. Bunun nedeni hisse senetlerinin politik degisimler, yatirimet
hareketleri ve ekonominin genel durumlari gibi birgok faktérden 6nemli derecede etkilenmesidir (Pabugcu, 2019; Raso&Demirci,
2019).

Bu tahmin sistemleri i¢in daha 6nceden kullanilan geleneksel yontemlerin disinda yapay zeka yontemleri de kullanilmaya baslanmistir
ve yapay zeka yontemlerinin kullanim orami geleneksel yontemlere gore ¢ok daha fazladir. Yapay zekanin gelismis hesaplama
yeteneklerine sahip olmasindan dolay1 dogrusal olmayan tahmin problemlerinde daha verimli sonuglar verdigi kanitlanmigtir. Bunun
nedeni yapay zekanin ayni insan beyni gibi bir hafizasinin olmasidir. Bagka bir deyisle gegmis verilerden tahmin igin kullanilacak
bilgilerin se¢imini yapabilme yeteneginin var olmasidir. Yapay zekanin igindeki yontemler hafiza yapilari, kullanilabilecek katman
sayilar1 ve kullanildig1 alanlar olarak farklilik gosterir (Kutlu&Badur, 2009; Vijh vd., 2020).

Bu caligmada Eregli Demir ve Celik Fabrikalar1 T. A. S.’nin 01.01.2014-01.06.2020 tarihleri arasindaki giinler i¢in hisse senedi
fiyatlarinin kapanig degerlerinden yararlanarak tahmin iglemi yapilmigtir. Bunun i¢in makine dgrenmesi yontemlerinden Polinom
Regresyon modeli ve Random Forest Regresyon modeli, derin 6grenme yonteminden ise RNN ve LSTM yontemleri Python 3.7
programlama dili yardimiyla Spyder (Anaconda3) editérinde uygulanmistir. Kullanilan bu 4 yontemin sonuglarina gére aralarindan
hisse senedi fiyat tahmininde kullanilabilecek en iyi yontemin bulunmasi amaglanmisgtir.

Caligmanin bu asamadan sonraki boliimleri; benzer ¢alismalardan 6rneklerin verildigi ikinci boliim, ¢alismada kullanilan veri seti ve
¢oziim yontemlerinin anlatildig1 G¢ilincli bolim, uygulamanin verildigi dérdiincii boliim, uygulamanin istatistik analizinin yapildigi
besinci boliim ve sonug ve bulgularin verildigi altinei béliimden olusmaktadir.

2. Literatiir Taramasi

Borsa hareketleri i¢in yatirnmeilarin ihtiya¢ duydugu tahmin yontemleri olarak kullanilan geleneksel yontemlerden ve yapay zeka
modellerini igeren ¢alismalardan bu boliimde bahsedilmistir. Calismalara bakildiginda yapay zeka yodntemlerinin geleneksel
yoéntemlerden daha dogru sonuglara ulastirdigi goriilmiistiir.

Bahadir (2008) borsa gelecek deger tahmin galismasinda Bayes teoremini ve yapay sinir aglarni (YSA) kullanmigtir. Caligmada New
York Borsas1 (NYSE) biinyesinde bulunan ETF’ler incelenmigtir. Calismay1 gerceklestirmek icin iki yontem kullanilmigtir. Birinci
yontem belirli bir uzmanlik alanindaki kisilerden derlenen bilgilerle Bayes karar modeli {izerine bir uzman sistem modeli olusturmaktir.
Teknik analiz yontemleriyle veriler test edilmis ve en iyi sonucu bulmak igin kurallar belirlenmistir. Ikinci yontem olan YSA modelinde
ise NeuroDimension firmasinin NeuroSolutions programi birden fazla agla ve birgok parametre ile ¢oztiimii ger¢eklestirip en iyi sonucu
bulani tespit etmek amaclanmistir. Sonucunda yapay sinir aglarinin uzman sisteme gore daha basarili sonuglar verdigi gdzlemlenmistir.
Kutlu & Badur (2009) tarafindan Istanbul Menkul Kiymetler Borsasi (IMKB) 100 Endeksi igin yapilan tahmin galismasinda YSA
kullanilmistir. Test sonuglarindan elde edilen bilgiler basit hareketli ortalamalar yontemiyle kiyaslanmistir. Calismanin sonucunda elde
edilen kurallara gére YSA’nin bu konuda {imit verici oldugunu séylemislerdir. Morali (2011) IMKB 100 Endeksi ile altin fiyatlar1, faiz
orani, bankalar arasi ¢ift tarafli iglem miktar1 ve USD giinlilk kapanis degerleri gibi piyasa degiskenlerini kullanarak modellemeler
yapmistir. Bu tahmin modellerini zaman serileri i¢in Biitiinlesik Otoregresif Hareketli Ortalama (Autoregressive Moving Average
Model-ARMA), niimerik arama modelleri i¢in Newton yontemini ve YSA yontemlerinden de Geri Yayilim algoritmasint kullanarak
gergeklestirmistir. Bu {i¢ yontemle yapilan tahminlerin hata degerleri bulunmus ve korelasyon analizleri yapilmistir. Bunlarin
sonucunda hata degeri en az ve korelasyon degeri en yiiksek ¢ikan tahmin yontemi YSA olmustur. Caliskan & Deniz (2015) tarafindan
Borsa Istanbul (BIST) 30°daki hisse senetleri icin YSA ile giinliik tahmin yapilmistir. Yapilan tahminlerin Ortalama Mutlak Hatas1
(MAE) ve Ortalama Mutlak Yuizde Hatas1 (MAPE) bulunmustur. Tahminlerin basar1 oran1 %58 olarak bulunup YSA’nin genel anlamda
BIST 30 tahminlerinde bulunabilecegi sonucu ¢ikartilmistir. Ozer vd. (2018) gelismekte olan 4 ve gelismis olan 4 olmak iizere 8
Ulkenin hisse senetlerinin haftalik kapanig degerlerini kullanarak bulanik mantik ve YSA yontemleriyle tahminde bulunup aralarindan
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en iyi sonucu veren yontemi bulmay1 amaglamiglardir. Bu ¢alismada iki yontemin de yakin sonuglar verdigi gozlemlenmistir. Day1
(2018) IMKB’de islem goren imalat sirketlerinin 1991-2010 yillar1 arasindaki hisse senedi verilerini kullanarak statik ve dinamik YSA
yontemleriyle tahminler yapmis ve gercek degerleriyle karsilastirmstir. ki YSA tiiriiniin de kabul edilebilir basarida sonuglar verdigi
ancak statik YSA’nin dinamik YSA’dan daha iyi sonuglar verdigi gozlemlenmistir. Hiransha vd. (2018) calismalarinda Cok Katmanl
Algilayicilar (Multilayer Perceptron-MLP), RNN, LSTM ve Evrisimsel Sinir Aglar1 (Convolutional Neural Network-CNN)
yontemlerini kullanmiglardir. Hindistan Ulusal Borsasi (NSE) ve NYSE’nin giinliikk kapanig fiyatlar1 tahmin edilmigtir. Tahmin
sonuglari karsilagtirildiginda CNN’in diger yontemlere gore daha iyi bir sonug verdigi goriilmiistir. Baek & Kim (2018) ge¢mis
verilerle tahmin verileri arasindaki asir1 uyumu Onlemek ve deger tahmini yapabilmek igin iki modiilli bir LSTM yaklagimm
sunmuslardir. Veri olarak S&P 500 (ABD Borsa Endeksi) ve Kore Birlesik Hisse Senedi Fiyat Endeksi 200 (KOSPI 200) kullanilmigtir.
Calismanin sonucunda yeni modelin tahmin sonug¢larinin ¢ok iyi bir diizeyde oldugunu ortaya koymuslardir. Kim & Won (2018)
Otoregresif Kosullu Degisken varyans (GARCH) ve LSTM yontemlerini birlestirerek yeni bir yaklasim sunmuslardir. Olusturduklart
yeni yaklagimi Kullanarak KOSPI 200 endeks verilerinin {izerinde uygulama yapmislardir. Bunun yaninda GARCH, tistel GARCH,
Ustel Agirhikli Hareketli Ortalama, Derin Ileri Beslemeli Sinir Ag1 (Deep Feedforward Network-DFN) ve LSTM yéntemlerini de
uygulayip analizlerini yapip mevcut metodolojiyle yeni yaklagimlarint kargilagtirmislardir. Sonucunda ortaya koyduklari yeni
yaklagimin iyi bir sonug verdigi gbézlemlenmistir. Sakarya & Yilmaz (2019) BIST 30 endeksinin tahmini i¢in belli degiskenler
kullanarak bu c¢aligmay1 gergeklestirmistir. Verilere, verilerdeki giiriiltiileri temizlemek i¢in Oncelikle Dalgacik Doniistimi
uygulanmistir. Bu islemin ¢iktilarina ve degiskenlere denetimsiz egitilmis y1gin otokodlayicilar uygulanmistir. Bu asamanin ¢iktilarina
ise LSTM uygulanmistir. Calisma sonucunda tahminlerin %80 oraninda dogru sonug¢ verdigi gozlemlenmistir. Pabuccu (2019)
caligmasinda BIST 100 endeksinin tahmini igcin YSA, Destek Vektér Makineleri (Support Vector Machine-SVM) ve Navie Bayes
olmak Uzere (¢ farkli makine 6grenmesi yontemi kullanmistir. Calisma sonunda bu {i¢ yontemin performanslari degerlendirilmis ve
ti¢liniin de sonucu birbirine ¢ok yakin olmakla birlikte en iyi sonucu YSA modelinin verdigi gozlemlenmistir. Kantar (2019) BIST 100
endeksinin 2009-2019 tarihleri arasindaki aylik verilerini kullanarak ARMA ve YSA ile tahmin yapmstir. Burada bagimli degisken
olarak BIST100 ve bagimsiz degiskenler ise makroekonomik degiskenler olarak belirlenmistir. Calisma sonucunda YSA modelinin
ARMA modelinden ¢ok daha iyi bir sonug verdigi ortaya konulmustur. Aksehir & Kilig¢ (2019) Coklu Lineer Regresyon (Multiple
Linear Regression-MLR), Karar Agaglar1 (Decision Tree) ve Random Forest yontemlerini kullanarak banka hisse senetlerinin fiyatlari
ile ilgili tahmin ¢alismas1 yapmuslardir. Calisma sonucunda ii¢ yontemin de sonuglari birbirine yakin ve kullanilabilir durumda
cikmigtir. Cmaroglu & Avci (2020) Tirk Hava Yollar1 sirketinin 2015-2018 yillar1 arasindaki BIST 100 ve BIST Ulastirma
endekslerini, petrol ve dolar fiyatlarini1 girdi olarak kullanarak giinliik hisse senedi degerlerini YSA ile tahmin etmisledir. Caligmanin
sonunda YSA tahminlerinin gergek degerlere ¢ok yakin oldugu goriilmiistiir. Alhnaity & Abbod (2020) ¢alismalarinda FTSE 100
(Londra Borsa endeksi), S&P 500 ve Nikkei 225 (Tokyo Mekul Kiymetler Borsas1 endeksi) endekslerinin gelecek giin borsa kapanis
degerlerini bulmay1 amaglamiglardir. Destek Vektdr Regresyon (Support Vector Regression-SVR), Ensemble Ampirik Mod Ayristirma
(Ensemble Emprical Mode Decomposition-EEMD), Genetik Algoritma (Genetic Algorithm-GA), RNN, Geriye Yayilimli Sinir Aglari
(Backpropagation Neural Network-BPNN) ve Agirlik Ortalamasi (Weight Average-WA) yontemlerine dayal i¢ asamali yeni bir hibrit
model gelistirmislerdir. Yeni yaklagimi olusturan her yontemle ayri ayri tahmin islemi yapilip yeni yaklasimin sonuglariyla
kargilastirilmistir. Yeni yaklagimin sonuglarinin diger yontemlerin sonuglarina gére daha kesin sonuglar verdigi gézlemlenmistir. Vijh
vd. (2020) birbirinden farkl sektorlerde faaliyet gosteren bes sirketin bir sonraki glin borsa kapanis fiyatin1 tahmin etmek igin YSA ve
Random Forest yontemlerini kullanmiglardir. Girdi olarak borsa agilis fiyat degerleri, giin i¢indeki en yiiksek degerler, gun igindeki en
disiik degerler ve borsa kapanig degerleri kullanilmigtir. Tahminlerin dogrulugunu analiz etmek i¢in Ortalama Karekok Hata (RMSE)
ve MAPE metrikleri kullanilmistir. Metrik hesaplama sonuglarinin diisiik degerler oldugu, bu nedenle de YSA ve Random Forest
yontemlerinin hisse senedi kapanis fiyatlarin1 tahmin etmeye uygun yontemler oldugu goriilmiistiir.

3. Materyal ve Metot

Bu béliimde ¢aligma igerisinde kullanilan veri seti, yontemler ve bu ydntemleri uygulamak i¢in Python 3.7 programlama dilinde
yararlanilan kiitiiphanelerin/yardimei paketlerin uygulamada kullanim agamalart anlatilmistir. Bu ¢alismada Python 3.7 programlama
dilinin kullanilmasimin nedeni, bu programin i¢inde bulunan kitliphaneler/yardimci paketler ile yapay zeka problemlerinin ¢ézimi
icin gerekli adimlarin uygulanmasinda kolaylik saglamasidir. Veriler {izerindeki iglemlerin ve kontrol edilebilirligin kolay olmasi
nedeniyle veritabani olarak Excel 2013 kullanilmigtir.

3.1. Veri Seti

Bu ¢aligmada kullanilan veri seti bagimsiz degisken olarak giinlerden ve bagimli degisken olarak Eregli Demir ve Celik Fabrikalar
T.A.S.’nin 01.01.2014 - 01.06.2020 tarihleri arasindaki hisse senedi fiyatlarinin borsa kapanis degerlerinden olugmaktadir. Veriler
https://tr.investing.com/ adresinden alinmustir. Toplam veri sayisi belirtilen tarihler arasindaki hafta sonralarinda ve diger tatil
giinlerinde borsanin kapali olmasi nedeniyle 1619 adettir. Veri setinden ilk 5 ve son 5 veri olmak iizere toplam 10 veri Tablo 1’de
ornek olarak gosterilmistir. Tablo 2’de ise veri setindeki degiskenler ve bunlarin araliklari verilmistir. Veriler Sekil 1’de grafik olarak
gorsellestirilmistir.
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Tablo 1. Veri Setinden Ornek Degerler

Ginler Hisse Senedi Kapams Fiyatlar

1 1.48
2 1.45
3 1.47
4 15
5 151

1615 8.06

1616 8.15

1617 8.11

1618 8.05

1619 8.13

Tablo 2. Veri Setindeki Degiskenlerin Deger Araliklar

Veri Seti Degiskenleri Araliklar
Alt Deger Ust Deger
Gunler 1 1619
Hisse Senedi Kapanis Fiyatlari 1.37 10.32

Gunler-Hisse Senedi Fiyatlari Grafigi

el Hisse Senedi Fiyat Degerleri

Hisse Senedi Fiyatlan

T T T T T T T T
0 200 400 600 800 1000 1200 1400 1600
Gunler

Sekil 1. Ginler-Hisse Senedi Fiyatlar1 Grafigi

3.2. Makine Ogrenmesi

Makine 6grenmesi, matematik ve istatistik biliminden yararlanarak verilerin iizerinde yapilan iglemlerden g¢ikarimlarda bulunarak
tahminler yapan sistemlerin bilgisayarlarla modellenmesidir. Model, mevcut veri seti ve kullanilan algoritmayla olusturulur. Makine
ogrenmesi, modellerden maksimum performansi elde etmek iizere kullanilir ve 6grenme tiirleri ti¢ gruba ayrilir. Bunlar:

e Gozetimli Ogrenme (Supervised Learning) : Bu 6grenme seklinde girdiler ve ¢iktilar arasinda esleme yapan fonksiyon regresyon
veya siniflandirma yontemleriyle olusturulur. Egitim verileri hem girdileri hem de ¢iktilari igerir.

e Gozetimsiz Ogrenme (Unsupervised Learning) : Bu 6grenme yonteminde bilinmeyen bir yap1 tahmin edilir. Giris verisinin smifi
belirsizdir.
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e Takviyeli Ogreme (Reinforcement Learning) : Bu dgrenme sekli girdilerin gevreleriyle etkileserek 6diil denilen geri bildirimlerini
maksimum seviyeye ¢ikarip en uygun hareket tarzini bulmay1 amaglar bu yoniiyle diger 6grenim tiirlerinden farklidir (Safak, 2017).

Bu ¢alismada goézetimli 6grenme yontemlerinden Polinom Regresyon modeli ve Random Forest Regresyon modeli veriler Uzerinde
uygulanmustir.

3.2.1. Polinom regresyon modeli

Gergek hayat problemlerinde lineer ve ¢oklu lineer regresyonda oldugu gibi bagimli ve bagimsiz degiskenler arasinda dogrusal bir iligki
olmayabilir. Boyle durumlarda lineer regresyon cesitleri gibi dogrusal olmayan ve derecesinde degisiklikler yapilarak verilere en uygun
hale getirilebilecek regresyon modellerinden birisi Polinom Regresyon modelidir. Sekil 1°de verilen grafikte verilerin egrisel olarak

degistigi gozlemlenmistir. Bu nedenle ¢alismada kullanilan veriler igin Polinom Regresyon modelinin uygun oldugu goriilmiistiir.

Polinom Regresyonla tahmin yontemi Python 3.7 programlama dilinde Pandas, Numpy, SciKit-Learn, ve Matplotlib kuttiphanelerini
kullanarak gerceklestirilmistir. Adimlari su sekildedir:

e Adim 1-Verilerin okunmasi: Veritabaninda bulunan veriler Pandas kiitiiphanesi yardimiyla okunup bir degiskene atanir.

e Adim 2- Verilerin dizenlenmesi: Veri setinin i¢inden kullanilacak 6zellikler siitun olarak degiskenlere atanir ve olusturulmus her
degisken Numpy kutuphanesi ile iki boyutlu hale getirilir. G6zlem verileri Matplotlib kituphanesindeki grafik 6zelligi kullanilarak
bir grafik tzerinde gosterilir.

e Adim 3- Verilerin 6n hazirhgmin yapilmasi: SciKit-Learn kiitiiphanesinden kullanilan Preprocessing modiiliiyle tahmini yapilacak
verilerden bagimsiz degiskene polinom dzellikleri kazandirilir. Burada yeni yapilandirilacak polinom degerlerinin kaginct dereceden
bir polinom olacaginin bilgisi verilir.

e Adim 4- Tahmin isleminin yapilmasi: SciKit-Learn kitlphanesinden tahmin igin Linear_model modiilinden LinearRegression
smift eklenir. Tahmin islemi bagimsiz degiskenin 6n hazirliktan ge¢mis haliyle lineer regresyon modeliyle yapilir. Tahmin
degerlerinin olusturdugu fonksiyon gézlem degerlerinin bulundugu grafige Matplotlib kiitiiphanesi yardimiyla yerlestirilir.

3.2.2. Random forest regresyon modeli

Random Forest modeli hem simiflandirma hem de regresyon problemlerinde kullanilabilen bir makine 6grenmesi yontemidir. Random
Forest Regresyon modelinin ¢aligma mantig1 karar agaclar1 yapisina benzer. Veri seti rassal olarak kiiciik parcalara ayrilip karar
agaclarini olusturur. Tahminleme agamasinda ise veri setinden olusmus karar agaglarinin tahminlerinin ortalamasi alinir. Bu ¢alismada
Random Forest Regresyon modelinin kullanilmasinin nedeni, bu modelin egitim sirasinda kullanilan ge¢mis verileri ezberleme
(overfitting) sorununun biyik oranda 6niine ge¢mis olmasi, veri tiiriiniin zaman serisi seklinde olmasi ve basarili sonuglar veren bir
yontem olmasidir (Aksehir&Kilig, 2019).

Random forest regresyonla tahmin yontemi Python 3.7 programlama dilinde Pandas, Numpy, SciKit-Learn ve Matplotlib
kiitiiphanelerini kullanarak gergeklestirilmistir. Adimlari su sekildedir:

e Adim 1-Verilerin okunmasi: Veritabaninda bulunan veriler Pandas kiitiiphanesi yardimiyla okunup bir degiskene atanir.

e Adim 2- Verilerin diizenlenmesi: Veri setinin iginden kullanilacak 6zellikler siitun olarak degiskenlere atanir ve olusturulmus her
degisken Numpy kutuphanesi ile iki boyutlu hale getirilir. G6zlem verileri Matplotlib kituphanesindeki grafik 6zelligi kullanilarak
bir grafik tzerinde gosterilir.

e Adim 3- Random Forest algoritmasinin olusturulmasi: SciKit-Learn kiitiiphanesinin farkli ya da ayni algoritmalar1 tekrar tekrar
gerceklestiren Ensemble modellerinden RandomForestRegressor sinifi segilir. Burada olusturulmasi istenilen agag sayist ve
algoritmanin ayni degerlerle her ¢alistiginda farkli sonuglar ortaya ¢ikarmasini engelleyen bir rastgelelik durum degiskeni verilir.
Bu smif bir degigskene atanir. Bagimli ve bagimsiz degiskenler sinifin atandigi degiskene fit edilir.

e Adim 4- Tahmin isleminin yapilmasi ve grafik tizerinde gosterilmesi: Tahmin iglemi RandomForestRegressor sinifinin atandigi
degiskendeki yatay eksende yer alan giinlere gore tahmin edilir. Gozlem degerleri ve tahmin degerleri Matplotlib kittiphanesi
yardimiyla grafikte gosterilir.

3.3. Derin Ogrenme

Derin &grenme, sinir aglar1 algoritmalarindan digerlerine gore daha yeni olan bir tiirdiir ve derin sinir aglarini egitir. Makine
ogrenmesinin alt dallarindan biridir. Bir ya da daha fazla girdisi olan, igerisinde ¢ok sayida katman bulunan ve en son bir ya da daha
fazla ¢iktist olan bir algoritmadir. Her katmanda kendisinden 6nceki bilgileri birlestirir ve bunlardan kompleks ve anlamli sonuglari
olan degerler iiretir. Bu yoniiyle diger sinir aglar1 algoritmalarindan daha tutarh ve gii¢liidiir. Derin 6grenme de makine 6grenmesinin
bir alt dali oldugundan ayn1 onun gibi denetimli ve denetimsiz 6grenme modellerine sahiptir. Derin 6grenme modelleri, kaynaklardaki
verilerin Ozelliklerini g6z oOniine alarak ve bunlar1 gizli katmanlarinda 6grenerek farkli veri doniisiim agamalarindan meydana
gelmektedir (Sakarya&Yilmaz, 2019).

Derin 6grenme, ¢ok sayida sahip oldugu gizli katmanla geligmis bir sinir agidir ve goriintii isleme, dogal dil isleme, el yazisi tanima,
coklu siniflandirma, regresyon problemleri, ses tanima, zaman serisi tahminleri gibi birgok alanda etkin bir sekilde kullanilmaktadir.
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3.3.1. Tekrarlayan sinir ag:

RNN disaridan gelen yeni bilginin yaninda bir 6nceki birimin ¢iktisini bir sonraki birimde girdi olarak kabul edip bir dongii olugturan
bir yapay sinir ag1 sinifidir. Bu siniftaki ana diisiintice bilgileri sirali olarak kullanmaktir. RNN modellerinde alt katmanlardan ve bir
onceki adimin ¢iktilarinin girdi olarak kullanilmasiyla aktivasyon degerlerini hesaplayan gizli katmanlar kullanilir. Bu kendini yineleme
ozelligini mevcut ¢iktilarla ilgili kararlari yeni verilerle gegmisteki verileri birlestirerek saglar. Cikti iiretildikten sonra kopyalanip
tekrar RNN’in giris kismina iletilir. Bu bilgi yeni girdilerde kullanilir. RNN yapilari yeni girdilerle islem yapabilmek i¢in hafizalarin
kullanirlar ancak bu hafiza kisa siireli bir hafizadir (Hiransha vd., 2018; Mittal, 2019; Sakarya& Yilmaz, 2019).

® e e o
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Sekil 2. RNN’nin Genel Yapis1 (Mittal, 2019)

v

Sekil 2°de RNN’in genel yapis1 gosterilmistir. Oncelikle aga bir X, girdisi girer ve islemler sonucunda ho olarak cikar. Bir sonraki
adimda girdi olarak yeni bir bilgi olan X; Ve bir 6nceki adimin ¢iktis1 olan hg girer. Yeni adimda ise yeni girdi olarak X ve bir dnceki
adimmin ¢iktisi olan h; girer. Bu islemler bu sekilde kendini yineler (Mittal, 2019).

RNN ile tahmin yontemi Python 3.7 programlama dilinde Pandas, Numpy, SciKit-Learn, Matplotlib, Pydot, Graphviz ve Keras
kiitiiphanelerini kullanarak gerceklestirilmistir. Adimlar asagida verilmistir.

e Adim 1-Verilerin okunmasi: Veritabaninda bulunan veriler Pandas kiitiiphanesi yardimryla okunup bir degiskene atanir.
X bir veri seti olmak izere bu veri setinin her bir elemani x; olsun ve bu X veri seti bir A klimesinde gosterilsin.
A={(xi € X)}i=1,2,...,n

e Adim 2-Verilerin Diizenlenmesi: Veri setinin iginden kullanilacak 6zellikler siitun olarak degiskenlere atanir ve olusturulmus her
degisken Numpy kutiiphanesi ile iki boyutlu hale getirilir. Gozlem verileri bir grafik tzerinde gosterilir.

e Adim 3-Verilerin 6n hazirligimin yapilmasi: SciKit- Learn kitiiphanesinden Preprocessing moduliinden veri setini normalize etmek
icin MinMaxScaler sinifi eklenir. Bu sinif bir degiskene atanip normalize islemiyle verilerin hangi degerler arasina girecegi belirtilir.

e Adim 4- Egitim kiimesinin ve test kiimesinin olusturulmast: Egitim kiimesi gegmis verilerin 6grenildigi yani agin egitilmesi i¢in
secilen verilerin bulundugu kiimedir. % t tiim veriler i¢inden egitim kiimesini olusturan kismin degeri olsun. Egitim kiimesinin veri
sayis1 Denklem 1’de gosterilmistir.

EKVS =n+t/100 (1)
Test kiimesi, egitim kiimesinin digindaki verileri kapsayan kiimedir. Denklem 2°de verilmistir.
TKVS =n — EKVS 2)

e Adim 5- Egitim ve test setinin tahmin metodunun belirlenmesi: Egitim seti iki farkli dizi olusturacak sekilde ikiye ayrilir. Tahmin
icin sabit bir adim deger belirlenir. Bu sabit deger kadar veri birinci diziye atanir. Bir sonraki veri ise tahmin edilip diger diziye
aktarilir. Bu sekilde biitiin egitim verileri tahmin edilir. Ayni1 islemler test verisi i¢in de gerceklestirilir.

e Adim 6- RNN yapisinin olusturulmasi ve gorsellestirilmesi: Derin 6grenme yapisinin olusturulabilmesi i¢in Keras Kiitiiphanesinden
model tiirlerinden verileri zaman serisi oldugu i¢in Sequential sinifi ve SimpleRNN, Dense ve Dropout katman tiirleri eklenir. Bu
smif bir degiskene atanir ve sinifin iginde yapida kullanilacak katmanlar, bu katmanlarin sayisi, katmanlardaki blok sayisi ve
Ozellikleri verilir. Olusturulan ag yapis1 Pydot ve Graphviz yardimer paketleri yardimiyla gorsellestirilir.

e Adimm 7- Tahmin isleminin gergeklestirilmesi: Egitim ve test verileri Sequential simifinin atandig1 degiskenle tahmin islemini
gergeklestirir. Tahmin iglemlerinden sonra veriler normalize halde bulunduklarindan normal yapilara geri dondiiriiliip gézlem
degerleri, egitim tahmin degerleri ve test tahmin degerleri Matplotlib kiitiiphanesi yardimiyla grafikte gosterilir.

183



UMAGD, (2021) 13(1), 178-192, Arslankaya & Toprak

3.3.2. Uzun-fasa sureli bellek

Tekrarlayan sinir aglarinin bir alt dali olan LSTM, RNN’deki mevcut sorunlar1 ortadan kaldirma amaciyla gelistirilmistir. Bir LSTM
yapisinda giris, ¢ikis ve unut olmak iizere {i¢ kap1 bulunmaktadir. Bu kapilarin gorevleri sirasiyla yazma, okuma ve sifirlamadir. Hiicre
durumlarinda gerceklesen degisiklikler anlatilan {i¢ kap: tarafindan kontrol edilmektedir. Hiicrelere iletilecek bilgilerin se¢imi, ¢ikti
olarak bu bilgilerin ne kadarinin nasil kullanilacagi gibi se¢imlerin ger¢eklesmesini saglayan kapit mekanizmalarini da sisteme ekleyerek
RNN’deki mevcut sorunlarin ¢oziilmesi saglanmistir. LSTM kapilarindan girig kapisinin gorevi bellege eklenecek bilgiler kontrol
etmek, unut kapisinin gérevi eski bilgilerin ne kadarinin yeni verilere taginacagini kontrol etmek, ¢ikis kapisi ise bellekte bulunan
bilgilerin ne kadarmin ¢iktr asamasinda kullanilacagini kontrol etmektir (Sakarya& Yilmaz, 2019).

Sekil 3°te LSTM hiicresinin yapist ve kapilari verilmistir. Burada t anindaki girdi verisi x; ve bir énceki hiicreden gelen ¢ikti verisi (t
anindaki hiicre igin girdi) hydir. Oncelikle t anindaki girdi olan x; ve bir 6nceki adimin ¢iktis1 olan heq unut kapisina gelir. Bu degerlere
gore unut kapisi X; girdisine ve hy1 ¢iktisina gore bir karar verir. Bir énceki hiicreden gelen bilgi miktar1 durum bilgisi mevcut t anindaki
hiicrede kontrol edilir. Girdi kapisinda, bellek hiicresine bir dnceki hiicreden gelen hi.1 ve x; olarak yeni gelen bilginin ne kadarmin
kullanilacagina karar verilir. Bu bilgilerin kullanilip kullanilmayacagi 0 ve 1 ¢iktilarindan anlasilir. Karar O ise bilgileri kullanilmaz, 1
ise bilgiler kullanilir. Cikt1 kapist ise bir ¢ikt1 olup olmayacagina karar verir. Cikti kapisi da hv.1 ve X; girdilerini alir ve girdi kapisinda
oldugu gibi 0 veya 1 seklinde bir ¢iktinin olup olmayacagina karar verir. t anindaki hiicre durumu bir sonraki hiicreye gegerken (t+1
an1) t-1 ve t anlarindaki bilgilerin toplami olmaktadir (Kim&Won, 2018; Sakarya& Yilmaz, 2019).
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Sekil 3. LSTM Hiuicre Yapisi ve Kapilar1 (Mittal, 2019)

LSTM ile tahmin yontemi Python 3.7 programlama dilinde Pandas, Numpy, SciKit-Learn, Matplotlib, Pydot, Graphviz ve Keras
kitiphanelerini kullanarak gerceklestirilmistir. BUtln adimlart RNN ¢6ziim yonteminin adimlartyla aynidir. Tek farki RNN agi
olusturma adiminda eklenen katmanlardan SimpleRNN’in yerine LSTM ag1 olusturuldugundan LSTM katmaninin secilmesidir.

4. Uygulama

Bu c¢alismanin veri seti, glinler ve Eregli Demir ve Celik Fabrikalar1 T. A. $.’nin hisse senedi fiyatlarinin borsa kapanig degerlerinden
olugmaktadir. Cozlim yontemi olarak makine 6grenme algoritmalarindan Polinom Regresyon ve Random Forest Regresyon ve derin
ogrenme algoritmalarindan RNN ve LSTM yontemleri kullanilmistir. Amag bu dort farkli tahmin yonteminden hangisinin hisse senedi
fiyat tahmini konusunda daha iyi sonuglar verdigini bulmaktir.

4.1. Polinom Regresyon Modeli

Verilere en uygun polinom fonksiyonunun derecesini bulmak igin ¢ok sayida deneme yapilmigtir. Olusturulan tahmin
fonksiyonlarindan gézlem degerlerine en uygun polinomun 6. dereceden bir polinom oldugu goérilmiistiir. Sekil 4’te Polinom
Regresyon i¢in gozlem ve tahmin degerlerinin grafik olarak gorsellestirilmis hali verilmistir.
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Hisse Senedi Fiyatlari icin Polinom Regresyon Modeli
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Sekil 4. Polinom Regresyon Modelinin Hisse Senedi Fiyat Tahmin Grafigi

4.2. Random Forest Regresyon Modeli

SCiKit-Learn kiitiiphanesinin tekrarlanan algoritmalar modiiliinden ¢agirilan RandomForestRegressor sinifina belirlenen karar agaci
sayist 100 ve rassallik durumu 0 olarak belirlenmistir. Karar agaci sayisinin segiminde farkli sayilarda karar agaglart olusturulup
denenmistir. Karar agaci sayisi azaldik¢a tahmin degerlerinin gbzlem degerlerinden uzaklastigi, daha fazla sayida karar agaci
olusturuldugunda islem siiresinin uzadig1 ve hata degerlerinde anlamli bir fark olmadigi gériilmustiir. Sekil 5°te Random Forest
Regresyon i¢in gézlem ve tahmin degerlerinin grafik olarak gorsellestirilmis hali verilmistir.

Hisse Senedi Fiyatlari icin Random Forest Regresyon Modeli
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Sekil 5. Random Forest Regresyon Modelinin Hisse Senedi Fiyat Tahmin Grafigi

185



UMAGD, (2021) 13(1), 178-192, Arslankaya & Toprak

4.3. Tekrarlayan Sinir Aglar1 Modeli

Veriler normalize edilmistir. Egitim ve test kiimesini belirlemek i¢in Denklem 1 ve Denklem 2 kullanilmigtir. Veri setinin %80’ini
(Denklem 1) test kiimesinde kalan % 20’si (Denklem 2) test kiimesinde yer almaktadir ve adim degeri 20 olarak belirlenmistir. RNN
ag1 toplam 5 katmandan olusmaktadir. i1k 4 katmanda blok sayis1 200 olarak verildiginde tahmin degerlerinin mevcut verilere gore
anlamli tahminler tirettigi goriilmiistiir. Bu nedenle blok sayisi 200 olarak belirlenmistir. Blok sayisinin 200°den fazla belirlenmesi
sonucunda tahminlerde anlamli bir fark goriilmemis ve islem siiresi uzamistir. Aktivasyon fonksiyonu olarak tanh fonksiyonu
kullanilmistir. Bunun nedeni bu fonksiyonun [-1,1] araliginda degerler alabilmesidir. Alabilecegi deger sayisinin fazla olmasinin hizli
ogrenmeye katkisi da yuksek olmaktadir. Esik degeri 0.2 olarak se¢ilmistir. Bu deger asir1 uydurma sorununun o6niine gegilmek igin
yapilmistir ve RNN katmanlarina baglidir. Son katmanda bir tane ¢ikt1 verilecegi igin blok sayisi 1 olarak verilmistir. Agin iyilestirme
fonksiyonu (optimizer) “adam (momentum)” olarak secilmistir. Bu iyilestirme metodunda 6grenme degeri (learning rate) ve bunun
artis degerleri verilebilmektedir. Bunun disin iyilestirme i¢in se¢ilen kayip fonksiyonu (loss function) degerini goz Oniine alir ve
ogrenme degerini revize eder. RNN ag1 i¢in kayip fonksiyonu Ortalama Karesel Hata (MSE) olarak belirlenmistir. En iyi sonug tekrar
sayisi (epoch) 250 olarak verildiginde ve bir parti igindeki veri sayisi1 (batch size) 32 olarak verildiginde elde edilmistir. Bu parti degeri
ayni anda kag verinin ele alinip ileri ve geri yayilim algoritmasinin uygulanacagini géstermektedir. Sekil 6’da RNN modeli igin g6zlem
ve tahmin degerleri grafik ile gorsellestirilmistir.

Hisse Senedi Fiyatlari icin RNN Modeli
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Sekil 6. RNN Modelinin Hisse Senedi Fiyat Tahmin Grafigi

RNN modelinin ag yapist Sekil 7°de verilmistir. Ag yapilarinda giris katmani ayri bir katman olarak sayilmaz.
“simple_rnn_1_input:InputLayer”, RNN aginin girdi katmanidir. 20 adim say1sidir ve blok sayisi 1°dir. Girig katmaninin girdisi (input)
de ¢iktis1 (output) da ayni degerleri alir. Bir sonraki katmanim (simple_rnn_1:SimpleRNN) girdi degeri giris katmaninin ¢ikt1 degeriyle
aynidir. Cikt1 degeri ise daha 6nce belirlenen sabit adim degeri (20) ve birinci katmanin blok sayisi olan 200°diir. “dropout_1: Dropout™
katmani esik degerin veriligi katmandir ve her RNN katmanina bagimli olan bir Dropout katmani1 vardir. Bu nedenle algoritmay1 Python
3.7 programlama dilinde yazarken Dropout katmani i¢in herhangi bir blok degeri yazilmamis olmasina ragmen bagli oldugu RNN
katmanmin ¢iktisiyla Dropout katmaninin girdisi ve ¢iktis1 ayni degerlere sahiptir. “simple rnn_4:Simple RNN” katmani son
katmandan bir 6nceki katman oldugu i¢in girdisi diger RNN katmanlartyla aynidir ancak ¢iktisinda adim degeri goriilmemektedir. Son
katmanda (dense_1:Dense) ise girdisi bir 6nceki katmanin ¢iktisiyla aynidir ancak ¢iktis1t Dense katmaninda sadece bu katman igin
belirlenmis olan blok sayis1 1 goriilmektedir.
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input: | (None, 20, 1)

simple_rnn_1_input: InputLayer

output: | (None, 20, 1)

l

input:

(None, 20, 1)

simple_rnn_1: SimpleRNN
output:

(None, 20, 200)

l

input: | (None, 20, 200)

dropout_1: Dropout

output: | (None, 20, 200)

l

input:

(None, 20, 200)

simple_rnn_2: SimpleRNN

output:

(None, 20, 200)

l

input: | (None, 20, 200)

dropout_2: Dropout

output: | (None, 20, 200)

l

input:

(None, 20, 200)

simple_rnn_3: SimpleRNN

output:

(None, 20, 200)

l

input: | (None, 20, 200)

dropout_3: Dropout

output: | (None, 20, 200)

l

input:

(None, 20, 200)

simple_mn_4: SimpleRNN
output:

(None, 200)

l

input:

(None, 200)

dropout_4: Dropout
output:

(None, 200)

\ J

input: | (None, 200)

dense_1: Dense

output:

(None, 1)

Sekil 7. RNN Modelinin Ag Yapist
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4.4. Uzun-Kisa Siireli Bellek Modeli

Veriler normalize edilmistir. Egitim ve test kiimesini belirlemek i¢in Denklem 1 ve Denklem 2 kullanilmigtir. Veri setinin %80 ’ini
(Denklem 1) test kiimesinde kalan % 20’si (Denklem 2) test kiimesinde yer almaktadir ve adim degeri 20 olarak belirlenmistir. LSTM
ag1 toplam 6 katmandan olusmaktadir. ilk 5 katmanda blok sayis1 300 olarak verildiginde tahmin degerlerinin mevcut verilere gore
anlamli tahminler tirettigi goriilmiistiir. Bu nedenle blok sayisi 300 olarak belirlenmistir. Blok sayisinin 300°den fazla belirlenmesi
sonucunda tahminlerde anlamli bir fark gdriilmemis ve islem siiresi uzamistir. Esik degeri 0.2 olarak secilmistir. Bu deger asir1 uydurma
sorununun 6niine gegilmek igin yapilmistir ve LSTM katmanlarina baglidir. Son katmanda bir tane ¢ikt1 verilecegi igin blok sayis1 1
olarak verilmigtir. Agin iyilestirme fonksiyonu “adam” olarak segilmistir. LSTM agi1 i¢in kayip fonksiyonu MSE olarak belirlenmistir.
En iyi sonug tekrar sayisi 250 olarak verildiginde ve bir parti igindeki veri sayis1 32 olarak verildiginde elde edilmistir. Bu parti degeri
ayn1 anda kag verinin ele alinip ileri ve geri yayilim algoritmasinin uygulanacagini gostermektedir. Sekil 8’de sinir agi i¢in gozlem ve
tahmin degerleri grafik ile gorsellestirilmistir.

Hisse Senedi Fiyatlari icin LSTM Modeli
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Sekil 8. LSTM Modelinin Hisse Senedi Fiyat Tahmin Grafigi

LSTM modelinin ag yapist Sekil 9’da verilmistir. “Istm_1_input:InputLayer”, LSTM agimin girdi katmanidir. Adim sayis1 20 olarak
belirlenmistir ve blok sayis1 1°dir. Giris katmaninin girdisi (input) de ¢iktis1 (output) da ayni degerleri alir. Bir sonraki katmanin
(Istm_1:LSTM) girdi degeri giris katmaninin ¢ikt1 degeriyle aynidir. Cikt1 degeri ise daha 6nce belirlenen sabit adim degeri (20) ve
birinci katmanin blok sayisi olan 300’diir. “dropout_1: Dropout” katmani esik degerin veriligi katmandir ve her LSTM katmanina
bagimli olan bir Dropout katmani vardir. Bu nedenle algoritmay1 Python 3.7 program dilinde yazarken Dropout katmani i¢in herhangi
bir blok yazilmamis olmasina ragmen bagli oldugu LSTM katmaninin ¢iktisiyla Dropout katmaninin girdisi ve ¢iktist ayni degerlere
sahiptir. “Istm_5:LSTM” katmani1 son katmandan bir 6nceki katman oldugu i¢in girdisi bir 6nceki LSTM katmaninin ¢iktisiyla aynidir
ancak c¢iktisinda adim degeri goriilmemektedir. Son katmanda (dense_1:Dense) ise girdisi bir dnceki katmanin ¢iktistyla aynidir ancak
¢iktis1 Dense katmaninin blok sayisi olarak belirlenmis olan 1 goriilmektedir.
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Istm_1_input: InputLayer

input:

(None, 20, 1)

output:

(None, 20, 1)

input:

(None, 20, 1)

Istm_1: LSTM

output:

(None, 20, 300)

input: | (None, 20, 300)
dropout_1: Dropout

output: | (None, 20, 300)

input: | (None, 20, 300)
Istm_2: LSTM
output: | (None, 20, 300)
y
input: | (None, 20, 300)

dropout_2: Dropout

output:

(None, 20, 300)

Istm_3: LSTM

input:

(None, 20, 300)

output:

(None, 20, 300)

input:

(None, 20, 300)

dropout_3: Dropout

output:

(None, 20, 300)

Istm_4: LSTM

input:

(None, 20, 300)

output:

(None, 20, 300)

input:

(None, 20, 300)

dropout_4: Dropout

output:

(None, 20, 300)

input: | (None, 20, 300)
Istm_5: LSTM
output: (None, 300)
y
input: | (None, 300)
dropout_5: Dropout
output: [ (None, 300)
y
input: one, 300
dense_1: Dense = bl )
output: [ (None, 1)

Sekil 9. LSTM Modelinin Ag Yapisi
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5. istatistiksel Analiz

Cozlim yontemi olarak kullanilan dort tahmin yonteminden elde edilen tahmin degerlerini ve gercek degerleri kullanarak analizler
yapilip sonuglar1 karsilastirthip verilere en uygun ¢6zimiin bulunmasi gerekmektedir. Bu caligmada sonuglarin analizi igin hata
metriklerinden Ortalama Karesel Hata (Mean Square Error-MSE), Ortalama Karekdk Hata (Root Mean Square Error-RMSE) ve
Ortalama Mutlak Hata (Mean Absolute Error-MAE) yararlanilmak iizere secilmistir. Bu hata metrikleri zaman serileri verilerinde
gercek verileri ve tahmin degerlerini karsilastirmada ve yorumlamada sik¢a kullanilan analiz yontemlerindendir. MSE degeri denklem
3’te, MAE degeri denklem 4’te ve RMSE degeri denklem 5 ve 6’da verilmistir (Alhnaity&Abbod, 2020).

1
MSE = -3, e} 3
1
MAE = ~31., |e;] (4)
1
RMSE = |-37, €} ®)
RMSE =/MSE (6)

SciKit-Learn kiitiiphanesinden metrics metodu segilereck MSE ve MAE hata degerleri bulunabilmektedir. Metodun igindeki degerler
kullanildiginda RMSE degerinin bulunmasi i¢in Math kiitiiphanesinden sqrt fonksiyonu segilmistir.

Yukarida verilen Denklem 3, Denklem 4 ve Denklem 5 kullanilarak Tablo 3’teki makine 6grenmesi algoritmalarinin hata degerleri
gosterilmistir. Makine 6grenmesi algoritmalarinin metrik hata degerlerine bakildiginda Random Forest Regresyon modelinin hata
degerlerinin ¢ok diisiik degerler oldugu goriilmiistiir. MSE hata degeri % 0,14 ile en diisiik hata degerini gosterirken RMSE hata degeri
% 3,7 ile en yiiksek hata degerini gostermektedir. Polinom Regresyon i¢in bakildiginda ise hata degerlerinin yiiksek oldugu
goriilmiistiir. MSE hata degeri % 44 ile en diisiik hata degerini verirken RMSE hata degeri % 66 ile en biiyiik hata degerini vermistir.
iki yontem karsilastirildiginda Random Forest Regresyon modelinin tahmin sonuglarmin Polinom Regresyona gore ¢ok daha iyi bir
diizeyde oldugu goriilmiistiir.

Tablo 3. Makine Ogrenmesi Yéntemlerinin Hata Metrik Degerleri

Hata Metrikleri

Algoritmalar MSE MAE RMSE
Polinom Regresyon 0.44 0.46 0.66
Random Forest Regresyon 0.0014 0.024 0.037

SciKit-Learn kiitiiphanesindeki metrics metoduyla MSE ve MAE degerleri bulunduktan sonra RMSE degerini bulabilmek i¢in Math
kiitiphanesindeki sqrt fonksiyonu (Denklem 6) kullanilmigtir. Derin 6grenme algoritmalarinin hata degerlerinin sonuglart Tablo 4’ te
gosterilmigtir. RNN modelinin egitim kiimesinin sonuglarina bakildiginda en disiik hata degerinin % 7 ile MSE ve en yiiksek hata
degerinin % 20 ile RMSE oldugu goriilmiistiir. RNN modelinin test kiimesinin hata degerlerine bakildiginda MSE’nin % 9 ile en
disiik hata degeri ve RMSE’nin % 23 ile en yiiksek hata degeri oldugu goriilmiistiir Egitim kiimesi ile test kiimesi karsilastirildiginda
Egitim kiimesinin hata degerlerinin test kiimesinin hata degerlerinden daha iyi oldugu gériilmiistiir. LSTM modelinin egitim kiimesinin
sonuglarina bakildiginda en diisiik hata degerinin % 1,9 ile MSE ve en yiiksek hata degerinin % 13 ile RMSE oldugu goriilmiistiir.
LSTM modelinin test kiimesinin hata degerlerine bakildiginda MSE’nin % 3 ile en diisiik hata degeri ve RMSE nin % 17 ile en yiiksek
hata degeri oldugu goriilmistiir Egitim kiimesi ile test kiimesi karsilastirildiginda Egitim kiimesinin hata degerlerinin test kiimesinin
hata degerlerinden daha diisiik oldugu goriilmiistir. RNN’in ve LSTM’in metrik hata degerlerine bakildiginda algoritmalarinin
sonuglarmin ¢ok yakin oldugu ancak LSTM modelinin sonuglarinin daha iyi oldugu goériilmektedir.

Tablo 4. Derin Ogrenme Ydntemlerinin Hata Metrik Degerleri

Hata Metrikleri

Algoritmalar MSE MAE RMSE
RNN Sinir Ag1 Egitim Kiimesi 0.07 0.19 0.20
Test Klimesi 0.09 0.21 0.23
LSTM Sinir Ag Egitim Kiimesi 0.019 0.09 0.13
Test Kiimesi 0.03 0.14 0.17
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6. Sonug

Bu ¢aligmanin amaci Eregli Demir ve Celik Fabrikalar1 T. A. S.’nin hisse senedi fiyatlarinin borsa kapanig deger tahminlerinin makine
ogrenmesi yontemlerinden Polinom Regresyon ve Random Forest Regresyon, derin 6grenme yontemlerinden ise RNN ve LSTM
algoritmalariyla gergeklestirip, hisse senedi fiyat tahmini i¢in basarilarini degerlendirmektir. Algoritmalar Python 3.7 programlama
dilinde Spyder (Anaconda3) editorii kullanilarak olusturulmustur. Calisma veritabani olarak kullanilan Excel 2013’te bulunan glnlerin
ve hisse senedi kapanis fiyatlarinin olusturdugu veri setiyle gerceklestirilmistir. Veri sayisi toplam 1619 adettir. Tahmin sonuglarinin
basarisinin istatistik analizi MSE, MAE ve RMSE hata metriklerinden faydalanarak yapilmistir.

Hisse senedi fiyatlarinin borsa kapanis degerleri tahmini i¢in kullanilan makine 6grenmesi ve derin 6grenme yontemleri kendi
aralarinda degerlendirilmistir. Makine 6grenmesi modellerinden Polinom Regresyon i¢in hata degerlerine bakildiginda, bu degerlerin
% 44 ve % 66 arasinda degistigi goriilmiistiir. Random Forest Regresyon i¢in bakildiginda ise hata degerleri % 0,14 ve % 3,7 arasinda
degismektedir. Bu iki makine 6grenmesi modelinin hata degerleri karsilastirildiginda Random Forest Regresyon modelinin Polinom
Regresyon modeline gore ¢ok daha iyi sonuglar verdigi gozlemlenmistir. Derin §grenme modellerinden RNN modelinin egitim kiimesi
i¢in hata degerlerine bakildiginda, bu degerlerin % 7 ve % 20 arasinda degistigi goriilmektedir. RNN modelinin test kiimesi igin hata
metriklerinin sonuglarina bakildiginda hata degerlerinin % 9 ve % 23 arasinda degistigi gdzlemlenmektedir. LSTM modelinin egitim
kiimesi igin hata degerlerine bakildiginda bu degerlerin % 1,9 ve % 13 arasinda degistigi, test kiimesine bakildiginda ise hata
degerlerinin % 3 ve %17 arasinda degistigi gdzlemlenmistir. Iki yéntemin de hata degerleri karsilastirildiginda ii¢ metrik icin de LSTM
modelinin hata degerlerinin RNN modelinin hata degerlerinden daha diisiikk oldugu goriilmektedir. Her iki model i¢in de egitim
kiimelerinin hata degerlerinin test kiimelerinin hata degerlerinden daha diisiik oldugu goriilmistiir. Bunun nedeninin egitim kiimelerinin

tim verinin % 80’ini, test kiimelerinin ise tim verinin % 20’sini olusturmasi oldugu diisiiniilmektedir.

Modellerin hata degerlerine gore basar1 durumlar siralandiginda sirasiyla Random Forest Regresyon modeli, LSTM modeli, RNN
modeli ve Polinom Regresyon modeli oldugu goriilmektedir. Hisse senedi fiyatlarini etkileyecek diger borsa hareketlerinin veriye dahil
edilmesiyle ve veri sayisinin artirilmasiyla modellerin daha dogru ve giivenilir sonuglar ¢ikarabilecegi diistiniilmektedir.
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