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OZET: Yapay zekanmn hayatimiza girmesiyle tarim alaninda yapilan yapay zeka uygulamalari oldukga popiiler
hale gelmistir. Tarim alaninda karsilagilan bitki hastaliklar tizerinde durulmasi gereken 6nemli bir konu olup bu
problemin ¢dziimii i¢in yapay zekddan yardim alinmaktadir. Calismada, elma bitkisindeki uyuz, siyah c¢iiriik ve
pas hastaligma sahip yapraklarin yapay zekad ile tespiti i¢in evrisimsel sinir aglart (CNN) mimarileri
kullanilmistir. Calismada kullamilan CNN igerisinde yer alan AlexNet, DenseNet-121, ResNet-34, VGG16-BN
ve Squeezenetl 0 mimarilerinin karisiklik matrisine gore performanslari degerlendirilerek en iyi dogruluk,
duyarlilik, 6zgiillik ve F-skor degerleri bulunmustur. Sonug olarak test veri seti ig¢in yapay zeka ile elma
bitkisindeki hastalik tespitinde en iyi modelin duyarlilik, 6zgiillikk, dogruluk ve F-skor i¢in sirasiyla %97,64,
%99,54, %99,52, %98,62 degerleri ile ResNet-34 oldugu belirlenmistir.

Anahtar Kelimeler: Yapay zeka, Tarim, Evrigimsel sinir aglar

IDENTIFICATION OF DIiSEASES IN APPLE PLANTS WIiTH
ARTIFICIAL INTELLIGENCE METHODS AND COMPARISON OF
THE PERFORMANCE OF ARTIFICIAL INTELLIGENCE METHODS

ABSTRACT: With the introduction of artificial intelligence into our lives, artificial intelligence applications in
agriculture have become very popular. Plant diseases encountered in the field of agriculture are an important
issue that should be emphasized and artificial intelligence is used for the solution of this problem. Convolutional
Neural Network (CNN) architectures were used for the detection of leaves with scabies, black rot and rust
diseases in apple plants with artificial intelligence. The best accuracy, sensitivity, specificity and F-score values
were found by evaluating the performances of AlexNet, DenseNet-121, ResNet-34, VGG16-BN and
Squeezenetl_0 models in the CNN architecture by using confusion matrix. As a result, in the detection of
diseases in apple plants with artificial intelligence, the best sensitivity, specificity, accuracy and F-score on the
test dataset were obtained with the ResNet-34 model, 97.64%, 99.54%, 99.52%, 98.62%, respectively.
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1. GIRIS

Ziraat veya diger bir anlamu ile tarim, bitkisel ve hayvansal {iriinlerin tretilmesi, iiretilen
iriinlerin kalitesinin yiikseltilmesi ve uygun sartlarda korunup iglenmesiyle ilgilenen bir bilim
dalidir [1]. Tarim sektoriiniin en temel amaci, insanligin yasamini siirdiirebilmesi igin gerekli
olan ihtiyaglar1 karsilamaktir [2]. Tarim biliminin ana iiretim dallar1 bitkisel ve hayvansal
iiretimlerdir [3]. Uretim asamasinda, artan niifus akabinde artan taleplerin karsilanmasi ve
iklim degisikligi sebebiyle gida giivenliginin saglanmasi olduk¢a dnemlidir [4, 5].

Tarimsal iiretimde karsilagilan bitki hastaliklar1 {izerinde durulmasi gereken onemli bir
konudur. Bitki hastaliklarina fungal, bakteriyel ve viral hastaliklar neden olmaktadir [6]. Bitki
hastaliklari, tarim sektoriinde kayiplar yasanmasina sebebiyet vermektedir. Bu dogrultuda ise
bitki hastaliklarinin tespiti, problemin ¢6ziimii i¢in ilk ve en 6nemli asamadir [7]. Hastaligin
dogru ve zamaninda tespit edilebilmesi, verim ve kalitenin diigmemesi i¢in bitki korumaya
yonelik uygulamalar artmistir [7, 8]. Bitki hastaliklarinda karsilagilan problemlerin ¢oziimii
icin kullanilan tekniklerin gelismesiyle yapay zekd yontemi kullanilmaya baslanmistir [9].

Yapay zeka, insan zekasini taklit ederek insan gibi davranig gosteren, mantik yiiriitebilen,
kazandig tecriibeler dogrultusunda kendini gelistirebilen ve eyleme doniistiiren yazilimsal ve
donanimsal sistemler biitliniidiir [10, 11]. Sosyal ve ekonomik faaliyetlerini 6nemli derecede
etkileyen yapay zeka, farkli alanlarda karmasik olan verileri ¢esitli yontemler ile analiz ederek
daha anlasilabilir olmas1 i¢in yorumlamaktadir [12, 13].

Yapay zeka kavrami ilk kez 1956 yilinda Dartmouth konferansinda geg¢mesine karsin bu
alandaki calismalar oldukc¢a eskiye dayanmaktadir [14]. 1921 yilinda Karel Capek tarafindan
yapay zekaya sahip robotlar ve insanligin ortak toplumsal sorunlarini ele alinan RUR adli
bilim kurgu tiyatro oyununda robot kelimesi literatiire tanitilmistir [15]. 1941 yilinda
elektronik bilgisayarin dogusunun ardindan makinelerin zeka ile donatilma konusu ele
alinmistir [16].

1950 yilinda Alan Turing, “Makineler diislinebilir mi?” sorusunu cevapladigi ve makinelerin
diisiinebilme olasilig1 hakkinda doniim noktasi olarak kabul edilen makalesinde literatiire
Turing testi olarak gegen bir oneride bulunmustur [17]. Turing testinde birkag¢ insandan olusan
deney grubu bilgisayar ile etkilesime girmekte ve belli bir siire yazigsma sonrasinda
sorgulayictya hangisinin insan hangisinin makine zekasi oldugu sorulmaktadir. Bu test
sonucunda bilgisayar kendini sorgulayiciya insan olduguna ikna ettigi takdirde diisiinme
yetenegine sahip oldugu kabul edilmektedir [18, 19].

Yapay zekanin belli bir donem popiilerligini kaybetmesinin ardindan 1997 yilinda IBM Deep
Blue yazilimu ilk kez satrang alaninda biiyiik sampiyon olan Gary Kasparov’u yenmis ve bu
sayede tekrar popiiler bir konu haline gelmistir [20]. Yapay zeka, 1950’lerden giinlimiize
kadar onemli basarilar elde ederek gelmis ve giiniimiizde insan beyninden ilham alan
algoritmalar ile makinelerin kendi kendine 6grenme uygulamalari olduk¢a Onemli hale
gelmistir [21].

Yapay zeka, egitim [22], tip [23], otomotiv [24], siber gilivenlik [25], bankacilik ve finansal
hizmetler [26] gibi farkli bir¢ok alanda kullanilmaktadir. Yapay zekanin kullanildigr 6nemli
alanlardan birisi de bitki hastaliklarinin tespitidir. Gilinlimiize kadar yapay zekanin farkl
teknikleri kullanilarak bitki hastaliklar1 alaninda ¢alismalar yapilmistir [27]. Bitkide olusan
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herhangi bir hastalik genellikle bitkinin yapragindan tespit edilmektedir. Bu dogrultuda
yapilan c¢aligmalarda, saglikli ve hastalikli yaprak gorselleri makinenin egitimi igin
kullanilmaktadir [28]. Yapay zeka ile yaprak hastaliklar1 tanima iizerine yapilan akademik
caligmalar incelendiginde;

Wicaksono ve ark. [29] elma yapragi hastaliginin tespiti lizerine evrisimsel sinir aglart (ing.
Convolutional Neural Network-CNN) yontemini  kullanmiglardir.  Calismalarinda,
PlantVillage veri seti kullanilarak uyuz, siyah ciiriik, sedir pas hastalig1 ve saglikli yaprak
goriintiilerinden olusan toplam 3151 gorlintii verisi kullanmislardir. Caligmada evrisimsel
sinir aglarinin LeNet-5 mimarisi kullanilarak 50,75 ve 100 epoch sayilart i¢in egitim
verilerinde %99,2 ortalama dogruluk, test sonucunda %94,9 oraninda ortalama dogruluk elde
etmislerdir.

Cruz ve ark. [30] calismalarinda, latince ismi “vitis vinifera” bitkisi olan {iziimde goriilen
asma sariligl (ing. grapevine yellows) hastaliginin yapay zeka ile tespiti iizerinde
caligmiglardir. Bu hastalik sonucu bitki diizensiz olarak olgunlasarak yapraginda renk
degisikligi gostermeye baslamaktadir. Calismalarinda, asma goriintiileri etiketlenmis olan acik
kaynak PlantVillage veri setini kullanmiglardir. Calismalarinda sonug olarak, hastalig1 tespit
etmek i¢in CNN yo6ntemi kullanarak en iyi performansin ResNet-101 ile ResNet-50 oldugunu
belirtmislerdir.

Shruthi ve ark. [31] bitki hastaliklarini tespit etmek ve siniflandirmak amaciyla ¢alismalarinda
destek vektér makineleri (ing. Support Vector Machine-SVM), yapay sinir aglar1 (YSA), k-en
yakin komsu algoritmasi (k-NN), fuzzy smiflandirict ve CNN’i kullanan c¢alismalari
incelemiglerdir. Calismada kullanilan bes farkli model birbirleriyle karsilagtirilmis ve sonug
olarak CNN yo6nteminin en yiiksek dogruluk oranini verdigini ifade etmislerdir. Bu derleme
makalesinde %96.3 ortalama dogruluk ile en yiiksek dogruluk elde edilen ¢alisma (Sladoyevig
ve ark. 2016) tarafindan CNN smiflandirici ile gergeklestirilen ¢alisma oldugu goriilmiistiir.

Fang ve ark. [32] ¢alismalarinda elma yapragi hastaliginin belirlenmesi igin CNN modelinin
icerisinde yer alan VGGI16 mimarisi kullanmiglardir. Calismada kullanilan modelde
smiflandirma dogrulugunu arttirmak i¢in merkez kaybi fonksiyonu ile softmax kayip
fonksiyonu birlikte kullanilmistir. Veri kiimesi olarak antraknoz yaprak yanikligi, sedir pas,
yaprak pas, gri nokta, siyah nokta ve siyah ¢iiriik hastaligina sahip olan 5373 hastalikl1 yaprak
goriintlisii ve 1683 saglikli yaprak goriintlisti kullanilmistir. Calismada sonug olarak onerilen
VGG16 modeli ile %95 - %99,70 arasinda dogruluk elde edilmistir.

Baranwal ve ark. [33] tarafindan gergeklestirilen ¢alismada, elma yapragi hastaligi tespiti i¢in
CNN igerisinde yer alan GoogLeNet mimarisinden yararlanilmistir. 22 katmandan olusan bu
mimari, PlantVillage veri kiimesinin alt kiimesi {izerinde dogrulanmigtir. Veri seti olarak
siyah cliriik, uyuz ve pas hastalifina sahip 1526 hastalikli yaprak goriintiileri ve saglikli
yaprak gortintileri kullanilmigtir. Calismada sonug¢ olarak onerilen GooglLeNet modelinin
ortalama %98,42 dogruluk oranina sahip oldugu goriilmiistiir.

Alruwaili ve ark. [34] ¢alismalarinda bitki hastaliginin tespiti icin CNN igerisinde yer alan
AlexNet mimarisini kullanmislardir. Caligmada, 14 farkl: bitki tiirii ve 26 farkli hastaligin
toplam 54.306 goriintlisii bulunan PlantVillage veri setini kullanmislardir. Sonug¢ olarak
onerilen AlexNet modeli ile %99,11 dogruluk, %99,49 hassasiyet, %99,29 oraninda F1 skoru
elde ederek AlexNet mimarisinin farkli bitki hastaliklarini etkin bir sekilde saptadigini ortaya
koymuslardir.
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Ferentinos [35] calismasinda, bitki hastaliklarmin teshisi i¢in derin 6grenme modelleri
gelistirmistir. Calismada CNN kullanilarak modelin egitim ve testi i¢in agik kaynak ve 87.848
goriintliden olusan veri seti kullanmistir. Bu goriintiiler 25 farkli bitki tiiriiniin 58 farkli
hastaligini igermektedir. Calismada, AlexNet, AlexNetOWTBn, GoogleNet, Overfeat, VGG
modelleri kullanarak en yiiksek basari oran1 VGG ile %99,53 olarak elde edilmistir.

Khitthuk ve ark. [36] renkli goriintiilerde bitki hastalik tanisi1 koymak iizerine yapay zeka
sistemi lizerinde calismiglardir. Calismalarinda, hastalik 6zellik ¢ikarma islemi igin istatistik
tabanli gri diizey es olusum matrisi (ing. Gray-Level Co-Occurrence Matrix-GLCM) metodu
kullanilarak her bir imgeden parametreler elde edilmistir. Hastalik siiflandirmas: i¢in ise
denetimsiz sinir ag1 olan ARTMAP kullanilmistir. Veri seti olarak pas, uyuz, tiyli kif
hastalig1 olan ve hastaliksiz toplam 346 {liziim yapragi goriintiisii kullanilmistir. Calismada
sonug olarak, %90’nin iizerinde dogruluk elde etmislerdir.

Singh ve Misra [37] ¢alismalarinda, bakteriyel hastaligi olan giil ve fasulye yapragi, giines
yanmig1 hastaligi olan limon yapragi ve erken yanik hastaligi olan muz yapragini goriintii
segmentasyonu olan genetik algoritma ile tespitini gergeklestirmislerdir. Calismada, onerilen
algoritma ile SVM kullanildiginda genel dogruluk %95,71 oraninda elde edilmistir.

Sladoyevi¢ ve ark. [38] tarafindan CNN kullanilarak gelistirilen model saglikli yaprag: ve 13
farkli bitki hastaligini1 tantyabilmektedir. Calismada kullanilan veri setinde 13 farkli hastalik
ve saglikli goriintiilerin oldugu siif haricinde daha dogru siniflandirma yapabilmek amaciyla
arka plan goriintiilerin oldugu sinifta bulunmaktadir. Veri setinde bulunan 30880 goriintii
egitim, 2589 goriinti test i¢in kullanilmistir. CNN” in gelistirilmesi i¢in 8 6grenme katmani, 5
evrisimsel ve 3 tam bagh katman iceren Caffe cercevesi kullanilmistir. Sonug olarak model,
%91 ile %98 arasinda hassasiyet ve %96,3 dogruluk elde etmistir.

Nachtigall ve ark. [39] calismalarinda CNN kullanarak elma agacindaki bozukluklari
otomatik olarak tespit etmislerdir. Calismada, maxigala, fuji suprema ve pink lady ii¢ elma
agaci tlriindeki potasyum eksikligi, magnezyum eksikligi, uyuz hasari, glomeralla lekesi ve
herbisit hasar1 olan bes bozukluk iizerine ¢alisma ger¢eklestirmislerdir. Veri kiimesi olarak
Brezilya'nin giiney kesimindeki meyve bahgelerinden 1970 hastalikli yaprak goriintiisii, 569
saglikli yaprak goriintiisii kullanmiglardir. CNN ile gerceklestirilen ¢alismada %97,3 dogruluk
oraninda sonug elde edilmistir.

Acar [40] ¢alismasinda, bitkinin kokleri ve yapraklarina gida alimini durduran bir mantar
hastalig1 olan pas hastaliginin yapay zeka yontemiyle tespiti lizerine ¢calismistir. Calismasinda
zambak c¢icegi yaprak goriintiilerinde pas hastaligi olup olmadigina dair GLCM ve gabor
dalgacik dontigiimii (ing. Gabor Wavelet Transform—GWT) tabanli siniflandiricilar 6znitelik
¢ikarma metodu olarak kullanilarak bir sistem tasarlanmistir. Calismada veri seti olarak 32
saglikli goriintii, 21 hastalikli goriintii lizerinde k-NN, ¢ok katmanli algilayici ve en kiiglik
kareler SVM kullanmistir. Sonug olarak ¢alismasinda, GLCM tabanli k-NN ve ¢ok katmanli
YSA ile %88,9 oraninda basar1 elde ederek bitkideki pas hastaligin1 dogru tespit etmistir.

Calismanin ilk boliimiinde kisaca tarim, bitki hastaliklari, yapay zekd ve yapay zekanin
tarih¢esinden, ikinci boliimiinde yapay zeka kullanilarak bitki hastalig: tespiti ile ilgili yapilan
caligmalardan bahsedilmistir. Calismanin {i¢iincii boliimiinde c¢alismada kullanilan derin
ogrenme modelleri, veri seti ve performans degerlendirme Oolgiitleri detayli olarak
aciklanmistir. Calismanin dordiincii boliimiinde ise elde edilen dogruluk, duyarlilik, 6zgiilliik
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ve F-skor degerleri tablolar halinde verilmistir. Calismanin sonu¢ bdliimiinde ise elma
yapraklarinda meydana gelen uyuz, siyah c¢iiriik ve pas hastaligi i¢in AlexNet, DenseNet-121,
ResNet-34, VGG16-BN ve Squeezenetl 0 yapay zekd modellerinin performans
karsilastirmasi yapilmistir.

2. MATERYAL VE METOT
2.1. Materyal

Gergeklestirilen ¢aligmada veri bilimciler ve makine 6grenimi uygulayici toplulugu olan agik
erisim internet sitesi [41] (https://www.kaggle.com/) ‘dan alinan veri seti kullanilmistir. Veri
seti, elma yapragina ait toplam 3171 adet goriintii ile olusturulmustur. Alinan veri setinde
uyuz, siyah ciiriik, pas hastaligt ve saglikli olmak iizere dort farkli elma yaprak sinifi
mevcuttur. Veri seti CNN modeli igerisinde yer alan, AlexNet, DenseNet-121, ResNet-34,
VGG16-BN ve Squeezenet 1 0 olmak iizere bes farkli mimari kullanilarak egitilmistir. Elde
edilen sonuclar duyarhlik, 6zgiilliikk, dogruluk ve F-skor olmak {iizere dort farkli performans
degerlendirme Olgiitiine gore degerlendirilmistir. Calismada kullanilan derin 6grenme
modelleri, veri seti ve performans degerlendirme Olciitleri hakkinda detayl bilgiler asagida
verilmistir.

2.1.1. Derin 68renme

Derin 6grenme, son yillarda makine 6grenimi konusunda heyecan verici bir egilim olarak
karsimiza ¢ikmaktadir [42]. Derin 6grenme klasik makine 6grenmesinin genisletilmis bir
halidir. Bu genisletilme modele daha fazla derinlik eklenerek verileri birka¢ hiyerarsik yolla
temsiline izin veren fonksiyonlarin kullanilmasi olarak tanimlanmaktadir [43]. Derin 6grenme
modellerinin yiiksek hiyerarsik yapisi ve genis O6grenme kapasitesi smiflandirma ve
tahminlerin tutarlilikla yapilmasina olanak saglamaktadir [44]. YSA’nin ¢ok katmanl ve ¢ok
noronlu hali olan derin sinir aglarinin en 6nemli 6zelligi probleme uygun olarak otomatik
Oznitelik ¢ikarimi yapilmasi ve bu 6zniteliklerin agin 6grenmesiyle olusmasidir [45].

CNN mimarisi; derin 6grenmenin ¢esitli algoritmalar1 arasinda popiilerligi ile 6ne ¢ikmaktadir
[46]. CNN beynin gorsel korteksinden ilham alarak temel olarak goriintiiyli siniflandirmak,
benzerlikleri kiimelemek ve nesne tanima yapmak i¢in kullanilmaktadir [47, 48]. Bu mimari,
gorilintliyli cesitli katmanlarla isleyerek evrisim katmanlari, dogrusal olmayan katmanlar,
havuz katmanlar1 ve tamamen bagli katmanlardan olusmaktadir [49]. Sekil 1°de 6rnek bir
CNN mimarisinin temel yapis1 gosterilmektedir [47]. Evrisim katmani en yogun matematiksel
islemin gergeklestigi katman olup goriintiideki diisiik ve yliksek seviyeli 6zellikleri saptamak
icin gorlintiiye bazi filtreler uygulamakta, aktivasyon katmani olarakta adlandirilan dogrusal
olmayan katmanda sisteme dogrusal olmayanligin tanitilmast gergeklestirilmekte ve
genellikle en 1yi sonucu verdigi i¢in ReLu fonksiyonu kullanilmaktadir. Havuzlama katmani
ag icindeki parametrelerin azaltilmasi i¢in 6zellik haritalarinin boyutlarini kiigtilterek sistem
iizerindeki agirlik sayisim1 azaltmaktadir. Tamamen bagli katmanlar ise giris ve ¢ikis
katmanlar1 arasinda bag kurarak modelde siniflandirict gorevi tistlenmektedir [50,51].
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EVRISIM KATMANI DOGRUSAL OLMAYAN KATMAN HAVUZ KATMANI

Sekil 1. Evrigimsel sinir ag1 katmanlari [47].

2.1.1.1. AlexNet

AlexNet mimarisi Krizhevsky ve ark. tarafindan tasarlanmigtir [52]. 2012 yilinda ImageNet
yarismast AlexNet ile kazanilmistir [53]. AlexNet derin 68renmeyi hizlandirmak i¢in GPU
kullanarak yarigmadaki diger rakiplerine gore daha iyi performans gostermis ve bu sayede
popiiler olmustur [54]. AlexNet mimarisi genellikle fotograf siniflandirilmasi igin tercih
edilmektedir [55]. AlexNet birbirini takip eden sekiz kat derinliginde evrisim katmanlari,
havuzlama katmanlar1 ve tamamen bagli katmanlardan olusmaktadir [56]. AlexNet
mimarisindeki diger yeni bir yaklasim ise standart olan tanh yerine ReLu aktivasyonunun ilk
kez bu mimaride kullanilmasidir [57].

2.1.1.2. DenseNet-121

DenseNet-121 (Yogun baglantili evrisim ag1), her katmani diger katmanlara ileriye dogru bir
sekilde baglamaktadir. DenseNet mimarisinde her katman o©nceki tim katmanlarin
ozelliklerini girdi olarak kullanmakta ve katmandaki kendi 6zellikleri de sonraki katmanlara
girdi olarak vermektedir [58]. DenseNet mimarilerinin avantaji 6zellik yayilimini saglamak ve
0zelligin yeniden kullanilmasina olanak saglayarak parametre sayisin1 azaltmasidir [59]. Sekil
2’de ornek bir DenseNet-121 mimarisi gosterilmektedir [60]. Bu mimari dort yogun blok, {i¢
gecis katmani ve toplam 121 katmandan (117 dongii, 3 gecis ve 1 simiflandirma) olusmaktadir

[60].

Gegis
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1 | | |

1 | ' '
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Sekil 2. DenseNet-121 mimarisi [60].

2.1.1.3. ResNet-34

ResNet (Artik sinir agl) He ve ark. tarafindan 2015 yilinda sunulmus ve ImageNet
yarismasinda %3,57 hata oraniyla birinci olmustur [61]. ResNet-34 34 katmanli derin artik ag1
mimarisidir [62]. ResNet daha derin mimarilerin egitimini saglamaktadir. Bu mimaride egitim
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hatasim1  azaltmak i¢in ¢ok sayida katman igeren Dbloklar kullanilmakta ve
referanslandirilmamis  islevleri Ogrenmek yerine artik degerler sonraki katmanlara
eklenmektedir. ResNet mimarisinde katmanlar arasindaki atlama islemi sayesinde ise
kaybolan gradyan problemide ¢oziilmektedir [63, 64].

2.1.1.4. Squeezenet

CNN modelinde kullanilan bir diger popiiler mimari ise SqueezeNet mimarisidir [65].
SqueezeNet mimarisi landola ve ark. tarafindan 2016 yilinda sunulmustur [66]. Bu mimarinin
amaci daha az parametreye sahip bir sinir ag1 olusturmak ve mimari 50 kat daha az parametre
ile AlexNet diizeyinde dogruluk saglamaktadir [67]. SqueezeNet mimarisinin avantaji ise
daha verimli dagitilmis katmanlar sayesinde sinir agindaki is yiikii azalmakta ve bu sayede
daha hizli ¢alismaktadir [67, 68].

2.1.1.5. VGG16-BN

VGG-16 mimarisi Simonyan ve Zisserman tarafindan sunulmustur [69]. VGG16, tamamen
bagh ag1 egiten yaklasik 138 milyon parametreye sahip biiylik Olgekli goriintii tanima
modelidir [70]. VGG16 mimarisi 16 katmandan (13 evrisim, 3 tam baglh katman) olusmakta
ve nesne smiflandirma uygulamalarinda kullanilmaktadir [71]. Sekil 3’de VGGI16
mimarisinin goriiniimii verilmistir [72].

‘

Convl-l—pl0mvl-de—p FOOk1 —pl0Mvi- l—plomvZ-2—p PO0-2 —pl0m3-1—plomv3- —pl0m3-3—p FPO0l-3 —plonvd-1

oMYA COMES— - POOH —p COMNG]— s CONNE 2—»LONE S POOHS —p FC6 —p FC7 —b FC-8 —piiss

> !

Sekil 3. VGG16 mimarisi [72].

2.1.2. Veri seti

Onerilen mimariler bitki hastalig1 tespit sisteminde kullanilan PlantVillage veri seti iizerinde
egitilmistir. Kullanilan veri seti 14 farkli {iriin icin 54.306 etiketli goriintii igermektedir.
Calismada, PlantVillage veri setinde bulunan 3171 elma yaprag: goriintiisii kullanilmaktadir.
Sekil 4’de elma yapraklarinda meydana gelen uyuz, siyah ciiriik, pas hastaligina sahip 6rnek
goriintiiler ve saglikli yaprak goriintiisii gosterilmektedir.

200



Aksoy, Halis and Salman International Journal of Engineering and Innovative Research 2:3 (2020) 194-210

Sekil 4. PlantVillage veri setinden 6rnek elma yapragi goriintiileri a)uyuz b)pas c)siyah ¢iiriik d)saglikli.

Calismada kullanilan yaprak goriintiileri %65 egitim, %15 dogrulama ve %20 test veri kiimesi
icin ayrilmaktadir. Tablo 1’de elma yapragi veri kiimesinde bulunan hastaliklt ve saglikli
yaprak goriintiileri detayl olarak gosterilmektedir.

Tablo 1. Elma Yaprag: Veri Seti.

Uyuz hastahig Siyah ciiriik Pas hastahig Saghkh
Veri olan yaprak hastaligi olan olan yaprak yaprak Toplam
goriintiisii yaprak goriintiisii goriintiisii goriintiisii
Egitim veri seti 410 404 179 1.070 2.063
Dogrulama 94 93 41 246 474
Test veri seti 126 124 55 329 634

2.1.3. Performans degerlendirme olgiitleri

Modellerin performansini degerlendirmek i¢in siklikla karmasiklik matris (confusion matrix)
yontemi kullanilmaktadir. Tablo 2’de gosterilen karmagsiklik matrisi gergek smif ve
siniflandiricinin tahmin ettigi sinif olmak tizere iki boyuta sahiptir [73]. Karmagiklik matrisi
sayesinde bir¢ok siniflandirma performansi tanimlanabilmektedir [74].

Tablo 2. Karmagiklik Matrisi.

TAHMIN EDILEN DEGER
POZITIF NEGATIF
GERCEK POZITIF DOGRU POZITIF YANLIS POZITIF
DEGER (True positive-TP) (False positive-FP)
- YANLIS NEGATIF GERCEK NEGATIF
NEGATIF (False negative-FN) (True negative-TN)

Duyarlilik (Sensivity) modelin girdilerden pozitif sinif etiketini tahmin etmedeki olasiligim
gostermektedir. Duyarlilik, Esitlik 1°de verilen matematiksel ifade kullanilarak
hesaplanmaktadir.
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DP
DP+YP

Duyarlilik = 1)
Ozgiilliik (Spesifite) modelin girdilerden negatif simf etiketini tahmin etmedeki olasiligimni
gostermektedir.  Ozgiillilk, Esitlik 2'de verilen matematiksel ifade kullanilarak
hesaplanmaktadir.

DN
DN+YN

Ozgiilliik =

(2)

Dogruluk (Accuracy) modelin genel olarak dogru olup olmadigint belirlemede
kullanilmaktadir. Dogruluk, Esitlik 3'de verilen matematiksel ifade kullanilarak
hesaplanmaktadir.

DP+DN
DP+DN+YP+YN

Dogruluk = 3
F-Skor (F-Score) kesinlik ve duyarlilik performans degerlendirme Olgiitlerini birlikte
degerlendirme imkani saglayan bir degerlendirme Olgiitiidir. F skor Esitlik 4'de verilen

matematiksel ifade kullanilarak hesaplanmaktadir [75].

2DP
2DP+YP+YN

F — Skor = 4)
Denklemleri verilen &lgiitler ikili smiflandirma yapilirken kullanilmaktadir. Ug veya daha
fazla siniftan olusan uygulamalarda performans degerlendirirken her smif i¢in hesaplanan
Olgtimlerin ortalamasi alinmaktadir [76]. Dogru ve yanlis siniflandirmanin oranlarini gosteren
matrisler lizerinde ortalama dogruluk, 6zgiilliik, duyarlilik ve F-Skor degeri Esitlik 5, 6, 7,
8’de verilen matematiksel ifadeler kullanilarak hesaplanmaktadir [76,77].

I DPi#DN;

Ortalama Dogruluk = l'lDPi"Y’l"i*Y”i’fDNi )
l' DNi

Ort. Ozgiillitk = _l-lmlvimvi ©

l' DPi

Ort. Duyarlilik = —22tM 0
L 2DP

Ort.F — degeri = {Z12DP+YPHYN; ®)

l

2.2. Metot

Gergeklestirilen calismanin is akis diyagrami Sekil 5°de verilmistir. 11k asamada acik kaynakli
internet sitesi Kaggle’da yer alan PlantVillage veri setinden 3171 adet elma yaprag: goriintiisii
alinarak veri seti olusturulmustur. Veri seti igerisinde uyuz, siyah ciiriik, pas hastalig1 olan ve
saglikli yaprak goriintiileri etiketlenmistir. Dort farkli sinif bulunan veri setinde egitim igin
toplam 2.063 goriintii, dogrulama i¢in 474 goriintii ve test icin 634 goriintii kullanilmistir.
Ikinci asama olan veri 6n isleme asamasinda ise normalizasyon islemi gerceklestirilmistir.
Uciincii  asamada  goriintiiler AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve
Squeezenet] 0 derin 6grenme modelleri egitilerek en dogru yontem tespit edilmigtir. Tim
modeller i¢in elde edilen egitim oranlar1 optimize edilerek 0.005 olarak belirlenmistir.
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Egitilen modeller lizerinde hem dogrulama hem test islemleri uygulanarak modelin dogrulugu

test edilmistir.

Veri Setinin Olusturulmasi

|

Veri On isleme
|
1 .
Egitim ~ Test
AlexNet ResNet-34 DenseNet-121 VGG16BN Squeezenetl 0
Dogrulama
l l | |
Model-1 Model-2 Model-3 Model-4 Model-5 ;
Sonug
| J 1 1 |
Sekil 5. Is akis diyagramn.
3. ARASTIRMA BULGULARI

Calismada AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve Squeezenetl 0 olmak {izere
bes farkli derin 6grenme yontemi kullanilarak elma bitkisine ait uyuz, siyah ciiriik, pas
hastalig1 olan ve saglikli yaprak olmak tizere dort sinif egitilmistir. Egitilen modeller {izerinde
hem dogrulama hem de test islemleri uygulanarak asagidaki sonuclar elde edilmistir. ilk
olarak AlexNet modelinin dogrulama ve test veri seti i¢in karmasiklik matrisi Sekil 6’da

verilmistir.
041 91 1 0
14 0 92 0
21 0 0 41
31 0 0 0
0 1 2
a)
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Sekil 6. AlexNet modeli(a) dogrulama veri seti i¢in (b) test veri seti icin karmagiklik matrisi.
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Karmasiklik matrisinde sifirinct indeks elma yapragindaki uyuz hastaligini, birinci indeks
siyah cliriik hastaligini, ikinci indeks pas hastaligim1 ve {iglincli indeks saglikli yaprak
goriintiilerini gostermektedir. AlexNet modelinin performans degerlendirme oSlgiitleri Tablo
3’de gosterilmektedir.

Tablo 3. AlexNet Performans Degerlendirme Olgiitleri.

Veri Duyarlilik | Ozgiilliik Dogruluk | F-Skor
Dogrulama veri seti 0,96316 0,99075 0,99156 0,97566
Test veri seti 0,91855 0,97995 0,98099 | 0,94677

DenseNet-121 modelinin dogrulama ve test veri seti i¢in karmasiklik matrisi Sekil 7°de
verilmistir.

O O 0 1
11 0O e 0 2
24 0 0 41 0

O 1 2

a)

b)

Sekil 7. DenseNet-121 modeli (a) dogrulama veri seti i¢in (b) test veri seti igin karmasiklik matrisi.

DenseNet-121 modelinin performans degerlendirme 6lgiitleri Tablo 4’de gosterilmektedir.

Tablo 4. DenseNet-121 Performans Degerlendirme Olciitleri.

Veri Duyarhlik | Ozgiilliik Dogruluk | F-Skor
Dogrulama veri seti 0,97196 0,99300 0,99367 0,98163
Test veri seti 0,93584 0,98562 0,98580 | 0,95990

ResNet-34 modelinin dogrulama ve test veri seti i¢in karmasiklik matrisi Sekil 8’de

verilmistir.
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- 300

04 91 0 0 3 @

- 200

- 104

a) b)

Sekil 8. ResNet-34 modeli (a) dogrulama veri seti i¢in (b) test veri seti i¢in karmagiklik matrisi.

ResNet-34 modelinin performans degerlendirme Olgiitleri Tablo 5’de gosterilmektedir.

Tablo 5. ResNet-34 Performans Degerlendirme Olgiitleri.

VGG16-BN modelinin dogrulama ve test veri seti i¢in karmasiklik matrisi Sekil 9°da

Veri Duyarhlik | Ozgiillik | Dogruluk | F-Skor
Dogrulama veri seti | 0,97212 0,99300 | 0,99367 | 0,98163
Test veri seti 0,97646 0,99542 | 0,99526 | 0,98624

verilmistir.
04 90 0 0 -
11 0 88 0 2
21 0 0 41 0

VGG16-BN modelinin performans degerlendirme 6l¢iitleri Tablo 6°’da gosterilmektedir.

a)

b)
Sekil 9. VGG16-BN modeli (a) dogrulama veri seti igin (b) test veri seti igin karmagsiklik matrisi.

Tablo 6. VGG16-BN Performans Degerlendirme Olgiitleri.

Veri Duyarlilik Ozgiillik | Dogruluk F-Skor
Dogrulama veri seti 0,92991 0,98135 0,98312 0,95238
Test veri seti 0,88302 0,96712 0,97003 0,91809
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Squeezenetl 0 modelinin dogrulama ve test veri seti i¢in karmagsiklik matrisi Sekil 10°da
verilmigtir.

]

0 dl 2
a) b)

Sekil 10. Squeezenetl_0 modeli (a) dogrulama veri seti i¢in (b) test veri seti i¢in karmagiklik matrisi.

=
—

Squeezenet]l 0 modelinin performans degerlendirme Olgiitleri Tablo 7°de gosterilmektedir.

Tablo 7. Squeezenet] 0 Performans Degerlendirme Olgiitleri.
Veri Duyarlilik | Ozgiilliik | Dogruluk | F-Skor

Dogrulama veri seti | 0,97193 0,99300 | 0,99367 | 0,98163

Test veri seti 0,93508 0,98249 | 0,98422 | 0,95508

Tablo 8’de, AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve Squeezenetl 0 modelleri
icin duyarlhlik, 6zgulliik, dogruluk ve F-skor degerleri verilmistir.

Tablo 8. AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve Squeezenetl 0 Performans Degerlendirme

Olgiitleri.
Duyarhlik Ozgiilliik Dogruluk F-Score
Model
Dogrulama | Test | Dogrulama | Test | Dogrulama | Test | Dogrulama [ Test
AlexNet 0,96316 0,91855 | 0,99075 0,97995 | 0,99156 0,98099 | 0,97566 0,94677

DenseNet-121 | 0,97193 0,93562 | 0,99300 0,98562 | 0,99367 0,98580 | 0,98163 0,95990

ResNet-34 0,97212 0,97646 | 0,99300 0,99542 | 0,99367 0,99526 | 0,98163 0,98624

VGG16-BN 0,92991 0,88302 | 0,98135 0,96712 | 0,98312 0,97003 | 0,95238 0,91809

Squeezenetl_0 | 0,97193 0,93508 | 0,99300 0,98249 | 0,99367 0,98422 | 0,98163 0,95508
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4. SONUC

Calismada CNN igerisinde yer alan AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve
Squeezenet] 0 mimarileri elma bitkisi hastaliklarinin tespiti i¢in kullanilmistir. Elde edilen
sonuglar dort farkli performans degerlendirme Olgiitiine gore degerlendirilerek asagidaki
sonuglar elde edilmistir.

e Modeller performans degerlendirme oOl¢iitii olan karigiklik matrisine gore
degerlendirilmistir. Degerlendirme sonucunda modelin uyuz, siyah c¢iiriik, pas hastalig1
olan ve saglikli yapraklari tespit edebildigi goriilmiistiir.

e Modeller duyarlilik, 06zgiillik, dogruluk ve F-skor performans degerlendirme
Olciitlerine gore degerlendirilmistir. Degerlendirme sonucunda dogrulama veri setinde
duyarhilik i¢in en iyi sonucun %97.21 ile ResNet-34, ozgillik i¢in %99.3 ile
DenseNet-121, ResNet-34 ve Squeezenetl 0, dogruluk i¢in %99.3 ile DenseNet-121,
ResNet-121 ve Squeezenetl 0 ve son degerlendirme Olgiitii olan F-skor i¢in ise
%98.16 ile DenseNet-121, ResNet-121 ve Squeezenetl 0 oldugu ortaya konulmustur.

e Degerlendirme sonucunda test veri setinde duyarlilik, 6zgiilliik, dogruluk ve F-skor
icin en iyl sonucun sirastyla %97.64, %99.54, %99.52, 9%98.62 degerleri ile ResNet-
34 mimarisi oldugu ortaya konulmustur.

Sonug olarak yapay zeka ile elma bitkisindeki hastalik tespitinde en iyi modelin ResNet-34
mimarisi oldugu belirlenmistir.

Tesekkiir

Calismada kullanilan PlantVillage veri setininin agik kaynak verilerini internet sitelerinde
(Kaggle) kullanima agan herkese tesekkiirii bir borg biliriz.
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