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Oz

Son yillarda dengesiz tibbi veri kiimeleri {izerinde gerceklestirilen 6grenme problemine verilen 6nem artmaktadir. Ciinkii gercek
yasamda karsilagilan tibbi veri kiimeleri siklikla dengesiz veri kiimeleridir. Siniflandiricilarin dengesiz ortamdaki davranislarini
inceleyen pek ¢ok calisma, basarim degerlerindeki dnemli kaybin veri kiimelerinde olusan ¢arpik sinif dagilimimdan kaynaklandigini
vurgulamistir. Literatiirde, bu ¢arpiklik sorununu ¢dzmek igin Sentetik Azinlik Orneklem Arttirma Yontemi (SMOTE) algoritmast
Onerilmistir. Bu ¢alismada, hastanelere yapilan siipheli bir Covid-19 vaka bagvurusunda, yaygin olarak toplanan laboratuvar test
sonuglarina dayanarak, SARS-Cov-2 test sonucu negatif veya pozitif sinifa sahip hastalar1 SMOTE ve YSA modeli kullanarak daha
yiiksek oranla tahmin etmeye yonelik deneysel ¢alisma yapilmigtir. Orijinal veri kiimesinin YSA ile simiflandirilmasi sonucunda
dogruluk degeri 0.86, F-0l¢iim degeri 0.48 bulunmusg olup, SMOTE ile dengelenen veri kiimesinin yine YSA ile siniflandirilmasi
sonucunda dogruluk degeri 0.90, F-6l¢iim degeri 0.68 bulunmustur. Bu nedenle SMOTE ile dengelenmis Covid-19 veri kiimesinin YSA
ile smiflandirilmasi sonucunda daha basarili sonuglar bulunmustur. Calismamizin sonunda orijinal ve SMOTE ile dengelenen veri
kiimesi arasinda karsilagtirma yapilmis olup, siniflandiricinin diger basarim degerlerini de arttirdigi goriilmiistir.

Anahtar Kelimeler: Covid-19, Dengesiz tibbi veri kiimesi, SMOTE, Yapay sinir aglar1.

Classification of Covid-19 Dataset by Applying Smote-based Sampling
Technique

Abstract

In recent years, the importance given to the learning problem performed on unbalanced medical datasets has been increasing. Because
real life medical datasets are often unbalanced datasets. Many studies examining the behavior of classifiers in an unstable environment
have emphasized that the significant loss in performance values is due to the distorted class distribution in datasets. In the literature, the
Synthetic Minority Sampling Method (SMOTE) algorithm has been proposed to solve this distortion problem. In this study, an
experimental study was conducted in a suspected Covid-19 case application to predict patients with a negative or positive class with a
higher rate of SARS-Cov-2 test results based on commonly collected laboratory test results. As a result of the classification of the
original dataset with Avrtificial neural network (ANN), the accuracy value was found to be 0.86, the F-measure value was 0.48, and the
dataset balanced with SMOTE was again classified by ANN, and the accuracy value was found to be 0.90 and the F-measure value was
0.68. For this reason, Covid-19 dataset balanced with SMOTE was classified with ANN and more successful results were found. At the
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end of our study, a comparison was made between the original and SMOTE balanced dataset, and it was seen that the classifier also
increased other performance values.

Keywords: Covid-19, Unbalanced medical dataset, SMOTE, Artificial neural networks.

1. Giris

Son yillarda, teknolojinin hizla ilerlemesiyle birlikte makine 6grenmesi algoritmalarini temel alan ve tibbi veri kiimelerinin
smiflandirilmasina yogunluk veren ¢aligmalarin sayisinda bir artig sz konusu olmustur. Yapilan ¢aligmalar, 6zellikle dengesiz tibbi veri
kiimelerinin siniflandirilmas1 amaciyla uygulanmistir. Dengesiz veri kiimeleri s6z konusu oldugunda siniflandiricilarin basarim
degerlerinde bir diisiis goriilmektedir. Bu nedenle siniflandirma asamasina gecilmeden 6nce, dengesiz veri kiimelerini dengeli hale
getiren veri ornekleme yontemlerine bagvurulmasi, smniflandiricilarin basarim degerlerinin arttirilmasi adina 6nemli bir asama olarak
karsimiza ¢ikmaktadir.

Literatiirde gerek tibbi, gerekse diger alanlarda karsilagilan dengesiz veri kiimelerinin dengeli hale getirilmesi ile ilgilenen birgok
calisma yapilmistir (Chawla ve ark., 2004; Ogul ve ark., 2019). Bu tiir dengesiz veri kiimelerinde 6grenme asamasinda 6rneklem
sayisinin fazla oldugu simniflar baskin gelmekte ve azinlik siniflara ait olan gozlem degerleri siniflandirilirken bazi dengesizlikler
goriilebilmektedir. T1bbi verilerde yapilan calismalar genellikle dengesiz veri kiimesi problemleriyle kargilagilmaktadir. Hastalik teshisi
ve maliyet gerektiren tani testleri, hastalik yayginliginin diisiik olmasi veya hastalikla ilgili verilerde 6rnek sayisinin az olmasi, verilerin
olusturulmasi ve toplanmasinin bazen yiiksek maliyet gerektirmesi, numerik ve goriintii tabanli tibbi veri kiimelerini kisitlamaktadir
(Berner, 2006). Goriintii tabanli yapilan bir galismada, gogiis rontgeni goriintiilerinde Covid-19 ve Pnomoni hastalari ig¢in suni
ornekleme yontemleri ile makine 6grenmesi ve derin 6grenme algoritmalar1 kullanilarak, hastalik yiiksek oranda tahmin edilmeye
calistlmistir (Kumar, 2020). 235 yetiskin hastadan alinan sayisal 6rnekler, makine 6grenmesi algoritmalari ile Covid-19 pozitif tan1 riski
tagiyan hastalar tahmin edilmeye ¢alisilmistir (De Moraes Batista ve ark., 2020). Koronaviriis hastaligi i¢in klinik 6ngériicii modellerin
sistematik bir caligmasiyla, klinik yollar1 tahmin etmek, bakim i¢in bilgilendirmeye ve kaynaklari onceliklendirmeye yardimci
olabilecegini gostermistir (Schwab, 2020). Tibbi veri kiimesi hepatit viriis tanisi icin YSA’ya dayali bir yaklasim sunarak, hastalarin
performansini etkileyebilecek birgok faktor 6zetlenmistir. Bu faktorler YSA modelinde girdi degiskeni olarak kullanilip, YSA modelinin
olas1 hastalarin %93"tinden fazlasinin tanisin1 dogru bir sekilde tahmin edebildigini gostermistir (AbuSharekh, 2018). Dengesiz verilerin
ozellikle tibbi bilisimde siniflandirilmasi zordur ve yeniden dengeleme algoritmasi kullanarak bir siniflandirict gelistirme ihtiyaci
duyulmustur. Iki asamali bir simflandirma modeli kullanilarak, birinci adimda, literatiirde dnerilen SMOTE modeli ile veriler 6n
islemden gecirilir ve ikinci adimda makine 6grenmesi ve derin 6grenme algoritmalari ile diyabet ve diger tibbi verilerin tahmininde
dengeli veri kiimesinin en iyi siniflandiricisini segmek amaglanmistir (Shuja, 2020). Tibbi alanda yapilan bagka bir calismada, SMOTE
baska tekniklerle Tomek (Tomek,1976) baglantilar teknigi birlestirilerek giiglii bir 6n isleme yontemi 6nerilmis ve diyabet, parkinson,
vertebral kolon dengesiz tibbi veri kiimelerine uygulanarak daha yiiksek basarim degerleri elde etmistir (Zeng, 2016). Yapilan tibbi
caligmalarda niimerik ve goriintii tabanli kullanilan verilerin gogunda hastalifa ait gdzlem sayist azdir. Veri kiimesinde bulunan bu
gercek gozlemlere bakilarak suni 6rnekleme yontemleri ile smiflandiricilarin model performansini arttirmak igin veri drnekleme
yaklagimi 6nerilmistir. Chawla ve arkadaglari tarafindan dnerilen SMOTE algoritmasi dengesiz veri kiimeleri ile miicadele eden en iyi
algoritmalar arasindadir (Chawla ve ark., 2002). Onerilen bu yontem c¢alismada kullanilan tibbi veriler yaninda bir¢ok alanda;
biyomedikal bilisim, yiliz tanima, kayip miisteri tespiti, robotik, 6riintii tanima, dolandiricilik tespiti, dogal dil isleme gibi benzeri birgok
karmagik ve gercek problemleri ¢ozmek amaciyla genis olarak incelenmis ve bir¢ok alanda uygulanmustir.

Bu calismada hastanelere yapilan siipheli bir Covid-19 vaka basvurusunda, yaygin olarak toplanan laboratuvar test sonuglarina
dayanarak, SARS-Cov-2 test sonucu negatif veya pozitif sinifa sahip hastalart SMOTE ve YSA modeli kullanarak daha yiiksek oranla
tahmin etmeye yonelik deneysel calisma yapilmistir. Caligmamizda inceledigimiz veri kiimesinin dengesiz olma sebebi veri
kiimesindeki bir siifin ¢ok sayida Ornekleme sahipken, diger smifin daha az sayida Orneklem icermesidir. Calismamizda
gergeklestirdigimiz deneyler sonucunda dengesiz veri kiimelerinin dengeli hale getirilmesi igin literatiirde 6nerilen SMOTE tabanh
orneklem arttirma yontemi Covid-19 veri kiimesini dengeli hale getirdigi ve YSA algoritmasinin basarim degerlerinin arttirdigi
gosterilmistir. Basarim degeri olarak, dogruluk (accuracy), kesinlik (precision-P), duyarlilik (recall-R), F-6l¢tim, Aritmetik ortalama ve
Agirlikli ortalama degerleri dikkate alinmistir.

Calismamizin diger boliimleri su sekildedir: ikinci bélimde materyal ve metot, calismada kullanilan veri kiimesi, rnekleme
yontemi, siniflandirma algoritmasi ve degerlendirme metriklerinden bahsedilmistir; Ugiincii béliim arastirma sonuglar1 ve tartigma
kisminda, siniflandirma sonucu basarim degerleri ve kiyaslama sonuglar1 paylagilmis ve yorumlarda bulunulmustur. Son bdliimde ise
¢aligmanin sonug bilgileri paylasilmistir.

2. Materyal ve Metot

2.1. Calismada Kullamilan Veri Kiimesi

Calismada kullanilan Covid-19 veri kiimesi Kaggle veri bilimci ve makine 6grenme ¢aligmalarinda bulunan ¢evrimigi bir topluluk
olan platformdan alinmigtir. 2020 yilinin ilk aylarinda Brezilya’nin Sdo Paulo sehrinde Israelita Albert Einstein Hastanesi'nde goriilen
ve hastaneye ziyareti sirasinda SARS-CoV-2 RT-PCR ve ek laboratuvar testleri yapmak icin toplanan 5644 hastadan alinan anonim
verilerilerdir (Kaggle, 2020). Tiim klinik veriler ortalama sifir ve birim standart sapmaya sahip olacak sekilde paylasilan platform
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tarafindan standartlastirilmistir. Veri kiimesinin kullanilma amaci, hastanelerin acil servisine yapilan siipheli bir Covid-19 vaka
basvurusunda, yaygin olarak toplanan laboratuvar test sonuglarina dayanarak, SARS-Cov-2 (pozitif / negatif) sonucunu tahmin etmektir.
Pozitif sonuglanan vakalar hem hasta hemde hastanelerin yogunlugu agisindan biilyiik 6nem tasidigindan, ¢aligmamizda pozitif vakalari
yani gergekte hasta olan kisileri yliksek oranda tespit etmek amaglanmistir. Veri kiimesinde 5644 6rnek bulunmakta olup, her bir 6rnek
111 nitelige sahiptir. 5644 6rnekten 5086°s1 saglikli (test sonucu negatif) siifta ve 558’1 hasta (test sonucu pozitif) sinifina aittir. Bu
sayilar ve orana bakildiginda pozitif sinifa ait verilerin azinlikta oldugu ve veri kiimesinin dengesiz bir dagilima sahip oldugu
goriilmektedir. Veri kiimesi yiliksek oranda bos deger icermekte olup, smiflandiricilarda egitilmeden once, 6n islem asamasinda
cogunlugunu bos deger igceren nitelikler ihmal edilmistir. Bu ihmal islemleri ve veri kiimesi 6n islem adimlar1 asagida agiklanmistir.
Herhangi bir 6n isleme tabi tutulmamis orijinal veri kiimesinin bir bolimii Sekil 1’de gosterilmistir.

Patient Patient Patient

SARS- addmited addmited addmited

Patient Cov.2 to  to semi- to Mean
Patient ID age exa;n regular  intensi tensive H it Hemoglobin Platelets  platelet ...
guantile result ward unit care unit volume
(1=yes, (1=yes, (1=yes,
0=no) 0=no) 0=no)
4447775e8169d2 13 negative 0 1] 0 NaN NaN NaN NaM ..
126e9dd13932168 17 negative 0 Q 0 0.236515 -0.02234 0517413 0.010677 .
ad6b4402a0e5696 2 negative [1] 0 [1] EW Mah MNah NaM ..
fTd619a94f97c45 5 negative 0 Q 0 NaN MaN NaN MNaM .
d9e41465750c2b5 15 negative [1] 0 [1] EW Mah MNah NaM ..

Sekil 1 Covid-19 Orijinal veri kiimesi

Oncelikle tamamen bos deger iceren (6 nitelik), en fazla 3 deger igeren (3 nitelik) ve SARS-Cov-2 analiz sonucu iizerinde etkisi olmayan
(Hasta ID niteligi) ve hastanin hangi servise (normal servis, yar1 yogun ve yogun bakim) yonlendirildigi ile ilgili (3 nitelik) ihmal
edilerek 98 nitelige diisiiriilmiistiir. Kalan niteliklerden %90 ve iizeri bos deger igeren 65 nitelik olup toplam 5079 bos deger
icermektedir. Bu nitelikler egitim asamasinda algoritmanin performasini olumsuz etkileyeceginden ihmal edilerek yeni nitelik sayisi
33’e diisiirtilmiistiir. Kalan niteliklerin 20’si yine ¢ogunlukta bos deger igceren, genelde hastalara ait daha dnce gecirdigi herhangi bir
rahatsizlig1 olup olmadig ile ilgili kategorik (tespit edildi-1, tespit edilmedi-0) bilgilerdir. Bu niteliklerden herhangi birine sahip olan
hastalarin nitelik degerini (1 ve 0) olacak sekilde tek bir nitelik altinda toplanmustir. Nitelik sayist en optimum diizeye getirilerek
simiflandirma 6ncesi 14 nitelige diistiriilmiistiir. Son ihmal islemi ise, 5644 hasta drnegi, kalan niteliklerin %80°ninde (11 nitelikte) bos
deger icermektedir. Bu 6rneklemlerin yine siniflandirict algoritmanin performasini olumsuz etkileyeceginden, 5644 6rnekten 5042°si
ihmal edilerek 602’ye diislirilmistiir. Kalan 14 nitelik ve 602 6rnek tamamen dolu degerlere sahip olup YSA’da egitilmek iizere hazir
hale getirilmistir. Bu niteliklerin tamami ve 6rneklemlerin bir kism1 Sekil 2’de gosterilmistir.

Kirmizi
Ortalama Ortalama kan "
Hasta SARS- Ortalama Kirmizi korpiskiiler Korpuiskiiler hiicresi Diger
yag Cov-2 Trombositler trombosit kan Lenfositler hemoglobin Ldkositler Bazofil Eozinofiller P hacim Monocytes dafim test
kantili sonucu hacmi  hicreleri konsantrasyonu gihin sonuclar
{MCHC) {MCV) genigligi
(RDW)
17 0 -0.517413  0.010677 0.102004 0.318366 -0.950790 -0.094610 -0.223767 1.482158 0.166182 0.357547 -0.625073 1
1 0 1429667 -1.672222 -0850035 -0.005733 3331071 0364550 -0.223767 1.018625 -1.336024 0.068652 -0.978899 0
9 1] -0.429480 -0.213711 -1361315  -1.114514 0.542882 -0.884923 0.081693  -0.666950 1.668409 1.276759 -1.067355 1
11 0 0072992 -0.550290 0542763 0.045436 -0.45239% 0211488 -0.834685 -0.709090 0.606842  -0.220244 0171035 1
9 1] -0.668155 1.020415 -0.127191 0.002791 -1.249524 -1.132592 0.367152 -0.709090 0.566783 2.012129 0513318 Q

Sekil 2 On islem sonrast Covid-19 veri kiimesi

On islem sonrasi veri kiimesinde toplam 602 6rnek olup, bunlardan 519’unun test sonucu negatif sinifa ait gogunluk grubunda, 83’iiniin
test sonucu pozitif siifa ait olup azinlik grubundadir. Sinif dagilim sayisina bakildiginda pozitif sinifa ait verilerin azinlikta oldugu ve
veri kiimesinin dengesiz bir dagilima sahip oldugu goriilmektedir. Veri kiimesi %80 egitim ve kalan kismu test verisi olarak ayrilmis
olup, YSA’da egitilmistir. Egitim kismui i¢in ayrilan negatif siniftan 415, pozitif siniftan 66 6rnek, SMOTE 6rnekleme algoritmasi ile
(negatif 415, pozitif 415) dengelenerek tekrar YSA ile egitilmistir. Dengelenen veri kiimesinin sinif dagilimin1 gorsellestirmek igin,
Lokositler (x) ve Trombositler (y) nitelikleri baz alinarak Sekil 3’te SMOTE oncesi ve sonrast iki boyutlu diizlemde gosterilmistir.

. » D-Negatil . » - Negatif
8 = 1- Pozitif 84 » 1- Pozitif
61 [
4 44
= S
. .
21 - 2 .
) L] o et L
ol . . 04 . *
- ™ - .
-2 -2
2 a1 0 1 2 3 M 2 1 0 1 2 3 a
® x
(a) (&)

Sekil 3 SMOTE éncesi(a) ve SMOTE sonrasi(b) veri dagilimi
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Sekil 3’ten anlasilacag lizere azinlik gruptaki pozitif smiflarin ¢ogunluk gruba yaklastirildigi ve yogunlukta pozitif 6rneklerin
bulundugu bélgede en yakin k-komsu degerlerin 6rneklendigini gorillmektedir. Siniflandirma performansini arttirmak i¢in, azinlik gruba
ait ornekler, ¢alismada onerilen 6rnekleme yontemi ile suni olarak ¢ogaltilip veri kiimesi dengeli hale getirilmistir. Caligmamiz
kapsaminda kullanmis oldugumuz veri kiimesi ve algoritmalar Python kiitiiphaneleri kullanilarak kodlanmistir.

2.2. Sentetik Azinlik Orneklem Arttirma Yontemi (SMOTE)

SMOTE yo6ntemi, en yaygin kullanilan ve ¢ogu zaman en basarili rnekleme yontemi olarak bilinmektedir. 2002 yilinda gelistirilen
algoritma bir¢ok dengesiz veri kiimesi problemine uygulanmistir (Chawla ve ark., 2002). Rassal drnekleme yontemlerinden farki,
azinlik smufi verileri kopyalamak yerine, incelenen drneklerin en yakin k komsusunu baz almak suretiyle yapay ornekler tiretmesidir.
Sekil 4°te algoritmanin ¢aligma sistemi gosterilmistir.

. . . . @ Cogunluk Suufi Ornekleri

@ Azmnlik Smfi Omekleri

. . @ Sentetik Omekler(y1y2y3)

Sekil 4. SMOTE algoritmast ¢calisma sistemi

Algoritmanin ¢alisma adimlar1 agagida belirtilen sekilde dzetlenebilir:

e Adim-1: Azmlik sinifina ait her gézlemin k yakin komsusu aranur,

e Adim-2: Azinlik sinifina ait gdzlem ile k yakin komsusu (kNN) olan gézlem arasindaki fark alinir,
e Adim-3: (0,1) arasinda rastgele bir say1 (a) se¢ilir, Adim 2’de bulunan fark ile bu say1 ¢arpilir,

e Adim-4: Esitlik 1 kullanilarak yeni sentetik gézlem elde edilir.

Xyeni = X; + (x]- — xi) *o D

e  Adim-5: Istenen sayida sentetik gdzlem olusturmak icin Adim 1-4 yinelenir.

2.3. Yapay Sinir Aglar1 (YSA) Algoritmasi

Yapay sinir aglari, insan beyni gibi sinir sistemlerinin bilgi isleme yontemlerinden esinlenerek gelistirilmis matematiksel
modellerdir (Mitchell, 2009). Bilimsel agidan insan beynindeki néron hiicre yapisint model olarak ortaya konulmasiyla giiniimiizde
YSA gelistirilerek bir¢ok alanda kullanilmaya baglanmistir. YSA farkli topolojik ve sezgisel yapilarindan dolay1 pek ¢cok miihendislik
ve tip alanlarda siniflandirma, 6grenme, iliskilendirme, optimizasyon ve &zellik belirlemede kullanilmaktadir. YSA’nin biyolojik
yapisinda sinir aglari sistemi 10 milyardan fazla sinir hiicresinin birbirleri ile baglanmasindan meydana gelmektedir. Bir sinir hiicresi,
soma (hiicre govdesi), akson ve dendrit yapilardan olugsmaktadir. Temel olarak soma, hiicre ¢ekirdegi, cekirdekgik ve sitoplazma
stvisindan olugmaktadir. Akson ise lifli yapidan meydana gelmistir. Gorevi ise somadan gelen sinyalleri uglart yardimiyla diger sinir
hiicrelerine tagimaktir. Dendritleri yapilarinda bulunan lifler ile diger sinir hiicrelerin dendritleri ile bag kurmaktadir. Bu yapi sayesinde
noronlardaki sinyaller somaya iletilmektedir. Snapslar olarak adlandirilan baglanti elemanlar1 sayesinde sinir hiicreleri birbirleri ile
iletisim kurmaktadir (Erkaymaz, 2014).

Yapisal olarak YSA, yapay noronlarin kendi aralarinda kurulan baglantilardir. Noronlar arasindaki baglant: sekilleri ag topolojisi
modelini olusturmaktadir. Yapay noronlarin davraniglari topolojik model ile matematiksel olarak ifade edilmektedir. Yapay noron
hiicrelerinin davraniglarina benzer sekilde, kendine gelen bilgileri analog toplayict benzeri bir yontem ile toplar. Elde edilen toplam veri
belirlenen esik degerine gore islem yaparak iletimine karar veren paralel islem birimidir (Du ve ark., 2002).

McCulloch ve Pitts tarafindan 1943 'te Onerilen yapay noron modeli yapay sinir hiicresinden digerine sinapslar yoluyla sinyal
gondererek, sinyali alan hiicre gdvdesinin elektrik potansiyel degerinin yiikseltilmesi veya diisiiriilmesi yoluyla gerceklesir. Bu
potansiyelin bir esik degerine varmasi halinde néron ateslenir (McCulloch ve ark.,1943).

Xy E

Sekil 5. McCulloch-Pitts Yapay sinir hiicresi hesaplama modeli
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Sekil 5'te verilen modelin x;, x2, x, ile gosterilen # tane giris verisi vardir. Bu giris verileri w;, wz, w, agirliklarina baghdir. Agirliklar
sinaptik baglantilara karsilik gelmektedir. Yapay sinir hiicresinin aktivasyon degeri, her bir giris verisinin kendisine karsilik gelen
agirlikla carpilip toplanmasindan sonra 6 esik degerinin eklenmesiyle hesaplanir:

a= Z;-l:lxjwj +6 (2)

Esik degeri, sanal bir giris degeri olarak gosterilip x, = I ve wy = 8 olarak tanimlandiginda, aktivasyon formiilii Es.3 olur.
a =Y xw; 3

Noronun ¢ikis degeri, biyolojik sinir hiicresinin atesleme frekansina benzer sekilde, aktivasyonun bir fonksiyonudur:

y=f(@ “4)

Dogrusal olmayan problemlerin analizinde beklenen ¢ikisa yakinsama yapabilmek i¢in aktivasyon fonksiyonlari kullanilmaktadir. Bu
yiizden problem tiiriine gore aktivasyon fonksiyonu se¢gmek 6nemli bir parametredir. YSA modelinde genelde sigmoid fonksiyonu, birim
basamak fonksiyonu, dogrusal fonksiyon, rampa fonksiyonu ve hiperbolik tanjant fonksiyonlar1 aktivasyon fonksiyonlar1
kullanilmaktadir (Giirsoy, 2018). Genelde dogrusal olmayan problem analizlerinde tercih edilen Sigmoid fonksiyonu, ¢alismamizda
kullanilmstir. Sigmoid fonksiyonu Es. 2 ile hesaplanmaktadir.

f&) = )

YSA sistem mimarisi girdi katmani, gizli katmanlar ve ¢ikt1 katmani olmak iizere 3 katmandan olusur. Her katmanda belirli sayida
yapay sinir hiicreleri bulunmaktadir. Gizli katmanlarda sinir hiicrelerine ek olarak toplama ve aktivasyon fonksiyonlari bulunur. Sinir
hiicreleri arasinda bulunan aglara baslangigta sistem tarafindan rastgele bir agirlik degeri atanir. Bu degerler sonradan gelen veriler ile
giincellenir ve yeni verilerin sistem iizerindeki etkisini hesaplamada kullanilir.

1
1+e=*

YSA nin giris katmani, verilerin sisteme alindigt ilk katmandir. Bu katmanda alinan verileri bir esik degeri eklenerek ve agirlik
katsayilariyla ile ¢arpilarak bir sonraki gizli katmanlara gonderilir. Gizli katman bir ya da daha fazla katmandan olusabilir. Bu katmanda,
giris katmanindan gelen veriler toplanir ve aktivasyon fonksiyonu uygulanir. Cikis katmaninda islenen veriler degerlendirilerek ¢ikti
elde edilir (Oztemel, 2003). YSA ¢oklu katman mimari yapisi Sekil 5’te gdsterilmistir.

O O
x—p O =<
) O O
x—0 . K O—>»v
: : O O
xn—3p O : :
O O
Giris Katmani 1.Gizli Katman 2.Gizli Katman Cikis Katmani

Sekil 5. Yapay sinir aglar: ornek

Caligmamiz Sekil 5’te verildigi gibi ¢ok katmanlt YSA olup; giris katmani, 2 gizli katman ve ¢ikis katmanindan olusan ¢ok katmanli
modeldir. SARS-Cov-2 teshisinde kullanilmak {izere 13 adet nitelik bulunmaktadir. Bu yiizden giris katmaninda 13 noron, 1. gizli
katmanda 26 ndron, 2. gizli katmanda 39 noron ve ¢ikis katmaninda 1 néron optimize edilerek kullanilmistir. Veri kiimesinin %80°1 ile
yapay sinir ag1 egitilmis ve egitim sirasinda epoch(dongii) sayis1 60 olarak secilmistir. Kalan %20°lik kismu ile egitilen yapay sinir
aginin basarisi ol¢iilmiistiir. Basarim degerleri i¢in ¢ikti katmaninda, Es. 5’te verilen aktivasyon fonksiyonundan ¢ikan deger hiicrenin
¢ikt1 degeri olmaktadir.

2.4. Degerlendirme Metrikleri

Dengesiz veri kiimeleri {izerinde uygulanan siniflandirma metotlarinin bagarim degerlerinin kiyaslanmasi i¢in dogruluk degerinin
disinda, kesinlik (precision-P), duyarlilik (recall-R) ve F-l¢lim gibi degerlendirme kriterlerinin kullanilmasi daha giivenilir bir ortam
yaratacaktir. Sadece dogruluk degerinin kullanilmamasi siniflardaki dengesiz dagilimin dikkate alinmamasindan &tiirii olusabilecek
giivensiz kosullardir. Tablo I ile verilen karmasiklik matrisi baz alinarak dogruluk, P, R ve F-6l¢iim degerleri Es.6-9 ile belirtilen sekilde
tanimlanmaktadir.

Tablo 1. Karmasiklik Matrisi

Tahmin Edilen Degerler
Negatif Pozitif
Gergek ;
< Negatif TN FP
Degerler —
Pozitif FN TP

Karmagiklik matrisinde belirtilen ifadelerin kullanilmasiyla siniflandiricilarin dogruluk degeri Es. 6 ile belirtilen sekilde hesaplanir:

Dogruluk = (TP + TN)/(TP + FP + TN + FN) (6)
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Inceledigimiz veri kiimesi iki sinifli bir veri kiimesi oldugundan pozitif ve negatif durumlar igin esitlikler ayr1 ayr1 verilmistir. Pozitif
smif i¢in hesaplamalar Es. 7-9 ile gosterildigi gibidir:

P* =TP/(TP + FP) (7
R* =TP/(TP + FN) (3
F—olgim=2+P+R/(P+R) ©

Negatif simf icin hesaplamalar ise Es. 10-11 ile belirtilmistir. Negatif simf i¢in F-6l¢iim degeri pozitif simif i¢in hesaplanan F-Olgiim
degeri formiilii ile aymdir (Es. 9)

P~ =TN/(TN + FN) (10)
R~ =TN/(TN + FP) (11)

Genel durumu ifade etmek igin algoritmalarin pozitif ve negatif siniflar lizerindeki basarim degerlerinin ortalamasi alinmis ve ortalama
alinirken hem aritmetik ortalama hem de veri kiimesindeki her sinifin oranini (agirligini) dikkate alan agirlikli ortalama degerleri elde
edilmigtir. Bu durumlar Es.12-13 ile belirtilmistir:

Aritmetik Ortalama: P = (P* 4+ P7)/2, R=(R*+R7)/2, F=(Ft*+F7)/2 (12)

Agirlikl Ortalama: P = (W, P+ + W,P™)/(Wy + W,), R = (WyR* + WoR™)/(W; + Wy), F = (WyF* + W,F™)/(W; + Wy) (13)

3. Arastirma Sonuclar1 ve Tartisma

Caligmamizda 6n islem asamalarindan gegirilen ve SMOTE 6rnekleme metodunun kullanilmasi ile dengeli hale getirilen Covid-19
veri kiimesinin YSA ile siiflandirilmasi sonucu elde edilen azinlik sinifi (hastalig1 pozitif olanlar) ve cogunluk sinifi (hastalik teshisi
negatif olanlar) orneklemlerin dogruluk, P, R ve F-6lgiim degerleri Tablo 2-6 ile verilmistir. Deneysel ¢alismamiz sonucunda veri
kiimesinde bulunan 6rneklemlerin laboratuvar testlerine bakarak, SARS-Cov-2 test sonucu negatif ya da pozitif tahmin edilmistir.

Daha once belirtildigi gibi 6n igslem asamasindan gegirildikten sonra elde edilen veri kiimesinde pozitif teshisi konulmus hasta sayilari,
negatif teshis konulmus hasta sayilarindan daha az sayidadirlar. Bu nedenle ele aldigimiz problemde pozitif sinif azinlik siniftir. Pozitif
sonuglanan vakalar hem hasta hemde hastanelerin yogunlugu agisindan biiyiik 6nem tasidigindan, ¢aligmamizda pozitif vakalart yani
gercekte hasta olanlar tespit edilmeye ¢aligilmistir. Tablo 2°de goriildiigi gibi SMOTE ile dengelenen pozitif sinifa ait 6rneklemler,
orijinal veri kiimesi drneklemlere daha basarili sonuglar elde edilmistir. Bu sonuglar Tablo 2’de P, R ve F-6l¢lim degerleriyle verilmistir.

Tablo 2. SARS-Cov-2 Test Sonucu Pozitif Sinifa Ait Basarim Degerleri

Ornekleme Yontemi P R F
Orijinal 0.50 0.47 0.48
SMOTE 0.62 0.76 0.68

Cogunluk sinifina ait 6rneklemler, tiim veri kiimesinde yiiksek bir dagilima sahip oldugundan herhangi bir dengelemeye tabi tutulmadan
basarili bir gekilde tahmin edilmistir. Ancak ¢alismada uyguladigimiz SMOTE yo6ntemi ¢ogunluk sinifina ait basarim degerleri az da
olsa arttirmistir. Bu sonuglar Tablo 3’te P, R ve F-6l¢iim degerleriyle verilmistir.

Tablo 3. SARS-Cov-2 Test Sonucu Negatif Sinifa Ait Basarim Degerleri

Ornekleme Yontemi P R F
Orijinal 0.91 0.92 0.92
SMOTE 0.96 0.92 0.94

Calismamizda uygulanan yontem, pozitif ve negatif siniflarin genel bagarim sonucu olan Dogruluk degerini arttirmis olup, bu degerler

Tablo 4’te gosterilmistir.

Tablo 4. Pozitif ve Negatif Stniflarin Dogruluk Oranlar

Ornekleme Yontemi Dogruluk
Orijinal 0.86
SMOTE 0.90
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Tablo 2-4’te verilen dlgiimlere ek olarak, uygulanan yontemin genel performansi igin, pozitif ve negatif siniflarin basarim degerlerinin
hem aritmetik ortalama hem de veri kiimesindeki her smifin oranini (agirligini) dikkate alan agirlikli ortalama degerleri elde edilmistir.
Aritmetik ve agirlikli ortalama degerleri Tablo 5-6’da gosterilmistir.

Tablo 5. Pozitif ve Negatif Suniflarin Aritmetik Ortalama Basarim Degerleri

Ornekleme Yontemi P R F
Orijinal 0.71 0.70 0.70
SMOTE 0.79 0.84 0.81

Tablo 6. Pozitif ve Negatif Suniflarin Agwrlikly Ortalama Basarim Degerleri

Ornekleme Yontemi P R F
Orijinal 0.86 0.86 0.86
SMOTE 091 0.90 0.91

4. Sonuc¢

Caligma kapsaminda, orijinal tibbi veri kiimesi SMOTE tabanli 6rnekleme yontemiyle dengeli hale getirilerek, azinlik 6rnekler suni
olarak cogaltilip YSA algoritmasiyla siniflandirilarak orijinal veri kiimesi ile kiyaslanmistir. Yapilan deneysel ¢alisma sonucunda, veri
kiimesinin dengesiz olan ilk durumuna kiyasla SMOTE o6rnekleme yonteminim irettigi Dogruluk, P ve R degerlerinin harmonik
ortalamasi olan F-6l¢iim degerlerinin her iki sinifta da yiikseldigi ve YSA algoritmasinin bagarim degerlerini arttirdigi gorilmiistiir.
Tablo 2-4’da verilen sonuglara gore uygulanan yontemlerin, siniflandirma dogrulugunu arttirdigt agiktir. Elde edilen dogruluk orant
0.86’dan 0.90’a, pozitif sinifa ait F-6l¢iim degeri 0.48’den 0.68¢ ve negatif sinifa ait F-6l¢iim degeri ise 0.92°den 0.94’¢ yiikseltilmistir.
Tablo 5-6’da verilen pozitif ve negatif smiflarin aritmetik ve agirlikli ortalama basarim degerlerinin orijinal veri kiimesine gore
uygulanan SMOTE yo6ntemiyle YSA’nin performansinda genelde artis oldugu goériinmektedir.

Caligmamizin genel sonucunda, elde edilen 0.90 dogruluk oranina gore hastanelerin acil servisine yapilan siipheli bir Covid-19 vaka
basvurusunda, hastanelerde yaygin olarak toplanan laboratuvar test sonuclarina dayanarak, SARS-Cov-2 sonucu tespit edilebildigini
gostermektedir.
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