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Öz

Yapay zeka ve veri analizinde gün geçtikçe daha popüler hale gelen makine öğrenmesi yöntemleri birçok farklı alanda veriden 
öğrenmeyi sağlamaktadır. Sağlık alanında yapılan çalışmalarda bu yöntemler sağlık çalışanlarına ve hekimlere destek 
sunmaktadır. Psikiyatri de bu alanlardan bir tanesidir. Hastalıkların tanı, hastalık seyrinin tahmini veya bir tedaviye verilecek 
yanıtın gözlemlenmesi gibi problemlere makine öğrenmesi yöntemleri destek sağlamaktadır. Bu çalışma kapsamında psikiyatri 
alanında yapılmış olan makine öğrenmesi çalışmaları incelenmiştir. Çalışmanın amacı, makine öğrenmesi yöntemlerinin psikiyatri 
alanında kullanımının araştırılmasıdır. Özellikle elektroensefalografi (EEG) verisi kullanılan araştırmalara odaklanılmıştır. Bu 
amaçla, psikiyatride alanında yapılan makine öğrenmesi ile ilgili olan SCOPUS ve Google Scholar kaynaklarındaki yayınlar 
incelenmiştir. Literatürdeki genel durumun ortaya konması amacıyla, psikiyatri alanında makine öğrenmesi yöntemlerinden 
yararlanan çalışmalara incelenmiştir. Sonrasında ise daha detaylı bir şekilde psikiyatri alanında makine öğrenmesi ve EEG verisi 
kullanılarak yapılan araştırmalar incelenmiştir. Bu çalışmanın psikiyatride makine öğrenmesi ile ilgili yapılan yayınlar ve özellikle 
EEG verisi kullanılan yayınların derlenmesi açısından araştırmacılara faydalı olabileceği umulmaktadır.

Anahtar sözcükler: Psikiyatri, makine öğrenmesi, psikiyatrik hastalıklar

Abstract

Machine learning methods, which are becoming more and more popular in artificial intelligence and data analysis, provide 
learning from data in many different fields. In the studies conducted in the field of health, these methods support healthcare 
professionals and physicians. Psychiatry is one of these areas. Machine learning methods provide support to problems such as 
diagnosis, prediction of disease course or monitoring response to a treatment. In this study, machine learning studies in the field of 
psychiatry are examined.The aim of the study is to examine the studies of machine learning in the field of psychiatry and especially 
the studies conducted using electroencephalography (EEG) data. Accordingly, studies on machine learning in the field of psychiatry 
in SCOPUS and Google Scholar sources were examined. In order to reveal the general situation in the literature, studies using 
machine learning methods in the field of psychiatry were examined. Afterwards, studies using both machine learning methods 
and EEG data in psychiatry were examined. It is hoped that this study will be useful to researchers in terms of the publications 
about machine learning in psychiatry and especially the publications using EEG data.
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YAPAY zeka ve onun alt dalları olan veri madenciliği ve makine öğrenmesi yöntemlerinin 
günümüzde çokça ilgi gören araştırma ve uygulama alanlarından biri de sağlık alanıdır. 
Sağlık çalışmalarında bu yöntemlerin kullanılması, hastalıkların erken teşhisi ve tahmini 
ile ilgili faydalar sağlarken temelde insanların yaşam kalitesinin artırılmasını hedefler. 
Kutlu (2010), hastadan alınan fizyolojik sinyallerin toplandığı ve analiz edildiği tıbbi bakım 
sürecini Şekil 1’deki gibi sembolize etmiştir. Buna göre ilk aşamada belli bir şikayet ile 
doktora başvuran hastadan veri toplanır, veri analiz edilir ve bu analiz sonucunda bir karar 
verme süreci devreye girer. Hastalığın teşhisi veya gidişatıyla ilgili verilen karar sonucunda 
ilgili adımlar atılarak terapi yani tedavi evresine geçilir. Yapay zeka ile ilgili teknoloji, 
model veya yöntem olarak adlandırılabilecek birçok kavramın aslında karar vermemize 
destek olduğu söylenebilir. Yapay zekanın alt dalı olarak makine öğrenmesi yöntemlerinden 
bahsedildiğinde bu yöntemlerin günümüzde doktorların kararlarına destek verecek şekilde 
modeller oluşturmada kullanıldığı, hastalıkların teşhisinden tedavisine kadar birçok farklı 
şekilde bu yöntemlerin fayda sağlayabileceği görülmektedir.

Şekil 1. Tıbbi bakım sisteminin temel unsurları (Kutlu 2010)

Çalışma kapsamında incelenen, psikiyatri alanında makine öğrenmesi yöntemlerinden 
yararlanmış olan çalışmalara bakıldığında; hasta sayılarının çok fazla olmadığı, çok merkezli 
veri toplama işleminin gerçekleştirilmediği, bazı çalışmalarda tek tip veri kullanıldığı ve 
ikiden fazla hastalığın aynı anda ele alınmadığı görülmüştür. Bu araştırmanın amacı, psikiyatri 
alanında yapılan makine öğrenmesi çalışmalarının incelenmesi ve aynı zamanda spesifik 
olarak elektroensefalografi (EEG) verisi kullanılarak yapılan çalışmalarının araştırılmasıdır. 
Çalışma, “Psikiyatrik Hastalıkların Makine Öğrenmesi ile Ayrıştırılması” başlıklı 
doktora tez çalışmasına temel oluşturmak için yapılan literatür taramasının kapsamının 
sınırlandırılması ile oluşturulmuştur. Buna göre, genel kapsamda psikiyatri alanında yapılan 
makine öğrenmesi çalışmaları incelenmiştir. Aynı zamanda genel kapsam daraltılarak, tez 
çalışmasının da konusu olan, psikiyatri alanında makine öğrenmesi yöntemleri ve EEG 
verisi kullanan çalışmalar daha detaylı bir şekilde incelenmiştir. Bu çalışmanın psikiyatride 
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makine öğrenmesi ile ilgili yapılan çalışmalar ve EEG verisi özelinde yapılan çalışmaları 
derlemesi sebebiyle araştırmacılara faydalı olabileceği umulmaktadır.

Yöntem
Literatür taraması, iki farklı başlık temelinde yapılandırılmıştır. Buna göre tümdengelim 
yaklaşımı benimsenmiştir. Psikiyatri alanında makine öğrenmesi yöntemlerini kullanılan 
araştırmalar (n=39) ve psikiyatride EEG verisi ve makine öğrenmesi yöntemleri kullanılmış 
olan araştırmalar (n=21) ele alınarak incelenmiştir. Çalışmaya dahil edilen araştırmaların 
kapsamı Şekil 2’de gösterilmiştir.

Şekil 2. Çalışmaya dahil edilen araştırmaların kapsamı

Çalışma kapsamında incelenen ve yararlanılan kaynaklar Google Scholar ve SCOPUS 
veri tabanlarında yapılan farklı taramalar sonucunda elde edilmiştir. Tarama “machine 
learning”&“computational psychiatry”, ”machine learning”&“psychiatry”, “machine 
learning”&“depression”, “machine learning”&“anxiety disorder” anahtar kelimeleri 
kullanılarak, Ekim 2019-Kasım 2019 tarih aralığında arama yapılmıştır. Elde edilen 
araştırmalardan 60 tanesi çalışmaya dahil edilmiştir. Daha sonra elde edilen makalelerin 
yararlandığı kaynaklar incelenerek taramanın kapsamı genişletilmiştir. Belirtilen kriterlere 
göre EEG verisi, psikiyatrik hastalıklar ve makine öğrenmesi yöntemlerini içeren çalışmalar 
tespit edilmiş ve detaylı olarak incelenmiştir.

Bulgular
Literatür taraması sonucunda elde edilen bulgular Şekil 2’de belirtilen iki başlık altında 
verilmiştir; başlıkların alt kısımlarında başlık kapsamında incelenmiş olan çalışmalar yer 
almaktadır. Literatür incelendiğinde farklı hastalıklarla ilgili çalışmalarda makine öğrenmesi 
yöntemlerinden yararlanıldığı görülmektedir. Psikiyatride makine öğrenmesi teknikleri 
ile yapılan çalışmalar farklı hastalıkları, farklı veri tiplerini ve farklı analiz yöntemlerini 
içermektedir. Tablo 1’de incelenen çalışmalar, kullandıkları veri sayısı ve yöntem adı verilmiştir.

Dikkat eksikliği ve hiperaktivite bozukluğu (DEHB)
Mueller ve arkadaşları (2010) ve Öztoprak ve arkadaşları (2017), DEHB hastaları ve 
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Tablo 1. Psikiyatride makine öğrenmesi teknikleri kullanılan çalışmalar

Kaynak Ele Alınan Hastalık Örnek Sayısı Yöntem

1 Mueller ve ark. (2010) DEHB
148
74 DEHB
74 sağlıklı

SVM

2 Öztoprak ve ark. (2017) DEHB
108
70 DEHB
38 sağlıklı

SVM

3 Kuang ve He (2014) DEHB
545
450 DEHB
95 sağlıklı

Derin öğrenme

4 Nouretdinov ve ark. (2011) Depresyon
38
19 depresyon
19 sağlıklı

Transductive conformal predictor, SVM

5 Suhasini ve ark. (2011) Depresyon, anksiyete 400 DEHB BPNN, RBFNN, SVM

6 Perlis ve ark. (2012) Depresyon 5198 depresyon LJR, NLP

7 Perlis (2013) Depresyon - LJR, NB, RF, SVM

8 Redlich ve ark. (2016) Depresyon
68
47 depresyon
21 sağlıklı

Gaussian process classifier, SVM

9 Dipnall ve ark. (2017), Depresyon 2123 depresyon
Self-organised mapping, boosted 
regression, multivariate LJR

10 Walss-Bass ve ark. (2018) Depresyon, anksiyete 254 depresyon, anksiyete Component-wise gradient boosting

11 Zilcha-Mano ve ark. (2018) Depresyon 174 depresyon RF

12 Hatton ve ark. (2019) Depresyon 284 depresyon Extreme gradient boosting, LJR

13 Li ve ark. (2017) Depresyon, anksiyete 321 Bayesian parametrik olmayan kümeleme

14 Yoon ve ark. (2012) Şizofreni
102
51 şizofreni
51 sağlıklı

LDA

15 Brodersen ve ark. (2014) Şizofreni
41 şizofreni
42 sağlıklı

SVM, Gaussian mixture model

16 Dowd ve ark. (2016) Şizofreni
38 şizofreni
37 sağlıklı

Q-learning

17 Cao ve ark. (2018) Şizofreni
262
131 şizofreni
131 sağlıklı

MTL_NET (multi-task learning with 
network structure), MTL_SNET (sparse 
network structure), MTL_L21 (joint feature 
learning), MTL_EN (joint feature learning 
with elastic net), MTL_Trace (low-rank 
structure), LJR, SVM, RF

18 Viviano ve ark. (2018) Şizofreni
188
113 şizofreni
75 sağlıklı

SVM

19 Barzilay ve ark. (2019) Şizofreni 25 şizofreni SVM

20 Fond ve ark. (2019) Şizofreni 549 hasta CART

21 Pinaya ve ark. (2019)
Şizofreni, otistik 
spektrum bozukluğu

263 hasta
1113 sağlıklı

deep autoencoder, SVM
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Tablo 1. Devamı

Kaynak Ele Alınan Hastalık Örnek Sayısı Yöntem

22
Galatzer-Levy ve ark. 
(2014)

PTSB 957 PTSB
Linear SVM, optimized linear SVM, 
polynomial SVM, RF, AdaBoost, kernel ridge 
regression, Bayesian binary regression

23 Karstoft ve ark. (2015) PTSB 957 PTSB SVM

24 Papini ve ark. (2018), PTSB 271 PTSB XGBoost 

25 Mwangi ve ark. (2016) Bipolar
256
128 bipolar
128 sağlıklı

Relevance vector machine learning 
algorithm

26 Eugene ve ark. (2018) Bipolar 120 bipolar DT, RF

27
Perez Arribas ve ark. 
(2018)

Bipolar Bozukluk, sınır 
kişilik bozukluğu

130
48 bipolar
31 sınır kişilik bozukluğu
51 sağlıklı

RF

28 Edgcomb ve ark. (2019) Bipolar 552 bipolar CART

29 Han ve ark. (2020) Opioid 41579 opiyat kullanıcısı
ANN, distributed RF, gradient boosting 
machine

30 Ellis ve ark. (2019) Opioid
716533
9518 opioid
707015 sağlıklı

RF

31 Zhao ve So (2019)
Şizofreni, depresyon, 
anksiyete bozukluğu

3478 hasta
12436 gen

DNN, SVM, RF, gradient boosted machine 
(with trees), LJR (with elastic net 
regularization)

32 Mellem ve ark. (2020)
Şizofreni, bipolar 
bozukluk, DEHB

272
50 şizofreni
49 bipolar
43 DEHB
130 sağlıklı

LASSO regression, elastic net regression, RF

33 Sohn ve ark. (2011) Diğer 335 örnek C4,5

34 Qin ve ark. (2014) Diğer 76 örnek LNR

35 Bedi ve ark. (2015) Diğer
34 örnek
5 psikoz
29 psikoz değil

Convex hull classifier

36 Just ve ark. (2017) Diğer
34
17 intihar düşünen
17 kontrol

Gaussian Naive Bayes

37 Sato ve ark. (2018) Diğer 622 örnek One-class SVM

38 Walsh ve ark. (2018) Diğer 1470 örnek RF, LJR

39 Stamate ve ark. (2019) Diğer
272
260 psikoz
212 sağlıklı

RF, SVM, Gaussian Processes, LJR, ANN

ANN: Yapay sinir ağları (artificial neural network), DT: Karar ağacı (decision tree)
ELM: Aşırı öğrenme makinesi (extreme learning machine, KNN: K-En yakın komşu (k-nearest neighbor)
LDA: Lineer diskriminant analizi (linear discriminant analysis), LJR: Lojistik regresyon (logistic regression)
NB: Sade Bayes (naïve Bayes), PLSR: Kısmi en küçük kareler regresyonu (partial least squares regression)
RF: Rastgele orman (random forest), SVM: Destek vektör makinesi (support vector machine)
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sağlıklı bireylerin birbirinden ayrıştırılması amacıyla SVM (destek vektör makinesi 
(support vector machine)) yönetimini kullanmıştır. Kuang ve He (2014), DEHB hastaları 
ile sağlıklı bireylerin ve hastalığın alt gruplarının yarıştırılmasında derin öğrenme yöntemini 
kullanmıştır.

Depresyon
Nouretdinov ve arkadaşları (2011), depresyon hastalığında diagnostik ve prognostik 
belirteçlerin tahminine yönelik çalışmalarında transductive conformal predictor ve SVM 
kullanmıştır. Suhasini ve arkadaşları (2011), depresyon ve anksiyetinin tespit edilmesine 
yönelik olarak SVM, geri yayılımlı ANN (back propagation neural network - BPNN) 
ve radyal tabanlı ANN (radial basis function neural network - RBFNN) tekniklerinden 
yararlanan bir karar destek sistemi geliştirmiştir. Perlis ve arkadaşları (2012), depresyon 
tedavisinin uzun dönemli etkilerinin incelenmesine yönelik olarak LJR (lojistik regresyon 
(logistic regression)) ve NLP (doğal dil işleme (natural language processing)) ile verilecek 
tedavi yanıtının sınıflandırılmasına yönelik bir çalışma yapmıştır. Perlis (2013), depresyon 
hastalarında tedavi direnci riskinin tahmin edilmesine yönelik olarak LJR, NB (sade Bayes 
(naïve Bayes)), RF (rasgele orman (random forest)), SVM temelli bir model geliştirmiştir. 
Redlich ve ark. (2016), depresyon tedavisinde elektro konvülsif tedaviye (EKT) karşı 
verilecek tedavi yanıtının tahmin edilmesinde Gaussian process classifier ve SVM 
yöntemlerini kullanmıştır. Dipnall ve ark. (2017), depresyonun altında yatan örüntülerin 
keşfedilmesine yönelik olarak self-organised mapping, boosted regression, multivariate 
LJR yöntemlerini kullanmıştır. Walss-Bass ve ark. (2018), depresyon ve kaygı gelişimine 
yönelik tahminde kullanılması hangi enflamatuvar belirteçlerin kullanılabileceğini 
belirlemek amacıyla component-wise gradient boosting algoritmasını kullanmıştır. 
Zilcha-Mano ve ark. (2018), depresyon hastalarında plasebo ve ilaç tedavisine yanıt 
verme tahmininin yapılması amacıyla RF kullanmıştır. Hatton ve arkadaşları (2019), yaşlı 
bireylerde depresyon tahmini için bir çalışma gerçekleştirmiş ve extreme gradient boosting 
modeli ile LJR yöntemlerini kullanmıştır. Li ve arkadaşları (2017), kanser hastalarında 
kaygı ve depresyonun kümelenmesine yönelik olarak Bayesian parametrik olmayan 
kümeleme (Bayesian nonparametric cluster analysis) yöntemini kullanarak bir çalışma 
gerçekleştirmiştir.

Şizofreni
Yoon ve arkadaşları (2012), şizofreni hastalarının ayrıştırılması amacıyla LDA (lineer 
diskriminant analizi (lineer discriminant analysis)) ile sınıflandırma modeli geliştirmiştir. 
Brodersen ve arkadaşları (2014), şizofreni hastası ve sağlıklı bireyleri birinden ayırmaya 
yönelik olarak denetimli ve denetimsiz makine öğrenmesi yöntemlerinden yararlanmıştır. 
SVM yöntemi ile sınıflandırma ve Gaussian mixture modeli ile kümeleme modeli 
oluşturulmuştur. Dowd ve arkadaşları (2016), şizofrenide anhedoni ve avolisyonun 
verisine göre anlaşılmasına yönelik olarak pekiştirmeli öğrenme yöntemlerinden 
Q-learning algoritmasından yararlanmıştır. Cao ve aradaşları. (2018), gen verisi kullanarak 
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makine öğrenmesi yöntemleri ile şizofreni hastaları ve sağlıklı bireyleri birbirinden 
ayırt etmiştir. Çalışmada; MTL_NET (multi-task learning with network structure), 
MTL_SNET (sparse network structure), MTL_L21 (joint feature learning), MTL_EN 
(joint feature learning with elastic net), MTL_Trace (low-rank structure), LJR, SVM 
ve RF algoritmaları kullanılmıştır. Viviano ve arkadaşları (2018), şizofreni hastalarında, 
sosyal bilişsel ve nörobilişsel performansın değerlendirilmesine ve biyobelirteçlerin 
keşfedilmesine yönelik yaptıkları çalışmada SVM yöntemine başvurmuştur. Barzilay ve 
arkadaşları (2019), şizofreni hastalarının tahmin edilmesine yönelik olarak yüz tanıma 
sistemi geliştirmiş, sınıflandırma için SVM kullanmıştır. Fond ve arkadaşları (2019), 
şizofreni epizolarının tekrarlaması (relapse) ve hastanın tedaviyi bırakma olasılıklarının 
tahminine yönelik olarak karar ağaçlarından CART (sınıflandırma ve regresyon ağacı 
(classification and regression tree)) yöntemini kullanmıştır. Pinaya ve arkadaşları (2019), 
şizofreni ve otizm spektrum bozukluğu hastalarında beyindeki anomalilerin tespitine 
yönelik olarak deep autoencoder ve SVM yöntemini kullanmıştır.

Post-travmatik stres bozukluğu (PTSB)
Galatzer-Levy ve arkadaşları (2014), travmatik bir olayın ardından ortaya çıkabilecek kronik 
PTSB durumunu tahmin etmeye yönelik farklı SVM yöntemleri (linear SVM, optimized 
linear SVM, polynomial SVM), RF, AdaBoost, kernel ridge regression, Bayesian binary 
regression yöntemleri ile bir çalışma gerçekleştirmiştir. Karstoft ve arkadaşları (2015), PTSB 
riskini tahmin etme amacıyla SVM kullanmıştır. Papini ve ark. (2018), PTSB gelişiminin 
tahminine yönelik olarak XGBoost yöntemini kullanmıştır.

Bipolar bozukluk
Mwangi ve ark. (2016), bipolar bozukluğa sahip bireylerin sağlıklı bireylerden ayrıştırılmasına 
yönelik olarak relevance vector machine learning algoritmasından yararlanmıştır. Eugene 
ve ark. (2018), bipolar hastalarında lityum tedavisine verilecek tepkinin tahmin edilmesi 
amacıyla gen verisi üzerinde DT (karar ağacı (decision tree)) ve RF yöntemlerini 
kullanmıştır. Perez Arribas ve arkadaşları (2018), bipolar ve sınır kişilik bozukluğu 
hastalarının ayrıştırılmasına yönelik olarak RF ile bir model geliştirmiştir. Edgcomb ve 
arkadaşları (2019), bipolar bozukluk ve başka bir tıbbi bir hastalığa birlikte sahip olan 
bireylerde psikiyatrik yeniden başvuruya yönelik faktörlerin belirlenmesi amacıyla CART 
kullanarak bir model geliştirmiştir.

Opiyat kullanım bozukluğu 
Han ve ark. (2020), yetişkinlerde opiyat kötüye kullanımının tahmin edilmesine yönelik 
olarak ANN (yapay sinir ağları (artificial neural network)), RF (distributed random forest), 
gradient boosting machine yöntemlerini kullanmıştır. Ellis ve arkadaşları (2019), elektronik 
sağlık verilerini analiz ederek opiyat bağımlılığını tahmin etme amacıyla RF kullanarak bir 
model geliştirmiştir.
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Karma (birden fazla hastalığın ele alınması)
Zhao ve So (2019), şizofreni, depresyon, anksiyete bozukluğu hastalıklarında ilaçlarla ilgili 
yaptıkları çalışmada DNN, SVM, RF, gradient boosted machine (with trees), LJR (with 
elastic net regularization) yöntemlerinden yararlanmıştır. Mellem ve ark. (2020), düzensiz 
duygudurum, anksiyete ve anhedoni durumlarının tahmin edilmesi amacıyla şizofreni, 
bipolar bozukluk ve DEHB hastalarına yönelik LASSO regression, elastic net regression, 
RF yöntemleri ile çalışmıştır.

Diğer bozukluklar
Sohn ve arkadaşları (2011), psikiyatri ve psikoloji alanlarında kullanılan ilaçların yan 
etkilerinin öngörülmesi amacıyla C4,5 algoritmasını kullanmıştır. Qin ve arkadaşları (2014), 
çocukluk dönemi kaygı bozuklarının tahmin edilmesine yönelik olarak LNR kullanmıştır. 
Bedi ve arkadaşları (2015), ses ve konuşma analiz verileri ile convex hull classifier 
yöntemini kullanarak bireylerin psikoz riskinin tahmin edilmesine yönelik bir çalışma 
gerçekleştirmiştir. Just ve arkadaşları (2017), intihar riskinin değerlendirilmesine yönelik 
olarak gaussian naive Bayes yöntemi ile bir model geliştirmiştir. Sato ve arkadaşları (2018), 
beyin bağlantısallığı verileri kullanarak (brain connectivity) SVM yönteminin bir türü olan 
one-class SVM psikopatolojinin tahmininde kullanmıştır. Walsh ve arkadaşları (2018), 
yetişkinlerde intihar riskinin tahmin edilmesine yönelik olarak RF ve LJR kullanmıştır. 
Stamate ve arkadaşları (2019), RF, SVM, Gaussian Processes, LJR, ANN kullanarak psikoz 
(psikotik spektrum bozukluğu) hastası ve sağlıklı bireyleri birbirinden ayırmaya yönelik bir 
çalışma gerçekleştirmiştir.

Psikiyatride makine öğrenmesi ve EEG verisi ile yapılan çalışmalar
Literatür taramasının bu aşamasında bu araştırmanın da konusu olan psikiyatri alanında 
EEG verisi ve makine öğrenmesi yöntemleri kullanılarak yapılan çalışmalar incelenmiştir. 
Böylece hastalık, kullanılan veri tipi ve yöntemler temelinde, literatürdeki çalışmaların 
karşılaştırılması mümkün kılınmıştır. Bu amaç doğrultusunda hem ulusal hem de 
uluslararası literatürde bulunan çalışmalar incelenmiştir. EEG verisi kullanılarak psikiyatri 
alanında makine öğrenmesi teknikleri ile yapılan ulusal ve uluslararası çalışmalar Tablo 2’de 
verilmiştir.

Günümüzde araştırmacıların farklı alanlarda karşısına çıkan makine öğrenmesi kavramı, 
yapay zekanın alt dallarından biridir. Bu yöntemler farklı alanlardaki araştırmalarda veriden 
anlamlı sonuçların çıkarılabilmesi için algoritmalar sunar. Makine öğrenmesi; “performansı 
iyileştirmek veya doğru tahminler yapmak için deneyim kullanarak hesaplama yöntemleri” 
olarak tanımlanmaktadır (Mohri ve ark., 2012). Flach (2012), makine öğrenmesinin; “doğru 
görevleri gerçekleştiren doğru modelleri oluşturmak için doğru özellikleri kullanmakla ilgili” 
olduğunu belirtmiştir. Bu çalışma kapsamına dahil edilen çalışmalarda hangi yöntemlerin 
kullanıldığının incelenmesinin sebebi, farklı faktörlerin makine öğrenmesi algoritmalarının 
performansına etki etmesidir. Balaban ve Kartal (2018), makine öğrenmesi yöntemlerinin 
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performansını etkileyen faktörleri şu şekilde belirtmektedir:
 • Veri seti: Veri seti algoritmaya “öğrenme” amacıyla verildiği için deneyim olarak  

  adlandırılmaktadır. Deneyimin fazla olması ve farklı durumlara dair veri içermesi  
  performansı olumlu etkilemektedir.

 • Sonuca etki eden değişkenlerin varlığı: Araştırılan probleme uygun niteliklere  
  uygun nitelik/değişken (sütun) varlığı sonuca etki etmektedir.

 • Seçilen öğrenme stratejisi: Araştırılan probleme veya veri setinin yapısına uygun  
  olan öğrenme stratejisinin seçilmesi sonuçlara etki etmektedir.

 • Kullanılan algoritma ve varsa algoritmaya ait parametreler: Veri setinin yapısına  
  ve seçilen öğrenme stratejisine uygun algoritmanın ve varsa parametrelerin seçilmesi  
  performansı etkileyebilmektedir.

Flach (2012), makine öğrenmesinin uygulanma mantığını Şekil 3’teki gibi göstermektedir. 
Belli bir görevi yerine getirmek amacıyla, örneklerden (satır) ve değişkenlerden oluşan (sütun) 
bir veri seti kullanılır. Seçilen öğrenme stratejisine uygun olarak, veri setinin bir kısmı veya 
tamamı algoritmanın öğrenmesi için kullanılır ve seçilen algoritma eğitim verisine (training 
data) uygulanarak model elde edilir. Modelin çıktılarına göre farklı ölçütler hesaplanır ve 
performans değerlendirmesi yapılır. Öğrenme stratejisi mevcut veri setinin yapısına göre 
değişiklik göstermektedir; veri setindeki sınıf değerlerinin belli olduğu durumlarda öğrenme 
stratejisi denetimli veya danışmanlı (supervised) olarak adlandırılırken sınıf değerlerinin 
belli olmadığı durumlarda öğrenme stratejisi denetimsiz veya danışmansız (supervised) 
olarak adlandırılır (Mohri ve ark. 2012). Daha açık ifade etmek gerekirse, denetimli öğrenme 
yaklaşımında, veri setindeki her bir örneğin ait olduğu kategori/etiket bellidir ve bu değerler 
üzerinden analiz yapılır. Denetimsiz öğrenmede ise bu değerler belli değildir. Denetimli 
öğrenme yaklaşımında sınıflandırma (classification), regresyon (regression) gibi yöntemler 
ile geleceğe dönük çıkarımlar yapılmaya çalışılırken, denetimsiz öğrenme yaklaşımında ise 
kümeleme (clustering) gibi yöntemlerle veri içerisindeki özelliklerin keşfedilmesi hedeflenir 
(Bishop 2006). 

Şekil 3. Belli bir göreve/amaca yönelik olarak makine öğrenmesinin genel çalışma mantığı (Flach 2012).

Tablo 2’de “Yöntem” olarak tabloda verilen sütun kullanılan algoritmaları ifade etmektedir. 
Tüm çalışmalarda denetimli öğrenme yaklaşımına göre çalışan farklı sınıflandırma algoritmaları 
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veya istatistiksel yöntemler kullanılmıştır. “Uygulama dili/Program” olarak ifade edilen sütunda 
makine öğrenmesi algoritmalarının uygulanması için kullanılan programlama dili ve bu 
dilin yazıldığı platform ifade edilmiştir. “Validasyon” yani model performans değerlendirme 
yöntemlerini ifade eden sütunda, sınıflandırma algoritmaları uygulanırken eğitim veri setinin 
hangi yönteme göre seçildiği/ayrıldığı ifade edilmiştir. Sınıflandırma yöntemlerinde eğitim ve 
test olmak üzere veri seti ikiye ayrılır; eğitim veri seti ile model oluşturulurken test veri seti ile 
modelin performansı test edilir. İstenen sayıda örneğin rastgele seçildiği bootstrap (Efron ve 
Tibshirani 1993), veri setinin belirlenen orana göre eğitim ve test olarak veri setinin bölündüğü 
hold-out (Kohavi 1995) ve veri setinin eşit sayılarda parçalara ayrılarak her seferinde bir 
parçanın test ve geri kalan parçaların eğitim olarak atandığı çapraz geçerleme yöntemi (cross 
validation) (Mosteller ve Tukey1968, Stone 1974) bu yöntemler arasında sıkça kullanılanlardır. 
Model performans değerlendirme ölçütlerini ifade eden “Performans” sütununda ise oluşturulan 
modellerin performanslarının hangi hesaplama değerine göre değerlendirildiği belirtilmiştir. 
Şekil 4’teki (Han ve ark.  2012) değerler baz alınarak göre sınıflandırma algoritmalarının doğruluk 
(accuracy), hata oranı (error rate), duyarlılık (sensitivity, recall), belirleyicilik (specificity), pozitif 
öngörü değeri (positive predictive value), negatif öngörü değeri (negative predictive value), 
F-ölçütü (F-score) gibi farklı değerler hesaplanır ve modelin değerlendirmesi buna göre yapılır.

Şekil 4. Karmaşıklık matrisi (Han ve ark. 2012)

Karmaşıklık Matrisi 
Tahmin

Pozitif Negatif Toplam

Gerçek

Pozitif
TP 
doğru pozitif

FN 
yanlış negatif

P

Negatif
FP 
yanlış pozitif

TN 
doğru negatif

N

Toplam P’ N’ P+N

P: Gerçekte pozitif sınıfa ait olan örneklerin sayısı; N: Gerçekte negatif sınıfa ait olan örneklerin sayısı 
P’: Pozitif sınıfta olduğu tahmin edilen örneklerin sayısı; N’: Negatif sınıfta olduğu tahmin edilen örneklerin sayısı

Khodayari-Rostamabad ve arkadaşları (2010a), şizofreni hastalarında klozapin tedavisine 
(clozapine therapy) verilecek tepkinin tahmin edilmesine yönelik bir çalışma gerçekleştir 
ve kısmi en küçük kareler regresyonu (kernel partial least squaers regression - KPLRS) 
yöntemini kullanmıştır. Belirleyicilik, duyarlılık değerlerinin ortalaması alınarak modelin 
performansı %87,12 ve %89,7 olarak hesaplanmış, başka bir grup hasta ile yapılan testin 
sonucu olarak modelin performansı ise %85,7 olarak hesaplanmıştır. 

Khodayari-Rostamabad ve arkadaşları (2010b), depresyon tedavisinde kullanılan bir 
antidepresanın etkilerinin etkinliğinin tahmin edilmesi amacıyla kısmi en küçük kareler 
regresyonu (kernel partial least squaers regression - KPLRS) yöntemini kullanmıştır. 
Modelin değerlendirilmesi için belirleyicilik (%85,7) ve duyarlılık (%87,5) değerlerinin 
ortalaması alınmış ve bu değer %86,6 olarak hesaplanmıştır.

Khodayari-Rostamabad ve arkadaşları (2011), tekrarlayan transkraniyal manyetik uyarım 
tedavisi – tTMU (repetitive transcranial magnetic stimulation - rTMS) tedavisine verilecek 
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tepkinin tahmin edilmesi amacıyla mixture of factor analysis tekniğini kullanmıştır. Modelin 
değerlendirilmesi için belirleyicilik (%83,3), duyarlılık (%77,8) değerlerinin ortalaması 
alınmış ve bu değer %80 olarak hesaplanmıştır.

Ahmadlou ve arkadaşları (2012), DEHB hastalarının neurofeedback tedavisine 
(neurofeedback treatment) verecekleri tepkinin tahmin edilmesi amacıyla bir çalışma 
gerçekleştirmiştir. Tahmin için LDA ile model oluşturulmuş; doğruluk 84,2%, belirleyicilik 
80,6%, duyarlılık 88,2% elde edilmiştir.

Hosseinifard ve arkadaşları (2013), EEG frekans bantlarıyla beraber lineer olmayan 
özellikleri de dahil ettikleri bir sınıflandırma çalışması yaparak depresyon hastaları ve sağlıklı 
bireyleri birbirinden ayırmışlardır. Sınıflandırıcı olarak KNN, LDA, LJR kullanılmıştır. 
Öznitelik seçimi ve lineer olmayan özelliklerin de dahil edildiği farklı modeller elde 
edilmiştir. EEG frekans bantlarına göre yapılan sınıflandırma modellerine göre doğruluk 
değerleri %73,3 (KNN), %76,6 (LDA) ve %76,6 (LJR) olarak elde edilmiştir. 

Khodayari-Rostamabad ve arkadaşları (2013), SSRI (seçici serotonin geri alım inhibitörleri) 
antidepresan tedavisinin depresyon hastaları üzerindeki etkisinin tahmin edilmesi amacıyla 
yaptıkları çalışmada mixture of factor analysis kullanmıştır. Modelin değerlendirilmesi için 
belirleyicilik %80,9 ve duyarlılık %94,4 değerlerinin ortalaması alınmış ve bu değer %87,9 
olarak hesaplanmıştır. 

Zhang ve arkadaşları (2013), çalışmalarında depresyon hastası ve sağlıklı grubun 
birbirinden ayrılmasına yönelik olarak geri yayılımlı ANN (back propagation neural network 
- BPNN) ve KNN (k=1) kullanarak sırasıyla %94,2 ve %92,9 doğruluk değeri elde etmiştir.

Tenev ve arkadaşları (2014), yaptıkları çalışmada DEHB ve kontrol gruplarını SVM ile 
birbirinden ayırmıştır. Çalışmada birden fazla şekilde sınıflandırma modeli oluşturulmuştur. 
Bunlar arasından hasta ve sağlıklı gruplarını ayırmak için kurulan modelin doğruluğu en 
yüksek %82,3 olarak elde edilmiştir. 

Ergüzel ve arkadaşları (2015a), depresyon hastalarında tekrarlayan transkraniyal manyetik 
uyarım tedavisi - tTMU (repetitive transcranial magnetic stimulation - rTMS) tedavisinin 
yararlı olup olmayacağının tahmin edilmesi amacıyla ANN ile tahmin etmiştir. Farklı 
parametreler ile kurulan modellerde en yüksek doğruluk değeri %89,09 olarak elde edilmiştir.

Ergüzel ve arkadaşları (2015b), trikotilomani (TTM) ve obsesif kompulsif bozukluk (OKB) 
hastalarının sınıflandırılmasına yönelik yaptıkları çalışmada ANN, SVM, KNN, NB yöntemleri 
ile öznitelik seçimi yaparak kurdukları modellerde farklı doğruluk değerleri elde etmişlerdir. 
En yüksek doğruluk değeri karınca kolonisi optimizasyon algoritması ile geliştirilmiş versiyonu 
ile öznitelik seçimi yapılarak ve SVM uygulanarak %81,04 olarak elde edilmiştir. 

Ergüzel ve arkadaşları (2015c), depresyon ve bipolar bozukluk hastalarının birbirinden 
ayrıştırılması amacıyla yaptıkları çalışmada sınıflandırıcı olarak SVM kullanmış ve farklı 
öznitelik seçme yöntemleri ile oluşturdukları SVM modellerinden farklı performans 
değerlendirme ölçütleri elde etmiştir. Bunlar arasından en yüksek doğruluk değeri %80,19 
olarak elde edilmiştir. 

Mohammadi ve arkadaşları (2015), depresyon hastalarının ve sağlıklı bireylerin birbirinden 
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ayrılmasına yönelik yaptıkları çalışmada C4,5 karar ağacı algoritmasını kullanmış, farklı 
öznitelikler ve yöntemler kullanarak modeller kurmuştur. Buna göre modelde en yüksek 
doğruluk değeri %80 olarak elde edilmiştir. 

Al-Kaysi ve arkadaşları (2016), depresyon hastalarında transkraniyal doğru akım uyarımı 
(transcranial direct current stimulation - tDCS) tedavisine verilecek tepkinin tahmin 
edilmesi amacıyla SVM, LDA, aşırı öğrenme makinesi (extreme learning machine - ELM) 
yöntemlerini kullanmış; sınıflandırmanın değerlendirilmesi için hata oranı (error rate) 
değeri verilmiştir. Bu değer üç modelin ortalaması olarak 0,2167 elde edilmiştir.

Johannesen ve arkadaşları (2016), şizofreni ile ilgili yaptıkları çalışmada, SVM 
sınıflandırıcısı ile şizofreni ve sağlıklı bireyleri %87 doğruluk oranı ile birbirinden ayırmış 
ayırt edebilen bir model geliştirmiştir. 

Ramyead ve arkadaşları (2016), psikoz riski altındaki hastaların klinik sonuçlarını tahmin 
etmeye yönelik olarak gerçekleştirdikleri çalışmada EEG değerlerine bağlı olarak hesaplanan 
CSD (gamma current-source density) LPS (lagged phase synchronisation) değerleri ile 
LASSO (least absolute shrinkage and selection operator) algoritması kullanmıştır. Buna 
göre modelin değerlendirilmesine ROC eğrisi altına kalan alandan yararlanılmış ve 
farklı modellerden balanced accuracy %0,57 (LPS), %0,69 (CSD) ve %0,70 (LPS-CSD 
kombinasyonu) olarak elde edilmiştir.

Mumtaz ve arkadaşları (2017a), depresyon hastası ve sağlıklı bireylerin ayırt edilmesine 
yönelik olarak yaptığı çalışmada farklı modeller ile farklı sonuçlar elde etmiştir. 
Interhemispheric alpha asymmetry değerlerine göre LJR ile %97,6, NB ile %96,8, SVM ile 
%98,4 doğruluk değerleri elde edilmiştir. 

Mumtaz ve arkadaşları (2017b), depresyon hastalarının antidepresan tedavisine verecekleri 
yanıtın tahmin edilmesine yönelik bir çalışma gerçekleştirmiştir. Farklı öznitelik çıkarımı 
(feature extraction) ve öznitelik seçimi (feature selection) yöntemlerinin kullanılması ile 
kurulan LJR modellerinden, farklı model performans ölçütleri elde edilse de elde edilen en 
yüksek doğruluk değeri %87,5’tir. 

Zhao ve arkadaşları (2017), depresyon tanısı konması amacıyla giyilebilir bir sistem 
geliştirmiştir. Local classification (KNN + NB), SVM (RBF Kernel), Xgboost (Gbtree 
+ LJR) sınıflandırıcıların kullanıldığı çalışmada hasta ve kont ol gruplarındaki bireylerin 
ayrıştırılması sırasıyla %78,4, %77,8, %75,8 olarak elde edilmiştir. 

Bailey ve arkadaşları (2018), depresyon hastalarında tekrarlayan transkraniyal manyetik 
uyarım tedavisine – tTMU (repetitive transcranial magnetic stimulation - rTMS) verilecek 
tepkinin tahmin edilemesine yönelik olarak lineer SVM ile sınıflandırma modeli kurmuş ve 
doğruluk değerini %91 olarak elde etmiştir. 

Ergüzel ve Tarhan (2018), tekrarlayan transkraniyal manyetik uyarım tedavisine – 
tTMU (repetitive transcranial magnetic stimulation - rTMS) yanıt verecek ve vermeyecek 
hastaların tahmin edilmesine yönelik olarak ANN, SVM ve DT kullanmış sırasıyla % 82,9, 
%86,4, %78,3 doğruluk değerlerini elde etmiştir.

Ergüzel ve arkadaşları (2019), opioid bağımlısı olan hasta ve kontrol bireyleri arasında 
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sınıflandırma yapılması amacıyla LJR ve ANN ile model kurup performanslarını 
karşılaştırmıştır. Her bir frekans bandı için mutlak güç (absolute power), relative power 
ve kordans (cordance) değerleri kullanılarak ayrı ayrı birden fazla sonuç elde edilmiştir. 
Tabloda yer alan her bir model için elde edilmiş olan en yüksek doğruluk değerleri olarak 
elde edilmiştir. LJR modelinden beta frekans bandı ve mutlak güç değerleri ile en yüksek 
doğruluk değeri %84,3 olarak, yapay sinir ağları modelinden ise teta frekans bandından 
mutlak güç değerleri ile ortalama doğruluk (overall accuracy) %94,89 olarak elde edilmiştir

Tartışma
Bu çalışma kapsamında psikiyatri alanında yapılmış olan çalışmalar incelenmiştir. Psikiyatri 
alanında yapılan makine öğrenmesi çalışmaları ve psikiyatri alanında EEG verisi ve makine 
öğrenmesi kullanılarak yapılan çalışmaların mevcut durumu ortaya konmaya çalışılmıştır. Makine 
öğrenmesi yöntemlerinin genel kullanım şekline dair psikiyatri alanından örnekler inceleNmiş; 
ancak özellikle EEG verisi kullanan çalışmaların detaylı bir şekilde ele alınması amaçlanmıştır.

Psikiyatride makine öğrenmesi yöntemleri ile yapılan çalışmalara bakıldığında destek 
vektör makinesi (support vector machine - SVM) ve rasgele orman (random forest - RF) 
yöntemlerinin incelenen çalışmalar arasında öne çıktığı görülmüştür. Kullanılan yöntemlerin 
performansları tercih edilen parametrelere göre değişkenlik göstermektedir. Bazı 
çalışmalarda farklı yöntemler ile kurulan modellerin karşılaştırılması yoluyla en iyi sonuç 
veren model elde edilmeye çalışılırken, bazı çalışmalarda ise aynı yöntem ile farklı şekillerde 
model kurulması sağlanmıştır. Örnek sayılarının ise yine çalışmadan çalışmaya değişkenlik 
gösterdiği görülmüştür. EEG verisi dışında veri ile yapılan çalışmalarda genellikle MRI, 
sosyodemografik veri, klinik veri, genetik veri gibi farklı veri türleri kullanılmıştır. İncelenen 
39 çalışmada genellikle tek bir hastalığın ele alınarak hasta-sağlıklı şeklinde bir ayrıştırma 
yapılmaya çalışıldığı ancak az da olsa bazı çalışmalarda birden fazla hastalığın ele alındığı 
görülmüştür.

Makine öğrenmesi ve EEG kullanan mevcut çalışmaların tümünde, veri analizinde 
kullanılan araçların (programlama dili, platform, program gibi) belirtilmediği 
görülmüştür. Bazı araştırmalarda araçlar belirtilirken bazılarında belirtilmemiştir. 
Bazı çalışmalarda hem EEG hem de veri analizi için hangi programların veya dillerin 
kullanıldığı belirtilirken bazılarında tek bir araçtan bahsedilmektedir. Bu durumda 
çalışmanın hangi aşamasında hangi aracın kullanıldığı belirsiz kalmaktadır. Ancak 
özellikle bir programının çalışmanın bir aşamasında kullanıldığı belirtildiyse sonraki 
aşamalarında da bu araç ile devam edildiği varsayımı yapılmıştır. Çalışmaların hangi 
araçlar ile yapıldığın belirtilmesi diğer araştırmacılar açısından faydalı olabilir. Araçların 
belirtildiği çalışmalara bakıldığında ise yoğunlukla MATLAB programının kullanıldığı 
görülmüştür. MATLAB sıklıkla birçok farklı alanda kullanılan bir program olsa da 
veri bilimi araştırmacıları tarafından sıklıkla R ve Python dilleri tercih edilmektedir. 
İncelenen çalışmalar daha çok psikiyatri veya tıp alanlarında çalışan araştırmacılar 
tarafından yapılmış olduğundan çalışmalar arasında bu programın daha sık kullanıldığı 
düşünülmektedir. Veri bilimi alanında çalışan araştırmacılar ile psikiyatri gibi farklı 
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alanlardan araştırmacıların bir araya gelmesi disiplinler arası çalışmaların artmasını ve 
yapay zeka, makine öğrenmesi, veri madenciliği gibi birçok güncel kavram ve yöntemin 
kullanımının yaygınlaşmasını sağlayacaktır.

Çalışmalarda kullanılan veri setlerine örnek sayıları açısından bakıldığında sayıların 
10 ile 170 arasında değiştiği görülmektedir. Birçok alanda veri sayısı çok daha yüksekken 
sağlık çalışmalarında özellikle psikiyatri alanında bu durum normaldir. Çalışmalarda 
yapılan ayrıştırma, bireylerin hasta, normal veya bir tedaviye verilecek tepkiye göre tepki 
veren (R=responder), tepki vermeyen (NR=non responder) şeklinde sınıflandırılması 
amacıyla yapılandırılmıştır. Birden fazla hastalığın örneğin bireylerin DEHB, şizofreni, 
depresyon, bipolar olup olmadığına yönelik hastalık çeşidi açısından kapsamlı bir 
çalışmaya rastlanmamıştır. Depresyon-bipolar, OKB-TTM ayrıştırmasının yapıldığı iki 
çalışma haricinde diğer çalışmalar bir tedaviye verilen tepki veya hasta-normal ayrıştırması 
olarak yapılandırılmıştır. İkiden fazla hastalığın birlikte ele alındığı, ayrıştırma açısından 
daha kapsamlı veri setleri ile çalışılmadığı görülmüştür. Bu durumun sebebi psikiyatri 
alanının kendi doğasından kaynaklanıyor olabilir. Ancak yine de birden fazla hastalığın 
ayrıştırılmasına yönelik çalışmaların bu alana katkı sağlayabileceği düşünülmektedir.

İncelenen çalışmalarda, modellerin değerlendirilmesi için model performans değerlendirme 
metriklerinden bazıları kullanılmıştır. Her çalışmada aynı metriklerin kullanılmaması, farklı 
çalışmalardaki modellerin karşılaştırmasını zorlaştırmaktadır. Bazı çalışmalarda sadece 
doğruluk değeri verilirken bazılarında duyarlılık, hassasiyet gibi diğer metriklerde bazıları 
da verilmiştir. Bütün metrikleri paylaşan çalışmalara ait sonuçların hepsini bu çalışma 
kapsamında vermek mümkün olmadığı gibi her çalışmada aynı metriklerin paylaşılmaması, 
modellerin aynı temelde karşılaştırılmasını mümkün kılmamaktadır.

Sonuç

Psikiyatri alanında makine öğrenmesi yöntemlerinin uygulanabileceği, alan uzmanlarının 
karar verme mekanizmalarına destekleyici nitelikte sonuçlar ortaya çıkarabileceği 
düşünülmektedir. Uzman doktorlar hem DSM-V ve ICD gibi uluslararası kabul gören 
referanslar hem de kendi tecrübeleri çerçevesinde belirti tabanlı olarak tanı koymaktadır. 
Belirti tabanlı tanı koyma yaklaşımı, mevcut yapay zeka teknolojileri ile desteklenerek 
tanı, tedavi, ilaç dozajlarının ayarlanması, hastalanma veya iyileşme sürelerinin tahmin 
edilmesi, risk grubundaki bireylerin belirlenmesi, hastalıkların önceden tahmin edilmesi 
veya insan gözünün kaçırabileceği ayrıntıları yakalayabilmesi gibi pek çok açıdan 
psikiyatri alanında fayda sağlayabilir. Bunların yanında bu yöntemler; bireylerin çevresel, 
genetik, biyolojik faktörleri birlikte değerlendirerek çok daha geniş bir perspektiften 
bütüncül bir yaklaşım ile hastalıklara çözüm sağlama amacıyla kullanılabilir. Ayrıca EEG, 
MRI (manyetik rezonans görüntüleme – magnetic resonance imaging) gibi görüntü 
verisi, klinik veri, genetik veri, biyolojik veri gibi farklı veri türünün bir araya getirildiği 
büyük veri setleri ile yapılacak çalışmalar bu alandaki araştırmaların güvenilirliğini 
artırabilir. Farklı hastalıkların çalışmalarda birlikte ele alınarak hastalıklar arasında 
kapsamlı bir ayrıştırma yapılması mümkün kılabilir. Hasta ve kontrol gruplarının tek 
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kurumdan değil farklı kurumlardan toplanarak çalışmaların kapsamlarının ulusal hatta 
mümkünse uluslararası anlamda genişletilmesi sağlanarak araştırmaların sonuçlarının 
genelleştirilmesi sağlanabilir. Bu çalışmada olduğu gibi veri analizi için istatistiksel 
yöntemlerin dışında veri bilimine hizmet eden yöntemlerin kullanılarak çalışmaların 
disiplinler arası bir niteliğe getirilmesi önemli görülmektedir. İlerleyen çalışmalarda 
bunlar ve benzeri şekillerde araştırmaların geliştirilmesinin, psikiyatri alanında yapılan 
çalışmaların kapsamının genişletilmesine katkı sağlayacağı düşünülmektedir. 
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