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In this study, using a multi-layer feed-forward artificial neural network, we estimate earthquake intensity
based on the magnitude and the depth of an earthquake and the distance of the disaster victims from the 
epicenter of the earthquake. In this context, we use significant earthquakes database of the United States
Geological Survey as the inputs of the artificial neural network. We first determine an appropriate network
design by estimating earthquake intensity with different artificial neural network designs and then the best
training algorithm for the appropriate network design by evaluating different algorithms for the
corresponding network design. 
 

 
 

Figure A. Artificial neural network design 
 
Purpose: We aim to estimate the earthquake intensity via an artificial neural network. 
 
Theory and Methods: We obtain significant earthquakes data from the database of the United States
Geological Survey. An artificial neural network is developed using the MATLAB Neural Network Toolbox. 
We first determine an appropriate network design by estimating earthquake intensity with different artificial
neural network designs and then the best training algorithm for the appropriate network design by evaluating
different algorithms for the corresponding network design. 
 
Results: In terms of the average performance parameters, the network structure with two hidden layers and
five and ten hidden neurons in each respective layer is determined as the most appropriate design. We observe 
the best results in terms of performance parameters by using the Levenberg-Marquardt training algorithm with 
Bayesian Regularization for the corresponding network structure. 
 
Conclusion: Earthquake intensity estimation is critical in predicting the impact that will occur after a disaster.
In this study, we estimate earthquake intensity via an artificial neural network. In future studies, associated
with earthquake intensity, we can estimate the number of casualties, damages to the buildings, economic loss 
and so on. Integrating earthquake intensity estimation into other disaster operation management studies may
be another future study direction. 
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 Bu çalışmada, ileri beslemeli geri yayılımlı bir yapay sinir ağı ile depremin büyüklüğü, derinliği ve
afetzedelerin merkez üssüne olan uzaklıklarına bağlı olarak deprem şiddeti tahmini yapılmıştır. Bu
kapsamda, Amerika Birleşik Devletleri Jeoloji Araştırmaları Kurumu’nun veri tabanında yer alan ve önemli
depremler olarak adlandırılan depremlere ilişkin bilgiler yapay sinir ağının girdisi olarak kullanılmıştır.
Farklı yapay sinir ağı tasarımları için deprem şiddeti tahmin edilerek uygun bir ağ tasarımı elde edilmiştir.
Ardından söz konusu uygun ağ tasarımı için farklı eğitim algoritmaları kullanılarak ağ eğitilmiş ve bu 
algoritmalar arasından en uygun eğitim yöntemi belirlenmiştir. Farklı ağ tasarımlarının ve eğitim
algoritmalarının performansları, ortalama karesel hata ve korelasyon katsayısı cinsinden analiz edilmiştir.
Performans parametrelerinin ortalaması açısından, iki gizli katman ve her bir katmanda sırasıyla beş ve on
gizli nöronun bulunduğu ağ yapısı en uygun tasarım olarak belirlenmiştir. Söz konusu ağ yapısı için Bayes
Düzenlemesi ile Levenberg-Marquardt eğitim algoritmasının kullanıldığı durumda performans parametreleri 
açısından en iyi sonuçlar gözlenmiştir. 
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 magnitude and the depth of an earthquake and the distance of the disaster victims from the epicenter of the
earthquake. In this context, we use significant earthquakes database of the United States Geological Survey
as the inputs of the artificial neural network. We first determine an appropriate network design by estimating
earthquake intensity with different artificial neural network designs and then the best training algorithm for
the appropriate network design by evaluating different algorithms for the corresponding network design.
These analyses are performed in terms of the mean square error and correlation coefficient. In terms of the
average performance parameters, the network structure with two hidden layers and five and ten hidden
neurons in each respective layer is determined as the most appropriate design. We observe the best results in
terms of performance parameters by using the Levenberg-Marquardt training algorithm with Bayesian
Regularization for the corresponding network structure. 
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1. GİRİŞ (INTRODUCTION) 
 
Her yıl dünyada 500'den fazla afetin meydana geldiği ve bu 
durumun on binlerce insanın ölümüne neden olduğu, yüz 
milyonlarca insanın da çeşitli şekillerde afetlerden 
etkilendiği tahmin edilmektedir [1]. Türkiye'de ise 20. 
yüzyılda meydana gelen depremler, toplam 110.000 ölüm ve 
250.000 yaralanmayla birlikte 600.000'den fazla konutu 
tahrip ederek büyük can ve mal kaybına neden olmuştur [2].  
 
Kumar vd. [3] tarafından yapılan çalışmada da belirtildiği 
gibi her yıl meydana gelen afet sayısının giderek arttığı ve 
bu durumun da kayıpları önemli ölçüde arttırdığı 
gözlenmektedir. Aynı çalışmada, yılda meydana gelen 
ortalama afet sayıları incelendiğinde; 1980’li yıllarda 180, 
1990’lı yıllarda 300 ve 2000-2010 yılları arasında 384 afetin 
meydana geldiği belirtilmiştir. 2011 yılında ise önceki on 
yılla kıyaslandığında dramatik bir artış gözlenmiş ve dünya 
çapındaki afetzede sayısı yılda ortalama 232,0 milyondan 
244,7 milyona yükselmiştir. 2011 yılında, doğal afetlerden 
kaynaklanan ekonomik zararların ise o yıla kadar kaydedilen 
en yüksek seviyede olduğu söylenmektedir. Kendinden 
önceki on yılla kıyaslandığında, ekonomik zarar %235 
oranında artış göstererek 109,3 milyar Amerikan 
Doları’ndan 366,1 milyar Amerikan Doları’na yükselmiştir. 
Avrupa Komisyonu tarafından sunulan bir raporda da nüfus 
artışı ve iklim değişikliği gibi çeşitli faktörler nedeniyle 
afetlerin sıklığı, yoğunluğu ve etkisinin son yıllarda arttığı 
belirtilmiştir [4]. 
 
Van Wassenhove [1] tarafından yapılan sınıflandırmada 
afetler, hızına göre yavaş başlangıçlı ve ani başlangıçlı 
olmak üzere iki sınıfa ayrılmıştır. Burada; açlık, kuraklık ve 
mülteci sorunları gibi afetler yavaş başlangıçlı afetler 
arasında yer alırken depremler, kasırgalar ve terör saldırıları 
ani başlangıçlı afetler olarak sınıflandırılmıştır. Afet sonrası 
aniden meydana gelen talep ise mevcut kaynakların 
miktarını aşarak düzensiz yapıya sahip olmakta ve düzensiz 
aralıklarla meydana gelmektedir [5, 6]. Afetin meydana geliş 
yeri ve zamanı ile şiddeti önceden bilinemediği için afet 
sonucunda meydana gelecek etkinin de önceden tahmini 
oldukça zordur. Öte yandan, afet öncesi ve sonrası yapılacak 
çeşitli operasyonların başarılı bir şekilde 
gerçekleştirilebilmesi için afet şiddetinin tahmini kritik 
önem taşımaktadır. Afet şiddetinin tahminine bağlı olarak 
afet sonrası oluşabilecek talep de tahmin edilebilecek ve afet 

öncesi ve sonrasında gerçekleştirilecek operasyonların da 
seviyesi belirlenebilecektir. Böylelikle, olası can ve mal 
kaybının azaltılmasına imkan sağlanacaktır. 
 
Bu çalışmada, depremin büyüklüğü, derinliği ve 
afetzedelerin merkez üssüne olan uzaklıklarına bağlı olarak 
deprem şiddeti tahmin edilmiştir. Bu amaçla, literatür 
araştırması bölümünde detaylandırıldığı gibi afet 
operasyonları yönetimi kapsamında yapılan tahmin 
çalışmalarında sıklıkla kullanılan yaklaşımlardan olan, çok 
katmanlı ileri beslemeli ve geri yayılımlı bir yapay sinir ağı 
kullanılmıştır. Yapay sinir ağının eğitimi için gerekli olan 
veri seti, Amerika Birleşik Devletleri Jeoloji Araştırmaları 
Kurumu’nun (United States Geological Survey – USGS) veri 
tabanında yer alan Önemli Depremler Arşivi’nden 
(Significant Earthquakes Archive) elde edilmiştir [7]. Farklı 
ağ tasarımları için uygulama yapılarak performans 
parametreleri açısından en uygun ağ yapısının belirlenmesi 
ve bu ağın farklı eğitim algoritmaları kullanılarak 
eğitilmesinin ardından elde edilen sonuçların, performans 
parametreleri cinsinden analiz edilerek en uygun eğitim 
yönteminin belirlenmesi çalışmanın öne çıkan unsurlarını 
oluşturmaktadır. 
 
Makalenin ilerleyen bölümleri şu şekildedir: İkinci bölümde 
literatür araştırması özetlenmiştir. Üçüncü bölümde çalışma 
kapsamında önerilen metodoloji sunulmuştur. Uygulama 
aşaması ve elde edilen sonuçlara ilişkin detaylar dördüncü 
bölümde yer alırken beşinci ve son bölümde genel 
değerlendirme yapılmıştır. 
 
2. LİTERATÜR ARAŞTIRMASI (LITERATURE REVIEW) 
 
Afetin meydana gelişinin, büyüklüğünün, şiddetinin ve afet 
sonrasında oluşacak hasarın tahmini afet operasyonları 
yönetimi açısından kritik önem taşımaktadır. Bu bölümde 
literatürde yer alan çeşitli tahmin çalışmaları Tablo 1’de 
görüldüğü gibi özetlenmiştir. 
 
Literatürde yer alan çalışmalar incelendiğinde, öncelikle 
afetin meydana gelişini tahmin eden çalışmalar ele 
alınmıştır. Reyes vd. [8] tarafından yapılan çalışmada 
geliştirilen ileri beslemeli yapay sinir ağı ile ele alınan bir 
bölgede takip eden beş gün içinde deprem meydana gelme 
olasılığı tahmin edilmektedir. Çalışma kapsamında, bir eşik 
değerden daha fazla büyüklükte depremin meydana gelme 

Tablo 1. Literatür taraması (Literature review) 
 

Tahmin Edilen Yöntem 
Afetin meydana 
gelişi 

Derin öğrenme [10], Rassal ormanlar [11], Regresyon ağaçları [9], Regresyon 
modelleri [11], Yapay sinir ağları [8], Diğer [3, 12] 

Afete ilişkin 
parametreler 

Bulanık mantık [21], Derin öğrenme [17, 24, 25, 29], Destek vektör makineleri [26, 
32], Rassal ormanlar [19, 22, 32], Regresyon modelleri [27], Yapay sinir ağları [13-
15, 16-20, 30-32], Diğer [19, 22, 23, 28] 

Afet sonrası 
oluşan hasar  

Derin öğrenme [50, 51], Destek vektör makineleri [52], Karar ağaçları [48, 52], 
Rassal ormanlar [41, 47, 48], Regresyon modelleri [41, 49, 52], Yapay sinir ağları 
[34, 36-38, 41, 45, 47], Diğer [35, 39, 40, 42, 43, 46, 48] 
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olasılığı ve sınırlı büyüklük aralığında bir depremin meydana 
gelme olasılığı olmak üzere iki tip tahmin yapılmaktadır. 
Corbi vd. [9] tarafından sunulan çalışmada ise regresyon 
ağaçları ile depremin meydana geliş zamanını ve boyutunu 
tahmin eden bir yaklaşım sunulmuştur. Sankaranarayanan 
vd. [10] sıcaklık ve yağış yoğunluğu gibi hava durumu 
parametrelerine göre sel oluşumunu tespit etmek için derin 
öğrenme yaklaşımını kullanmışlardır. Destek vektör 
makineleri, k-en yakın komşu ve Naive Bayes olmak üzere 
diğer makine öğrenme modelleri ile önerilen yaklaşımın 
performansı karşılaştırılmıştır. Kuradusenge vd. [11] 
tarafından yapılan çalışmada hem jeolojik ve morfolojik 
faktörler hem de yağış miktarı gibi birtakım tetikleyici 
faktörler dikkate alınarak rassal orman ve lojistik regresyon 
olmak üzere iki farklı yöntemle heyelan oluşumu tahmin 
edilmiştir. Birtakım çalışmalarda ise afetin meydana gelişi 
ile sonrasında oluşacak maddi ve hayati kaybın tahmini 
bütünleşik olarak ele alınmıştır. Bu çalışmalara örnek olarak 
Kumar vd. [3] ve Battarra vd. [12] tarafından yapılan 
çalışmalar verilebilir. Kumar vd. [3] tarafından yapılan 
çalışmada afet öncesinde lojistik faaliyetlerinin planlanması 
için bütünleşik bir tahmin aracı geliştirilmiştir. Burada hem 
meydana gelen afet sayısı hem de insani ve ekonomik kayıp 
tahmin edilmekte, ilgili parametre için uygun istatistiksel 
dağılım ve parametresi belirlenmektedir. Battarra vd. [12] ise 
çalışmalarında, afet öncesi yardım malzemesi tahsisi için 
deprem meydana gelme olasılığını ve etkilenen nüfusu 
tahmin etmişlerdir. Ardından merkezi kuruluşların envanter 
tahsisi problemini ele almışlardır.  
 
Afete ilişkin önemli parametrelerden olan büyüklüğünün 
tahmin edilmesi literatürde sıklıkla çalışılan bir konu olup 
burada yapay sinir ağı temelli çalışmaların öne çıktığı 
söylenebilir. Bu amaçla, olasılıksal yapay sinir ağı [13], çok 
katmanlı ileri beslemeli yapay sinir ağı [14-16] ve evrişimli 
yapay sinir ağı [17] gibi yöntemler kullanıldığı gibi farklı 
makine öğrenmesi tekniklerinin karşılaştırıldığı çalışmalar 
da yer almaktadır. Örneğin; Panakkat ve Adeli [18] 
tarafından yapılan çalışmada ileri beslemeli ve geri yayılımlı 
ağ, tekrarlayan ağ ve radyan temelli fonksiyon ağı olmak 
üzere üç farklı tipte yapay sinir ağı kullanılarak bir sonraki 
aydaki en büyük depremin büyüklüğü tahmin edilmiştir. Bu 
yapay sinir ağlarının performansları, farklı istatistiksel 
ölçütler kullanılarak değerlendirilmiştir. Asim vd. [19] ise 
dört farklı makine öğrenmesi tekniği kullanarak elde edilen 
sonuçları karşılaştırmışlardır. Bunlar; örüntü tanıma yapay 
sinir ağı, tekrarlayan yapay sinir ağı, rassal orman ve 
doğrusal programlama destekli topluluk sınıflandırma 
(linear programming boost ensemble classifier) teknikleridir. 
Bu çalışmalardan farklı olarak, zaman serileri kullanılarak 
büyüklüğü ifade eden en uygun eğrinin veya olasılık 
dağılımının bulunduğu çalışmalar da bulunmaktadır [20]. 
 
Afetin yeryüzündeki etkilerini ifade eden şiddet kavramının 
önceden tahmin edilmesi de kritik bir süreçtir. Bu alanda 
literatürde yer alan ilk çalışmalardan biri Juang ve Elton 
tarafından yapılmış olup söz konusu çalışmada, binalarda 
meydana gelen hasara dayanarak bulanık mantık ile deprem 
şiddeti tahmin edilmiştir [21]. Kubo vd. [22] deprem 

kaynaklı yer hareketi şiddetinin tahmini için geleneksel yer 
hareketi şiddeti tahmin denkleminin yanı sıra, rassal orman 
temelli makine öğrenmesi yöntemi kullandıkları hibrit bir 
yaklaşım önermişlerdir. Bradley [23] ise koşullu olasılık 
dağılımı ile belirli bir bölge için yer hareketlerinin şiddetini 
tahmin etmekte fakat literatürdeki diğer çalışmalardan farklı 
olarak şiddet için tek bir değer değil farklı değerlerin 
dağılımını sunmaktadır. Jozinovic vd. [24] tarafından 
yapılan çalışmada, depremin kaynağına ilişkin lokasyon ve 
büyüklük bilgisi olmadan ham dalga formu verileri 
kullanılarak evrişimli yapay sinir ağı ile yer sarsıntısının 
şiddeti tahmin edilmiştir. Nicolis vd. [25] uzun kısa süreli 
hafıza ve evrişimli yapay sinir ağı olmak üzere iki derin 
öğrenme yapısı kullanarak sismik olayların hem 
yoğunluğunu hem de lokasyonunu tahmin ettikleri bir 
çalışma sunmuşlardır. Asif vd. [26] uydu görüntülerinden 
kasırga şiddetinin tahmin edilebilmesi için destek vektör 
regresyon modeli temelli bir yaklaşım önererek web-tabanlı 
bir uygulama geliştirmişlerdir. Birtakım çalışmalarda ise 
literatürde ele alınan depreme ilişkin fiziksel unsurlarla 
birlikte sosyal unsurlar da dikkate alınarak regresyon 
teknikleri [27] ve akan veri analizi [28] yöntemleri 
kullanılarak deprem şiddeti tahmini yapılmıştır. Söz konusu 
çalışmalarda sosyal unsur olarak farklı dillerdeki “deprem” 
veya “tsunami” sözcüklerini içeren Tweetler kullanılmıştır. 
Benzer bir çalışmada, Zahera vd. [29] tarafından, afetin 
çevresine ilişkin geçmiş verinin yanı sıra sosyal medya verisi 
de dikkate alınarak kasırga şiddeti tahmini için derin 
öğrenme temelli bir yaklaşım sunulmuştur. 
 
Birtakım çalışmalarda afetin büyüklüğünü ve şiddetini 
etkileyen faktörlerin tahmini ele alınmaktadır. Deprem afeti 
özelinde incelendiğinde; depremin büyüklüğünü ve şiddetini 
etkileyen jeolojik unsurlar arasında maksimum yer ivmesi ve 
sismik kırılganlık gibi önemli parametreler yer almaktadır. 
Günaydın ve Günaydın [30] tarafından sunulan çalışmada üç 
farklı yapay sinir ağı tekniği kullanılarak maksimum yer 
ivmesi tahmini yapılmış ve elde edilen sonuçlar analiz 
edilmiştir. Bu teknikler ise ileri beslemeli geri yayılımlı sinir 
ağı, radyal temelli fonksiyon sinir ağı ve genelleştirilmiş 
regresyon sinir ağıdır. Wang vd. [31] tarafından yapılan 
çalışma ise kırılganlık eğrilerinin hesaplanmasının risk 
analizinde çok önemli bir unsur olduğu fakat bu sürecin çok 
zaman alan maliyetli bir işlem olduğu vurgulanmıştır. Yapay 
sinir ağı temelli bir istatistiksel metamodel geliştirilerek daha 
kısa sürede sismik kırılganlık analizi yapılabilen bir 
yaklaşım geliştirilmiştir. Asim vd. [32] özniteliklerin 
çıkarılması için sismik analizi ve deprem tahmini için çeşitli 
makine öğrenmesi yöntemlerini önermişlerdir. Enerji 
salınımı, sismik hız, sismik hızın değişimi gibi 
parametrelerin de içinde bulunduğu altmış farklı sismik 
öznitelik çıkarılmıştır. Ardından, yapay sinir ağı, rassal 
orman ve destek vektör makinesi kullanılarak farklı zaman 
periyotları için farklı büyüklükteki depremler tahmin 
edilmiştir. Afetin yapısına ilişkin unsurların yanı sıra afet 
sonrası ortaya çıkacak hasarın tahmin edilmesi de afet 
operasyonları yönetimi açısından büyük önem taşımaktadır. 
Erdik vd. [33] tarafından sunulan çalışmada, 2000-2010 
yılları arasında deprem sonrası kayıpların tahmin edilmesi 
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için geliştirilen müdahale sistemlerine ilişkin yaklaşımlar 
incelenmiştir. Bu uygulamalar kapsadığı alana göre global 
ve lokal olmak üzere iki sınıfta ele alınmış ve her iki sınıf 
için de Dünya’nın farklı bölgelerinde uygulanan yaklaşımlar 
örneklendirilmiştir. Sebatli ve Cavdur [34] tarafından 
yapılan simülasyon çalışmasında, afet sonrasında dağıtımı 
yapılacak yardım malzemelerinin taleplerinin ve dağıtım 
faaliyetlerinin seviyesinin belirlenmesi için bir yapay sinir 
ağı ile deprem şiddeti tahmini yapılmıştır. Ardından tahmin 
edilen şiddet değeriyle ilişkilendirilerek afetten etkilenen 
nüfus ve afet müdahale operasyonlarının seviyesi 
belirlenmiştir. Afetzede (yaralı/ölü) sayısını tahmin eden 
çalışmalar incelendiğinde; en küçük kareler yöntemi [35], 
ileri beslemeli ve geri yayılımlı yapay sinir ağı [36, 37], 
kendi kendini düzenleyen rekabetçi sinirsel ağ [38], uç 
öğrenme makinesi [39], topluluk öğrenme [40] gibi 
yaklaşımların kullanıldığı görülmektedir. Ganguly vd. [41] 
doğrusal regresyon, rassal orman ve yapay sinir ağı olmak 
üzere farklı yöntemlerle afetzede sayısını tahmin ederek; 
literatürdeki diğer çalışmalardan farklı olarak hane halkı 
ölçeğinde problemi ele almışlardır. Bazı çalışmalarda 
afetzede sayısı tahmini ile birlikte binalarda oluşan hasar da 
tahmin edilmektedir [42, 43]. Musson [44] yer hareketine 
ilişkin parametrelerle bina hasarı tahmini yapmanın 
karmaşıklığını vurgulanmış ve burada çok sayıda parametre 
olduğunu ifade etmiştir. Bina hasarı tahmini yapan 
çalışmalarda coğrafi bilgi sistemlerinden [42], literatürde yer 
alan ampirik ifadelerden [43], yapay sinir ağlarından [45] 
veya binaların iki boyutlu doğrusal olmayan sonlu eleman 
modellerinden [46] yararlanılmaktadır. Farklı makine 
öğrenme yöntemleri kullanılarak bu yöntemlerin 
performansının analiz edildiği çalışmalar da bulunmaktadır 
[47, 48]. Oluşacak maddi hasarın tahmini de bir diğer önemli 
konudur. Bu alanda Cavallo vd. [49] tarafından sunulan 
regresyon teknikleri ve Kim vd. [50] tarafından derin 
öğrenme kullanılarak yapılan çalışma örnek olarak 
gösterilebilir. Bazı çalışmalarda ise afet kaynaklı yeryüzünde 
oluşacak hasara dikkat çekilmiştir. Bi vd. [51] deprem 
sonrası yollarda ve binalarda ciddi hasarlara neden 
olabilecek sıvılaşmanın analiz edilebilmesi için derin 
öğrenme temelli bir yaklaşım önermişlerdir. Xu vd. [52] 
destek vektör makineleri, doğrusal regresyon ve karar 
ağaçları olmak üzere farklı makine öğrenme teknikleri 
kullanarak sismik hasar tahmini yapmışlardır. 
 
Bu çalışmada, deprem şiddeti tahmini için ileri beslemeli 
geri yayılımlı bir yapay sinir ağı geliştirilmiş, farklı ağ 
tasarımları ve eğitim algoritmalarının performansı 
incelenmiştir. Çalışmanın literatürde yer alan diğer 
çalışmalardan öne çıkan yönleri, deprem şiddeti tahmini için 
farklı ağ tasarımlarının dikkate alınmasıyla ağ yapısının 
optimize edilmesi ve bu ağ tasarımı için en uygun eğitim 
algoritmasının belirlenmesi olarak söylenebilir. 
 
3. METODOLOJİ (METHODOLOGY) 
 
Yapay sinir ağının girdilerinin elde edilmesi için USGS’nin 
Önemli Depremler Arşivi’nde yer alan depremler 
kullanılmıştır. Bu noktada, hem Türkiye’deki önemli 

depremleri (örneğin, Van depremini) hem de dünyadaki 
önemli depremleri (örneğin, Tohoku depremini) içermesi ve 
farklı büyüklükteki depremlerin varlığı sebebiyle 2011 yılı 
verileri kullanılmıştır. İlgili yılda meydana gelen her önemli 
deprem için “Depremi hissettiniz mi? (Did you feel it?)” 
sayfasındaki cevaplar elde edilmiştir. Burada, söz konusu 
deprem için afetzedelere birtakım sorular sorulmakta ve 
afetzedelerin vermiş oldukları cevaplar doğrultusunda 
deprem şiddetine ilişkin önemli bilgiler alınmaktadır. 
Depremin büyüklüğü ve derinliğinin yanı sıra merkez üssüne 
farklı uzaklıklarda bulunan afetzedelerin vermiş olduğu 
cevaplara bağlı olarak deprem şiddeti belirlenmektedir. 
Burada, deprem şiddeti ve deprem büyüklüğünün iki farklı 
kavram olduğuna dikkat edilmelidir. Deprem şiddeti, 
herhangi bir derinlikte olan depremin yeryüzünde 
hissedildiği bir noktadaki etkisinin ölçüsü olarak 
tanımlanırken; deprem büyüklüğü deprem sırasında açığa 
çıkan enerjinin bir ölçüsüdür ve büyüklük değeri Richter 
tarafından bulunan bir yöntemle hesaplanmaktadır. Bu 
bağlamda geliştirilen bağıntılar hakkında detaylı bilgi 
edinmek isteyen okuyucular Richter’in çalışmasını 
inceleyebilirler [53]. Söz konusu çalışmada da sunulduğu 
gibi depremlerin şiddetleri ve büyüklükleri arasında birtakım 
ampirik bağıntılar bulunmaktadır. Deprem şiddeti kavramı, 
depremin yeryüzündeki etkilerini ifade etmekle birlikte, 
deprem şiddetine etki eden birçok faktör bulunmaktadır ve 
depremin hissedildiği noktaya göre farklılık 
gösterebilmektedir. Buna ek olarak, aynı noktada bulunan 
farklı bireyler tarafından da farklı hissedilebilen göreceli bir 
kavramdır. Deprem esnasında bulunulan konum, içinde 
bulunulan binanın yapısı, zeminin durumu, sarsıntının 
tanımlanma biçimi, afetzedenin uyanık olup olmaması, 
bulunulan yerdeki insanların ve nesnelerin durumu, 
insanların sarsıntıya vermiş oldukları reaksiyon ve çevrede 
meydana gelen hasar gibi birçok faktör deprem şiddetini 
etkilemektedir. Bu çalışmada ise Tablo 2’de görüldüğü gibi 
deprem şiddeti, depremin büyüklüğü, derinliği ve ilgili 
soruya cevap veren afetzedenin merkez üssüne olan uzaklığı 
ile ilişkilendirilerek tahmin edilmektedir. Bu kapsamda 
uluslararası standartlara uygun olarak tabloda görüldüğü gibi 
büyüklük ve derinlik kavramlarına ilişkin altı kategoriden 
oluşan bir sınıflandırma ele alınmıştır. Uzaklık değeri ise 
benzer şekilde, deprem şiddeti açısından anlamlı sonuçların 
elde edildiği altı kategoriye ayrılmıştır. Böylelikle 216 farklı 
kategori oluşturulmuş ve USGS’nin veri tabanında yer alan 
2011 yılına ait önemli depremlere ilişkin büyüklük, derinlik 
ve uzaklık değerlerine ilişkin deprem şiddeti değerleri ilgili 
veri tabanından elde edilmiştir. 
 
Tablo 3’te yer alan Deprem Şiddet Cetvelinde de görüldüğü 
gibi hissedilen sarsıntı ve ortaya çıkan hasar direkt olarak 
deprem şiddeti ile ilişkilendirilebilir [54, 55]. Deprem şiddeti 
için Wood ve Neumann [54] tarafından önerilen 12 seviyeli 
bir yapı kullanılmakta olup tabloda da görüldüğü gibi USGS 
tarafından 10 ve üzeri şiddet değerleri tek bir seviyede ele 
alınmaktadır. En genel haliyle, 5 ve üzeri şiddet değerine 
sahip depremlerin nüfusun büyük çoğunluğu tarafından 
hissedildiği fakat önemli hasara neden olmadığı söylenebilir. 
Şiddeti 7 ve üzeri olan depremlerde ise büyük hasarın 
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meydana geldiği, 10 ve üzerindeki şiddet değerine sahip 
depremlerde çok büyük hasarın oluştuğu hatta deprem 
sonrasında coğrafyanın değiştiği ve nüfusun büyük ölçüde 
yok olduğu kabul edilmektedir. Dolayısıyla, USGS’nin veri 
tabanında yer alan önemli depremler için en büyük şiddet 
değeri olarak 9 değeri yer almaktadır.  
 
USGS veri tabanından elde edilen veriler öncelikle, 4. 
bölümde anlatıldığı gibi birtakım ön işlemlerden 
geçirilmiştir. Ardından yapay sinir ağının girdisi olarak ele 

alınmıştır. Yapay sinir ağları, insan sinir sisteminin çalışma 
mekanizmasından esinlenilerek geliştirilen ve sınıflandırma, 
fonksiyon kestirimi, özellik belirleme gibi problemlerin 
çözümünde kullanılan bir modelleme tekniğidir. Yapay sinir 
ağlarının bir tahmin aracı olarak kullanımına da literatürde 
sıklıkla rastlanmaktadır. Bu çalışmada ise Şekil 1’de yer alan 
yapay sinir ağı tasarımında görüldüğü gibi girdi katmanında; 
(i) depremin büyüklüğü, (ii) depremin derinliği ve (iii) 
afetzedenin merkez üssüne olan uzaklığı olmak üzere üç adet 
nöron bulunmaktadır. Ardından detayları sonraki bölümde 

Tablo 2. Deprem şiddetini etkileyen faktörler ve kategorileri 
(Factors affecting earthquake intensity and their categories) 

 

Büyüklük 
Kategorisi 

Büyüklük 
Değeri (mww) 

Derinlik 
Kategorisi 

Derinlik 
Değeri (km) 

Uzaklık 
Kategorisi 

Uzaklık 
Değeri (km) 

1 B < 3 1 D ≤ 5 1 U ≤ 50 
2 3 ≤ B < 4 2 5 < D ≤ 10 2 50 < U ≤ 100 
3 4 ≤ B < 5 3 10 < D ≤ 20 3 100 < U ≤ 200 
4 5 ≤ B < 6 4 20 < D ≤ 40 4 200 < U ≤ 400 
5 6 ≤ B < 7 5 40 < D ≤ 80 5 400 < U ≤ 800 
6 B ≥ 7 6 D > 80 6 U > 800 

 
Tablo 3. Deprem şiddet cetveli (Earthquake intensity scale) 

 

Şiddet Sarsıntı Açıklama / Hasar 

I 
Yok 
(Not felt) 

Çok özel durumlar dışında hasar yoktur. 

II 
Zayıf 
(Weak) 

Yalnızca hareketsiz kişiler tarafından özellikle de binaların üst katlarında 
hissedilmektedir. 

III 
Zayıf 
(Weak) 

Özellikle binaların üst katlarında olan kişiler tarafından belirgin bir şekilde 
hissedilmektedir. Birçok kişi sarsıntıyı deprem olarak tanımlamamaktadır. 
Motorlu taşıtlarda hafif kayma olabilmektedir. Kamyon geçişine benzer bir 
sarsıntı oluşmaktadır.  

IV 
Hafif 
(Light) 

Bina içlerindeki birçok kişi tarafından hissedilmektedir, dışarıda ise gündüzleri 
birkaç kişi tarafından hissedilebilmektedir. Geceleri bazı kişiler 
uyanabilmektedir. Mutfak eşyaları, pencereler, kapılar hasar almakta; 
duvarlardan çatlama sesi duyulmaktadır. Ağır bir kamyonun binaya çarpmasına 
benzer bir etki uyandırmaktadır. Motorlu taşıtlarda belirgin şekilde sarsıntı 
oluşmaktadır. 

V 
Orta 
(Moderate) 

Neredeyse herkes tarafından hissedilmektedir, birçok kişi uyanmaktadır. Bazı 
mutfak eşyaları, pencereler kırılmaktadır. Sabitlenmemiş nesneler 
devrilmektedir. Sarkaçlı saatler durabilmektedir. 

VI 
Güçlü 
(Strong) 

Herkes tarafından hissedilmektedir, birçok kişi korkmaktadır. Bazı ağır 
mobilyalar hareket etmektedir, duvarlardan sıvalar düşmektedir. Zarar hafiftir. 

VII 
Çok güçlü 
(Very 
strong) 

İyi tasarım ve yapıya sahip binalarda önemsiz seviyede hasar meydana gelmekte, 
iyi inşa edilmiş sıradan yapılarda hafif ila orta hasar oluşmakta, kötü yapılanmış 
veya kötü tasarlanmış yapılarda ise ciddi hasar meydana gelmekte; bazı bacalar 
kırılmaktadır. 

VIII 
Yıkıcı 
(Severe) 

İyi tasarıma sahip binalarda hafif hasar meydana gelirken, sıradan büyük 
binalarda önemli hasarlar ve kısmi çöküşler oluşmaktadır, kötü yapılanmış 
yapılarda ise hasar çok büyüktür. Bacalar, fabrika çatıları, sütunlar, anıtlar ve 
duvarlar düşmektedir. Ağır mobilyalar devrilmektedir. 

IX 
Çok yıkıcı 
(Violent) 

İyi tasarıma sahip yapılarda hasar önemli düzeydedir, sağlam yapıların formu 
bozulmaktadır. Büyük binalarda hasar çok fazladır ve kısmi çöküşler 
görülebilmektedir. Binaların temelleri yer değiştirmektedir. 

X+ 
Çok ağır 
yıkıcı 
(Extreme) 

Bazı iyi inşa edilmiş ahşap yapılar yıkılmakta, birçok taş yapılar temelden 
yıkılmaktadır. Raylar bükülmektedir. Şiddetin 10 üzerine çıktığı durumlarda çok 
daha büyük çapta hasar meydana gelmektedir. 

 



Sebatlı-Sağlam, Çavdur / Journal of the Faculty of Engineering and Architecture of Gazi University  

2139 

anlatılan gizli katman(lar) ve deprem şiddeti olmak üzere bir 
nörondan oluşan çıktı katmanı yer almaktadır. Bu çalışmada, 
gizli katman ve bu katman(lar)daki gizli nöron sayıları 
değiştirilerek farklı ağ tasarımları için performans analizleri 
yapılmıştır. Belirlenen en uygun ağ yapısı için farklı eğitim 
algoritmaları kullanılarak en uygun eğitim yöntemi 
belirlenmiştir.  
 
4. UYGULAMA VE BULGULAR  
(IMPLEMENTATION AND RESULTS) 
 
Uygulama aşamasında öncelikle, yapay sinir ağına girdi 
oluşturması için USGS‘nin veri tabanında yer alan 2011 
yılında meydana gelen önemli depremlere ilişkin 
afetzedelerin vermiş olduğu cevaplar elde edilmiştir. Burada 
161 önemli deprem için toplam 30.263 adet cevap 
bulunmaktadır. Yukarıda da bahsedildiği gibi deprem şiddeti 
göreceli bir kavram olmakla birlikte aynı büyüklük, derinlik 
ve uzaklık kategorisindeki bir deprem için iki afetzede farklı 
değerlendirmeler yapabilmektedir. Bu karışıklığı gidermek 
ve her bir kategori için nihai deprem şiddetini belirlemek 
amacıyla, elde edilen veriler birtakım ön işlemlerden 
geçirilmiştir ve ağırlıklı ortalama alınarak şiddet değeri 
belirlenmiştir. Örneğin, Tablo 4’te görüldüğü gibi büyüklük, 
derinlik ve uzaklık kategorileri sırasıyla 1, 1 ve 1 olan 
deprem için toplamda 106 adet geri dönüş alınmıştır. 
Tabloda, hangi şiddet değerini toplamda kaç kişinin 
hissettiği bilgisi yer almaktadır. Bu deprem için nihai deprem 
şiddeti, toplam cevap sayısına göre şiddet değerlerinin 
ağırlıklı ortalaması alınarak 4,73 olarak hesaplanmıştır. 
 
Benzer şekilde 216 kategorinin hepsi için nihai deprem 
şiddeti değerleri, cevap sayısı ile ilişkilendirilerek 
hesaplanmış ve elde edilen sonuçlar yapay sinir ağına girdi 
olarak verilmiştir. Çalışmada geliştirilen yapay sinir ağı ileri 
beslemeli ve geri yayılımlı bir ağ olup farklı ağ tasarımları 
ve eğitim algoritmaları için analiz yapılmıştır. Önceki 
bölümde de bahsedildiği gibi geliştirilen yapay sinir ağının 
girdi katmanında; (i) depremin büyüklüğü, (ii) depremin 

derinliği ve (iii) afetzedenin merkez üssüne olan uzaklığı 
olmak üzere üç adet nöron bulunmaktadır. Çıktı katmanı ise 
bir nörondan oluşmakta ve burada deprem şiddeti bilgisi yer 
almaktadır. Çalışma kapsamında, gizli katman sayısı ve her 
katmandaki gizli nöron sayıları için farklı ağ tasarımları 
yapılarak deprem şiddet tahmini için en uygun ağ yapısı 
belirlenmiştir. Ardından, belirlenen ağ tasarımı için yapay 
sinir ağı farklı eğitim algoritmaları kullanılarak eğitilmiş ve 
en uygun eğitim yöntemi belirlenmiştir. Burada yapılan tüm 
analizler, ortalama karesel hata ve R-değeri dikkate alınarak 
yapılmıştır.  
 
Yapay sinir ağının geliştirilmesi için MATLAB Neural 
Network uygulaması kullanılmıştır. İleri beslemeli ve geri 
yayılımlı bir yapay sinir ağı oluşturularak ağın eğitiminde 
kullanılan veri eğitim, test ve doğrulama amacıyla üç sınıfa 
rassal olarak bölünmüştür. Burada verinin bölünmesinde her 
aşama için sırasıyla 0,70, 0,15 ve 0,15 oranları verilmiştir. 
Durdurma kriteri olarak 1.000 tekrar sayısı ele alınmış ve 
ortaya çıkan her bir durum için yapay sinir ağı 10 kez 
eğitilmiştir. Çalışmanın ilk aşaması olan, uygun gizli katman 
ve her katmandaki gizli nöron sayılarının belirlenmesi 
aşamasında uygulamanın varsayılan eğitim algoritması olan 
Levenberg-Marquardt algoritması (trainlm) kullanılmıştır. 
 
Farklı gizli katman ve nöron sayıları için ortalama karesel 
hata ve R-değeri cinsinden elde edilen sonuçlar Tablo 5 ve 
Tablo 6’da verilmiştir. Burada ilk sütunda ağ tasarımına 
ilişkin bilgi verilmekte; ilk değer girdi katmanı için nöron 
sayısını (3 girdi) ve son değer çıktı katmanı için nöron 
sayısını (1 çıktı) gösterirken; aradaki değer(ler) her bir gizli 
katmandaki nöron sayılarını göstermektedir. Tablo 5’te yer 
alan sonuçlar bir gizli katmanı ve Tablo 6’da yer alan 
sonuçlar iki gizli katmanı bulunan ağ tasarımları için elde 
edilen sonuçlardır. Tablo 6’da da görüldüğü gibi her bir gizli 
katmanda on adet gizli nöron olmak üzere iki gizli katmanın 
bulunduğu ağ tasarımı (3/10/10/1) performans parametreleri 
açısından en iyi sonucu vermektedir. Bu değerler, ilgili ağın 
2. eğitiminde elde edilmiş olup italik olarak yazılmıştır. 

 
 

Şekil 1. Yapay sinir ağı tasarımı (Artificial neural network design) 
 

Tablo 4. 1/1/1 kategorisindeki bir deprem için yanıtların gösterimi 
(Representation of responses for an earthquake in the 1/1/1 category) 

 

Deprem Şiddeti 1 2 3 4 5 6 7 8 9 
Toplam Cevap Sayısı 0 7 4 37 30 19 9 0 0 
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Burada ortalama karesel hata değeri 0,14 ve R-değeri 
0,96’dır. Öte yandan, söz konusu ağın 8. eğitiminde 
performans parametreleri açısından en kötü değerler 
gözlenmiştir. Bu değerler italik olarak yazılmış olup 
ortalama karesel hata değeri 1,75 iken R-değeri 0,23 olarak 
elde edilmiştir. Bu açıdan incelendiğinde, 3/10/10/1 tasarımı 
için elde edilen sonuçların diğerleriyle karşılaştırıldığında 
oldukça geniş bir aralıkta yer aldığı söylenebilir. Bu nedenle, 
performans parametrelerinin ortalamaları açısından 
incelendiğinde, iki gizli katman ve her bir katmanda sırasıyla 
beş ve on gizli nöronun bulunduğu ağ tasarımının daha 
kararlı sonuçlar üreten bir ağ yapısı olduğu görülmektedir. 
Burada italik olarak yazıldığı gibi ortalama karesel hataların 
ortalama değeri 0,28 ve R-değerlerinin ortalaması 0,91’dir. 
Böylece hem herhangi bir eğitim için ve hem de ortalama 
olarak bütün eğitimlerde en iyi sonuçları üreten iki farklı ağ 
tasarımı ortaya çıkmış olmaktadır. 
 
Uygun ağ tasarımlarının belirlenmesinin ardından, hem 
performans parametrelerinin gerçekleştirilen deneyler 
içindeki tekil olarak en iyi sonucu veren 3/10/10/1 
tasarımındaki, hem de performans parametrelerinin bütün 
deneylerdeki ortalamaları açısından en iyi sonucu veren 
3/5/10/1 tasarımındaki ağlar farklı eğitim algoritmaları 

kullanılarak eğitilmiş ve en uygun eğitim yöntemi 
belirlenmiştir. Burada MATLAB’ta bulunan ve ileri 
beslemeli ağlar için uygun algoritmalar kullanılmıştır. 
Kullanılan algoritmalara ilişkin açıklamalar Tablo 7’de 
sunulmuştur [56]. Önceki aşamada olduğu gibi elde edilen 
eğitim sonuçları ortalama karesel hata ve R-değeri cinsinden 
analiz edilmiştir. Tablo 8 ve Tablo 9’da sırasıyla 3/10/10/1 
ve 3/5/10/1 ağ tasarımı için elde edilen sonuçlar verilmiştir. 
Her iki ağ tasarımı için de Bayes Düzenlemesi ile 
Levenberg-Marquardt eğitim algoritmasının kullanıldığı 
eğitim yöntemi (trainbr) en uygun yöntem olarak 
belirlenmiştir. Bu yöntem ile Tablo 8 ve Tablo 9’da italik 
olarak yazılan hücrelerde de görüldüğü gibi hem performans 
parametreleri hem de performans parametrelerinin 
ortalaması cinsinden en iyi sonuçlar elde edilmiştir. 
Ortalama karesel hataların ortalama değeri 0,13 ve R-
değerlerinin ortalaması 0,96 olarak gözlenmiştir.  
 
Çalışma kapsamında en uygun eğitim yöntemi olarak 
belirlenen “trainbr” eğitim algoritmasında ağırlık ve sapma 
değerleri Levenberg-Marquardt algoritmasına göre 
güncellenmektedir. Karesel hatalar ve ağırlıkların doğru 
kombinasyonunu minimize eden ağ yapısı belirlenmekte ve 
bu sürece Bayes Düzenlemesi (Bayesian Regularization) 

Tablo 5. Farklı ağ tasarımları için elde edilen sonuçlar: 1 gizli katman 
(Results for different network designs: 1 hidden layer) 

 

AT  1 2 3 4 5 6 7 8 9 10 Ort 

3/5/1 
OKH 0,39 0,40 0,33 0,38 0,42 0,45 0,38 0,38 0,55 0,28 0,39 
R 0,87 0,87 0,90 0,87 0,85 0,84 0,87 0,87 0,83 0,91 0,87 

3/10/1 
OKH 0,46 0,27 0,36 0,51 0,25 0,21 0,40 0,42 0,30 0,21 0,34 
R 0,86 0,91 0,88 0,84 0,92 0,93 0,87 0,86 0,90 0,93 0,89 

3/20/1 
OKH 1,10 0,27 0,26 0,22 0,25 0,47 0,80 0,47 0,26 0,29 0,44 
R 0,72 0,91 0,91 0,93 0,92 0,84 0,83 0,85 0,93 0,90 0,88 

AT: Ağ Tasarımı, OKH: Ortalama Karesel Hata, R: R-Değeri, Ort: Ortalama 
 

Tablo 6. Farklı ağ tasarımları için elde edilen sonuçlar: 2 gizli katman 
(Results for different network designs: 2 hidden layers) 

 

AT  1 2 3 4 5 6 7 8 9 10 Ort 

3/5/5/1 
OKH 0,33 0,65 0,25 0,21 0,35 0,25 0,55 0,24 0,58 0,23 0,36 
R 0,89 0,77 0,92 0,93 0,89 0,92 0,82 0,92 0,81 0,92 0,88 

3/5/10/1 
OKH 0,16 0,27 0,32 0,21 0,40 0,24 0,29 0,27 0,39 0,29 0,28 
R 0,95 0,91 0,90 0,93 0,86 0,92 0,91 0,91 0,88 0,91 0,91 

3/5/20/1 
OKH 0,19 0,28 0,39 0,25 0,21 0,41 0,24 0,19 0,25 0,71 0,31 
R 0,94 0,91 0,87 0,92 0,93 0,86 0,92 0,94 0,92 0,79 0,90 

3/10/5/1 
OKH 1,22 0,21 0,21 0,33 0,21 0,28 0,24 0,32 1,04 0,33 0,44 
R 0,52 0,93 0,93 0,89 0,93 0,91 0,92 0,90 0,60 0,90 0,84 

3/10/10/1 
OKH 0,25 0,14 0,41 0,42 0,45 0,44 0,27 1,75 0,48 0,31 0,49 
R 0,92 0,96 0,88 0,87 0,85 0,85 0,92 0,23 0,85 0,90 0,82 

3/10/20/1 
OKH 0,28 0,24 0,25 0,34 0,20 0,55 0,62 0,35 0,37 0,21 0,34 
R 0,91 0,92 0,94 0,88 0,93 0,81 0,86 0,89 0,88 0,93 0,90 

3/20/5/1 
OKH 0,82 0,32 0,32 0,66 0,56 0,59 0,25 0,21 0,29 1,08 0,51 
R 0,70 0,91 0,90 0,80 0,81 0,85 0,92 0,93 0,90 0,57 0,83 

3/20/10/1 
OKH 0,38 0,49 0,23 0,28 0,63 0,25 0,51 0,28 0,22 0,22 0,35 
R 0,88 0,84 0,92 0,92 0,82 0,92 0,87 0,92 0,93 0,93 0,89 

3/20/20/1 
OKH 0,71 0,36 0,92 0,60 0,36 0,55 0,25 0,39 1,00 0,55 0,57 
R 0,78 0,89 0,73 0,84 0,89 0,85 0,92 0,91 0,77 0,83 0,84 

AT: Ağ Tasarımı, OKH: Ortalama Karesel Hata, R: R-Değeri, Ort: Ortalama 
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denmektedir. Çalışmanın ilk aşaması olan, uygun gizli 
katman ve her katmandaki gizli nöron sayılarının 
belirlenmesi aşamasında varsayılan eğitim algoritması 
olarak kullanılan 'trainlm' eğitim fonksiyonu ise sıklıkla 
kullanılan hızlı bir fonksiyon olup MATLAB Neural 
Network uygulamasının da varsayılan yöntemidir. Bu 
yöntemin farklı bir uyarlaması olan ve çalışmada en uygun 
yöntem olarak belirlenen 'trainbr' yöntemi çalışma 
kapsamında yapılan deneylerde maksimum tekrar sayısı olan 
1.000 iterasyon boyunca uygulanmış ve yaklaşık 10 saniye 
sonunda sonuçlar elde edilmiştir. Tekrar sayısı arttırıldığında 
anlamlı farklar gözlenmemiştir.  
 
Şekil 2 ve Şekil 3’te uygun ağ tasarımları olarak belirlenen 
ağ yapıları verilmiştir. Şekil 2’deki tasarım performans 
parametreleri cinsinden en iyi sonuçları veren, iki gizli 
katmanın bulunduğu ve her bir gizli katmanda on adet gizli 
nöronun bulunduğu ağ yapısıdır. Şekil 3’te performans 
parametrelerinin ortalaması için en iyi sonuçları veren, iki 
gizli katmanın bulunduğu ve her bir gizli katmanda sırasıyla 
beş ve on adet gizli nöronun bulunduğu ağ tasarımı 
sunulmuştur. Şekil 4 ise bu ağların Levenberg-Marquardt 
algoritmasının Bayes Düzenlemesi ile revize edildiği yöntem 
ile eğitildiği durum için elde edilen eğitim sonuçları 
gösterilmiştir. Bu değerler 3/10/10/1 tasarımının 4. 
eğitiminde ve 3/5/10/1 tasarımının 1. eğitiminde elde 
edilmiştir. Tablo 8 ve Tablo 9’da da ilgili değerler italik 
olarak yazılmıştır. Çalışma kapsamında oluşturulan bir 
regresyon modeli için (yapay sinir ağına benzer şekilde), 𝑦 

tahmin edilen deprem şiddeti, 𝐱 vektörünün bileşenleri de 
depremin büyüklüğü, depremin derinliği ve afetzedenin 
merkez üssüne olan uzaklığı olmak üzere; 𝑦 𝛽 𝛽 𝑥
𝛽 𝑥 𝛽 𝑥  modeli ile yapılan tahminin performansı 
incelendiğinde, ortalama karesel hata değeri 0,70 ve R-değeri 
0,75 olarak elde edilmiştir. Tahmin edilen regresyon 
katsayıları ve diğer performans ölçütleri Tablo 10’da 
sunulmuştur. 
 
5. SONUÇLAR (CONCLUSIONS) 
 
Bu çalışmada, ileri beslemeli ve geri yayılımlı bir yapay sinir 
ağı ile deprem şiddeti tahmini yapılmıştır. Öncelikle, USGS 
veri tabanında yer alan ve 2011 yılında gerçekleşen önemli 
depremler olarak adlandırılan depremlere ilişkin bilgiler elde 
edilmiştir. Bu bilgiler arasında depremin büyüklüğü ve 
derinliğinin yanı sıra merkez üssüne farklı uzaklıklarda 
bulunan afetzedelerin depremi nasıl hissettiğine ilişkin 
bilgiler de yer almaktadır. Ardından bu veriler ön 
işlemlerden geçirilerek yapay sinir ağının girdisi olarak ele 
alınmıştır. Farklı ağ tasarımları için yapay sinir ağı eğitilerek 
ortalama karesel hata ve R-değeri açısından en iyi sonucu 
veren ağ yapısı belirlenmiştir. Burada, iki gizli katmanın ve 
her gizli katmanda sırasıyla beş ve on gizli nöronun 
bulunduğu ağ tasarımı, performans parametrelerinin 
ortalaması cinsinden en uygun ağ yapısı olarak 
belirlenmiştir. Ardından, bu ağ farklı eğitim algoritmaları 
kullanılarak eğitilmiş ve elde edilen sonuçlar analiz edilerek 
en uygun eğitim yöntemi belirlenmiştir. Söz konusu ağ 

Tablo 7. Eğitim algoritmalarının açıklamaları (Descriptions of the training algorithms) 
 

Algoritma Açıklama 

LM 
Levenberg-Marquardt geri yayılımı 
(Levenberg-Marquardt backpropagation) 

BFG 
BFGS yarı-Newton geri yayılımı 
(BFGS quasi-Newton backpropagation) 

BR 
Bayes düzenlemesi geri yayılımı 
(Bayesian regularization backpropagation) 

CGB 
Powell-Beale yeniden başlatmaları ile eşlenik gradyan geri yayılımı 
(Conjugate gradient backpropagation with Powell-Beale restarts) 

CGF 
Fletcher-Reeves güncellemeleri ile eşlenik gradyan geri yayılımı 
(Conjugate gradient backpropagation with Fletcher-Reeves updates) 

CGP 
Polak-Ribiere güncellemeleri ile eşlenik gradyan geri yayılımı 
(Conjugate gradient backpropagation with Polak-Ribiere updates) 

GD 
Gradyan azalış geri yayılımı 
(Gradient descent backpropagation) 

GDA 
Uyarlanabilir öğrenme oranı geri yayılımlı gradyan azalışı 
(Gradient descent with adaptive learning rate backpropagation) 

GDM 
Momentum geri yayılımlı gradyan azalışı 
(Gradient descent with momentum backpropagation) 

GDX 
Momentum ve uyarlanabilir öğrenme oranı geri yayılımlı gradyan azalışı 
(Gradient descent with momentum and adaptive learning rate backpropagation) 

OSS 
Tek-adımlı sekant geri yayılımı 
(One-step secant backpropagation) 

RP 
Esnek geri yayılım 
(Resilient backpropagation) 

SCG 
Ölçeklendirilmiş eşlenik gradyan geri yayılımı 
(Scaled conjugate gradient backpropagation) 
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yapısı için Bayes Düzenlemesi ile Levenberg-Marquardt 
algoritmasının kullanıldığı eğitim yöntemi ile performans 
parametreleri açısından en iyi sonuçlar elde edilmiştir. 
Deprem şiddeti tahmini, afet sonrasında oluşacak etkinin 
tahmin edilmesi ve dolayısıyla afet operasyonlarının 
seviyesinin belirlenmesinde kritik öneme sahiptir. Bu 
çalışma kapsamında önerilen deprem şiddet tahmini yapısı 
ile gelecek çalışmalarda, deprem sonrasında oluşacak yaralı 
sayısının, binalardaki hasarın ve ekonomik kaybın tahmini 
yapılabilir. Deprem şiddeti tahmininin afet operasyonları 

yönetimi kapsamında ele alınan diğer çalışmalara entegre 
edilmesi de bir diğer gelecek çalışma alanı olabilir. Örneğin, 
afet öncesinde konumlandırılan yardım tesislerinin 
konumlarının ve kapasitelerinin belirlenmesinde, afet 
sonrasında dağıtılacak yardım malzemelerinin talep 
miktarlarının belirlenmesinde kullanılan mevcut yöntemlere 
şiddet tahmin yapısı entegre edilerek bütünleşik bir 
optimizasyon çatısı sunulabilir. Böylelikle, lokal ve merkezi 
yönetim birimleri için afet yardım operasyonları için etkin 
planlar yapılabilir. 

Tablo 8. Farklı eğitim algoritmaları için elde edilen sonuçlar: 3/10/10/1 ağ tasarımı 
(Results for different training algorithms: 3/10/10/1 network design) 

 

Alg.  1 2 3 4 5 6 7 8 9 10 Ort 

LM 
OKH 0,25 0,14 0,41 0,42 0,45 0,44 0,27 1,75 0,48 0,31 0,49 

R 0,92 0,96 0,88 0,87 0,85 0,85 0,92 0,23 0,85 0,90 0,82 

BFG 
OKH 0,53 0,39 0,35 0,27 0,37 0,25 0,40 0,39 0,55 0,46 0,40 

R 0,82 0,87 0,88 0,91 0,87 0,92 0,87 0,88 0,81 0,84 0,87 

BR 
OKH 0,16 0,17 0,11 0,09 0,12 0,13 0,13 0,10 0,15 0,11 0,13 

R 0,95 0,95 0,97 0,97 0,96 0,96 0,96 0,97 0,95 0,97 0,96 

CGB 
OKH 0,56 0,91 0,25 0,46 0,57 0,42 0,53 0,31 0,43 0,79 0,52 

R 0,81 0,65 0,92 0,84 0,80 0,86 0,81 0,90 0,85 0,75 0,82 

CGF 
OKH 0,43 0,41 1,00 0,63 0,63 0,35 0,40 0,31 0,45 0,30 0,49 

R 0,85 0,87 0,60 0,77 0,77 0,88 0,87 0,90 0,85 0,90 0,83 

CGP 
OKH 0,50 0,79 0,38 0,36 0,58 0,97 0,38 0,28 0,42 0,55 0,52 

R 0,83 0,70 0,87 0,88 0,79 0,62 0,87 0,91 0,86 0,81 0,81 

GD 
OKH 0,34 0,56 0,48 1,66 0,36 0,32 0,36 0,53 16,45 0,54 2,16 

R 0,89 0,80 0,84 0,65 0,88 0,89 0,88 0,81 -0,40 0,81 0,70 

GDA 
OKH 0,81 0,66 0,80 0,89 0,72 0,85 1,00 1,28 0,73 0,72 0,85 

R 0,71 0,77 0,76 0,66 0,75 0,70 0,68 0,50 0,74 0,74 0,70 

GDM 
OKH 3,43 9,92 4,58 5,89 2,62 3,76 11,76 2,82 1,50 1,85 4,81 

R 0,38 -0,31 0,54 0,38 0,56 0,19 0,18 0,43 0,74 0,63 0,37 

GDX 
OKH 0,52 0,45 0,38 1,97 0,49 0,43 1,26 1,04 0,75 0,45 0,77 

R 0,82 0,85 0,87 0,34 0,83 0,85 0,51 0,61 0,75 0,84 0,73 

OSS 
OKH 0,43 0,74 0,60 0,56 0,41 0,49 0,56 1,14 0,57 0,76 0,63 

R 0,86 0,75 0,79 0,80 0,86 0,83 0,80 0,53 0,80 0,72 0,77 

RP 
OKH 0,29 0,41 0,65 0,77 0,72 0,60 0,59 0,41 0,36 0,49 0,53 

R 0,90 0,87 0,77 0,73 0,77 0,79 0,79 0,86 0,88 0,83 0,82 

SCG 
OKH 0,88 0,38 0,81 0,33 0,42 0,50 0,41 0,57 0,29 0,99 0,56 
R 0,72 0,87 0,70 0,89 0,86 0,82 0,86 0,80 0,91 0,62 0,80 

Alg: Algoritma, OKH: Ortalama Karesel Hata, R: R-Değeri, Ort: Ortalama 

 
 

 
 

Şekil 2. 3/10/10/1 ağ tasarımı (3/10/10/1 network design) 
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Tablo 9. Farklı eğitim algoritmaları için elde edilen sonuçlar: 3/5/10/1 ağ tasarımı 
(Results for different training algorithms: 3/5/10/1 network design) 

 

Alg.  1 2 3 4 5 6 7 8 9 10 Ort 

LM OKH 0,16 0,27 0,32 0,21 0,40 0,24 0,29 0,27 0,39 0,29 0,28 
R 0,95 0,91 0,90 0,93 0,86 0,92 0,91 0,91 0,88 0,91 0,91 

BFG OKH 1,07 0,33 0,50 1,67 0,39 0,47 1,50 0,57 0,33 0,46 0,73 
R 0,67 0,89 0,83 0,31 0,87 0,84 0,19 0,80 0,89 0,84 0,71 

BR OKH 0,08 0,16 0,11 0,14 0,14 0,12 0,20 0,11 0,16 0,10 0,13 
R 0,97 0,95 0,96 0,95 0,95 0,96 0,93 0,96 0,95 0,97 0,96 

CGB OKH 0,63 0,38 0,40 0,37 0,96 0,47 0,72 0,52 0,67 0,46 0,56 
R 0,78 0,87 0,87 0,87 0,64 0,84 0,75 0,82 0,76 0,84 0,80 

CGF OKH 0,64 0,36 0,52 0,63 0,50 0,67 1,50 0,57 0,40 0,53 0,63 
R 0,79 0,88 0,83 0,77 0,82 0,77 0,23 0,80 0,87 0,81 0,76 

CGP OKH 0,54 0,75 1,56 0,45 0,94 0,77 0,47 0,53 0,47 1,78 0,83 
R 0,81 0,72 0,33 0,85 0,64 0,72 0,84 0,81 0,84 0,14 0,67 

GD OKH 0,45 17,11 15,40 0,75 0,70 0,48 2,81 0,58 0,36 0,45 3,91 
R 0,84 -0,53 0,72 0,72 0,74 0,83 0,22 0,79 0,88 0,85 0,61 

GDA OKH 0,97 0,62 0,53 0,62 1,08 1,20 1,02 2,28 2,37 0,82 1,15 
R 0,62 0,78 0,82 0,78 0,59 0,59 0,60 0,59 -0,09 0,70 0,60 

GDM OKH 4,06 4,49 10,66 8,47 64,67 3,70 1,87 5,35 8,95 47,30 15,95 
R 0,50 0,04 0,03 0,37 -0,49 -0,11 0,59 -0,23 0,15 -0,36 0,05 

GDX OKH 1,54 0,59 0,83 0,65 1,30 1,64 2,31 1,51 1,58 0,77 1,27 
R 0,26 0,79 0,69 0,77 0,44 0,30 0,20 0,63 0,38 0,72 0,52 

OSS OKH 1,32 1,33 0,47 1,38 0,38 0,60 0,90 0,66 0,70 0,49 0,83 
R 0,45 0,38 0,83 0,36 0,87 0,78 0,70 0,77 0,76 0,83 0,67 

RP OKH 0,48 1,17 0,36 0,49 0,56 0,81 1,06 0,63 0,83 0,85 0,72 
R 0,84 0,54 0,88 0,83 0,80 0,70 0,57 0,77 0,68 0,73 0,73 

SCG 
OKH 0,55 0,47 0,55 0,56 0,77 0,58 0,45 1,00 0,78 0,36 0,61 
R 0,80 0,84 0,81 0,82 0,74 0,79 0,84 0,60 0,70 0,88 0,78 

Alg: Algoritma, OKH: Ortalama Karesel Hata, R: R-Değeri, Ort: Ortalama 
 

 
 

Şekil 3. 3/5/10/1 ağ tasarımı (3/5/10/1 network design) 
 

 
Şekil 4. 3/10/10/1 ve 3/5/10/1 tasarımındaki ağlar için eğitim sonuçları: Bayes Düzenlemesi 

(Training results for the 3/10/10/1 and 3/5/10/1 network designs: Bayesian Regularization) 
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