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OZET

Son yillarda, farkli konular i¢in sunulan dijital bilgi kaynaklarinin sayis1 agir1 miktarda artmaktadir. Bu dijital bilgi
kaynaklarina erisim destegi sunan sistemlerin bircogu tarama, arama ve bilgi geri kazanimi araglarina
odaklanmustir. Sayisal kiitiiphaneler, elektronik kitapliklar ve Web sayfalari, bilgi erisimini iyilestirmek, belge
koleksiyonlarimi farkli anahtar kriterlere gore hiyerarsik olarak olusturmak ve diizenlemek i¢in yeni birgok agilim
sunmaktadir. Farkli arama araglari, bilgi erisim teknikleri kullanilarak erisilebilen belgeleri diizenlemek,
endekslemek ve ozetlemek igin yazilim tabanli hizmetleri kullanarak daha kapsamli bir dokiiman kapsami
sunulabilmektedir. Dijital kiitiiphanelerdeki arama mekanizmalarima uygulanan teknolojiler, dokiiman
koleksiyonlarini yonetmek, anlamli veri ¢ikarmak ve dokiman iliskilerinin belirlenmesi i¢in farkli yontem ve
teknolojilerin kullanimini zorunlu kilmistir. Ozellikle belgeler arasindaki iliski ne bigimleri ne de tiirleri ile agikca
tanimlanamamaktadir. Bu calisma, sayisal kiitiiphaneler igin belgelerin igeriginden dist-veri ¢ikarimi, varlik
isimlerinin elde edilmesi, anahtar kelimelerin elde erilmesi ve dokiiman benzerliklerinin olusturulmasi igin
kullanilan yontem ve teknikler i¢in kapsamli bir ¢aligma sunmaktadir.

Anahtar Kelimeler: Dokiiman isleme, Ust veri ¢ikarimi, Varlik ismi tamima, Anahtar kelime ¢tkarimi, Dokiiman
benzerligi

Current Technologies for Information Retrieval of Documents in
Digital Libraries: A Survey

ABSTRACT
In recent years, the number of digital information sources available for different topics has grown enormously.
Many of the systems that support access to these digital information resources are focused on scanning, searching
and information retrieval tools. Digital libraries, electronic libraries and Web pages bring many new initiatives to
improve information access, create and organize document collections hierarchically according to different key
criteria. Different search tools; by using software-based services to organize, index and summarize documents that
can be accessed using information retrieval techniques, a more comprehensive document coverage can be
provided. In digital libraries; the techniques applied to search mechanisms have made it necessary to use different
methods and technologies to manage document collections, to extract meaningful data and to determine document
relationships. In particular, the relationship between documents cannot be clearly defined neither by their forms
nor by their types. This study provides a comprehensive study of methods and techniques used for extracting
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metadata, named entity recognition, keyword extraction and obtaining document similarities from the content of
the documents for digital libraries.

Keywords: Document processing, Metadata extraction, Name entity recognition, Keyword extraction, Document
similarity

|. GIRIS

Elektronik kiitiiphane, bilginin elektronik olarak iretilip saklandigi ve kullanima sunuldugu ortam
olarak tamimlanir [1]. Bilgi teknolojilerinin gelismesi ve Internet erisiminin artmasi ile birlikte bu
kavram farkli meslek gruplarimin ve kisilerin ilgisini ¢gekmis ve ¢evrimigi kiitiiphane, sanal kiitiiphane,
masaiisti kiitiiphane, dokiiman y6netim sistemi gibi farkli isimlerle anilmaya baglanmistir. Her ne kadar
bu terimler farkli gruplara hitap eden ve de barindirdiklar1 dokiimanlarin ¢esidi ve boyutu bakimindan
farkli biiyiikliikte olsa da tiim bu yapilarin saglamasi gereken ortak bazi 6zellikler vardir. Bu ortak
ozellikler dokiiman isimlendirme, st veri ¢ikarimi, dokiimana erisim kisitlarinin belirlenmesi, farkl
dokiiman tipi ile calisabilme ve dokiiman arama olarak siralanabilir [2].

Dokiiman islemede en temel problemlerden biri iist veri ¢ikarimdir. Ust veri, bir veri kaynagmin
ierisindeki parmak izi verisi olarak tanimlanabilen anahtar bilgi kiimesini icermektedir. Ust veri,
herhangi bir dijital kiitiiphaneden bilgi alma islemi sirasinda arama motorlarina veya kisilere ilgisiz
belgelerden gerekli ayrimi yapma konusunda yardimer olarak kaynak kesfini onemli olgiide
gelistirmektedir. Ust verilerin énemi agikca bilinse de verimli ve etkili uygulama araglar1 gelistirme
calismalar1 halen devam etmektedir. Ust veri ¢ikarim, dijital kiitiiphanelerdeki yiiksek seviyedeki
biiyiime ve birgok farkli iist veri standardinin gelistirilmesi nedeniyle karmasik bir problemdir. Ust veri
cikarimi gerektiren ¢ok sayida dijital kaynak gz oniine alindiginda, insan eliyle olusturulan {ist veri
yaklagimlarina giivenmek gergekei degildir.

Varlik ismi tanima (VIT), bir dokiimandan kisi, yer, organizasyon, tarih, para birimi gibi bilgilerin
otomatik olarak ¢ikarilmas islemidir [3]. VIT sistemleri genellikle soru yanitlamada, bilgi almada, ortak
referans ¢oziimlemede ve konu modellemede ilk adim olarak kullanilir. Bu alandaki ilk ¢aligmalar kural
ve ontoloji tabanl yontemleri kullanirken, daha sonra makine 6grenmesi ve giiniimiizde de derin
ogrenme yontemleri siklikla kullanilmaktadir [3]. Bu nedenle, VIT alanindaki son gelismeleri, 6zellikle
minimum 6zellik miithendisligi ile son teknoloji tiriinii performansa ulasan makine ve derin 6grenme
tabanli VIT mimarilerini vurgulamak énemlidir.

Metin analizi islemleri, otomatik anahtar kelime ¢ikarma ve metin 6zetleme gibi gorevleri de
icermektedir. Otomatik anahtar kelime ¢ikarma, modele bagli olarak herhangi bir insan miidahalesi
olmaksizin belgenin temel igerigini en iyi sekilde yansitabilen kelime veya kelime 6beklerinin segilmesi
islemidir [4]. Otomatik anahtar kelime ¢ikarmanin hedefi, mevcut hesaplama becerilerinin, giiciiniin ve
hizinin dokiimana erigim ve geri ¢agirma sorununa ek maliyetleri ortadan kaldirabilecek bir yaklagim
sunmasidir. Bu alandaki ilk ¢alismalar dokiimanlar i¢in hazir sézliikklerden anahtar kelime atamasina
dayanirken, son donemlerde daha cok ¢izge tabanli gozetimsiz dgrenmeye dayali anahtar kelime
yontemleri tizerinde ¢alisilmaktadir [5].

Dokiimanlar aras1 benzerliklerin hesaplanmasi dijital kiitiiphanelerin bir diger énemli islevidir. Bu
benzerliklerin hesaplanmasinda st veri, varlik isimleri ve anahtar kelimeler kullanilabilirken
dokiimaninin tiim igerigi de bu hesaplama i¢in kullanilabilir. Literatiirde bu amagla kullanilan Jaccard
ve kosiniis benzerligi gibi basit istatistiksel yontemlerin yaninda kelime temsillerine dayanan yeni
yaklagimlar da mevcuttur.

80



Ozellikle Tiirkce literatiir olusturma noktasinda katki sunmayr amaglayan bu c¢alismada dijital
kiitiiphanede kullanilacak metin isleme teknolojilerinin literatiir arastirmasi1 sunulmaktadir. Ust veri
cikarimi, metin islemede, 6zet ¢ikariminda ve dokiiman benzerliklerinin hesaplanmasinda birincil
asamadir. VIT soru yanitlama, bilgi alma, iliski ¢ikarma vb. i¢in dogal dil isleme (DDI)-(Natural
Language Processing, NLP) sistemlerinde anahtar bilesendir. Bu nedenle, VIT ¢ikarim islemi igin
kullanilan farkli metodolojileri ve her metodoloji altinda hangi algoritmalarin kullanildigi verilmistir.
Ayrica, VIT algoritmalarin uygulandigi farkli alanlar hakkinda da bilgi verilmistir. Benzer bigimde
otomatik anahtar sozciik ¢ikarimui i¢in de calismalar verilmistir. Dokiiman indeksleme igin iist veri
¢ikarimi, varlik ismi ¢ikarimi, dokiimandan anahtar kelime ¢ikarimi problemlerine yogunlasilirken;
dokiiman arama icin anahtar kelime tabanli arama, dokiimanlarin benzerliklerinin hesaplanmasi ve
dokiiman zincirlerinin olusturulmasi problemlerine yogunlasilmistir.

Calismanin organizasyonu asagidaki bicimde diizenlenmistir. Ust veri ¢ikarimi hakkindaki ¢alismalar
Bolim 2’de sunulmustur. Varlik ismi tanima ile ilgili giincel caligmalar Boliim 3’te detayli olarak
irdelenmistir. Bolim 4 otomatik anahtar kelime ¢ikarma c¢alismalarimi 6zetlemektedir. Dokiiman
benzerliklerinin elde edilmesi yontemlerine iliskin ¢alismalar Boliim 5'te verilmistir. Son olarak,
calismanin gelecek yonleri ile sonuglar1 B6liim 6'da ortaya konulmustur.

Il. UST VERI CIKARIMI

Ust veri, bir veri kaynaginin igerisindeki parmak izi verisi olarak tamimlanabilen anahtar bilgi kiimesini
icermektedir. Bu veri kiimesi verinin islenmesi, yonetilmesi ve anlamlandirilmasi i¢in 6nem arz
etmektedir [6]. Bu tiir veriler, elektronik kiitiiphanelerin temel elemanlar1 olan metin dokiimanlari i¢in
yazar, baslik, konu kategorisi ve dosya boyutu olarak olabilirken; iist veriler resimler, video, web
sayfalari, elektronik tablolar, agiklama ve anahtar sozciikler gibi yapilandirilmamis veriler igin de
kullanilabilmektedir. Ust veri ¢ikariminin 6nemli adimlarindan ilki dijital verinin elde edilmesidir.
Ozellikle basili metinler igin iist verinin elde edilmesi énemli bir problemdir. Bu tiir verilerin elde
edilmesinde en etkili yontem iyi bir tarama islemi yardimiyla verilerin otomatik olarak elde edilmesi ile
baglamaktadir. Bu nedenle, bilgileri, 6zellikle de metni goriintiiden otomatik olarak almak ve depolamak
icin bir teknik gereklidir. Optik karakter tanima (Optical Character Recognition, OCR), taranan
belgelerden metinleri elde etmek icin kullanilir. OCR, bir sistemin insan miidahalesi olmadan
gortintiilerden karakterleri veya alfabeleri tanimlamasini saglayan siiregtir [7, 8].

Tipik bir OCR sistemi, analog belgeleri dijitallestirmek igin bir optik tarayicidan ve metin igeren
bolgeler bulundugunda sembolleri ayiklamak igin bir segmentasyon islemi bilesenlerinden
olugmaktadir. Cikarilan semboller, 6zellik ¢ikarimini kolaylastirmak igin giiriiltiiyti ortadan kaldiracak
bicimde 6n islemden gecirilmektedir. Ogrenme asamasinda ¢ikarilan 6zellikler ile birlikte agiklamalar
her bir sembol i¢in degerlendirilmektedir. Son olarak, orijinal metnin kelimelerini ve sayilarini yeniden
yapilandirmak i¢in iliskisel yap1 kullanilmaktadir [9]. OCR, taranmis kagit belgeler, PDF dosyalari veya
gortintiiler gibi farkli belge tiirlerini, otomatik tist veri ayiklama yapabilmek igin diizenlenebilir ve
aranabilir verilere dontistiirmek i¢in kullanilir [7]. Tablo 1°de siklikla kullanilan bazi OCR araglari ve
bu araglarin baz1 6zellikleri listelenmistir.

Tablo 1. Popiiler bazi OCR araglari ve ozellikleri

OCR Ismi Destekledigi Platform  Tiirkce Destegi  Lisanslama
Tesseract Linux, Windows, Mac OS Var Ucretsiz
CuneiForm Linux, Windows, Mac OS Var Ucretsiz
ABBYY FineReader Linux, Windows, Mac OS Var Ucretli
Google Cloud Vision Linux, Windows, Mac OS Var Ucretli
Amazon Textract Linux, Windows, Mac OS Var Ucretli
OmniPage Linux, Windows, Mac OS Var Ucretli
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Kural tabanl {ist veri ¢ikarimi yontemlerinde, belgelerden st verileri ¢ikarmak i¢in 6nceden kurallar
olusturulmalidir. Ornegin CiteSeer sistemi [10], bu ydntemi PDF belgelerinden [11] iist verileri
¢ikarmak i¢in kullanmaktadir. Bununla birlikte, bu yontem kurallar1 otomatik olmayan yontemler ile
belirlemek i¢in 6n isleme siirecler gerektirir ve kurali olusturanlarin uygulama alani hakkinda iyi bir
bilgiye sahip olmasimi gerektirir. Ayrica farkli belgeler eklenirse yeni kurallar gelistirilerek, veri
cikariminin eksik birakilmamasi gereklidir. Bu yaklasimin en problemli tarafi kurallarin olusturulmasi
ve kurallarin giincel tutulabilmesidir.

Sablon tabanli yaklagimlar ist veri ¢ikariminda izlenen diger bir yoldur. Bu yaklagim temel
motivasyonu, ayni kuruma, organizasyona ya da benzer etkinliklere ait dokiimanlarin ayn1 ya da ¢ok
benzer sablonlara sahip olacagidir [12]. Sablon tabanli iist veri ¢ikariminda, her sablona tist veriler igin
kurallar tanimlanmaktadir. Eger {ist verisi ¢ikarilacak olan dokiimanin sablonu bilinen bir sablona
benziyorsa, {ist veri ¢ikarimi i¢in 0 sablonun kurallar1 kullanilir; degilse yeni gelen dokiimanin sablonu
¢ikarilir, kurallari yazilir ve bu yeni sablon bilindik sablonlara eklenir. Bu tiir sistemlere [13, 14] 6rnek
olarak verilebilir.

Ote yandan, makine 6grenimine dayali yaklasim, biiyiik 6lcekli veriler igin egitim uygulayabilmektedir
ve egitilen veriler, insan miidahalesi olmadan otomatik olarak yeni belgelerle ilgilenebilme 6zelligine
sahiptir. Bu yontem, kural tabanli yaklasimdan daha esnektir ancak yeterli hacimde egitim verisinin
mevcut olmasini gerektirir. Son on yilda, makine 6grenimine dayali Gist Veri ¢ikarimi igin birgok teknik
gelistirilmistir. Bununla birlikte, en popiiler yontemler kosullu rastgele alanlar (Conditional Random
Fields, CRF) ve destek vektor makineleri (Support Vector Machine, SVM) [15] olarak bilinirler. CRF
ve SVM [16-18] CiteSeer Plus ve Mendeley gibi biiyiik 6l¢ekli sistemler tarafindan bibliyografik iist
verileri ¢ikarmak igin kullanilmaktadirlar. Ust veriler, herhangi bir sayisallastirilmis koleksiyondan
farkli teknikler kullanilarak belirlenmis karakter dizisi oriintiisii aranarak ¢ikabilmektedir [19]. Naive
Bayes modeli (NB), SVM ve sakli Markov modeli (Hidden Markov Model, HMM), bir koleksiyonun
farkli sayfalarindaki metin satirlarin1 siniflandirarak belge diizenlerini tamimak igin kullanilan birkag
popiiler 6grenme modelinin 6rnekleridir [19, 20].

Birgok alanda oldugu gibi son iist veri ¢ikariminda da son zamanlarda derin 6grenme teknikleri
kullanilmaya baslanmustir [21, 22].

Literatiirde birkag¢ y1l 6nce yazilmis belirli bir bilgi par¢asini bulmak arastirmacilar ve akademisyenler
i¢in biiyiik bir zorluktur. Dolayisiyla, Gist veri ¢ikarimi, ¢ok sayida belge ve literatiir koleksiyonundan
baslik, yazarlar ve yayn tarihi gibi yapilandirilmug tist verileri elde etmek igin yararli olmaya devam
etmektedir [23, 24]. Bu durum gostermektedir ki; veriden tist veri ¢ikarmanin arkasindaki temel neden,
tist verilerin verinin kendisinden daha énemli olmasidir [25].

Ornegin iist veri ¢ikariminin kiymetli oldugu bankacilik dokiimanlarinda yapilan iist veri edinme
caligmalari tipik olarak kurum adi, referans numarasi, konu, tarih ve benzeri bilgileri sayisallastirilmig
belgeden elde etmektir. Sayisallastirilmis belgeden elde edilen st veri, belgenin yazildigi baglamin
daha derin bir sekilde anlagilmasini saglar [26]. Cikarilan st veriler, tarih, referans numarasi, konu, tiir
ve belgeyi hangi kurumun yazdigina iliskin asagidaki sorulara cevap vermektedir. Farkli tiirlerdeki
sayisal belgelerden iist verileri otomatik olarak ¢ikaran bir¢ok arag vardir [10]. Ancak iist veri ¢ikarma
standartlarinin eksikliginden dolay1 bu araglarin hataya agik oldugu bilinmektedir [24].

111. VARLIK iSIMLERININ CIKARIMI

Varlik Ismi Tanima (VIT)-(Named-Entity Recognition, NER), bir metin igerisinde gegen insan, cografi
bolge ve organizasyon gibi ozel isimlerinin, meblag, saat, tarih, sicaklik ve yiizdelik gibi sayisal
degerlerin, sanatsal, kiiltiirel ve dogal olaylarin metin igerisinde otomatik olarak tespit edilmesi
problemidir. Bu problem ilk kez 1991 tarihinde Rau ve arkadaslar1 [27] finansal metinlerden sirket
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isimlerinin otomatik olarak tespiti ile ortaya atilmis, 1996 yilinda 6. Mesaj Anlama Konferansinda NER
terimi kullanilmig ve bu amagla gorev cagrisinda bulunulmustur. Bu problem halen popiilaritesini
korumakta, sadece VIT odakl1 akademik toplantilar diizenlenmekte (CONLL 2002, CoNLL 2003 gibi)
ve bu problemle ilgili 6zel ¢agrilar yapilmaktadir [28-30].

VIT, iki alt problemden olusur. Bunlardan ilki metin olarak adlandirilan varlik isimlerinin belirlenmesi,
ikincisi ise metnin uygun tipe atanmasidir. VIT sistemlerinin bagarisim 6lgmede tip ve metinlerin
duyarlilik ve kesinlik ve degerlerden hesaplanan bazi diger, F1-score gibi, &lgiitler kullamlir. VIT
sistemlerinde tipin dogru olmas1 metnin igerdigi varlik isminin tipinin dogru tahmin edilmesidir. Metin
dogrulugu ise tipin dogruluguna bakilmaksizin varlik ismi olarak belirlenen metnin varlik ismini
olusturan kelimeler disinda kelime barindirmamasidir.

VIT problemi igin ilk gelistirilen sistemler kural tabanli sistemlerdir [31]. Bu tiir sistemler, metindeki
varlik ismi olabilecek s6z 6beklerinin belirlenmesi ve bu s6z 6beklerinin 6nceden olusturulan ve varlik
isimlerinin saklandig1 sozliiklerde aranmasina dayamir. Kural tabanli VIT sistemlerinin temel problemi
dile ve uygulama alanina 6zgii olmalari, giincel sozliiklere ihtiya¢ duymalari ve varlik ismi olabilecek
s6z obeklerini belirlemede kullanilan kurallarin tanimlamasinin zorlugudur. Bu tiir sistemlerin en biiyiik
avantaj1 ise isaretlenmis veriye ihtiyag duymamalaridir. Bu tiir sistemlerde kesinlik genellikle yiiksek
ancak duyarlilik diistiktiir [3].

Gozetimli 6grenme algoritmalar1 VIT’da siklikla kullanilmistir. Gozetimli 6grenme teknikleri, VIT
problemini bir metni olusturan kelimelerin ait olduklar1 smifi tahmin etme problemi olarak ele
almaktadir. Bu amagla, gézetimli 6grenme teknikleri bir dokiimani olusturan tiim kelimeleri 1 basamakl
sayt, 2 basamakli sayt, sayr nokta iceriyor, ilk harfi biiyiik, icinde biiyiik harf var, tiim harfleri biiyiik
gibi cesitli 6zellikler kullanarak ve ayrica I0B2 [32], BILOU [33], 10 [34] gibi standartlar kullanilarak
isaretlenir. Bu standartlarda B(egin) kelimenin bir varlik isminin ilk kelimesi oldugunu, I(nterior/nside)
kelimenin bir varlik ismi icinde gegtigini, O(ther/utside) kelimenin varlik isminin parcasi olmadigini,
L(ast), kelimenin varlik isminin son kelimesi oldugunu, U(nit) varlik isminin bir s6z 6beginden
olustugunu belirtir.

Destek vektdr makinesi ViT da siklikla kullanilan gézetimli 6grenme yontemlerinden biridir [35]. Bu
yaklagimda ornekler {(X1, Y1), (X2, ¥2) ... (Xn, Yn)}, Xi i. ornegin ozellik vektord, yi € {+1,-1}de i.
ornegin siifini, seklinde vektorlerle temsil edilir. SVM, pozitif ve negatif simifa ait olan 6rnekleri
birbirinden ayiracak hiper diizlemi bulmaktadir.

HMM ve CRF, VIT igin siklikla kullamlan yéntemlerdir [36-40]. Her iki 6grenme modeli de VIT
problemini dizilim etiketleme olarak ele almaktadir. HMM, gozlenebilen ¢iktilardan gézlenemeyen
durumlari modellemede kullanilan bir stokastik modeldir. Bir HMM modeli bir 5liden olusur, H = <Q,
A, O, B, P>. Bu gosterimde Q durumlari, A durumlar arasi gegis olasiliklarini, O gézlemleri, B her durum
icin gorilebilecek gozlemlerin olasiliklari, P ise durumlar arasi gegis olasiliklarinin baslangi¢ degerini
belirtir. HMM, bir Q; durumuna gegisin olasilig1 sadece ve sadece Qj.1 durumuna bagli oldugunu ve Qj
durumunda goézlenebileceklerin sadece ve sadece Q; durumunun belirledigini kabul eder. Bir HMM
modeli, P = (A|B), ve bir gézlem dizilimi verildiginde bu dizilimi en yiiksek olasilikla salimlayan gizli
durumlar dizilimi Viterbi algoritmas1 kullanilarak elde edilebilir. A ve B parametreleri ise Baum-Welch
algoritmas kullanilarak elde edilebilir. HMM tabanli VIT tanimada, bir metni olusturan kelimeler ve
ozellikleri gdzlemler olarak, VIT tipleri de sakli durumlar olarak kabul edilir. isaretlenmis veri kiimesi
ile HMM egitildikten sonra, Viterbi algoritmasi kullanilarak her kelime igin en yiiksek olasilikli varlik
ismi tipi ile isaretlenir.

CRF, sirali verileri isaretlemek icin kullanmilan ayirt edici (discriminative) olasiliksal bir modeldir.
Oznitelik kiimesi kullanilarak kosullu olasilik dagitrim: modellenmektedir. Bu model igin P(y|x) yani y
olarak belirtilen isaret icin x olarak belirtilen 6znitelikler kullanilarak asagidaki esitlik {lizerinden
hesaplama yapilir.
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PO = —=ew(y DT 0] ®

Zg(x)

fiVe—1, Ve, x¢) fonksiyonu, verilen x; Ozniteliklerine gére y,_; durumundan y, durumuna gegis
olasihgmi hesaplamak i¢in kullanilmaktadir. Model egitilirken 6, optimize edilirken, zg(x)
normalizayson faktori olarak kullanilmaktadir.

HMM ve CRF tabanli VIT dayali sistemler lineer modeller 6grenebilirken, derin 6grenmeye tabanl VIT
sistemleri lineer olmayan modelleri de 6grenebilir. Ayrica CRF, HMM ve kural tabanli sistemlerde alan
uzmanlhigi gerektiren 6znitelik ¢ikarma iglemini, derin 6grenme ile otomatik olarak yapilabilir.

Son zamanlarda derin 6grenme metotlar1 da VIT probleminde siklikla kullanilnmstir [40]. VIT problemi
icin en basit bir derin 6grenme modeli ¢ bilesenden olusur: girdi katmani, kodlayici katman1 (encoder)
ve ¢oziimleyici katmani (decoder). Girdi katmaninda, kelimeler ti¢ farkli sekilde temsil edilir. Bunlardan
ilki kelime-diizeyinde temsil olarak adlandirilan, GloVe ve fastText gibi dnceden egitilmis temsiller
kullanilarak kelime temsilleridir. Bu tiir temsiller n-gram, skip-gram gibi yontemler kullanilarak elde
edilir. Ikinci temsil sekli ise karakter-diizeyi temsildir. Bu yaklasimda kelimeler yerine kelimeleri
olusturan karakterler i¢in temsiller olusturulur ve karakter temsillerinden kelime temsillerine geg¢ilir. Bu
sekilde kelimelerde gegen 6n ve son ekler de islenebilmektedir. Karakter diizeyinde temsiller igin
Konvoliisyonel sinir agr (Convolutional Neural Network, CNN), uzun kisa siireli bellek (Long Short-
Term Memory, LSTM) gibi yaklasimlar kullanilmaktadir. Son kelime temsil yontemi ise melez olarak
adlandirilan ve kelime ya da karakter diizeyinde elde edilen temsillerin sozliikler, dil 6zellikleri gibi
yapilarin da temsile eklenmesi ile elde edilir. Kodlayic1 katmanda girdi olarak alinan kelime temsilleri
gizli ortak bir temsile gevirir. Kodlayict katmanda konvoliisyonel sinir agi, Tekrarlayan sinir agi
(Recurrent Neural Network, RNN) ve 6zyinelemeli sinir ag1 gibi yapilar kullanilabilir. Coziimleyici
katman ise gizli temsili girdi olarak alir ve girdiye denk gelen etiketleri ¢ikt1 olarak verir. Coztiimleyici
katmanda kullanilan yapilar ise Multi-layer perception + softmax, CRF, RNN ve Pointer Network tiir.

IV. ANAHTAR KELIME CIKARIMI

Anahtar kelime ¢ikarma bir belgeyi tanimlayan en énemli kelimelerin tespit edilmesi problemi olarak
tanimlanabilir [4]. Literatiirde anahtar kelime ¢ikarimina yonelik ¢aligmalar kullandiklar1 6grenme
algoritmalari, metin temsili, odaklandiklar1 metin tiiriine gore farkliliklar gostermektedir. Sekil 1°de
anahtar kelime ¢ikarma yontemleri kullandiklari 6grenme yontemine gore siniflandirtlmustir.

Otomatik Anahtar Kelime Cikarim
[ \
Anahtar kelime atama  Anahtar Kelime Cikarim
|

[ { \

Gozetimli  Gozetimsiz ~ Yar1 gozetimli
!

| W \
Istatistiksel ~ Dil tabanl  Cizge tabanl
|

[ \

Digiim derecelendirme  Digiim 6zellikleri

Sekil 1. Otomatik Kelime Cikarimi Stmiflandirmasi.

Anahtar kelime atama yontemlerinde, dokiimanlara anahtar kelimeler 6nceden olusturulmus sozliikler
kullanilarak yapilir [41]. Bu yaklasimda elle olusturulmus kurallar ve ontolojiler kullanilmaktadir.
Anahtar kelime atama yaklasimin temel dezavantaji dil bagimli olmasi, sozliiklerin giincel olmasi ve
kural olusturma zorlugudur. Avantaj1 ise dokiimanlara dokiimanda yer almayan kelimelerin anahtar
kelime olarak atanmasidir.
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Anahtar kelime ¢ikarimi yontemleri, bir dokiimani sadece 0 dokiimanda gecen kelimelerle etiketlemeyi
amagclar. Bu yaklagimin alt kirilimi olan gozetimli anahtar kelime g¢ikarimi, problemi ikili siniflama
problemi olarak ele alir, dokiimani olusturan kelimeleri anahtar kelime / anahtar kelime degil
siiflarindan birine atamay1 amaglar. Bu amagla Naive Bayes [42], SVM [43], Random Forest [44] gibi
yontemler kullanilmaktadir. Kelimelerin 6znitelikleri olarak, TF-IDF degeri, kelimenin dokiiman i¢inde
ilk gorildiigi pozisyon, kelime tiirii gibi 6zellikler kullanilmaktadir. Gozetimli 6grenme yaklasimlart,
egitildikleri alana ait dokiimanlardan anahtar kelime ¢ikariminda basarili iken farkli bir alandaki
dokiimanda genellikle basarisizdir. Ayrica bu yaklagimin dil bagimlilig: diger bir dezavantajidir.

Gozetimsiz istatistiksel yaklasimlar kelimelerin 6nemlerini TF-IDF degeri, entropisi, birlikte goriinme
sikligi gibi istatistiksel kriterlere gore belirlemektedir [45]. Dil tabanli sistemler, kelimelerin tiirleri, isim
ve sifat tamlamalari gibi s6z 6bekleri, anlamsal iligkiler gibi dil 6zellikleri kullanarak anahtar kelimeleri
dokiimanlar i¢cinden otomatik olarak ¢ikarirlar [46].

Cizge tabanli yaklagimlar anahtar kelime ¢ikariminda siklikla kullanilmaktadir. Bu yaklagim,
doktimanlar1 kelime ¢izgesi olarak temsil eder ve anahtar kelime ¢ikarimini diigiim derecelendirme
problemi olarak ele alir. Kelime ¢izgelerinde diigiimler dokiimandaki kelimeleri temsil eder, kenarlar
ise genellikle birbirinden en fazla n-pozisyon uzaktaki kelimeleri baglamaktadir. Digiim
derecelendirme PageRank [47] algoritmasi ve varyasyonlari ile yapilmaktadir. PageRank algoritmasi,
web sayfalarinin 6nemini hesaplamak igin tasarlanmistir. PageRank algoritmasi, énemli bir web
sayfasinin diger 6nemli web sayfalarindan link aldigin1 kabul eder. Denklem 2, anahtar kelime ¢ikarimi
icin PageRank algoritmasinin iteratif varyasyonunu gostermektedir. Burada, S(V;) i. iterasyon sonunda
Vi diigiimiintin agiligini,  bir diigiimden diger diigiime gegis olasihigini, pi i. diigiim ile temsil edilen
kelimenin ilk agirlidir. Adj(vi), vi diigiimiine bagh dugiimleri, S(v;) de bu digimlerin agirliklarini
gostermektedir. wj;, i ve j diigiimleri arasindaki kenarin agirh@imi gostermektedir.

Wji

Sw)=0-a).p,+a Sj) )

v EA) (V) (vf )

Cizge tabanli anahtar kelime ¢ikarma algoritmalar1 genellikle digiimlere verdikleri ilk agirliklara gore
farklilik gostermektedir. PositionRank [48], ilk diigiimlerin ilk agirliklarini temsil ettikleri kelimenin
dokiiman i¢indeki pozisyonuna gore belirlemektedir. TextRank [49], kelimelerin baslangigta es 6neme
sahip oldugunu kabul edip ilk agirlik olarak tiim kelimelere 1 degerini vermektedir. YAKE [50], kelime
pozisyonu, frekansi, biiyiik harfle baslamasi, kelimenin dokiimanla iligkisi gibi birden ¢ok degeri
kullanarak kelimelerin ilk agirliklarini hesaplamaktadir. Diigiim 6zelliklerine dayali gizge yaklagimlarda
ise digiimlerin merkezilik degerlerinden yararlanir. Bu merkezilik olgitleri i¢ derece, dis derece,
yogunluk, yakinlik, arasindaklik ve 6zvektor gibi olgttleri icermektedir. Bu 6lgiitler kelimelerin ilk
agirliklarin1 olusturmada kullanilabilmektedir [51]. Diger yandan [52] gibi ¢alismalar yine ¢izgelerin
ozelliklerinden faydalanarak anahtar kelimeleri elde etmektedir.

Yar1 gozetimli 6grenmede az miktardaki etiketlenmis veri ile fazla miktardaki etiketlenmemis veri
birlestirilerek model olusturulur. Bu tiir anahtar kelime ¢ikarma yaklasimlarda etiketlenmis veri ile
modeller olusturulur etiketlenmemis veri ile de modellerin basariminin artiritlmasi amaglanmaktadir.
[53]’te basarimini artirmak igin etiketlenmemis verideki aday anahtar kelimeler TF-IDF degerlerine
gore siralanir ve en yiiksek skordan baslanarak adaylarin anahtar kelime olup olmayacaklar1 belirlenir.
[54]’te etiketlenmis verideki anahtar kelimelerin 6znitelikleri ve bu 6zniteliklerin olasiliksal dagilimlari
Bayes teoremine gore hesaplanir. Etiketlenmemis bir dokiimandaki her kelime, 6znitelikleri dikkate
alinarak daha sonra bu olasiliksal dagilimlara siniflandirilir.

Anahtar kelime ¢ikarma problemi yogun bir sekilde ¢alisilan bir problem oldugundan literatiirde gesitli

caligmalar bulunmaktadir. Bu boliimde anahtar kelime ¢ikarma problemine genis bir bakis saglanmasi
amagclanmustir.
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V. DOKUMAN BENZERLIKLERININ HESAPLANMASI

Dokiimanlarin benzerligi dokiimanlarin siniflandirilmasi, kiimelenmesi ve indekslenmesi gibi dokiimani
temel olarak birgok ¢alismada 6nemli bir yer edinmektedir. Bu baglamda dokiiman benzerligi literatiirde
siklikla ¢alisilmis ve bircok metrigin gelistirildigi bir alandir. Sekil 2°de metin benzerligi i¢in gelistirilen
yontemlerin siniflandirmasi ve her sinif igin bazi 6rnekler verilmistir.

Dokiiman Benzerligi

{ { \

Katar temelli Koleksiyon Tabanl Bilgi Tabanh
!
| | 1 | ' |
Karakter tabanh Terim Tabanli LSA  Embedding Alakalik Benzerlik
Levenshtein  g-gram  Jaccard Kosiniis Vektor  lesk Yol uzunlugu  Icerik

B

wup Ich res lin

Sekil 2. Metin benzerligi icin gelistirilen yontemlerin siniflandirmast.

Kelime benzerligi dokiiman benzerliginin hesaplanmasindaki ilk adimdir. Kelimeler birbirlerine iki
sekilde benzeyebilir: sozliikk anlamina gore benzerlik ya da dokiimanda gectikleri yere gore hesaplanan
anlamsal benzerlik. Sozliik anlamina gore benzerlik katar temelli benzerlik altinda, anlamsal benzerlik
ise koleksiyon ve bilgi tabanli benzerlik altinda incelenmektedir.

Karakter tabanli yaklasimlar, dokiimanlar1 karakter dizisi olarak kabul eder ve bu karakter dizilerinin
benzerliklerine bakilir. Levenshtein indeksi [55], bir kelimeyi diger kelimeye doniistiirmek i¢in kag
ekleme, silme ve degistirme gerektigine bakar. g-gram [56] yonteminde ise iki kelimenin sahip oldugu
q uzunluklu alt dizilimlerin sayis1 iki kelimenin benzerligini hesaplamada kullanilir.

Terim tabanli benzerlikte, dokiimanlarin igerdikleri ortak kelimelere bakilmaktadir. Jaccard indeksinde
[57], iki dokiimanda gecen ortak kelimelerin sayisi, iki dokiimanda gegen toplam tekil kelime sayisina
boliinir. Jaccard indeksi O ile 1 arasinda deger alir ve daha yiiksek deger daha fazla benzerlik anlamina
gelir. Kosiniis benzerliginde dokiimanlar vektor olarak temsil edilir ve iki dokiimanin benzerligi iki
dokiiman vektoriiniin kosintis degeri olarak hesaplanir [58]. Bir dokiimanin vektor temsilinde, her
kelime bazi sayisal degerlerle ifade edilir. Bu sayisal deger, kelimenin TF degeri, TF-IDF degeri gibi
tek bir say1 olabilecegi gibi vektor de olabilir.

Koleksiyon tabanli kelime benzerlik hesaplanmasinda, kelimeler aras1 benzerlik kelimelerin gectikleri
icerikler de dikkate alinarak hesaplanir. Koleksiyon tabanli bir yaklasim olan Latent Semantic Analysis
(LSA) [59], dokiimanlarin stitunlar1 dokiimanlarda gegen kelimelerin ise satirlar1 olusturdugu bir matris
tanimlanir. Matrisin hiicreleri, kelimenin ilgili dokiimanda bulunup bulunmadigina goére 0 / 1 ile veya
kelimin TF-IDF degeri gibi degerlerle doldurulabilir. Matrisin her siitunu bir vektor gibi kullanilip,
vektor benzerligi yontemleri ile iki dokiiman arasindaki benzerlik hesaplanabilir. Embedding [60], yakin
zamanda ortaya cikan bir kelime temsil modelidir. Cok biiyiik koleksiyonlar kullanilarak, bir kelimenin
birlikte gectigi kelimeler dikkate alinarak kelime temsil vektorleri olusturulur. Bu vektorler 200 — 400
boyutlu kadar biiyiik olabilirler. Bu tiir temsillerin olusturulmas: biiyiik koleksiyonlar gerektirmektedir.
GloVe, Word2Vec ve fastText gibi hazir modeller mevcuttur. Vektor benzerlik yontemleri kullanilarak
bu kelimelerin benzerlikleri hesaplanabilir.

Bilgi tabanli yaklagimlarda, kelimeler anlamlarina gore gruplanir ve gruplar arasinda anlamsal ve

yapisal hiyerarsiler olusturulur [61]. ki kelimenin benzerligi bu hiyerarsiler kullanilarak hesaplanir.
Bilgi tabanli benzerlik 6lgiitlerine Resnik [62], Lin [63], Wup [64] birer 6rnek olarak verilebilirler. Bu
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metriklerde iki kelime arasindaki benzerlik, kelimelerin ortak atalarina olan uzakliklarina, ortak atanin
ve kelimelerin hiyerarsideki yerlerine gore hesaplanir. Ornek olarak Wup benzerlik degeri Denklem 3’e
gore hesaplanir. Denklem 3de Ics(s1,s2), s1 ve s2 kelimelerinin en yakin ortak atasini, depth(lcs(s1,s2))
de bu ortak atanin hiyerarsideki derinligini verir. depth(sl) ve depth(s2) de sl ve s2 kelimelerinin
hiyerarsideki derinliklerini ifade eder. Lesk benzerliginde iki kelime taniminin 6rtiismelerin uzunluguna
bakilmaktadir. Burada ortiisme, ardigik olarak her iki tanimda da gegen kelimeler olarak tanimlanir.

2xdepth(lcs(s1,s2))
depth(s1) + depth(s2)

wup(sl,s2) = 3)

V. SONUC

Dijital kiitiphaneler ve bunlara ait dokiimanlardan veri geri kazanimi, bircok problemi barindirmasi
nedeniyle yirmi yildan fazla bir siiredir tizerinde ¢alisilmaktadir ve gelisimi halen devam etmektedir.
Bilgi geri kazanimu igin tst-veri ¢ikarimi, varlik isimlerinin elde edilmesi, anahtar kelimelerin elde
erilmesi ve dokiiman benzerliklerinin olusturulmasi gibi adimlarin géz Oniine alinmasi gereklidir.
Buradaki hedeflenen sonu¢ dokiimanlardan elde edilebilecek veri ¢ikariminin olabildigince tiim
kullanicilara en fazla verimi saglayabilecek sonuglarin elde edilmesidir. Bu verim bazi kullanicilar i¢in
iist-veri ¢ikarimu ile elde edilebilen tarih, bazi kullamicilar icin varlik ismi ile 6zel isimler, baz
kullanicilar i¢in anahtar kelimeler ile hazirlanmis iyi bir 6zet, baz1 kullanicilar i¢in de en yakin
dokiimanin bulunmasi olabilmektedir. Bu derleme c¢alismasinda, literatiirde var olan yontem ve
tekniklerin dort ana baslikta irdelenmesi ve gesitliligi verilmistir. Her bir konu i¢in ondan fazla teknik
aciklanmugtir.

Ayrica, gerek tst-veri gerek varlik ismi tanima ve anahtar kelime ¢ikarimlari igin Kural tabanli
yapilardan makine Ogrenimi yaklasimlarina dogru egilimleri inceleyerek dijital kiitiphaneleri
gelistirmek i¢in kullanilan tekniklere genel bir bakis saglanmustir. Kural tabanli yapilarin nispeten
yiiksek bir seviyede iyi performans gostermesine karsin dokiiman sayilarinin artmasi ve farklilagmasi
durumunda muazzam bir is yiikii olusturdugu verilmistir. Makine 6grenmesi kullanildiginda agiklamali
verilerin genis bir koleksiyonunun bulunmasi disinda ek bir yiik getirmeden veri geri kazaniminin iyi
seviyede elde edilebildigi yontemler de agiklanmistir. Bu dogrultuda gelecek caligmalarin s6zii edilen
tim konu bagliklarinda hizli dagitim vaat eden yar1 denetimli ve denetimsiz 6grenme tekniklerinin
tizerine kurgulanacak oldugu bir sonug olarak ortaya konulmustur.

TESEKKUR: Bu calisma Tiirkiye Bilimsel Ve Teknolojik Arastirma Kurumu (TUBITAK) tarafindan
desteklenmistir (Proje No: 5190074).
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