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Purpose: This study focuses on creating a scalable and successful classifier that can construct non-linear
decision boundaries while keeping SVM simplicity and fast run times when the positive data clustered different
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phone: +90 507 882 7226 In this new method we increased the number of vertex points instead of using multiple PCC classifiers and

estimated highly nonlinear decision boundaries successfully using a single PCC classifier. As seen on Figure A,
a very complex positive data is successfully discriminated from negatives with only one classifier. In MCPCC
multiple centers are obtained using k-means algorithm. We used a separate validation data and computed the
performance results by gradually increasing the value of number of centers, n. We set # to the value where the
improvement in accuracy is negligible and the accuracy gets saturated. It is obvious that increase in n will
increase the workload.

Results and Conclusion:

MCPCC method and related other methods were tested on several synthetic and real datasets (CIFAR-10,
ESOGU-285, Liver, Splice and Svmguide). MCPCC got the best or second-best scores in these experiments. In
ESOGU-285, MCPCC had third best score while EPCC had the best result. This shows that in ESOGU-285
positives are not clustered in separate regions. With tests performed we can put forward that MCPCC classifier
can provide highly non-linear decision boundaries while keeping PCC simplicity and run time speed. It has also
scalable with few parameters. Especially MCPCC is more effective than other methods when the positive data
clustered separate regions.
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Cok yiizlii konik siniflandiricilar destek vektor makineleriyle karsilastirildiginda basarisiyla ve basitligi
korumasiyla on plana ¢ikmaktadir. Bu smiflandiricilarda bir tepe noktast olan koni fonksiyonu
kullanilmaktadir. Iyi secilmis bir tepe noktasi bir bolgede toparlanan pozitif verilerin sikica
cevrelenebilmesini saglar. Ayn1 sinifa ait pozitif verilerin farkli bolgelerde kiimelendigi durumlarda ise tek
bir siniflandirici yeterli olmamakta, birden fazla siniflandiriciya ihtiyag duyulmaktadir. Bu ¢aligmada tek bir
smiflandiric1 kullanarak farkli bolgelerde kiimelenen pozitif verileri siniflandirmak amaciyla cok merkezli
¢ok yiizlii konik smiflandirict (MCPCC) yontemi gelistirilmigtir. Karsilastirma yapabilmek igin Onerilen
smiflandirict ve benzer yontemlerle deneyler gerceklestirilmistir. Elde edilen sonuglarda MCPCC
yonteminin basarili sonuglar verdigi gozlemlenmistir.

Multi center polyhedral conic classifiers that can classify complex data
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Polyhedral conic classifiers, compared to support vector machines, stand out for their success while keeping
simplicity. In these classifiers, a conic function with a vertex point is used. A carefully chosen vertex point
provides compact decision boundaries for positive samples that are clustered together. In cases where
positive data belonging to the same class are clustered in different regions, a single classifier is not enough,
and more than one classifier is needed. In this study, a novel multicenter polyhedral conic classifier
(MCPCC) is developed to use only one classifier to classify positive data clustered in different regions.
Experiments are performed using proposed method and related methods for comparison. In the results, it is
demonstrated that the new MCPCC method gives successful and promising results.
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1. GIRIS (INTRODUCTION)

Makine 6grenmesi son yillarda popiilerligi giderek artan bir
konu olmustur. Cok farkli teknikler [1, 2] kullanilarak, farkli
alanlarda uygulamalar [3, 4] gelistirilmistir. Genis marjlt
siniflandiricilar  (large margin classifiers) ise makine
6greniminde yaygin olarak kullanilmistir [5, 6]. Son yillarda
derin 6grenme yontemiyle daha basarili sonuglar elde edilse
de bazi derin Ogrenme algoritmalari genis marjli
smiflandiricilar ile birlikte kullanilmaktadir. Genis marjli
smiflandiricilarin en bilineni Destek Vektor Makineleridir
(Support Vector Machines, SVM) [7]. SVM yontemi,
Oznitelik uzayinda bir hiperdiizlem bularak iki smifin
orneklerini birbirinden ayirmaktadir. Genis marj tabanlt
smiflandiricilarda bilinmeyen sinifa ait Srnekler, pozitif
orneklerden c¢ok uzakta olsa bile, baska bir karar siniri
olmadigindan bir sinifa dahil edilebilmektedir. Bu tarz
sorunlarin  Ustesinden gelmek amaciyla tek smif
siniflandiricilar 6n plana ¢gikmustir. Tek sinif siniflandiricilar,
negatif Ornekler olmasa dahi, karar sinirlartyla pozitif
ornekleri sikica g¢evrelemeyi amaglamaktadir. Bu sayede
bilinmeyen sinifa ait drnekler daha iyi diglanabilmektedir.

Tek smif smiflandirict olarak, [8]’de Destek Vektdr Veri
Agiklamasi (Support Vector Data Description, SVDD)
yontemi Onerilmis olup bu ydntemde pozitif Srnekleri
cevreleyen bir hiperkiire bulunmasi amaglanmigtir. Diger bir
yontemde yiiz ve insan tespiti i¢in, kademeli bir sekilde
pozitif bolgeleri negatif bdlgelerden ayiran disgbiikey
modeller &nerilmektedir [9]. Genellestirilmis Ozdeger
Proksimal Destek Vektor Makinesi (Generalized Eigenvalue
Proximal Support Vector Machine, GEPSVM) yontemi,
pozitif 6rnekleri en iyi sekilde ayirirken, negatif 6rneklerden
de olabildigince uzak olan bir hiperdiizlem bulmaktadir [10].
Benzer sekilde, Tkiz Destek Vektor Makinesi (Twin Support
Vector Machine, TSVM) yontemi onerilmistir [11]. TWSM
smiflandiricist en iyi yerlesen bir hiperdiizlemi, kuadratik
programlama probleminin ¢6ziimilyle bulmaktadir. En iyi
yerlesen hiperdiizlemi bulmaya ¢alisan baska yontemlerde
Onerilmistir [12]. Eklemeli Cekirdek (Additive Kernel) [13]
ile Rastgele Oznitelik (Random Features) [14] yontemleri,
ornekleri daha biiyiik boyutlu uzaya doniistiirerek dogrusal
olmayan bir ayirima imkan saglamakta ve pozitif drnekleri
cevrelemektedir. Benzer sekilde pozitif 6rnekleri ¢evreleyen
¢ok yiizlilerin 6nerildigi yontemler de mevcuttur [15, 16].
Fakat bunlar biiylik egitim kiimesi  boyutuyla
zorlanabilmekte, lokal optimum ve agir1 6grenmeye maruz
kalabilmekte, ilave olarak kiimeleme veya etiketlemeye
ihtiya¢ duyabilmektedir. Bu durum ise biiyiik o6lgekli
uygulamalar i¢in uygun olmamaktadir.

Cok Yizlii Konik Fonksiyonlar (Polyhedral Conic
Functions, PCF) da tek simf siniflandiricilardan birisidir
[17]. Burada pozitif 6rnekler, PCF ile verilen koninin seviye
kiimelerine yerlestirilmeye c¢alisilmaktadir. Bu sayede
kapali, pozitif ornekleri gevreleyen siki karar smirt elde
edilebilmektedir. Sik1 ve kapali karar sinir1 sayesinde hem
acik kiime hem kapal1 kiime problemlerinde SVM gibi yar1

uzayli karar simirma sahip siiflandiricilardan daha yiiksek
basarim saglanmaktadir. Burada kullanilan dogrusal
programlama bu siniflandiricinin bilylik veri tabanlarinda
calismasini engellemektedir. Hata-ceza yaklasimi yerine ¢ok
smiflandirict bir yapiya sahip olmasi ise asirt 6grenmeye
neden olabilmektedir. Bu sorunlarin ¢6ziimii amaciyla Cok
Yiizli Konik Siniflandirict (Polyhedral Conic Classifier,
PCC) onerilmistir [18, 19]. PCF’te yapilan degisiklikler ile
de Genisletilmis Cok Yiizli Konik Fonksiyon (Extended
Polyhedral Conic Function, EPCF) gelistirilmis ve EPCF’i
kullanan Genigletilmis Cok Yiizlii Konik Siniflandirici
(Extended Polyhedral Conic Classifier, EPCC) onerilmigtir
[18, 19]. PCC ve EPCC yontemlerinin egitim siirecleri
dogrusal SVM gibi etkili bir konveks programlamayla
yapilabilmekte olup test siireleri agisindan da SVM kadar
hizli sonuglar vermektedir.

PCF’te bir adet koni tepe noktas1 mevcuttur. Pozitif verilerin
belli bir merkez etrafinda toplanmasi durumunda, PCC
yontemi ¢ok iyi bir siniflandirma saglamaktadir. Karsilasilan
bir problem ise Sekil 1’deki gibi pozitif 6rneklerin ayni
uzayda farkli bolgelerde kiimelenmesidir. Omegin bir
arabaya ait yandan, istten, arkadan ve 6nden goriiniimler
Oznitelik uzaymda farkli bolgelerde kiimelenebilmektedir.
Bu durumda her bir kiime i¢in ayri bir simiflandirict
kullanilmasi gerekir. Fakat birden fazla siniflandirici, egitim
ve test slirecini hem yavaslatabilmekte hem de karmagik hale
getirebilmektedir. Bu ¢aligmada bu kapsamdaki problemleri
¢6zmek amaciyla hem PCF basitligini koruyan hem de tek
bir siniflandiric1 kullanan Cok Merkezli Cok Yiizlii Konik
Siniflandirict (Multi Center Polyhedral Conic Classifier,
MCPCC) gelistirilmistir. Caligmamizda sadece bir
smiflandiric1 ile farkli merkezlerde kiimelenen pozitif
verilerin simiflandirilmas1 amaglanmistir. Bu kapsamda
PCF’te bir tepe noktasi yerine birden fazla tepe noktasinin
kullanilmasi 6nerilmis ve yeni siniflandirict MCPCC
olusturulmustur. Bu kapsamda MCPCC yontemlerinin
bagarimlarini incelemek amaciyla biiyiikk ve kiiglik 6l¢ekli
veri tabanlarinda deneyler yapilmistir. Bu deneylerde farkli
yontemler de kullanilarak elde edilen sonuglarla
yontemlerimizin basarimi incelenmistir.

Makalenin geri kalan kismu su sekilde formatlandirilmigtir:
2. Bolimde benzer yontemler hakkindaki literatiir
aragtirmasi, 3. boliimde yontemlerimiz ve teorik altyapisi
belirtilmistir. 4. bolimde yontemlerimiz farkli veri
tabanlarinda ve farkli yontemlerle karsilastirilarak basarimi
incelenmistir. Calisma 6. boliim ile sonuglandirilmstir.

2. LITERATUR ARASTIRMASI
(LITERATURE RESEARCH)

PCF fonksiyonunun ilk énerildigi ¢alismadaki siniflandirma
yonteminde rastgele bir koni tepe noktasi, ¢, se¢ilmekte ve
dogrusal programlama ile PCF parametreleri bulunmaktadir
[17]. Bulunan parametrelerle olusan koni, biitiin pozitif
ornekleri karar sinir1 i¢ine almadiysa, disarida kalan pozitif
orneklerle yeni bir PCF igin yukaridaki adimlar
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Sekil 1. Pozitif sinif verilerinin farkli bélgelerde kiimelendigi karmagik yapilt bir veri (mavi: pozitif 6rnekler, kirmizi:

negatif 6rnekler)
(A complex dataset that positive samples are clustered in different regions; blue: positive, red: negative samples)

tekrarlanmaktadir. Disarida herhangi bir pozitif kalmadiysa
yontem durmaktadir. Diger bir ifadeyle siniflarin tam olarak
ayristirilamadigl durumlarda bu 6rnekler igin SVM’deki gibi
arttiran yapay degiskenler (slack variables) kullanmak
yerine, ayrt PCF smiflandirict egitilmistir. Bu sebeple
smniflandirict agir1 6grenmeye (over-fitting) maruz kalmis ve
test basarimi oldukca diismiistiir. Ayrica bir smiflandirict
yerine aymi amagla c¢ok sayida PCF simiflandirici
kullanilmasi test hizin1 etkilemektedir. Diger bir problem de
dogrusal programlama kullanan bu siniflandiriciyla ¢ok veri
sayisina sahip ve Oznitelik boyutu biiyiik bazi veri
tabanlarinda hafiza problemiyle karsilagiimasidir.

Diger bir PCF yonteminde veri tabanindaki tiim siniflar bire-
timii yontemiyle ayristirilmistir [20]. Her bir smifa ait
ornekler k-merkezli kiimeleme yontemiyle k adet kiimeye
ayrilmig ve her bir kiime i¢in de bir PCF elde edilmistir.
Toplamda k X sinif sayist kadar PCF bulunmaktadir.
Dogrusal programlamada her bir &rnek kullanildigindan,
k x sinif sayist kadar PCF egitimi i¢in her bir noktanin
tekrar tekrar kullanilmasi gerekmektedir. Bu ise egitim
stirecini uzatmaktadir. Bundan dolay1 biiyiikk veri tabanlar
icin dogrusal programlama yontemin uygulanmasi kolay
olmamaktadir. Bu sorunu asmak i¢in yeni bir yontem
(Incremental Conic Functions, ICF) onerilmistir [21].
Buradaki yontemde [20]’deki yonteminin sikintilarma
¢oziim aranmigtir. PCF olustururken kullanilmasina gerek
olmayan ornekler ¢ikarilmis ve dogrusal programlamanin
yiikii azaltilmaya g¢alisilmigtir. Ayrica kiime sayisi k sabit
almmamig ve algoritmanin i¢inde en uygun degeri verecek
sekilde hesaplanmistir. Bu yeni yontemle [20] deki
sonuglara yakin sonuglar elde edilmekle birlikte %64
oraninda bir hizlanma saglanmig ayrica k degerinin 6nceden
belirlenmesine gerek kalmamustir.

Bagka bir PCF yontemi de (One-Class Polyhedral Conic
Functions, O-PCF) [22]’de oOnerilmigtir. Tek simif bir
smiflandiricida egitim sirasinda sadece pozitif sinifa ait
ornekler kullanilmaktadir. Pozitif 6rnekler disinda baska bir
veri bulunmamaktadir. Tek sinifli siniflandirict kullanan bu
yontemde, PCF’in karar sinirlarinin biiytikligii siniflandirma
hatasina gore belirlenerek en uygun PCF’in bulunmasi
amaclanmigtir.

1820

Bir bagka PCF uygulamasinda ise iki agamali bir yaklagim
izlenmistir [23]. 1lk asamada veri tabanindaki Srneklere
Oznitelik  eklenmis, ikinci asamadaysa genisletilmis
oznitelikler ile veri tabam1 SVM kullanilarak egitilmistir. {1k
asamada Oznitelik bulunmadan 6nce [20]’deki yontem gibi
her bir sinif i¢in A-merkezli kiimeleme yontemiyle k adet
kiime bulunmaktadir. Her bir 6rnek i¢in, her sinifin k adet
PCF’inden aldig: en diisiik deger, o 6rnege 6znitelik olarak
eklenir. Bu islem sonundan tiim 6rneklerin 6znitelik boyutu,
sinif sayisi kadar artmig olur. Sonrasinda ise ikinci agamaya
gecilir ve genisletilmis Oznitelikler ile veri tabam1 SVM
yontemiyle egitilir. [24]’teki PCF calisgmasinda [13]’te
kullanilan algoritma [18, 19]’daki hata ceza yaklasimi ile
dogrusal programlama kullanilarak uygulanmistir. [25] teki
PCF uygulamasinda yar1 gozetimli 6grenme yontemiyle
calisma yapilmistir. Bu ¢aligmada iiyelik fonksiyonlar1 ve
PCF, siniflandirma performansini iyilestirmek igin birlikte
kullanilmigtir. [26]°daki caligmada asir1 6grenmeye karsi
rastgele alt uzay metoduyla PCF’i birlestiren bir yontem
Onerilmigtir. [27]’de ise hata-ceza yaklasimi kullanan
dogrusal programlama tabanli P-PCF  algoritmasi
Onerilmisgtir.  Yukarida, PCF fonksiyonu kullanilarak
gelistirilen yontemlerden bahsedilmistir. Bu ydntemlerin
cogu dogrusal programlama yontemiyle egitilen modeller
iizerinden hazirlanmigtir. Dogrusal programlamada tiim
ornekler egitim i¢in kullanilmaktadir. Bundan dolay1 veri
tabaninin boyutlarinin artmasiyla dogrusal programlamanin
hesap yiikii artmaktadir. Ayrica birden fazla PCF kullanimi
ile de hesaplama yiikii artmakta ve asir1 6grenmeye maruz
kalinabilmektedir. Birden fazla PCF kullaniminin egitim
siirecine olumsuz katkisi oldugu gibi test siiresini de
uzatmaktadir. Ayrica birden fazla PCF kullanimi egitim
stirecinin karmagiklasmasina da neden olabilmektedir. Bu
calismada basit PCF yapis1 kullanilarak tek bir PCF
siiflandirict ile hizh, basarili ve asir1 6grenmeye maruz
kalmayan MCPCC yontemi onerilmektedir.

3. YONTEM (METHOD)
3.1. Cok Yiizlii Konik Fonksiyon (Polyhedral Conic Function)

Cok yiizlii konik fonksiyon (PCF) ilk olarak [17]’de
literatiire girmistir. Es. 1’de verilen ve iki ayrik kiimeyi
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birbirinden aywran PCF R% - R ’ye tamimhdir. Bu
fonksiyonla (c,—b) tepe noktasina sahip bir koni
olugsmaktadir. Sekil 2’de PCF fonksiyonu ile olusturulmus
bir koni ve bu koninin seviye kiimeleri kullanilarak iki sinifin
ayrilmasi gosterilmistir.

fw,y,c,b(x) = WT(X -0+ }’||X - C”l -b (D
Es. 1’de x € R? test noktas1, ¢ € R? koninin tepe noktast,
w € R% agirlik vektorii, y € R™ agirlik katsayisi, b € R*
ofset deger, |lull; = |uq|+...+|uyl L1 normu ifade
etmektedir. Tki ayr1 simfa ait &rnekler (x;,y;) ; pozitif
ornekler y; = +1 , negatif Ornekler y; = —1 olarak
tanimlanirsa, pozitif ve negatif 6rnekler f(x;) <0, y; =
+1 ve f(x;) =0, y; =—1 sartlarim saglar. Bu ayirim,
SVM’deki aymrimdan farklilik gostermektedir. SVM’de
pozitifler i¢in w'x; + b > 1, negatifler igin wTx; + b <
—1 sartlar1 saglanmaktadir. Halbuki PCF’te pozitif 6rnekler
icin negatif, negatifler icin pozitif PCF degeri elde
edilmektedir. Es. 1 ile belirtilen en uygun koninin bulunmasi
amactyla w,y,b parametreleri egitim siirecinde
hesaplanmaktadir. Koninin tepe noktasi bileseni, ¢, veri
yapisina gore model egitiminden 6nce belirlenmesi gereken
bir parametredir.

3.2. Cok Yiizlii Konik Stiflandirict (Polyhedral Conic Classifier)

Cok yiizli konik siniflandirict (PCC), Es. 1°deki PCF
fonksiyonu temel alarak onerilmistir [17]. Es. 1 fonksiyonu,
Sekil 3’te gosterilen ¢ merkezli bir koniden (z = y||x — c||;)
gegen hiperdiizlemin (z = wT(x — ¢) — b) koni i¢inde kalan
kesit alanini ifade etmektedir. Bu kesit alanin 6znitelik
uzaymdaki iz  disimi  pozitif karar  bdlgesini
olusturmaktadir. Bu iz diisiim ile olusan karar sinir1, bir arada
kiimelenmis pozitif 6rnekleri diger tiim negatif drneklerden

"

;_-s- -r'}‘“’.
R r-"-'t

o eoa s e
“h “Lo‘\'...-‘\'

‘."".'h A :-'.‘ %

»

aywran kompakt ve digbiikey alandir. Ayrica bu alan marj
tabanli 6grenmeye de uygundur. Makul sayidaki serbest
degiskenler ile de asir1 6grenme ve hiz kontrolii de kolaylikla
yapilabilmektedir.

—=——

Sekil 3. PCF, bir koniden gegen hiperdiizlemin 6znitelik
uzayindaki izdiigiimiidiir [18]. Sol alt sar1 dortgen PCF ile

sag alt sar1 dortgen EPCEF ile elde edilen karar bolgeleridir.
(PCF is the projection in the feature space of the hyperplane section
through a cone. Bottom left yellow quadrilateral is obtained by PCF,
bottom right is obtained by EPCF.)

PCC’de marj tabanli siniflandirictyr tanimlarken basit bir
doniisiim  kullanarak siniflandiricimizi  standart SVM
smiflandiricisina  benzetebiliriz. Bu  doéniisim, (X —c)

X—C

da+1
I —cll,) € R

W _

—w vektériine —y ekleyerek W = (—y) ER'veb=b

A

vektoriine ||[x —cl||; ekleyerek X = (

(d) (e) (f)

Sekil 2. iki sinifin ayrilmast amactyla PCF fonksiyonu ile koni olusturulmaktadir. Bu koninin farkli agilardan goriiniimii
(b)-(e) ile gosterilmistir. (f)’te, pozitif (sar1) 6rnekler, negatif (mavi) drneklerden PCF seviye kiimesinden elde edilmis

karar siniri ile ayr11mlst1r [19]. (A cone is formed using PCF to classify two classes. Views of the cone from different angles are shown at (b)-(e).
Positive samples (yellow) are separated from negatives (blue) by acceptance region obtained from PCF level sets)
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ile yapilir. Bu sayede PCC karar fonksiyonu, SVM
yontemindeki gibi pozitifler i¢in WT% + b > 0, negatifler
icin WT% + b < 0 sartlarmi saglamis olur. Yaptigimiz bu
doniigtimle PCF’in #1 marji da SVM’de kullanilan +1
marjina doniislir. Bu doniisiim sayesinde Es. 1°deki PCF
fonksiyonu, SVM’deki marj tabanli karar fonksiyonuna
benzetilmis olur. Bu da bize SVM i¢in kullanilan
matematiksel ¢oziimlerin ve yaygin yazilimlarin PCC
smiflandirict i¢in de kullanilabilmesine olanak saglar. Cok
bilinen SVM kuadratik programlamay1 PCC i¢in uygularsak
optimizasyon problemimiz Es. 2’deki gibi tanimlanir:

. 1Te
arg ming EWTW +C Y&+ CYE )
s.t. W&, +b+¢& = 1i€l,

WK +b-¢§<-1j€l,

$1,8; 20,

Es. 2’de de I,y pozitif (negatif) sinifa ait Orneklerin
indislerini, C,_) ceza Kkatsayismi, ¢&;;y ise kisitlarl
saglamayan Orneklere karsilik gelen arttiran  yapay
degiskenleri ifade etmektedir. Bu problemi ¢dzmek igin
SVM egitiminde kullanilan herhangi biiyiik veri ile uyumlu
bir algoritma kullanilabilir. Eger pozitif smifa ait veriler
Oznitelik uzayinda kompakt bir bolgede toplanmigsa (Bkz.
Sekil 3), smiflandirict pozitif 6rnekleri etrafindaki negatif
orneklerden basari ile aymran kompakt konveks Kkarar
bolgeleri olusturmaktadir. Egitim siirecinden sonra bulunan
modelde, herhangi bir X, Ornegi, eger W' %;p5e +b =0
sartin1 sagliyorsa pozitif sifa, W e +b < 0 sartini
saglryorsa negatif sinifa atanmaktadir.

PCC’de kullanilan L; normu yerine L, norm yaklasimi da
kullanilabilir. Bu sayede bazi veri tabanlarinda daha iyi
sonuglar elde edilebilmektedir. Eklenmis 6znitelik vektorii
L, normunun karesine gore olusturdugumuzda X =

X—c¢C
(”X _ cll)’ (lla]l = uy? + -+ + uy?), seklinde olur. Olusan

karar bolgesi 3 boyutlu uzayda elipsoit bir yapiya sahip olur.

Es. 2°deki kuadratik programlama W ve b parametrelerinin
bulunmasini amaglar. Koninin tepe noktast olan ¢
parametresi ise burada hesaplanmamaktadir. ¢ parametresi
yerel olarak optimizasyonla hesaplanabilir [28]. Fakat bu
hesaplama sonuca katki saglasa da islem yiikiinii oldukca
arttirmaktadir [28]. Bu yontem disinda, ¢ koni merkezi
pozitiflerin ortalamasi veya orta degeri olarak da segebilir.
Deneylerimizde ¢ parametresi i¢in pozitiflerin ortalamasi
tercih edilmistir.

3.3. Genigletilmis Cok Yiizlii Konik Siniflandirici
(Extended Polyhedral Conic Classifier)

Genisletilmis ¢ok yiizlii konik siniflandiricida (EPCC), PCC
simiflandiricisindan farkl olarak y||x — c||; Li norm ifadesi
yerine yT|x — c| ifadesi kullamlmaktadir. y € R% agirlik
vektoriinii ve Ju| = (|uy], ..., [ug])T her bir bilesenin mutlak
degeri olarak tanimlanmaktadir. Bu farkliliklar digindaki
kalan sartlar Es. 1 ile aynidir. Yeni tanimlanan Genisletilmis
1822

Cok Yiizli Konik Fonksiyon (EPCF) fonksiyonu Es. 3’teki
gibidir:

fwyep@® =wlx—c)+y'lx—cl—b (€)

EPCF fonksiyonu da aym PCF gibi z=wT(x—c)—b
hiperdiizleminin

z =vy"|x — c| = ||diag(y)(x — ©)||; konisinin iginde kalan
kesitidir. Buradaki koninin PCF konisinden farki, diyagonal
olarak 6lgeklenmis bir koni olmasidir. PCF ve EPCF ile elde
edilen karar bolgeleri Sekil 3’te altta gosterilen sar1
dortgenler ile belirtilmistir. Soldaki PCF, sagdaki EPCF ile
elde edilmigtir. EPCF ile elde edilen karar bdolgesi
Olgeklenebilir bir dortgendir. Bu sayede pozitif 6rneklerin
daha iyi ve siki ¢evrelenmesi saglanabilmektedir.

EPCC egitimi i¢in PCC siniflandiricisinda yapilan doniisiim
yaklasimi ayni sekilde uygulanmaktadir. Bu kapsamda X =
(Ii - zl) €R¥M | W= (_‘;V) €R?® ve b = b doniisimii
yapilir. Burada dikkat ¢eken husus PCC’de (d + 1) olan
Oznitelik boyut biiylikligii EPCC’de 2d’ye ¢ikmustir. Bu
doniisiimle de Es. 2°deki SVM kuadratik programlamasini
kullanabiliriz. Bu déniisiimden sonra PCC igin gegerli egitim
ve test stirecleri EPCC i¢in de aynidir.

PCC’de kullanilan L, norm karesi yéntemi EPCC iginde
uyarlanabilir. Her ne kadar EPCC yonteminde L, norm elde

. v e, q- e~ X—C 2d
edilemese de Oznitelik vektorii X = ( X ) € R*%, X, =

[(X - C1)2

(x—cq)?
karesine benzetilebilir. Fakat burada yontemin adi L, norm
yerine, norm ifadesi kullanilmadan L, olarak
adlandirilmaktadir. Yapilan bazi deneylerde L, yontemiyle
ile elde edilen sonuglarin L; normundan daha iyi oldugu
gbzlemlenmistir.

e

] € R? seklinde olusturularak, L, normunun

3.4. Cok Merkezli Cok Yiizlii Konik Siniflandirici
(Multi Center Polyhedral Conic Classifier)

Cok yiizlii konik simiflandiricilarda (PCC, EPCC) bir merkez
(c¢) igeren PCF (Es. 1 ve 3) kullanmaktadir. Bu merkez,
koninin tepe noktasini temsil etmektedir. Pozitif 6rnekler, bu
merkez etrafinda toplandiginda PCC ve EPCC pozitif
ornekleri siki sekilde ¢evrelemekte ve smiflandirma
performansi artmaktadir. Bu bilgi 1s18inda pozitif 6rneklerin
birden farkl1 bolgelerde kiimelendigi durumlarda, daha fazla
merkez kullanarak c¢ok yiizlii konik siniflandiricilarin
bagarimimnin artirilabilecegi  diisiiniilebilir. Bu disiince
iizerine Es. 4’teki cok merkezli ¢ok yiizlii konik fonksiyon
(MCPCF) ve bu fonksiyonu kullanan ¢ok merkezli ¢ok yiizlii
konik siniflandirict (MCPCC) olusturulmustur.

lIx — cl“l]
: —b (4)

lIx —cnlly

fw,y,c,b,n x) = WT(X —-c)+ YT

Es. 1’deki PCF’ten farkli olarak Es. 4’te bir merkez yerine n
adet ¢; €R%,i=1,..,n merkez kullanilmaktadir. x test
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ornegi i¢in, bu merkezlerden uzakliklar L, normuna goére
hesaplanmakta ve vy € R™ aguhk katsayisiyla f
fonksiyonuna eklenmektedir. Diger c¢ok yiizlii konik
simiflandiricilardan  farkli olarak eger merkezler pozitif
orneklerin dagilim gosterdigi bolgelerden segilirse yontem
dogrusal olmayan karar sinirlar1 verebilmektedir. PCF’ten
diger bir fark ise ilk terimde yer almaktadir. PCF’te tek
merkez oldugundan, ilk terimde bu tek merkez, x ’ten
¢ikartlmaktadir (wT(x —¢)). MCPCF’te n adet merkez
oldugundan, pozitif egitim 6rneklerinin ortalamasi olan ve
ayrt bir merkez olarak da eklenen c;, X test drneginden
(WwT(x — ¢;)) ¢ikarilmistir. Buradaki amag diger ¢ok yiizlii
konik  smiflandiricilarin~ kullandigt  ¢;  merkezinin
avantajlarint da MCPCEF’te kullanmaktir.

MCPCC’in egitimi de ayn1 PCC egitimi gibidir. PCC
egitimindeki ayni prosediirler kullanilip dogrusal SVM karar
fonksiyonuna doniisiim yapilmaktadir. Bu sayede SVM i¢in
kullanilan matematiksel ¢éziimlerin ve yazilimlarin MCPCC
simiflandiricimiz  i¢in de kullanilabilmesi saglanir. Bu
lIx = clly

X—C
kapsamda)?:( X ) € R, x, =[ € R™ ,
e

lIx — cplly
o T o -w d+n ya B
—w vektoriine —y" ekleyerek W = (_YT) €ER ve b =

b dontgimii ile Es. 2 kullanilarak egitim siireci
gerceklestirilir. Burada dikkat ¢eken husus 6znitelik vektorii,
(d + n) boyutlu yeni dznitelik vektdriine transfer edilmistir.
Eger n = 1 segilirse bir adet koni tepe noktasi kullanilmig
olur. Bu da PCC smiflandiricisin1 vermektedir. Bu agidan
MCPCC siiflandiricis PCC siiflandiricisinin
genellestirilmis halidir denilebilir. Fakat burada dikkat
edilmesi gereken diger bir husus da artan n degeri ile
hesaplama yiikiiniin de artmasidir. x;,i = (1, ..., m), m adet
egitim verisi, y; etiket, n koni merkez sayisi olmak iizere
MCPCC egitim algoritmasi asagidaki gibidir:

Adim-1: Pozitif egitim 6rneklerinin ortalamasini, c,, bul.
Adim-2: k-merkezli kimeleme ile n — 1 adet kiime
merkezini, ¢;, i = 2, ..., n, hesapla.

X—C
o - o [ Ix=cll
Adim-3: Oznitelik eklenmis ornekleri, X = : ,
lIx — cnlly

olustur.
Adim-4: SVM smiflandiricist kullanarak MCPCF
parametrelerini, w,y, b, hesapla.

Merkez sayist olan n, MCPCC algoritmas1 disinda
belirlenmesi gereken bir parametredir. n degeri kademeli
olarak artirilarak performans sonuglari gozlemlenmis ve
sonuclarin degisiminin azaldig1 ve doyum noktasina ulagtig1
andaki n degeri segilmistir. n parametresi belirlenirken
daha kiiciik ayr1 bir veri kiimesi kullanilarak daha hizli
sonuclar  elde  edilmistir.  Diger bir MCPCC
siniflandiricisinda ise L; norm yerine L, (Oklid) norm
kullanilmaktadir. Bu smiflandiricida Esg. 5°te tanimlanan L,
Cok Merkezli Cok Yiizli Konik Fonksiyonu (L, Multi
Center  Polyhedral Conic  Function, MCPCF-L,)
kullanilmaktadir.

Es. 5°teki ||. || islemi, |lu|| = /u 2+...+uy?, L, normunu
temsil etmektedir. Bu fonksiyonun kullanildig: siniflandirict
ise L, Cok Merkezli Cok Yiizli Konik Siniflandiric

(MCPCC-Ly) olarak adlandirilmigtir. MCPCC-L, egitim
X—C

sirecindeki ~ doniisim  ise X = ( X ) € R4t |
e
lIx — c4ll
-w -
xe=[ : ]ER",W=(_YT)ERd+"Veb=b
lIx — cull

olarak gerceklestirilir.

fw,y.c,b,n x) = WT(X —c)+ YT

Ik—qq
S (5)

lIx = cxll

4. DENEYLER (EXPERIMENTS)

Calismada onerilen yontemler hem sentetik hem de gergek
veri tabanlarinda test edilmistir. Kullanilan veri tabanlarinda
diger benzer yontemlerle de sonuglar elde edilerek
karsilagtirma  yapilmistir.  Bu  yoOntemler  asagida
listelenmistir:

e 2. derece polinom ve Gauss Kernel SVM (KSVM)
o Additive Kernel [13]
e PCF+Dogrusal SVM [23]

Sonuglar ikili veri taban1 deneylerinde kullanilan Ortalama
Hassasiyet (Average Precision, AP [29]), cok smfli veri
tabanlarinda ise dogru smiflandirma orami olarak
hesaplanmustir. Pozitif drneklerin 6znitelik uzayinda farkl
bolgelerde kiimelendigi durumlarda, MCPCC
siiflandiricisinin - kiimelenen pozitifleri standart PCC
smiflandiricisina gére  daha iyl smiflandirmasi
beklendiginden, bu tarz veri yapisina sahip oldugu
degerlendirilen veri tabanlar1 kullanilarak deneyler
gerceklestirilmistir. Bu boliimde iki adet sentetik veri
kiimesinde gorsel deneyler ile iki simifli, ESOGU-285 ve
CIFAR-10 veri tabanlarinda deneyler yapilmistir.

4.1. I¢ Ice Gecmis Veri Kiimesi (Nested Dataset)

MCPCC smiflandiricist iki adet yapay veri kiimesinde
incelenmistir. i1k veri kiimesi, i¢ ige gecmis iki yarim cember
seklinde bir yapidir (Sekil 4). Her biri 600 adet pozitif (mavi)
ve 600 adet negatif (kirmiz1) 6rnekten olusan egitim ve test
verisini  icermektedir.  Oncelikle merkez  sayisin
smiflandirma performanst iizerindeki etkisini incelemek ve
en uygun merkez sayisini belirlemek amaciyla farkli merkez
sayilariyla elde edilen performans degerleri bulunmustur.
Elde edilen sonuglarla olusturulan grafik Sekil 5°te
sunulmustur. Hem MCPCC-L; hem MCPCC-L, yonteminde
8 adet merkez ile %99,5’lik AP skoru elde edilmis ve merkez
sayist arttikca AP degerinde fazla bir artis gdzlenmemistir.
Bundan dolay1 merkez sayisinin 8 olarak belirlenmesi uygun
olacaktir. Merkez sayisinin degisiminin pozitif karar
bolgesinde nasil bir etki yaptigi Sekil 6’da sunulmustur.
Merkez saymin artmasiyla pozitif karar bolgesinin daha
belirleyici oldugu ve daha iyi ayrim yapildigi goriilmektedir.
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Sekil 4. i¢ ice gegmis sentetik veri kiimesi (Mavi noktalar:

pozitif 6rnekler, Kirmizi iiggenler: negatif 6rnekler)
(Nested synthetic dataset; blue dots: positive, red trianles: negative
samples)

MCPCC yonteminin basarimini karsilagtirmak i¢in mevcut
PCC, EPCC yontemleri ile KSVM (Kernel SVM), Additive
Kernel ve PCF+Dogrusal SVM [23] yontemi ile deneyler

0.996 T %) T —T T =¥
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40

Ortalama Hassasiyet, AP

gergeklestirilmistir. Her bir yontem igin farkli parametreler
ile deneyler tekrarlanmis ve elde edilen en iyi sonuglar Tablo
1’de sunulmustur. Sonuglar incelendiginde KSVM (Gauss)
MCPCC yontemlerimize ¢ok yakin sonuglar alsa da
MCPCC-L, %0,02, MCPCC-L; %0,01 daha iyi sonug
almistir. MCPCC yontemine benzeyen PCF+Dogrusal SVM
ise oldukca iyi skor alarak MCPCC’ye yakin sonug
gostermistir. Her bir yontemin kullandigt &znitelik
vektoriinin boyutu, Tablo 1’de ydntem isminin yaninda
parantez iginde gosterilmistir. KSVM yontemleri i¢in bu
deger, kullandig1 destek vektor adedi olarak segilmistir.
KSVM (Gauss) 92 adet destek vektorii kullanirken,
MCPCC-L; ve MCPCC-L; sadece 11 boyut kullanmustir.
MCPCC yontemlerimizin egitim siiresi ise PCC ve EPCC
yontemlerinden daha uzundur, fakat diger yontemlerden ¢ok
daha kisadir. Test siiresi agisindan, PCC-L, en hizli yontem
olurken MCPCC yontemleri ise PCC ve EPCC ile aym
sonuglart  vermektedir. Test esnasinda MCPCC-L,
yonteminin KSVM (Gauss)’den 3,5 kat daha hizli ¢alistigt
dikkat ¢ekmektedir. Test siiresi agisindan en yavas yontem
ise KSVM (Polinom) olmustur. Deneydeki sonuglar goz

0.996 T — T —— T =T
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Y= 10,9955
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0.99

0.988

0.986

0.984
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0
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Sekil 5. I¢ ice gecmis veri kiimesinde MCPCC ile farkli merkez sayilari ile AP degisimi, a) MCPCC-L; yéntemiyle, b)
MCPCC-L; yontemiyle
(AP change with different number of centers using MCPCC in nested dataset, a) MCPCC-L; method, b) MCPCC-L; method)

(a)

(b)

(©)

Sekil 6. Farkli merkez sayilari ile MCPCC-L; karar bolgesi degisimi; merkez sayilari a) 4, b) 7, c) 15; siyah noktalar

merkezleri, kirmizi bolge negatif alani, mavi bolge pozitif alan1 temsil etmektedir.
(The change in acceptance region with different number of centers in MCPCC-L2; number of centers a) 4, b) 7, ¢) 15; black points are centers, red region
is negative area, blue region is positive area.)
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oniine alindiginda, MCPCC ydntemimiz hem hizt hem de
basitligi ile on plana ¢ikmaktadir. PCF+Dogrusal SVM
yonteminin iki asamali algoritmasindan dolay1 siirelerin
karsilagtirmaya uygun olmadigi degerlendirilmistir.

Sekil 7°deki karar bolgeleri incelendiginde, MCPCC, KSVM
(Gauss), PCF+Dogrusal SVM ve Additive Kernel
yontemlerinin pozitif ve negatif verileri ¢cok basarili bir
sekilde siniflandirabildigi goriilmektedir. Diger yontemler
bu veri tabanindaki pozitif ve negatifleri ayirmada giicliik
¢ekmektedir.

4.2. Dondiirtilmiis Satrang Tahtast Veri Tabant
(Rotated Chess Board Dataset)

Ikinci deneyde /8 derece déndiiriilmils satrang tahtasi
seklinde yerlesime sahip sentetik veriler se¢ilmistir (Sekil 8).
Egitim ve test kiimeleri rastgele dagilim gosteren 1000
(pozitif + negatif) 6rnek icermektedir. MCPCC igin en uygun

merkez sayisini belirlemek i¢in farkli merkez sayilariyla elde
edilen sonuglar hesaplanmistir (Sekil 9). MCPCC-L,
yonteminde 85 adet merkezle %98,69’luk bir AP degeri elde
edilmistir. MCPCC-L, yonteminde ise 12 merkez en iyi
sonucu vermigtir. MCPCC-L; kullanilarak merkez sayisinin
artmastyla pozitif karar bolgesindeki degisim Sekil 10°da
gosterilmistir. Merkez sayisiin artmasiyla pozitif verinin
daha iyi ayrigtirilabildigi goriillmektedir. Deneyde her bir
yontem igin farkli parametrelerle elde edilen sonuglarin en
iyileri se¢ilerek Tablo 2’de sunulmustur. %99,50 AP degeri
ile KSVM (Gauss) en yiiksek skoru elde etmistir. Sonra
%99,07 AP degeri ile MCPCC-L, ydntemimiz gelmistir.
Diger yontemler ise iyi bir bagarim saglayamamistir. Bunun
en 6nemli nedeni pozitif drneklerin dagmnik yerlesmesi ve
karar bolgelerinin olduk¢a kompleks yapiya sahip olmasidir.
Kiimeleme Ozniteliklerini kullanan PCF+Dogrusal SVM
siiflandiricis1 Onerilen yontemlere oranla kotli sonuglar
vermekle birlikte PCC, EPCC ve KSVM (Polinom)
yontemlerinden daha iyi sonug vermistir.

Tablo 1. I¢ ice gegmis veri kiimesi deneyindeki sonuglar (Results in nested dataset experiment)

Yéntem Skor Egitim Siiresi Test Siiresi
(AP, %) (ms) (ms)
MCPCC-L; (11) 99,55 15,2 1,03
MCPCC-L, (11) 99,56 16,1 1,04
EPCC- L, (4) 95,85 7,3 1,11
EPCC- L, (4) 95,17 9,1 1,04
PCC-L(3) 96,17 7,5 1,02
PCC- L, (3) 95,85 8,0 1,11
KSVM (Gauss) (92) 99,54 113,2 3,80
PCF+Dogrusal SVM (22) 99.42 - -
Additive Kernel (5) 96,17 238 1,71
KSVM (Polinom) (668) 82,25 22,0 29

(a) ()

(e)

(i) 0]

(2) (h)

Sekil 7. I¢ ice gecmis veri kiimesi igin pozitif karar bélgeleri: a) MCPCC-L;, b) MCPCC-L,, ¢) EPCC-L,, d) EPCC-L;, €)
PCC-L,, f) PCC-L;, g) KSVM (Gauss), h) PCF+Dogrusal SVM, 1) Additive Kernel, j) KSVM (Polinom)
(Positive acceptance regions in nested dataset: a) MCPCC-L;, b) MCPCC-L, ¢) EPCC-L;, d) EPCC-L;, ¢) PCC-L,, f) PCC-Lz, g) KSVM (Gauss), h)
PCF+Linear SVM, i) Additive Kernel, {) KSVM (Polynomial))
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Sekil 8. Dondiiriilmiis satrang tahtasi yerlesimine sahip sentetik veri kiimesi: a) gergek veriler, b) verilerin temsili
yerle§imi (Synthetic dataset that has a rotated chess board layout: a) samples b) dataset replacement)
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Sekil 9. Farkli merkez sayilari ile ortalama hassasiyet degisimi: a) MCPCC-L;, b) MCPCC-L;
(AP change with different number of centers using MCPCC, a) MCPCC-L;, b) MCPCC-L:)

Sekil 10. Farkli merkez sayilar1 ile MCPCC-L2 yonteminde pozitif karar bolgeleri (Mavi noktalar pozitif verileri, kirmizi
iicgenler negatif verileri, turuncu bolgeler pozitif karar bolgeleri temsil eder.) Merkez sayisi: a) 1, b) 5, ¢) 10, d) 20, ¢) 50,
) 100.

(The change in acceptance region with different number of centers in MCPCC-L: (blue points are positive samples, red triangles are negative samples,
orange area is positive acceptance region.) Number of centers: a) 1, b) 5, ¢) 10, d) 20, ¢) 50, f) 100.)

Her bir yontemin kullandig1 6znitelik vektoriiniin boyutu, L, yontemimiz KSVM’e (Gauss) ¢ok yakin bir bagarim
Tablo 2’de yontem isminin yaninda parantez icginde saglamakla birlikte KSVM (Gauss) 190 destek vektorii
gosterilmigtir. KSVM (Gauss) yontemi i¢in bu deger, kullanirken MCPCC-L, yontemi yarisindan az (88) boyut
kullandig1 destek vektor adedi olarak segilmigtir. MCPCC- kullanmigtir. Burada dikkat c¢eken diger bir husus da
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Tablo 2. Satrang tahtas1 deneyindeki sonuglar (Results in rotated chess board experiment)

Yontem Skor (AP, %) Egitim Siiresi (ms) Test Siiresi (ms)

MCPCC-L; (15) 62,61 49 1,341

MCPCC-L; (88) 99,07 4384 2,326

EPCC- L; (4) 54,93 6,71 0,737

EPCC-L; (4) 55,33 6,57 0,803

PCC-L: (3) 55,08 8,02 0,717

PCC-L> (3) 56,30 5,49 0,822

KSVM (Gauss) (190) 99,50 226 2,233

PCF+Dogrusal SVM (6) 57,30 - -

Additive Kernel (5) 57,41 24,73 1,8

KSVM (Polinom) (3) 53,92 48,38 29,56
MCPCC-L, yontemi igin egitim siiresinin  diger Tablo 3. ikili veri tabanlarinin 6zellikleri

yontemlerden ¢ok daha fazla olmasidir. Ik deneyde bu kadar
fark mevcut degildi. Bunun nedeni ise merkez sayisinin
artmasiyla Es. 5’e gore her noktanin merkezlerden uzaklik
hesaplamasmin da artmasidir. Ik deneyde MCPCC’de 8
merkez kullantlirken egitim siiresi agisindan  diger
yontemlere ¢ok yakindir. Fakat bu deneyde merkez sayisinin
85 segilmesi hesaplama yiikiinii ve egitim/test siirelerini
artirmaktadir. Sekil 11°de smiflandiricilarin nasil bir pozitif
karar bolgesi meydana getirdigi sunulmustur. MCPCC-L; ve
KSVM (Gauss) yontemlerinde olusan pozitif karar
bolgelerinin satrang tahtasina olduk¢a benzer oldugu
goriilmektedir. Diger yontemler ise istenen karar bolgelerini
dogru bir sekilde belirleyememektedir.

4.3. Iki Sll’llfll Veri Tabanlart (Binary Classification Datasets)

Bu deneyde MCPCC’ye benzer yaklasim kullanan [23]’{in
kullandig1 aynmi prosediir (10 ¢apraz katman dogrulama) ve
veri tabanlar1 (Liver, Splice ve Svmguidel) kullanilmigtir.
Bu veri tabanlar1 genellikle kiigiik 6l¢ekli olup Tablo 3’te
ozellikleri belirtilmistir [30]. [23]’ten farkli olarak skorlar
hesaplanirken siniflandirma orani yerine AP metrigi
kullanilmistir. PCF+Dogrusal SVM  yazilimi, ydntemin
yazarlarindan temin edilmis olup, yOntemin ikinci
asamasinda diger deneylerimizde kullanilan SVM yazilimi
kullanilmigtir.

Kl g
3 !!l
| & fm

1

(c)

&

Yy
(h) (1) ()]

(Properties of binary datasets)

Veri tabani Liver Splice Svmguide
Egitim drnek sayisi 145 1000 3098

Test 6rnek sayisi 200 2175 4000
Oznitelik say1s1 5 60 4

Sinif sayis1 2 2 2

Tablo 4’°te sonuglar sunulmustur. MCPCC-L; yontemi her ti¢
veri tabaninda en iyi veya en iyi ikinci sonucu elde etmistir.
MCPCC-L, yontemi de MCPCC-L; yontemine yakin
sonuglar vermistir. Tek bir koni merkezi i¢eren EPCC-L,
Liver veri tabaninda, Additive Kernel yontemi ise Splice veri
tabaninda en iyi sonucu almistir.

Tablo 4. Ikili veri tabanlar1 ile deney sonuglar1 (AP, %)

(Results in binary datasets experiment)

Yontem Liver Splice  Svmguidel
MCPCC-L,; 75,34 95,97 99,77
MCPCC-L, 73,03 92,55 99,73
EPCC- L, 77,67 92,80 99,67
EPCC-L, 74,13 95,05 99,51
PCC- L, 69,85 90,87 99,61
PCC-L, 68,41 90,53 99,59
PCF+Dogrusal SVM 71,69 91,08 99,38
Additive Kernel 75,12 96,24 99,68
Polinom Kernel SVM 68,88 89,73 99,61

Sekil 11. Dondiiriilmiis satrang tahtasinda pozitif karar bélgeleri, a) MCPCC-L1, b) MCPCC-L2, ¢) EPCC-L1, d) EPCC-

L2, e) PCF+Dogrusal SVM, f) PCC-L1, g) PCC-L2, h) KSVM (Gauss), i) KSVM (Polinom), j) Additive Kernel
(Positive acceptance regions in rotated chess board dataset, a) MCPCC-L;, b) MCPCC-L>, ¢c) EPCC-L;, d) EPCC-L;, e) PCF+Linear SVM, f) PCC-L,, g)
PCC-L:, h) KSVM (Gauss), i) KSVM (Polynomial), j) Additive Kernel)
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4.4. ESOGU-285 Yiiz Veri Tabani (ESOGU-285 Face Dataset)

ESOGU-285 yiiz veri tabani, 285 farkli insana ait yiiz
videosunu igermektedir [31]. Her bir insanin 4 farkl
senaryoda 2 farkli zamanda ¢ekilmis videosu bulunmaktadir.
En kisa video 100, en uzunu 1360 resimden olugmaktadir.
Bu deney i¢in segilen senaryoda, kisilerden Sekil 12°deki
gibi serbest dogal bas hareketleri yapmasi istenmistir. Veri
tabanindan rastgele 10 adet insan segilerek resimler kirpilnug
ve 120x90 boyutuna sabitlenmistir. Problemi zorlagtirmak
icin herhangi bir 6n islem veya Oznitelik ¢ikarma
uygulamadan resmin salt piksel degerleri kullanilmigtir.
Boylece her bir resim igin 120x90=10 800 boyutlu 6znitelik
vektori elde edilmistir. Cok simnifl bir veri tabani oldugu i¢in
bire-timii  yaklagimiyla  egitim  gergeklestirilmistir.
Yontemlerin siniflandirma oranlar1 Tablo 5°te sunulmustur.

Tablo 5. ESOGU Yiiz veri tabanindaki deney sonuglari
(Results in ESOGU face dataset experiment)

Yontem Skor (Siniflandirma Orani, %)
MCPCC-L, 68,47
MCPCC-L, 67,42
EPCC- L, 72,44
EPCC-L, 72,44
PCC- L, 59,84
PCC-L, 59,87
PCF+Dogrusal SVM 52,68
Additive Kernel 69,05
KSVM (Polinom) 64,84

EPCC-L; ve EPCC-L; en iyi sonucu gostermistir. Hemen
arkasindan Additive Kernel ve MCPCC-L; yontemleri
gelmektedir. EPCC orijinal 6znitelik boyutunun 2 kati
(2x10800), Additive Kernel 3 kati (3x10800) oznitelik
boyutuna sahip olmakla birlikte, MCPCC-L; orijinal
Oznitelik boyutu + merkez sayis1 (10800 + 401 = 11 201)
kadar 6znitelik boyutuna sahiptir. Goriilecegi izere MCPCC
ile en iyi sonug veren EPCC siniflandiricist arasinda %4 fark

bulunmasina karsin MCPCC’nin &znitelik boyutu EPCC’nin
yaklasik yaris1 kadardir.

4.5. CIFAR-10 Veri Tabani (CIFAR-10 Dataset)

Son olarak CIFAR-10  (https://www.  cs.toronto.
edu/~kriz/cifar.html) veri tabani kullanilarak deney
yapilmigtir. CIFAR-10 veri taban1 32x32 boyutlu renkli
resimleri igeren, her bir sinifta 6000 resim bulunan, 10 sinifli
bir veri tabanidir. Toplamda 60 000 resmin 50 000 tanesi
egitim, 10 000 tanesi test amaciyla kullanilmaktadir.
Oncelikle AlexNet kullamilarak drneklerin 4096 boyutlu
CNN oznitelikleri  ¢ikarilmistir.  Farkli  parametrelerle
deneyler tekrar edilmis ve elde edilen en iyi sonuglar Tablo
6’da sunulmustur. MCPCC-L, yoéntemi en iyi sonucu
gostermistir. Bu yontemi KSVM (2. derece polinom kernel)
ve EPCC-L; takip etmektedir. Burada dikkati ¢eken bir husus
da MCPCC-L; 4897 6znitelik boyutunu kullanirken; Kernel
SVM 8 386 560, EPCC-L; 8192 oznitelik boyutu
kullanmaktadir. PCF+Dogrusal SVM yonteminde ise
dogrusal programlama kullanan ilk asamada, Oznitelik
vektorii veri tabaninin boyutundan dolay1
hesaplanamadigindan sonuglar elde edilememistir.

Tablo 6. CIFAR-10 veri taban1 deneyindeki sonuglar
(Results in CIFAR-10 dataset experiment)

Yontem Skor (Smiflandirma Orani, %)
MCPCC-L; 75,25

MCPCC-L, 78,81

EPCC- L, 75,97

EPCC-L, 75,22

PCC- L, 75,66

PCC-L, 75,69

PCF+Dogrusal SVM -

Additive Kernel 75,45

KSVM (Polinom) 77,16

Sekil 12. ESOGU-285 yiiz veri tabaninda bulunan bir videodan alinmis resim 6rnekleri

1828



Saglamlar / Journal of the Faculty of Engineering and Architecture of Gazi University 36:4 (2021) 1817-1830

5. SONUCLAR (CONCLUSIONS)

Gorsel nesne algilama gorevlerinde siniflandirma problemi
pozitif ve negatif 6rnekler agisindan her zaman dengeli
degildir. Pozitif veriler negatiflerden sayica daha az olmakla
birlikte, pozitifler geometrik olarak kompakt ve gérsel olarak
tutarlt dagilim gosterirken negatifler daha daginik ve ¢ok
cesitli bir dagilima sahiptir. Bu tarz problemlerde, pozitif
ornekleri sikica ¢evreleyen, bu esnada iki sinifin Ortiistiigii
bolgelerdeki olumsuzluklar1 da dikkate alarak karar
sinirlarini olusturan bir siniflandiriciya ihtiya¢ duyulur. Bu
amacgla calismada kompakt karar smirlar1 bulan PCC ve
EPCC c¢okylizlii konik siniflandiricilart Snerilmistir. Bu
smiflandiricilar giiglii ve dlgeklenebilir genis marj tabanl
yontemler olup, uygun parametrelerle pozitif karar bolgeleri
kompakt siki digbiikey bir yapiya sahip olmaktadir. Fakat
pozitif ~Orneklerin aym1 uzayda farkli  bdlgelerde
kiimelenmesi  durumunda bu  smiflandiricilar  etkili
olamamakta ve smiflandirmanin yapilabilmesi i¢in birden
fazla smiflandiric1 kullanilmasi1 gerekmektedir. Birden fazla
smiflandirict ise egitim/test siirecini yavaslatabilmekte, daha
karmagik hale getirebilmekte ve asir1 6grenmeye maruz
birakabilmektedir. Bu tarz problemleri ¢6zmek amaciyla
hem PCF basitligini koruyan hem de tek bir simiflandirict
kullanan MCPCC yontemi gelistirilmistir. MCPCC
yonteminde farkli merkezleri igeren MCPCF fonksiyonu
olusturulmugtur. Bu sayede farkli bolgelerde kiimelenen
pozitif verilerin tek bir siiflandirict ile etkili bir sekilde
siniflandirilmast  saglanmigtir. Yapilan deneylerde de
MCPCC siniflandiricisinin diger yontemlerden daha basarilt
oldugu gorilmiigtiir.

KAYNAKLAR (REFERENCES)

1. Hanbay K., Hyperspectral image classification using
convolutional neural network and two dimensional
complex Gabor transform, Journal of the Faculty of
Engineering and Architecture of Gazi University, 35 (1),
443-456, 2020.

2. Dogan M., Orman A., Orkcii M., Orkcii H., A new
approach based on regression analysis and mathematical
programming to multigroup classification problems,
Journal of the Faculty of Engineering and Architecture
of Gazi University, 34 (4), 1939-1956, 2019.

3. Aktas A., Dogan B., Demir O., Tactile paving surface
detection with deep learning methods, Journal of the
Faculty of Engineering and Architecture of Gazi
University, 35 (3), 1685-1700, 2020.

4. Toraman S., Tiirkoglu ., A new method for classifying
colon cancer patients and healthy people from FTIR
signals using wavelet transform and machine learning
techniques, Journal of the Faculty of Engineering and
Architecture of Gazi University, 35 (2), 33-942, 2020.

5. Cevikalp, H., Triggs, B., Large margin classifiers based
on convex class models, IEEE 12th international
conference on computer vision workshops, Kyoto, 101-
108, 2009.

6. Cevikalp, H., Triggs, B., Hyperdisk based large margin
classifier, Pattern recognition, 46 (6), 1523-1531, 2013.

10.

11.

12.

13.

14.

15.

16.

17.

18.

19.

20.

21.

22,

Cortes, C., Vapnik, V., Support vector networks,
Machine learning, 20, 273-297, 1995.

Tax D.M.J., Duin, R.P.W., Support vector data
description, Machine Learning, 54 (1), 45-66, 2004.
Cevikalp, H., Triggs, B., Visual object detection using
cascades of binary and one-class classifiers,
International journal of computer vision, 123 (3), 334-
349,2017.

Mangasarian O.L., Wild, E.W., Multisurface proximal
support vector machine classification via generalized
eigenvalues, IEEE Transactions on pattern analysis and
machine intelligence, 28 (1), 69-74, 2006.

Jayadeva, Khemchandani, R., Chandra, S., Twin
support vector machines for pattern classification, IEEE
transactions on pattern analysis and machine
intelligence, 29 (5), 905-910, 2007.

Cevikalp H., Best fitting hyperplanes for classification,
IEEE Transactions on Pattern Analysis and Machine
Intelligence, 39 (6), 1076-1088, 2016.

Vedaldi, A., Zisserman, A., Efficient additive kernels
via explicit feature maps, IEEE transactions on pattern
analysis and machine intelligence, 34 (3), 480-492,
2012.

Rahimi, A., Recht, B., Random features for large-scale
kernel machines, advances in neural information
processing systems, Vancouver, 1177-1184, 2007.
Dundar, MM., Wolf, M., Lakare, S., Salganicoff, M.,
Raykar, VC, Polyhedral classifier for target detection: A
case study: Colorectal cancer, 25" International
Conference on Machine Learning, Helsinki, 288-295,
2008.

Bagirov, A.M., Ugon, J., Webb, D., Ozturk, G.,
Kasimbeyli, R., A novel piecewise linear classifier
based on polyhedral conic and max—min separabilities,
TOP: An Official Journal of the Spanish Society of
Statistics and Operations Research, 21 (1), 3-24, 2013.
Gasimov, R., Ozturk, G., Separation via polyhedral
conic functions, Optimization methods & software, 21
(4), 527-540, 2006.

Cevikalp, H., Triggs, B., Polyhedral conic classifiers for
visual object detection and classification, 2017 IEEE
Conference on Computer Vision and Pattern
Recognition, Honolulu, 4114-4122, 2017.

Cevikalp H., Saglamlar H., Polyhedral conic classifiers
for computer vision applications and open set
recognition, IEEE transactions on pattern analysis and
machine intelligence, 43 (2), 608-622, 2021.

Ozturk, G., Ciftci, T., Clustering based polyhedral conic
functions algorithm in classification, Journal of
Industrial & Management Optimization, 11 (3), 921-
932, 2015.

Cimen, E., Ozturk, G., Gerek, O., Incremental conic
functions algorithm for large scale classification
problems, Digital Signal Processing, 77, 187-194, 2018.
Cimen, E., Ozturk, G., O-PCF algorithm for one-class
classification, Optimization Methods and Software, 35
(6), 1065-1079, 2019.

. Ozturk, G., Cimen, E., Polyhedral conic kernel-like

functions for SVMs, Turkish Journal of Electrical

1829



24.

25.

26.

27.

1830

Saglamlar / Journal of the Faculty of Engineering and Architecture of Gazi University 36:4 (2021) 1817-1830

Engineering & Computer Sciences, 27 (2), 1172-1180,
2019.

Ceylan, G., Ozturk, G., Revised polyhedral conic
functions algorithm for supervised classification,
Turkish Journal of Electrical Engineering & Computer
Sciences, 28 (5), 2735-2749, 2020.

Sati Uylas, N., A novel semisupervised classification
method via membership and polyhedral conic functions,
Turkish Journal of Electrical Engineering & Computer
Sciences, 28 (1), 80-92, 2020.

Cimen, E., A Random Subspace Based Conic Functions
Ensemble Classifier, Turkish Journal of Electrical
Engineering & Computer Sciences, 28 (4), 2165-2182,
2020.

Acar, M., Kasimbeyli, R., A polyhedral conic functions
based classification method for noisy data, Journal of

28.

29.

30.

31.

Industrial & Management Optimization, 13, doi:
10.3934/jimo.2020129, 2020.

Dordinejad, G. G., Cevikalp, H., Cone vertex estimation
in polyhedral conic classifiers, 25th Signal Processing
and Communications Applications Conference,
Antalya, 1-4, 2017.

Everingham, M., Van Gool, L., Williams, C., Winn, J.,
Zisserman, A., The PASCAL visual object classes
challenge, International journal of computer vision, 88
(2),303-338, 2010.

Chang, C., Lin, C., Libsvm: A library for support vector
machines, ACM Trans Intell Syst Technol, 2 (3), 1-27,
2011.

Yalcin, M., Cevikalp, H., Yavuz, H.S., Towards large-
scale face recognition based on videos, International
Conference on Computer Vision Workshops, Santiago,
1078-1085, 2015.



