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OzeT

Protein sentezi silirecinde meydana gelen farklilagmalarin metabolik hastaliklar, kanser gibi kompleks
hastaliklara neden oldugu farkli ¢aligmalarda belirtilmistir. Protein sentezindeki degisimlerin anlasilmasi i¢in
proteinleri olusturan genlerin belirlenmesi ve bu genlerin diger genlerle iliskilerin ortaya c¢ikarilmasi
gerekmektedir. Yeni nesil dizileme teknikleriyle hastaliklara neden olan molekiiler diizeyde iligkilerin
dogruluklu olarak belirlenmesi kolaylasmistir. Gen birlikte ifade edilme (GBIE) aglar diizenleyen-diizenleyici
iligkisi igermeden benzer biyolojik siireglere katilan genler arasindaki iligkileri arastirmacilara gostermektedir.
Calismamizda RNA-Seq verileri kullanilarak prostat kanseriyle iligkili GBIE aglar elde edilmistir. RNA- Seq
verileri farkli niikleotit uzunlugundaki genlerden ve farkli sayida okumalar i¢eren Orneklerden olustugu i¢in
normalizasyon teknikleri molekiiler iliski ¢ikariminda 6nem tasimaktadir. Calismamizda gen birlikte ifade
edilme aglari ham veri ve farkli iki normalizasyon yaklagimi olan M- Degerinin Kirpilmig Ortalamasi (MDKO),
Goreceli Log Ifadesi (GLI) hesaplamalariyla ayr1 ayr1 olusturulmus veriler {izerinde cikartilarak drtiisme analizi
ve topolojik performans degerlendirilmesi yapilmistir. Ortiisme analizine gére normalize edilmis RNA- Seq
verileri kullanarak elde edilmis gen birlikte ifade edilme aglarinin ham verilere gére daha fazla literatiirde
bulunan iliskileri tahmin ettigi gdzlemlenmistir. iki normalizasyon yontemiyle elde edilen GBIE'lere ait 6rtiisme
analizi performans metrikleri degerleri ise birbirlerine yakin ¢ikmistir. Topolojik degerlendirme sonuglara gére
normalize edilmis veriler iizerinde elde edilen GBIE aglarmin dlceksiz ag tamimina daha yakin oldugu
gbdzlemlenmistir. Calismamizda ayni zamanda ham ve normalize edilmis veriler iizerinde GBIE ag ¢ikarim
algoritmalar1 olan C3NET, ARACNE ve WGCNA yaklagimlarinin performanslari da Karsilastirilmastir.

Anahtar Kelimeler: RNA- Seq, Normalizasyon, Gen Ag1 Cikarimi, Gene Birlikte I[fade Aglar:

Effect of Normalization Methods on the Performance of Gene Co-
expression Networks Inferred on RNA-Seq Data

ABSTRACT
Different studies prove that differentiation on protein synthesis causes different metabolic disorders such as
cancer and diabetics. The inference of disease related genes and to derive their interactions enable us to
understand the differentiation on protein synthesis. Next generation sequencing techniques can reveal relations
of diseases more precisely at molecular level. Gene co-expression networks can reveal interactions between
genes without regulator-regulatee information. We utilized RNA- Seq data to infer gene co-expression networks
of prostate cancer in our study. RNA- Seq data consists of genes whose nucleotide size may be different from
sample to sample. Sample sizes of RNA- Seq data also vary for each samples. RNA- Seq data normalization is
an important task to infer robust and reliable gene co-expression networks. We utilized normalized RNA- Seq
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data that are obtained using two different normalization methods ,which are Trimmed Mean of M- values
(TMM) and Relative Log Expression (RLE), and raw RNA- Seq data to infer gene co-expression networks for
the performance comparison. We applied overlap and topological analyses to evalaute the performance of raw
data based GCN, normalized data based GCNSs in our study. Normalization on RNA-Seq data leads to predict
more validated gene- gene relations, which are evaluated in overlap analysis, than gene- gene relations on raw
dataset. Two normalization methods based gene co-expression networks present similar performance results in
overlap analysis. GCNs that are derived from TMM and RLE normalizations resemble scale free topology more
than raw based GCN in topological assessment. We also compare the performance results of gene network
inference algorithms, which are C3NET, ARACNE and WGCNA, on raw and normalized datasets.

Keywords: RNA- Seq, Normalization, Gene Network Inference, Gene Co-expression Networks

I. GIRIS

Hastaliklara neden olan genlerin kesfi ve bu genler arasindaki iligkiler sonucunda ortaya cikan
biyolojik siire¢ler hastaliklar1 anlamak agisindan 6nem tagimaktadir. Yeni nesil dizileme teknikleri ile
elde edilen veriler hiicrelerde farkli fenotiplere neden olan proteinler ve o proteinlerle iligkili genlerin
kesfinde siklikla kullanilmaktadir. Yeni nesil dizileme tekniklerinde ilk ve en sik kullanilanilan veri
kiimeleri mRNA gen ifadesi verileridir. Farkli fenotiplere ait 6rneklerdeki mRNA ifade degerlerindeki
degisimler kullanilarak hastaliklara ait farkli ifade edilen genler (differentially expressed genes)
belirlenebilmekte ve hastalikla iligkili genler ¢ikarilmaktadir [1]. Dizileme verileriyle farkli biyolojik
orneklerdeki mRNA degerleri kullanilarak gen- gen, transkripsiyon faktorii- gen, miRNA- gen gibi
iligkiler belirlenerek hastaliklara neden olan iliskileri molekiil seviyede anlasilmasini saglamaktadir

[2].

RNA-Seq analizi transkriptoma kapsamli bir bakis agis1 saglamasinin yani sira RNA'y1 {ireten DNA
alanlarinin belirlenmesi ve bu alanlarin genlerle iligkilendirilmesinde de siklikla kullanilmaktadir.
RNA-Seq analizi, RNA molekiillerinden DNA dizilimi parcalarini elde etmeye yarayan deneysel
adimlar1 igerir. RNA-Seq ile genom iizerinde genlere ait daha kesfedilmemis gen izoformlarinin
belirlenmesi miimkiindiir [3]. RNA-Seq analiziyle tek niikleotit polimorfizmi, mutasyon, yeni gen
izoformlarin kesfi ve gen birlesimi gibi pek ¢ok calisma alaninda kullanilmaktadir [4]. RNA- Seq
analizinin temel adimlar1 Sekil 1'de gosterilmistir. Bu 6rnek ayni zamanda saglikli ve kanserli
dokulardan alinan 6rneklerin fenotiplere gére okuma sayilarindaki degisimi de sunmaktadir. Kanserli
ve normal dokulardan RNA izolasyonuyla hiicrelerden ¢ikarildiktan sonra RNA'lar, genellikle
mRNA'lar, parcalanmasiyla fragman denilen kiigiik parcalarina ayrilir. Tersine transkripsiyonla RNA
pargalart ile ¢cDNA'lar olusturulur ve Polimeraz Zincirleme Tepkimesiyle 10-100 milyonlarca
cogaltilarak okumalar (read) olusturulur. Okuma 25-125 baz ¢ift uzunlugundaki DNA pargalaridir ve
referans genomla Ortiistiiriilerek genome tizerindeki iliskili oldugu genler bulunur [4-7].
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Literatiirde hastaliklara gore farkli ifade edilen genlerin kesfinde mRNA gen ifadesi verileriyle birlikte
RNA- Seq verilerini de kullanan pek c¢ok calisma yer almaktadir. Bu c¢alismalarda RNA- Seq
verileriyle farkli fenotiplere neden olan genler bulunarak farkli biyolojik veri setleri kullanilarak elde
edilen genlerle karsilastirilmakta veya entegre edilerek hastalikla iligkili aday genler belirlenmektedir
[8-10].

Fenotiplerin belirlenmesinde sadece farkli ifade edilen genlerin belirlenmesi yetersiz kalabilmektedir.
Hastaliga neden olan biyolojik siireclerde yer alan iliskili genlerin belirlenmesiyle hastaligin biyolojik
degerlendirilmesi daha dogruluklu yapilmaktadir. Birbiriyle iliskili genlerde diizenleyici- diizenlenen
bilgisi bulunuyorsa bu aglar gen diizenleyici ag, bulunmuyorsa gen birlikte ifade edilme ag1 (GBIEA,
gene co-expression network) olarak adlandirilmaktadir. mRNA gen ifadesi verilerinde oldugu gibi
RNA-Seq verileri de kullanarak gen- gen iligkilerini igeren gen aglari literatiirde son yillarda
molekiiler seviyede iligkilerin incelenmesinde kullanilmaktadir [10].

RNA- Seq ham okuma verileri veri kiimesindeki Orneklere sayisi ve genlerin uzunluguna gore
degismesi nedeniyle normalize edilerek ¢aligmalarda kullanilmaktadir. Aghababazadeh [11] kiitiiphane
boyutu ve orneklerdeki giiriiltiiyii gidermek i¢in normalizasyon yontemlerini kullanarak farkli ifade
edilen genlerin analizini gogiis kanseriyle ilgili mMRNA mikrodizin verileri, RNA- Seq verileri ve
RNA- Seq simiilasyon verileri tizerinde gerceklestirilmistir. Smid ve arkadaslar1 [12] Kanser Genom
Atlas (The Cancer Genome Atlas, TCGA) verileri lizerinde farkli ifade edilen genlerin bulunmasinda
normalizasyon yontemlerini karsilagtirmistir. Robinson [13] karacigerde farkli fenotipe neden olan
RNA- Seq verileri iizerinde farkl ifade edilen genlerin ¢ikarimi i¢in normalizasyon yontemi se¢iminin
etkisini incelemistir[14]. Dillies [15] ve arkadaslar1 insan, a. fumigatos ve m. musculus
organizmalarina ait ham ve normalize edilmis RNA- Seq verileri {izerinde farkli ifade edilen genleri
bulmaya calismislardir. ilgili calismada da normalizasyon islemi gerceklestirilen verilerin ham
verilerden daha basarili sonuglar verdigi gozlemlenmistir. Mandelboum ve arkadaglar1 35 farkli RNA-
Seq veri kiimesinde farkli normalizasyon yontemleri ve ham veriyi kullanarak karsilagtirma yaparak
gen kiimesi zenginlestirme analizinde yanlis pozitif tahmin sayilarinin MDKO ve GLI normalizasyonu
kullandiginda azaldigin1 sonucuna varmistir [16]. Bir bagka ¢alismada iki farkli RNA- Seq veri kiimesi
tizerinde farkli ifade edilen genlerin kesfinde normalizasyon yontemleri karsilagtirilmis ve
normalizasyon yontemlerinin farkl ifade edilen genlerin kesfine etkisinin kisitli oldugu sonucu ortaya
konmustur [17]. Benzer bir ¢alisma zebrabaligina ait RNA- Seq verileri {izerine yapilarak farkli ifade
edilen genlerin normalize verilerle daha basarili bir sekilde kesfedildigi belirtilmistir [18]. Pasmina
kegisine ait RNA- Seq verileri ile pasmina kecisine ait 6zel yiiniin diger hayvanlardaki biyolojik
stireglerden ayiran farkli ifade edilen genleri MDKO normalizasyonu kullanilarak elde edilmistir [19].
Bir diger ¢alismada RNA- Seq verileri iizerinde sadece MKDO normalizasyonu yapildiktan sonra gen
diizenleyi aglar elde edilerek yeni transkripsiyon faktor- gen iliskileri bulunmustur [20].

RNA Seq verileri iizerinde normalizasyon gergeklestiren ¢alismalar biiyiik cogunlukla farkli ifade
edilen genlerin kesfi i¢in kullanilmistir. Belirttigimiz ¢alismalarda M- degerlerinin  kirpilmig
ortalamast (MDKO) ve Goreceli log ifadesi (GLI) normalizasyon yontemleri total okuma sayisi
normalizasyonu, iist ¢eyrek normalizasyonu, medyan normalizasyonu, Ortiisen milyon adet okuma
sayis1 normalizasyonu gibi farkli normalizasyon yontemlerinden daha basarili sonuglar verdigi
gozlemlenmistir [12-16].

Normalizasyon yontemlerinin RNA- Seq verileri iizerinde GBIEA ¢ikarimina etkisi iizerine calismalar
yetersizdir. Calismamiz normalizasyonun GBIEA'larin performansina etkisini inceledigi icin 6zgiin bir
caligmadir. Farkli ifade edilen genlerin belirlenmesiyle ilgili tiim caligmalarda en basarili iki
normalizasyon yontem olan GDI ve MDKO calismamizda kullamlarak GBIEA ¢ikarimlar
gerceklestirilmistir. Normalizasyonun GBIEA'larin performansima etkisini gozlemleyebilmek icin
calismamizda ham RNA - Seq verileri kullamilarak da GBIEA ¢ikarimi yapilmistir. Tiim sonugclar
literatiir verileri kullanilarak ortiisme ve topolojik analizlere gore degerlendirilmistir.

Giris boliimiinden sonra sonra malzeme ve yontem boliimiinde ¢alismamizda kullanilan veri kiimesi,
GBIEA g¢ikartma algoritmalar1 ve normalizasyon tekniklerine yer verilmistir. Boliim 3'te GBIEA'larin
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ortiisme analizi ve topolojik degerlendirilmesi yapilmistir. Boliim 4'te ise sonuglarimiz 6zetlenmis ve
literatiirde yer alan diger ¢alismalarla karsilastirilarak degerlendirmemiz tamamlanmustir.

. MATERYAL VE METHOD

A. VERI KUMESI

Caligmamizda The Cancer Genome Atlas (TCGA) [21] projesinin prostat kanseriyle iliskili RNA- Seq
veri kiimesi GBIE aglar1 ¢ikariminda kullamlmistir. TCGA veri kiimesi 495 prostat kanseri rnekten
olugsmakta ve her bir Ornegin 20,502 gen parcast (probe) icermektedir. TCGA veri kiimesi
normalizasyon uygulanmamis ham verilerden olusmaktadir.

B. GEN BiRLIiKTE iFADE EDILME AGI CIKARIM ALGORITMALARI

GBIEA c¢ikariminda regresyon tabanl, Bayes tabanli ve bilgi teorisi tabanli yaklasimlar siklikla
kullanilmaktadir. Calismamizda bilgi teorisi tabanli ii¢ farkli algoritma ile gen agi c¢ikarim
gergeklestirilmistir. Kullanilan gen agi ¢ikarim algoritmalarindan ortak bilgi degeri (mutual
information) ile gen agi ¢ikaran ARACNE ve C3NET algoritmalarinin 6n adimi olan Relevance
Network yaklasimi da ayrica agiklanmistir. Gen ag1 ¢ikariminda kullandigimiz bir diger algoritma ise
iligki skoru degerine gore ag olusturan WGCNA algoritmasidir.

Relevance Network (RelNet):_ RelNet, RNA- Seq verileri tizerinde tiim gen ikilileri arasinda ortak bilgi
degeri hesaplayarak iliskileri belirler. Denklem 1'de goriildiigii gibi X ve Y genlerinin arasindaki ortak
bilgi degeri ¢ikarim formulii gosterilmistir. Ortak bilgi degeri bir degiskenin bilgi degerinin bir bagka
degiskene gore degisimini entropi hesabiyla gostermektedir. RelNet'te esik degeri belirlenmesi igin
veriler permiitasyon test i¢in yiizlerce/binlerce defa karigtirildiktan (shuffle) sonra esik iliski degeri
belirlenir [22]. Esik degerinden biiyiik ortak bilgi degerine sahip gen giftleri ile GBIEA olusturulur.
Denklem 1'e gore X ve Y degiskenlerinin tiim degerleri goz oniine alinarak X ve Y'nin birlesik olasilik
(p(x,y)) degeri, X ve Y'nin olasilik degerlerini (p(x) ve p(y)) kullanilarak ortak bilgi degeri
cikartilmaktadir. Ortak bilgi degeri bir rassal degiskenin baska bir rassal degisken ile degerinin
belirlenebilmesi durumunu gostermektedir ve degiskenler arasi dogrusal olmayan iliskileri de
belirleyebilmektedir.

MI(X,Y) = Yxex Lyey P(X,Y) log% X

Conservative Causal Core Networks(C3NET): Iki adimdan olusmakla birlikte ilk adimi RelNet
yaklagimini igermektedir. Genler arasindaki iliskiler ortak bilgi degeriyle hesaplandiktan sonra ortak

bilgi degeri i¢in esik degeri belirlenmesi i¢in permiitasyon test uygulanir. Belirlenen esik degerinin
altinda ortak bilgi degerine sahip genler arasindaki iliskiler GBIEA olusumunda kullanilmaz.

Ikinci adimda bir genin sadece en yiiksek ortak bilgi degerine sahip gen ile iliskisinin belirlenip diger
genlerle olan iliskilerinin elenerek gen agi olusturulmaktadir. Boylece ikinci adimda en yiiksek ortak
bilgi degerine gore eleme islemi gergeklestirilmis olur. C3NET algoritmasi i¢in c3net R paketi [23]
kullanilarak GBIEA c¢ikarim gergeklenmistir. C3NET algoritmik karmasiklik agisindan basit ve
basarili bir algoritma oldugu i¢in ¢alismamizda kullanilmstir.

Accurate Cellular Networks (ARACNE): C3NET gibi ilk adimi1 RelNet yaklagimindan olugmaktadir.
Permiitasyon testi ile genler arasi ortak bilgi degeri i¢in bir esik degeri hesaplamir. Ikinci adimda ise

dolayli iligkilerin elenmesiyle geride kalan gen- gen iliskilerinin se¢ilmiyle gen ag1 olusturulur.

MI(X, Z)< argmin {MI(X,Y), MI(Y, Z)} 2
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Denklem 2'ye gore X ve Z genleri arasindaki iliskinin iki genin de Y geniyle olan iligkisinden dolayli
olarak ortaya cikip ¢ikmadigi kontrol edilmistir. X ile Y veya Y ile Z genleri arasindaki ortak iliski
degerlerinden en kiigiik olam1 X ile Z genleri arasindaki ortak iligki degerinden biiyiikse X ile Z
arasindaki iliski dolayli iliski olarak belirlenir ve ag g¢ikariminda kullanilmaz. ARACNE dolayl
iliskisi olan gen iliskilerini eleyerek daha kuvvetli iliskilerle bir GBIEA elde etmeye calismaktadir.
Literatiirde yapilan calismalarda ARACNE ile elde edilen GBIEA'larin farkli degerlendirme
tekniklerine gore basarili oldugu goézlemlenmistir [6,24]. ARACNE algoritmasi ikinci adim olarak
dolayl iliskileri elemistir. ARACNE algoritmasi i¢in minet R paketinden yararlanilmstir. [25,26]

Weighted Gene Co-expression Network Analysis (WGCNA): WGCNA bundan 6nce anlatilan ii¢ gen
ag1 cikarim yaklasimindan farkli olarak ortak bilgi degeri yerine genler arasindaki iliski skorunu
Denklem 3'te gosterildigi gibi Pearson iliski katsayisi formiiliiyle hesaplamaktadir. Denklemde x ve y
genlerinin farkli 6rneklerdeki degerleri, ortalamalar1 ve bu degerlerin kareleri kullanilarak Pearson
iliski katsayis1 hesaplanmaktadir.

Y. Xjyi—nxy
Igy = 3
¥ JExiZ-nx2) (T yi2-ny?)) )

WGCNA GBIEA ¢ikariminda &lgeksiz ag (scale free network) tanimina uygun aglar belirlemek igin
iliski skoru esik degeri belirler. Olgeksiz ag tanimina uymasi igin Pearson iliski katsayilarimin belirli
sayida iissii alinarak GBIEA olusturulmaya calisihir. WGCNA R paketi kapsamli bir paket olmakla
birlikte GBIEA ¢ikariminin disinda Pearson iliski degerleri kullamlarak birbiriyle iliski modiillerin
bulunmasi ve bu modiillerin biyolojik siireclerle incelenmesi gibi farkli ¢caligmalarda kullanilmaktadir
[6]. WGCNA algoritmast i¢in ayni isimli R paketi [27] ¢alismamizda kullanilmistir.

C. NORMALIZASYON YONTEMLERI

RNA-Seq verileri dizileme sonucunda genlerle eslesen okuma sayilarini gostermektedir. Burada
okuma sayilarini etkileyen iki 6nemli faktoér bulunmaktadir. Bunlardan ilki RNA- Seq verilerindeki
toplam okuma sayisinin rnekten 6rnege degisebilmesidir. Ikinci onemli faktér ise uzun niikleotit
diziliminden olusan genlere ait okuma sayilarinin kisa niikleotit diziliminden olusan genlere ait okuma
sayilarindan fazla olabilmesidir.

Calismamizda ham okuma verileri, M- degerlerinin kirpilmis ortalamasi1 (MDKO)ve Goreceli Log
Ifadesi (GLI) normalizasyon yontemleri ayr1 ayri kullanilarak elde edilmis GBIEA'larin performanslar
karsilagtirilmigtir,

C. 1. M- Degerinin Kirpilmis Ortalamas1 (MDKO) Normalizasyonu

RNA- Seq verilerinde bir drnekteki toplam okuma sayisi, okuma sayisi fazla olan az sayida gene ait
okuma sayisindan oldukc¢a etkilenmektedir. Bu nedenle normalizasyon gergeklestirilmeyen durumda
ornekler arasinda farkli ifade edilen genlerin bulunmasi ve genler arasindaki iliskilerin ¢ikarilmasi
problematiktir. MDKO, okuma sayisi fazla olan az sayidaki genler ile ve az okuma sayisi olan
genlerin toplam okuma sayina etkisini normalize etme varsayimma dayanmaktadir. MDKO, Log-
Ornek Degisikligi (M-degeri) ve Mutlak ifade Seviyesi (A- degeri) gibi iki metrigi kullanarak
normalizasyon gerceklestirmektedir. Bir genin M-degeri bir 6rnegin referans ornege gore okuma
sayisindaki degisimini gosterirken, A-degeri ise genin Ornek ve referans degerdeki ortalamasim
belirtmektedir. Referans 6rnek belirlenirken tiim 6rneklerdeki toplam okuma sayilari kii¢iikten biiytige
siralandiktan sonra kutu grafiginde t¢iincii geyrek (Q3) degere karsilik gelen okuma degeri referans
ornek degeri olarak belirlenir.
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G genine ait M ve A degerleri Denklem 4'de gosterilmistir. Kg; degeri g geninin j 6rnegindeki okuma
sayisini, Kgr degeri g geninin referans rnekteki okuma sayisini, Dj j drnegindeki toplam okuma
sayisini, D, referans ornekteki toplam okuma sayisini gostermektedir. Genlerin okuma degerleri
kullanici tarafindan belirlenen M ve A degerlerinden diisiik veya yiiksek ise genlerin okuma degerleri
sifir olarak atanir. Ornegin M degeri %10 olarak belirlendigi taktirde tiim genlerin M degerleri
belirlendikten sonra bu degerin en yiiksek %10 ve en diisiik %10'luk diliminden M degerine sahip olan
genler veri kiimesinden ¢ikartilir ve GBIEA olusumunda kullanilmamaktadir.

WERLLLLE

DiKgj ~  DiDgr )
f = Zg eG wg(]l I'). Mg(]' I')
) Wg(j: r)

Denklem 5'te g tiim genleri, Mg(j, r) degeri g geninin j 6rnegindeki M- degerini, wg(j,r) degeri g
genin j Ornegi ve r referans degerlerine gore aldigi yeni normalizasyon katsay1 degerlerini
gostermektedir. Bu hesaplama g geninde oldugu gibi tiim genler i¢in hesaplandiktan sonra fj diizeltme
degeri elde edilir ve bu deger j 6rnegindeki tiim genlerin okuma sayilarina uygulanarak MDKO
normalizasyonu gergeklestirilmis olur. Calismamizda MDKO normalizasyonu igin edgeR R paketi
[28] sabit tanimli M ve A degeri parametreleriyle birlikte kullanilmistir. M degeri igin sabit parametre
degeri %30, A degeri igin ise %5 olarak belirlenmistir. Buna gore M degeri %30'luk tist ve alt sinarda
olan genler ile A degeri %5'in iistiinde ve altinda olan genler normalizasyonda kullanilmamaktadir.

C. 2. Goreceli Log Ifadesi (GLI) Normalizasyonu

Genlerin okuma sayilar1 farkli 6rneklerdeki ifade degerine gore degiskenlik gosterebilmektedir. Farkli
fenotiplere veya zamana gore belirleyici olmayan genlerin okuma sayis1 orneklere ait diizeltme
degerleriyle orantilidir. GLI okuma sayilarimi, ifade seviyesi ve siralama derinligi ile orantili oldugu
varsayimimna dayanmaktadir. GLI genlerin okuma degerlerinin ayni genlerin tiim érneklerdeki okuma
degerlerinin geometrik ortalamasina oranim alarak normalizasyon islemi gergeklestirir. Orneklerin
diizeltme faktor degeri (C;), j Ornegi igin diizeltme degeri, hesaplanirken drnekte gegen tiim genlerin
okuma sayisi ayni genlerin tiim Orneklerdeki geometrik ortalamasina bdliinmesiyle elde edilen
degerlerin medyan degeri olarak elde edilmektedir. Buradaki yaklasimla farkli durumlarda siklik
degeri istatistiksel olarak degismeyen genlerin tiim Orneklerdeki gen okuma sayilar1 birbirine
benzeyecek ve denklem 6'da ilgili genler igin sonug sifira yakinsayacaktir. Denklem 6'da j 6rneginde
ornekteki tim genlere uygulanacak diizeltme katsay1 degerinin (Grnege ait normalizasyon katsayi
degeri) hesaplanmasi gosterilmistir.

kij
C; = medyan; (—'1/m) (6)

T[szlkiv)
Burada kj;, j 6rnegindeki i genine ait okuma sayisini, m degeri RNA- Seq verisindeki tim drnek
sayisini gostermektedir. k;y, tim orneklerdeki i geninin okuma sayisini gostermektedir. Bir drnegin
diizeltme degeri olan diizeltme faktor degeri (C;), j 6rnegindeki tiim genler igin okuma degerinin ayni
genlerin tiim 6rneklerde yer alan okuma degerinin geometrik ortalamasina olan orani olarak alinir. Bu
oran tlim genler i¢in ¢ikarildiktan sonra tiim genlerin igin elde edilen degerin medyan degeri alinarak j

orneginin diizeltme faktor degeri bulunur ve bu deger ile j drnegindeki genlerin okuma degeri ¢arpilr,
GLI normalizasyonu j Ornegindeki tiim genler i¢in tamamlanmis olur. GLI normalizasyonunu
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uygulamak i¢in DESeq2 R paketi [29] sabit parametreleriyle birlikte ¢alismamiz kapsaminda
kullanilmustir.

[1l. DENEY SONUCLARI

Elde edilen GBIE aglarimin performans: ilk olarak ortiisme analizi ile degerlendirilmistir. GAnet R
paketindeki [30] 1,599,366 protein- protein (gen- gen) iligkisini igeren literatiir verisi Ortiisme
analizinde dogrulama veri kiimesi olarak kullanilmistir. GBIE aginda ve literatiir verisinde yer alan
iliskiler dogru pozitif (DP), GBIE aginda yer alan literatiir verisinde yer almayan gen- gen iliskileri
yanlis pozitif (YP) olarak &rtiisme analizinde kullamlmistir. Literatiir verisinde yer alan GBIE aginda
yer almayan iliskiler ise yanlis negatif (YN) olarak ortiisme analizinde kullanilmaktadir. Hem GBIE
aglarinda hem de literatiire verisinde olmayan iliskiler ise dogru negatif (DN) olarak gdsterilmektedir.
Caligmamizda dogrulama veri kiimesinin 1.5 milyonun iizerinde iligski igermesi nedeniyle YN degeri
yiiksek olacagi i¢in Ortiisme analizinde DP ve kesinlik degerleri performans metrikleri olarak
kullanilmigtir. Kesinlik DP sayisinin (DP+YP) sayisina boliimii olarak elde edilmektedir.

Gen ag1 ¢ikarim algoritmalart ham veri, MDKO ve GLI normalizasyonu uygulanmis verilere
uygulanarak GBIE aglar1 {i¢ farkli veri kiimesi i¢in de elde edilmistir. GBIE aglarimin ortiisme
analizindeki performans degerleri Sekil 2'de gosterilmistir. Ortiisme analizinin istatistiksel olarak
anlamli olup olmadig1 Fisher Kesinlik Testi kullanilarak gerceklenmistir.

CH RN
P = “DFrINIYEIDN (7)
DP+YP

Denklem 7'de Fisher Kesinlik Testi'nde elde edilen sonuglarin istatistiksel olarak anlamliliginin
hesaplanmasinda kullanilan p degerinin ¢ikarimi gosterilmistir. Calismamizda Fisher Kesinlik Testi
icin GAnet R paketi kullanilmistir [30]. Esik degeri olan p degeri 0.05 segilerek bu degerin tizerinde
bir deger elde edildiginde GBIE agma ait iliskiler rastlantisal olarak elde edildigi kabul edilmis ve
performans analizinde degerlendirilmemistir. Calismamizdaki tiim GBIE aglarina ait en yiiksek p
degeri ham veri lizerinde ARACNE algoritmasiyla 6.42e-17 olarak elde edilmistir. Diger aglara ait p
degerleri ise bu degerden daha kiiciiktiir. Bu nedenle ¢alismamizda elde edilen ve Ortliisme analizine
gore degerlendirilen GBIE aglarimin sonuglar1 Fisher Kesinlik Testine gore istatistiksel olarak
anlamlidir.

0.12 r 4096
F 2048
0.1 1024
r 512
0.08 - 256
F 128
0.06 + 64
. Kesinlik
r 32
== DP Sayisi
0.04 - r 16
8
0.02 r 4
2
0 1
ARACNE C3NET ‘ WGCNA ARACNE ‘ C3NET | WGCNA ARACNE ‘ C3NET WGCNA
Normalizasyon Olmamis Veri MDKO Normalizasyonu GLi Normalizasyonu
(Ham Veri) Uygulanmis Veri Uygulanmus Veri

Sekil 2. Ortiisme analizi sonuglar
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Sekil 2'de gosterilen ortiisme analizi degerlerine gore en yiiksek kesinlik degeri C3NET algoritmasiyla
ham veriler iizerinden elde edilen GBIEA'dan elde edilmistir. Ham veriler iizerinden elde edilen gen
GBIEA'larin kesinlik degerleri normalizasyon verileri iizerinde elde edilen GBiE'larin kesinlik
degerlerinden daha yiiksek ¢ikmistir. Bununla birlikte MDKO ve GLI normalizasyonu uygulandiktan
sonra elde edilen veriler kullanilarak elde edilmis GBIEA'larin DP degerleri ham veri kullamilarak elde
edilen GBIEA'larm DP degerlerinden daha yiiksek ¢ikmustir. Ham verilerden elde edilen GBIEA'lara
ait DP degerleri 16-30 araliginda iken bu degerler MDKO ve GLI normalizasyonlariyla elde edilen
veriler {izerinde 6zellikle WGCNA algoritmasiyla elde edilen GBIEA'lar igin 4000'nin iizerinde ¢iktig1
gozlemlenmistir. Ham ve 2 farkli yontemle normalize edilmis veriler iizerinde en yiiksek kesinlik
degerleri sirasiyla C3NET, ARACNE ve WGCNA gen ag1 ¢ikarim algoritmalartyla elde edilmistir.
WGCNA algoritmast ham ve normalize verilerde en yiiksek DP degerlerini veren GBIEA'lari
cikarmasina ragmen ayni zamanda tim veri kiimelerinde en diisiik kesinlik degerine sahip
GBIiEA'larin da ¢ikarimimi saglamistir. Sekil 2'de elde edilen sonuglara gore ARACNE algoritmasi
ham ve normalizasyon uygulanmis veri iizerinde benzer kesinlik degerleri elde ederek kesinlik sonucu
degerlenmesine gore normalizasyondan en az etkilenen GBIEA c¢ikarim algoritmasi olmustur.
Ortiisme analizinde normalizasyon yontemlerini karsilastirdigimizda MDKO normalizasyonuyla elde
edilen GBIEA'larm kesinlik degeri GLI normalizasonu uygulanan veriler iizerinde elde edilmis
GBIEA'larm kesinlik degerinden yiiksek ¢ikmistir. Her iki normalizasyon yontemiyle olusturulmus
GBIEA'lara ait DP degerleri birbirlerine yakin oldugu goézlemlenmistir. Calismamizda elde edilen
kesinlik ve DP degerleri literatiirde yer alan gen ag1 ¢ikarim ¢alismalariyla ortiismektedir [9,10,31].

Farkli normalizyon yaklasimlarmin GBIEA ¢ikarimina etkisini incelemek icin kullandigimiz ikinci
yaklasim topolojik degerlendirmedir. GBIE aglarinda yer alan diigiimlerin (genler) komsuluk degerini
gosteren derece degerlerinin dagilimi kuvvet yasasi dagilimidir. Kuvvet yasasi dagilimma gore az
sayida genin derece degeri fazlayken geri kalan ¢ogu genin derece degeri diisiiktiir ve elde edilen bu
aglar olgeksiz aglardir.
P(derece) = B x derece™ (®)
log P(derece)=log B - a x log derece

Denklem 8'de P olasilik fonksiyonu, B olasilik fonksiyonun 6lgekleme katsayisi, a ise iissel parametre
olup GBIE aglarindaki genlerin diigiim derecelerinin kuvvet yasasi dagilimina uymas igin iki ile ii¢
arasinda bir sabit olarak alinmaktadir [32]. Denklem 8'in alt satirindaki esitlikte denklemin her iki
tarafinin da dogal logaritmasi alinarak denklem iissel degerden kurtarilmis ve dogrusal regresyon ile
diigiimlerin derece degerleri modellenebilir hale gelmistir. Burada diigiimlerin derece degerlerinin
olasilik degerleri bagimli degisken, diigiim derece degerleri ise bagimsiz degisken olarak alinarak en
kiiclik kareler yontemini kullanan regresyon modeliyle modellenmistir. Regresyon ile elde edilen
dogrusal modelin bagaris1 uygunluk iyiligi belirleme katsayisi (coefficient of determination), R2
degeri ile belirlenmistir. GBIE aglarmin genlerine ait derece degerlerinin dogrusal modellenmesi elde
edildikten sonra modelin basaris1 R? degerine gore degerlendirilmistir. R? degeri bire yakinsa GBIEA
dlgeksiz ag tanmimima uygun bir ag olmakla birlikte bu deger sifir degerine yakinsa GBIEA rassal ag
ozelligi tasimaktadir. Biyolojik aglarda R? degerinin bire yakin olmas1 beklenmektedir. Sekil 3'te ham
ve farkli normalizasyon ydntemleri ile olusturulmus RNA- Seq veri kiimesi iizerinde elde edilen GBIE
aglarinim R? degeri verilmistir.
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Sekil 3. Topolojik degerlendirme sonuglari

Sekil 3'teki sonuglara gére RNA- Seq verilerinin normalizasyonu ile ARACNE ve C3NET tarafindan
elde edilen GBIE aglar1 6lgeksiz ag tanimma daha uygun hale gelmisti. WGCNA 6lceksiz ag
tamimina uygun GBIE aglar1 ¢ikartmasi nedeniyle normalizasyonun topolojik degerlendirmede etkisi
daha kisith olmustur. MDKO normalizasyonuyla elde edilen GBIE aglarinin R? degerleri ham veri ve
GLI normalizasyonu uygulanan verilerden daha yiiksek cikmistir. Sekil 3'e gére C3NET tabanli GBIE
aglarimin 6lgeksiz ag tanimina daha uygun oldugu gézlemlenmistir.

IV. TARTISMA ve ONERILER

Dizileme teknolojilerindeki ilerlemelerle birlikte farkli fenotipe neden olan molekiiler seviyedeki
iligkilerin belirlenmesi daha dogruluklu olarak belirlenmeye baslamistir. Molekiiler iligkilerin
¢ikariminda uzun siiredir kullanilan mRNA mikrodizin verileriyle birlikte son yillarda RNA- Seq
verileri gen aglarinin ¢ikariminda siklikla kullanilmaktadir. RNA- Seq verileri farkli niikleotit
sayilarina sahip genler ve veri kiimesindeki 6rneklerin farkli sayida okumalarindan olusmasi nedeniyle
normalizasyon islemleri uygulanarak kullanilmaktadir. RNA-Seq verileri {izeride normalizasyonun
etkisi 6nemli oldugu farkli ifade edilen genlerin ¢ikarimiyla ilgili ¢alismalarda anlasilmistir [4,5].
Farkli ifade edilen genlerle ilgili yapilan ¢alismalarda [13,14] M- degerlerinin kirpilmis ortalamasi
(MDKO) ve Goreceli log ifadesi (GLI) normalizasyon yontemleri kullanilarak elde edilmis farkli ifade
edilen genlerin degerlendirme asamasinda total okuma sayisi normalizasyonu, tiist g¢eyrek
normalizasyonu, medyan normalizasyonu, ortiisen milyon adet okuma sayis1 normalizasyonu ve ham
veriler kullanilarak elde edilmis farkli ifade edilen genlerin performansindan daha iyi oldugu sonucu
elde edilmistir.

Literatiirde normalizasyon yontemlerinin karsilastirilmas: farkli ifade edilen genlerin ¢ikariminda
kullanilmakla birlikte GBIEA'larin ¢ikarimiyla ilgili ¢alisma sayisi ¢ok kisithdir. Calismamizda ham
veri ve farkli iki normalizasyon yaklagimlariyla elde edilmis GBiEA'larin performanslar1 drtiisme
analizi ve topolojik degerlendirme ile karsilagtirilmistir.

Ortiisme analizine gore her ne kadar en yiiksek kesinlik degerleri ham veri kullanarak elde edilmis
GBIEA'lar iizerinde elde edilmis olsa da bu aglara ait DP degerleri normalize veriler kullanilarak elde
edilen GBIEA'larin DP degerinden oldukea diisiik oldugu gozlemlenmistir. Bu sonug bize normalize
edilmis veri iizerinde GBIEA ¢ikarim algoritmalarinin ¢ok daha fazla sayida gen- gen iliskisi
belirleyebildigi sonucunu vermektedir. Elde edilen sonuglara gore normalizasyonun GBIEA
¢ikarimina etkisi ile ilgili ¢alisma olmadig1 i¢in sonuglarimizla karsilastirma firsatimiz olmamaistir.
Ortiisme analizinde GBIEA ¢ikarim algoritmalar1 karsilastirmasinda ise C3NET algoritmastyla elde
edilen GBIEA'larin kesinlik degeri ii¢ farkli veri iizerinde de diger gen a1 ¢ikarim algoritmalarindan
yiiksek cikmistir. WGCNA algoritmasiyla elde edilen GBIEA'larin ise tiim veriler iizerinde DP
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degerlerinin en yiiksek DP degerleri oldugu gozlemlenmistir. MDKO ve GLI normalizasyon
yontemlerinin performanslar1 karsilastirildiginda kesinlik degerlerinde MDKO yaklasimiyla elde
edilen GBIEA'larin az da olsa yiiksek oldugu gozlemlenmistir. Elde ettigimiz sonuglar farkli ifade
edilen genlerle ilgili yapilan ¢aligmalardaki [11-21] normalizasyonun performansa olumlu etkisiyle
paralellik géstermektedir.

Normalizasyonun GBIE aglarmin topolojik yapisina etkisi de ¢alismaniz kapsaminda incelenmistir.
GBIE aglarinda yer alan diigiimlerin komsuluk degeri olan derece degerleri kuvvet yasasi1 dagilimina
gore dagilmasi ve buna gore aglarin 6lgeksiz ag tanimima uygun olmasi beklenmektedir. Calismamizda
diigiimlerin derece olasilik degerleri regresyon ile dogrusal olarak modellenmis ve modellin basarisi
R? degeriyle dlgiilmiistiir. R? degeri yiiksek olan, bire yakin, GBIE aglar1 6lgeksiz tanimia uygundur.
Elde ettigimiz sonuglara gére normalizasyon uygulanarak elde edilmis GBIE aglar dlceksiz ag
tanimina ham veri ile elde edilen GBIE aglarina gére daha uygun olarak belirlenmistir. En basarili R?
degerleri MDKO normalizasyonu yontemiyle elde edilmistir ve topolojik degerlendirmede en basarili
gen ag1 ¢cikarim algoritmalart C3NET olarak belirlenmistir.

Calismamizin sonucunda ham veri, MDKO ve GLI normalizasyonu uygulanmis veriler ortiisme
analizi ve topolojik degerlendirmelere gore karsilagtirllmistir. Elde edilen sonuglara gére normalize
edilmis veriler iizerinde gen cikarim aglarinin rtiisme analizinde GBIE aglarinin DP degerlerinde
yiikselme sagladi1 gdzlemlenmistir. Normalize edilmis veriler iizerinde elde edilen GBIE aglar1 ayn1
zamanda Olc¢eksiz ag tanimina daha uygun olarak elde edilmistir. Bundan sonraki ¢aligmamizda
normalizasyonun GBIE aglarindaki biyolojik siirecleri belirlemedeki etkisinin incelenmesi
hedeflenmektedir.
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