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Oz: Diyabet, viicudun yeterli miktarda insiilini iiretmemesi veya iyi kullanamadigi durumda kan
sekerinin normalin {istiine ¢ikmasi ile ortaya ¢ikan bir hastaliktir. Kan sekeri insanlarin ana enerji
kaynagidir ve bu enerji tiiketilen yiyeceklerden gidalardan gelir. Bu hastalik tedavi edilmez ise
Olimciil olabilir. Ancak, erken tant konulup tedaviye baslandiginda tedavisi en olanakli
hastaliklardan biridir. Geleneksel diyabet teshis siireci zorlu oldugundan, diyabetin klinik ve
fiziksel verileri kullanilarak yapay sinir agi, goriintii isleme ve derin 6grenme gibi sistemler
kullanilarak hastalik teshis edilebilmektedir. Bu aragtirmada diyabet teshisi i¢in derin 6grenmeye
dayali bir model sunulmaktadir. Bu baglamda Evrisimsel Sinir Ag1 (ESA), Uzun Kisa Siireli
Bellek (Long-short Term Memory Networks- LSTM) modelinin hibrit kullanimi siniflandirma igin
tercih edilmistir. Ayrica ESA ve LSTM modelleri deneylerde ayr1 ayri kullanilmistir. Onerilen
modelin performansini degerlendirmek igin literatiirde yaygin olarak kullanilan Pima Indians
Diabetes veri seti kullanilmistir. En yiiksek siniflandirma basarist %86,45 olarak ESA+LSTM
modelinden elde edilmistir.
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Abstract: Diabetes is a metabolic disease that occurs when blood sugar is too high. Blood sugar is
your main source of energy and comes from the food we eat. Sometimes our body doesn't produce
enough or doesn't use insulin well. If this disease is not treated, it can be fatal. It is one of the most
possible diseases when diagnosed early and treatment is started. Because the diabetes diagnosis
process is challenging, an automated system is needed to identify diabetes from clinical and
physical data. In this research, a deep learning-based model is presented for the diagnosis of
diabetes. In this paper, the hybrid use of Convolutional Neural Network (CNN) and Long-short
Term Memory Networks (LSTM) model was proposed for classification. In addition, CNN and
LSTM models were used separately in the experiments. Pima Indians Diabetes data set, which is
widely used in the literature, was used to evaluate the performance of the proposed model. The
highest classification success was obtained from CNN + LSTM model with 86.45%.

1. GIRIS

insan viicudunda metabolizmanin dengelenmesinde
hayati ve Onemli bir bilesendir. Diyabetin, insiilinin
yetersiz liretimi veya liretilen insiilinin uygun olmayan

Bazi hastaliklarin teshis siireci zorlu oldugundan, diyabet
gibi ¢esitli hastaliklarin  klinik ve fiziksel verileri
kullanilarak yapay sinir agi, goriintii isleme ve derin
ogrenme gibi sistemler kullanilarak hastalik teshis
edilebilmektedir [1]. Diyabet, kiigiik ve biilyiik tim yas
gruplarinda goriilebilen en yaygin kronik, hastaliklardan
biridir. Pankreas, insan kan akigindaki seker seviyesini
diizenleyen ¢ok Onemli bir enzim olan insiilin adl
hormonun {iretilmesinden sorumlu bir organdir. Insiilin,

kullanimi nedeniyle ortaya ¢iktigi bilinmektedir [2].
Ancak diyabetin altinda yatan neden diyabetin Tip 1 ve
Tip 2 ¢esidi olmasina gore degisiklik gdstermektedir.

Tip 1 ve tip 2 olmak tizere iki farkli diyabet tiirli vardir
[3]. Insiilin eksikligi nedeniyle, Tip 1 diyabet meydana
gelir. Normalde zararl1 bakteriler veya viriislerle savasan
bagisiklik  sisteminiz  bu  hastalik  durumunda
pankreastaki insiilin tireten hiicrelere saldirir ve tahrip
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eder. Bu tip diyabet icin tek ¢oziim, gerekli miktarda
insiilini hastanin viicuduna takviye olarak enjekte
etmektir. Tip 2 diyabette, hiicreler insiilin etkisine
direngli hale gelir ve pankreas bu direncin {iistesinden
gelmek icin yeterli insiilin salinimi yapamaz. Tip 2
diyabet gelisiminde de genetik ve ¢evresel faktorlerin rol
oynadigina inanilmaktadir. Asir1 kilolu olmak, tip 2
diyabet gelisimi ile giliglii bir sekilde baglantilidir.
Diyabet yayginligi, orta ve diigiik gelirli iilkelerde daha
hizli bir gekilde artmaktadir. Diyabetin, korliik, bobrek
yetmezligi ve kalp krizinin ana nedenleri arasinda
oldugu bilinmektedir.

Bir diyabet hastast uygun tani ve tedavi ile normal bir
yasam siirdirebilir. Diyabetin tanimlanmasi i¢in Alec,
rastgele kan sekeri, aglik kan sekeri ve oral glikoz
tolerans testi gibi farkli olgtimler vardir [4]. Tek bir
parametreye dayali diyabet tanimlamasi yanlis taniya ve
yaniltici karar vermeye yol agabilir. Bu nedenle, diyabeti
etkili bir sekilde teshis etmek i¢in farkli parametreleri
birlestirmeye ihtiyag vardir. Glikoz, viicut kitle indeksi,
diyabet soyagaci, kan basinci, yas, gebelik ve cilt
kalinlig1 gibi verilerle diyabeti tanimlamak ve tedavi
etmek daha etkili olacaktir.

Hastaligin tahmini ve erken teshisi bir doktorun bilgi ve
tecriilbesine baglidir, ancak bazi durumlarda yanlis
teshisler olabilir. Saglik sektorli, saglik hizmetleriyle
ilgili cok miktarda veri toplamaktadir, ancak bu veriler
tespit edilmemis vakalarda etkin sekilde
kullanilmamaktadir. Manuel kararlar, saglik gorevlisinin
her zaman dogru olmayan gézlem ve yargisina
dayandigindan erken hastalik teshisi icin oldukga
tehlikeli olabilir [5]. Sonug olarak, hastalar diisiik hizmet
almaktadir; bu nedenle, otomatik tam1 ve daha iyi
dogruluk ile hastaliklarin erken tespiti i¢in farkli ileri
mekanizmalar ve yazilim tabanli ¢esitli programlarin
gerekli oldugu diisiiniilmektedir. Ornegin, makine
O0grenimi algoritmalarinin gelistirilmesi, biiyiik miktarda
veriyi iglemeye ve karar verme siirecini kolaylastiran
temel veri modelini ¢ikarmaya yardimci olur.

Bu ¢alismada, diyabeti tahmin etmek i¢in ESA ve LSTM
modellerinin birlesimi kullanilmigtir. Modeller i¢in en
uygun konfigiirasyonu bulmak igin farkli parametreler
denenerek modeller test edilmistir. Ayrica Onerilen
modelin performansi literatiirdeki diger yontemler ile
karsilastirilmistir.

Bu makalenin geri kalani su sekilde diizenlenmistir.
Boliim 2°de literatiirdeki ¢alismalar gdzden gecirilmistir
ve aralarindaki farklar ortaya koyulmustur. Boliim 3 ve
4’de materyal ve Onerilen yontem tanitilmistir. Boliim
5’de aragtirmada kullanilan veri seti ve diyabet tespit
edilmesiyle ile ilgili deneysel uygulamalar verilmistir.
Boliim 6’de ise aragtirmanin bulgular1 tartigilmistir.

2. ILGILI CALISMALAR

Diyabet teshisi i¢in olusturmus literatiirde ¢ok sayida
modern teknik vardir. Diyabet tahmini i¢in makine
6grenme algoritmalariin performansinin
degerlendirildigi [6] ¢aligmasinda kullanilan algoritmalar
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destek vektdr makinesi (DVM), yapay sinir ag1 (YSA),
lojistik Regresyon ve K-en yakin komsu (K-NN)
seklindedir. Sistemin performansi, dogruluk, 6zgiilliik,
duyarlilik, kesinlik a¢isindan degerlendirilmistir. Test ve
egitim verilerini ayirmak on kat capraz dogrulama
yontemi tercih edilmistir. En yiiksek dogruluk %78
olarak lojistik Regresyon kullanilarak elde edilmistir. [7]
calismasinda, diyabet siniflandirmasi i¢in  ¢oklu
simiflandirma algoritmalart karsilagtirilmistir. Kullanilan
algoritmalar YSA, Bayes siniflandirici, Karar agaci,
DVM ve K-NN’dir. En iyi performans olarak %97,44
olarak YSA’dan elde edilmistir. DVM, K-NN, Karar
agac1 ve Bayes smiflandiricilar ile sirasiyla %81,19,
%90,85, 9%95,03 ve %91,60 dogruluk elde edilmistir.
Sistem icin kullanilan veri seti, Tabriz Universitesi Tip
Bilimleri Universitesinden toplanmistir ve tip 2 diyabet
igin taranan 2536 vaka igerir. Yazarlar [8] calismasinda,
ESA, LSTM ve giris olarak kalp atim hiz1 degiskenligi
(HRYV) verilerinin bilesik kronolojik 6zelliklerini tespit
etmek i¢in bir model gelistirmislerdir. Verileri
smiflandirmak igin tespit edilen o&zelliklere DVM
uygulanmigtir. DVM'ye dayali ¢alismalara kiyasla ESA
ve ESA-LSTM mimarisinde sirasiyla % 0,03 ve% 0,06
performans artis1 elde edilmistir. Diyabet teshisi igin
akilli bir DVM modelinin sunuldugu [8] ¢alismasinda,
yazarlara gore diyabet, diinya capinda onemli bir saglik
sorunudur ve erken asamada tespit edilirse tip 2 diyabet
komplikasyonlarmin %80’e kadar azalabilir. Onerilen
senaryoda, diyabet tahmini i¢in bircok veri madenciligi
ve makine Ogrenme algoritmasi analiz edilmistir.
Diyabet tahmini i¢in hadoop tabanli kiimelerde makine
Ogrenme algoritmalarinin yeni uygulanmasi &nerildigi
[9] caligmasinda, algoritmanin caligmasini
degerlendirmek igin Ulusal Diyabet ve Sindirim
Hastaliklar1 Enstitiisii'nden alinan Pima Indians Diyabet
veri seti kullanilmigtir. Rastgele orman algoritmasi, 4
diigiimlii hadoop kiime ortaminda karar agaci ve bayes
algoritmasindan daha yiiksek dogruluk saglamistir. [10]
calismasinda, K-ortalama ve lojistik regresyon
algoritmalarii kullanarak diyabet tip-2'nin tespiti igin
yeni bir model onerilmistir. Onerilen yontemler hem
kiime hem de smif yontemlerinden olusmaktadir.
Onerilen yontemler, diyabeti tahmin etmede dogrulugu
%3 artirmaktadir. Evrigimli Uzun Kisa Siireli Bellege
(Conv-LSTM) dayali yeni bir diyabet simiflandirma
modeli gelistirildigi [10] ¢aligmasinda, ESA, geleneksel
LSTM ve Conv-LSTM gibi ii¢ popiiler model 6nerilmis
ve modellerin  performanslart  degerlendirilmistir.
Uygulanan modeller i¢in en uygun parametreleri bulmak
amactyla Grid arama algoritmasi kullanarak hiper
parametre  optimizasyonu  gerceklestirilmistir.  Ilk
deneyde veri seti test ve egitim icin farkli oranlarda
boliinmiistiir. Ilk deneyde, Conv-LSTM tabanli model
diyabet hastalarimi %91,38 ile en yiiksek dogrulukla
simflandirmistir. kinci deneyde ise ¢apraz dogrulama
teknigi uygulanmistir. Capraz dogrulama teknigini
kullanilarak Conv-LSTM modeli ile %97,26 ile en
yiiksek dogruluk elde edilmistir. Pima Indians Diabetes”
veri seti ile farkli makine O6grenme algoritmalar
kullanarak diyabet tahmini i¢in bir metodolojinin
sunuldugu [2] calismasinda, YSA, Bayes smiflandirici,
karar agac1 ve derin 6grenme ile elde edilen dogruluklar
genel olarak %90-98 araligindadir. En iyi siniflandirma
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sonucu %98,07 olarak derin 6grenmeden elde edilmistir.
Caligmada, derin 6grenme yaklagiminin dogrulugu omik
veriler dahil edilerek daha da arttirilabilecegi
belirtilmistir. [11]’de diyabet tahmini i¢in LSTM sinir
ag1 uygulamasi gelistirilmistir.  Onerilen modeli
dogrulamak ig¢in literatiirde kullanilan tipik bir veri
kiimesi  kullanilmistir.  Calisma, yapay kayitlar
kullanarak dogru bir LSTM veri analizi i¢in izlenecek
prosediire odaklanmugtir. Ayrica geleneksel YSA ve
LSTM yaklagimlar1 karsilastirilmigtir. LSTM  yaklasimi
sonuglari giincel YSA ¢aligmalart ile karsilagtirildiginda,
test seti dogrulugunda %6,5'lik bir iyilesme gozlenmistir.
Etkin diyabet tahmini i¢in hibrit bir yontemin 6nerildigi
[12] c¢aligmasinda Pima diyabetik veri kiimesi
kullanilarak o6nerilen model test edilmistir. Onerilen
hibrit modelin ilk asamasinda diyabet olugma olasiligini
yansitan en ayirt edici belirleyicileri se¢cmek icin 6zelligi
se¢imi islemi uygulanmustir. ikinci asamada, modelin
genel tanima oranint artirmak i¢cin DVM ve sinir agi
birlestirilerek filtrelenmis verilere iki katmanli bir
siniflandirma uygulanmistir. Onerilen hibrit modelden
296,09 genel dogruluk elde edilmistir.

3. MATERYAL VE METOT
3.1. Evrisimsel Sinir Ag1

Evrisimsel sinir aglari, 6zellikle goriintii nesnesi tanima
gibi goriintii analizi ve bilgisayarli gérmede basariyla
uygulanmis c¢ok katmanli, ileri beslemeli yapay sinir
aglar1 gurubundadir. Evrisim aglar1 beyindeki biyolojik
siireclerden esinlenmistir. Noronlar arasindaki baglanti
paterni, gorsel korteksin organizasyonuna benzer [13].
ESA’lar, goriintii tanima ve siniflandirma gibi alanlarda
cok etkili oldugu kanitlanmis bir sinir ag1 modelidir [14].
ESA, tipik olarak ii¢ tip katmandan olusan matematiksel
bir yapidadir. Bu katmanlar konvoliisyon, havuzlama ve
tamamen baglh katmanlardir [15]. Konvolisyon ve
havuzlama katmanlari, 0zellik c¢ikarma islemini
gerceklestirirken, tamamen bagl katmanlar ise ¢ikarilan
ozellikleri, siniflandirmak i¢in son ¢iktiya gonderir.

Bir sinir aginin goriintiideki pikselleri sayisal degerler
olarak yorumlayabilmesi i¢in konvoliisyonlar gereklidir.
Konviilasyon katmanlarin islevi, goriintilyli sinir aginin
yorumlayabilecegi sayisal degerlere doniistirmek ve
daha sonra ilgili kaliplar1 ¢ikarmaktir [15]. Konvoliisyon
katmaninda filtreler giris goriintiisii izerinde dolagtirilir.
Konvoliisyon formiilii denklem 1 de verilmistir.
Denklemde verilen ‘M’ &zellik haritasini, ‘w’ ise (X,y)
boyutunda konvoliisyon ¢ekirdegini ifade eder.

Her konvoliisyon katmanindan sonra, dogrusal olmayan
bir katmanin veya aktivasyon katmaninin uygulanmasi
ESA’da yaygindir. Bu katmanin amaci, temelde dogrusal
islemleri hesaplayan bir sistemi dogrusal olmayan hale
getirmektir. Dogrultulmus Dogrusal Birim (ReLU)
katmani, gelen tiim degerlere f (x) = max (0, x) islevini
uygular. Temel olarak, bu katman tim negatif
aktivasyonlart 0 olarak degistirir. Bu katman,
konvoliisyon katmanindan gelen 6zellikleri etkilemeden
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modelin ve genel agin dogrusal olmayan o6zelliklerini
arttirir [16]. ReLu i¢in gerekli formiil Denklem 2’de
verilmistir.

ReLU(x) = max(x,0) 2

Havuzlama (pooling) katmani bir ESA’nin baska bir
yapi tasidir ve konvoliisyon ve ReLu isleminden sonra
uygulanir. Islevi, agdaki parametre ve hesaplama
miktarin1 azaltmaktir. Havuzlama katmani her ozellik
haritasindan bagimsiz olarak c¢alisir. Havuzlamada
kullanilan en yaygin yaklagim maksimum havuzlamadir.
Sekil 1'de maksimum havuzlama (maxpooling) Ornegi
gosterilmektedir.

1 4 2 7

2| 6 8 | 5 2x2 Maksimum Havuzlama 6 8

F\O? I 4 7

1 3 1

Max(3, 4,1, 2)=4

Sekil 1. Maksimum havuzlama

Konvoliisyon ve havuzlama katmanlari tarafindan alt
orneklenen ozellikler olusturulduktan sonra bu 6zellikler
tam bagh katmana baglamir. Ozellikler bir veya daha
fazla tamamen bagli katmana baglanir. Burada her girdi
bir ¢iktiya baglanir ve her bir ndron dgrenilebilir agirliga
sahiptir [16]. Son tam bagl katman tipik olarak sinif
sayisiyla ayni sayida ¢ikis diiglimiine sahiptir ve bu
katmanda siniflandirma islemi yapilir. Son katmanda
farkli simiflandiricilar  kullanilabilse de  genellikle
Softmax kullanilir. Softmax denklemi 3’de verilmistir.
Softmax, noéronlarin ¢ikis degerlerinin (0,1) araliginda
olmasini saglar.

softmax(x)j= ENL
n=1

eXn

forj=l1....... N 3

3.2. Uzun Kisa Siireli Bellek

Uzun Kisa Siireli Bellek aglari genellikle "LSTM" olarak
adlandirilir ve Tekrarlayan Yapay Sinir Aglarinin (RNN)
Ozel bir tiriidir. LSTM sinir agi, gizli katmaninda
LSTM hiicresi olarak adlandirilan karmasik bir yapiya
sahiptir. Sekil 2'de gosterilen LSTM hiicresi, hiicre ve
sinir ag1 boyunca bilgi akisini kontrol eden giris kapisi,
unutma kapist ve ¢ikis kapisi olmak lizere ii¢ kapiya
sahiptir.

LSTM modeli bir zincir yapisi seklinde diizenlenmistir
[17]. Ancak tekrar eden modiil farkli bir yapiya sahiptir.
Standart bir RNN gibi tek bir sinir ag1 yerine, benzersiz
bir iletisim yontemine sahip dort etkilesimli katmana
sahiptir. Tipik bir LSTM agi, hiicreler ad1 verilen bellek
bloklarindan olusur. Hiicre durumlari bir sonraki hiicreye
aktarilir. Hiicre durumu, verilerin temelde degismeden
ilerlemesine izin veren ana veri akis zinciridir.
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Sekil 2. LSTM Modeli

Bununla birlikte, bazi dogrusal doniisiimler meydana
gelebilir. Veriler, sigmoid kapilar araciliiyla hiicre
durumuna eklenebilir veya buradan ¢ikarilabilir. Bir
gegit, farkli bireysel agirliklar: igeren bir katmana veya
bir dizi matris islemine benzer. Bir LSTM ag1
olusturmanin ilk adimi, gerekli olmayan ve hiicreden
cikarilacak olan bilgileri belirlemektir. Bu  veri
tanimlama ve hari¢ tutma islemine, t-1 zamaninda son
LSTM biriminin (h._,) ¢tktisim1 ve t zamaninda mevcut
girdiyi (X.) alan sigmoid fonksiyonu karar verir. Ek
olarak, sigmoid fonksiyonu eski ¢iktinin hangi kisminin
elenmesi gerektigini belirler. Bu kapiya unutma kapisi
(veya f;) denir; burada h;_,, 0 ile 1 arasinda degisen ve
hiicre durumundaki her sayiya karsilik gelen C,_;olan bir
vektordiir.

fe= G(M/f[ht—l'Xt] + by) (4)

Burada, o sigmoid fonksiyonudur ve Wy Ve by, sirasiyla,
unutma kapisinin agirlik matrisleri ve bias’dir.

Asagidaki adim, yeni giristen ( X, ) gelen bilgileri
kararlastirir, depolar ve ayrica hiicre durumunu
giinceller. Bu adim, sigmoid katman ve ikinci tanh
katman olmak iizere iki béliimden olusur. Ilk olarak,
sigmoid  katmani, yeni  bilginin  giincellenip
glincellenmeyecegine (0 veya 1) karar verir ve ikincisi,
tanh fonksiyonu, onem diizeylerine (-1 ila 1) karar
vererek, gecen degerlere agirlik verir. Yeni hiicre
durumunu giincellemek i¢in iki deger carpilir. Bu yeni
bellek daha sonra eski bellege C,_; eklenir ve C; ile
sonuglanir.

ir = o(Wi[he_q, X¢ + b)), (5)
N, = tanh(W,[he_1, X ] + by), (6)
Ce = Cenfr + Niiy (1)

Burada, C,_, , C;, t-1 ve t zamanlarindaki hiicre
durumlaridir. Sigmoid katman, hiicre durumunun hangi
kisimlarinin ¢iktiya ulasacagina karar verir. Daha sonra,
sigmoid gecidin (0;) ¢iktisi, tanh katmani tarafindan
hiicre durumundan (C;) olusturulan yeni degerle ¢arpilir.
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0; = o(Wolhe—1, X1 + b)), (8)
h; = O,tanh(C,) 9

Burada W, ve by, c¢ikis kapisinin sirasiyla agirhik
matrisleri ve bias’dir.

4. ONERILEN YONTEM

Diyabet tespiti i¢in Onerilen yontem {i¢ adimdan
olusmaktadir. ilk olarak veri setindeki orneklerden elde
edilen ozellikler tasarlanan ESA’dan gegirilmistir. Daha
sonra ESA’dan elde edilen ozellikler LSTM’e girdi
olarak verilmistir. Son olarak Softmax simiflandirici
kullanilarak veri setindeki Ornekler smiflandirilmigtir.
Onerilen yontem sekil 3’de verilmistir. Ayrica ayni
deneyler ESA ve LSTM ayn ayn kullanilarak
gerceklestirilmistir.

Tasarlanan ESA’nin topolojisi, 1 giris katmani,2
konvoliisyon katmani, 2 havuzlama katmani, 2 tam
baglantili katmani ve 1 g¢ikis katmanindan olusur.
Tasarlanan mimaride toplam 6 katman bulunmaktadir.
Birinci konvoliisyon katmaninda 128 adet konvoliisyon
filtresi, ikinci konvoliisyon katmaninda 64 adet
konvoliisyon  filtresi ~ bulunmaktadir. ~ Aktivasyon
fonksiyonu olarak ReLu kullanilmigtir. Ayrica her
konvoliisyon ve ReLu isleminden sonra 2x1 boyutunda
maksimum  havuzlama  yapilmistir.  Konvoliisyon
katmanlarindan sonra veriler LSTM katmanindan
gegcirilmistir. Son olarak tamamen baglant1 katmanlar ve
Softmax baglanarak model tamamlanmistir. Tasarlanan
ESA mimarisi Tablo 1’de verilmistir.

Tablo 1. Tasarlanan ESA mimarisi

No Katman ismi Aciklama Ozellikler
1 Giris Giris vektori -
1 boyutunda 128
adet konvoliisyon
2 ‘convl' Konvoliisyon filtresi
3 relul’ RelLu -
4 'pooll' Maksimum Havuzlama  2x1 havuzlama
1 boyutunda 64
adet konvoliisyon
5 ‘conv2' Konvoliisyon filtresi
6 'relu2’ RelLu -
7  'pool2' Maksimum Havuzlama  2x1 havuzlama
8 ‘'fcl’ Tam Bagli Katman 1024 noron
9 'relu? RelLu -
10 ‘drop?' Dropout 50% dropout
11 ‘'fe2 Tam Bagli Katman 512 néron
12 Cikis Softmax 2 sif
5. DENEYSEL UYGULAMALAR
5.1. Veri Seti
Modelimizin performans;, UCI makine 6grenimi

havuzundan elde edilen popiiler bir veri kiimesi olan
Pima Indians Diabetes kullamilarak degerlendirilmistir
[18]. Veri seti, 268 tanesi diyabet pozitif ve geri kalani
diyabet negatif olan en az 21 yasindaki 768 kadin
hastanin kayitlarin1 igermektedir. Veri setinde, bir
hastanin diyabetli olup olmadigini tanisal olarak tahmin
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Sekil 3. Onerilen Yontem

etmek igin Gebelik sayisi, Glikoz, Kan Basinci, Beden
kitle indeksi, Deri Kalinhgs, insiilin, Diyabet Soy agac1
ve Yas gibi sekiz degisken ve sonug olarak adlandirilan
bir hedef degigken vardir. Veri setinin agiklamasi Tablo
2’de verilmistir.

Tablo 2. Pima Indian Diabetes Veri Kiimesi

No  Ozellikler Aciklama Arahk

1 Gebelik Bir katilimcinin hamile kalma 0-17
saylsl sayist

2 Glikoz Oral glikoz tolerans testinde 2. saat  0-199

plazma glikoz konsantrasyonu

3 Kan Basine1  Diyastolik kan basinci 0-122

4 Beden kitle  Viicut kitle indeksi (kg cinsinden 0-67,1
indeksi agirlik / (m cinsinden yiikseklik)

5 Deri Deri kivrim kalinlig 0-99
Kalihgt

6 Insiilin 2. Saatteki insiilin degeri 0-846

7 Diyabet Soy  Diyabet prognozunda kullanilan 0,078-
agact bir ozellik 2,42

8 Yas Katilimeilarin yasi 21-81

9 Siuf Ikili degisken (0, 268 drnegin 1/0

diyabetik olmadigini gosterir. 1 ise
kalan 500 6rnegin diyabetik
oldugunu gosterir).

5.2. Deneysel Sonuclar

Onerilen yontemin basarim kriterleri dogruluk, kesinlik
ve F-skoru oranlarina dayali olarak yapilmistir.

*  Yanlis pozitifler (YP): negatif siniftan olan, pozitif
olarak tahmin edilen 6rnekler.

*  Yanlis negatifler (YN): gercek sinifi pozitif olan
negatif olarak tahmin edilen 6rnekler.

*  Dogru pozitifler (DP): pozitif sinifa ait dogru tahmin
edilen 6rnekler.

e Dogru negatifler (DN): negatif sinifa ait olarak
dogru tahmin edilen 6rnekler.

IDN|+|DP|
|[YN|+|YP|+|DN|+|DP|

Dogruluk = (10)
Kesinlik (P), pozitif bir tahminin dogru olma olasiligini
tahmin eden bir olgidiir. Kesinlik olgimii Denklem
11°de verilmistir.

|DP|
|DP|+|YP|

Kesinlik(P) = (11)

F-skoru, pozitif kestirim orani ve duyarlilik 6lgiilerinin
uyumlu bir ortalamasi olup Denklem12’de gosterildigi
gibi hesaplanir.

2%|DP| (12)

2%|DP|+|YP|+|YN|

F — skor =

Ogrenme oram, epoch sayisi ve minibatch boyutu
ESA’nin performansimni etkileyen en Onemli hiper
parametrelerdir. Tasarlanan mimaride minibatch boyutu
64, maksimum epok sayist 20 ve 6grenme orani le-4
olarak ayarlanmistir. Egitim ve test i¢in ayrilan verilerin
boyutunun agin performanst iizerindeki etkisini
belirlemek amaciyla, bu veriler 2 farkli sekilde
boliinmiistiir. Ik deneyde, verilerin %70' egitim igin,
%301 test igin kullanilir; ikinci deneyde ise verilerin
%80'1 egitim, %20'si test i¢in kullanilmustir.

Tablo 3°’de ESA, LSTM ve ESA+LSTM’den elde edilen
smiflandirma sonuglar1 verilmistir. Verilerin egitim ve

test igin swastyla %70-%30 olarak bdoliinmesiyle
ESA’dan %8247, LSTM’den %83,77 ve
ESA+LSTM’den  %85,21  dogruluk olarak elde

edilmistir. Verilerin egitim ve test i¢in sirasiyla %80-
%20 olarak boliinmesiyle ESA’dan %83,25, LSTM’den
%85,21 ve ESA+LSTM’den %86,45 dogruluk olarak
elde edilmistir. Egitim ve test siralarindaki en iyi
smiflandirma sonucuna ait dogruluk ve kayip grafigi
Sekil 4¢de verilmistir. En iyi smiflandirma sonuglarina
ait karigiklik matrisleri Sekil 5’de verilmistir.

Tablo 3. Siniflandirma sonuglari

Verinin Egitim ve

Test icin Farkh Model Dogruluk Kesinlik F-skoru
oranlarda % % %
Boliinmesi

ESA 82,47 83,14 83,56
%70- %30 LSTM 83,77 84,46 84,23
ESA+LSTM 85,21 84,94 58,14
ESA 83,25 83,56 83,69
%80- %20 LSTM 85,21 85,33 85,41

ESA+LSTM 86,45 87,00 88,23
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Sekil 5. En iyi simiflandirma sonucuna ait karigiklik matrisi

Performans  degerlendirmesi igin elde  ettigimiz
bulgularla literatiirde kullanilan diger yontemlerden elde
edilen sonuglar karsilastirilmistir. Tablo 4’de 6nemli
bazi ¢alismalar verilmistir.

Tablo 4. Performans karsilastirilmasi

o o,
Yéntem Smiflandirici Dogruluk %
ﬁg}lquzzaman veark. Derin Ogrenme Mimarisi 81,00
Rahman ve ark. [20]  Conv-LSTM 97,26
Massaro ve ark. [11]  LSTM 86,00
Dadgar ve ark.[21] Genetik Algoritmali Sinir Ag1 87,46
Haritha ve ark. [22] Atesbocegi Algoritmalari 81,00
Onerilen Yontem ESA-LSTM 86,45

Tablo 4’de goriildiigii gibi Onerilen yontem, literatiirde
kullanilan diger {i¢ yontemden daha iyi bir performansa
gostermistir.

6. SONUCLAR

Bu ¢alismada, diyabetin 6lglimii igin bir tahmin modeli
gelistirilmesi amaglanmustir. Insan niifusunun biiyiik bir
kism1 diyabet hastalifindan mustariptir. Gelistirilen
modelin uygulamast Pima Indian Diabetes veri seti
iizerinde yapilmigtir. Gelistirilen modelde ESA ve
LSTM mimarisi birlikte kullanilmigtir. Deney sirasinda
veri setindeki Ozellikler tasarlanan ESA+LSTM
modeline girdi olarak verilmistir. Siiflandirma igin
tasarlanan ~ mimarinin  son  katmanmna  Softmax
yerlestirilmistir. Ayrica ESA ve LSTM mimarileri ayr1
ayr1 da kullanilarak ayni deneyler tekrar yapilmistir. Veri
seti ilk deneyde %70 egitim %30 test, ikinci deneyde ise
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%80 egitim ve %20 test olarak boliinmiistiir. Onerilen
modelden %86,45 genel dogruluk elde edilmistir. ESA
ve LSTM’den ise sirastyla %83,25 ve %85,21 dogruluk
elde edilmistir. Gelistirilen modelin son teknoloji
modellerle  karsilagtirilmasi, modelimizin  diyabet
tahmininde etkinligini gostermektedir. Gelecekteki
calismalarda, diyabetin erken teshisinde saglik
uzmanlarina yardimc1 olmak ve derin Ogrenme
algoritmalari1  kullanarak uygulamalar gelistirilmesi
planlanmaktadir.
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