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Radyoloji uzmanlarinin mamografi goriintiilerine bakarak yaptigi meme kanseri
teshislerinde tip bir hata orani yiizde otuzlara kadar ¢ikmaktadir. Kanserin teshis
basarisin1 artirmak adina bu ¢alismada uzmanlara yardimci olacak yeni bir
Bilgisayar Yardimli Teshis sistemi, kanserli ve normal dokuyu ayirt etmek icin
onerilmektedir. Onerilen sistemde kontrast limitli histogram esitleme (CLAHE)
yontemiyle iyilestirilen goriintiilerin iki boyutlu parcacik doéniisiimlerinden (2B-
DWT) Haralick ve HOG 6znitelikleri ¢ikarilmigtir. Ozniteliklerin sayisini azaltmasi
icin temel bilesenler analizi (PCA) algoritmasi kullanilmistir. Se¢ilen 6znitelikler cok
katmanl algilayici1 (MLP) mimari yapisina sahip yapay sinir agina (YSA) girdi olarak
verilmistir. Cok katmanl algilayici iizerinde Adam eniyileme yapildiginda %81
tespit dogrulugu yakalanmistir. Ayrica, diger bir ¢ok temel makine 6grenmesi ve
derin O6grenme yontemleri denenerek Kkarsilastirma sonuglar1 detayli olarak
sunulmustur. Sinirli sayida veri kiimesi kullanildiginda transfer 6grenim kullanilsa
dahi derin 6grenme ydntemlerinin tespit basarisi azalmistir. Buna karsilik dogru 6n
isleme, Oznitelik secilimi ve makine 6grenmesi yaklasimlari kullanildigi zaman
geleneksel bilgisayarl gorii yontemleri daha basarili sonuclar vermistir
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Radiologists’ Type I error rate of Breast Cancer Detection from mammography
images can reach up to thirty percent. In this study to assist radiology experts, a new
Computer Aided Detection (CAD) system is proposed in order to increase the
detection rate of Breast Cancer. A CAD system distinguishes the cancerous regions
from normal tissues. In the proposed system, Haralick and HOG features are
extracted from two-dimensional Wavelet transformed images which are enhanced
by the CLAHE method. PCA algorithm is employed to select the extracted features.
The selected features are given as input to a multi-layer perceptron (MLP)
architecture. A detection accuracy of 81% is achieved when Adam optimization is
used. In addition, various machine learning and deep learning methods have been
implemented for comparison. When limited number of samples are used, the
detection success of deep learning methods decreases even if transfer learning is
employed. On the contrary, conventional computer vision methods give more
successful results when appropriate combination of preprocessing, feature
selection and machine learning algorithms are selected.
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1. Giris (Introduction)

Amerikan Kanser Toplulugunun (American Cancer Society) raporuna gore kadinlar arasindaki en yaygin kanser
tlirii olan meme kanseri erken 6liim sebepleri arasinda birinci siradadir (Oeffinger vd., 2015). Hastaligin erken ve
dogru teshisi 6liim oranlarini azaltmakla birlikte, hayati 6nem tasimaktadir.

Arastirmalar gdstermistir ki radyoloji uzmanlari, mamografi goriintiilerini goérsel olarak inceleyerek kotii huylu
kanseri %10-30 arasinda bir hata ile gdozden kacirabilmektedirler. Bu oran, béylesine hayati risk tasiyan bir
hastalik icin olduk¢a yiiksektir. Dolayisiyla, uzmanlara yardimci olacak bilgisayar yardimlhi teshis (CAD)
sisteminden hem erken teshis oranini artirmasi, hem de teshis maliyetini azaltmasi beklenmektedir (Rodriguez-
Ruiz vd., 2018).

Literatiirde CAD destekli meme kanseri tespitine yonelik 300'den fazla c¢alisma vardir. Siniflandirmada
tanimlayicilar olarak genellikle ortalama, degisinti, enerji, entropi, ¢arpiklik (skewness) ve kurtosis gibi
istatistiksel oznitelikler sikca kullanilmistir (Yassin vd., 2018). Dokusal 6znitelik olarak ise, Gray Level Co-
occurrence Matris (GLCM) ve Gray Level Run Length Matris (GLRLM), GLCM Optik yogunluk 6znitelikleri gibi
pikseller arasi iliskinin istatistiksel o6zelliklerini inceleyen yontemler siklikla kullanilmistir. Bunlarin disinda,
Histogram of Gradients (HOG), Local Configure Pattern (LCP), Uniform Directional Pattern (UDP), Local Ternary
Pattern (LTP), Local Phase Quantization (LPQ), Local Binary Pattern (LBP), Region Growing ile boliitleme,
Generalized Moment Patterns, Zernike momentleri, spikulasyon indeksi gibi ¢ok ¢esitli doku tanimlayicilar da
kullanilmistir (Yengec-Tasdemir vd., 2020).

Yonli 6zniteliklere 6rnek olarak ¢oklu ¢6ziiniirliik ve ¢oklu yonlendirme cercevesinde, Wavelet (Yengec-Tasdemir
vd., 2018), dual-tree complex Wavelet, Gabor, Contourlet, Shearlet, Ridgelet vs. kullanilmistir (Gedik, 2016).
Bunlara ek olarak Zernike 6znitelikleri MIAS verisetinden ¢ikarilmis, MLP ile iyi huylu-koétii huylu kanser ayrimi
0.97 AUC skoru ile yapilmistir (Tahmasbi vd., 2011).

Literatiirdeki mamografi goriintiilerinden kanserli doku tespiti ve siniflandirmasi ¢alismalari son yillarda derin
O6grenme ile biiytlik verisetleri tizerinde yapilmaktadir (Becker vd., 2017).

Yukarida bahsedilen yontemler arasinda 2D-DWT doniisiimii, Haralick gibi algoritmalardan faydalanan ¢alismalar
mevcuttur. Ancakilk bu ¢alismada; 6znitelik secimi, makine 6grenmesi, regiilasyon ve eniyileme yontemlerinin
¢esitli kombinasyonlar1 olusturularak, az sayida 6rnek iceren MIAS veri seti lizerinde test edilmistir. Ayrica,
olusturulan sistemin basarisi transfer 6grenimi ile derin 6grenme algoritmalari ile de karsilastirilmistir.

Makalenin 2. bdliimiinde yontemden, 3. boliimde ise deney sonuclarindan bahsedilmistir. 4. B6liim sonug¢ kisminda
ise deney sonugclari 15181nda 6nerilen yontem degerlendirilmistir.

2. Yontem (Methodology)
2.1. Veri Kiimesi (Database)

Mamogram gorintiileri mini-MIAS veri kiimesinden elde edilmistir. Mamogramlar ile ilgili detayh bilgi
(http://peipa.essex.ac.uk/info/mias.html)’de bulunmaktadir. Veri seti 322 dijital mamogramdan olusmaktadir, bu
goriintiilerden 109 adet anormal, 213 adet normal sinifa aittir. Anormal resimlerin kanser ilgili bolgelerinin (ROI)
bilgisi ve koordinatlar1 veri setinin icinde bulunmaktadir. ROI'ler otomatik bir Python kodu ile kesilmistir. ROI
kesim islemi, ROl olmayan saglikli bolgeler icin de saglikli mamogramlar {izerinde rastgele koordinatlar
kullanilarak tekrarlanmistir. Sonug olarak kesilmis resimlerden olusan bir veri seti (VS1) olusturulmustur (Sekil
1). Her goriintiiniin boyutu farkl olmakla birlikte, ortalama boyut 29x29 piksel olacak sekilde ayarlanmistir.

Fii S

Sekil 1. Mamogram ROI veri seti (a) ROI gorintiilerinden ti¢ 6rnek (b) Saglikh goriintiilerden ti¢ 6rnek

Farkli boyutlarda kesilmis goriintiilerden olusan veri seti 6znitelik ¢ikariminda kullanilmistir. Ancak ilerleyen
deneylerde kullanilmis olan yéntemlerin ayni boyutlarda olan goriintiilere ihtiya¢ duymasi sebebiyle VS1'in
goriintiileri esit boyutlara getirilerek ikinci bir veri seti (VS2) daha olusturulmustur. VS2'nin tiim goriintiilerini
boyutu 29x29 piksel olacak sekilde ayarlanmistir. Her iki veri setinde de 208 normal, 114 anormal goriintii

134



YENGEC-TASDEMIR et.al. 10.21923/jesd.827131

bulunmaktadir.
2.2. ROI Algilanmasi (ROI Detection)

Onerilen yéntem ii¢ ana gorevi icermektedir: goriintii iyilestirilmesi, 6znitelik ¢ikarimi ve simiflandirma.
Mamogramlarin disiik goriintii kalitesini iyilestirmek ve belirsiz tiimoér bolgelerini daha belirgin yapmak icin,
orijinal mamogram goriintiileri ilizerinde goriintii iyilestirme teknikleri kullamlmistir. Oznitelik cikarimi,
iyilestirilmis mamogram goriintiilerinden elde edilen goriintillere uygulanmistir. Bir sonraki adimda, bir
siniflandiricy, secilen bélgeyi temsil eden 6zniteliklerin bir ROI'ye veya saglikli bir dokuya ait olup olmadigina
karar vermistir. Onerilen yontemin adimlarini 6zetleyen bir akis diyagrami Sekil 2’de gésterilmistir.

[ Goridntulerin iyilestirilmesi ]
\/
[ Mamogram alt bolgelerinin kesimi (ROI) ]

MLP ve CNN
ile

siniflandirma

Tiim Wavelet Yakinsama
bllesenlerl Bllesenl
Haralick
Oznitelikleri Ozmtellklerl
[ Oznitelik normalizayonu (min-maks) ]
[ Oznitelik segilimi - PCA ]
Siniflandirma — MLP ]

Sekil 2. Onerilen ROI algilama yénteminin akis diyagrami

2.3. Goriintii lyilestirilmesi (Image Enhancement)

Mamogramdaki tiimor bolgelerini vurgulamak igin bir takim goriintii gelistirme teknikleri denenmistir. Bu
teknikler: histogram denklestirme, genlesme silizgeci (dilation) ve CLAHE islemleridir (Sekil 3). Goriinti
iyilestirme islemlerini uygulamak i¢in Python’un OpenCV kiitliiphanesi kullanilmistir (Bradski vd., 2008).

a b c d
Sekil 3. Orijinal mamogram ve goriintii iyilestime teknikleri uygulanmis mamogramlar (a) orijinal mamogram (b) histogram
denklestirme uygulanmis mamogram (c) genlesme siizgeci uygulanmis mamogram (d) CLAHE uygulanmis mamogram

2.3.1 Histogram Denklestirme (Histogram Equalization)

Evrensel karsithigl ayarlamak icin histogram esitleme kullanilmistir. Histogram denklestirme igin, 6ncelikle
histogramdan yararlanilarak asagidaki gibi birikimli histogramlar ¢ikarilmaktadir:

k
L—1
sk =Tm) = WZ n; €9)

i=0
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Denklem 1’de histogram islemi olan T(.) doniisim fonksiyonu verilmistir. Burada piksel degeri k, girdi ve ¢ikti
piksel degerleri 1, ve s, en biiyiik piksel degeri L — 1, resmin en ve boyu olan M ve N, i piksel degerine sahip
toplam piksel sayis1 n; ile gosterilmistir.

Bu adimi diizgeleme adimi takip etmektedir. Birikimli histogramin diizgelenmesi, histogramin toplam piksel
sayisina boliinmesi ile yapilmaktadir. Diizgeleme adimini ters déniisiim takip etmektedir. Bu islemden sonra
yogunluklarin daha esit oldugu gozlenmistir. (Sekil 4)

16000 . Histogra m. Histogram

16000

14000 - 14000
12000 12000
10000 10000

8000 - ano0

Number of Bins
Number of Bins

an0no

4000
2000
Q
o 50 100 150 200 250 o 50 100 150

Gray leve Gray level

A000 -

2000 -

Sekil 4. Histogram Denklestirme Oncesi (a) ve Sonrasi (b)
2.3.2 Genlesme Siizgeci (Dilation)

Genlesme siizgeci, bir nesnenin sinirina pikseller ekleyerek ve bir yapilandirma 6gesi kullanarak, delikleri
doldurmaktadir. Genlesme islemi ikili resme uygulandig gibi gri 6lgekli resimlere de uygulanabilir. Bu ¢alismada
bahsedilen genlesme stizgeci @ , gri 6l¢ekli diiz yapilandirma elemani b ile asagidaki denklemde verildigi gibi
uygulanmistir.

f@b(x,y) = max {f(x — s,y — )} 2

Denklem (2)’de verilen x ve y pikselin resim igcerisindeki pozisyonunu, f girdi resmini, b yapilandirma elemanini,
(s,t) yapilandirma elemani icerisindeki piksel konumunu vermektedir. Bu islem, b yapilandirma eleman: biitiin
resim lizerinde kaydirilarak her pozisyonda tekrarlanir.

2.3.3 Kontrast Limitli Histogram Denklestirme (Contrast Limited Adaptive Histogram Equalization)

Karsitligl uyarlamali olarak artirmak i¢cin CLAHE y6ntemi kullanilmistir. CLAHE operasyonun temeli uyarlanabilir
Histogram Esitleme'dir (AHE). Goriintii, karo adi verilen kii¢lik bloklara boéliinmiistiir. AHE, her bir karo i¢gin
histogrami Denklem 1’deki gibi esitlemektedir. Dosemede biraz giiriiltii varsa, AHE giiriiltiiyli artirmaktadir. Bu
nedenle, bu sorunu 6nlemek icin kontrast sinirlama kullanilmaktadir. Kontrast sinirinin tizerinde herhangi bir
histogram bo6lmesi varsa, bu pikseller kesilip esit olarak dagitilmaktadir. Esitlemeden sonra, karo sinirlarinin
yapayligini diizeltmek i¢in dogrusal enterpolasyon uygulanmaktadir.

2.4. Oznitelik Cikarim (Feature Extraction)

Daha 6nceki ¢alismamizda (Yengec-Tasdemir vd., 2018) mamogram goriintiilerinden olusan yarisma veri setinde
iyi sonu¢ veren metodoloji MIAS veri seti i¢in de takip edilmistir: CLAHE islemi uygulanip kesilen resimlere bir
kademeli, iki boyutlu kesikli dalgacik doniisiimii (2B-DWT) uygulanmistir. 2B-DWT hesaplanmasi i¢in Python'un
PyWavelet kiitiphanesi kullanilmistir (Lee vd. 2018). 2B-DWT sonucu 4 farkhi bilesen elde edilmistir, bu
bilesenler; diisiik-diistik (LL), diistik-yiiksek (LH), ytiksek-diisiik (HL), yiiksek-yiiksek (HH) tir. Haralick’in dokusal
Oznitelikleri tiim bilesenlerden ayri ayri ¢ikartilmistir. Bu islem icin de Python’'un Mahotas kiitiiphanesi
kullanilmistir (Coelho, 2012). Yakinsama bileseni olan LL’den ise HOG 6znitelikleri ¢ikartilmistir. Toplamda 72
tane 6znitelik elde edilmistir. Tablo 1, ¢ikarilan 6znitelikleri ve hangi bilesenden ¢ikarildigini goéstermektedir.
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Tablo 1. Ozniteliklerin Cikarildig1 Bilesenler ve Sayilar1 (Numbers and Components of Features)

Goriintii/Oznitelik Sayisi Haralick | HOG
2B-DWT Tiim Bilesenler (LL, LH, HL, HH) 56 0
2B-DWT Yakinsama Bileseni (LL) 0 16

3. Deney Sonugclari (Experimental Results)

Cikarilan oznitelikler ile asir1 modellemeye dayanikli olan Rastgele Orman algoritmasi kullanilarak, Histogram
Denklestirme, Genlesme Siizgeci ve CLAHE yontemlerinin performanslari kontrol edilmistir. Siniflanfirma 10 kath
¢apraz dogrulama (CD) ile VS1 tizerinde yapilmistir. Tablo 2, bu deneylerin dogruluk 6l¢iitlerini gostermektedir.
Tablodan da goruldugi iizere CLAHE islemi sistemin basarisini arttirmistir. Bu nedenle takip eden deneyler
CLAHE islemi uygulanmis goriintiiler tizerinden yapilmistir.

Tablo 2. Gériintii [yilestirme Yéntemlerinin Performanslar (Perfromance of Image Enchancement Techniques)

F- ROC
Gorintii/Dogruluk | Degerlendirme | Alani <
Olgiileri (Anormal (Anormal Dogruluk (Genel)
Sinif) Sinif)
Orijinal %34 %542 | %52
Goriintiiler
Histogram o o o
Denklestirme %42.6 %44 %43.5
Genlesme Siizgeci %42 %44 %46.8
CLAHE uygulanmis %42.1 %624 | %58.8
Goriintiiler

ROI resimlerinden o6znitelikler, 6znitelik ¢ikarimi boliimiinde anlatildign gibi ¢ikartilimigtir.  Oznitelikler
kullanilarak temel makine 6grenmesi yontemleri ve 10 katlamali CD ile VS1 iizerinde siniflandirma yapilmistir. Bu
deneyin sonuclar1 Tablo 3’de gosterilmistir. Tabloya gore en iyi dogruluk oranlar1 Rastgele Orman ve Bagging
kullanildiginda elde edilmistir

Tablo 3. Temel Makine Ogrenmesi Yéntemlerinin Performansi (Performance of Different Machine Learning Approaches)

Smflandirici/ Dogruluk Olgiileri Toplam Dogruluk (%)
Rastgele Orman 58.75
Lojistik Regresyon 58.02
KNN 57.66
Naive Bayes 53.28
Karar Agaci 54.01
Deste Vektor Makinesi 56.00
RBF Ag1 56.20
AdaBoost 55.47
Bagging 59.00

Cikarilan 6znitelik sayisinin fazla olmasi modellerin karmasiklagsmasina sebep olmaktadir. Bu nedenle bir bagska
deney olarak VS1 ilizerinde 6zniteliklerin boyutunu kii¢iiltme algoritmalar:1 bir 6nceki deneyde daha iyi sonu¢
veren Rastgele Orman algoritmasi ve 10 katlamali CD kullanilarak degerlendirilmis ve Tablo 4’de sonuglar
sunulmustur. Denenen metotlar1 arasinda en iyi sonucu PCA vermistir. PCA 82 olan 6znitelik sayisim1 5’e
disirmiistiir. Temel makine 6grenmesi ve boyut kii¢iiltme algoritmalart WEKA yazilimi ile calistirlmistir (Hall
vd., 2009).
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Tablo 4. Farkl Boyut Kiiciiltme Algoritmalarinin Performansi (Performance of Different Feature Selection Algorithms)

. < P Toplam F-degerlendirme (Anormal

Algoritma/ Dogruluk Olgiileri Dogruluk (%) sif) (%)
CFS 58.39 58.0
flinti Oznitelik Degerlendirme 56.20 55.2

(Correlation Attribute Evaluation)
Kazanim Orani (Gain Ratio) 58.02 57.3
Bilgi Kazanimi (Info Gain) 60.94 60.2
PCA 61.31 60.1
Relief Ranking 56.56 55.5
Simetrik Belirsizlik (Symmetrical 58.75 58.2
Uncertainty)
Tek Kural Oznitelik (One Rule 60.58 60.6
Attribute)

Bir baska deneyde literatiirde gortinti siniflandirma goérevlerinde daha fazla tercih edilen ¢ok katmanl algilayici
(MLP) VS2 iizerinde uygulanmistir. Kullanilan MLP’nin girdi katmani, bir adet gizli katmani ve ¢ikti katmani
bulunmaktadir. Gizli katmanin 25 adet gizli birimi (M) bulunmaktadir. Gizli katman ve ¢ikt1 katmanin aktivasyon
fonksiyonu hiperbolik tanjant ve maliyet fonksiyonu ¢apraz entropidir. Agirliklar [-1,1] aralifinda diizgiin dagilim
kullanarak rastgele baslatilmistir. Baslangicta sabit bir 6grenme orani olan 1 = 0.1 kullanilmistir. Optimum epok
ve yineleme sayisini bulmak icin erken durdurma kriteri kullanilmistir. Bu kriterin ¢alisma prensibi takip eden
adimlardan olusmaktadir; veri setinin %80'i egitim seti, %10'u dogrulama ve gerisi test seti olarak kullanilmistir.
En fazla 20 epok gergeklestirilerek optimum sayida epok ve yineleme, dogrulama veri seti kullanilarak
bulunmustur. Optimum sayida yineleme ve epok bulundugunda, siniflandirma egitim ve test setleri kullanilarak
optimum degerler ile yapilmistir. Bu deney i¢in siniflandiricinin kodu TensorFlow kullanilarak yazilmistir (Abadi
vd., 2016).

MLP ag egitilirken veri setinde agda belli bir 6znitelik grubuna agirlik verilmemesi i¢in minimum-maksimum
normalizasyonu yapilmistir. Ayrica 6nceki deneylerde iyi sonug¢ veren boyut kiigliltme algoritmasi MLP i¢in de
denenmistir. Tablo 5’de normalizasyonu yapilan, boyut kii¢iiltme olan ve olmayan veri setleri kullanilarak MLP
siniflandirma ile 10 kathh CD sonuglar1 sunulmustur. Tablodan da goriildiugi Gizere boyut kii¢liltme dogruluk
sonuglarini arttirmistir.

Tablo 5. MLP ile 10-Kath Capraz Dogrulama Sonuglar1 (MLP Results for 10 Fold CV)

Goriintii/Dogruluk Olgiileri Dogruluk (Genel)
Normalizasyon yapilmis, %70.35
boyut kiiciiltme yapilmamis
Normalizasyon yapilmis, %72.5
boyut kiiciiltiilmiis

MLP agin1 optimum duruma getirmek i¢in takip eden deneyler yapilmistir: MLP iizerinde ¢evrimici 6grenme, toplu
6grenme yontemi ve kisa-toplu 6grenme yontemi kullanilarak birbiri ile baglantili olan iki deney yapilmistir. Bu
iki deneyde optimum 6grenme oranina yakinsamak icin; ilk olarak farkli 6grenme oranlari, ara-sonra-yakinsa
ogrenme yaklasimi kullanilarak (Denklem 4) uygulanmustir. ikincisinde momentum katsayis1 kullanilarak
optimum degere yakinsanmaya ¢alisilmistir. Denklem 4’de n yineleme sayisini gdstermektedirve 1, 10, ..., 100.000
arasindaki degerleri, 175=0.1 ve t=10000 degerlerini almistir.

_To

Deneyler 10-katli CD kullanilarak VS2 iizerinde gergeklestirilmistir. Bu deneylerin sonuglari Tablo 6’da
gosterilmistir. 10 kath ¢apraz dogrulama i¢in sabit bir 6grenme orani olan 7 = 0.01 kullanilmistir.
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Tablo 6. MLP’nin Farkli Optimizasyon Algoritmalari ile Kullanildiginda Gosterdigi Performans (Performance of diffrent
Optimization Algorithms on MLP)

Algoritma/ Cevrimigi Toplu 6grenme Kisa-Toplu 6grenme
Dogruluk Olciileri Ogrenme yontemi yontemi
Sabit 6grenme orani %70.35 %55 %54
Ara-sonra-yakinsa %64.28 %55 %55

Bir sonraki deneyde kisa-toplu 6grenme yodntemi i¢in parametre optimizasyonu VS2 {izerinde, momentum
katsayisi ve erken durdurma kriteri kullanilarak yapilmistir. Bu optimizasyonun amaci ise objektif fonksiyonun
gradyanini momentum kullarak optimize ederek daha 6nce de belirtildigi gibi MLP aginin 6grenme basarisini
arttirmaktir. Optimize edilen parameteler: epok sayis1 (N, ), gizli katmandaki gizli birim sayis1 (M), 6grenme orani
(m), kisa-toplu 6grenme boyutu (Bs) ve momentum katsayisi (a). Her bir parametre icin kullanilan araliklar
asagidaki gibidir:

15N, <20
M =50,100,150,200,250
B,= 25,50, 75, 100
n=0.5,0.1,0.05,0.01, 0.005,0.001, 0.0005
a=0.5,0.1,0.05,0.01, 0.005, 0.001, 0.0005

Parametre optimizasyonunun en iyi olan %75 dogruluk sonucu, N.=1, M=25, a =0.5 ve n = 0.01 oldugu
kombinasyonda 10 katli CD kullanildiginda elde edilmistir. Parametre optimizasyonu kisa-toplu 6grenme yontemi
icin momentum katsayisinin dogruluk sonucu ile yaklasik ayni sonucu vermistir.

Onceki deneylerde yapilan optimizasyonlar MLP agin1 veri setine istenilenden daha fazla uyumlu hale getirerek
asirl uyuma yol agabilir. Asir1 uyum ise MLP’nin performansini test verisi iizerinde diistirme ihtimalini ortaya
¢ikarmaktadir. Bundan kaginmak i¢in: L2-norm regiilasyonu kullanilmistir. Parametre optimizasyonunun
yapildig1 deneyde kullanilan parametreler ile L2-norm regtilasyonu gergeklestirilmistir. L2-norm ragiilasyonunda
ise regiilasyon katsayisi olan lambda (A) degeri optimize edilmistir. Lambda deger aralig1 olarak [0.0001, 0.001,
0.01, 0.1, 1.0, 10, 100] kullanilmistir. Bu deneyde elde edilen maksimum dogruluk olan %70, M = 50, A = 0.001, By
=50, 1 = 0.1 oldugunda elde edilmistir.

Tablo 6’da objektif fonksiyonunun gradyanini optimize etmek icin Stokastik Egim Inisi, Toplu Egim Inisi ve Kisa
Toplu Egim Inisi kullanilmistir. Bu yéntemlerin birbirlerinden farki, aga girdi olarak verilen veri miktarina bagh
olarak, ag1 egitmek icin parametrelerin glincellenme sikliginin farkli olmasidir. Siralanan optimizasyonlara ek
olarak 0grenme oranini parametrelere uyarlayan; Adam, Adagrad, AdaDelta ve RMSprop algoritmalari
gerceklestirilmistir. Tablo 7’de de belirtildigi tizere bu deneyde en iyi sonucu %81.4 dogruluk orani ile Adam
optimizasyon algoritmasi %81.4 ile vermistir (Tablo 7).

Tablo 7. Farkli Optimizasyon Teknikleri (Different Optimizations of MLP)

Siniflandirici/ Dogruluk | Ham Piksel Verisinde
Olciileri Toplam Dogruluk (%)
Hiper-parametre
Optimizasyonu (Eniyi | %75
sonuc)
L2-norm %70
ADAM %81.4
Adagrad %70.3
AdaDelta %57
RMS Prop %74

MLP agin1 derinlestirerek daha kompleks bir hale getirip veri seti lizerindeki performansini degerlendirmek igin
iki ve li¢ gizli katmanli MLP gerceklestirilmistir. Bu yeni gerceklestirilen MLP’lerin yapisi daha 6nceki deneylerde
kullanilan MLP’nin yapisi ile benzer bir sekilde olusturulmustur. Daha fazla gizli katman, daha fazla zaman alacagi
icin, kisa-toplu 6grenme kullanilmistir. Gizli katmandaki gizli birim sayilar1 ve ara-sonra-yakinsa yontemi'nin
6grenme orani, gizli katmandaki gizli birim sayisi(M) ve kisa-toplu 6grenme boyutu (B;) optimize edilmistir. 2
gizli katman i¢in en iyi sonug olan %74 degeri M = 50, Bs=25 ve 1 = 0.001 iken elde edilmistir. 3 gizli katman
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icin, bir 6nceki deney tekrarlanmis ve en iyi sonug olan %74 degeri M = 50, B; =75 ve 715=0.005 iken elde edilmistir
(Tablo 8).

Tablo 8. Derin MLP Deney Sonuglari (Results of Deep MLP)

Siniflandirici/ Ham Piksel Verisinde Toplam
Dogruluk Olciileri Dogruluk (%)
2-Kath MLP (En iyi %74
sonug)
3-Kath MLP (En iyi %74
sonug)

Yapilan tiim deneyler g6z 6niine alindiginda en iyi dogruluk oranini Adam optimizasyon yontemi vermistir. Bu
nedenle, farkl bir deney olarak, Adam daha derin olan 2 ve 3 gizli katmanli MLP’lerde de kullanilmistir. Adam
optimizasyon yonteminin 1 gizli katmanli MLP’de verdigi sonug ile 2 ve 3 gizli katmanli MLP’de verdigi sonug¢ ayni
cikmistir.

Yapilan deneylere ek olarak, 6znitelik ¢ikarimi yapilmis veri seti yerine, literatlirde biyiik veri setlerinde
kullanilan bir yontem olan, goriintiilerin ham piksel verisi kullanilarak MLP, Evrisimli Sinir Ag1 (CNN), Transfer
Ogrenim ile Derin Ogrenme Yontemleri olan AlexNet, SqueezeNet, ResNet, VGGNet ile VS2 lizerinde egitim
yapilmustir. Bir gizli katmani olan MLP (M = 50, B; =75 ve 1y= 0.01), bir konvolusyon, bir pooling ve bir tamami
baglantili katmani bulunan basit bir CNN (kernel pencere boyutu= 5x5, pooling pencere boyutu= 2x2 , stride=
[1,2,2,1]) kullanilmistir. Transfer 6grenimi ile derin 6grenme yontemlerinin ise OpenAl kiitiiphanesinde bulunan
varsayllan parametreleri kullanilmistir. Egitim tamamen bagl katman {lizerinde yapilmistir. Sonuclar Tablo 9’da
gosterilmistir. CNN’in verdigi dogruluk performansi SqueezeNet, ResNet ve AlexNet'ten daha iyi oldugu
gozlenmektedir. Ancak 6zniteligi cikarilmis veri setinin gosterdigi performansin (%81) ¢ok altinda kalmistir.

Tablo 9. Ham Gériintiiler ile Egitimin Performansi (Performance on raw pixel data)

Siniflandiric/ Ham Piksel Verisinde Toplam
Dogruluk Olgiileri Dogruluk (%)
0,
MLP %56
0,
CNN %68.9
Transfer Ogrenim %56.41
ile AlexNet
Transfer Ogrenim %66.7
ile SqueezeNet
Transfer Ogrenim %64.10
ile ResNet18
Transfer Ogrenim %52.56
ile VGGNet

4. Sonug ve Tartisma (Results and Discussions)

Diistik gortinti kalitesi ve belirsiz tiimo6r boélgeleri nedeniyle, goriintii iyilestirme teknikleri kullanilarak tespit
dogrulugu %6.8 artirllmistir. Deney sonuglar1 kismindaki bulgular 15181nda, tespit dogrulugunda olusan bu artisin
temelinde mamogram goriintiilerinin 6n islemeden ge¢gmeden 6nce diiz ve silik renklerde olmas, histogramlari
incelendiginde de goriildiigli gibi ara renklerde dengesiz birikmelerin oldugu fark edilmistir. Birikmelerden
kaynaklanan bozukluklarin ise oOnerilen ¢alismadaki histogramin karsithk siirli ve uyarlamali olarak
dengelenmesi islemleri ile diizeldigi goriilmistiir.

Uygulanan temel siniflandirma yodntemleri arasinda, MLP etkin bir sekilde calismistir ve model Adam
optimizasyon algoritmasi kullanilarak egitildiginde %81.4'liik bir dogruluk vermistir. Birden fazla gizli katmana
sahip derin MLP modelleri de uygulanmistir. Ancak diger ¢alismalardaki bulgulara paralel olarak (Serifovic-
Trbalic vd. (2014), Jiao vd. (2017)) bunun, dogruluga énemli bir katki yapmadig1 gézlenmistir.

Bu calismada, MLP modellerine alternatif olarak, dznitelikler yerine ham goriintiiller MLP, CNN ve Transfer
Ogrenim ile Derin Ogrenme Yontemleri olan AlexNet, SqueezeNet, ResNet, VGGNet yapilarina da girdi olarak
kullanilmistir. Ancak bu deneyler daha iyi performans géstermemistir. Yukarida adi gegcen yontemlerden Transfer
Ogrenimi yénteminin tespit dogruluguna olumlu etki yapmadig1 bu ¢alismada oldugu gibi (Raghu vd. 2019)
tarafindan da gosterilmistir. Transfer 6grenmenin, RGB kamera goriintiileri gibi dogal goriintiiler tizerinde etkin
bir sekilde ¢alissa bile, mamogram gibi dogal goriintiilere benzemeyen, fakli renk dagilimlari, sekiller ve nesneler
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iceren 6zel imgeler lizerinde calismamasi beklenen bir durumdur. Ciinkii ham piksel verisi ile egitilen yapay sinir
aglarininin ilk katmanlarinda olusan siizgegler, dogal goriintiilerin 6zniteliklerini vurgulamak i¢in 6zellesmistir ve
bu stizgecler dogal olmayan mamogram gibi farkli dagilima sahip goriintiilerde etkin ¢alismamaktadir.

Bununla birlikte, deney sonuclari gostermektedir ki CNN ve diger transfer 6grenme ile derin modelleri ¢ok kiiciik
veri kiimeleri lizerinde egitildiklerinde geleneksel yontemlerden daha iyi sonuglar vermeyebilmektedir. Bu da
Transfer Ogreme kullanilmadig1 zaman derin 6grenme ydntemlerinin verimli bir sekilde egitilmesi icin gereken
biiytiik veri kiimesinin yoklugunda olusmasi beklenen bir durumdur.
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