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Anahtar Kelimeler 0z

Kiimeleme, Kiimeleme uygulamalarinda en sik kullanilan algoritmalardan biri olan k-
K-Ortalamalar Yéntemi, ortalamalar yonteminin tatbik edilmesinde karsilasilan baslica zorluk, goézlem
Meta-Sezgisel Arama sayisina bagli olarak hesaplama karmasikliginin artmasi ve problem i¢in kiiresel en
Algoritmasi, iyi ¢6ziime yakinsayamamadir. Ustelik problem boyutunun ve karmagikhginin
Meta-Sezgisel Kiimeleme artmasi halinde k-ortalamalar yénteminin performansi daha da kétiilesmektedir.
Algoritmasi. Tim bu nedenlerden otiirii klasik k-ortalamalar prosediirii yerine daha hizli ve

basarili bir kiimeleme algoritmasi gelistirme ¢alismalar1 énem kazanmaktadir.
Meta-sezgisel kiimeleme (MSK) algoritmalar1 bu amacla gelistirilmislerdir. MSK
algoritmalar1 sahip olduklar1 arama yetenekleri sayesinde karmasik kiimeleme
problemlerinde yerel ¢6ziim tuzaklarindan kurtulabilmekte ve kiiresel ¢oziime
basarili bir sekilde yakinsayabilmektedirler. Bu makale ¢calismasinda literatiirde yer
alan giincel ve giicli meta-sezgisel arama (MSA) teknikleri kullanilarak MSK
algoritmalar1 gelistirilmekte ve performanslar1 karsilastirilarak en etkili yontem
arastirilmaktadir. Bu amacla giincel ve giiclii MSA teknikleri ile k-ortalamalar
yontemi melezlenerek 10 farkli MSK algoritmasi gelistirilmistir. Gelistirilen
algoritmalarin performanslarini 6lgmek icin 5 farkli kiimeleme veri seti
kullanilmistir. Deneysel c¢alismalardan elde edilen veriler istatistiksel test
yontemleri kullanilarak analiz edilmistir. Analiz sonuglari, makalede gelistirilen
MSK algoritmalar: arasinda AGDE tabanl yontemin hem yakinsama hizi hem de
kiiresel optimum ¢6ziime yakinsama miktar1 agisindan kiimeleme problemlerinde
rakiplerine kiyasla iistiin bir performansa sahip oldugunu géstermektedir.

RESEARCH OF MOST EFFECTIVE K-MEANS BASED META HEURISTIC SEARCH

ALGORITHM

Keywords Abstract

Clustering, One of the most frequently used algorithms in clustering analysis, the main difficulty
K-Means, encountered in applying the k-means method is that the calculation complexity
Meta-Heuristic Search increases due to the number of observations and it cannot converge to the global
Algorithm, best solution for the problem. Moreover, if the problem size and complexity
Meta-Heuristic Clustering increases, the performance of the k-means method gets worse. For all these reasons,
Algorithm. it is important to develop a faster and successful clustering algorithm instead of the

classical k-means procedure. Meta-heuristic clustering (MSK) algorithms have been
developed for this purpose. Thanks to their search capabilities, MSK algorithms can
get rid of local solution traps in complex clustering problems and successfully
converge to the global solution. Therefore, the cluster success of MSK methods is
directly affected by the search success of MSA techniques. In this article, MSK
methods are developed by using current and powerful MSA techniques in the
literature and the most effective method is investigated by comparing the
performance of these algorithms. For this purpose, ten different MSK algorithms
have been developed by hybridizing the k-means method with current and powerful
MSA techniques. Five different clustering data sets were used to measure the
performance of the developed algorithms. Data obtained from experimental studies
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were analyzed using statistical test methods. The results of the analysis show that
among the MSK algorithms developed in the article, the AGDE-based method has a
superior performance compared to its competitors in cluster problems in terms of
both the convergence rate and the amount of convergence to the global optimum
solution.

Alint1 / Cite
Kahraman, H, Koroglu, O (2020). K-Ortalamalar Tabanli En Etkili Meta-Sezgisel Kiimeleme Algoritmasinin
Arastirilmasi, Mithendislik Bilimleri ve Tasarim Dergisi, 8(5), 173-184.

Yazar Kimligi / Author ID (ORCID Number) Makale Siireci / Article Process

Hamdi Tolga Kahraman, 0000-0001-9985-6324 Basvuru Tarihi / Submission Date |20.11.2020

Omer Koéroglu, 0000-0003-4456-1320 Revizyon Tarihi / Revision Date 07.12.2020
Kabul Tarihi / Accepted Date 09.12.2020
Yayim Tarihi / Published Date 29.12.2020

1. Giris (Introduction)

Kiimeleme, nesnelerin benzerliklerine goére gruplandirilmasi ve benzer niteliklere sahip olanlarin bir araya
getirilmesi islemidir. Bu amag¢ dogrultusunda bulanik-c-ortalamalar (Yu vd., 2019; Miao vd., 2020), yogunluk-
tabanli kiimeleme (DBSCAN) (Pandey vd., 2020; Ghazizadeh vd., 2020; Galan, 2019; Chen vd., 2019), destek vektor
makineleri (Pouladzadeh vd., 2015; Borkar vd., 2019), 6z yinelemeli yapay sinir aglar1 (Nan vd., 2019; Xu vd., 2020;
Jin vd., 2015), k-ortalamalar (Jothi vd., 2019; Wu vd., 2019; Yu vd., 2020), yapay sinir aglari ile melezlenmis k-
ortalamalar (Nithya vd., 2020; Amiri vd., 2016; Arunkumar vd., 2019), bulanik yapay sinir ag1 (Pandeeswari ve
Kumar, 2016), fuzzy c-ortalamalar (Alam vd., 2019) ve meta-sezgisel kiimeleme algoritmalar1 (Deng vd., 2019;
Zhao vd., 2019; Pal vd., 2020; Singh vd., 2019; Kushwaha ve Pant, 2020) gelistirilmistir. Kiimeleme algoritmalar1
veri madenciligi, makine 6grenmesi ve matematiksel programlama gibi bir¢ok alanda kullanilmaktadir. Kiimeleme
algoritmalar iki kategoriye ayrilabilir. Bunlar hiyerarsik ve hiyerarsik olmayan kiimeleme algoritmalaridir. K-
ortalamalar algoritmasi hiyerarsik olmayan bir kiimeleme algoritmasidir. K-ortalamalar algoritmasinin kiimeleme
problemlerindeki basarisi arama uzayinin karmasikligina bagh olarak degismektedir. Yerel ¢6ziim tuzaklarinin
olmadig1 arama uzaylarinda basarili olurken konveks olmayan ve ¢ok sayida yerel ¢6ziimlerin bulundugu arama
uzaylarinda kiiresel en iyi ¢o6ziime yakinsayamamaktadir. Bu problemlerin iistesinden gelebilmek icin modern
meta-sezgisel arama teknikleri kullanilarak etkili ¢éztimler gelistirilmeye ¢alisilmistir (Huang vd., 2019; Kurada
ve Kanadam, 2019; Bonab vd., 2019; Mohamed vd., 2020; Zhou vd., 2019).

Bu ¢alismada, giincel MSA teknikleri kullanilarak giiclii meta-sezgisel kiimeleme (MSK) algoritmalar: gelistirme
lizerine calismalar yiirttilmiistiir. Calismada o6nerilen MSK algoritmalari, k-ortalamalar yéntemi ile MSA
tekniklerinin melezlenmesi ile gelistirilmistir. K-ortalamalar yonteminin amaci olan en kii¢iik kare hataya sahip
kiime merkezlerini kesfetme siireci, meta-sezgisel kiimeleme algoritmasi i¢in ¢6ziim adaylarinin uygunluk
degerlerini hesaplamada kullanilmistir. Boylelikle karmasik arama uzaylarinda ¢ok sayida ¢oziim aday ile etkili
arama yetenekleri sergileyen MSK yontemleri gelistirilmistir. Bu amagla 10 farkli MSK algoritmasi gelistirilmis ve
kapsamli bir deneysel c¢alisma ile bu algoritmalarin kiimeleme performanslari arastirilmistir. Deneysel
calismalardan elde edilen veriler ise parametrik olmayan istatistiksel test yontemleri (Carrasco vd., 2020; Eftimov
vd., 2017) kullanilarak analiz edilmistir. Analiz sonuglarina gére bu makalede gelistirilen MSK algoritmalarinin
biiytik bir ¢ogunlugu k-ortalamalar yontemine kiyasla tistiin bir performans sergilemislerdir.

Calismanin literatiire katkilar1 asagidaki gibi 6zetlenebilir:

- Glincel meta-sezgisel arama yontemlerinin tatbik edildigi yeni meta-sezgisel kiimeleme algoritmalari
gelistirilmistir. Calismada gelistirilen MSK algoritmalar1 kiimeleme konusunda ¢alisan arastirmacilar
tarafindan kullanilabilirler.

- Gelistirilen MSK algoritmalar1 hakkinda kapsamli bir deneysel calisma yiiriitiilmiis ve 10 farkli MSK
yonteminin performanslari karsilastirmali bir sekilde ve sunulmustur.

- Deneysel ¢alismalardan elde edilen veriler istatistiksel test yontemleri ile analiz edilerek en etkili MSK
yontemi 6nerilmistir.

Makalenin takip eden boliimiinde k-ortalamalar yonteminden bahsedilmekte ve MSK algoritmalarinin gelistirilme
slireci tiim adimlariyla tanitilmaktadir.

2. Materyal ve Yontem (Material and Method)

Bu béliimde k-ortalamalar ve meta-sezgisel arama teknikleri esasli meta-sezgisel kiimeleme algoritmalari
hakkinda bilgiler verilmektedir. Once k-ortalamalar yontemi tanitilmakta sonrasinda melez MSK algoritmalarinin
gelistirilme siireci agiklanmaktadir.
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2.1. K-Ortalamalar Algoritmasi (K-Means Algorithm)

Kiimeleme problemlerinde en ¢ok kullanilan algoritma k-ortalamalar algoritmasidir. K-ortalamalar gozetimsiz
o6grenme yontemlerinden olup her bir gézlemin sadece bir kiimeye ait olabilmesine olanak tanir. Bu yontiyle de
bulanik kiimelemeden ayrilir ve keskin kiimeleme algoritmasi olarak nitelendirilir. k-ortalamalar algoritmasi
birbirine benzer niteliklerde olan 6rnek gdzlemleri ayni kiimeye alir. Bir 6rnek gézlem en az ve en fazla bir kiimede
bulunmak zorundadir. Her kiimenin merkezini temsil eden ve o kiimedeki gozlem vektoérlerinin ortalamasi olarak
hesaplanan “kiime merkez vektori” degeri vardir. Kiime sayisi ise kullanici tarafindan belirlenen ve “k” ad1 verilen
bir parametre ile belirlenir.

K-ortalamalar algoritmasinda, kiimelerin olusturdugu hata degerini uygun k degeri ile minimize edilmelidir. Hata
degerini hesaplarken en yaygin kullanilan yontem kare hata degeridir. Kare hata, kiimedeki gézlem 6rneklerinin
kiime merkezine olan uzaklik degerleri ile 6l¢iiliir. Kisacasi kiimeleme probleminde esas amagc kiimeler i¢indeki
gozlemler arasindaki uzakligin en az (minimum), kiime merkezleri arasindaki uzakligin ise azami (maksimum)
olmasini saglamaktir.

Bu isterler sonucunda algoritma adimlar1 asagidaki sekilde izlenmelidir:
1. Kiime sayisi olan k degeri segilir. (Bu deger kullanicidan alinan keyfi bir deger veya optimum deger
bulunup belirlenebilir.) P={C1, Cz, C3,....., Ci}
2. Gozlemler tesadiifi sekilde en az bir ve en fazla bir kiimede olmak kosuluyla dagitilir.
Kiime merkezleri hesaplanir.
4. Kiimedeki her gozlemin kiime merkezlerine olan uzakliklar1 (kiime i¢i degismeler) hesaplanir. Bu
calismada gozlemler arasi uzaklik hesaplamalar i¢in Oklid metrigi kullamlmistir:

w

d(Xi,Cj) = (1)

5. Kiime ici degismeler toplanarak kare-hata degeri Esitlik 2’de verildigi gibi elde edilir. Kare-hatanin amaci,
kare-hatay1 minimize eden k degerini bulmaktir. Kare-hatanin hesaplanmasi:

n
E= Yl = all? 1k =1,2,..K @)

i=1

6. Kiime merkez degerleriile gézlemler arasi uzakliklar hesaplanir. Gézlem hangi kiimeye yakinsa o kiimeye
dahil edilir ve kiimeler giincellenir.
7. Kiimelerde herhangi bir degisiklik olmayana kadar 4., 5. ve 6. Adimlar tekrar edilir.

2.2. Onerilen Yéntem - Meta Sezgisel Kiimeleme Algoritmasi (Proposed Method - Meta Heuristic Clustering
Algorithm)

MSK algoritmasi, meta sezgisel arama algoritmasi ve kiimeleme algoritmasinin melezlenmesi ile gelistirilir. Meta
sezgisel arama (MSA) algoritmalarinda arama siireci, popiilasyonun yaratilis evresi ve arama siireci yasam
dongiisii olarak iki genel evreden olusmaktadir. MSK algoritmalarinda kiime merkezlerini temsil eden vektdrler
stirekli degerli olduklar: ve k-ortalamalar yonteminde amag en kiiciik kare hata degerine sahip kiime merkezleri
kombinasyonunu bulmak oldugu icin popiilasyon olusturulurken siirekli degerli ve kisitsiz optimizasyon
problemlerini tanimlayan parametreler kullanilir. Bu parametreler: problem boyutu ‘m’, ¢6ziim adaylar1 X= [X1,
X2, X3,....., Xm] ve ¢6zlim adaylar i¢in kisitlar a,b € R ve -0 < (a,b) <+00 seklinde (a,b)’'den olusmaktadir.
Olusturulan ¢6ziim adaylarinin uygunluk degerlerinin hesaplanmasi ve birbirleriyle kiyaslanmasi i¢in bir amacg
fonksiyon kullanilir. Buna gére, MSK yontemi Esitlikler 3-9 kullanilarak asagida tanimlanmaktadir.

D=

dyy e dyp
Fo l 3)

dry o dymy

175



KAHRAMAN ve KOROGLU 10.21923/jesd.828575

xll e xlm
X — H ., H l (4_)
X1 o Xkm
X1
P=|: (5)
Xn
k
€= Z (6)
Jj=1
(diz= z. kiimeye ait i. gozlem)
E= (7
a = min(dy,d,, ..., dy) 8
b = max (d,d,, ...,dn) (8
E;
F=]: 9)
E,

Meta sezgisel kiimeleme (MSK) algoritmasi, MSA algoritmasi ve k-ortalamalar algoritmasinin melezlestirilmesi ile
olusmaktadir. Iki algoritma melezlestirilirken kiimeleme problemi, MSA algoritmalarinin parametreleri
kullanilarak bir optimizasyon problemine doniistiiriilmelidir. Bu amacla herhangi bir nesne grubunu temsil eden
D setinin (Esitlik 3) r-adet gozlemden ve gozlemlerin de m-adet nitelikten olustugunu varsayarsak; kiimeleme
problemi i¢cin k-ortalamalar tabanli bir optimizasyon modeli olusturmak icin 6ncelikle kiime merkezleri belirlenir.
k-adet kiime merkezini temsil eden X-vektori Esitlik 4’de verilmektedir. Buna gore X-vektori kiimeleme problemi
icin bir ¢6ziim adayin temsil etmektedir. Meta-sezgisel bir algoritmada ise popiilasyonlar n-adet ¢6ziim aday1 ile
olusturulurlar. Buna gore Esitlik-4’de verilen ¢6ziim adayindan n-adet olusturularak Esitlik 5’deki ¢6zlim adaylar:
toplulugu yani popiilasyon yaratilir. k-ortalamalar yonteminde amag, kare hatay1 en aza diisiirmektir. Dolayisiyla
MSK yonteminde de amag, kiimeleme problemi i¢in en kii¢iik kare hata degerine sahip kiime merkezleri vektoriini
(¢6ziim adayini) bulmaktir. Kare hata degeri ise kiime i¢i degisimlerin toplamidir. Buna gére k-adet kiimenin kiime
ici degisimlerinin toplami Esitlik 6’de verildigi gibi hesaplanir. Kiime i¢i degisim degeri, kiimeye ait olan
gozlemlerin kiime merkezine olan uzakliklarinin toplamidir. Kiime i¢i degisimler Esitlik 6’de verildigi gibi
toplanarak Esitlik 7’deki kare hata degeri elde edilir. Dolayisiyla Esitlikler 6 ve 7, MSK ydnteminde ¢6ziim
adaylarinin uygunluk degerlerinin hesaplanmasi i¢in kullanilmaktadirlar. Bu denklemlere bagh kalarak ¢6ziim
adaylarinin kisitlar Esitlik 8'de verildigi gibi uygulanmaktadir. Popiilasyondaki ¢dziim adaylarinin uygunluk
degerini temsil eden F vektorii (Esitlik 9) ise amac fonksiyon kullanilarak elde edilen kare hata degerleri ile
olusturulmaktadir.

MSA algoritmasi ve k-ortalamalar algoritmasinin melezlenmesi ile olusturulan MSK algoritmasinin sézde kodu
asagida verilmistir.

Algoritmal. Meta Sezgisel Kiimeleme (MSK) Algoritmasinin S6zde Kodu (Pseudo Code of Meta Heuristic
Clustering Algorithm)

Basla
D: Kiimeleme probleminin tanimlanmasi (Esitlik 3)

1

2

3. k: Problemin kiime sayisini belirle.

4 P: Kisitlara uygun ¢6ziim adaylari toplulugunu rastgele olustur. (Esitlik 5
5.

fori=1:n
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6. P-toplulugu icerisindeki adaylar i¢in r-adet gézlemi kiimelere dagit.
7. Cozlim adaylarinin kiime i¢i degismesini hesapla. (Esitlik 6)
8. F: Biitlin ¢6ziim adaylari icin kare hata degeri hesapla. (Esitlik 7)
9. end
10. while (amag fonksiyonu azami ¢agirma sayisina ulasilincaya kadar)
11. En az kare hata degerine sahip ¢6ziim adayini belirle.
12. Sec¢im siireci:
P-toplulugu icerisinden arama siirecinin yonelecegi k-adet ¢6ziim aday1
belirle.
13. Arama stireci:
Komsuluk aramasi yap.
Cesitlilik aramasi yap.
14. Olusturulan yeni ¢dziim adaylar ile verileri kiimelere dagit.
15. Yeni ¢6ziim adayinin kare hata degerini hesapla.
16. if (yeni ¢oziim adayinin kare hata degeri eskisinden kiigiik ise)
17. Popiilasyondaki ¢6zliim adayini giincelle.
18. end
19. end
20. end

Algoritma 1'de MSK algoritmasi kullanilarak kiimeleme probleminin ¢6ziim asamalar1 gosterilmistir. C6ztimiin ilk
kisminda, kiimeleme problemi ve kiime sayisi tanimlanarak olusturulan ¢6ziim adaylarina sahip poptlasyon (P)
olusturulmustur. Popiilasyon olusturulduktan sonra her ¢6ziim adayina ait kare hata denklemi (Esitlik 7)
kullanilarak uygunluk degerleri (F) bulunmustur. Boylelikle kiimeleme problemi i¢in ¢6ziim adaylarini olusturma
evresi tamamlanir (Adimlar 1-9). Arama siireci yasam doéngiisii evresinde (Adimlar 10-19) ise her MSA
algoritmasinin kendine 6zgii yontemleri ile probleme ait ¢6ziim adaylarinin optimum degerlerini kesfetmeye
calisilmaktadir. Algoritmalarin birbirine karsi tistiinliikleri ve basarilari bu evrede ortaya ¢ikmaktadir.

Ozetle, MSA teknikleri ile k-ortalamalar yénteminin melezlenmesi yoluyla MSK algoritmalarinin gelistirilmesi
streci Algoritma 1’de verildigi gibi MSA tekniklerinden ve k-ortalamalar yénteminden bagimsiz bir sekilde
modiiler bir tasarima uygun olarak gerceklestirilebilmektedir.

3. Deneysel Ayarlar (Experimental Settings)

Bu calismada k-ortalamalar algoritmasinin optimum performansi ile 10 adet meta sezgisel algoritmalarla
melezlenmis MSK algoritmalar1 karsilastirilmistir. Bu meta sezgisel algoritmalar: ABC (Karaboga ve Basturk,
2007), AEO (Zhao vd., 2019), AGDE (Mohamed ve Mohamed, 2019), COA (Pierezan ve Coelho, 2018), CS (Yang ve
Deb, 2009), GWO (Mirjalili vd., 2014), PSO (Eberhart ve Kennedy, 1995), SOS (Cheng ve Doddy, 2014), FDB
SOS(Kahraman vd., 2020) ve SFS (Salimi, 2015) olarak belirlenmistir.

Belirlenen algoritmalar i¢in maksimum uygunluk degisim sayis1 kullanilmistir. Bu uygunluk degisim sayisi
algoritmanin amag¢ fonksiyonu kag¢ kez cagirildigini belirtmektedir. Algoritmalarin parametreleri Bélim 3.3'te
ayrintili bir sekilde belirtilmistir. Her problem i¢in maksimum uygunluk degisim sayis1 (Nitelik Sayist +
Kiime Sayist) X 100 olarak belirlenmistir. Kullanilan her problemin detaylari Boliim 3.2’de belirtilmistir.

3.1. Veri Setleri (Datasets)
Bu calismada kullanilan veri setleri gercek hayattan elde edilmis (Iris (Dasarathy, 1980), CMC (Lim vd., 1999),
Glass (Jiang ve Zhou, 2004), User Knowledge Modeling (Kahraman vd., 2013)) ve kiimeleme algoritmalarinin

kiyaslanmasinda kullanilan (Compound (Zhan, 1971)) verilerden olusturulmustur.

Tablo 1. Kullanilan Veri Setlerinin Ozellikleri (Properties of Datasets)

Veri Setleri Nitelik Sayis1 | Kiime Sayis1 | Go6zlem Sayisi
Iris Dataset 4 3 150
CMC Dataset 9 3 1473
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Glass Dataset 6 214
User Knowledge Modeling 4 403
Compound Dataset 6 399

3.2. Algoritma Parametreleri (Parameters of Algorithm)

Meta-sezgisel kiimeleme algoritmalarinin gelistirilmesi i¢in literatiirde iyi bilinen ve en sik kullanilan ii¢ meta-
sezgisel arama yonteminin PSO, ABC ve CS yani sira giincel ve gii¢clii GWO, SFS, AEO, AGDE, COA, SOS, FDB-S0S
yontemleri kullanilmistir. Bu on MSA yontemi kullanilarak yontem boéliimiinde agiklandigi gibi MSK algoritmalari
gelistirilmistir. Algoritmalarin parametre ayarlari i¢in tanmitildiklar1 ¢alismalardaki ayarlar referans alinmistir.

Tablo 2. MSK Algoritmalarinin Parametre Ayarlar1 (Parameter Settings of MHC Algorithms)

ABC
Parametreler Deger
NP 100
FoodNumber NP/2
limit FoodNumber * dim
AGDE
Parametreler Deger
NP 50
CR1 [0.05,0.15]
CR2 [0.9,1]
F [0.1,1]
CS
Parametreler Deger
pa 0.25
n 25
nd dim
u randn(size(Xi))*sigma
\4 randn(size(Xi))
step u./abs(v)."(1/beta)
stepsize 0.01*step.*(Xi-Xbest)
PSO
Parametreler Deger
nPop 50
cl 2
c2 2
w 0.9
0.1*(UpperBound-
VelMax LowerBound)
VelMin -UpperBound
FDB-SOS
Parametreler Deger
ecosize 50
BF1 round(1+rand)
BF2 round(1+rand)

4. Deneysel Sonuglar (Experimental Results)

AEO
Parametreler Deger
nPop 50
u randn(dim)
v randn(dim)
C 1/2 * u./abs(v)
COA
Parametreler Deger
n_coy 5
n_packs 20
p_leave 0.005*n_coy”2
Pop_total n_packs*n_coy
Ps 1/dim
GWO
Parametreler Deger
SearchAgents_no 30
a 2 - 2/MaxFE
2*a*
A rand()-a
C 2 *rand()
SOS
Parametreler Deger
ecosize 50
BF1 round(1+rand)
BF2 round(1+rand)
SFS
Parametreler Deger
nPop 50
u randn(dim)
\Y% randn(dim)
C 1/2 *u./abs(v)

Bu boéliimde on adet MSK algoritmasinin ve klasik k-ortalamalar yonteminin bes farkli veri setindeki kiimeleme
performanslari arastirilmaktadir. Algoritmalarin performanslarinin istatistiksel olarak analiz edilmesi icin her bir
deneysel calisma 21 defa tekrarlanmistir. Her bir calistirmada algoritmalarin her bir problem i¢in elde ettikleri

178



KAHRAMAN ve KOROGLU

10.21923/jesd.828575

toplam kare hata degerleri kayit altina alinmistir. Buna gore algoritmalarin her bir veri seti i¢in 21 kez calisma
neticesinde elde ettikleri en iyi, en kétii, ortalama ve standart sapma sonuglar1 Tablo 3’de verilmektedir.

Tablo 3. 21 Kez Calistirilarak Algoritmalardan Elde Edilen Sonuglar (Results of Algorithms with 21 Runs)

Algoritmalar Iris Compound | Glass UKM CMC
En lyi 78,94084 | 3880,6758 339,3702 | 68,8451 23690,2522
ABC En Kétii 78,94184 | 4040,8806 343,4296 | 68,8958 23690,2727
Ortalama 78,94105 | 3969,2884 340,8874 | 68,8699 23690,2630
Std. Sapma | 0,000324 | 42,419486 1,288396 | 0,01728 0,00632250
En lyi 78,94084 | 38659421 336,2712 | 68,7919 23690,2438
AEO En Kotii 78,94507 | 4704,8339 422,7769 | 72,2899 23691,7605
Ortalama 78,94326 | 3919,0307 379,4771 | 69,6325 23690,3578
Std. Sapma | 0,002090 | 184,75590 2498172 | 0,91773 0,33251366
En lyi 78,94084 | 3865,9421 336,0605 | 68,7919 23690,2378
AGDE En Kotii 78,94084 | 3865,9421 398,8778 | 70,3384 23720,5298
Ortalama 78,94084 | 3865,9421 363,4494 | 69,0305 23694,9433
Std. Sapma | 4,26E-14 3,898E-08 18,10030 | 0,52014 9,68056151
En lyi 78,94192 | 3923,5158 343,7911 | 68,8364 23690,8149
COA En Kotii 79,76430 | 5049,2355 491,9245 | 69,3800 23691,1916
Ortalama 79,01006 | 4256,3205 395,3357 | 69,0593 23690,9549
Std. Sapma | 0,173984 | 284,25971 39,67533 | 0,14058 0,10723223
En lyi 78,94177 | 3867,2723 373,6944 | 68,8408 23691,2069
cs En Kotii 78,95002 | 3879,2851 438,8140 | 68,9842 23707,8165
Ortalama 78,94406 | 3869,8151 407,1534 | 68,8822 23696,6622
Std. Sapma | 0,002084 | 3,3387587 19,09442 | 0,03307 5,63505207
En lyi 78,94747 | 3866,0625 491,2983 | 68,7923 24749,9917
GWO En Kotii 144,6420 | 3867,4981 688,8156 | 74,9673 25077,5489
Ortalama 90,17829 | 3866,3161 583,4453 | 70,0641 24787,3990
Std. Sapma | 23,42483 | 0,2860455 49,96469 | 1,95196 76,1779375
En lyi 78,94084 | 3865,9421 336,0608 | 68,7919 23690,2378
PSO En Kotii 78,94507 | 4695,2921 443,2596 | 71,0607 23690,9874
Ortalama 78,94305 | 4197,8702 397,3143 | 69,4947 23690,3654
Std. Sapma | 0,002110 | 386,39195 35,67926 | 0,77205 0,24400290
En lyi 79,29446 | 3909,4574 480,8739 | 69,1788 24695,6944
SFS En Kotii 89,86196 | 4928,0533 678,5885 | 74,7395 24706,3850
Ortalama 82,78958 | 4306,2215 591,5701 | 71,7666 24700,8560
Std. Sapma | 2,619000 | 350,60032 53,40081 | 1,38231 4,12650593
En lyi 78,94830 | 3982,9071 356,8353 | 69,8078 23721,0241
SOS En Kotii 81,44516 | 4554,5247 589,3014 | 71,8312 23756,2731
Ortalama 79,28766 | 4227,7026 470,0607 | 70,5061 23730,7609
Std. Sapma | 0,534414 | 154,79833 56,34905 | 0,62074 11,5003692
En lyi 78,94300 | 4005,6696 355,7311 | 69,4633 23722,6265
FDB SOS En Kétii 82,51778 | 4552,9935 585,6527 | 71,3147 23745,4077
Ortalama 79,41507 | 4236,0567 491,4391 | 70,4368 23732,2518
Std. Sapma | 0,800651 | 170,99762 47,43432 | 0,51140 7,19172386
En lyi 78,94084 | 4485,9375 336,2687 | 68,8902 23705,4414
k-ortalamalar En Kotii 78,94507 | 5453,3334 412,3417 | 72,8140 23705,4414
Ortalama 78,94245 | 5284,6973 368,0197 | 70,1804 23705,4414
Std. Sapma | 0,002050 | 340,72445 21,60930 | 1,01941 0,0000
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Tablo 4. Algoritmalarin Kullanilan Problemlerde Wilcoxon Sirali Testler ile Elde Edilen Sonuglar (Results Obtained by the
Wilcoxon Rank Test)

k-ortalamalar vd.

FDB

AGDE ABC AEO PSO CS COA GWO SOS S0S SFS
Galibiyet 4 4 3 3 3 3 2 1 1 1
Beraberlik 1 1 1 0 0 1 0 1 1 0
Maglubiyet 0 0 1 2 2 1 3 3 3 4

K-ortalamalar yonteminin ile MSK algoritmalarinin kiimeleme performanslarim ikili olarak karsilastirmak ve
deneysel calisma verilerini analiz etmek i¢cin Wilcoxon testi uygulanmistir. Buna goére 5 veri seti icin k-ortalamalar
yonteminin rakip MSK algoritmalari ile arasindaki skorlar Tablo 4’de verildigi gibi elde edilmistir.

Tablo 5. Friedman Testi ile Elde Edilen Siralamalar (Ranks Obtained by the Friedman Test)

Algoritma Ortalama Sira
AGDE 2,262
ABC 3,620
AEO 4,028
PSO 4,143
CS 5,152
COA 6,076
k-ortalamalar (k-means) 6,357
GWO 7,657
SOS 8,4
FDBSOS 8,505
SFS 9,8

Tablo 5’te verilen siralamaya gére AGDE esasli MSK algoritmasi rakiplerine karsi bariz bir tistiinliige sahiptir.
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Sekil 1. Algoritmalarin iterasyona Gére Kare Hata Degeri Degisim Grafikleri (Square Error Value Change Charts of Algorithms
According to Iteration)
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MSK algoritmalarinin yakinsama performanslarini gézlemlemek icin 5 veri seti i¢in algoritmalarin arama siireci
yasam donglsii boyunca elde ettikleri en iyi kare hata degerleri iterasyon sayisina bagl olarak Sekil 1’de goriilen
grafikler cizdirilmistir. Grafikler incelendiginde bes veri setinde de yakinsama hizi ve miktar1 agisindan GWO
algoritmasinin rakip MSK yontemlerine yenildigi goriilmektedir. ABC, AGDE, PSO ve AEO'nun yakinsama
performanslar1 birbirine yakindir. Bunun yaninda grafiklerden ¢ikarilmasi gereken bir sonugta algoritmalara
arama i¢in daha fazla firsat verilmesi gerektigidir. Clinkii algoritmalarin yakinsama egrileri heniiz sabit bir hata
degerine yakinsamamislar ve oturma egilimi gdstermeye baslamamislardir. Ancak bu ¢alismanin amaglarindan

biri de MSK yontemlerinin yakinsama miktarlarini ve hizlarim gozlemlemektir.
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Algorithms)
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Sekil2’de problemlere dair ¢ozliimler nokta dagilimh grafik ile gorsellestirilmistir. Nokta dagilimli grafikte her
nokta problemdeki gozlemi, X isareti ise kiime merkezlerini belirtmektedir. Grafikteki her renk bir kiimeyi temsil
etmektedir. Ayni renkli veriler ayni kiimede bulunmaktadir. Sekil 2(a) ve Sekil 2(b) incelendiginde k-ortalamalar
ve AGDE algoritmalarinin Iris problemini basarili bir sekilde ¢ozdiigii goriiliiyor. Fakat problem boyutu arttikca
kiimeleme islemi karmasiklasmaktadir. Sekil 2(c) incelendiginde turuncu renkli ve mavi renkli verilerin yesil
renkli veriler ile karistigini ve veri setindeki gozlemlerin 6 kiimede diizensiz bir sekilde gruplandigi gériilmektedir.
Buna ragmen veri setinin 6 kiimeye keskin bir sekilde ayrildigi gériilmektedir. Sekil 2 (d) incelendiginde ise AGDE
algoritmasinin veri setini 6 kiimeye homojen bir sekilde ayirdigi goriilmektedir. Bunun yani sira mavi ve sari renkli
verilerin miimkiin oldugunca diger kiimelerle karismasi engellenmistir. Ayni sekilde CMC probleminde goriiniirde
az da olsa AGDE algoritmasinin kiime merkezlerinin optimum noktasini bularak kare hata degerini basarili bir
sekilde azalttig1 goriilmektedir.

5. Sonug ve Tartisma (Result and Discussion)

Bu calismada, daha dnce MSK algoritmasi gelistirmek icin kullanilmamis AGDE, AEO, FDB-SOS gibi giincel meta-
sezgisel arama yontemleri kullanilarak melez yontemler gelistirilmistir. Gelistirilen on farkli MSK algoritmasi ve
klasik k-ortalamalar yontemi, 5 farkli kiimeleme problemini ¢6zmek icin basarili bir sekilde tatbik edilmislerdir.
Gelistirilen MSK algoritmalarinin genel anlamda k-ortalamalar algoritmasina iistlinliik sagladig1 goriilmektedir.
Istatistiksel analiz sonuclarina gére k-ortalamalar algoritmasinin yerel minimum noktasina takildig1 problemlerde
MSK algoritmalarinin basarili kiimeleme sonuglar: elde ettigi gortilmektedir. MSK algoritmalari arasinda ise en
basarili olanin AGDE algoritmas1 oldugu, sonuca en hizli yakinsama saglayan algoritmalarin ise ABC ve PSO
algoritmalari olduklar1 anlasilmaktadir. Deneysel ¢alismalarda meta-sezgisel kiimeleme algoritmalari i¢in arama
stireci sonlandirma kriteri olarak tanimlanan amag fonksiyonu ¢agirma sayisi ((nitelik sayisi+kiime sayis1)*100)
oldukca az tutularak MSK yontemlerinin hizli yakinsama performanslari gézlemlenmistir. Amag fonksiyonu azami
¢agirma sayisinin artirilmasi halinde MSK yéntemlerinin tiimii k-ortalamalar yonteminden ¢ok daha istiin bir
yakinsama performansi sergileyebilirler. Hatta MSK algoritmalari arasindaki siralama dahi degisebilir. Gelecekteki
calismalarda daha fazla veri seti, daha fazla amag fonksiyonu ¢agirma sayisi ve daha fazla rakip algoritmalar ile
kiimeleme problemlerindeki en iyi MSK ydntemleri gelistirilmeye ve arastirilmaya c¢alisilacaktir. MSK
algoritmalarinin karmasik kiimeleme problemlerini ¢dzme yetenegini arttirmak icin yeni gelistirilmis yontemlerle
melezlenmeleri lizerine arastirmalar ytriitiilecektir.
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