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Oz

Yapay zeka alaninda son dénemlerde éne ¢ikan derin
ogrenme mimarilerinin, dogal dil isleme konusunun
onemli problemlerinden biri olan Anlam Belirsizligi
Giderme (ABG) ¢alismalarinda kayda deger
gelismelere yol agtigi gozlemlenmektedir. Denetimli
yontemler rakiplerine gére daha ylksek performans
sergilemektedirler. Bunun en biiyiik nedeni kullanilan
egitim verilerinin biiyiikliikleridir. ABG problemi i¢in
Ingilizce dili iizerinde elle-etiketlenmis ¢ok miktarda
veri ¢evrim i¢i olarak erisilebilir durumdadir. Ancak
diistik-kaynakl diller (DKD ’ler) probleme uygun veri
eksikligi yasamaktadirlar. Yeterli derecede probleme
uygun veri toplamak ve etiketlemek vakit alici ve
yiiksek maliyet gerektiren bir istir. Bu probleme
deginmek ve asmak iizere, bu ¢alismada yari-
denetimli  baglamsal anlam belirsizligi  giderme
yaklasimmin veri artirimi igin (daha sonra denetimli
ogrenmede egitim verisi olarak kullanilmak iizere)
kullanilabileceginin gosterilmesi amaglanmistir. Bu
baglamda ozellikle DKD ’lerde ABG problemi igin test
verisi bulmanmin zor olmast nedeniyle yaklasimin
dogrulugunu ve ilerleyen dénemlerde DKD’lerde
kullamilabilirligini ispatlamak amaciyla ¢evrimici
bulunan elle-etiketlenmis Ingilizce ABG  verisi
kullanilmister. Olusturulan yari-denetimli yéntemde
Obek kiimesi (seed set) ve baglam vektorleri (context
embeddings) kullanilmaktadir.  Yapilan c¢alisma 9
farkli  baglamsal dil modelinde (ELMo, BERT,
RoBERTa vb.) test edilmis ve her bir dil modelinin
ABG problemi iizerindeki etkileri raporlanmistir. Ilk
temel yaklasima gore sonuglar Uzerinde %28
dogruluk oraminda performans artisi saglanmistir.
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(ELMo ile ilk temel yaklasim ile %50,39 ve ELMo
Anlam Obek Esash Ortalama Benzerlik Modeli ile
%78,06). Alinan ilk sonuglara neticesinde, dnerilen
yaklasimin  ozellikle DKD’ler yénelik ABG  veri
kiimesi olusturmak icin gelecek vaat eden ettigi
gasterilmistir. Bu makale [18]'deki ¢alismamizin
genisletilmig bir versiyonudur.

Anahtar Sozcukler: veri artirimi, anlam belirsizIligi
giderme, derin égrenme, baglam vektorii

Abstract

Recently, neural architectures play a significant role
in the task of Word Sense Disambiguation (WSD).
Supervised methods seem to be ahead of its rivals and
their performance mostly depends on the size of
training data. A numerous number of human-
annotated data available for WSD task have been
constructed for English. However, low-resource
languages (LRLs) still face difficulty in finding
suitable data resources. Gathering and annotating a
sufficient amount of training data is a time consuming
and labor-expensive work. To address and overcome
this problem, in this paper we investigate the
possibility of using a semi-supervised context based
WSD approach for data augmentation (in order to be
later used for supervised learning). Since, it is even
difficult to find WSD evaluation datasets for LRLs, in
this study, we use English datasets to build a proof-of
concept and to evaluate their applicability onto LRLs.
Our semi-supervised approach uses a seed set and
context embeddings. We test with 9 different context
based language models (including ELMo, BERT,
RoBERTa etc.) and investigate their impacts on WSD.
We increased our baseline results up to 28 percentage
point improvements (baseline with ELMo 50.39% and
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ELMo Sense Seed Based Average Similarity Model
78.06%) in terms of accuracy. Our initial findings
reveal that the proposed approach is very promising
for the augmentation of WSD datasets of LRLs. This
study is an extention version of the work from [18].

Keywords: data augmentation, word sense
disambiguation,  deep learning, contextual
embeddings
1. Giris

Anlam Belirsizligi Giderme (ABG) dogal dillerde
yaygin olarak gozlenen bir sdzciigiin birden fazla
anlama sahip olmasi ve dogru anlaminin baglam
icerisinden anlagilip otomatik olarak se¢ilmesi
islemidir. ABG, popiiler ve bir¢ok aragtirmaci
tarafindan incelenen bir problemdir. Bu konudaki
¢alismalarin baslangici, makine gevirisi
arastirmalarinin baglangicina dayanir. Dogal dillerin
gosterimlerindeki ¢esitlilik ve zenginligi nedeniyle
ABG Dogal Dil Isleme’nin (DDI) zorlu
yaklagimlarindandir. Sozciikler ciimle igerisinde
birden fazla anlamda bulunabilirler; ¢okanlamlilik
(sozciiklerin anlam genislemesi yoluyla yeni anlamlar
kazanmasina ve ayni sozciigiin ciimle igerisinde
birden ¢ok anlamda kullanilabilmesine durumu) veya
es seslilik (yazilislar1 ve okunuslari ayn1 anlamlari ise
farkli sozctikleri igeren durumu).

ABG yaklagimu i¢in birden fazla yontem one atilmig
ve test edilmistir, bunlar: denetimli, denetimsiz ve
bilgi-tabanli [1], [2] yontemlerdir. Yarowsky [3]’deki
ABG arastirmasinda denetimsiz §grenme algoritmasi
onermistir [4], [5]. Yakin zamanda yapay zeka ve
derin &grenme yontemleri DDI arastirmalarinda da
kayda deger rol oynamaktadir. Derin &6grenme
yontemlerinden elde edilen yiiksek basarimlar
aragtirmacilar1 bu yontem ve yaklasimlarn DDI
problemlerine de uygulanabilirligini denemeye tesvik
etmistir [6], [7]. Ancak derin 6grenmeye dayalt
siniflandiricilarin basarili performans verebilmeleri
icin blyik miktarda etiketli veriye ihtiyag
duyulmaktadir. Ek  olarak, siniflandiricilarin
genelleme bagarimlari egitim verisinin bilyiikliigiine
ve niteligine baghdir. Ingilizce dilinde ABG
yaklasimina ait cok miktarda etiketli veri ¢evrim ici
olarak bulunmaktadir. Bunlardan en popiiler olanlari
SemCor ve OMSTI’dir [8], [9]. Ancak DKD’ler
uygun etiketli veri bulma konusunda sikintt
cekilmektedir.

Otomatik veri artirimi, 6zellikle Ses Tanima [10], [11]
ve Bilgisayarli Gorii [12]—[14] alanlarinda kullanilan
ve veri eksikligi durumlari igin kullanilabilecek

popiiler yontemlerden biridir. Ancak DDI’de bu
yontemin uygulanabilirligi dogal dillerin
zenginliginden ve karmasikligindan dolay1 daha zor
olmaktadir. Ornegin Bilgisayarli Gérii alaninda bir
fotografin ters-yliz dondiiriilmiis olmas1 o fotografin
ait oldugu etiket sinifin1 degistirmeyecektir. Ancak
DDI’de semantik anlamimi ve kalitesini kaybetmeden
tim sozciklere uygulanabilecek evrensel bir kural
¢ikarmak ¢ok zordur. Bu nedenle veri artiriminin
DDI’de uygulanabilirligi kisitlanmigtir. Zhang ve ark.
[15] yaptiklar1 ¢alismada WordNet [16] ontolojisini
kullanarak veri artirimi yapabilmek igin sézciiklerin
anlamlarin1 anlamdaglariyla degistirme yaklagimini
onermislerdir. Benzer bagka bir yaklagim ise [17]’de
yapilmig ve sozciik benzerligini kullanarak sézciikler
yer degistirilmistir.

Bu makalede sunulanlar [18]’deki ¢alismamizin
genisletilmis bir versiyonudur. DKD’ler i¢gin ABG
egitim verisi bulmanin ¢ok zor olmasi nedeniyle,
[18]’de veri artirimi igin yari-denetimli baglamsal
anlam belirsizligi giderme (daha sonra denetimli
o0grenmede egitim verisi olarak kullanilmak {izere)
yaklagimi 6nerilmistir. Ve bu ¢alismanin dogrulugunu
ispatlamak iizere, Gnerilen model Ingilizce veri
kiimesi tlizerinde test edilmistir. Ancak bu yontemin
basarili olabilmesi i¢in DKD’ler’in mutlaka WordNet
gibi bir ontolojiye sahip olmalar1 gerekmektedir.
Olusturdugumuz yari-denetimli yontem 6bek kiimesi
(seed set) ve baglam vektorii (context embeddings)
kullanmaktadir. [18]’de anlatildig1 iizere ¢alisma 9
farkli baglam-tabanli dil modelinde test edilmistir
(ELMo, BERT, RoBERTa vb.) ve etkileri
incelenmistir. Temel yaklagimlarimiza gore %28
dogruluk oraninda performans artis1 saglanmstir.
Alman ilk sonuglarimiza gore Onerilen yaklasim
ozellikle DKD’ler icin ABG veri kiimesi olusturmak
icin gelecek vaat ettigi goriilmesi iizerine ¢aligma
ilerletilmistir. Orijinal ¢aligmaya ek olarak, Obek
kiumeleri maksimum ve ortalama benzerlik modelleri
belirli bir esik degerine gore genisletilmis ve en
yiiksek basarim veren dil modelinde test edilmistir. Ek
olarak, [18]’de tek bir iterasyon lizerinde gosterilen
yontem burada coklu iterasyon ile tekrarlanarak
Onerilen ¢evrim tamamlanmig ve degerlendirmesi
yapilmustir. Bu ek ¢aligmanin ek testleri ve sonuglari
Bolim 6°’da detayl olarak anlatilmaktadir.

Makalenin geri kalan kismu su sekilde diizenlenmistir:
Bolim 2°de mevcut ¢alismalar 6zetlenmistir. B6liim
3’de yari-denetimli baglamsal ABG modelleri
detaylariyla anlatilmaktadir. Bolim 4°de deney
diizenegi anlatilmaktadir. Bolim 5°de deneysel
sonuclar ve basarim degerlendirmesi yapilmstir.
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Bolim 6°da ise ek yapilan caligmalar raporlanmustir.
Ve Bolim 7’da sonuglar ve gelecek caligmalar
paylastlmustir.

2. ilgili Galigsmalar

DDI’de veri artirimi genelde veride agir1 uyma
(overfitting) problemi yasandiginda ve derin 6grenme
modellerinin genelleme bagarimlarini arttirmak icin
kullanilmaktadir. Son zamanlarda &nerilen baglamsal
veri artirim yaklagimlari derin 6grenme yontemleriyle
veriyi sozciiklerin rasgele uygun baska sozciiklerle
yer degistirmesiyle zenginlestirmeye g¢alismaktadir.
Literatiirde yapilan bazi ¢aligmalarda kodlayici-kod
¢ozict modeller [19-21] ile oto-kodlayicilarin yapay
kod ¢oziiciileri kullanilarak yapilan modeller [22-24]
kullanilmigtir. Ayni zamanda yine veri artirimi
caligmalarinda esanlamlilar listesi [15], [17], gramer
indiiksiyonu [25] ve eyleme Ozgii bulussal kural
ekleme gibi [26]-{28] yaklagimlar da kullamlmustir.
Melamud ve ark. [29] ve Peters ve ark. [30]
caligmalarinda ¢ift yonlii dil modellerinde baglam
kullanimlarinin DDI’de etkili oldugunu
gostermislerdir. Kobayashi ve ark. [30], [31] yaptig1
caligmalarda ise bosluk doldurma yaklagimi yine
yapay sinir aglar1 modellerinde incelenmistir. [33]’de
yapilan ¢aligmada ise veri artirimi yontemi igin
baglamsal artirom yaklagimi Onerilmigtir.
Yaklagimlarinda ciimlelerin, igerisindeki sozciiklerin
bagka sozciikler ile yatay iliskiler baglaminda yer
degistirmesi halinde dahi hala dogal dil olarak
algilanacagi farz edilmistir. Sozciikleri ciimle
icerisindeki pozisyon bilgilerine gdre cift-yonli dil
modeli tarafindan tahmin edilen sozciiklerle yer
degistirmislerdir. Caligsmalari, Kolomiyets ve ark. [34]
Fadaee ve ark. [35] yaptig1 ¢alismalara benzerlik
gostermektedir. Ayrica bu son ii¢ c¢alisma dil
modellerini veri artirimi g¢aligmalarinda kullanarak
ortak ozellik sergilemektedir. Lala ve ark. [36] veri
artirimi yaklagtmini Ingilizce-Cek dili arasinda geviri
yapabilmek adina kullanmugtir.

3. Yari-Denetimli Baglamsal ABG
Modelleri

Onerilen yaklagim bilgi-tabanli Lesk algoritmasindaki
[1] yaklasim ile Yarowsky [3]’nin yari-denetimli
modelindeki yaklagim baz alinarak olusturulmustur.
Lesk algoritmasi sézciiklerin verilen “komsu bolge”

(metnin bir kesiti) ile ortak bir konu ile ilgili olma
egilimine  sahip olma  varsayimi  {izerine
dayanmaktadir. Algoritmada bir sozciiglin dogru
anlami, o sozciigiin sozliikteki her bir anlaminin ayri
ayr1 sozciik ile yer degistirerek ve sozliik icerisindeki
tanimi ile verilen baglam karsilagtirildiginda en ¢ok
ortiismeyi veren sOzcliglin secilmesiyle
belirlenmektedir. Yarowsky [3] calismasinda, bir
sOzciigiin farkli iki anlami i¢in temsili bir grup dbek
ornekleri belirlenirse bu 6bek drnekleri, sézcuklerin
baglam igerisinde bir anlam-sfylem ve anlam-
siralama egilimlerinden dolay1 agamali olarak artirim
saglanabilecegini gostermistir. Bu makalede, benzer
sekilde baglam vektorii kullanilarak 6bek Srnekleri
artirllmustir.

3.1 Tanim Esasli Mod

Temel bir yaklasim olmasi adina ilk olarak bilgi
tabanli (WordNet’deki tanim bilgileri, detaylar igin
Boliim 4.1 bakiniz) sistemden elde ettigimiz girdilerle
tanim esaslt bir model olusturulmustur. Hedef
sOzcliglin dogru anlamini bulabilmek i¢in s6zciligiin
anlamlarinin tanimlari (bilgi tabanli sistemden gelen)
ile hedef sozciiglin climle igerisindeki baglami (hedef
sOzcligiin test kiimesinde yer aldigi climle) dnceden
egitilmis dil modeline verilmistir. Sonrasinda kosiniis
benzerligine gore en yiiksek olasiligi veren anlam
hedef sdzciigiin dogru anlami olarak belirlenmistir.

Model detayli olarak Sekil-1’de gosterilmektedir. X
hedef s6zciigiiniin bilgi tabanli sistemden elde edilen
tanimlart (X1 , X2 ve Xs) baglam vektorleri elde
edilmek tizere dil modeline verilmistir. X’in test
cumlesi (S1) igindeki baglam vektorii ile X’in tim
tanimlar igerisindeki baglam vektorleri kosiniis
benzerligi ile karsilastirilmis ve en yiliksek benzerlik
olasiligin1 veren anlam X hedef sozciigiiniin tahmin
edilen anlami olarak segilmistir.

3.2 Anlam Obek Esasli Modeller

Tanim esasli modele karsit bir model olarak, Anlam
Obek Esasli modeller etiketli 6mek ciimleleri
kullanmaktadir ve hedef sdzciiklerin tanimlari yerine
bu drnek ciimleler ile baglam test ciimlesini kosiniis
benzerligine gore karsilastirmaktadir. Bu modeller
icin, her bir hedef sozciik i¢in (eger varsa) obek
kiimesi olusturulmustur.
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Sekil-1: Tanim Esash Model

3.2.1 Anlam Obek Esasli Maksimum Benzerlik
Modeli

modeline verilmektedir. Bu dil modelinden gelen
baglam vektorleri sonrasinda kosiniis benzerligi ile
karsilastiriimaktadir. Bu benzerlik
karsilastirilmasinda  maksimum benzerligi veren
baglam vektorii X hedef sozciigliniin tahmin edilen
anlami olarak segilmistir. Bagka bir deyisle en benzer
ornek ciimlenin hedef sdzciigliniin dogru o&bek
kiimesinde oldugu varsayilmaktadir. Modelin
metodolojisi Sekil-2’nin {ist kisminda verilmistir.

3.2.2 Anlam Obek Esash Ortalama Benzerlik
Modeli

Bir dnceki modelden (maksimum benzerlik) farkl
olarak tahmin edilen anlam, benzerlik skorunun her
bir 6bek kiimesinden gelen benzerlik oranmin
ortalamasi1  alinarak  belirlenmektedir. Modelin
metodolojisi Sekil-2’nin alt kisminda verilmigtir. Test
cumlesindeki (S2) birden fazla anlami olan (Y1 ve Y2)

Y hedef sozciigiiniin dogru anlaminin bulunabilmesi
icin tim Obek kiimelerindeki etiketlenmis Ornek
cumleler (Y1 anlamu i¢in 3 ornek, Y2 anlamu igin 2
ornek) segilen dil modeline baglam vektorleri
¢ikarilmak iizere verilmektedir. Elde edilen baglam
vektorleri test ciimlesinin baglam vektorii ile kosiniis
benzerligine gore karsilastirilmaktadir. Sonra bu
benzerlik skorlar1 her bir 6bek kiimesinin igerisinde
ortalamast  alinarak ortalama benzerlik elde
edilmektedir. Son olarak her anlamdan gelen ortalama
benzerlik skorlari arasindan maksimum benzerligi
veren anlam tahmin edilen anlam olarak se¢ilmektedir.

4. Deney Diizenegi

WordNet birden fazla anlama sahip her sézciige ait
tanim bilgisini ve/veya 6rnek ciimle bilgisini igeren
bir ontolojidir. Bu ontoloji birden fazla dil (bir kism
da DKD’ler i¢in) igin {iretilmis ve arastirmacilarinin
kullanimina sunulmustur. Bu nedenle yaklagimimizda
tanimlara ve etiketli Ornek ciimlelere ait baglam
vektorleri kullanilmistir (detaylar igin
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Sekil-2: Anlam Obek Esasli Modeller

B6lim-3’e bakiniz). Ancak bazi durumlarda, tanmim
bilgisi kaliteli bir etiketleme yapilabilmesi i¢in yeteri
kadar detayli belirtilmemistir. WordNet’de tiim
sozciiklere ait tanim bilgisi olmasina ragmen 6rnek
climle igeren sozciikk sayist olduk¢a diisiiktiir. Ek

olarak, eldeki oOrnek climleler kaliteli baglam
vektorlerinin elde edilebilirligi igin de yetersizdir (6rn.
verilen Ornek ciimle ya sozciigli dogrudan
icermemekte yada tam formunu
bulundurmamaktadir). Bu nedenle, WordNet
ontolojisi calismamizda dogrudan
kullanilamamaktadir. Bu problemi agmak igin,

Yarowsky[3]’de yapilan c¢alismadan esinlenerek
SemCor veri kiimesinden elde edilen elle isaretlenmis
ornek  climleler  kullanilip ~ 6bek  kiimeleri
olusturulmustur. Yaklagimimiz, insanlar tarafindan

olusturulmus ontolojideki (WordNet) her anlam igin
elle isaretlenmis Obek kiimelerini, daha sonra
denetimli  6grenmede  kullanilmak  amaciyla,
genisletmeyi ve yari-denetimli baglamsal anlam
belirsizligi giderme yaklagimini liretmeyi
amaclamaktadir. Bu bolimde yaklasimimizda
kullanilan veri kiimeleri ve onceden egitilmis dil
modelleri anlatilmaktadir.

4.1 Veri Kimeleri

WordNet [16] Ingilizce i¢in hazirlanms ¢ok biiyiik ve
sozciiksel bir veri tabanidir. Isimler, filler, sifatlar ve
zarflar farkli kavramlari belirten es kiimelerce
gruplanmistir. WordNet ayni zamanda birden fazla
anlama sahip her sdzciige ait tanim bilgisini ve/veya
ornek  cimle bilgisini  icermektedir.  Ancak
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WordNet’de her bir anlam i¢in yeterli rnek ciimle
bulunmamaktadir. SemCor [8], bildigimiz kadart ile,
WordNet anlamlar1 kullanilarak insanlar tarafindan
elle olusturulmus en bilyiik veri kiimesidir. Ayrica,
Semcor Ingilizce denetimli ABG problemi igin
kullanilan ana veri kiimelerinden biridir. SemCor
226.040 anlam etiketi icermektedir. Onerdigimiz
modelde ise SemCor’un 3.0 versiyonu WordNet’in
3.0 versiyonu ile birlikte kullanilmistir.

Yaklagimimizda WordNet anlamlari/tanimlar bilgi
tabanli sistem gorevi gorecek sekilde tasarlanmustir.
Bilgi tabanli sistemin detaylar1 Bolim 3’de
anlatilmistir.  Ancak modellerin  performansinin
6lgiilebilmesi i¢in, bir sdzciigiin bir anlamin en az iki
etiketli ornek ciimlesi (SemCor’un bir alt kiimesi ile
WordNet’deki ornekler) olmasi beklenmektedir ve
calismada bu sozciiklere odaklanilmistir. Bu sayede
Orneklerden en az biri test kiimesinde digeri ise dbek
kimesinde yer alabilecektir. Sonu¢ olarak, test
kiimemizde bu sarta uyan (en az iki etiketli ciimle
iceren anlam) anlamlar icerisinde 629 toplam 6rnek
bulunmaktadir. Obek kiimesinde ise her bir anlam igin
bir wveya birden fazla 06rnek (11398 &rnek)
olabilmektedir. ~ Sekil-3 &bek kiimemizin dagilimi
verilmektedir.
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0 T T I .
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Sekil-3: Obek Kiimelerinin Dagilimi

Y-ekseni toplam anlam sayisim1 (Obek kiimesi)

gostermektedir ve daha 6nce belirtildigi iizere 629’ dur.

X-ekseni ise bu kiimelerdeki Ornek sayisini
gostermektedir. Sekil-3’ten anlasilacagi iizere pek cok
farkli anlam kiimesi toplamda 6 6rnek ciimleden daha
az Ornek igermektedir. Ornegin, toplam 112 anlam
kiimesinde (629un igerisinden) sadece 2 drnek ciimle
yer almaktadir. Cizelge-1’de bu secim stratejisine bir
ornek verilmistir. Cizelge-1’de WordNet’den elde

edilen birden fazla anlama sahip “zero” (sifir)
sOzciigliniin anlamlart ve bu anlamlara ait etiketli
ornek sayilart verilmistir. WordNet’de anlamlar belli

bir diizene gore kodlanmaktadir ve temsil
edilmektedir.
Ornegin, “zero%1:06:00” kodlamasinda “zero”

kelimenin kok halini, “%1” kelimenin kaginci ana
anlam kiimesine ait oldugunu, “:” sonra gelen “06”
hangi alt anlam kiimesine ait oldugunu, “00” ise
anlam anahtarini gostermektedir.

Cizelge-1’den gorildiigii tizere, “zero” sozcigii
WordNet’de 9 farkli alt anlama sahiptir. Ancak sadece
4 farkli anlamu icin toplamda 15 tane etiketlenmis
ornek climleye sahiptir. Yaklagimimizda bu 4 anlam
kiimesinden sadece 3 farkli anlami ¢ikarilmistir,
¢linkii anlamlardan biri (“zero%>5:00:02” ait) sadece
bir tane etiketli 6rnek cumlesi igermektedir.

Cizelge-1: Birden Fazla Anlama Sahip “zero”
Soézcugliniin Anlamlan ve Ornek Sayilari

Etiketlenmis
Sozciik Anlamlar Ornek Secim
Ciimle Sayisi
7ero%1:06:00 0 X
zero%1:09:00 0 X
zero%1:23:01 3 v
zero%1:23:02 6 v
“« ” zero%2:30:00 0 X
Zero
zero%2:30:01 0 X
zero%3:01:00 0 X
7ero%>5:00:00 5 v
7ero%>5:00:02 1 X

4.2 Onceden Egitilmis Dil Modelleri

Caligmadaki  yaklagimimiza en uygun olam
bulabilmek igin testler 9 farkli baglamsal dil modelin
(farklt parametrelerle egitilmis modeller gbz 6niine
alindiginda toplam 16 farkli model) {izerinde
yapilmistir. Bu dil modelleri agik erigsim kullaniml
olarak gevrim i¢i bulunmaktadir ve yaklagimimzda
sozciik temsillerini daha anlamli yapabilmek adina
baglam vektorlerini elde etmek {izere kullanilmistir.
BERT [37], transformatorlerden elde edilen cift yonlu
kodlayict temsilleridir ve Onceden egitilmis derin
ogrenme temsillerini etiketsiz veri iizerinde sagdan
sola ve soldan saga Dbaglamlar1 ¢ikararak
ilerlemektedir. ELMo [30] ise yeni gelistirilen derin
ogrenme sozciik temsillerini kapsamaktadir. Hem
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sozclklerin kompleks &zelliklerini hem de dilsel
baglamlart modelleyerek kullanmaktadir. Bunlara ek
olarak OPENAI-GPT [38], OPENAI-GPT2 [39],
Transformer-XL [40], XLNet [41], XLM [42],
RoBERTa [43] ve DistilBERT [44] gibi diger dil
modelleri de c¢aligmamizda kullanilmis ve test
edilmigtir.

5. Deney Sonuglari ve Tartisma

Tanim Esasli temel yaklasim modeli 9 farkli dil
modeli kullanilarak test edilmistir. Bu testlerin
dogruluk sonuglar1 Cizelge-2’de verilmistir. Baz1 dil
modellerinin birden fazla alt modeli bulunmaktadir.
Omegin, BERT dil modelinin ¢evrim igi olarak
kullanilabilen 22 farkli degisken ve dillerde egitilmis
modeli bulunmaktadir. Bu ¢alismada sadece iki farkli
modeli i¢in test yapilmistir: base_cased Ve large_cased.

Bu alt modellerden, base_cased modeli 12-katmanli,
768-gizli katman, 12-bag, 109 milyon degiskenden
olusmakta, large_cased modeli ise 24-katmanli, 1024-
gizli katman, 16-bas, 335 milyon degiskenden
olusmaktadir. iki dil modeli de Ingilizce dili iizerinde
egitilmis modellerdir. Diger dil modellerine ait alt
modellerin de detayli anlatimlar1 Huggingface'web
sitesinde bulunmaktadir.

Cizelge-2’den goriildigii tizere temel yaklagim olarak
kullandigimiz modelde en yiiksek sonucu %050,39 ile
diger dil modellerine kiyasla ELMo vermektedir.
Ayni zamanda anlam 6bek esasli modeller de yiiksek
performans veren dil modelleriyle denenmis ve
sonuglar Cizelge-3’de verilmistir.

Cizelge-3’den de anlasildifi iizere, Anlam Obek
Esasli Modellerden Ortalama Benzerlik Modeli
Maksimum Benzerlik Modellerinden neredeyse tiim
dil modellerinde (GPT-2iarge Ve BERTarge modelleri
haric) daha yiiksek sonug vermistir.

1

https://huggingface.co/transformers/pretrained_mode
Is.html

Cizelge-2: Tum Dil Modellerindeki Tanim Esasli
Model Sonuglari

Dil Modeli Model Dogruluk
BERT base_cased %45,62
large_cased %42,13
ELMo base %>50,39
GPT openai_gpt %49,44
gpt2 %43,24
GPT2 gpt2_medium %41,17
gpt2_large %47,85
Transformer-XL | transfo xl wt10 %48,17
3
XLNet xInet_base_case %42,76
d
xInet_large_cas %42,44
ed
XLM xIm_mim_en_20 %44,51
48
xIm_mIm_100_1 %41,97
280
RoBERTa roberta_base %45,15
roberta_large %42,76
DistilBERT base %46,10
base_distilled %43,40

Ancak yine de tiim dil modelleri tanim esasli modele
kiyasla dogruluk skorlarini artirmigtir
(BERT %45,62’den %58,35’¢ (ortalama benzerlik
modeli), Transformer-XL %48,17°den %71,06’e
cikarmistir). Ve en yiiksek skorlar ise ELMo dil
modelinde %78,06 ile ortalama benzerlik modelinden
ve %74,00 maksimum benzerlik modelinden elde
edilmistir.

BERT ve ELMo dil modellerinin arasindaki en biiyiik
fark BERT c¢ift yonlii doniistiiriici kullanmaktadir.
Ancak ELMo ayrn olarak egitilmis soldan saga ve
sagdan sola uzun kisa siireli belleklerin ard arda
kullanilmasiyla ¢alismaktadir [37].

Clark’in caligmasinda da bahsedildigi tizere [45],
BERT daha ¢ok soz dizimsel ve esgondergelere
oncelik vererek c¢aligmaktadir. Ancak Anlam
Belirsizligi Giderme c¢aligmalar1 sozclklerin  s6z
dizimsel bakis acilarindan ¢ok anlamsal yaklagimlari
iizerinde odaklanmaktadir.
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Cizelge-3: Tum Dil Modellerindeki Anlam Obek
Esasli Modeller

Dil Modeli Maksimum Ortalama
Benzerlik Benzerlik
Modeli Modeli
BERThase %56,4'4 %58,35
BERTarge %48,64 %45,79
ELMo %74,00 %78,06
GPT %54,05 %754,68
GPT2arge %52,94 %52,62
Transformer- %67,24 %71,06
XL
DistilBERTbase %56,75 %59,30

Bu nedenle BERT veya BERT tabanli dil modelleri
ELMo’ya kiyasla ABG yaklasiminda daha diisiik
performans sonuglar1 vermektedir. Bu testlerin
sonucunda ileriki ¢aligmalar i¢in su notlar alinmigtir:

1) Sozciiklerin sadece tanim bilgileri kullanilarak
baglam vektorlerinin  ¢ikarilmasi yeterli
degildir,

2) BERT ve BERT tabanli diger dil modelleri
daha ¢ok soz dizimsel bakis acilarina
odaklanmaktadirlar, bu nedenle ABG yaklagimi
icin ELMo dil modelini kullanmak daha
uygundur,

3) Performans sonuglarinin %28 oraninda artmasi
anlam obek kiimelerinin kullaniminin baglam
bazli yaklagimlar i¢in uygun oldugunu
gostermektedir,

4) T1lk sonuglar gostermektedir ki, en azindan bir
WordNet ontolojisine sahip DKD’ler i¢in bu
yaklagimi kullanmak gelecek vaat etmektedir.

Anlam Obek Esashi Modellerin veri artirimi
konusundaki basarimlarini daha derin inceleyebilmek
adma farkli bir kag test daha yapilmistir. Deneylerde
en basarili sonu¢ veren dil modelli (ELMo)
kullanilmigtir. Bu deneylerde farkli esik degerlerde
(0’dan 0,9°a kadar) benzerlik skorlari kullanilmistir
ve bu benzerlik esik degerinin iizerinde kalan 6rnek
sayilari listelenmistir (629 test 6rnegi 0 esik degerinin
tizerindedir). Bu testlerin sonuglar1 Cizelge-4 ve
Gizelge-5’de verilmistir. Ornegin, 0,90 benzerlik esik
degerine sahip bir degerde, dnerilen model verilen iki
baglam vektoriinde kosiniis benzerligine gore %90
oraninda benzerlik gosterdigini garanti etmektedir.

Cizelge-4 ve Cizelge-5’de gorildiigi tizere, 0,90
benzerlik esik degerine sahip etiketli ornek sayist
oldukga azdir (Maksimum benzerlik modeli icin 18,

Ortalama benzerlik modeli i¢in 4). Ancak yiiksek esit
degerlerinde elde edilen yiiksek performans, obek
kiimelerinin bu ydntem ile veri artirimi
yapilabilecegini gostermektedir. ELMo Maksimum
Benzerlik modelinde 18 érnek cumle icerisinde %9
performans basarimi ile skor %83,33 olarak alinmustir.
Veri artirimi igin 6bek kiimelerini doldurmak adina
yiiksek bir esik degerle baglanmasi 6zellikle DKD’ler
iizerinde kullanilabilmek anlaminda tesvik edicidir.

Cizelge-4: ELMo Anlam Obek Esash Maksimum
Benzerlik Modeli

Esik Degeri Test Ornek Dogruluk
Sayisi

0,90 18 % 83,33
0,80 100 %79,00
0,70 320 %76,25
0,60 502 %74,90
0,50 594 %73,74
0,40 621 %7391

0 629 %74,00

Cizelge-5: ELMo Anlam Obek Esash Ortalama
Benzerlik Modeli

Esik Degeri Test Ornek Dogruluk
Sayis1

0,90 4 % 75,00
0,80 94 %76,60
0,70 315 %78,10
0,60 499 %78,16
0,50 592 %78,88
0,40 624 %78,52

0 629 %78,06

6. Yapilan Ek Calismalar

Daha once yapilan testler sonucunda, veri artirimi
saglamak i¢in Obek kiimelerini doldurulmast
yaklagiminda belirli bir esik degerle baslanmasi tesvik
edici olmasi nedeniyle bu ¢alismada daha da detaylt
testler yapilmistir. Daha 6nce yaptigimiz ¢aligmalara
ek olarak, WordNet’de bulunan bir sdzcligiin tim
anlamlar1 i¢in &bek kiimeleri olusturulmus ve
otomatik olarak anlam etiketlemesi yapilmis OMSTI
[9] veri kiimesi kullanilarak 6bek kiimeleri benzer
orneklerle doldurulmustur. Bu amagla en mantikli
esik deger belirlenmek (izere birden fazla ve birkag tur
test yapimistir. Obek kiimeleri 4 farkli yaklagim
modeli iizerine doldurulmustur. Birinci modelde 6bek
kiimeleri ortalama kosiniis benzerlik yaklagimi
kullanilarak egitim kiimesi olusturulmasi saglanmistir
ve 629’luk test kiimesinde yine ortalama kosinis
benzerlik kullanilarak dogru anlam atamasi yapilmasi
saglanmigtir. fkinci modelde ise yine ortalama
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benzerlik yaklagimi ile egitim kiimesi olusturulmus
ancak bu sefer test asamasinda ise maksimum
benzerlik kullanilarak atama yapilmistir. 3. ve 4.
modelde bu yaklagimlarin tam terslerinden
olugsmaktadir. Bu dort test icinde egitim kiimesi
sadece bir tur olusturulmus ve belirlenen esik
degerlerine gore atamalart yapilmistir. Bu ¢aligmanin
sonuglar1 Cizelge-6’da verilmistir.

Bu modellerle en yiiksek dogruluk sonuglarini 1. ve 4.
model %90 Dbenzerlik ile (%78,06) seklinde
vermektedir. Ancak sonuglar detayli incelendiginde,
Obek kiimeleri doldurulurken esik degerinin 0,9
secilmesiyle (sadece %90 benzerlik olan climlelerin
kiimeye dahil edilmesi) yeterli kadar drnek climle
gelmedigi  goriilmektedir. Ornegin  Maksimum
kosiniis benzerligi ile egitim kiimesi olusturulurken
0,9 esik degeri ile toplam 9, ortalama benzerlik ile de
toplam 75 climle 6rnegi gelmistir. Bu ciimle sayilari
0,8 esik degerinde maksimum benzerlik ile toplam
9,601 cumle iken ortalama benzerlik ile toplam
3,614’tlir. Bu nedenle sonraki deneylerde esik
degerinin en az 0,8 olmas1 gerektigi kabul edilmis ve

bu esik degeriyle en yiiksek sonucu 4. modelde (Maks.

Benz. Egitim Ort. Benz.Test) %77,26 olarak elde
edilmistir.

Yani, egitim kiimesi maksimum benzerlik
kullanilarak olusturulacak test kiimesi ise ortalama
benzerlik kullanilarak atama sonuglandirilacaktir. Bu
model segilerek maksimum benzerlik egitim kiime
olusturulmasi 5 tur olarak tekrar edilmistir. Yani, 1.
turda %80 maksimum benzerlik kullanilarak &bek
kiimeleri doldurulmus ve buna goére egitim kiimesi
olusturulmus ve 2. tura gelindiginde ise 1. turdan elde
edilen egitim modelinin {izerine tekrar %80 benzerlik
ile 6bek kiimeleri doldurulmustur. Her bir turda eski
egitim kiimesinin iizerine yeni ornekler katilarak 6bek
kiimeleri  genisletilmistir. Bu egitim kiimeleri
kullanilarak maksimum benzerlik ve ortalama
benzerlik yaklasimi ile de sozciik anlamlar
etiketlenmis ve sonuglar raporlanmustir. Bu testlerin
sonuglari Cizelge-7’de verilmistir. Bu yaklagim ile en
yiiksek sonuglar tur sayisinin 2 kez olmast ile %77,42
ile sonuglanmigtir. Daha Onceki yaklagimimizda
maksimum  benzerlik modeli ile en yiiksek
sonucu %74,00 olarak elde edilmisti, bu g¢alisma
ile %3’lik bir iyilestirme saglanmis olundu. Ve
sonuclar detayli incelendiginde 2.turdan sonra
bagarimin diismesinin en biiyiik nedeni ise belirli bir
tur sayisindan sonra egitim kiimesinin ¢ok fazla
yakinsanmasindan kaynaklandigi tespit edilmistir.

Cizelge-6: Ortalama ve Maksimum Benzerlik
Modelleriyle Egitim ve Test Sonuglari

Model Ac¢iklama Esik Dogruluk

No Degeri

Ort. Benz. 0,9 %78,06

1 Egitim 0,8 %77,12

Ort. Benz.Test 07 %7647

Ort, Benz. 0,9 %66,29

2 El\l%itlim 08 %68,04

Ben;.TSt;st 0,7 %6518

Maks. Benz. 0,9 %066,29

3 ENf;%itlim 08 %68,36

Ben;TSt;st 0,7 %66,93

Maks. Benz. 0,9 %78,06

4 Egitim 0,8 %77,26

Ort. Benz.Test 0.7 %77.06

OMSTI veri kiimesi kullanilarak yapilan otomatik
veri artinmi yontemi detayli incelendiginde 2. tur
sonucunda 629 (test kiimesi) anlam i¢inden aslinda
154 tane anlam igin yeni 6rnek geldigi goriilmiistiir.
Bu 154 anlam igerisinde ise 6rnek sayist 5’den az olup
artan 14 anlam bulunmakta, 6rnek sayis1 10’dan az
olup artan ise 32 anlam bulunmaktadir. Bu tur sayisi
5 oldugu halde bile toplam eklenen anlam sadece bu
154 tanesi igindir. 5.Tur sonucunda bu 154 anlam
icerisinde O0rnek sayis1 5’den az olup artan 15 anlam
(3 turda sadece 1 anlam i¢in O&rnek artig1 oldu)
bulunmakta, 6rnek sayis1 10’dan az olup artan ise 38
anlam (3 turda sadece 6 anlam i¢in drnek artig1 oldu)
bulunmaktadir. Bagarimlar1 daha detayli incelemek
tizere de sadece artig1 saglanan bu 154 anlam kiimesi
iizerinde detayli bir analiz yapilmuistir. Sonuglari
Cizelge-8°de gosterilmistir.
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Cizelge-7: Maksimum Benzerlik ile Egitim
Ortalama Benzerlik ve Maksimum Benzerlik lle
Test Sonuglan (Esik Degeri = 0,8)

Tur Maks. Maks. Benz. Ciimle
Sayis1 Benz. Egitim Sayisi
Egitim Maks.
Ort. Benz.Test
Benz.Test

1 %77,26 %68,36 ~9,601
2 %77,42 %67,72 ~ 46,969
3 %76,78 %67,40 ~ 54,306
4 %76,62 %67,09 ~ 59,411
5 %76,31 %67,40 ~ 63,244

Cizelge-4 ve Cizelge-5’de gorildiigi tizere, 0,90
benzerlik esik degerine sahip etiketli 6rnek sayist
olduk¢a azdir (Maksimum benzerlik modeli igin 18,
Ortalama benzerlik modeli i¢in 4). Ancak yiiksek esit
degerlerinde elde edilen yiiksek performans, dbek
kiimelerinin  bu  yontem ile veri artirim
yapilabilecegini gostermektedir. ELMo Maksimum
Benzerlik modelinde 18 6rnek ctimle icerisinde %9
performans basarimu ile skor %83,33 olarak alinmustir.
Veri artirimi ig¢in 6bek kiimelerini doldurmak adina
yiiksek bir esik degerle baglanmasi 6zellikle DKD’ler
iizerinde kullanilabilmek anlaminda tesvik edicidir.

Egitim kiimesinin iyilestirilmesi ile Ornek ciimle
eklenen 154 anlam kiimesi i¢in yapilan testlerde
goriilmiistiir ki, en yiiksek sonuglar %60,38 egitim
kiimesinin 2 tur dondiiriilmesi ile elde edilmistir.
Cizelgede 0 tur ile gosterilen kissm OMSTI veri
kiimesi kullanilmadan sadece SEMCOR veri kiimesi
kullanilarak elde edilen egitim kiimesinin sonuglaridir.
Bu 154’lik anlam kiimesi i¢in toplam 4,484 adet
climle bulunmaktadir, tur sayilar arttik¢a gelen ciimle
sayist da artmakta ancak bir slire sonra fazla
yakinsanmasindan dolayr basarim diigmektedir.
Ornegin, 1. tur ile yeni 3,416 ciimle gelerek bu
154’lik kiimenin toplam Ornek sayisint 7,900
cikarmustir. Ayni sekilde 2. turda 15,248 yeni ciimle
gelerek toplam ciimle sayis1 23,148 ¢ikmistir. Ancak
bu turdan sonra basarim zirve yaptigt orandan
diismekte yine de elde edilen ilk sonuca gore (%57,79)
basarimlar yaklasitk olarak %3 artmistir. Bu
caligmalar gostermistir ki, 0,8 esik degeri ve 2. tur ile
kayda deger basarimlar alinabilecektir.

Cizelge-8: 154 Ek Anlam Kiimesi i¢in Dogruluk
Sonuglar (Esik Degeri = 0,8)

Tur Dogruluk Turda Toplam
Sayisl Gelen Ornek
Ornek Sayisl
Sayisi
0 %57,79 0 4,484
1 %>58,44 3416 7,900
2 %¢60,38 15248 23,148
3 %59,09 19598 42,746
4 %°58,44 22728 65,474
5 %59,09 24527 90,001

Son olarak daha da detayli bir analiz yapabilmek
adma, SemCor’da 5’den az 6rnegi olan anlamlar ile
10’dan az Ornegi olan anlamlar incelenmistir.
Sonuglart Cizelge-9 da verilmistir. Cizelgede 0. tur
olarak gosterilen kisim sadece SemCor kullanilarak
elde edilen egitim kiimesi igerisinde 5’den az drnegi
olan anlamlar ve 10’dan az 6rnegi olan anlamlar igin
doldurulmustur. 5’den az &rnegi olan toplam 9 anlam
icin bu testler 6 turda denenmistir (0,1,2,3,4 ve 5.tur).
Bu 9 anlamm baslangicta toplam 33 Ornegi
bulunmaktadir, en yiiksek sonuglarin elde edildigi
2.tur sonucunda ise ornekler 197’ye ¢ikmistir. 10°dan
az Ornegi olan toplam 25 anlam bulunmaktadir. Bu
anlamlarinda ilk basta 175 6rnegi bulunmaktadir, 2.
tur sonucunda ise bu say1 4,079 Ornek sayisina
ulagmistir. Sonuglar, 2. turdan sonra yeni ornekler
gelmesine ragmen 6bek kiimelerin yakinsanmasindan
dolay1 basarimlarinin daha artmadigini
gostermektedir. 9 anlam kiumesi icin 2. tur sonunda
performanst %22 oraninda artmis, 25 anlam kiimesi
icin ise %8 oraninda artmigtir. Bu sekilde esik
degerleri yiiksek tutulup kiiciik kiimelerde kontrollii
bir bagarim orani artabilecegi Ongoriilmektedir. Ve
DKD’ler gibi 6zellikle her anlam i¢in ¢ok az 6rnek
bulunabilecek diller de bu yaklasim ile basarili
sonuglar almabilecegi gosterilmektedir. Bu yontem
kullanilarak ¢ok az Ornekli anlam kiimeleri
doldurulabilir ve 2.turdan sonra en bagarimli sonuglar
elde edilebilecektir.

DKD’ler i¢in ABG egitim verisi bulmanin ¢ok zor
olmast nedeniyle, [18]’de veri artirnmi igin yari-
denetimli baglamsal anlam belirsizligi giderme (daha
sonra denetimli Ogrenmede egitim verisi olarak
kullanilmak {izere) yaklagimi dnerilmistir.
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Cizelge-9: 5’den ve 10’dan Az Ornegi Olan
Anlamlarin Dogruluk Sonuglari

Tur | 5'denaz | Ornek | 10’dan Ornek
Sayis1 ornek Sayis1 | az 6rnek Sayis1
& (25

anlam) anlam)
0 %44,44 33 %64,00 175
1 %55,55 63 %68,00 1,249
2 %66,66 197 %72,00 4,079
3 %66,66 359 %72,00 7,770
4 %66,66 534 %72,00 12,289
5 %66,66 724 %72,00 17,183

Ve bu caligmanin dogrulugunu ispatlamak {izere,
onerilen model Ingilizce veri kiimesi iizerinde test
edilmistir. Alinan ilk sonuglarimiza gore Onerilen
yaklasim ozellikle DKD’ler i¢in ABG veri kiimesi
olusturmak icin gelecek vaat ettigi goriilmesi iizerine
calisma ilerletilmistir. ilerletilen bu ¢alismamizda da
goriildiigii tizere bu yaklagim DKD’ler i¢in umut vaat
etmektedir. Bu nedenle bir sonraki asamada ilk olarak
DKD’ler i¢in bu yaklasim test edilecektir. Ancak bu
yontemin basgarili olabilmesi i¢in DKD’ler’in mutlaka
WordNet gibi bir ontolojiye sahip olmalar
gerekmektedir. DKDler arasindan Tiirkce de
WordNet ontolojisine sahip bir dildir. Bu sebeple bir
sonraki ¢alismada yaklasimlar Tiirkge lizerinde test
edilecektir.

7. Sonug ve Gelecek Calismalar

Diisiik-kaynakli diller (DKD’ler) i¢in dogal dil
problemlerine uygun veri bulmak ¢ok zordur. Anlam
Belirsizligi Giderme (ABG) problemi de ozellikle
DKD’lerde veri eksikligi sorunu yasamaktadir. Ancak
ABG problemi icin Ingilizce dili iizerinde elle-
etiketlenmis ¢ok sayida veri g¢evrim igi olarak
bulunmaktadir. DKD’lerde yeterli derecede probleme
uygun veri toplamak ve etiketlemek vakit alict ve
yiiksek maliyet gerektiren bir istir. DKD’ler i¢in ABG
egitim verisi bulmanin ¢ok zor olmasi nedeniyle, veri
artirim1 i¢in  yari-denetimli  baglamsal anlam
belirsizligi giderme (daha sonra denetimli 6grenmede
egitim verisi olarak kullanilmak {izere) yaklagimi
onerilmistir. Bu c¢alismanin dogrulugunu gostermek
iizere, dnerilen model Ingilizce veri kiimesi iizerinde
test edilmistir. Olusturdugumuz  yari-denetimli
yontem 6bek kimesi (seed set) ve baglam vektorii
(context embeddings) kullanmaktadir. Calisma 9
farkli baglam-tabanli dil modelinde test edilmistir
(ELMo, BERT, ROBERTa vb.) ve etkileri
incelenmigtir. Temel yaklasgimlarimiza gore %28

dogruluk oraninda performans artis1 saglanmustir.
Obek kimeleri maksimum ve ortalama benzerlik
modelleri belirli bir esik degerine gore genisletilmis
ve en yliksek bagarim veren dil modelinde test
edilmistir. En bagarimli egitim kiimesi maksimum
benzerlik modeli ile ve test kiimesi ortalama benzerlik
modeli kullanilarak yapilan yaklasim ile elde
edilmistir. Ayrica yine en yiiksek sonuglar 0,8 Esik
degeri ve egitim veri kiimesinin sadece 2. tur
olusturulmasiyla elde edilmistir.

Gelecek  ¢alismalarda  Gzellikle veri  artirimm
calismalart DKD’ler arasindan Tiirkge {izerinde
denenmesi ve egitimli modellerde kullanilmak tizere
egitim kiimesi olusturulmasi  planlanmaktadir.
Belirlenecek esik degerleri yiiksek tutulup kiigiik
kiimelerde kontrollii bir biiylime saglanarak bagarimin
artabilecegi ongoriilmektedir.
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