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ÖZ 

Bu çalışmada, Uzun Kısa-Vadeli Hafıza (LSTM) tabanlı derin sinir ağı ile beşinci nesil küçük hücre ağlarında el 

değiştirme (handover, HO) tahminlerini gerçekleştiren yeni bir model geliştirilmiştir. İlk olarak HO tahmininde 

eğitim için kullanılacak olan veri seti Riverbed Modeler benzetim yazılımında tasarlanan benzetim senaryoları ile 

oluşturulmuştur. Bu senaryolar aracılığıyla sinir ağının veri kümesinde kullanılacak üç adet giriş (RSSI, SNR ve 

Jitter) değişkeni ve bir adet çıkış (istenen değer) değişkeni elde edilmiştir. Bu veri seti makine öğrenmesi 

algoritmalarından LSTM, SVM, Tree ve Lineer Regresyon teknikleri ile eğitilmiştir. LSTM tabanlı derin sinir ağı 

diğer regresyon algoritmaları ile karşılaştırılmış ve daha yüksek başarıma sahip olduğu tespit edilmiştir. LSTM 

için eğitilen modelin test sonuçları incelendiğinde; R2 0.94, MAE 0.3315, MSE 0.3670 ve RMSE değeri 0.6058 

olarak bulunmuştur. LSTM tabanlı derin sinir ağlarının, regresyon işlemlerinde yüksek başarım gösterdiği 

görülmüştür. Sonuç olarak önerilen regresyon modeli ile 5G küçük hücre ağlarında HO kararlarının tahmin 

edilebildiği gösterilmiştir. 

Anahtar Kelimeler- 5G, Küçük Hücre, Makine Öğrenmesi, LSTM 

 

ABSTRACT 

In this study, a new model is developed that performs handover prediction in fifth generation small cell networks 

with Long Short Term Memory (LSTM) based deep neural networks. Firstly, the data set to be used for training 

in handover prediction was created with simulation scenarios designed in Riverbed Modeler. Through these 

scenarios, three input (RSSI, SNR and Jitter) variables and one output variable (desired value) were obtained to 

be used in the data set of the neural network. This data set was trained with machine learning algorithms LSTM, 

SVM, Tree, and Linear Regression techniques. LSTM-based deep neural network was compared with other 

regression algorithms and was found to have higher performance. When the test results of the trained model for 

LSTM are examined; R2 0.94, MAE 0.3315, MSE 0.3670, and RMSE value 0.6058 was found. It was observed 

that LSTM-based deep neural networks show high performance in regression processes. As a result, study shows 

that handover decisions can be predicted in 5G small cell networks with the proposed regression model. 

Keywords- 5G, Small Cell, Machine Learning, LSTM 
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I. GİRİŞ 

Mobil veri trafiği her geçen yıl hızla artmakta, mevcut ağ altyapıları bu ihtiyaçlara cevap verme 

noktasında yetersiz kalmaktadır. İnternete bağlanan akıllı cihaz (telefonlar, tabletler vb.) sayısındaki üstel artış, 

kablosuz haberleşme altyapılarının performansını olumsuz etkilemektedir. Bu aşırı veri trafiği servis sağlayıcıları 

üstünde de ciddi bir baskı oluşturmaktadır. Mobil kullanıcı ihtiyaçlarının kabul edilebilir seviyede karşılanabilmesi 

için yaratıcı, düşük maliyetli ve hızlı uygulanabilir yeni çözümlere ihtiyaç duyulduğu görülmektedir. Beşinci Nesil 

(5th Generation, 5G) ağ mimarisinin gerçek ortamlarda uygulanabilmesi, tüm dünyada olduğu gibi ülkemizde de 

yeni nesil kablosuz haberleşme için en önemli hedefler arasındadır [1]–[3]. 

Ericsson şirketinin 2020 hareketlilik raporunda, 2026 yılına kadar toplam mobil verilerinin tahmini yüzde 

54'ünü 5G teknolojisinin oluşturacağı öngörülmektedir [4]. Bu sonuç Şekil 1’de ayrıntılı olarak verilmiştir. 5G 

teknolojisi için günümüz hücresel ağlarda kullanılan düşük ve orta bant tayfları servis kalite gereksinimlerinin 

karşılanabilmesi açısından oldukça yetersizdir. Bu nedenle küçük hücreler şeklinde kablosuz ağ kurulmasına ve 

kısa mesafelerde yüksek veri taşıma kapasitesine sahip yüksek bant tayflarına ihtiyaç duyulmaktadır. 5G 

teknolojisinin tüm dünyada yaygınlaşabilmesi düşük kapsama alanlarına sahip çok fazla sayıda erişim noktalarının 

kurulumları ile mümkün olacaktır. Bu bakımdan küçük hücreler 5G teknolojisinin yaygınlaşabilmesi için en kritik 

noktalardan biri olarak görülmektedir. Küçük hücre ağlarının yaygınlaştırılması ve performanslarının 

iyileştirilmesi geleceğin kablosuz haberleşme hedefleri arasındadır [5]. 

 
Şekil 1. Küresel mobil veri trafiği 

Günümüz ağ altyapıları geniş kapsama alanına sahip makro hücrelerden (macro cells) oluşmaktadır. 

Ancak alışveriş merkezleri, stadyumlar, ulaşım istasyonları gibi özel ve yoğun ağ senaryoları düşünüldüğünde bu 

altyapıların kapsama ve kapasite açısından yetersiz ve verimsiz olduğu görülmektedir. Bu nedenle kapasite ve 

kapsama alanın arttırılması kaçınılmaz bir ihtiyaca dönüşmüştür. Bu noktada iki farklı çözüm önerilebilmektedir. 

Bu çözüm önerilerinden ilki, ortama daha fazla baz istasyonu ekleyerek daha yoğun ağ ortamları oluşturmak, bir 

diğer çözüm önerisi ise daha fazla tayf tahsisi gerçekleştirmektir. Bu çözümlerden ikincisi için 4G teknolojisinin 

gelişimi ve iyileştirilmesi çalışmalarında tayf aralıkları, bant genişlikleri ile ilgili çalışmalar yapılmış ancak yine 

de yeterli olmadığı tespit edilmiştir. Ayrıca bu çözümün de oldukça maliyet gerektirmesi de bir diğer dezavantaj 

olarak karşımıza çıkmaktadır. Bu nedenle aşırı yoğun ağ (ultra-dense network, UDN) olarak isimlendirilen ilk 

önerinin daha uygun bir çözüm olduğu görülmektedir. UDN çok sayıda küçük hücrelerin çeşitli noktalara 

kurulumu ve dağıtık anten sistemleri ile gerçekleşebilmektedir. Ağın yoğunlaştırılması yaklaşımı kapasite ve 

kapsama alanının arttırılması konusunda başarılı sonuçlar vermektedir [6]. 

Geleneksel baz istasyonlarının tüm özelliklerine sahip küçük hücreler, mobil kullanıcıları küçük coğrafi 

alanlar üzerinden mobil ağlara bağlayan, kısa menzilli radyo erişim noktalarıdır. Farklı güç seviyesi ve kapsama 

alanına göre femtocells, picocells ve microcells olarak isimlendirilen bu baz istasyonlarının tamamı küçük hücreler 

(small cell) olarak genellenebilir. Küçük hücreler makro hücrelerin yetersiz kaldığı, yüksek veri kapasitesi ve 

kapsama alanı ihtiyacı olan aşırı yoğun kentsel alanlarda kurulması öngörülmektedir. 
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Hücresel kablosuz haberleşme ağlarında, mobil kullanıcıların (MK) hareketlilik gereksinimleri el 

değiştirme (handover - HO) mekanizması ile sağlanabilmektedir [7]–[9]. Bu sayede MK hareket halindeyken ağın 

kapsama alanı içinde ya da dışında kesintisiz olarak haberleşmesini sürdürebilmektedir. HO mekanizması, bir 

küçük hücre baz istasyonu (eNB) tarafından sürdürülen bir oturumun komşu bir hücreye yeniden atanması 

işlemidir. MK bağlantı kurmaya çalıştığında baz istasyonları ilgili haberleşme sinyalleri ile gerekli kaynakları 

atamaktadır. HO işleminden dolayı MK ve baz istasyonları arasında oluşan paket alış verişleri ağ yüküne, 

gecikmelere ve paket kayıplarına sebep olabilmektedir. Bu nedenle geliştirilecek HO algoritmalarının bu sorunlara 

çözüm bulması beklenmektedir. 5G küçük hücre ağlarının en önemli konulardan biri de HO yönetiminin etkili ve 

verimli bir şekilde gerçekleştirilebilmesidir. 

Son zamanlarda Makine Öğrenimi (MÖ) ve farklı bilişsel teknikler çeşitli ağ teknolojilerine 

uygulanmakta ve daha otonom, akıllı ve dinamik mimariler geliştirilmektedir [10]–[14]. Aljeri ve Boukerche [14] 

çalışmalarında HO yönetimi için iki katmanlı makine öğrenmesine dayalı yeni bir yaklaşım önermişlerdir. İlk 

olarak HO tetikleme kararını türetmek için erişim noktalarının alıcı sinyal gücünü tahmin eden tekrarlayan bir sinir 

ağı modeli kullanılmıştır. Akabinde bir sonraki erişim noktasını seçmek için bir Markov modeli geliştirilmiştir. 

Ensar Zeljkovi ́ vd. [15] çalışmalarında MÖ destekli bir HO algoritması (ABRAHAM) geliştirmişlerdir. Bu 

çalışmada MK ile ağ geçidi arasındaki bağlantı kalitesini tahmin edebilen LSTM ağı modellemişlerdir. Yao Sun 

vd. HO yönetiminden dolayı oluşan maliyetleri en aza indirebilmek amacıyla güçlendirilmiş dağıtık öğrenme 

yaklaşımına dayalı akıllı HO yönetimi (LESS) önermişlerdir [16]. Aşırı yoğun ağ ortamlarında geleneksel HO 

algoritmaları ile hareketlilik yönetimi hem oldukça zor hem de karmaşıklığa sebep olmaktadır. Bu soruna çözüm 

olarak MÖ tekniklerinden yararlanılması oldukça önemlidir. Bu sayede dinamik ağ koşullarında uygun HO 

kararlarının verilebilmesi mümkün olacaktır. Geleneksel yaklaşımda HO yönetimi için sadece Alınan Sinyal Gücü 

Göstergesi (Received Signal Strength Indication, RSSI) parametresi kullanılmaktadır. Ancak daha güvenilir HO 

yönetimi için RSSI parametresinin yanı sıra Sinyal-Gürültü Oranı (Signal-to-Noise Ratio, SNR) ve Jitter gibi daha 

önemli parametrelerden de yararlanılabilir. Jitter gecikmedeki değişiklik veya sinyalin iletilmesi ile alınması 

arasındaki zaman gecikmesi olarak ifade edilmektedir. 

Geleneksel HO yönetiminde (3G/4G) en yüksek veri hızı, kapsama alanı ve tayf verimliliği gibi daha net 

metrikler ile daha çok ağ odaklı bir başarıma odaklanılmıştır. Bu nedenle MK’ların deneyim kalitesi olarak ifade 

edilen QoE (quality of experience) beklentileri ihmal edilmiştir. 5G teknolojisinin hücresel ağları için öne sürdüğü 

en önemli yeniliklerden biri kullanıcı odaklı ve veriye dayalı akıllı ağ algoritmalarının geliştirilmesidir. Buradaki 

en önemli amaç ağ kaynaklarının kullanımını optimize etmek ve MK’ların QoE beklentilerini karşılayabilmektir. 

Bu beklentilerin karşılanabilmesi ağ ortamında daha fazla verinin toplanması ve en uygun kararları verebilen akıllı 

algoritmaların geliştirilmesi ile mümkündür. Önerdiğimiz makine öğrenmesi temelli HO yaklaşımı bu 

beklentilerin karşılanabilmesi için 5G küçük hücre ağlarının ağ ortamı ile ilgili verileri analiz edebilme 

yaklaşımına dayanmaktadır. Bu çalışmada 5G küçük hücre ağlarında makine öğrenmesi kullanılarak çok metrikli 

HO kararlarını tahmin edebilen yeni bir model geliştirilmiştir.  

II. SİSTEM MODELİ 

5G küçük hücre ağlarında HO kararlarını önceden tahmin edebilmeyi amaçlayan yeni bir tekrarlayan sinir 

ağı (RNN), daha özelde uzun kısa süreli bellek (LSTM) modeli geliştirilmiştir. Önerilen algoritmayı doğrulamak 

ve değerlendirmek için SVM, Tree ve Lineer regresyon algoritmaları ile karşılaştırılmıştır. Bu çalışmada Riverbed 

Modeler ve MATLAB benzetim yazılımlarından yararlanılmıştır. 

A. Makine Öğrenmesi ve Uzun Kısa Vadeli Bellek (LSTM) 

Yapay zeka tekniklerinden doğan MÖ, geliştirilen sistemin eğitim verilerinden faydalı yapısal kalıp ve 

modelleri öğrenmesine imkan tanıyan bir yaklaşımdır. MÖ genellikle eğitim ve karar verme olmak üzere iki ana 

kısımdan oluşur. İlk olarak eğitim veri kümesi kullanılarak sistem modelini öğrenmek için ML yöntemlerinin 

uygulandığı eğitim aşaması ve daha sonra sistem eğitimli modeli kullanılarak her yeni girdi için tahmini çıktıyı 

elde edebilen karar verme aşamalarından oluşmaktadır. MÖ algoritmaları denetimli, denetimsiz ve takviyeli olmak 

üzere üç kısımda ele alınır. MÖ ile ilgili daha detaylı bilgi almak için ilgili kaynakçanın incelenmesi tavsiye edilir 

[17]. 

Sinir ağları (Neural Networks, NN) ise geçmiş verilerden deneysel bilgiyi öğrenmek için paralel olarak 

çalışan çok sayıda basit işlem birimlerinden oluşmaktadır. İnsan beyninden esinlenmiş olan bu algoritma, doğrusal 

olmayan ve paralel hesaplamalar gerçekleştirebilmek için nöronlar olarak bilinen temel bileşenleri kullanmaktadır. 
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Sinir ağlarında ifade edilen düğümler insan beynindeki nöronların ilkel bir modelidir [18]. Bu düğümler aktivasyon 

işlevlerini kullanarak doğrusal olmayan hesaplamaları gerçekleştirebilmektedir. En sık kullanılan aktivasyon 

fonksiyonları sigmoid ve hiperbolik tanjant fonksiyonlarıdır. İnsan beynindeki nöronların birbiri ile bağlanma 

şeklini temel alan sinir ağlarındaki düğümler, değişken bağlantı ağırlıklandırmalarla birbirine bağlanmaktadır. 

Birçok katmana sahip sinir ağlarının ilk olarak giriş katmanı ve son olarak da çıktı katmanı bulunmaktadır. Giriş 

katmanı ile çıktı katmanı arasındaki diğer katmanlar ise gizli katmanlar olarak ifade edilmektedir. Her bir katmanın 

çıktısı bir sonraki katmanın girdisi olacak şekilde tasarlanır. Son katman ise sistemin çıktısı olarak görev görür. 

Sinir ağlarının performansı gizli katman sayılarının ve her bir katmandaki düğüm sayılarının arttırılıp azaltılması 

(deneme yanılma) ile iyileştirilir [12, 15, 19–21]. 

Literatürde ve MÖ uygulamalarında en yaygın kabul gören tekrarlayan sinir ağ LSTM mimarisidir. Bu 

mimari farklı zaman ve katmanlardan gelen hata değerini korurken, sabit bir hata değeri sağlayarak tekrarlayan 

ağların öğrenme adımlarının devam edebilmesini sağlamaktadır. Uzun vadeli bağımlılıkları yakalama konusunda 

iyi bir yeteneğe sahiptir. LSTM ağ modeli, gizli durumu hesaplamak için giriş, çıkış ve unutma olmak üzere üç 

adet geçit kullanır. LSTM hücresi verileri sıralı olarak işleyebilmekte ve zaman içinde gizli durumunu 

koruyabilmektedir. 

Şekil 2’de çalışmamızda geliştirilen LSTM ağ mimarisi verilmiştir. Ağ, bir dizi giriş katmanı, üç adet 

LSTM katmanı, tamamen bağlı katman ve bir regresyon çıktı katmanından oluşmaktadır. Giriş katmanında RSSI, 

SNR ve Jitter olmak üzere üç giriş değişkeni tanımlanmıştır. Regresyon çıktı katmanında ise sadece bir çıkış 

değişkeni tanımlanmıştır. LSTM katmanlarında sırasıyla 128, 64 ve 128 nöron kullanılmıştır. Şekil 3’te ise 

tasarlanan LSTM ağ mimarisinin eğitim başarım sonuçları gösterilmiştir. 

 
Şekil 2. Eğitim için geliştirilen ağ mimarisi 
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Şekil 3. LSTM mimarisin eğitim sonuçları 

B. Veri Setinin Hazırlanması 

Öğrenme tekniklerini kullanarak HO karar tahmini için veri setini almak, verileri formatlamak, sinir ağını 

tasarlamak, sinir ağını eğitmek ve ardından tahmine başlamak (veya ağı test etmek) şeklinde bir süreç sonunda 

mimari geliştirilmiştir. Gerçek değerlere kıyasla en iyi tahmin doğruluğunu elde etmek için her adım ayrıntılı 

olarak ele alınmıştır. 

MÖ’de tahminin en önemli bölümü veri kümesidir. 5G küçük hücre ağında HO işlemi için literatürde 

açık kaynak bir veri setiyle karşılaşılmamıştır. Bu nedenle veri setinin hazırlanmasında Riverbed Modeler 

benzetim yazılımında oluşturulmuş çeşitli senaryolardan yararlanılmıştır. Çalışmamızda HO yönetimi için çok 

metrikli karar mekanizması kullanılacağından senaryolar buna uygun tasarlanmıştır. Bu sayede daha gerçekçi, 

bilgi açısından zengin ve açık kaynaklı bir veri seti oluşturulmuştur. Bu veri seti 5G küçük hücre ağlarında HO 

kararlarının tahmin edilebilmesi için meydana getirilmiştir. Şekil 4’te veri seti için Riverbed Modeler benzetim 

yazılımında tasarlanan örnek bir senaryo verilmiştir. MN1 isimli mobil düğüm ok ile gösterildiği gibi bir başlangıç 

ve bitiş noktaları arasındaki bir rotada sabit hızla hareket etmektedir. Bu hareketi esnasında etrafında bulunan baz 

istasyonlarından periyodik aralıklarla RSSI, SNR ve Jitter verilerini içeren paketler almaktadır. 

Veri seti RSSI, SNR ve Jitter değişkenlerini ve bu değişkenler sonucunda oluşan istenen değer bilgilerini 

içermektedir. Bu çalışmadaki en önemli yeniliklerden biri HO karar mekanizmasının geleneksel yaklaşımın aksine 

MÖ destekli olmasıdır. 

Önerilen modelin başarımının tespiti için MATLAB yazılımı kullanılarak bir LSTM ağı tasarlanmıştır. 

Riverbed Modeler benzetim yazılımından elde edilen veri seti burada tasarlanan MÖ teknikleri ile eğitilmiştir. 

Tüm modelleri eğitmek için orijinal veri kümesinin yüzde 80'ini ayrılmıştır. Kalan yüzde 20'si ise ağın sağlamlığını 

test etmek için kullanılmıştır. 
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Şekil 4. Riverbed benzetim yazılımında veri seti oluşturmak için hazırlanan örnek bir senaryo 

III. BENZETİM SONUÇLARI 

5G küçük hücre ağlarında HO yönetimi için geliştirilen çok metrikli makine öğrenmesi tekniklerinin 

başarımını değerlendirmek amacıyla MATLAB yazılımı kullanılmıştır. MATLAB [22], makine öğrenmesi 

konusunda birçok desteğe sahip oldukça güçlü bir yazılımdır. Riverbed Modeler [23] ise haberleşme ağlarının 

modellenmesinde kullanılan, yaygın kabul görmüş nesne yönelimli bir benzetim yazılımıdır. Geliştirilen sistemin 

başarımı ayrık durum benzetimi ile yapılabilmektedir. 

Tablo 1. LSTM ağ modelinin eğitim parametreleri 

Hiper ve diğer parametreler Değerler 

Eğitim verisi 328 

Test verisi 82 

Giriş 3 

Çıkış 1 

İterasyon sayısı 1000 

Katman sayısı 3 

Yığın (Batch) boyutu  125 

Öğrenme hızı 0.0300 

Tablo 1’de LSTM ağ modelinin eğitim için kullanılan parametreler detaylı olarak verilmiştir. Şekil 5’te 

LSTM ağ modelinden HO kararları için elde edilen tahmini aday değerler ile gerçek değerlerin karşılaştırıldığı 

başarım sonuçları gösterilmektedir. Elde edilen sonuçlar eğitilmiş LSTM ağ modelinin gerçek aday değerlere çok 

yakın tahminler ürettiğini göstermektedir. Bu sonuçlar, LSTM ağ modelinin HO karar tahminlerini oldukça iyi bir 

seviyede gerçekleştirebileceğini ispatlamaktadır. 
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Şekil 5. LSTM modelinin başarım sonucu 

Tablo 2’de ise kullanılan MÖ teknikleri (SVM, Tree, Lineer Reg.) ve bu tekniklerin başarım sonuçlarını 

içermektedir. LSTM ağının eğitim için R2 değeri 0.99, MAE değeri 0.0791, MSE değeri 0.0418 ve RMSE değeri 

0.0633 olarak bulunmuştur. Yine LSTM ağının test için R2 değeri 0.94, MAE değeri 0.3315, MSE değeri 0.3670 

ve RMSE değeri 0.6058 olarak bulunmuştur. Tablo 2’de SVM, Tree ve Lineer Regresyon için aynı veriler detaylıca 

verilmiştir. Elde edilen bu sonuçlar incelendiğinde en yüksek başarımın LSTM ağ modeli tarafından elde edildiğini 

göstermektedir. Bu nedenle HO karar tahminlerinde LSTM ağ modelinin kullanılması daha uygun görünmektedir. 

Tablo 2. Eğitilen modellerin başarım değerleri 

 
RMSE R2 MAE MSE  

 
Eğitim Test Eğitim Test Eğitim Test Eğitim Test 

LSTM 0.0633 0.6058 0.99 0.94 0.0791 0.3315 0.0418 0.3670 

SVM 1.3682 1.3124 0.73 0.71 1.0887 2.7534 1.8720 1.7223 

Tree 0.7430 0.6934 0.92 0.92 0.5384 2.7347 0.5520 0.4809 

Lineer 

Regresyon 

1.3402 1.2938 0.74 0.72 1.1061 2.6893 1.7962 1.6739 

Önerilen yaklaşımın değerlendirilebilmesi için iki farklı küçük hücre ağı oluşturulmuştur. Her bir küçük 

hücre ağında periyodik aralıklarla RSSI, SNR ve Jitter değerleri izlenmektedir. Bu HO metriklerinin her iki küçük 

hücre için benzetim süresince değişimi Şekil 6 ve Şekil 7’de verilmiştir. RSSI -45 ile -140, SNR 0 ile 50, Jitter 10 

ile 180 değer aralıklarında rastgele olarak üretilmektedir. 
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Şekil 6. Küçük hücre (eNB1) için elde edilen HO metrik değerlerinin değişimi 

Şekil 6 ve Şekil 7’de RSSI, SNR ve Jitter parametrelerinin değişimi, hem belirli bir hızda sürekli hareket 

halinde olan mobil kullanıcılardan hem de kapsama alanı küçük olan çok sayıda küçük hücrelerin 

yerleştirilmesinden kaynaklanmaktadır. Aşırı yoğun ağ senaryolarında beklenen bu sonuçlar beraberinde HO 

işleminin gereksiz olarak sıklıkla gerçekleşmesine ve servis kalite gereksinimleri açısından başarım 

göstergelerinin düşmesine sebep olmaktadır. Elde edilen bu sonuçlar bize makine öğrenmesinin HO sürecinde 

kullanılmasının gerekliliğini göstermektedir.  

 
Şekil 7. Küçük hücre (eNB2) için elde edilen HO metrik değerlerinin değişimi 
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Şekil 8’de ise küçük hücrelerin RSSI, SNR ve Jitter metriklerine göre eğitilmiş LSTM ağ modeli 

sonucunda elde edilen adaylık değerlerinin benzetim süresince değişimini gösterilmektedir. Sonuçlar 

incelendiğinde aşırı yoğun ağ ortamlarında hareketlilik gereksinimlerinden dolayı ortaya çıkan HO 

parametrelerindeki sürekli değişim eğitilmiş LSTM ağ modeli ile tahmin edilmiştir. Elde edilen bu tahminler birer 

adaylık değeri olarak ortaya çıkmaktadır. Bu adaylık değerleri geleneksel HO mekanizmalarında olduğu gibi 

önceden tanımlanmış bir eşik değeri üzerinden değerlendirilerek HO kararlarının gerçekleştirilmesi sağlanabilir. 

Bu bağlamda eğitilmiş LSTM ağ modelinin aşırı yoğun ağ ortamlarında kullanılması birçok anlamda oldukça getiri 

sağlayacaktır. 

 
Şekil 8. Küçük hücrelerin LSTM ağ modeli sonucu elde edilen aday değerleri 

IV. SONUÇLAR 

Bu çalışmada 5G küçük hücre ağlarında HO kararlarının önceden tahmin edilebilmesine imkan sunacak 

makine öğrenmesi modeli olan LSTM sinir ağı geliştirilmiştir. Modelin eğitimi için Riverbed Modeler benzetim 

yazılımında gerçekleştirilen senaryolar aracılığıyla yeni bir veri seti oluşturulmuştur. Daha sonra MATLAB 

yazılımında LSTM, SVM, Tree ve Lineer regresyon algoritmaları bu veri seti kullanılarak eğitilmiştir. Bu eğitim 

sonucunda elde edilen istatistiki veriler, LSTM derin sinir ağının diğer regresyon algoritmalarına nazaran başarılı 

olduğunu göstermektedir. LSTM için eğitilen modelin test sonuçları incelendiğinde; R2 0.94, MAE 0.3315, MSE 

0.3670 ve RMSE değeri 0.6058 olarak bulunmuştur. Bu sonuçlar RSSI, SNR ve Jitter değişkenleri kullanılarak 

LSTM sinir ağı ile 5G küçük hücre ağlarında HO kararlarının başarılı bir biçimde önceden tahmin edilebileceğini 

göstermektedir. Gelecek çalışmalarda, geliştirilen model kullanılarak HO yönetiminin benzetim ortamlarında 

başarımının değerlendirilmesi ve yazılım tanımlı ağ yaklaşımı kullanılarak merkezi ve dağıtık ağ senaryolarının 

karşılaştırılması planlanmaktadır.   
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