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Kitle fonlamasi platformlari, internet {izerinden is fikirlerini hayata gegirme ya da destek alabilme
noktasinda biiyilik olanaklar saglayabilmektedir. Bu platformlarda destek beklenen projelerin
basarisi, alinan finansal destek ile dogru orantili bir sekilde artmaktadir. Fakat finansal destek
alabilmek i¢in projenin destekgilere iyi bir sekilde sunulmasi gerekir. Giiniimiizde bu platformlar
iyi tasarlanmamis projelerle dolu oldugu igin basar1 orami oldukea diisiis gostermistir. Bu sebeple,
finansal destek almabilmesi i¢in projelerin bagar1 anlaminda test edilmesi ve basarisiz olarak
siiflandirilan projelerin eksiklerini gidererek destekgilere yeniden sunulmasi gerekmektedir. Bu
kapsamda, ortaya koydugumuz calismada bircok kategorideki Kickstarter projesi makine
O6grenmesi yontemleriyle smiflandirilarak web arayliziinde son kullaniciya sunulmustur.
Projelerin smiflandirilmasi i¢in, daginik veri setlerinde iyi siniflandirma yapabilen Decision Tree
ve Random Forest algoritmalar1 kullanilmistir. Algoritmalar, sirasiyla %72.75 ve %81.55
oraninda siniflandirma yapabilmektedir. Ayrica, yapilan siniflandirmalar degerlendirme
metrikleriyle de test edilerek ne kadar dogru siniflandirma yapilabildigi 6l¢tilmiistiir. Bu sayede,
kitle fonlamasi platformlarina projelerini ekleyen veya ekleyecek olan girisimciler, finansal bir
destek aramadan once projelerini bagar1 anlaminda test ederek eksiklerini gorebileceklerdir.
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Crowdfunding platforms can provide great opportunities to implement business ideas or get
support over the internet. The success of projects that are expected to support these platforms
increases in direct proportion to the financial support received. But in order to receive financial
support, the project must be well presented to backers. Today, the success rate has declined
considerably because these platforms are full of poorly designed projects. For this reason, in order
to receive financial support, projects must be tested in terms of success and re-presented to
supporters by eliminating the deficiencies of projects classified as unsuccessful. In this context,
in our study, many categories of Kickstarter projects are classified by machine learning methods
and presented to the end user in the web interface. For the classification of projects, decision Tree
and Random Forest algorithms that can classify well in scattered data sets were used. Algorithms
can classify by 73% and 81%, respectively. In addition, the classifications made were also tested
with evaluation metrics and measured how accurate the classification can be made. In this way,
entrepreneurs who add or will add their projects to crowdfunding platforms will be able to see
their shortcomings by testing their projects for success before receiving financial support.
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1. GIRIS (INTRODUCTION)

Veri kavraminin éneminin giderek artmastyla birlikte
gecmisten gliniimiize siiregelen birgok siireg, sektdr
ve kavram biiyiik bir degisim gecirmistir. Ozellikle
verimliligin esas oldugu zamanlarda bu durum
kendini iyiden iyiye gostermektedir. Bu sebeple,
degisimin temelinin olusturan verinin giiniimiizde ¢ok
iyi yorumlanmasi ve anlagilir hale getirilmesi gerekir.
Ciinkii bir veri kiimesinin nasil depolandigimnin,
diizenlendiginin ve yonetildiginin, s6z konusu orgiit
yetkinligi iizerinde biiyiik bir etkisi vardir [1]. Bu
dogrultuda biiyiik veriyi isleyis siirecleri bakimidan
incelendigimizde, bu veri kiimelerini insan eliyle
diizenleyerek yorumlamak, gorsellestirmek ya da
anlagilir hale getirerek raporlamak olduk¢a fazla
zaman maliyeti anlamina gelmektedir. Cilinkii veri
sayist siirekli artmis ve insan eliyle analizi zor bir hale
gelmistir. Bilgi teknolojileri tam da bu noktada biiyiik
bir kolaylik saglamaktadir. Bilgi teknolojilerinin
geligsmesiyle birlikte 2000°1i yillarin bagindan itibaren
bircok is akisi daha hizli ve verimli bir sekilde
yapilabilmektedir. Bu gelisim, ayn1 zamanda bilgi
teknolojilerinin degiserek, gecmiste ortaya koyulan
kurallarin degigsmesine zemin hazirlamis bir sekilde,
giinlimiize uyumlu hale gelmistir [2]. Bu uyum
icerisinde ortaya koyulan her teknolojinin fayda
sagladigi farkli alanlar bulunmaktadir. Fayda saglanan
alanlarm temeli veri yapilarmin islenmesiyle ve
yorumlanmasiyla olusur. Is analitizsi ve makine
Ogrenmesi yontemleri de ortaya koyulan verinin
islenerek anlamli hale getirilmesi siirecinde bilgi
teknolojilerinin igerisinde kendisine yer bulmaktadir.

Diger taraftan, startup metodolojisine sahip
girisimlerin popiilaritesi gegtigimiz yillar igerisinde
giderek artmaktadir [3]. Web 2.0 ile birlikte gelen
teknolojilerin olgunlugu ve kaynak kullanimlarinin
basarisiyla birlikte girisimleri internet {izerinden
finanse etme siireci olan kitle fonlamasi biiyiik bir
onem kazanmistir [4]. Cogunlukla mentorluk destegi
verilen girigimler i¢in glinimiizde bir¢ok platform
gelistirilmistir. Kickstarter gibi platformlarin popiiler
hale gelmesiyle birlikte proje gelistiricileri, her y1l yiiz
milyonlarca dolar destek toplayabilmektedir [5]. Yani
bu mantikla tasarlanmis platformlarda girisimciler
fikirleri ve projeleri igin destek arayisina
girmektedirler. Platform tizerinden saglanan finansal
ve taktiksel desteklerden sonra ise, girisimcilerin
fikirleri destekgiler, melek yatirimeilar ve sermaye
fonlar1  sayesinde hayata  gegmektedir  [6].
Begenilmeyen ya da yeterli destegi bulamayan fikirler
ise yeterli destegi bulamadigindan dolay1 basarisiz
olabilmektedir. Bu sebeple girisim fikri ekosisteminde
yeterli destegi alabilmek, o fikri hayata geg¢irmek
acisindan olduk¢a oOnemlidir. Dolayisiyla, girisim
fikrinin ya da projenin basarili olup olmayacagi
konusunda, projeyi destekgilere sunmadan once bir
Oongoérii  saglamak pozitif anlamda bir etki

saglamaktadir. Bu  0Ongorii, kitle fonlamasi
platformlarinda destekgilerin ilgisini ¢ekebilmek igin
kullanilabilir. Proje profilindeki bilgiler, igerik,
metinler, kullanilan  resimler gibi  projenin
dinamiklerini  olugturan etmenler, destekgilerin
ilgisiyle dogrudan alakalidir [7].

1.1 Literatiir Taramasi (Literature Review)

Kitle fonlama platformlari, aragtirmanin yontem
kismini olusturan is analitigi ve makine dgrenmesi ile
basar1 tahminlemesi kapsaminda incelendiginde,
bircok farkli ¢aligmaya rastlanilmistir. 2013 yilinda
Chen tarafindan bir Kickstarter projesinin 6nceden
basarili olup olmayacagimi tahmin etmek amaciyla
sistem gelistirme c¢alismasinda, destek vektor
makinesi yontemi kullanilmistir.  Calisma ile,
projelerin baglangictaki 6zellikleri kullanilarak %67
dogruluk oraniyla basari tahminlemesi yapilmasi
saglanmustir [8]. 2019°da Kindler tarafindan yiiriitiilen
aragtrmada da kitlesel fonlama platformlar1 olan
Kickstarter, Indiegogo ve Sellaband gibi olusumlar
iizerindeki yayilim mekanizmalart arastirilmigtir.
Ciinkii projenin yayilimi, viralite ve basariyla
dogrudan alakalidir [9]. Chung tarafindan ortaya
koyulan arastirmada ise Kickstarter veri setleri,
destekg¢i-kampanya grafikleri ile birlikte Naive Bayes,
Random Forest ve Adaboost siniflandirma yontemleri
kullanilmistir. En yiiksek degeri veren Adaboost
smiflandirma ydntemi incelenen veri setine gore %76
oraninda bir dogruluk oraniyla bagari tahminlemesi
yapmustir [10]. Rao ve ekibi tarafindan 2014 yilinda
ortaya koyulan ¢alismada ise kitle fonlamasina sahip
projelerin basart oraninin  %50’den az oldugu
vurgulanmistir. Ayrica g¢alisma kapsaminda karar
agaclar1 yontemi kullanilarak verilen para taahhiidii
ile kampanya basarisi arasindaki iliski incelenmistir.
Incelemeye gore kampanya siirelerinin  proje
basarisinda onemli bir etkiye sahip oldugu tespit
edilmistir. Ek olarak, kampanyalarda tohum para
olarak kabul edilebilecek ilk %15’lik para girisini
kullanilmasinin, projelerin basarisinin %84 oraninda
tahmin edilmesini sagladig: ortaya koyulmustur [11].
Jensen ve Ozkil’in 2018 yilinda ortaya koydugu
calismada ise kitle fonlamasi platformlarinda
basarisizliga sebep olabilecek etmenler incelenmistir.
Incelemeye gore kampanya baslaticilarin iiriin
ozellikleriyle ilgili vaatlerde bulunma yetenegi ve bu
kapsamda olusturulan proje Ozellikleri, projenin
basarisi i¢in dnemli rol oynamaktadir. Ayrica ¢alisma,
kitle fonlamas1 platformlarinin bir arastirma icerisinde
nasil kullanilabilecegini de hem veri kiitiiphaneleriyle
hem de iiriin gelistirme vakalar1 ile gostermektedir
[12]. Qianzhou ve ekibinin yaptig1 aragtirma ise temel
olarak projelerin kategori ve hedef gibi temel
noktalarmna odaklanmaktadir. Bu kapsamda da
Kickstarter tizerinden elde edilen biiyiik bir veri
kiimesi kullanilmigtir. Aragtirma sonucuna gore proje
aciklamalarinda saglanan bilgiler ile elde edilen
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finansal destek arasinda bir dogru oranti vardir.
Ortaya koyulan model projenin finansal basarisini
%73 dogruluk orantyla tahmin edebilmektedir. Ayrica
arastirma, tahminleme dogruluk oranmnin daha da
artmast i¢in Destek Vektor Makinesi (SVM)
siniflandirma ydntemini 6nermektedir [13]. Sheng Bi
ve ekibinin 2016’da ortaya koydugu bir bagka
calismada da ayrintili bir olasilik modeline dayanarak,
girisimlerdeki c¢evrimigi bilgilerin yatirimcilarin
kararlarin1 nasil etkiledigi arastirilmistir.  Cin’de
faaliyet gosteren kitle fonlamasi web sitelerinin
verileriyle gergeklestirilen arastirmada, daha yiiksek
begeni sayisinin, online geri bildirimin, daha ayrintili
proje ag¢iklamasinin ve projenin video ile
taniltilmasinin fon yatirim kararlarinda olumlu bir etki
yaptigi ortaya koyulmustur. Caligma igerisindeki veri
analizi ile de, farkli proje kategorilerinin farkli
perspektifler  ile  degerlendirilmesi  gerektigi
vurgulanmigtir  [14]. Son olarak, Mortensen ve
ekibinin yaptif1 arastirmada da makine 6grenmesi
yontemleriyle bagsar1 faktoriinii  tamimlama ve
tahminleme ¢aligmast yapilmistir.  Arastirmada,
Fortune 500 listesindeki bir ambalaj sirketinin
basarisint neyin yonlendirdigi incelenmis ve bu
dogrultuda bir model ortaya koyulmustur. Istatistiksel
modelleme  teknikleri  kullanilmasinin satig
dongiilerinin ~ kisalmasma, satis maliyetlerinin
azalmasina etki ederek hem gelir hem de kar hasilatim
iyilestirdigi ¢alisma igerisinde goriilmektedir. Makine
O0grenmesi yoOntemlerinden decision tree, gradient
boost ve random  forest  algoritmalarinin
kullanilmastyla en iyi model; accuracy %80, precision
%86, recall %77 sonuglarini vermistir [15].

Incelenen calismalar 6zetlenecek olursa kullanilan
yontemler; sistem gelistirme yasam dongiisii (SDLC),
veri madenciligi i¢in endiistriler arasi standart siire¢
(CRISP-DM), ve Ornekleme-Kesfetme-Diizenleme-
Modelleme-Degerlendirme (SEMMA) ekseninden
olusmaktadir. SEMMA, CRISP-DM yo6nteminin
aksine problem tanimini igermedigi igin kitle
fonlamast  projelerini  siniflandirma  noktasinda
yetersiz kalabilmektedir. Yine ¢alismalar kapsaminda,
kitle fonlamasindaki basar1 oraninin bir disis
egiliminde oldugu gbze ¢arpmaktadir. Bunun temel
sebeplerinden birisi, kitle fonlamasina olan ilginin
artmas1 ve kitle fonlamas: platformlarma yiiklenen
projelerin 0zensiz hazirlanmasi olarak
nitelendirilebilir. Diger taraftan, kitle fonlamasi
projeleriyle ilgili yapilan basar1 smiflandirma
sonuglar1 yillar gectikge bir artis gostermektedir.
Clinkii ozellikle 2018 ve sonrasinda, birlikte
kullanildiginda daha iyi sonuglar  verebilen
(ensemble) makine dgrenmesi algoritmalar1 daha ¢ok
kullanilmaya baglanilmistir. Ornegin, Mortensen ve
ekibinin yaptig1 arastirmada; decision tree, gradient
boost ve random forest algoritmalart birlikte
kullanilarak %80’lik bir dogruluk orani elde edilip,
degerlendirme metrikleriyle degerlendirilmistir [15].

Iyi bir smiflandirma yapilabilmesi igin algoritmalari
birlikte kullanmanin yani sira veri setine uygun
algoritmayi secip kullanmak da uygun bir ¢dztiimdiir.
Ciunki siniflandirma kapsaminda daha iyi sonuglar
alinabilmesi, veri setinin &zellikleriyle de ilgili bir
durumdur. Bu sebeple, veri setine uygun algoritma
secimleriyle daha iyi smiflandirma yapilabilecegi
durumu goéze ¢arpmaktadir.

Kickstarter projelerine basar1 anlaminda bir 6ngérii
saglayan calismamizda da, problemin taniminin
yapilabildigi icin CRISP-DM yo6ntemi kullanilarak bir
ortam gelistirilmis ve akabinde kitle fonlamasi
kullanicilarinin - projesinin bagaris1 hakkinda bir
Ongorilye sahip olabilmesi amaglanmigtir. Bu
dogrultuda, kitle fonlamas1 kullanicisindan projesinin
ozellikleri alinarak makine 6grenmesi yontemleriyle
basart tahminlemesi yapilmis ve bu siirecin web
ortaminda gosterilmesi saglanmistir. Boylece Kkitle
fonlamasi ekosistemine girmeden Once veya sonra
projeler test edilebilir hale gelerek bir karar destek
yapist olusturulmustur. Caligmamiz ayrica, dagmnik
veri seti i¢in siniflandirmaya uygun algoritmalarin
secilerek uygulanmasi kapsaminda literatiire bir katki
saglamaktadir.

2. MATERYAL VE YONTEM (MATERIALS and
METHODS)

2.1. Veri Seti (Data Set)

Kaggle tarafindan saglanan ve 300.000’den fazla
Kickstarter girigimini ¢esitli 6zellikleriyle beraber
konu edinen biiyiik veri dosyalari, 2017 ve sonrasinda
olusan verilerle filtrelenerek, yaklasik 50 bin veri
civarina indirgenmistir [16]. Aragtirmanin en giincel
girisim proje verileriyle yapilabilmesi amaciyla bu
filtreleme  yapilmistir.  Belirtilen  6zelliklerde
aragtirmanin yapilabilmesi i¢in, veri madenciligi proje
dongiisiit  (CRISP-DM) kullanilmis ve dongii
icerisindeki 6 asama sirastyla gergeklestirilmistir. Bu
asamalar; igin anlagilmasi, verinin anlagilmasi, verinin
hazirlanmasi, modelleme, degerlendirme,
konuslandirma ve kontrol adimlarindan olusmaktadir
[17][18]. Ayrica, Veri Madenciligi proje dongiisi
(CRISP-DM) oldukg¢a esnek ve dongiisel bir model
olarak kabul edilir. Veri bilimi projelerinde siklikla
kullanilan model iizerindeki bu 6zellik sayesinde bir
onceki adima gitmek ve degisiklik yapmak
miimkiindiir. Ciinkii ihtiyaglarda veya veri yapisinda
bir degisiklik olabilir. Bu sebeple, benzer durumlarla
karsilasildiginda ana c¢ercerveyi bozmadan modelin
degerlendirilmesi gerekmektedir.

CRISP-DM uygulanirken, ilk asamada muhtemel
problemler  degerlendirildikten sonra, literatiir
taramasi yapilmis ve hangi yazilim kiitiphanelerinin
kullanilacag1 belirlenmistir (Tablo 1). ikinci asamada
ise verinin kalitesi, ulagilabilirligi ve siirdiiriilebilirligi
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tartigtlmustir. Ugiincii asamada ise 6n islemeden gecen
veri seti, modelleme asamasinda verilerin izleyecegi
yol ve analiz yapilart bakimindan bir model tizerinde
uygulanmistir.

Tablo 1. Kullanilan Yazilim Kitiiphaneleri
(Software Libraries Used)

Web _Makine Veri On
Ogrenmesi Isleme
PY_th_On Flask Sklearn Pandas,
Kiitiiphane Framework Kiitiiphanesi | Numpy
ve Yapilari
Nesne PHP, Python Python
Tabanh Javascript, (Spyder VS (Jupyter ile
Programlama | Python (VS Code ile derlenmistir)
Dilleri Code ile derlenmistir.)
derlenmistir.)
Diser Arac ve HTML, CSS, | Google Weka
Ké; h ¥ " Bootstrap, Colab
utupnaneler Chart]s
Degerlendirme asamasinda makine Ogrenmesi

yontemlerinden alinan siniflandirma algoritmalarinin
sonuglari, degerlendirme metrikleriyle test edilerek
calisma igerisine eklenilmistir. Boylelikle
konuglandirma siireci i¢in, gelistirilen web ortaminda
gosterilecek olan alanlarin hazirlanmasi saglanmistir.
Bu noktada amag, hangi smiflandirma algoritmasinin
hangi sonucu verdigini son kullaniciya analiz ederek
gostermektir. Dolayisiyla, konuslandirma siirecinde
de modelin web ortaminda hayata gegmesi
saglanmustir.

2.2. Veri On Isleme (Data Preprocessing)

11 siitundan olusan veri setinde, name, category, main
category, currency, deadline, goal, launched, pledged,
state, backers, country gibi siitunlar bulunmaktadir
(Tablo 2). Saglikli bir analiz i¢in igerigi eksik olan
veri kiimeleri, veri setinin igerisinden temizlenerek,
bir veri 6n isleme yapilmistir. Ayrica string degerde
olan siitunlar yine veri 6n islemede niimerik bir hale
cevirilerek, veri on isleme adimlari tamamlanmuistir.
On isleme sonucunda makine 6grenmesi yontemleri
icin normalizasyonu yapilmig, niimerik veriler
olusturulmustur.  Veri 6n  isleme  asamasi
tamamlandiktan sonra Kickstarter veri seti analize ve
makine Ogrenmesi ydntemlerinin uygulanmasina
hazir bir hale getirilmistir. Ayrica veri seti igerisindeki

Ozelliklerin ~ birbirlerini  minimum diizeyde
etkilemeleri igin Olceklendirme islemleri
gergeklestirilmistir. Boylelikle smiflandirma

asamasinda ortaya cikabilecek asirt 6grenme ya da
eksik 6grenme gibi problemlerin 6niine gecilebilmesi
amaclanmis ve web uygulamasindaki son kullanicinin
karsisina daha anlamli smiflandirma sonuglari
koyulmustur.

Tablo 2. Projelerin Ozellikleri ve Ag¢iklamasi
(Features and Description of the Projects)

Proje Ozellik Ad1 Aciklama

name Proje isimleri

category Projelerin alt kategorileri

main category Alt  Kkategorilerin  daha
genel olarak sunuldugu
ana kategoriler

currency Projeyi desteklemek i¢in
kullanilan para birimi

deadline Projenin kitle fonlamasi
i¢in son tarihi

goal Bir proje olusturucunun
projesinin  tamamlamak
i¢in ihtiya¢ duydugu para
miktari

launched Projenin baglatildig: tarih

pledged Proje igin taahhiit edilen
miktar

state Projenin i¢inde bulundugu
mevcut durum

backers Projeye destek saglayan
kisi say1st

country Projenin ortaya koyuldugu
iilke

2.3. Modelleme (Modelling)

Modelleme siireci, gelistirilmek istenen is yapisina en
uygun Ogelerin dahil edilmesiyle olusturulan bir karar
destek siirecini ifade etmektedir. Bu kapsamda
gelistirilen web uygulamasi i¢in makine 6grenmesi
yontemlerinden hangi algoritmalarin kullanilacag: ve
nasil bir yol izlenilecegi bu asamada belirlenmektedir

(Sekil 1).

Modellemeye gore, girisimini sistem {izerinde test
etmek isteyen kullanici, girdigi proje ozellikleriyle
birlikte sisteme dahil olmaktadir. Yaklasik 50 bin
veriden olusan Kickstarter veriseti Python’in Pandas
ve Numpy kiitiiphaneleriyle bir 6n islemeden
gecirildikten sonra web uygulamasimin veritabani
olusturulmustur. Veritabaninda nimerik olarak
tutulan veriler, makine 6grenmesi algoritmalariyla test
edilerek yontemlere gore dogruluk oranlarryla beraber
web arayiiziinde gosterilmektedir.Bu sayede, makine
Ogrenmesi yontemlerinin siniflandirma yetenegiyle
olusan web platformu kullaniciya ¢ikarimlar
saglamaktadir.
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Kitle Fonlamasi
Veri Seti

Veri Onigleme

e

Ly

Flask

Sorgu
® >le?
M- < ==
ikt ‘E
Son Kullanic

Web Uygulamasi

Sekil 1. Uygulamanin Modellenmesi
(Modeling the Application)

2.4. Makine Ogrenmesi (Machine Learning)

Calisma kapsaminda gelistirilen web uygulamasinda
gozetimli 6grenme yontemlerinden karar agact ve
rastgele orman siniflandiricist kullanilmistir.

Karar agaci algoritmasi igerisinde 6ncelikle hiyerarsik
bir aga¢ yapist olusturulmaktadir [19]. Agacin yaprak
seviyesinden itibaren olusturulan yapi ile smiflarin
entropi degerlerine gore aga¢ lizerine dizilimi
gergeklestirilir. Daha sonrasinda ise kontrol edilmek
istenen degerler kok yapisindan baglayarak dallara
dogru ilerlenerek smiflandirma sonucuna ulasilir. Bu
sayede test i¢in ayrilan veriler ile modelin dogrulugu
kontrol edilir. Ayrica yeni gelecek olan gercek
degerler de bu sayede siniflandirilir. Ayrica karar
agaclari, temel siniflandirma algoritmalarindan biri
olup, birden fazla karar agaci biraraya gelerek
Random Forest algoritmasim1  olusturur  [20].
Algoritmanin en biiyiik problemlerinden birisi olan
overfitting (asir1 6grenme) oldugu durumlarda ise,
Random Forest yontemi igerisinde karar agaci sayisini
belirleyerek ortaya c¢ikan sonucglara da bakilmasi
gerekir.

Random Forest Classification (Rastgele Orman
Smiflandiricisi), en ¢ok  kullanilan  basarili
smiflandirma yontemlerinden birisi olarak goze

carpmaktadir. Algoritma, her smiflandiricinin girdi
vektoriinden bagimsiz bir sekilde karar agaglarindan
olusur. Akis icerisindeki her bir agag girisg vektoriinii
smiflandirmak i¢in birim oyu verir [21]. Ayrica
gelencksel yontemlerden biri olarak kabul edilen
Decision Tree’nin en bilyilk problemlerinden birisi
overfitting (asir1 &grenme) olarak bilinmektedir.
Rastgele Orman Algoritmasi’nda bu problem,
Oznitelik setinden rassal olarak birgcok alt setin
secilmesiyle asilmaktadir. Secilen alt setlerin irettigi
sonuglar arasinda en fazla birim oyunu alan deger,
Rastgele Orman Algoritmasinin sonucunu olusturur.
Bu smiflandirma yontemi, dengesiz bir dagilim
gosteren veri setlerinde ve kategorik degiskenlerde
daha iyi sonug¢ vermektedir. Uygulama gelistirilirken
kullanilan veri seti kategoriksel olarak bir¢ok alana
sahip olup dengesiz bir dagilim gdsterdiginden dolay1
bu yontem tercih edilmistir.

2.5. Degerlendirme (Evaluation)

Veri madenciligi i¢in endiistriler arasi standart siirecin
5. kisminit olusturan degerlendirme agamasinda,
aragtirmada kullanilan yontemler, ¢iktilar1 ve
performanslar1  ele  alinmistir.  Girigimcilerin
projelerini basar1 anlaminda test edecekleri web
platformu, makine Ogrenmesi  yOntemleriyle
geligtirilmistir. Veri setinin uyumlulugu sebebiyle
makine 6grenmesi siniflandirma yontemlerinden olan
Decision Tree ve Random Forest Algoritmalari tercih
edilmistir. Uygulama igerisindeki verilerin %70’
egitim igin, %30 ise test i¢i aywrilmistir. Gergek
degerlerle sonu¢ elde etme asamasinda ise
girisimcilerden alinin proje 6zellikleriyle projenin
basar1 durumu tahminlenmis ve sonuglar1 Flask
Framework ile kullanic1 arayiiziine tekrar geri
dondiirilmiistiir.

Tablo 3. Karmagiklik Matrisi
(Confusion Matrix)

Gergek Degerler

iC)
5 L:‘ Pozitif (1) | Negatif (0)
£ % e
£ o | Pozitif (1) TP FP
c/_
<

Negatif (0) FN TN

TP : True Positive (Dogru Pozitif) - Algoritma evet
sonucunu verdi, asil sonu¢ da evet

FP : False Positive (Yanhs Pozitif) > Algoritma evet
sonucunu verdi, ama asil sonu¢ hayw

FN: False Negative (Yanhs Negatif) -> Algoritma
hayir sonucunu verdi, asi sonug da evet

TN: True Negative (Dogru Negatif) —> Algoritma
haywr sonucunu verdi, ama asil sonug haywr
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Bu noktada, kullanilan bu siniflandirma yontemlerinin
ne kadar dogrulukla smiflandirma yapabildiginin
Olglilmesi gerekir. Siniflandirma ydntemlerinin test
edilebilmesi ~ amaciyla  karmagiklk  matrisi
kullanilmistir  (Tablo 3). Karmagiklik matrisinin
ozellikleri, makine  Ogrenmesi  smiflandirma
yontemlerine entegrasyon agisindan uyumlu bir
durumdadir ve daha fazla anlamsal agiklama saglar
[22]. Ayrica karmagiklik matrisi gercek degerlerin
bilindigi bir test wverisi iizerinde smiflandirma
yonteminin performansmi tanimlamak amaciyla
kullanilir. Bu dogrultuda 5 sinif igeren veri setinin
Decision Tree ve Random Forest algoritmalariyla
analizi yapilmistir. Sonrasinda ise sicaklik haritasiyla
analizler gorsellestirilerek karmasiklik matrisleri
ortaya ¢ikmistir (Sekil 2).

Random Forest

y pred

Sekil 2. Siniflandirma Problemlerinin Karmasiklik

Matrisleri
(Confusion Matrix for Classification Problem)

Karmagiklik matrislerinin ortaya koyulmasindan
sonra smiflandirma metriklerinin degerlendirilmesi
gerekmektedir. Bu dogrultuda, ilk olarak ortaya
koyulan modelden ¢ikan sonuglarin ne kadarinin
dogru tahmin edildiginin belirtilmesi gerekir. Bunun
i¢in de siniflandirma ydntemleri i¢in en ¢ok dogruluk
oran dlgiimii kullanilmaktadir [23]. Dogruluk orani,
dogru bir sekilde siniflandirilan verinin tiim verilere
oranlamasiyla elde edilir (1).

TP + TN
TP + FP + FN + TN

Accuracy (Dogruluk Orant) =

e

Dogruluk oranindan sonra, karmasiklik matrisi
kullanilarak yapilan hesaplamalardan diger ikisi
Recall (Geri Cagirma) ve Precision (Hassasiyet)
Olgtimleridir. Bu dogrultuda, dogru siniflandirilan
pozitif 6rneklem sayisinin, dogru smiflandirilmis
toplam pozitif tahmin edilen Ornek ile yanlis
smiflandirilmis negatif 6rnek sayisimnin toplamina
oranina duyarlilik 6l¢iimii denilir (2). Olgiim, pozitif
olarak tahmin edilmesi gereken degerlerin, ne
kadarinin pozitif olarak tahmin edildigini gdsteren bir
metrik olarak degerlendirilir. Ozellikle yanlis negatif

tahminlemenin ~ maliyetinin ~ yiiksek  oldugu
durumlarda kullanilmaktadir.
Recall (D Lilik) = L 2
eca uyarlili = TP T FN (2)

Karmagiklik matrisinden elde edilen sonuglar baz
alindiginda hassasiyet Olciimii, dogru bir sekilde
siiflandirilan  pozitif 6rneklem sayisinin, toplam
pozitif 6rneklere orani olarak hesaplanmaktadir (3).
Diger bir deyisle, pozitif olarak tahmin edilen
degerlerin gercekten ka¢ adedinin pozitif oldugunu
gosteren bir 6lgiim parametresidir.

TP

Precision (Kesinlik) = TP

3

F1 Skoru, u¢ durumlarin g6z ardi edilmedigi bir
smiflandirma  yontemi degerlendirme metrigidir.
Metrigin Ol¢limii precision ve recall degerlerinin
harmonik ortalamasiyla elde edilir (4). Siniflandirma
yontem segimlerinde dogruluk orani yerine F1 skor
degerine daha 6nce bakilmasmin temel nedeni esit
dagilmamis olan veri kiimelerinde yanlis bir model
secimi yapmamaktir. Kickstarter veri seti de esit
dagilmamig 6rneklemlerden olustugu i¢in kullanilan 2
smiflandirma yonteminin de F1 skoru belirlenmistir.

F1s _ 2 X Recall X Precision 4
€0T€ = T Recall + Precision )

Karmagiklik matrisinden ayr1 tutularak, Cohen’in
Kappa katsayisi (k) ise iki farkli degerleyici
arasindaki uyusmayi 6lgen bir istatistik metriktir [24].
Ortaya c¢ikan Olglim degeri -1 ile +1 arasinda
bulunmaktadir. k degeri +1 degerine ne kadar
yaklasirsa iki farkli degerleyici arasindaki uyumluluk
o0 derecede iyidir.

(P o — F c)
(1= "Po)

Benzer sekilde x degeri -1 degerine ne kadar yakinsa
iki degerleyici arasindaki uyumsuzluk yiiksek
seviyededir ve giivenilirlik agisindan bir anlam
tasimamaktadir. k = 0 durumunda ise iki degerleyici
arasinda uyumun sansa bagli olabilecegi belirtilir.

Kappa Score (k) = (5)
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Tablo 4. Kappa Degerinin Degerlendirilmesi
(Evaluation of the Kappa Score)

k (Kappa Score) Evaluation

k<0 Hi¢ Uyusma Olmamast

Tablo 6. Decision Tree Algoritmasi Siniflandirma
Raporu
(Decision Tree Algorithm Classification Report)

k >00vek<0.20 Onemsiz Uyugma Olmasi

K >0.21vek<0.40 | Orta Derecede Uyusma Olmasi

K >0.41ve k <0.60 Cogunlukla Uyumlu Olmasi

K >0.61 ve k <0.80 Onemli Derecede Uyusma

Olmasi

Kk >2081lvex<1 Miikemmel Uyusma olmasi

k  Kappa degeri, P, = Kabul Edilen Oran, P, =
Beklenen Oran olmak {izere yukaridaki denklem ile
bulunur (5). x > 0.4 olmasi1 uygun bir deger olarak
goriilmektedir (Tablo 4). Model degerlendirme
metriklerinin Kickstarter girisimleri i¢in kullanilan
smiflandirma yontemlerini test etmede
kullanilmasiyla Python programlama dili araciligiyla
smiflandirma raporlari elde edilmistir.

Tablo 5. Random Forest Algoritmasi Siniflandirma
Raporu

(Random Forest Algorithm Classification Report)
Proje Precision | Recall F1 Support
Durumu Score
Basarisiz 0.76 0.95 0.85 7539
Iptal Edilen 0.32 0.08 0.13 1758
Basarili 0.95 1.00 0.97 5423
Devam 0.16 0.01 0.03 839
Eden
Askiya 0.11 0.01 0.02 97
Alinan
Avg/ 0.75 0.82 0.77 15656
Total

Rapor igerisinde 5 farkli proje durum smnifinin elde
ettigi  precision, recall, F1 Score degerleri
listelenmektedir. Buna gdre Random Forest
smiflandirma ydnteminin elde ettigi degerler dogruluk
oranlar1 %81 iken precision ortalamasi %75, recall
%82 ve F1 Score %77 olarak siralanmaktadir (Tablo
5).

Proje Precision | Recall F1 Support
Durumu Score

Basarisiz 0.77 0.76 0.76 7465
Iptal Edilen 0.23 0.22 0.22 1772
Basarili 0.95 0.94 0.95 5483
Devam 0.08 0.09 0.08 850
Eden

Askiya 0.02 0.03 0.03 86
Alinan

Avg/ 0.73 0.72 0.73 15656
Total

Karar agaglarinda ise %73 oraninda bir dogruluk orani
elde edilirken, precision 6l¢iim ortalamasi %73, recall
ortalamas1 %72, F1 deger ortalamasi %77 olarak
bulunmustur (Tablo 6). Degerlendirilen siniflandirma
yontemleri, Ol¢limleri ile birlikte karsilagtirilmigtir
(Tablo 7). Precision, Recall ve F1 skorlarindaki micro
parametresi, toplam ger¢ek pozitifleri, yanlis
negatifleri ve yanlis pozitifleri sayarak metrikleri
global olarak hesaplamaktadir. Macro parametresi,
her bir etiket icin metrikleri hesaplayarak agirliksiz
ortalamayr bulan bir parametredir. Weighted
parametresi ise, her bir etiket i¢cin metrikleri hesaplar
ve ortalamalarmi her bir etiket i¢in gercek Ornek
sayisint alarak destekler. Bu parametre etiket
dengesizligini  hesaba  katmak i¢in  macro
parametresini  degistirir. Dolayisiyla precision ve
recall arasinda olmayan bir F1 skoru ortaya
¢ikarabilir.

Ayrica siniflandirma yontemlerinin kappa skorlari
gozlemciler arasi iligki bazinda Random Forest igin
0.681 (6nemli derecede uyusma), Decision Tree igin
0.576 (cogunlukla uyumlu olma durumu) olarak
bulunmustur (Tablo 3, Tablo 7).

Random Forest ve Decision Tree smiflandirma
algoritmalar1 degerlendirildiginde sirasiyla %81 ve
%73 oraninda siniflandirma yapabilmektedirler. Flask
Framework’ii ile web ortamimda girisimcilerden
alman proje verileri basar1 tahminlemesi i¢in
sorgulanabilir bir duruma gelmistir. Uygulama
iizerinde veri artis1 saglandikca ortaya ¢ikan degerler
de degisiklik gosterecektir. Bu degisiklik yine web
arayliziinde yiizdesel olarak kullanic1 tarafinda
degerlendirilir.
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Tablo 7. Siniflandirma Yo6ntemlerinin Degerlendirme Metriklerine Gore Sonuglarinin Karsilagtirilmasi
(Comparison of the Results of Classification Methods According to Evaluation Metrics)

Siniflandirma | Dogruluk Kesinlik Degeri Duyarlilik Degeri F1 Skoru Kappa

Yontemleri Degeri Macro | Micro | Weighted | Macro | Micro | Weighted | Macro | Micro | Weighted | Skoru

Random 0.81 0.462 | 0.815 0.741 0411 | 0.815 0.815 0.400 | 0.815 0.764 0.681

Forest
Decision Tree 0.73 0.411 | 0.731 0.732 0.410 | 0.731 0.731 0.410 | 0.731 0.731 0.576

2.5. Konuslandirma ve Kontrol (Deployment and
Control)

Veri madenciligi proje dongilisiinin konuslandirma
stirecinde uygulama kullanima hazir bir sekilde hayata
gegirilmektedir. Bu kapsamda, kullanilan makine
Ogrenmesi siniflandirma yontemleri Flask
Framework’ii  kullanilarak ~ web  arayiiziinde
gosterilmistir (Sekil 3). Ortaya ¢ikan sonuglar proje
ozellikleri degistikce degigsmekte ve projenin basari
durumu i¢in Onceki veriler goéz Oniine alinarak

Project Rating Predict And Classification

KICK

Project Analysis

varsayimsal bir tahmin yapilmaktadir. Dolayisiyla,
makine Ogrenmesinin yontemlerinin i zekasina
katkisinin ~ Ornekleri  gorilmustir [25].  Karar
desteginin etkilestirilmesi i¢in web ortaminda
kullanici arayiizii olusturma kapsaminda karmasik
problemlere de ¢oziim saglandigi goriilmektedir [26].
Oyle ki daginik 6zelliklere sahip olan Kickstarter veri
seti egitilerek simiflandirma icin hazir bir sekilde web
ortaminda kullanilmigtir.

Kickstarter Success Predict with Machine Learning Classification Techniques

Main Categary Sub Category
Select,
Currency Pledged

Select

Classification
Methods

F1 Score
{Micro)

F1 Score
(Weighted)

Accuracy  F1Score

Score (Macra) (Macro)

Random % 2155

Farest

0 Decision Tree %4105 75
0

Precision Score  Precision

sc

58155 % 74.29

Backers Country

USD Pledged USD Pledged Real USD Goal Real

230 234 324

Recall Score  Recall Score Classification

(Micro) (Weighted)

Recall Score
(Macro)

Precision Score
(Weighted)

Kappa

Results

ore (Micro) Score

6 41.14 % 81.55 % 81.55

% 73.16 % 41.05

Sekil 3. Flask ile Siniflandirma Yontemlerinin Kullanici Arayiiziinde Gosterilmesi
(Showing Classification Methods with Flask on User Interface)

3. TARTISMA ve
CONCLUSION)

SONUC (DISCUSSION and

Makine o&grenmesi yontemleriyle kitle fonlamasi
projelerinin simiflandirilmasiyla ilgili zamanla daha
iyi dogruluk degerleri iireten ¢aligmalar yapilmis ve
gozlemlenmistir. Yapilan c¢alismalarda, birlikte
kullanilan algoritmalar ile yapilan siniflandirmalarda
bagar1 oraninin arttif1 gézlemlenebilmektedir. Fakat
veri setine uygun algoritmanin tespit edilerek
simiflandirma yapilabilmesi, algoritmalarin birlikte
kullanimi  yerine daha 1iyi sonuglar ortaya
koyabilmektedir. Nitekim ¢aligmamizda da %81.55
ile literatiirdeki ¢caligmalardan daha iyi bir sonug elde
edilmis ve degerlendirme metrikleriyle bu sonucun
smiflandirma yetenekleri test edilmistir. Yani, veri
setine uygun algoritma se¢imi yapildiginda birlikte
algoritma kullanimina gerek kalmadig1 sonucu ortaya
cikmaktadir. Bu yiizden makine Ogrenmesi

yontemleriyle yapilacak ¢aligmalarda veri setine
uygun algoritmanin bulunmasi biiyiik 6nem tegkil
eder. Ayrica ¢alismamizin ¢iktilarindan bir digeri de
ortaya koyulan siniflandirma sonuglarinin son
kullaniciya sunulmasidir. Boylelikle dinamik bir yapi
kurulmustur. Kullanic1 sistem iizerinde sorgulama
yaptik¢a proje dzellikleri sisteme dahil olabilecektir.
Dolayistyla 6grenme yetenegi artabilen bir yapi ortaya
¢ikmaktadir.

Sonu¢ olarak, goézetimli Ogrenme kapsamindaki
smiflandirma yontemlerinin bir araya gelmesiyle
gelistirilen web ortaminda, Kickstarter iizerinde
projeleri igin destek bekleyen girisimciler igin bir
karar destek yapisi olugturulmustur. Olusturulan yap1
girisimcilerin projelerinin 6zelliklerine odaklanmis ve
calismanin temeli bu olmustur. Proje 6zelliklerine
dayaranarak yapilan siniflandirma islemleri, Random
Forest igin %81.55, Decision Tree igin ise %72.75
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sonuglarini vermistir. Sonuglar karmagiklik matrisi ile
test edilerek F1 skoru, Kesinlik ve Duyarlilik
skorlariyla degerlendirilmistir. Ayrica degiskenler
arasindaki iliskilerinde ortaya koyulabilmesi i¢in de
Kappa degeri kullanilmis, ¢ok yiiksek ve onemli
derecede uyusmalar ile anlamli sonuglar iretilmistir.
Ortaya koyulan platformun daha da islevsel
olabilmesi icin gelecek caligmalarda kullanici karar
desteginin arttirilmasi gerekmektedir. Bu gereksinim
yapay sinir aglarinin saglayabilecegi olanaklarin son
kullanici tarafina aktarilmasiyla miimkiin olabilir. Bu
sebeple benzer calismalarin titizlikle
gerceklestirilerek  yeni yontemlerin uygulanmasi
literatiire biiyiik bir katki saglayacaktir.
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