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OZ: Kelebekler ekosistemdeki degisikliklere hizli bir sekilde yanit verebilme &zelligine sahiptir. Ayrica
cogu kelebek tiirii larvalari, insan ve hayvanlarin yasam ortamini ve gida kaynaklarini etkileyen tarim ve
orman zararlilaridir. Bu nedenle kelebek tiirlerinin siniflandirilmasi, tiir arastirmalarinin yani sira gevre
koruma, tarim ve orman zararlilarinin kontroliinde de 6nemlidir. Bu ¢alismada Tiirkiye’deki 9 aile ve 416
kelebek tiirtinti siniflandirmak igin yedi adet evrisimli sinir ag1 transfer Ogrenme yOntemiyle
kullanilmistir. Veri seti olusturmak igin 13528 goriintii toplanmis, veri artirma yontemi ile goriintii sayisi
67640’a gikarilmistir. Egitimde ezberlemenin 6niine gegebilmek, aglarin performansini ve giivenirliligini
artirmak igin Stratified Shuffle Split, K fold cross validation yontemleri kullanilmigtir. Tiir sayisiun
fazlaligi, tiirlerin desen ve renk benzerligi nedeniyle aglarin diisiik basari oranini artirmak igin iki
basamakli ag modeli kullanilmistir. Modelde birinci basamakta bir, ikinci basamakta paralel bagh dokuz
ag vardir. Birinci basamaktaki ailelere gore simflandirmada %95.88, ikinci basamaktaki tiir
siniflandirmada ise %91.99 ile %100 arasinda basar1 orar elde edilmistir.

Anahtar Kelimeler: Tiirkiye Kelebek Tiirleri, Kelebek Tiirlerinin Tanmimlanmasi, Basamakli Evrisimli Sinir
Aglar, Onceden Egitilmis Aglar, Transfer Ogrenme

Classification of Butterfly Species in Turkey with Cascaded Convolutional Neural Networks

ABSTRACT: Butterflies have the ability to respond quickly to changes in the ecosystem. In addition, most
butterfly species larvae are agricultural and forest pests that affect the habitats and food resources of
humans and animals. Therefore, classification of butterfly species is important in environmental
protection, agriculture and forest pest control as well as species research. In this study, seven convolutional
neural network transfer learning methods were used to classify 9 families and 416 butterfly species in
Turkey. In order to create a dataset, 13528 images were collected, and the number of images was increased
to 67640 by data augmentation method. Stratified Shuffle Split, K fold cross validation methods were used
to prevent memorization and increase the performance and reliability of networks. A cascaded network
model was used to increase the low success rate of networks due to the excess number of species, the
pattern and color similarity of species. In the model, there is one network on the first layer and nine
networks connected in parallel on the second layer. A success rate of 95.88% was achieved in the
classification according to families in the first layer and 91.99% to 100% in the classification of species in
the second layer.

Key Words: Turkey Butterfly Species, Identification of Butterfly Species, Cascaded Convolutional Neural Networks,
Pre-Trained Networks, Transfer Learning.
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GIRIS INTRODUCTION)

Kelebekler, hayvanlar aleminin eklem bacaklilar subesinde yer alan bocekler sinifina ait Lepidoptera
takimindaki canlilardir. Diinya sistematik kelebek isimleri kayitlarinda (Shou ve dig., 2006), 17 aile, 47 alt
aile, 1690 cins ve 15141 kelebek tiirii kayithidir (Xin ve dig., 2020). Kelebekler bocek arastirmalar: alaninda
biiyiik 6neme sahiptirler. Bununla birlikte, yiiksek benzerlikleri, tiir sayisimn fazla olmasi nedeniyle
kelebeklerin siiflandirilmasi, diisiik dogruluk ve yavas tanima hizi problemlerine sahiptir (Zhao ve dig.,
2019). Cogu kelebek tiirii larvalari, insan ve hayvanlarin yasam ortamini ve gida kaynaklarimi dogrudan
etkileyen tarim ve orman zararllaridir. Ancak ekosistemin genel istikrarinda 6nemli rol oynarlar. Kisa bir
omre sahip olmalar1 ve bu degisikliklere hizli bir sekilde yanit verebildikleri icin, ince ekosistem
degisikliklerini belirlemede 6zellikle etkilidirler (Wang, W. ve dig., 2019). Bu nedenle kelebek tiirlerinin
otomatik olarak simiflandirilmasi ile ilgili arastirmalar, sadece tiirlerin tamimlanmasi arastirmalarinda
degil, cevre koruma, tarim ve orman zararhilarinin kontrolii gibi pratik calismalarda biiyiik 6nem
tasimaktadir (Xue ve dig., 2019; Xin ve dig., 2020). Kelebekler taksonomik karakterlere gore dogru bir
sekilde siniflandirilmasi yillarin tecriibesine sahip simirh sayidaki bocek uzmanlar tarafindan yapilabilir.
Fakat taksonomistlerin ve egitimli insanlarin sayist giiniimiizde 6nemli dlgiide azalmistir (Almryad ve
Kutucu, 2020). Kelebek tiirleri arasindaki ayrim, uzmanlik ve zaman gerektirir, ancak goriintiilerden
ozellikler cikararak kelebek tiirlerini siniflandiran yontemlerin gelistirilmesi bu soruna ¢éziim olacaktir.

Mevecut kelebek tiirlerini siniflandirma arastirmalarinda iki temel sorun vardir. Birincisi; kelebek veri
setinin toplanmasi zordur ve kelebek veri setine dahil olan kelebeklerin sayis1 kapsamli degildir. Tkincisi;
kelebek fotograflart numune ve dogal ortam fotograflar1 olmak {izere ikiye ayrilir. Siuflandirma
arastirmalarinin biiytik bir boliimii Sekil 1'de verildigi gibi numune fotograflarina dayanir. Numune
fotograflar1 belirgin morfolojik Ozelliklere sahip desen fotograflaridir. Bu tiir fotograflarla yapilan
siniflandirma ¢oziimleri dogal ortam fotograflar ile test edildiginde basar1 oran: diisiiktiir (Zhao ve dig.,
2019; Xin ve dig., 2020).

Figure 2. Natural environment butterfly photos

Numune fotograflariyla, dogal ortam fotograflarina dayali siniflandirma karsilagtinldiginda, dogal
ortam smuflandirmasi daha zordur (Xin ve dig., 2020). Sekil 2’de goriilebilecegi gibi dogal ortam fotograf
karesinde kelebek ya ¢ok kiiciik kalmistir ya kanat desenleri yeterince net degildir ya da diger nesnelerin
desenleri arasinda renk ve desen olarak geri planda kalmistir (Zhao ve dig., 2019). Bu calismada
yukarndaki iki sorunun ¢oziimiine katki saglamak amaciyla, Tiirkiye sinirlar igerisindeki tiim kelebek
tiirlerini kapsayan, %94.4'ii dogal ve %5.6'st numune fotograflarindan olusan yeni bir veri seti
olusturulmustur.

Tiirkiye barindirdig: kelebek tiirii sayisiyla Avrupa’daki tiim iilkelerden daha zengin bir iilkedir. Ttim
Avrupa’da 482 tiir bulunurken, Tiirkiye sinurlar igerisinde 416 kelebek tiirii bulunmaktadir. Bu kelebek
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tlirlerinin 45’1 ise endemiktir. Tiirkiye’deki 9 aileye ait tiir sayilar1 Cizelge 1'de, bu ailelere ait tiirlerin illere
gore dagilimi ise Cizelge 2’'de verilmistir (Kelebek-Turk, 2020; Trakel, 2020).

Cizelge 1. Tiirkiye’deki aile ve tiir sayilari.
Table 1. Family and species numbers in Turkey

Aile Ad1 Tiir Sayist
Argynnidae Ailesi 55
Danaidae Ailesi 1
Hesperiidae Ailesi 43
Libytheidae Ailesi 1
Lycaenidae Ailesi 182
Papilionidae Ailesi 13
Pieridae Ailesi 39
Riodinidae Ailesi 1
Satyridae Ailesi 81

Cizelge 2. Tllere gore kelebek tiirii dagilimi.
Table 2. Butterfly species distribution by city

iller Tr iller Tir Mler Tir iller Tir Mler Tiir
Sav. Sav. Sav. Sav. Sav.
Adana 119 Bitlis 109 Gilimtishane 168 Kocaeli 109 Sinop 55
Adiyaman 77 Bolu 163 Hakkari 129 Konya 166 Sivas 158
Afyon 99 Burdur 113 Hatay 110 Kiitahya 146 Sanlurfa 53
Agn 5 Bursa 144 Igdir 43 Malatya 187 Sirnak 54
Aksaray 45 Canakkale 114 Isparta 163 Manisa 104 Tekirdag 88
Amasya 106 Cankiri 46 Istanbul 96 Mardin 79 Tokat 151
Ankara 173 Corum 137 fzmir 117 Mersin 141 Trabzon 88
Antalya 167 Denizli 165 Kahramanmaras 198 Mugla 122 Tunceli 121
Ardahan 116 Diyarbakir 72 Karabiik 102 Mus 22 Usak 30
Artvin 184 Diizce 44 Karaman 150 Nevsehir 73 Van 167
Aydin 53 Edirne 110 Kars 64 Nigde 85 Yalova 55
Balikesir 108 Elazig 137 Kastamonu 80 Ordu 41 Yozgat 62
Bartin 36 Erzincan 64 Kayseri 170 Osmaniye 164 Zonguldak 100
Batman 10 Erzurum 210 Kirikkale 19 Rize 118
Bayburt 78 Eskisehir 161 Kirklareli 128 Sakarya 78
Bilecik 109 Gaziantep 42 Kirsehir 71 Samsun 59
Bingol 21 Giresun 159 Kilis 6 Siirt 145

Kelebekler Tiirkiye’de nesli yiiksek oranda tehlike altindaki canl gruplarindandir. Neredeyse her 10
kelebek tiiriinden birinin nesli yok olma tehlikesiyle kars1 karsiyadir (Karagetin ve Welch, 2011; Kelebek-
Turk, 2020). Tiirkiye’deki endemik kelebeklerin %29’u tehlike altinda veya tehlike altina girmeye yakin
durumdadir. Endemik tiirlerin %49 u hakkinda ise veri yetersizdir. Tiirkiye’deki 416 kelebek tiiriiniin
%67’si diistik riskli iken %15’i hakkinda yeterli veri yoktur. Ayrica Tiirkiye’deki 26 kelebek tiiriiniin, kritik
ve tehlikede kategorisinde iken 11 kelebek tiiriiniinse neslinin tehdide yakin durumda oldugu tespit
edilmistir (Karagetin, 2011). Yapilasma, tarim ve su iiriinleri yetistiriciligi, enerji tiretimi, madencilik,
ulagim koridorlari, gegim ya da ticaret i¢in biyolojik kaynak kullamimy, istilaci tiirler ve genler, kirlilik,
jeolojik olaylar, iklim degisikligi kelebekleri tehdit eden faktorler olarak 6n plana ¢itkmaktadir (Karagetin,
2011). Kelebek tiirlerini ve sayilarini korumak igin; alan koruma, alan yonetimi, tiir yonetimi, egitim,
farkindalik yaratma, mevzuat, politika, bilgi ve arastirma gibi eylemler gerekmektedir (Karagetin, 2011).
Kelebekler insan sagligi icin gerekli olan gevre saglhiginin miikemmel gostergeleridir. Bir bolgedeki
kelebeklerin sayisal yogunluk ve dagilimindaki diisiis, genellikle o gevrenin bozulduguna isaret eder. Bu
nedenle, kelebeklerin yereldeki cesitlilik ve sayilarnin izlenmesi insan saghgi i¢in gerekli gevresel
Oonlemlerin alinmasinda 6nemli bir arag olabilir (Karagetin ve Welch, 2011). Bu nedenle, Kelebek tiirlerinin
kolay ve hizli bir sekilde smiflandirilmasi biiyiik 6nem tagimaktadir.
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Bu ¢alismada Tiirkiye’deki tiim kelebek tiirlerinin tanimlanmasi i¢in son yillarda gorsel tanimlamada
yiiksek basari oram gdsteren evrisimli sinir aglari transfer 6grenme yontemiyle kullanilmigtir. Evrisimli
sinir aglarmin gorsel tanimlamadaki bu bagarisini kelebeklerin tamimlanmasinda ¢ok 6nemli bir unsur
olan kelebek kanat sekilleri ve desenlerinde de gosterecegi diistiniilmiistiir. Bu amagla olusturulacak veri
setinde kelebek kanatlari 6n plana ¢ikarilmistir. Smiflandirmada ¢ok 6nemli unsur olan kelebek kanadinin
anatomisi Sekil 3’te verilmistir (Cebeci, 2020).
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Sekil 3. Kelebek kanadinin anatomisi.
Figure 3. Anatomy of the butterfly wing

Calismaya 1stk tutmasi amaciyla literatiirde 2014-2020 yillar1 arasinda yapilmis 22 calisma
incelenmistir. Literatiir taramasi sonucunda evrigimli sinir aglari ile Transfer Ogrenme yonteminin birgok
calismalarda kullanildig1 ve basarili oldugu sonucuna varilmstir. Incelenen soz konusu calismalarda
varilan diger bir sonug ise AlexNet, ResNet, VGG aglarinin basarili sonuglar verdigi ve yaygin olarak
kullanildigidir. Bu bilgiler 1s1§inda ¢alismada evrisimli sinir aglari ile transfer 6grenme yontemi
benimsenmis ve AlexNet, ResNetl8, ResNet50, ResNetl01l, VGG16, VGGI19, DenseNet201 aglari
kullanilmistir. Literatiirde Tiirkiye'ye 6zgii bir ¢alisma yapilmadigi, evrisimli sinir aglarinin egitimine
uygun diizenli ve biiytiik bir veri seti olmadig1 goriilmiistiir. Cok sayida veri seti, doga severlerin fotograf
cekimleri, dergiler, kitaplar ve WEB sayfalar1 incelenerek yeni bir veri seti olusturulmustur. Egitimde
ezberlemenin Oniine gegebilmek, aglarin performansimi ve giivenirliligini artirmak igin, veri artirma,
Stratified Shuffle Split (Katmanli Karisik Bolme), K fold cross validation (K-katlamali Capraz dogrulama)
gibi yontemler kullanilmistir. Tiir sayisinin fazlaligy, tiirlerin desen ve renk benzerligi nedeniyle aglarin
tek basma yeteri derecede basarili olmadig1 sonucuna varilmasi iizerine basamakli (cascade) ag yapisi
kullanilmis ve hedeflenen sonuca ulagilmistir.

KAYNAK ARASTIRMASI (LITERATURE SURVEY)

Son yillarda, kelebeklerin otomatik olarak smiflandirilmas: gittike daha fazla arastirmacinin
dikkatini ¢ekmis ve kelebek siniflandirma uygulamalar1 hakkinda bir¢ok arastirma yapilmistir. Andres
Hernandez Serna ve Luz Fernanda Jimenez Segura, Avrupa ve Giiney Amerika'daki balik, bitki ve kelebek
ttrlerini siuflandirmak igin fotografik goriintiileri kullanan yapay sinir aglar1 kullanilmistir. Veri
setindeki kelebek tiirii sayis1 11 olup goriintii sayis1 92’dir. Calismalarinda kelebek smiflandirmada
%93.25 basari oramni elde etmislerdir (Serna ve Segura, 2014). Seung-Ho Kang ve arkadaslar1 kelebekleri
kanat sekillerine gore smniflandirmak igin ii¢ katmanli yapay sinir ag1 tasarlamislardir. Yapay sinir agim
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egitmek i¢in geri yayilim 6grenme algoritmasini kullanmislardir. Calismalarinda 15 kelebek tiirtintin 150
gorlintiisii ile elde ettikleri basar1 orami %80.3'tiir (Kang ve dig., 2014). Yilmaz Kaya ve arkadaslari
goriintiilerdeki 6zel dokular tespit etmek i¢in LBP (Local Binary Pattern) iizerine insa edilen iki yeni
tanmimlayici Onerilmistir. Calismalarin 14 tiire ait ve her birinden 10’ar adet goriintiiniin bulundugu 140
kelebek goriintiisii {izerinde test etmisler ve yapay sinir ag1 ile yaptiklar: siniflandirmada %95.71 basar1
orani elde etmislerdir (Kaya, Ertugrul ve dig., 2015). Yilmaz Kaya ve arkadaslarinin diger bir calismasinda
kelebekleri siniflandirmak igin, geleneksel tanimlama yontemlerine alternatif olarak otomatik olarak
siniflandirma i¢in bir bilgisayarla gorme yontemi Onerilmistir. Yontem, LBP ve yapay sinir agina
dayanmaktadir. Onerilen ydntemin etkililigini degerlendirmek igin bes tiire ait toplam 50 kelebek
goriintiisii kullanilmiglar ve %98 basari oran: elde etmislerdir (Kaya, Kayci ve dig., 2015).

Erik Rodner ve arkadaslar1 675 kelebek tiiriine ait 2120 goriintii iceren Ecuador ve 331 kelebek tiiriine
ait 2310 gorintii iceren Costa Rica veri setlerini kullanarak kelebek simflandirmasi yapmuislardir.
Calismalarinda AlexNet agini kullanmislar, Ecuador veri setinde %55.7, Costa Rica veri setinde ise %79.2
basar1 elde etmiglerdir (Rodner ve dig., 2015). Juan Andres Carvajal ve arkadaslari, kelebek siniflandirmasi
yapmak icin AlexNet, VGG16 ve VGGI19 olmak iizere ii¢ evrisimli sinir agimi kullanmiglardir.
Arastirmalarinda Sangay National Park (Petit, 2020) veri setindeki 15 kelebek tiiriine ait 2110 goriintiiyii
kullanmis ve %92 basar1 elde etmislerdir (Carvajal ve dig., 2016). Zhou Ai-Ming ve arkadaslari, 6 ailenin
1117 kelebek tiirtinti siuflandirmak igin CaffeNet modelini ve SVM (Support Vector Machine)
siniflandirict kullanmiglardir. CaffeNet modelinin ortalama bagar1 oran1 %95.8 iken, Gabor 6zelliklerine
dayal1 SVM siniflandiricist ortalama %94.8 basari oranina sahiptir (Ming ve dig., 2017). Qi Chang ve
arkadaglar1 Kuzey Amerika’daki 636 kelebek tiiriine ait 14270 goriintiiden olusan yeni bir veri seti
olusturmuslardir. Calismalarinda ResNet18, ResNet34, VGG19, Inception-v3 aglarinda transfer 6grenme
yontemi kullanmislar ve ResNet18'de %92.6 basar1 elde etmislerdir (Chang ve dig., 2017). Juanying Xie ve
arkadaslar1 1176 kelebek tiiriiniin 4270 standart desen goriintiisiinii ve 111 tiiriin dogal yasam ortamimdan
1425 goriintiisiinii iceren Cin'deki tiim kelebek tiirlerinden olusan bir kelebek veri seti olusturmuslardir.
Kelebek siniflandirma sistemini i¢in Faster R-CNN derin 6grenme teknigini 6nermislerdir. ZF, VGG CNN
M1024 ve VGG16 olmak iizere {i¢ model kullanmiglardir. ZF'de %59.8, VGG CNN M1024’'de %64.5 ve
VGG16’da % 72.8’e basari oranina ulasmislardir (Xie ve dig., 2018). Lili Zhu ve Petros Spachos, 10 kelebek
tlirtiniin 832 goriintiisii iceren Leeds Butterfly (Wang, J. ve dig., 2009) veri seti {izerinde egitim ve test
yaparak geleneksel makine 6grenimi, derin 6grenme ve transfer 6grenme yontemlerini kullanmiglardir.
SVM’de %52.8, 4-Conv CNN’de %98.44, VGG19'da ise %98.53 basar1 oranina ulasmiglardir (Zhu ve
Spachos, 2019). Ruoyan Zhao ve arkadaslari, 111 tiire ait 5695 fotograftan olusan veri setinde R-CNN
kullanilarak kelebek simiflandirmas: yapmislar ve %70.4 basar1 oranina ulasmislardir (Ruoyan ve dig.,
2019). Nur Nabila Kamaron Arzar ve arkadaslari, dnceden egitilmis bir model olan GoogLeNet’i kullanan
bir evrisimli sinir ag1 énermislerdir. Dort kelebek tiiriine ait 120 goriintii ile ¢alistirdiklart modelde % 97.5
basar1 elde etmislerdir (Arzar ve dig., 2019). Zhongqi Lin ve arkadaslar1 kelebek goriintiileri i¢cin S-CCNN
(Skip-Connections Convolutional Neural Network) siniflandirma yontemini 6nermislerdir. Toplam 56
tiire ait 24836 laboratuvar goriintiisii kullanilirken, veri artirma yontemi ile bu goriintiileri 173852"ye
cikarmislardir. Yontemlerinin basar1 oran1 %93.36’dir (Lin ve dig., 2019). Manuel Lopez-Antequera ve
arkadaslari, COSFIRE modelinin CNN tabanli bir kombinasyonunu 6nermislerdir. Bu yontemde, SVM
siniflandiricisint egitmek igin CNN-COSFIRE 6zellik vektoriinii kullanmiglardir. Onerdikleri yontemi 7
tiire ait toplam 619 goriintii lizerine uygulamislar %96.57 basar1 oran1 elde etmislerdir (Antequera ve dig.,
2019). Lin Nie ve arkadaslari, 82 kelebek tiiriine ait i¢ mekan ve dis mekan fotograflar: igeren yeni bir
kelebek veri seti olusturmuslar, kelebek siniflandirmasinda AlexNet, VGGNet ve ResNet olmak iizere ti¢
evrigsimli sinir aginin performansini incelemislerdir. Calisgmalarinin sonucunda ResNet aginda %95 ile en
yliksek siniflandirma basarisi elde etmislerdir (Nie ve dig., 2017). Ayad Saad Almryad ve arkadaglar1 10
kelebek tiiriine ait 17769 goriintii iceren bir veri seti olusturmuslardir. Kelebek tiirlerin
smiflandirilmasinda VGG16, VGG19 ve ResNet50 evrisimli sinir aglarini kullanmiglardir. Deneysel
sonuglarda %80 basar1 elde etmislerdir (Almryad ve Kutucu, 2020). Cizelge 3'te 2014 ile 2020 yillari
arasinda yapilan yukaridaki ¢alismalar ve kullamilan yontemler kronolojik olarak verilmisitir.
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Cizelge 3. Literatiir calismalari ve kullanilan yontemler.
Table 3. Literature studies and methods used.

Yapilan Calismalar  Tarih Yontem
Serna ve Segura 2014 Yapay Sinir Aglar1
Kang ve dig. 2014 Yapay Sinir Aglari
Kaya, Ertugrul ve dig. 2015 LBP
Kaya, Kayci ve dig. 2015 LBP ve Yapay Sinir Ag:
Rodner ve dig. 2015 Evrisimli Sinir Aglari-Transfer Ogrenme (AlexNet)
Rodner ve dig. 2015 Evrisimli Sinir Aglari-Transfer Ogrenme (AlexNet)
Carvajal ve dig,. 2016 Evrigimli Sinir Aglari-Transfer Ogrenme (AlexNet, VGG16 ve VGG19)
Ming ve dig. 2017 CaffeNet
Ming ve dig. 2017 SVM
Chang ve dig. 2017  Evrisimli Sinir Aglari-Transfer Ogrenme (ResNet18, ResNet34, VGG19, Inception-v3)
Nie ve dig. 2017  Evrigimli Sinir Aglari-Transfer Ogrenme (AlexNet, VGGNet ve ResNet)
Xie ve dig. 2018 Faster R-CNN (ZF)
Xie ve dig. 2018 Faster R-CNN (VGG CNN M1024)
Xie ve dig. 2018 Faster R-CNN (VGG16)
Zhu ve Spachos 2019 Makine Ogrenmesi (SVM)
Zhu ve Spachos 2019 Derin Ogrenme (4-Conv CNN)
Zhu ve Spachos 2019  Evrigimli Sinir Aglari-Transfer Ogrenme (VGG19)
Ruoyan ve dig. 2019 R-CNN
Arzar ve dig. 2019  Evrigimli Sinir Aglari-Transfer Ogrenme (GoogLeNet)
Lin ve dig. 2019 S-CCNN (Skip-Connections Convolutional Neural Network)
Antequera ve dig. 2019 Evrisimli Sinir Aglar1-COSFIRE (SVM)

Almryad ve Kutucu 2020 Evrigimli Sinir Aglari-Transfer Ogrenme (VGG16, VGG19 ve ResNet50)

EVRISIMLI SINIR AGLARI VE TRANSFER OGRENME (CONVOLUTIONAL NEURAL NETWORKS AND
TRANSFER LEARNING)

Derin sinir aglar1 bilgisayarli gorme, konusma, tamima ve robotik iceren igin bir¢ok yapay zeka
uygulamasinda yaygin olarak kullanilmaktadir. Derin sinir aglarinin yaygin bir sekli ise ¢oklu evrisimli
katmanlardan olusan evrisimli sinir aglaridir (Giirkan ve Hanilgi, 2020). Evrisimli sinir aglari, 1zgara
benzeri bilinen bir topolojiye sahip veriyi islemek icin kullanilan bir tiir sinir ag1 olup bir derin 6grenme
yontemidir (Goodfellow ve dig., 2015). Tleri beslemeli mimariye sahiptir ve tamamen bagl katmanlara
sahip aglara kiyasla daha iyi genelleme yapar (Nebauer, 1998; Indolia ve dig., 2018). Daha ¢ok Oriintii
tamima, siniflandirma, sinyal isleme, sozliik, ilag, tip, finans ve savunma sanayinde kullanilmaktadir.
Evrisimli sinir aglari ¢cogunlukla Sekil 4’deki gibi Convolution, Rectified Linear Unit (ReLU), Pooling ve
Fully Connected Layers katmanlarindan olusur (Lawrence ve dig., 1997; Indolia ve dig., 2018; Yamashita
ve dig., 2018; Baykal ve dig., 2019; MathWorks, 2020).
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Sekil 4. Evrisimli Sinir Aglar

Figure 4. Convolutional Neural Networks
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Yeni bir evrigimli sinir ag1 tasarlamanin ve egitmenin ilk adim1 ag mimarisini tanimlamaktir. Ag
mimarisi, dahil edilen katmanlarin tiirlerine ve sayilarina baglh olarak degisebilir. Dahil edilen
katmanlarin tiirleri ve sayisi, uygulamaya veya verilere baghdir. Uygulamada kategorik yanitlar varsa,
bir softmax ve simmiflandirma katmanina sahip olunmali. Yanit siirekli ise, agin sonunda bir regresyon
katmaninin olmas1 gerekir. Yalnizca bir veya iki evrisimli katmana sahip kiiciik bir ag az sayida gri
tonlamal1 goriintii verisini 6grenmek i¢in yeterli olabilir. Diger taraftan milyonlarca renkli goriintii iceren
karmasik veriler i¢in daha karmasik aglara ihtiya¢ duyulur (MathWorks, 2020). Evrisimli sinir aglarinda
Sekil 4'te gosterildigi gibi ilk katmanlarda verilen girdi {izerinde, filtrelerle 6zellik ¢ikarimi gerceklestirilir.
Aym zamanda bir yandan hesaplama maliyetini diislirmek diger yandan ise girdiden Ogrenilen
Ozelliklerin Ozet bilgisini diger katmanlara aktarmak icin boyut diisiirme fonksiyonlar: kullanilir. Daha
sonra girdiden elde edilen 6zellikler tek boyutlu bir vektor haline getirilir ve tam baglantili katman veya
katmanlara girdi olarak verilip, siniflandirma islemi gerceklestirilir. Agin filtreler ve agirliklar altindaki
performansi kayip fonksiyonu ile hesaplanir ve 6grenilebilir parametreler yani filtreler ve agirhklar geri
yayilim yoluyla kayip degerine gore giincellenir (Nebauer, 1998). Evrisimli sinir aglarinin her biri farkl
mimari kullanarak egitim islemi gerceklestirmektedir. Bu ¢alismada kullanilan evrisimli sinir aglary;
AlexNet, DenseNet201, ResNet18, ResNet50, ResNet101, VGG16, VGG19'dur. Cizelge 4 ve Cizelge 5'te
s0z konusu aglarin katman, derinlik, parametre sayisi, goriintii giris boyutlar1 ve a§ mimarileri verilmistir
(Zhou ve dig., 2016; He ve dig., 2016; Ye ve dig., 2019; Theckedath ve Sedamkar, 2020).

Cizelge 4. Aglarin katman, derinlik, parametre sayis1 ve goriintii giris boyutlar
Table 4. Layer, depth, number of parameters and image input sizes of networks

AlexNet ResNet-18 ResNet-50 ResNet-101  VGGI16 VGG19

Derinlik 8 18 50 101 16 19
Katman 25 72 177 347 41 47
Parametre (Milyon) 61 11.7 25.6 44.6 138 144
Resim Giris Boyutu 227x227 224x224 224x224 224x224 224x224 224x224

Cizelge 5. Ag mimarileri
Table 5. Network architectures

AlexNet DenseNet201 ResNet-18 ResNet-50 ResNet-101 VGG1e6 VGG19
11x11con,96 7Xx7,con 7x7,con,64 7x7,con,64 7x7,con,64 [3x3con,641x2  [3x3con,641x2
max-pool max-pool max-pool max-pool max-pool max-pool max-pool
5x5con,256 1x1,con 6 3x3con,64 0 I1x1con,64 1x1con,64 [3x3con,128]x2 [3x3con,128]x2
max-pool  3x3,con 3x3con,64 3x3con,64 | x3 3x3con,64 | x3 max-pool max-pool
3x3con,384 1x1,con 3x3con,128 0 1x1con,256 1x1con,256 [3x3con,256]x3 [3x3con,256]x4

3x3con,384 aver-pool  3x3con,128 1x1con,128 1x1con,128 max-pool max-pool
3x3con,256 1x1,con 1 3x3con,256 Q2 3x3con,128 | x4 3x3con,128 | x4 [3x3con,512]x3 [3x3con,512]x4
max-pool  3x3,con 3x3con,256 1x1con,512 1x1con,512 max-pool max-pool
fc4096 1x1,con 3x3con,512 0 1x1con,256 1x1con,256 [3x3con,512]x3 [3x3con,512]x4
fc4096 aver-pool  3x3con,512 3x3con,256 || x6 3x3con,256 || x23 max-pool max-pool
fc1000 Ix1con <48 aver-pool 1x1con,1024 1x1con,1024 fc4096 fc4096
softmax  3x3,con fc1000 1x1con,512 1xlcon,512 fc4096 fc4096
1x1,con softmax 3x3con,512 | x3 3x3con,512 | x3 £c1000 £c1000
aver-pool 1x1con,2048 1x1con,2048 softmax softmax
1x1,con 32 aver-pool aver-pool
3x3,con fc1000 fc1000
aver-pool softmax softmax
fc1000,softmax

Baz1 evrigimli sinir aglarinin egitilmesi, agin karmagiklig1 ya da veri setinin biiyiikliigii nedeniyle
standart bilgisayar islemcilerinde gergeklestirmek oldukca zordur. Bu nedenle giiglii grafik isleme
birimlerine ihtiya¢ duyulur. Uzun siiren egitimler sonucunda egitilmis bir¢cok modelden problem igin
uygun bir model segilerek problemin ¢oziimiinde kullanilabilir. Egitilmis bir agin, ilgili ikinci bir gérevde
yeniden tasarlandigi, hizh ilerleme ve gelismis performans saglayan bu makine 6grenmesi teknigine
transfer 6grenme denir. Transfer 6grenme, agin egitilmesi i¢in yeterli zaman yok ve donanim yetersizse,
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ne kadar veri olduguna dair endiselenmeden, bir derin 6grenme modeli olusturmanin en hizli ve en kolay
yoludur. Geleneksel makine 6grenme teknikleri, her gorevi sifirdan 0grenmeye calisirken, transfer
ogrenme teknikleri, 6nceki gorevlerden elde ettigi bilgileri yeni bir gorevi 6grenme hedefine aktarir (Pan
ve Yang, 2010). Ogrenilen niteliklerin tagmabilir olmasi derin dgrenmeyi eski ve si§ Ogrenme
yaklasimlarindan ayiran en 6nemli avantajlarindan biridir ve derin 6grenmeyi kiiciik veri problemlerinde
etkin yapar (Chollet, 2017).

Evrisimli sinir aglar giris ve ara katmanlar genellikle kenar, doku, desen, gibi iist seviye ozellikleri
Ogrenirken son katmanlar daha spesifik ozellikleri 6grenir. Bu ylizden giris ve ara katmanlar korunurken
son katman probleme uygun sekilde tasarlanip, mevcut veri setiyle egiterek hizh bir sekilde yeni bir model
elde edilir (Brownlee, 2020). Veri ve hedef gorev, orijinal modelin {izerinde calistig1 veri ve hedef gorevle
benzerlik gosteriyorsa, bu yaklasim en iyi sonucu verir. Bununla birlikte, bir modeli sifirdan egitmek icin
yeterli veri varsa ve gorevler o kadar yakin olmasa da Onceden egitilmis bir model kullanarak
parametreleri baslatmak, rasgele baglatmadan daha iyi sonuglar verebilir. Ayrica sahip olunan veri
problemli ve miktar1 yetersiz ise; bu veri igin tasarlanmis 6zel model, 6nce genel bir gorev i¢in hazirlanmis
biiyiik bir veri kiimesi kullanilarak egitilip daha sonra mevcut veri ile egitilebilir. Bu yontemde aktarilan
sey temel olarak parametrelerin baslangi¢c degerleridir. Agirliklar1 rastgele baslatmak yerine 6nceden
egitilmis bir ag1 kullanarak baglatmak; agin 6grenmede iyi bir baslangi¢ yapmasini, 6grenme gelisiminde
daha dik egimi ve daha yiiksek performans elde etmesini saglayarak yakinsamay: hizlandirir. Ayrica
yeterli veri olmadig1 durumlarda, transfer 6grenme ag1 asir1 6grenmeden koruyarak egitmek i¢in iyi bir
segenektir. Sekil 5'teki gibi Tam Bagh katman disindaki tiim katmanlar1 aktarmak en yaygin transfer
O0grenme tiirtidiir. Bu ¢alismada da bu yontemin kullanilmasi tercih edilmistir.
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Sekil 5. Tam bagh katmanlarin probleme gore tasarimi.
Figure 5. Design of fully connected layers according to the problem

Ayrica Onceden egitilmis bir agin Sekil 6’daki gibi ilk n katmanini bir hedef aga aktarip geri kalan
katmanlari rastgele baslatmak ta miimkiindiir. Aktarilan kismin, ilk katmanlar olmas1 da gerekmez.
Gorevler ayniysa ancak girdi verilerinin tiirii biraz farkliysa, son katmanlar1 da aktarmak miimkiind{ir.

Transfer Rastgele Baslangig¢
I 1 1
Giri§ i .H_H i H_H .m H—H i .H—H ‘Clkl&
L I L 1
Rastgele Baslangi¢ Transfer

Sekil 6. Ilk ve son katmanlarin transferi
Figure 6. Transfer of the first and last layers

Transfer 6grenme pek ¢ok gorev icin kullanabilir. Ancak bir model baska bir modele aktarmak her
zaman mimkiin degildir. Veri tiiriintin ve gorevin oldukga farkli oldugu durumlar bu kapsama girer.
Transfer 6greniminin uygulanamayabilecegi bir durum, Ozellikleri aktarilacak model ile aktarilan
modelin mimarisinin uyumsuzluk durumudur. Farkli mimarilere sahip modeller arasinda bilgi
aktarimini saglayan teknik model ise Sekil 7’de verilen damitmadir. Onceden egitilmis bir modelin
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damitilmasi; yeni modeli, dogrudan veriler iizerinde egitmek yerine 6nceden egitilmis modelin ¢iktilarim
taklit edecek sekilde egitilmesidir. Bu yaklasim 6zellikle kaynak modelden daha kiigiik bir modelin
egitilmesinde oldukga verimlidir.

[

Onceden Egitilmis Yeni Veri Seti
Kaynak Model Model

L Kaynak modelin ¢iktilarimi
taklit edecek sekilde egitim

Sekil 7. Egitilmis bir modelin damitilmas:
Figure 7. Distillation of a training model

[

Calisma igin olusturulmus veri seti, aglara giris katmaninda verilmistir. Aglarin giris katmanindan
siniflandirma katmanina kadar olan ara katmanlar Sekil 5'teki gibi korunmustur. Calismada kullanilan
aglar 1000 siniflandirma yaparken bu ¢alismada birinci yontemde 416 tiirdi, ikinci yontemde once 9 aile
sonra aile tiir sayisina bagh olarak 1 ile 171 arasinda smniflandirma yapmaktadir. Aglardan AlexNet,
VGG16 ve VGG19da havuzlama katmaninda maksimum havuzlama yontemi kullanilirken,
DenseNet201, ResNet18, ResNet50 ve ResNetl01 aglarinda ise maksimum ve ortalama havuzlama
yontemi kullanilmigtir. Calismada kullanilan aglar olusturulan veri setiyle MATLAB ortaminda
egitilmistir (MATLAB R2019a). Egitimde kullanilan bilgisayarin isletim sistemi 64 bit, islemcisi Intel(R)
Core(TM) i7-7820HQ CPU @ 2.90 GHz, RAM’i 16 GB olup ekran kart1 Radeon Pro 560’dur.

VERI SETININ TOPLANMASI (DATA SET COLLECTION)

Tammlayic sistemler gelistirilirken karsilagilan en biiyiik sorun giivenilir ve performans artirici veri
setlerinin olmamasidir. Tiirkiye’deki kelebek veri setleri; dogaseverlerin fotograf gekimleri ve cesitli
yaymnlardaki fotograflardan olusmaktadir. S6z konusu veri setlerindeki tiir basina goriintii sayis: yeterli
olmayip, tiirler arasinda goriintii say1 dengesi yoktur. Calisma igin toplanan fotograflarmn %94.36"s1
dogadan cekilen fotograflar olup, fotograf karesine kelebeklerle birlikte cok fazla nesne ve bu nesnelere
ait renk ve/veya desen vardir. Kelebek tanimlamada kelebek kanat desenlerinin ve seklinin ¢ekilen
fotograflarda 6n plana g¢ikmas: smiflandrma ve tanimlama basarisini artiracak onemli bir unsurdur.
Toplanarak bir araya getirilen fotograflarin 6nemli bir béliimiinde kelebek, ¢ekilen fotograf karesinde ya
cok kiiciik kalmistir ya kanat desenleri ve sekilleri yeterince net degildir ya da diger nesnelerin arasinda
renk ve desen olarak geri planda kalmistir. S6z konusu sorunlart ¢cozmek amaciyla; goriintiiler kirpma ve
kesme yontemleriyle yeniden diizenlenmistir. Ozellikle kelebek &n-arka kanat desen ve sekillerinin
fotograflarda belirgin olarak goriilmesine 6zen gosterilmistir. Bunun yani sira diizenleme yapilirken
fotograf karesinin kelebek goriintiisiiyle birlikte dogal ortam nesne, desen ve renkleri de igermesi
saglanmistir. BOylece bu veri setiyle egitilecek ag, numune fotograflarinin yani sira dogal ortam
fotograflarimi da simiflandirilabilecektir.

[zlenen bu ydntem sonucunda Tiirkiye'deki Argynnidae, Danaidae, Hesperiidae, Libytheidae,
Lycaenidae, Papilionidae Pieridae, Riodinidae ve Satyridae olmak {izere dokuz kelebek ailesine ait 416
kelebek tiiriiniin, gekim agis1, pozisyonlari, mesafesi ve arka planlar: dikkate alinarak veri seti olusturmak
amactyla ¢cok sayida veri seti, dogaseverlerin fotograf ¢ekimleri, dergiler, kitaplar ve WEB sayfalar1 gozden
gecirilmistir. Bu siire¢ sonunda 12766 dogal ortam fotografi s6z konusu kaynaklardan toplanarak bir veri
seti olusturulmustur. Ayrica veri setine 762 adet laboratuvar ortaminda ¢ekilmis numune fotograflar
eklenmistir. Boylece veri setindeki kelebek goriintii sayis1 13528’e ulagmistir. Bunun yamn sira Tiirkiye
sinirlari igerisinde birer adet tiirii bulunan Danaidae, Libytheidae ve Riodinidae ailesinden yediser adet
daha tiir goriintiileri toplanmis ve bu ailelere ait ag egitiminde kullanilmuistir.
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Sinir aglarinda kii¢lik veri setleri modellerin veriyi ezberlemesine, dolayisiyla modellerin diisiik
dogrulukta calismasina neden olmaktadir. Bu sorunu ¢ézmek igin ise veri artirimi yontemleri uygulanir.
Veri artirimi resimler i¢in; dondiirme, 6teleme, kirpma, soldurma, 6lgeklendirme gibi teknikler ile orijinal
veriden sentetik kopyalarinin iiretme islemidir (Mash ve dig, 2016). Calismada veri setindeki her bir
goriintiiye Sekil 8'deki gibi saga 90°, sola 909, dikey ve yatay ¢evirme islemi uygulanmistir. Bu islemlerin
sonucunda goriintii sayist 13528’den 67640’a ¢ikmugtir. Veri artirimi islemi sonucunda ikinci metotda
kelebek ailesini siniflandirmada %17.23, tiir siniflandirmada ise ortalama %12.5 bagar: orani artmugtir.

Saga 90°dondiirme Sola 90'déndiirme

Sekil 8. Veri artirimi
Figure 8. Data Augmentation

DENEYSEL SONUCLAR (EXPERIMENTAL RESULTS)

Aglarin egitilmesi siireglerinde veri seti, egitim ve dogrulama veri seti olmak iizere iki gruba ayrilir.
Ag bagar1 orani egitim ve dogrulama veri setine bagh olarak yiiksek degisirlide (variance) sahiptir
(Chollet, 2017). Egitim ve dogrulama veri setinin tiim veri setini temsil etmesi i¢in gesitli yontemler
gelistirilmistir. Calismada literatiirde yaygin olarak kullanilan iki yontem uygulanmistir. Birinci yontem;
Stratified Shuffle Split olarak adlandirilan yontemdir (Kaggle, 2020; Medium, 2020; Github, 2020). Veri
setinden her defasinda Sekil 9’daki gibi rastgele veri alinarak, verinin %10'u dogrulama geri kalan ise
egitim amagh kullanilmistir. Buislem 10 defa tekrarlanmis ve her bir ag 10’ar defa egitilmistir. Daha sonra
elde edilen dogrulama sonuglarmin ortalama degeri alinmugtir.

k iterasyon

Dogrulama —— Egitim
Sekil 9. Katmanh Karisik Bolme
Figure 9. Stratified Shuffle Split

Kullarulan ikinci yontem ise K-fold cross validation yontemidir. Bu yontemde; $ekil 10’daki gibi veri
seti 10 parcaya ayrilmis, ag 9 parca veriyle egitilmis, kalan veri dogrulama icin kullanilmistir (Chollet,
2017). Buislem 10 defa tekrarlanmis ve her bir ag 10’ar defa egitilmis daha sonra dogrulama sonuglarinin
ortalama degeri alinmistir.
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Dogrulama Egitim
I T 1

kiterasyon

Egitim Dogrulama

k parca
Sekil 10. K-katlamal: Capraz dogrulama
Figure 10. K-fold Cross Validation

Her iki yontem c¢alismanin degerlendirmesi siirecinde kullamilmis, elde edilen sonuglar
karsilastirilmis ve birbirine olduk¢a yakin sonuglar elde edilmistir. Calismada verilen sonuglar her iki
yontemin ortalama degeridir.

Kelebek tiirlerinin simiflandirilmasi igin iki metot izlenmistir. Birinci yontemde; Sekil 11’de verildigi
gibi 416 kelebek tiiriinii siniflandirmak amaciyla 6nceden egitilmis evrisimli sinir aglarinin ¢ikis katmamn
416 yapilmis ve calisma i¢in olusturulan veri setleriyle aglar egitilerek siniflandirma gergeklestirilmistir.
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Sekil 11. Birinci yontemde kullanilan ag mimarisi.
Figure 11. Network architecture used in the first method.

Kelebek kanatlarinin desen karmagikhigi ve benzerligi kelebek simiflandirmay1 zorlagtiran bir
unsurdur. Ozellikle veri setindeki kelebek tiir sayisi artikca bu daha da 6nemli bir unsur haline
gelmektedir. Sekil 12'deki grafikten de goriilebilecegi gibi ¢alismada kullanilan en basarili ii¢ agin
performansi veri setine yeni aileler, dolayisiyla yeni tiirler eklendikge diismiistiir.
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Sekil 12. Tiir sayis1 artisi—ag basarist
Figure 12. Species increase-network accuracy
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Calismada kullanilan yedi agm 416 tiirii siniflandirma performanslart Cizelge 6’da verilmistir.
Aglarin 416 kelebek tiirtinii sinuflandirma performanslar1 %36.67 ile %68.05 arasinda degismektedir.

Cizelge 6. Birinci yonteme gore 416 tiiriin siniflandirma performanslari.
Table 6. Identification performances of 416 species according to the first method.

Aglar Ag Dogruluk

AlexNet 51.13
DenseNet201 68.05
ResNet18 51.96
ResNet50 66.59
ResNet101 63.33
VGG16 41.29
VGG19 36.67

Elde edilen sonuglar, ¢calismada hedeflenen sonuglardan ¢ok uzaktir. Bu nedenle ikinci bir yontem
gelistirilmistir. Bu yontemdeki model Sekil 13'te verilmistir. Model evrisimli sinir aglarinin basamakl
(cascaded) baglanmasindan olusmaktadir. Birinci basamakta bir, ikinci basamakta birbirine paralel dokuz
evrigimli sinir ag1 vardir. Birinci basamaktaki evrisimli sinir ag, ayni aile ait kelebek fotograflarinin bir
araya getirilmesiyle olusan dokuz klasordeki veriyle egitilmistir. Bu basamaktaki ag aile siniflandirmasi
yapmaktadir. Ikinci basamaktaki dokuz agin her biri ise s6z konusu aileye ait veri setiyle tiir
siniflandirmasi igin ayr1 ayri egitilmistir.
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Sekil 13. Ikinci yontemde kullanilan ag mimarisi.
Figure 13. The network architecture used in the second method.



580 B. ELMAS

Modelin ¢alisma prensibi su sekildedir; birinci basamaktaki agin dogruluk sonucuna gore ikinci
basamaktaki agin girisine s6z konusu kelebek goriintiisii yazilim araciligiyla yonlendirilir ve agin
calismasi aktiflenir. Cikan sonug kelebek goriintiisiiniin hangi aileye ait oldugu ve bu ailenin hangi tiirii
oldugu bilgisidir. Sekil 14’te birinci basamakta dokuz ailenin siniflandirmasini gerceklestiren evrisimli
sinir ag’'in yapisi, Sekil 15’te ise ikinci basamaktaki dokuz agdan biri olan Papilionidae ailesinin ag yapisi

verilmistir.
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Sekil 14. Ikinci yontemin birinci katmana ait ag mimarisi.
Figure 14. First-layer network architecture of the second method

r-'d hl
g s g g :&3 i Papilionidae Ailesi/13 Tiir
B i 50 = = 1g! —
= 3 2= = =) 3 = 3 &1 Archon Apollinaris
S & S 2l |8 S ' S 2 / '18: Archon Apollinus
§ & ~ 5 5 5.1 Iphiclides Podalirius
& D
2 o ) 9 =5 Papilio Alexanor
v=a Papilio Machaon

Parnassius Apollo

— Parnassius Mnemosyne
ParnassiusNordmanni

» Princeps Demoleus

Zerynthia Caucasica

— Zerynthia Cerisyi
Zerynthia Deyrollei
Zerynthia Polyxena

Parametreler Sabit
Ozellik Cikarict

ullyConnected

Sekil 15. Ikinci yontemin ikinci katmana ait ag mimarisi (Papilionidae Ailesi icin).
Figure 15. Second-layer network architecture of the second method (For the family Papilionidae)

Cizelge 7’de ¢alismada kullanilan yedi agin birinci basamaktaki aile siniflandirma dogruluk sonuglar:

verilmistir.

Cizelge 7. Birinci katmanin aile siniflanirma dogrulugu.
Table 7. Family classification accuracy of first layer.

Aglar Ag Dogruluk

AlexNet 87.31
DenseNet201 95.88
ResNet18 91.86
ResNet50 94.14
ResNet101 95.23
VGG16 88.91
VGG19 89.66

Birinci basamaktaki siniflandirma dogrulugu %87.31 ile %95.88 arasinda degismektedir. Cizelge 8'de
ise calismada kullanilan herbir agin ikinci basamaktaki tiir siniflandirma sonuglaridir.
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Cizelge 8. Tkinci Katmandaki Aglarin Tiir Smiflandirma Oranlari.

Table 8. Species Classification Rates of Networks in The Second Layer

581

AlexNet DenseNet201 ResNetl8 ResNet50 ResNetl01 VGG16 VGG19

Argynnidae 76.68 92.63 85.30 92.08 90.67 82.75 85.94
Danaidae 100 100 100 100 100 100 100
Hesperiidae 85.18 93.77 87.22 90.86 91.82 79.74 86.07
Libytheidae 100 100 100 100 100 100 100
Lycaenidae 81.41 94.42 86.77 92.01 92.40 83.58 89.39
Papilionidae  87.73 94.82 92.59 93.35 95.31 88.05 82.88
Pieridae 87.67 95.33 92.33 93.35 95.72 87.48 81.34
Riodinidae 100 100 100 100 100 100 100
Satyridae 67.09 91.99 82.56 85.62 91.12 78.59 81.28

Cizelge 8'deki ag basar1 verileri incelendignde; Argynnidae, Danaidae, Hesperiidae, Libytheidae,
Lycaenidae, Riodinidae ve Satyridae ailelerinin tiir simiflandirmasinda DenseNet 201, Papilionidae ve
Pieridae ailelerinin tiir simiflandirmasinda ise ResNet101 aginin daha basarili oldugu goriilebilir. Bu iki
agm ikinci basamaktaki tiir sinuflandirma basar1 oranlar1 Cizelge 9'da goriilebilecegi gibi %91.99 ile %100
arasinda degismektedir.

Cizelge 9. DenseNet201 ve ResNet101 Aglarinin Tiir Siniflandirma Oranlar.
Table 9. Species Identification Rates of DenseNet 201 and ResNet 101 Networks

Aile DenseNet201  ResNet101
Argynnidae 92.63 -
Danaidae 100 -
Hesperiidae 93.77 -
Libytheidae 100 -
Lycaenidae 94.42 -
Papilionidae - 95.31
Pieridae - 95.72
Riodinidae 100 -
Satyridae 91.99 -

Deneysel ¢alismalar sonucunda Cizelge 9'dan hareketle yontemin basamakli (cascaded) ag yapist

Sekil 16’daki gibi belirlenmistir.

DenseNet201
Aile (%95.88)

Sekil 16. Basamakli Ag.
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I—{ Papilionidae (%95.31)
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H Libytheidae (%100)
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}7
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ResNet101

ResNet101
Pieridae (%95.72)
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}7
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Figure 16. Cascaded Network.
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Birinci yontemde en basarili ag igin tiir siniflandirma basar1 orani %68.05 iken, ikinci yontemde en
basarili agin tiir siniflandirma basari orani aileye gore %91.99 ile %100 arasinda degismektedir. Tkinci
yontemin siiflandirma performansi birinci yonteme gore %35 ile %46 arasinda artmistir. Sekil 16’daki
modelin Stratified Shuffle Split ve K-fold cross validation yontemi kullarularak egitim ve test siirelerinin
ortalama deger tablosu Cizelge 10’da verilmistir.

Cizelge 10. Egitim ve test siireleri
Table 10. Training and testing times

Birinci Basamak ikinci Basamak

Ag Egitim Siiresi Test Siiresi Ag Egitim Siiresi Test Siiresi
Argynnidae (DenseNet201) 9115 sn 537 sn
Danaidae (DenseNet201) 6645 sn 342 sn
Hesperiidae (DenseNet201) 5889 sn 313 sn
Ail Libytheidae (DenseNet201) 5770 sn 296 sn

ile .

(DenseNet201) 66475 sn 6533 sn | Lycaenidae (DenseNet201) 29791 sn 1612 sn
Papilionidae (ResNet101) 10982 sn 516 sn
Pieridae (ResNet101) 6059 sn 315 sn
Riodinidae (DenseNet201) 6917 sn 385 sn
Satyridae (DenseNet201) 7810 sn 361 sn

Yontemin basarisimi test etmek amaciyla rastgele segilen Sekil 17’deki Papilionidae ailesinden
Zerynthia Cerisyi goriintiisii birinci katmandaki agin girisine verilmistir.

Sekil 17. Papilionidae ailesi-Zerynthia Cerisyi.
Figure 17. Papilionidae family-Zerynthia Cerisyi

Birinci basamaktaki DenseNet201 aginin aile simiflandirma Hata Matrisi (Confusion Matrisi) Sekil
18’de Hata, Precision, Recall ve F1 Score degerleri Cizelge 11’de verilmistir.
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Sekil 18. Birinci katmanin hata matrisi.
Figure 18. The confusion matrix of the first layer.



Tiirkiye'deki Kelebek Tiirlerinin Basamakli Evrisimli Sinir Ag1 ile Siniflandirilmast

Cizelge 11. Smuflandirma metrikleri
Table 11. Classification metrics

Metrikler Oran Metrikler Oran
Hata 0,0412 | Recall 0,9593
Precision 0,9588 | F1 Score 0,9589
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Bu matristeki Papilionidae ailesinin ilgili satir1 Sekil 19’da verilmistir. Ilgili satirdan goriilecegi {izere
Zerynthia Cerisyi kelebek goriintiisiiniin Papilionidae ailesine ait oldugu %95 basar1 orani ile

Papilionidae 0 0 0 |[6898 0
0,00] 0,00 0,00 | 0,95 0,00

belirlenmistir.

Sekil 19. Papilionidae ailesinin hata matrisindeki satir
Figure 19. Row in the confusion matrix of the family Papilionidae

Modelin ¢alisma prensibi geregi kelebek goriintiisii ikinci katmandaki Papilionidae ailesine ait altinci
agin girisine yazilm araciligiyla yonlendirilmis ve s6z konusu agin calismasi aktiflenmistir. Tkinci
basamaktaki ResNet101 aginin Papilionidae ailesine ait tiir stmflandirma Hata Matrisi Sekil 20’de Hata,

Precision, Recall ve F1 Score degerleri Cizelge 12’de verilmistir.
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Sekil 20. Tkinci katmamn hata matrisi.
Figure 20. The confusion matrix of the second layer.

Cizelge 12. Smmiflandirma metrikleri
Table 12. Classification metrics
Metrikler Oran Metrikler Oran
Hata Oran1  0,0475 |Recall 0,9600
Precision 0,9525 F1 Score 0,9540
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Hata Matrisinde Zerynthia Cerisyi kelebek tiirtintin ilgili satir1 Sekil 21’de verilmistir. Tiriin
siniflandirma basari orani %95'dir.

ojofofojo]Jo]oOofoO| 0] 01530
0,00{0,00{0,00]0,0010,00{0,00{0,0010,0010,00{0,00{0,95]0,00

Sekil 21. Zerynthia Cerisyi tiir siniflandirma dogrulugu

Figure 21. Zerynthia Cerisyi species identification accuracy

Zerynthia Cerisyi

Papilionidae ailesinden Zerynthia Cerisyi ait birinci ve ikinci basamaktaki simuflandirma siireleri
Cizelge 13'te verilmisitir. Kelebegin toplam simiflandirma siiresi 2,04 sn’dir. Diger ailelere ait simiflandirma
denemelerinde ise siire 3 saniyenin altinda kalmstur.

Cizelge 13. Zerynthia Cerisyi ait stniflandirma siireleri
Table 13. Classification times of Zerynthia Cerisyi
Birinci Basamak
Ag Siiflandirma Siiresi Ag
Aile (DenseNet201) 1,03 sn Papilionidae (ResNet101)

ikinci Basamak
Smiflandirma Stiresi
1,01 sn

Literatiir incelendiginde bu ¢alisma Tiirkiye’deki kelebek tiirlerinin tamamini icermesi agisindan tek
calismadir. Bunun yani sira Cizelge 14’te de goriilecegi gibi tiir, goriintii sayisi ve basar1 orani olarak gerek
Tiirkiye’deki gerekse diger kelebek tiirleri inceleyen ¢alismalar ile karsilastirildiginda kayda deger bir
basar1 gostermistir. Ozellikle tiir-basar iliskisi dikkate alindiginda tatmin edici sonuglar elde edilmistir.

Cizelge 14. literatiir karsilastirma tablosu
Table 14. literature comparison chart

Tir  Gor. Bas.

Yapilan Calismalar Kullanilan Yéntemler Say. Say. Ora(%)
Serna ve Segura, 2014 Yapay Sinir Aglar1 11 92 92,25
Kang ve dig., 2014 Yapay Sinir Aglar1 15 150 80,3
Kaya, Ertugrul ve dig. 2015 LBP 14 140 95,71
Kaya, Kayci ve dig., 2015 LBP ve Yapay Sinir Ag1 5 50 98
Rodner ve dig., 2015 Evrigimli Sinir Aglari-Transfer Ogrenme (AlexNet) 675 2120 55,7
Rodner ve dig., 2015 Evrisimli Sinir Aglari-Transfer Ogrenme (AlexNet) 331 2310 79,2
Carvajal ve dig., 2016 Evrisimli Sinir Aglari-Transfer Ogrenme (AlexNet, VGG16 ve VGG19) 15 2110 92
Ming ve dig., 2017 CaffeNet 1117 95,8
Ming ve dig., 2017 SVM 1117 94,8
Chang ve dig., 2017 Evrisimli Sinir Aglari-Transfer @grenme (ResNet18, ResNet34, VGG19, 636 14270 92,6
Nie ve dig., 2017 Evrisimli Sinir Aglari-Transfer Ogrenme (AlexNet, VGGNet ve ResNet) 82 95
Xie ve dig., 2018 Faster R-CNN (ZF) 1287 5695 59,8
Xie ve dig., 2018 Faster R-CNN (VGG CNN M1024) 1287 5695 64,5
Xie ve dig., 2018 Faster R-CNN (VGG16) 1287 5695 72,8
Zhu ve Spachos, 2019 Makine Ogrenmesi (SVM) 10 832 52,8
Zhu ve Spachos, 2019 Derin Ogrenme (4-Conv CNN) 10 832 98,44
Zhu ve Spachos, 2019 Evrisimli Sinir Aglari-Transfer Ogrenme (VGG19) 10 832 98,53
Ruoyan ve dig., 2019 R-CNN 111 5695 70,4
Arzar ve dig., 2019 Evrigimli Sinir Aglari-Transfer Ogrenme (GoogLeNet) 4 120 97,5
Lin ve dig., 2019 S-CCNN (Skip-Connections Convolutional Neural Network) 56 173852 93,36
Antequera ve dig., 2019 Evrigimli Sinir Aglar1-COSFIRE (SVM) 7 619 96,57
Almryad ve Kutucu, 2020 Evrisimli Sinir Aglari-Transfer Ogrenme (VGG16, VGG19 ve ResNet50) 10 17769 80
Calisma Evrisimli Sinir Aglari-Transfer Ogrenme (AlexNet, DenseNet201, 9aile 67640 95,88

ResNet18, ResNet50, ResNet101, VGG16 ve VGG19)
Calisma Evrisimli Sinir Aglari-Transfer égrenm (AlexNet, DenseNet201, 416 67640 91,99 ile

ResNet18, ResNet50, ResNet101, VGG16 ve VGG19)

100
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SONUC VE TARTISMA (RESULT AND DISCUSSION)

Bir¢ok kaynaktan toplanarak ve diizenlenerek olusturulan yeni veri setinde yiiksek basar1 gosteren
ve ileriye doniik iyi bir ¢oztim oldugunu ispatlayan bu gorsel tiir siniflandirmasi; kelebek tiirlerinin
siuiflandirilmasinda, zararh kelebek tiirlerinin tespitinde, yasamsal agisindan 6nemli kelebek tiirlerinin
koruma altina alinmasinda ve ekosistem degisikliklerinin belirlenmesinde yararli olabilecek bir problem
¢Oztimiidiir.

Deneysel ¢alismalarda onceden egitilmis aglarinin basar: oraninin, aile sayist dolayisiyla tiir sayisi
arttikga kelebeklerin 6n ve arka kanat desen benzerliginden dolay: ¢ok diistiigii goriilmiistiir. Hedeflenen
bagar1 oranina ulasmak amaciyla basamakli (cascade) ag yapist modeli kullanilmis, bunun sonucu olarak
basar1 orani yiikseltilmistir. Modelde birinci basamaktaki ailelere gore simflandirmada %95.88, ikinci
basamaktaki tiir siniflandirmada ise %91.99 ile %100 arasinda bagari orani elde edilmistir. Elde edilen
yliksek basar1 orani kullanilan modelin benzer problemler i¢in iyi bir ¢oziim olacaginin gostergesidir.

Bu calisma; probleme, veriye ve aga uygun transfer 6grenme yontemi segildiginde 6nceden egitilmis
aglarin bu ve benzeri problemlere iyi ¢oziimler getirecegini gostermesi agisindan énemlidir. Calismanin
diger onemli bir sonucu, tizerinde bir¢ok tamimlayici 6zellik tasiyan kelebek 6n ve arka kanadinin, kelebek
tamimlamada ¢ok 6nemli rol oynadigini gostermesidir.

Calismanin temel amaclarindan biri, kelebek goriintiilerinden kelebek tiirlerinin taniminda
karsilasilan veri kiimesi eksikligine veya yetersizligine katkida bulunmaktir. Bu amagla Tiirkiye’deki 9
aile ve 416 kelebek tiiriine ait 13528 goriintil toplanmis, veri artirma yontemi ile goriintii sayis1 67640’a
cikarilarak yeni bir veri seti olusturulmustur. Calisma sonrasinda; Tiirkiye'deki kelebek tiirlerini
kapsayan bir projeyle ¢calismanin gelistirilmesi, veri setinin daha da biiytitiilmesi ve kamuya acilmas1
planlanmaktadir.

Calismada kullanilan aglarin katman sayist ve derinligi arttikca ag basari orami artmistir. Ag
parametre sayisi arttikca ise basar1 oraninin diistiigii gozlenmistir. Veri boyutunun ag parametre sayisina
gore cok kiiciikk kalmasi bu sonucu neden olmustur. Ayrica parti biiyiikliigliniin ag basar1 oranmn
etkiledigi gozlenmistir. Bu sonuglar transfer 6grenme yonteminin kullanildig1 problem ¢oziimlerinde
dikkat edilmesi gereken unsurlardar.

Calisma bir baslangi¢ calismasi olup yiiksek performans gosteren ag mimarileri ve ¢alisma esnasinda
kazanilan tecriibeler yeni proje kapsaminda probleme o0zgii ag tasarmunin yapildigi modelde
kullanilacaktir. Yeni projede tasarim ve egitim siireci Python programlama dili ile gerceklestirilecektir.
Proje tamamlandiginda uygulamanin kullanimi igin bir WEB sayfasi olusturulacak, kullanicilar WEB
sayfasina yiikledikleri goriintiiden kelebek aile ve tiiriinii 6grenebilecektir.
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