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Ozet: Toksisite testleri arasinda, bir etken nedeniyle ortaya cikabilecek genetik
degisim (mutasyon) olarak tanimlanabilen mutajenisite dnemli yer tutmaktadir. Bu
calismada genel olarak mutajenisite belirleme siirecini iyilestirebilmek adina in-
silico yaklasim kapsaminda istatistiksel 6grenme algoritmalar1 kullanilmistir. S6z
konusu yaklasim deneyler ile elde edilen mutajenisite bilgisi iceren molekiil setine
uygulanmis ve dikkate deger siniflama basarilar1 elde edilmistir. Calismada
kullanilmak tizere literatiirde bulunan, molekiillerden olusan Bursi ile Benchmark
veri setleri birlestirilmis ve Molecular Operating Environment (MOE) programi
araciligy ile molekiillerin 6zellikleri hesaplanmistir. Hesaplama sonucunda 10835
gozleme ve 193 degiskene sahip veri seti lizerinde karar agaclari algoritmalari
uygulanarak grid arama yaklasimi ile parametre se¢imi gergeklestirilmistir. Elde
edilen en iyi parametreler ile kurulan modeller sonucunda degiskenlerin se¢imi
mutajenisiteyi tahmin etmedeki 6nem diizeylerine goére yapilmis ve verinin
boyutu en etkili 72 degiskene indirgenmistir. Secilen degiskenlerden olusan yeni
veriye farkl istatistiksel 6grenme algoritmalar1 uygulanmis ve iglerinden en iyi
sonu¢ veren bes siniflama algoritmasina karar verilmistir. Parametre en
iyilemesi ile model basarimlari arttirilan bu algoritmalar kullanilarak yaklasik %90
mutajenisiteyi dogru siniflama oranlari elde edilmistir.
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Abstract: Among the toxicity tests, mutagenicity defined as a genetic change that
can occur due to an agent, has an important place. In this study, statistical learning
algorithms were used within the scope of in-silico approach in order to improve the
mutagenicity determination process in general. This approach has been applied to
the set of molecules containing mutagenicity information obtained by experiments
and remarkable classification success were achieved. In order to use in this study,
Bursi and Benchmark data sets consisting of molecules found in the literature were
combined and the properties of molecules were calculated by means of the
Molecular Operating Environment (MOE). As a result of the calculation, decision
trees algorithms were applied on the data set with 10835 molecules and 193
variables and parameter selection was performed with grid search approach. The
selection of variables was made according to their level of importance in predicting
mutagenicity as a result of models established with the best parameters obtained,
and the number of descriptors variables was reduced to the 72 most effective
descriptor variables. Various statistical learning algorithms were applied to the
reduced data set consisting of the selected variables, and five classification
algorithms with the best results were decided. By the algorithms whose model
performances were increased by means of parameter optimization, accurate
prediction rates were obtained approximately 90% for mutagenicity classification.

1. Giris

ortaminda gelistirilen istatistiksel ve hesaplamali

Gelisen teknolojilerle birlikte canli organizmanin
disinda yapilan in-vitro ve canli organizma iizerinde
yapilan in-vivo deneyler yerini laboratuvar
deneylerine  gereksinim duymadan bilgisayar

*ilgili yazar: ayca.pehlivanli@msgsu.edu.tr

yontemlere birakmaya baslamistir. Genel olarak in-
silico ad1 verilen bu yéntemler in-vivo ve/ya in-vitro
testlere gecmeden oOnce aday ila¢ molekiillerine
yonelik 6ngdérme, 6nbilgi verebilme yetkinligindedir.
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Dogru bir in silico yaklasim, molekiile ait elde edilen
bilginin laboratuvar deneylerine gecilip gecilmemesi
konusunda yo6nlendirici olmasinin yaninda yapilacak
testlerin tasariminda daha az deney hayvani
kullanilmasi, kullanilacak konsantrasyonun 6énceden
belirlenebilmesi, zaman ve maliyetin azaltilabilmesi
gibi avantajlar da saglayabilir.

Gliniimiizde kimyasallarin yasal diizenlemelerinde
(ila¢ molekiilleri, gida katki maddeleri, kozmetik gibi)
cesitli toksisite testlerinden yararlanilir. Ozellikle
aday ila¢ molekiillerinin klinik ¢alismalarina devam
edebilmesi i¢in bir etken nedeniyle ortaya ¢ikabilecek
genetik degisime (mutasyon) karsilik gelen mutajenik
etkilerinin olmamasi 6nkosuldur. Toksisiteye yol
acmasli nedeniyle mutajenisitenin énceden tespiti cok
onemlidir. Bu tespitin yapilabilmesi icin de cesitli
yontemlerin  yam1  sira  istatistiksel = 6grenme
yaklasimlari ¢oklukla kullanilmaktadir.

In silico ¢alismalar genel olarak kurala ve uzman
bilgisine dayali sistemler ve kantitatif yapi-aktivite
iliskisi (QSAR) olarak da bilinen istatistiksel
yontemlere dayali yaklasimlar olmak iizere iki grupta
toplanabilir [1-3]. Ozellikle 90’larin sonunda hiz
kazanan kurala ve uzman bilgisine dayali sistemlere
iliskin erken donem calismalarinda kimyasal yapilar
ile gozlemlenen toksik c¢iktilar arasindaki iliskiler
incelenmis, cesitli yazilimlar karsilastirmali olarak
ortaya konmustur [4]. Bu calismalara aleternatif
olarak istatistiksel yontemlere dayali modellemeler ve
yazilimlar o6zellikle molekiillerin fizikokimyasal
ozelliklerine dayali olarak biyolojik aktivitelerini
cesitli makine Ogrenmesi algoritmalar1 ile tahmin
etmekte kullanilmistir [5]. Mazzatorta ve ark.
mutajenisite tahmini i¢in bu iki yaklasimi birlestiren
hibrit bir in silico yaklasim 6nermis ve test verisi
izerinde %85 tahmin basarisi elde etmislerdir [6].
2000’'li yillarin  baslarinda bu alanda yapilan
calismalarda in silico yontem olarak o6zellikle destek
vektdr motrolari yaygin olarak tercih edilmistir. Zheng
ve ark. kimyasal molekillerin  mutajenik
olasiliklarinin tahmininde %85 basar1 elde ederken,
Liao ve ark. yinelemeli boélinme ile sectikleri
degiskenlerden olusan ti¢ farkli veri setinden destek
vektor motorlar kullanarak %81.4, %87 ve %87.3
oraninda siniflama basarisina ulasmislardir [7-8].

2012 yilinda Xu ve ark. tarafindan mutajenisiste
tahmininde %56’s1 mutajen olan 7617 farkli bilesik
iceren bir calisma yapilmistir. Calismada yaygin
kullanilan bes farkli 6grenme yontemi ile model
olusturmus, olusan modellerin performansi 831 farkli
bilesik iceren harici veri seti ile sinanmis ve %90.4 ile
%98 aras1 basar1 elde edilmistir [9] Son yillarda bu
alanda gesitli ¢alismalar yapilmistir. Moorthy ve ark.
veri madenciligi algoritmalar1 ile elde ettikleri
modelleri sira fark toplami ile siralamis ve rastgele
orman algoritmasi ile %70 basari elde etmistir. 2017
yilinda yapilan bu arastirmada 1481 molekiilden
olusan veri setinin mutajenik ve kanserojen bilgileri

kullanmistir [10]. Yine ayni y1l Zhang ve arkadaslari
yeni bir Naive Bayes yaklasimi onermis ve ilag
molekiillerinin tahmininde ekili olan mutajenisite
bilgisi iceren veri seti tizerine uygulamistir. Kullandig:
farkli sinama veri setleri iizerinde %70.3 ve %90.9
diizeyinde basar1 elde etmislerdir [11]. Webb ve
arkadaslar1 destek vektor makineleri ile rastgele
orman algoritmalarini kullanarak mutajenisite verisi
iizerinde 2014’te yaptiklari ¢calismada %82 basari elde
etmislerdir [12]. Seal ve arkadaslar1 tarafindan iig
farkli mutajenisite veri seti lizerine cesitli siiflama
algoritmalar1 uygulanmis ve %79 ile % 85 arasinda
basari elde edilmistir [13].

Son yillarda uygulamali matematik, istatistik ve
bilgisayar alanlarinda yasanan gelismeler, kimya,
biyoloji ve genetikte kullanilan karmasik sistemlerin
¢ozimii icin yeni disiplinlerin dogusuna neden
olmustur. Bu disiplinler sayesinde kimyasal ve
biyolojik verilerden gercek bilginin elde edilebilmesi
veya sakl bilgilerin aciga ¢ikarilmasi
saglanabilmektedir. Bu kapsamda Ji ve arkadaslar
tarafindan 2019 yilinda kombine ila¢ tedavilerinin
iyilestirme etkisini artirmak ve beraberinde gelen yan
etkileri azaltmak amaci ile yapilan ¢alismada ilaglar
sinerjist ve antagonist etkiler = bakimindan
smiflandirilmistir. Calismada XGBoost algoritmasi,
ilaclarin bes 6zelligi temel alinarak uygulanmis ve in-
silico yaklasimin deneysel yaklasimlara gore ¢ok daha
etkili oldugu gosterilmistir [14].

Biyolojik molekiillerden elde edilen verilerin boyutu
cok biiyiik olabilmektedir. Biiyiik boyutlu veriler ise
daha yiiksek hesaplama giicline ve buna bagh olarak
artan hesaplama siirelerine ihtiya¢ duymaktadir.
Bunun yani sira gereksiz ve iliskisiz degiskenlerin
¢ikarilmasiyla birlikte modeli agiklayan degiskenler
elde edilmektedir. Bu yontem ile hem kaynak ihtiyaci
gereksinimi azalirken hem de daha az degisken
kullanilarak bilgi kayb1 yasanmadan daha hizli ve
anlasilir bigimde kurulan modelin basarimi bilgi kaybi
yasanmadan artmaktadir. Bu amagla ¢alismada ilk
olarak veri boyutunun disirilmesi i¢in degisken
secimi yapilmistir ve daha sonra Kkullanilacak
yontemler icin gerekli parametre segimleri yapilarak
elde edilen daha diisiik boyutlu verilere mutajenisite
belirleme stirecini iyilestirebilmek adina ¢esitli
sinifflama yoéntemleri uygulanmistir. S6z konusu
yaklasim, kullanilarak deneyler ile elde edilen
mutajenisite bilgisi iceren molekiil setine uygulanmis
ve siniflama basarilarinda dikkate deger diizeyde artis
siniflama basarilari goériilmiistiir.

2. Materyal ve Metot

Bir ilacin miilkemmel ADME-Tox (Emilim, Dagilim,
Metabolizma, Eliminasyon, Toksisite) 6zelliklerine
sahip olarak piyasaya girmis olmasi hayati 6énem
tasimaktadir. Toksisitenin ilag gelistirmenin tim
asamalarinda baslica basarisizlik nedeni olmasindan
dolayy, ila¢ toksikolojisi klinik dncesi ¢alismalardaki
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en onemli arastirma alanlarindan biri olmustur. Bu
nedenle, daha once de belirtildigi gibi ila¢ kesif
stirecinde kilit rol oynayan molekiil toksisitesini in-
silico tahmin yontemleri ile 6nceden belirlemek uzun
ve ¢ok masrafli olan ila¢ kesif siirecinde zaman ve

maliyet ~ bakimindan onemli  bir  tasarruf
saglamaktadir.
Calisma kapsaminda, literatiirde bulunan ve

molekiillerden olusan Bursi ve Benchmark veri setleri
kullanilmistir [15, 16]. Bu veri setleri kullanilarak
yapilan ¢alismalardan farkli olarak 4337 molekiilden
olusan Bursi mutajenisite veri seti ile 6512
molekiilden olusan Benchmark veri seti birlestirilmis
ve tekrarli gozlemler ¢ikartilmistir. 10833 molekiile
sahip birlestirilmis veri seti molekiil bilgisine ek
olarak her bir molekiile ait aktif olup olmama
(aktivite) bilgisini de icermektedir. Molekiillere iliskin
kimyasal tanimlayicilarin (molecular descriptors)
hesaplanmasinda ise kimyasal hesaplama ve
molekiiler modelleme araci olan Molecular Operating
Environment (MOE) programi kullanilmistir [17].
MOE araciligi ile 2 boyutlu kantitatif yapi-aktivite iliski
(2D QSAR) degiskenleri hesaplanmistir. Bu
degiskenler genel olarak; alt b6liimlere ayrilmis ylizey
alani (subdivided surface area), bitisiklik ve uzakllik
matrisi (adjacency and distance matrix), farmakofor
ozellikleri (pharmacophore features), kismi ytkler
(partial charges), KierHall baglantis1 ve Kappa sekil
endeksleri (Kier&Hall connectivity and Kappa shape
indices), atom ve bag sayilar1 (atom and bond counts),
Hueckel teorisi tanimlayicilar1 ve fiziki ozellikler
(physical properties) olmak iizere cesitli gruplardan
gelmektedir [17]. Sonug olarak elde edilen veri seti,
tahmin edilmek istenen mutajenisite bilgisine sahip
olan aktivite degiskeni ile birlikte toplamda 193
degiskenden olusan biiyik bir veri seti haline
dontsmiistiir. Veri seti, rastgele bir bicimde %70’i
egitim ve %30'u da smmama seti olacak sekilde
ayrilarak aktivite bilgisine gére mutajen ve non-
mutajen olarak etiketlendiginde dagilim Tablo 1’de
verildigi gibi 6zetlenmistir.

Tablo 1. Veri setinin siniflara gore egitim ve sinama
setindeki dagilimi.

Mutajen Non-mutajen Toplam
Egitim 4110 3473 7583
Sinama 1792 148 3250
Toplam 5902 4931 10833
2.1. Siniflama Algoritmalari
Siniflama  yontemlerinin  ifadelerinde  kolaylik

acisindan yontemlerin literatiirde yaygin kullanilan
isim ve kisaltmalar1 tercih edilmistir. Buna gore,
calismada gegen rasgele orman (random forest) RF,
asir1 rasgelelestirilmis agaglar (extremly randomized
trees) ExtraTrees, asir1 gradyan arttirma (extreme
gradient boosting) XGBoost, hafif gradyan arttirma
LightGBM, torbalama (bagging) olarak kullanilmistir.
Calismada siniflama i¢in agag tabanli yontemler tercih
edilmistir. Karar agaclari sinif bilgisi bulunan veriden

tlimevarim yontemi ile ¢ikarim yaparak 6grenen ve
agac sekline benzer yapisi olan denetimli bir 6grenme
algoritmasidir. Tahmin edilmek istenen hedef
degiskenin 6l¢lim tiiriine gore regresyon ve siniflama
problemleri i¢in kullanilabilir.

Rastgele orman (RF), 2001 yilinda Leo Breiman
tarafindan onerilmis bir karar agaci algoritmasidir.
Bootstrap 6rnekleme kullanarak veri igerisinden yeni
alt veri setleri olusturur ve bu her alt veri seti icin bir
agac olusturulur. Olusturulan bu agaclarda yeni
diigiim belirlenirken segili kritere (gini, entropi) gore
en iyi boliinme i¢in se¢im yapilarak ve yeni dal agilir.
Bu se¢im sirasinda en ¢ok kazanci saglayan degisken
hesaplandigl icin egitim siiresi uzun siirmektedir.
Bootstrap kullandig1 i¢in varyansi diisiik ve asir
6grenmeye meyilli olmayan modeller olusturur [18].

2006 yilinda Geurts ve arkadaslari tarafindan 6nerilen
ExtraTrees algoritmasi RF algoritmasina benzer olup
aga¢ yapisini daha rassal hale getirir. RF
algoritmasinda digiim se¢cimi sirasinda uygun
béliinme noktasi i¢cin belirlenen kritere gore kazang
hesaplanirken, ExtraTrees icin bu secim rastgele
yapilir. Boylece aga¢ yapisindaki gesitlilik artar ve bu
sekilde degiskenligin  diisiiriilmesi  amaglanir.
Rastgele secim yapmasi sebebiyle de ara bir
hesaplama siireci olan bilgi kazanci veya gini indeksi
hesabi1 olmadigl i¢in RF algoritmasina gore gore daha
hizli ¢alisan bir algoritmadir [19].

Bagging siniflayicisinda ise bootstrap o6rnekleme
yontemi ile veri seti igerisinden rastgele iadeli
orneklemler cekilir ve bu sekilde alt veri setleri
olusturulur. Olusturulan bu alt veri setlerine tekli
karar agacglar1 uygulanir. Elde edilen sonuglar
icerisinden smiflama i¢cin ¢ogunluk oylamasi
regresyon icin ise ortalamaya gore sonuc belirlenir
[20].

Adaboost, Freund ve Schapire tarafindan 1996 yilinda
Onerilmis bir artirim (boosting) algoritmasidir. Zayif
6grenicileri bir arada kullanarak gii¢li bir 6grenici
elde etmeyi amaglar. Bu yontemde baslangicta her bir
gozleme ayni agirhk degeri atanir ve modelin
egitimine baslanir. Her bir iterasyon sonrasinda ilgili
gozleme ait sonu¢ dogru ise atanan agirlik azaltilir
yanlis ise agirlik arttirilir. Belirlenen agag¢ sayisina
ulasincaya kadar modelin egitimi bu sekilde devam
eder [21].

LightGBM (LGB), gradyan artirim algoritmasinin farkl
bir uygulamasidir. 2017 yilindan beri Microsoft
tarafindan agik kaynak olarak gelistirilmektedir.
Benzer Kkiitiiphanelere goére ¢ok daha hizh
calismaktadir. Siirekli degiskenlerin histogramlarini
cizip kesikli hale getirerek model performansini
arttirir ve egitim siiresini kisaltir [22].

XGBoost (XGB), Chen ve Guestrin tarafindan 2014
yilinda gelistirilmis ve devaminda dagitik makine
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O6grenmesi toplulugu altinda ag¢ik kaynak olarak
gelistirilmeye devam edilen bir diger gradyan artirm
algoritmasidir [23].

3. Bulgular

Calisma kapsaminda gerceklestirilen degisken secimi,
model egitim ve sinama islemleri icin Python
programlama dili kullanilmistir. Uygulamalarda veri
diizenleme islemleri i¢in pandas, istatistiksel 6grenme
yontem ve degerlendirmeleri icin ise scikit-learn,
xgboost ve lightgbm kiitiiphanelerinden
yararlanilmistir.

Uygulamanin ilk asamasi olan degisken se¢imi i¢in
aga¢ tabanl algoritmalar kullanilarak her bir
degiskenin 6nem diizeyleri belirlenmistir. Buna gore
AdaBoost, ExtraTrees ve RF yontemleri grid arama
(grid search) yontemi ile cesitli parametreler ile
denenerek en iyi sonu¢ veren modeller elde edilmistir.
Degisken secimi Sekil 1’de verilen akistaki asamalar

sonucu gergeklestirilmistir.
mei Degwgkemeri;

Model ‘

} l

En Bagaril
Modelin Segimi

Parametre Havuzu

‘ Modelz ‘

En Basaril
Modelin Secimi

En Bagaril
Modelin Segimi

Birlestirilmis
Degisken
Onemi

Secim Kriteri

Sekil 1. Degisken sec¢im siireci.

Degisken seciminin ilk asamasi ExtraTrees, RF ve
AdaBoost algoritmalar1 i¢in aga¢ sayisi, O0grenme
katsayisi, en kii¢iik ayrim noktasi gibi parametrelerin
belirlenmesidir. Bu amag¢ dogrultusunda sirasiyla her
bir algoritma icin farkli parametre kombinasyonlari
ile on kath ¢apraz dogrulama kullanilarak modeller
olusturulmustur. Elde edilen modeller arasindan en
yuksek c¢apraz  dogrulama skoru saglayan
parametreler ile en iyi modeller kurulmustur. Bu

modellerin sonucunda her bir degisken icin elde dilen

degisken onem diizeylerinin siralanarak
degerlendirilmesi degisken se¢iminin takip eden
asamasini  olusturmaktadir. ExtraTrees, RF ve
AdaBoost algoritmalarindan gelen ve Onem

diizeylerine gore siralanan {i¢ ayr1 degisken seti tekrar
eden degiskenler c¢ikarilarak  birlestirilmistir.
Belirlenen esik degeri olan ortalama degisken diizeyi
iizerinde kalan ve tekrar eden degisken isimlerinin
¢ikarilmasi ile degisken secimi tamamlanmistir. Buna
gore calismada kullanilan 193 adet degiskene sahip
veri seti uygulanan degisken se¢imi sonrasinda
agirlikli olarak kismi ytikler, alt bélimlere ayrilmis
ylzey alani ve bitisiklik ve uzakllik matrisi degisken
gruplarindan gelen 72 adet degiskenden olusan nihai
veri setine dontstiiriilmiistiir.

Secilen degiskenlerin mutajenisiteyi belirlemede ne
kadar etkili oldugunun ortaya koyulabilmesi icin
uygulamalar hem indirgenmemis 193 adet degiskene
sahip veri seti ile hem de 72 adet degiskene sahip
indirgenmis veri seti ile gerceklestirilmistir. Tablo 2-
4’te verilen algoritmalar icin parametre en iyilemesi
yapilarak sonuglar elde edilmistir. Tiim degiskenlerin
dahil edildigi baslangic veri setine uygulanan
algoritmalarin her biri i¢in elde edilen dogruluk,
duyarlilik ve 6zgiillik degerlendirme 6lgiitleri Tablo
2'de wverildigi gibidir. Bu tabloya gore, tiim
degiskenlerin kullanilmasi durumunda %88.43
dogruluk yiizdesi ile ExtraTrees ve ¢ok yakin basari
ylzdesi ile RF mutajenisite tahmininde en basarili
algoritmalardir. Sonu¢ olarak tiim degiskenler
kullanilarak %86 ile %88 arasinda bir basarim elde
edilmistir.

Tablo 2. Degisken sec¢imi yapilmadan Onceki model
basarimlari (model parametreleri en iyilenmistir).

Model Dogruluk  Duyarlhilik  Ozgiilliik
Bagging 0.8782 0.8608 0.8923
ExtraTrees 0.8843 0.8635 0.8996
Random Forest 0.8834 0.8635 0.8996
LightGBM 0.8603 0.8299 0.8850
XGBoost 0.8812 0.8669 0.8929

Tim degiskenlerden olusan veri setine uygulanan
yontemler degisken se¢imi sonrasinda elde edilen veri
setine parametre en iyilemesi yapilarak tekrar
uygulanmistir. Buna gore Tablo 3'te 6zetlendigi lizere
indirgenmis veri seri ile elde edilen tiim dogruluk
oranlarinda tiim degiskenleri iceren veri seti dogruluk
oranlarina gore artislar elde edilmistir. RF algoritmasi
Tablo 2’deki basar1 ytizdesi ile karsilastirildiginda
indirgenmis veri icin %1,6 artisla yaklasik %90
dogruluk basarimina ulasmistir. Benzer bicimde Tablo
3 incelendiginde, mutajenisite tahmininde daha etkili
oldugu diisiiniilen 72 degisken ile elde edilmis basari
ylizdelerinde tiim degiskenleri kullanarak elde edilen
basar1 ylizdelerine gore artislar gozlenmistir.
LightGBM algoritmasinin dogruluk oranindaki %3’liik
artis da dikkat ¢ekicidir. Her iki veri seti ile elde edilen
sonuglar1 daha net gostermek adina bu farklar Tablo
4’te verilmistir.
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Tablo 4 incelendiginde degisken se¢imi sonrasinda
tim modellerde ortalama %1.65’lik basar1 artisi
goriilmektedir. Toksisiteye yol a¢masi nedeniyle
oldukc¢a 6nemli olan mutajenisitenin etkili degiskenler
ile birlikte belirlenmesinde in-silico yaklasim ile elde
edilen %1,65’lik artis o6nemli bir artis olarak
degerlendirilebilir.

Tablo 3. Degisken secimi sonras1 model bagarimlar: (Model
parametreleri en iyilenmistir).

Model Dogruluk Duyarhlik  Ozgiilliik
Bagging 0.8904 0.8662 0.9095
ExtraTrees 0.8892 0.8703 0.9045
Random Forest 0.8993 0.8779 09168
LightGBM 0.8935 0.8862 0.9157
XGBoost 0.8975 0.8820 0.9101

Tablo 4. Degisken secimi yapilan veri ve tiim veriye
uygulanan modellerin basarim farklar:.
Dogruluk  Dogruluk

Model (Degisken (Tim D?g::gk
secimi) Veri)
Bagging 0.8904 0.8782 0.0122
ExtraTrees 0.8892 0.8843 0.0049
Random Forest 0.8993 0.8834 0.0159
LightGBM 0.8935 0.8603 0.0332
XGBoost 0.8975 0.8812 0.0163

4. Tartisma ve Sonug

Bu ¢alismanin amaci, in-silico yaklasim kapsaminda
O0grenme algoritmalarinin toksisite testleri arasinda
ortaya  c¢ikabilecek  genetik  degisimi  yani
mutajenisiteyi belirleme siirecinde ne derece etkili
olabilecegini  ortaya  koymaktirr Bu amag
dogrultusunda kullanilan veri seti, mutajenisite aktif
olan ve olmayan 10835 molekiil igin 193 adet
degisken, MOE programi ile hesaplatilarak elde
edilmistir. Calisma degisken secimi ve mutajenisite
tahmini  olmak ilizere iki genel asamada
gerceklestirilmistir. Degisken secimi asamasinda, veri
seti lizerinde aga¢ tabanli algoritmalar olan AdaBoost,
ExtraTrees ve RF istatistiksel 6grenme algoritmalar:
uygulanarak 10 kath ¢apraz dogrulama kullanilarak
grid arama yaklasimi ile en iyi parametre segimi
gerceklestirilmistir. Elde edilen en iyi parametreler ile
kurulan modeller sonucunda aga¢ tabanh
modellerden elde edilen degiskenlere ait gini indeksi
degerleri kullanilarak mutajenisiteyi tahminlemedeki
o6nem dizeyleri belirlenmistir. Bu bilgiler ile veri
setinin boyutu mutajenisiteyi tahminlemede en etkili
72 degiskene indirgenmistir. Calismada secilen
degiskenler incelendiginde 72 etkili degiskenin
cogunlugunun (yaklasik %70) kismi yiikler, alt
boéliimlere ayrilmis yiizey alani ve bitisiklik ve uzakllik
matrisi degiskenlerini igeren gruplardan geldigi
gozlenmektedir. Fiziksel ozellikler iceren gruptan
reaktif gruplarin varligini gosteren ozellik ile
potansiyel olarak toksik gruplarin varligini gosteren
ozellik mutajenisite tahmininde model tarafindan
belirlenen en etkili 6zelliklerin basinda gelmektedir.
Mutajenisite tahmin asamasinda, segilen bu
tanimlayic1 degiskenlerden olusan yeni veri setine

dogrusal ve dogrusal olmayan 19 farkl istatistiksel
6grenme algoritmasi uygulanmis, aralarindan en iyi
sonu¢ veren bes topluluk 6grenme algoritmasi
secilmistir. Secilen algoritmalar olan Bagging Extra
Trees, LightGBM, RF ve XGBoost i¢in yeni
degiskenlerden olusan veri seti kullanilarak tekrar
parametre en iyilemesi yapilmistir. Degisken
secimiyle birlikte yaklasik %63 oraninda boyut
indirgemesi yapilmis veri setlerine uygulanmis,
degiskenlerin tamami ile elde edilen sonuglara gore
model  basarimlarinda  %1-3  arast  artislar
gozlenmistir. Sonu¢ olarak degisken secimi ve
parametre en iyilemesi ile modellerin cogunda %90’a
varan basarim elde edilmistir.

Bu sonuglar gostermistir ki, toksisiteye yol agmasi
nedeniyle ozellikle erken evrelerde belirlenmesi ¢ok
o6nemli olan mutajenisite icin laboratuvar ortaminda
(in vitro) ve canli lizerinde (in vivo) yapilan uzun ve
maliyetli calismalar 6ncesinde in-silico yaklasimlar ile
oldukca o6nemli bulgular elde edilebilmektedir.
Glinimiiz teknolojisi géz 6niinde bulunduruldugunda
bu tiir alanlarda in-silico yaklasimlarin tercih edilmesi
zaman, maliyet ve is giiclindeki azalma nedeni ile ¢cok
daha yayginlasacaktir.

Calismada, degisken secimi i¢in aga¢ tabanh
yontemler tercih edilmistir. ileride yapilacak
calismalarda, degisken secimi filtre ve sarmal
(wrapper) yontemlere ek olarak L1 (Manhattan) ve L2
(OKklid) diizenlilestirmesi kullanan ydntemler olan
Lasso ve Ridge regresyon ile de yapilabilir. Calismanin
birgok asamasinda kullanilan parametre seg¢iminde
tercih edilen grid arama yodnteminde secilen
parametre uzayindaki kombinasyonlar ile arama
yapildigi i¢in baz1 smirlamalar bulunmaktadir.
Ornegin dogru 6grenme katsayisi secilmis olmasina
ragmen agagc sayisi yeterli olarak verilmez ise model,
belirlenen parametre uzayinda bulunan en iyiyi
bulacak, daha iyi sonu¢ veren bir kombinasyonu
deneyemeyecektir. Bu duruma alternatif olarak ise
Bayesci parametre en iyilemesi ile daha iyi sonug
veren parametreler elde edilebilmesi miimkiin
olmakla birlikte Bayesci parametre en iyilemesinde de
en iyileme isleminin zaman maliyetinin yiliksek oldugu
unutulmamaldir.
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