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OZET

Diinyadaki 50 milyondan fazla kisiden olusan tiim niifusun yaklasik % 1'i epilepsi ve epileptik ndbetlerden
etkilenmektedir (Litt, Echauz 2002) (Kandel ve ark., 2000). Epileptik ndbetler, beynin elektriksel aktivitesindeki
bir rahatsizliktan kaynaklanir. Epilepsi nobetinin saptanmasi genellikle elektroensefalografik (EEG) sinyal
incelendikten sonra uzman goriisii tarafindan gerceklestirilir. Bu manuel bir siiregtir ve biiyiik 6lgiide doktorun
uzmanligina dayanir. Bu nedenle, doktorlarin daha az hatayla teshis koymasina yardimci olmak i¢in otomatik
tan1 veya yardim sistemleri gereklidir. Bu ¢alismada, epileptik ndbetlerin varligini siniflandirmak i¢in iyi bilinen
(Andrzejak ve ark. 2001) bir veri kiimesi kullanilmistir. Veri setinin farkli konfigiirasyonlar literatiirde bir kismi
Lojistik Regresyon, Dalgacik yontemi, Karar Agaci, Destek Vektér Makinesi, Yogun Sinir Aglari, vb. birgcok
veri madenciligi ve makine 6grenme algoritmas: ile incelenmistir. Tyi tam1 beklentisini karsilamak igin Rassal
Orman kullanilarak siniflandirma modeli gelistirilmistir ve sonuglar aymi veri seti ilizerinde incelenen farkli
yontemlerle karsilagtirnlmigtir. Caligilan deneylerin bazi vakalarinda 9%99,78 oraninda dogruluk, %99,95
ozgillik ve %99,61 hassasiyet elde edilmistir ve sonuglar modelinin basarili sekilde siniflandirdigini
gostermektedir.

Anahtar Kelimeler: EEG, Hiper Parametre Optimizasyonu, Makine 6grenmesi

IMPLEMENTATION OF HYPER PARAMETER OPTIMIZATION WITH RANDOM
FOREST ALGORITHM FOR THE ESTIMATION OF THE EPILEPTIC SEIZURES
WITH EEG SIGNALS

ABSTRACT

About %1 of the whole population of the world which constitutes more than 50 million people are affected by
epilepsy and epileptic seizures (Litt, Echauz 2002) (Kandel ve ark., 2000). Epileptic seizures are caused by a
disturbance in the electrical activity of the brain. Detecting epileptic seizure is generally carried out by the expert
opinion after examining the electroencephalographic (EEG) signal. This is a manual process and heavily relies
on the expertise of the physician. Therefore automated diagnosis or aiding systems are required to assist
physicians to diagnose with fewer errors. In this study, a well known (Andrzejak et al. 2001) dataset is used for
classifying the existence of epileptic seizures. Different configurations of the data set have been studied with
many data mining and machine learning algorithms in the literatiire, some of which are Logistic Regression,
Wavelet Method, Decision Tree, Support Vector Machine, Dense Neural networks, etc.. In this study, a
classification model was developed by using Random Forest to meet the good diagnosis expectation, and results
were compared with different methods studied on the same data set. In some cases of the studied experiments
above 99,78 percent of accuracy, 99,95% specificity, and 99,61% sensitivity are obtained, indicating a good sign
of classification model.
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1. GIRiS

Epilepsi, diinya genelinde yaklasik 50 milyon insanin sahip oldugu nérolojik bir hastaliktir (Kandel ve ark.,
2000). Epilepsinin en yaygin 6zelligi hastalarin gegirdigi krizlerdir. Bu krizlerin kaynag1 beyinde bulunan ndron
gruplarinca yapilan kontrolsiiz elektrik bosaltimidir (Acharya ve ark.,2018). Krizlere sebep olan bu elektrik
bosaliminin makineler yardimi ile gézlemlenmesi konusu 1970°1i yillarda baslamistir (Viglione ve Walsh,1975).
Fakat bu konu hakkinda algoritmalarin gelismesi ve konunun fiziksel olarak ¢oziimlenebilir bir probleme
doniismesi yaklasik olarak 30 sene siirmiistiir (Litt ve Echauz,2002). Elektroensefalogram (EEG) teknolojisi
beyin tarafindan tretilen elektriksel potansiyeli kayit etmeye yarar. EEG, beyindeki elektriksel anomalileri
kaydetmek i¢in yaygin olarak kullanilir. Norolojik hastaliklarin tanisinda klinik olarak kullanilan en 6nemli
cihazlardan biridir (Kannathal ve ark. 2005).

Epilepsi krizlerinin belirlenmesi i¢in kullanilan EEG sinyalleri uzman kisilerin bu sinyallerin grafiklerinin gézle
incelenmesi ve tecriibe ile karar verilmesi siirecine dayanmakta olup, uzman kisinin bilgi ve tecriibesi dogru
kararlar verilmesinde Oonemli faktdor olmaktadir. Bu sebeple alan uzmanlarina tahminleme siirecinde destek
olabilecek sistemlere ihtiyag duyulmakta, uzman hekimlere ulagmayan hastalar i¢in otonom karar verebilen
gomiili sistemler i¢in algoritmalarin da gelistirilmesine ihtiya¢ oldugu diisliniilmektedir. Bu ¢aligmada bu
ihtiyaci karsilamak i¢in Rassal Orman kullanilarak bir siniflandirma modeli gelistirilmis, ve ayni veri seti
iizerinde ¢aligilan farkli yontemlerle kiyaslanmasi gerceklestirilmistir.

2. KISA LITERATUR ARASTIRMASI

Otomatik kriz tanisi konusunda 1995 yilinda EEG sinyallerinden belirli 6zelliklerin dalgacik doéntistimii
yardimryla ¢ikartimi yapilmis ve elde edilen donistiiriilmiis veri yapay sinir aglar1 (ANN) yardimiyla
siniflandirilmis ve kayda deger sonuclar elde edilmistir (Kalayci ve Ozdamar,1995). Nigam ve Graupe (2004),
cok katmanli egrisel 6n isleme filtresi kullanarak iki 6zellik ¢ikartimi olarak pik degerleri genligi ve pik frekansi
cikartimini yapmistir ve bu ¢ikartimi yapay sinir aglarinda islemislerdir. Jahankhani ve arkadaslar1 (2006) EEG
sinyallerini dalgacik donlisiimi kullanarak farkli alt bantlara ayristirmis ve buradan dalgacik katsayilar1 elde
etmis, elde ettigi veriyi radyal temelli fonksiyon (RBF) ve cok katmanli siniflayict (MLP) kullanarak
siniflandirmigtir. Subasi (2005, 2006, 2007) EEG sinyallerini ayrik dalgacik doniisimii (DWT) kullanarak
zaman-frekans domeninde ayristirmistir. Tzallas ve arkadaslar1 (2007) zaman-frekans analizi metodunu
kullanarak EEG sinyallerinden 6zellik ¢ikarimini yapmuislar ve elde ettikleri 6zellikleri yapay sinir ag1 yardimiyla
smiflandiracak modeli olusturmuslardir. Srinivasan ve arkadaslar1 (2007) yaklasik entropi (ApEn) temelli
yinelenen sinir aglarinin bir tiirii olan Elman sinir ag1 modeli ile siniflandirma yapan modeli kurgulamiglardir.
Guo ve arkadaglar1 (2009) EEG sinyallerinde bulunan farkli frekans bantlartyla iliskili bagil enerjiden, goreceli
dalgacik enerjisi yontemi ile 6zellik ¢ikartimi yaparak elde ettikleri 6zellikleri yapay sinir aglar1 yardimiyla
siniflandirma yapmak i¢in kullanmiglardir. Subasi ve Gursoy (2010) temel bilesenler analizi, bagimsiz bilegenler
analizi ve dogrusal diskriminant analizi yontemlerini kullanarak siniflandirma yapmislardir. Fernandez-Blanco
ve arkadaglar (2012) zaman-frekans analizi yontemini daha once ¢alisilmis metotlardan farkli olarak yildiz graf
topoloji indisleri ile ele almiglardir. Song ve Zhang (2013) permiitasyon entropi, drnek entropi ve Hurst {issiinii
kullanarak farkli frekans bantlarindan oOzellik c¢ikartimi yapmislar ve genetik algoritma ile yaptiklar
siniflandirma yontemiyle birlikte kullanmiglardir. Kaya ve arkadaglar1 (2014) tek boyutlu yerel ikili Oriintii
kullanarak EEG sinyallerinden 6zellik ¢ikartimi yaparak elde ettikleri 6zellikleri bayes ag1 ile siniflandirma
yapmak i¢in kullanmislardir. Fu ve arkadaslar1 (2014) zaman-frekans analizi kapsaminda Hilbert-Huang
doniistimiiyle EEG sinyallerinden kaliplar elde etmigler ve bu yolla 6zellik ¢ikarimi yapmislardir. Chen (2014)
ikili aga¢ karmasik dalgacik doniisiimii metodu ile siniflandirma yapmistir. Zamir (2016) 6rnek tabanli 6grenme
algoritmalar1 ve C4.5 algoritmasi ile siniflandirma yapmigstir. Hassan ve arkadaslar1 (2016) ayarlanabilir Q
katsayil1 dalgacik doniisiimii ile 6zellik ¢ikarimini yaparak elde ettikleri 6zellikleri torbalama yontemi ile
smiflandirmada kullanmiglardir. Hussein ve arkadaslari (2018) EEG sinyalleri ile siniflandirma yapmak i¢in
derin 6grenme yontemini tercih etmislerdir. Yavuz ve arkadaglar1 (2018) EEG sinyallerinden logaritmik
spektrumun ters fourier doniisiimiine dayali septrum analizi ile ozellik ¢ikarimi yapmis ve elde ettikleri
ozellikleri yapay sinir ag modellerinden genellestirilmis regresyon sinir aginda kullanmislardir.

3. MATERIiYAL VE METOD
3.1. Veri Seti

Bu calismanin konusu olan EEG veri seti, Bonn Universitesinde hazirlanmistir (Andrzejak ve ark., 2001). Bu
veri seti 5 farkli dizine ayrilmig ve her bir dizinde 100 adet kayit bulunmaktadir. Z ve O olarak etiketlenmis
dizinlerde saglikli ve uyanik halde bulunan deneklerden elde edilen kayitlar mevcuttur. Z dizinindeki kayitlarda
denegin gozleri agik konumunda iken O dizinindeki kayitlarda denegin gozleri kapali konumdadir. N, F ve S
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olarak etiketlenen dizinlerdeki kayitlar epilepsi hastalarindan elde edilmistir. N ve F dizinleri bu epilepsi hastasi
deneklerin kriz gecirmedigi anlardaki kayitlardan olusmaktadir. N dizininin kayitlar1 beynin epilepsi krizlerine
sebep olan elektriksel aktivitenin goériilmedigi bolgeden diger bir deyis ile epileptik olmayan bdlgeden alinmistir.
F dizininde ise epileptik bolgeden elde edilmis kayitlar bulunmaktadir. S dizininde sadece epilepsi kriz esnasinda
elde edilen kayitlar bulunmaktadir. Dizinlerdeki biitiin kayitlar 23.6 saniye boyunca 173.61 Hz o6rnekleme
frekansi ile kaydedilen tek kanalli EEG sinyallerinden olugmaktadir. Veriler zaman serilerine karsilik olarak
4097 veri noktasinda drneklenebilir. Rochester Teknoloji Enstitiisti 4097 veri noktasin1 23 adet y1gina ayirmistir.
Yiginlarin her biri, 1 saniye i¢in 178 veri noktasini veri noktasin1 gostermektedir (UCI Rep. 2020). Bu sayede
makine d6grenmesi uygulamalariin egitimi i¢in mevcut veri sayist 22 kat artirilmig olmaktadir. Son haliyle her
bir dizin 2300 adet kay1t icermektedir ve toplam veri sayist 11500 adete ¢tkmustir.

3.2. Rassal Orman Algoritmasi

Morgan ve Sonquist (1963) agac temelli yaklagimi ortaya ¢ikarmiglardir. Breiman ve ark. (1984) aga¢ temelli
yaklagimi, kapsamini genisletip tahminleme mekanizmasini giiclendirerek siniflandirma ve regresyon agaclarini
(CART) gelistirmiglerdir. Smiflandirma ve regresyon problemlerinde kullanilan karar agaci yaklasimini
gelistiren Breiman (1996) torbalama adin1 verdigi yontem ile birden fazla agacin birlikte daha isabetli kararlar
verebilecegini ispatlamistir. Torbalama yontemi, veri setinden rastgele olarak secilen siniflandiricilardan bir agag
kiimesi kurgulamak iizerine kuruludur. Ho (1998) rassal alt uzaylar metodu ile rastgele se¢ilmis alt veri kiimeleri
ile her bir agac1 dahil oldugu uzayin 6zellikleri ile gelistirmistir. Rassal alt uzay metodu, torbalama yonteminden
farkli olarak her bir aga¢ i¢in farkli sayida siniflandirict 6zelligi agaglar1 yaratirken kullanir.

Breiman (2001) Rassal Orman algoritmasini tanimladig1 ¢alismasinda, standart aga¢ diigiimii i¢in en iyi boliinme
belirlenirken tiim veri seti igerisindeki en iyi tahminleyici se¢ilmesi kuralini rassallik kuramiyla uyarlayarak her
bir agag¢ diiglimii i¢in en iyi boliinme 6n yiliklenme i¢in hazirlanmig alt veri setinin i¢inden segilecek rastgele bir
Ozellik olmas1 olarak gelistirmistir. Cok sayida agacin olugmasiin ardindan orman smiflamaya uygun hale
gelmigtir ve tekil olarak her biri kendi kurallarina uygun olan smifa oy verir. Rassal Orman algoritmasi
smiflandirma problemlerinde ¢ogunlugun haklilig1 prensibine gdre siniflandirma yapar. Yani en ¢ok oyu alan
smif Rassal Ormanin tahminini isaret etmektedir. Regresyon problemlerinde ise Rassal Ormanin tahmini
ormanda bulunan biitiin agaclarin ortalamasi alinarak bulunur. Olasilik kuraminin biiyiik sayilar teoremine goére
ayni deney defalarca tekrarlandiginda elde edilen sonug beklenen degere yakinsar (Dekking,2005). Bu
teoremden yola ¢ikarak Rassal Orman algoritmas: igin biiylik sayilar asla asir1 6grenmis olmaz yorumu
yapilabilmektedir. Rassal Orman algoritmasinin temel diger 6zelliklerinden biri de bir karar agac1 koleksiyonu
olmasina ragmen tekil olarak hi¢ bir aga¢ budanmaz. Tamamen rastgele secilen siniflandirici 6zelliklerden ve alt
veri kiimelerinden kurulan bu tiimlesik aga¢ sistemi diger algoritmalarda ihtiya¢ duyuldugu gibi ozellik
¢ikarimina da ihtiya¢ duymamaktadir. Bu algoritmanin hiper parametre optimizasyonu yapilabilecek noktalari
karar agag¢larinin sayisi, agaglarin dallarinin minimum ve maksimumlari, diigiimlerdeki boliinmeleri belirleyecek
ayirma kriteri, kullanilacak smiflandiric1 6zellik adedinin maksimum ve minimumlar1 ve eger entropi temelli bir
aga¢ yapist kurgulanacak ise bolinme ve dallarin olugmasinda kullanilacak saflik deger sabitleri olarak ele
alinabilir.

3.3. Hiper Parametre Optimizasyonu ve Temel Bilesenler Analizi

Hiper parametre optimizasyonu, makine 6grenmesi problemlerinde yaygin olarak kullanilan popiiler arastirma
konularindan biridir (Bergstra ve ark.,2011). Temelde tahmin ve siniflandirmalarin daha isabetli, daha hassas
veya Ozellik se¢imlerinin daha basaril1 yapilabilmesi i¢in algoritmalara ait parametrelerin probleme uygun hale
getirilmesini esas almaktadir. Hiper parametre optimizasyonunu ile basarili sonuglar elde etmek icin dncelikle
probleme en uygun algoritmanin secilmesi dnemli bir yer tutar (Bergstra ve Bengio,2011). Daha 6nce bu konuda
yapilmis c¢aligmalardan da goriilebilecegi lizere Rassal Orman gibi algoritmalarda aga¢ sayisi tahminleyici
basarisini biiyiik dl¢tide etkilemektedir (Tantithamthavorn ve ark.,2016). Jiang ve arkadaglar1 (2008) ile Tosun
ve Bener (2009), yaptiklar1 ¢aligmalarda Rassal Orman algoritmasinin varsayilan degerler ile uygulandiginda
sonuglarin ideal seviyenin altinda kaldiklarini goérmiiglerdir. Tiim bunlardan ¢ikarimla bu ¢aligmada grid arama
algoritmasi uygulanmistir. Grid arama algoritmasi temelde hiper parametre uzaymdan elde edilen alt kiimelerde
iteratif olarak calisan kapsamli bir arama algoritmasidir (Syarif ve ark.,2016). Grid aramada metot parametreler
icin bagslangic ve bitis degerlerinin verilmesi ve baslangi¢ bitis degeri arasi ka¢ adimda tamamlanacak
tanimlanmasi gereklidir. Ug farkli 6lgek kullanilabilir. Bunlar lineer dlcek, kareli 6lgek ve logaritmik Slgektir.
Bu calismada agac sayist ve smiflandirict 6zellikler i¢in grid arama ile hiper parametre optimizasyonu lineer
Olcek ile uygulanmistir. Agac sayis1 100 adetten baglamak tizere 8000 adet agaca kadar ve siiflandirict 6zellik
sayist 1 den baslamak iizere 178 adete kadar iteratif olarak denenmistir. Sonug¢ olarak en ideal hiper
parametrelerin 2000 agag ve 15 adet 6zellik oldugu goriilmiistiir.
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Hiper parametre optimizasyonu tamamlandiktan sonra veri seti Temel Bilesenler Analizi (TBA) algoritmas ile
gorsellestirilmistir. Epileptik ve normal olarak iki sinifa ayirmaya calistigimiz veri seti 2 boyutlu diizlemde
dagilimlart gozlenmis ve agiklanabilir varyans orani hesaplanmistir. Sekil 1°de verilerin herhangi bir isleme tabi

tutulmadan saf halleri goriilmektedir.
1.Dereceden TBA
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Sekil 1. Temel Bilesen Analizi ile 2 boyutlu uzayda veri dagiliminin gosterimi.

Sekilde gorildiigii lizere smiflamaya calistigimiz bu verinin simif merkezleri birbirlerine ¢ok yakin bir
durumdadir. 2 boyutlu uzayda siniflamaya calistigimiz bu veri seti bir ¢ok veri noktasi igin iist iiste
gozitkmektedir. Burada smiflama basarimini artirmak i¢in veri {izerindeki siniflandiricit 6zelliklerin standart
normalizasyon uygulandiktan sonra kuvvetlerini alarak veriyi bu sekilde manipiile etme yolu tercih edildi.
Siniflandirict 6zelliklerin kuvvetlerin alinmasindaki temel amag, varyans farkini yani toplam varyans kazancini
artirabilmektir. Her bir kuvvet uygulama iterasyonundan sonra siniflarin kendi bazinda varyans kazanclari
kaydedilmistir ve bu varyans kazanglarinin farkinin mutlak degeri alinarak toplam varyans kazanci elde
edilmistir. Smif 6zelliklerinin varyans degerleri,siniflarin varyans kazanclar1 ve toplam kazang degerleri Tablo
1’de goriilebilecegi sekilde kayit edildi. Kuvvetler uygulandiktan sonra Sekil 2°de gibi dagilimlar olusmustur.

Tablo 1. Kuvvet uygulamalar: sonrasi siniflarin varyans degerleri.

TBA Uygulanan Kuvvet Normal Epileptik i:;:l:: EIE:;;);LI( ;(;I;?:;
1 0.06245396 | 0.0582515
3 0.07090286 | 0.0636541 +0.00844 +0.00540 0.00304
5 0.10917716 | 0.0594337 +0.03827 -0.00422 0.04249
7 0.12033857 | 0.0537303 +0.01116 -0.00570 0.01686
9 0.11001304 | 0.0493376 -0.01032 -0.00439 0.00593
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Sekil 2. Siniflandiricilarin kuvvetleri alindiktan sonra veri dagilim grafikleri

Tablodan goriilecegi lizere smiflandiric1 6zelliklerin besinci dereceden kuvveti alindiginda normal sinifinin
varyanst kayda deger bir bicimde artmis ve epileptik sinifinin varyansi yeterli seviyede azalmistir ve tiim
bunlarin sonucu olarak toplam varyans kazanci maksimum olarak hesaplanmistir. Bu varyans kazanci, verilerin
birbirinden kayda deger 6l¢iilerde ayrilabildigini ve siniflandirma basariminin artacagini gostermektedir.

3.4. Makine Ogrenmesi Tekniginin Uygulanmasi

Siiflandirma uygulamasi Python 3.6 versiyonu iizerinde ger¢eklenmistir. Pandas ve scikit-learn kiitiiphaneleri
bu calismanin bagimli oldugu ana kiitiiphanelerdir. Pandas (Pd) kiitiiphanesi veri setimizin veri g¢ergevesine
dontistiiriilmesi, kullanmayacagimiz verilerin elimine edilmesi islerinde kullanilmistir. Scikit-learn (Sklearn)
kiitliphanesi ~ verinin  normalize  edilmesinde, algoritmanin  yiiklenmesinde, ¢apraz dogrulamanin
gergeklestirilmesinde, egitim sonucunda olusan modelin test verileriyle test edilmesinde ve tiim bu deney
sonuglarinin karmasiklik matrisi ve dogruluk raporlarinin hesaplamasinda kullanilmistir. Uygulamanin isleyis
siras1 asagida verilmistir.

1-  Veri bulundugu dosya konumundan Pd read_csv fonksiyonu ile okunmustur.

2-  Veri setinde bulunan normal ve epileptik siniflar1 disinda kalan siniflar, Pd map fonksiyonu yardimiyla
ayn1 sinif etiketiyle isaretlenmislerdir. Bu etiketlenen veri grubu Pd drop fonksiyonu ile veri setinden
elimine edilmistir.

3-  Smiflandirici 6zellikler ve sinif etiketi ayri birer veri gergcevesine atanmiglardir.

4- Sklearn altinda bulunan MinMaxScaler siniftyla veri ¢er¢evesi normalize edilmistir.

5- Normallestirilmis veri bes kez kendi ile ¢arpilarak besinci kuvveti alinmis ve yeni siniflandirict
ozellikler olarak atanmistir.

6- Sklearn train_test split fonksiyonu yardimiyla tiim datanin %30°u test i¢in ayrilmis, geri kalan1 egitim
seti olarak atanmistir.

7- Sklearn altinda bulunan algoritmanin kurucu fonksiyonuna hiper parametre ayarlari olan agag¢ sayis1
2000 ve maksimum siniflandirict 6zellik 15 olarak verilerek algoritma ¢agrimi yapilmaigtir.

8- Algoritma egitim seti ile egitilmis ve 5 iterasyon ¢apraz dogrulama uygulanmistir.

9- Karmasiklik matrisi, dogruluk, hassaslik ve 6zgiilliik degerleri hesaplanmustir.

Uygulamanin egitim sonrasindaki adimlarinda egitilen modeldeki agaclardan rastgele se¢im yaparak modelin
olugmasindaki agsamalar kontrol edilmistir. Sekil 3’te olusan agaglardan birinin 6rnek kesiti verilmistir.
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al 2825
value =[1612, 1213]

sal 997
value =[1600, 397]

Sekil 3. Olusan agaclardan alinan 6rnek kesit

4. DEGERLENDIRME VE TARTISMA

Calismanin ¢iktilar1 bu boliimde iki farkl sekilde ele alinacaktir. Tlk kisimda algoritma {izerinde hiper parametre
optimizasyonu yapilmadig: ve verinin kuvvetinin degistirilmedigi senaryolar ile biitiin hepsinin uygulandig: ideal
senaryo karsilastirilacaktir. Tkinci olarak bu calismadan énce bu veri seti ile calismis arastirmacilarin derlenen
sonuglar ile karsilastirma yapilacaktir. Basarim Olgegimiz Denklem (1)de verilen formiile gore isletilecek
dogruluk, Denklem (2) ile verilen hassasiyet ve Denklem (3) ile verilen o6zgiilliikk degerleri iizerinden
karsilastirilacaktir.

Dogru Pozitif +Dogru Negatif

Dogruluk = —— (1)
Tim Durumlar Toplami
. Dogru Poziti
Hassasiyet = — = f ; (2)
Dogru Pozitif +Yanlis Negatif
-- \ e Dogru Negati
Ozgillik = Eru Negatif 3)

Dogru Negatif+Yanlis Pozitif

Tablo 2’de ideal senaryo i¢in 5 kat ¢apraz dogrulama sonuglar1 verilmektedir. Tablo 3’te ideal senaryoya ait
karmagiklik matrisi verilmektedir. Tablo 4’de ideal senaryo ile diger durumlarin karsilastirilmasi verilmistir.

Tablo 2. ideal senaryoya ait 5 katli capraz dogrulama sonuglar

Capraz Capraz Capraz Capraz Capraz Ortalama Standart
Dogrulama 1l | Dogrulama2 | Dogrulama3 | Dogrulama 4 | Dogrulama 5 | Dogruluk Sapma
99.78 99.67 100 99.67 99.78 99.78 (+/-0.0011)

Tablo 3. Ideal senaryo ¢apraz dogrulamalar sonucu olusan kiimiilatif karmasiklik matrisi

Normal Epileptik | Toplam
Normal 2299 1 2300

Epileptik 9 2291 2300
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Tablo 4. Ideal senaryonun diger olas1 senaryolar ile bagarim karsilastirmasi

Senaryo Dogruluk Hassasiyet Ozgiilliik
Varsayilan Parametreler 99.08 98.57 98.90
Hiper Parametreler 99.71 99.48 99.95
Varsayilan Parametreler ve Kuvvet uygulamasi 98.97 98.62 99.43
ideal Senaryo 99.78 99.61 99.95

Tablolardan da goriilebilecegi lizere varsayilan parametreler ile ideal senaryo arasinda kayda deger bir farklilik
s0z konusudur. Hiper parametre optimizasyonu ve ideal senaryo arasindaki farklilik, varsayilan deger ile olan
kadar 6nemli goziikmemektedir fakat parametre optimizasyonundan sonra dogruluk oranini artirdig1 igin varyans
analizinden yaptigimiz ¢ikariminda basarimda katkisinin oldugu agikg¢a goriilebilmektedir.

Tartigma bdliimiiniin bundan sonraki sathasinda ¢alismamizin ayni veri seti lizerinde yapilmis onceki ¢alismalar
ile karsilastirilmasi ele alinacaktir. Tablo 5’te derlenen oOncii ¢alismalarin bu ¢alisma ile karsilastirilmasi
verilmektedir. Bu calisma, diger arastirmacilarin Z ve S olarak etiketledigi iki sinifl1 veri seti {izerinde yapilmis
olan caligmalar ile kiyaslanmistir. Beyindeki dogrusal olmayan elektrik dalgalarinin gozlenmesi iizerine
olusturulan bu veri setine dair normal ve epileptik olarak siniflandirma ¢aligmalarin ilk 6rneginin yapildig:
2004 yilindan giinlimiize kadar bir ¢ok farkli yontem ile siniflandirmalar gerceklestirilmistir. Bu tablo detayli
olarak incelenirse goriilecektir ki yapay sinir aglar1 ve tiirevlerini olusturan siniflandirma yontemleri agirlikl
olarak kullanilmistir. Ve yine tiim calismalar incelendiginde en yaygin tercih edilen 6n isleme modeli ayrik
dalgacik doniisiimii ve bunu takip eden dalgacik doniisiim modellerinin tiirevlerinden olugsmaktadir. Veri setinde
kategorik bir veri olmamasi bu veri seti i¢in yapay sinir ag1 modelinin basarili olmasi i¢in 6n goriilebilirdir. Bu
veri seti ile ¢alisan arastirmacilar bu yontem ile gayet yeterli ve basarili sonuglar elde etmislerdir. Yapay sinir ag1
modelinin disinda en ¢ok tercih edilen diger algoritmalar destek vektdr makineleri ve k-NN algoritmalaridir.
Dalgacik doniisimleri ve radyal temelli fonksiyonlar ¢ergevesinde bu algoritmalarda da gayet yeterli ve basarili
sayilabilecek sonuglar elde edilmistir. Hassan ve arkadaglar1 (2016), bu ¢alismasinda konusu olan bir grup
smiflandiricinin =~ bir araya  getirilerek  smiflandirma  yapilmas:  yaklasimini  basarili  bir  sekilde
gergeklestirmislerdir. Bu calisma ile EEG sinyallerinin pargalara ayrilarak ¢ogaltilmig halinden %99.78 gibi
olduk¢a basarili, asir1 6grenme sorunuyla asla karsi karsiya gelmeyecek ve paralel olarak calisabilen bir
yontemin basarimini deneysel olarak ispatlamis oluyoruz.

Tablo 5. Ayni veri setinin kullanildig1 6nceki ¢alismalar ve yaptigimiz ¢alismanin karsilagtirilmasi

Yazar(lar) Calisma Bashg Metot Dogruluk (%)

Nigam ve Graupe (2004) | A neural-network-based detection of Dogrusal olmayan 6n isleme filtresi 97.2
epilepsy ile yapay sinir ag1

Srinivasan ve ark. (2005) | Artificial neural network based epileptic Zaman ve frekans alan 6zellikli 99.6
detection using time-domain and yinelenen sinir ag1
frequency-domain features

Kannathal ve ark. (2005) | Entropies for detection of epilepsy in EEG | Entropi 6l¢iimlii adaptif neuro- 92.22

fuzzy ¢ikarim sistemi

Sadati ve ark. (2006) Epileptic seizure detection using neural Ayrik dalgacik dontistimlii adaptif 85.9
fuzzy networks neuro-fuzzy agi

Polat and Giines (2007) Classification of epileptiform EEG using a | Hizli Fourier doniisiimii ve karar 98.72
hybrid system based on decision tree agaclari
classifier and fast Fourier transform

Subasi (2007) EEG signal classification using wavelet Ayrik dalgacik dontisiimlii uzman 95
feature extraction and amixture of expert model karigimi
model

Tzallas ve ark. (2007) Automatic seizure detection based on Zaman-frekans analizi ve yapay 100
time—frequency analysis and artificial sinir ag1
neural networks

Srinivasan ve ark. (2007) | Approximate entropy-based epileptic EEG | Yaklagik entropi-Elman ag1 100
detection using artificial neural networks (yinelenen sinir ag1)

Guo ve ark. (2009) Classification of EEG signals using Ayrik dalgacik dontisiimlii goreceli 95.2
relative wavelet energy and artificial dalgacik enerjisi ve yapay sinir ag1
neural networks

Ocak (2009) Automatic detection of epileptic seizures Ayrik dalgacik doniistimii ve 96
in EEG using discrete wavelet transform yaklasik entropi ile yapay sinir ag1
and approximate entropy

Guo ve ark. (2010) Epileptic seizure detection using Coklu dalgacik dontisiimii entropi 100
multiwavelet transform based approximate | yaklagimi ve ¢ok katmanli yapay
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entropy and artificial neural networks sinir ag1
Subasi ve Gursoy (2010) | EEG Signal classification using PCA, Temel bilesenler analizi (TBA), 98.75 (TBA),
ICA, LDA and support vector machine bagimsiz bilesenler analizi (BBA) 99.5 (BBA),
ve dogrusal diskriminant analizi 100 (DDA)
(DDA) ile destek vektor makinesi
Kumar ve ark. (2012) Epileptic seizures detection in EEG using Ayrik dalgacik doniisiimii,yaklasik 100
DWT-based ApEn and artificial neural entropi ile yapay sinir aglar
network
Fernandez-Blanco ve Automatic seizure detection based on star Genellestirilmis diskriminant 99
ark. (2012) graph topological indices analizi
Dehuri ve ark. (2013) Epileptic seizure identification from Radyal temelli fonksiyon ile yapay 100
electroencephalography signal using DE- sinir aglar
RBFNs ensemble
Xie ve Krishnan (2013) Wavelet-based sparse functional linear Dalgacik temelli ayrik dogrusal 100
model with applications to EEGs seizure model ile k-NN
detection and epilepsy diagnosis
Song ve Zhang (2013) Automatic recognition of epileptic EEG Asir1 Ogrenme Makineleri 94.20
patterns via Extreme Learning Machine
and multiresolution feature extraction
Lee ve ark. (2014) Classification of normal and epileptic Dalgacik doniisiimii ile agirlikl 98.17
seizure EEG signals using wavelet fuzzy tiyeli fonksiyon
transform, phase-space reconstruction, and
Euclidean distance
Kaya ve ark. (2014) 1D-local binary pattern based feature Tek boyutlu ikili desen temelli 99.50
extraction for classification of epileptic ozellik ¢ikartimi ve bayes ag1
EEG signals
Zhu ve ark. (2014) Epileptic seizure detection in EEGs signals | Hizli agirlikl yatay goriiniir 100
using a fast weighted horizontal visibility algoritma ve k-NN
algorithm
Kumar ve ark. (2014) Epileptic seizure detection using DWT Ayrik dalgacik doniisimii temelli 100
based fuzzy approximate entropy and fuzzy entropi yaklagimi ile destek
support vector machine vektor makineleri
Fu ve ark. (2014) Classification of seizure based on the Hilbert-Hung doniisiimii temelli 99.12
time-frequency image of EEG signals zaman-frekans kalibi ile destek
using HHT and SVM vektor makineleri
Chen (2014) Automatic EEG seizure detection using Cift aga¢ karmagik dalgacik fourier 100
dual-tree complex wavelet-Fourier ozellikleri ile k-NN
features
Dhiman ve ark. (2014) Genetic algorithms tuned expert model for | Dalgacik paketi ve genetik 100
detection of epileptic seizures from EEG algoritma ile destek vektor
signatures makineleri
Yuan ve ark. (2014) Epileptic EEG classification based on Radyal Temelli Fonksiyon ile 98.63
kernel sparse representation destek vektor makineleri
Zhu ve ark. (2014) Epileptic seizure detection in EEGs signals | Hizli fourier dontisiimii ile k-NN 99
using a fastweighted horizontal visibility
algorithm
Kang ve ark. (2015) An efficient detection of epileptic seizure ikinci dereceden diskriminant 99.78
by differentiation and spectral analysis of analizi ve ¢ok katmanli yapay sinir
electroencephalograms ag1
Tawfik ve ark. (2015) A hybrid automated detection of epileptic Dalgacik doniisiimii ve agirlikli 99.5
seizures in EEG records permiitasyon entropi algoritmasi ile
destek vektor makineleri ve yapay
sinir aglar
Peker ve ark. (2016) A novel method for automated diagnosis Siirekli dalgacik doniisiimii ve 99.5
of epilepsy using complex-valued evrisimsel sinir aglari
classifiers
Zamir (2016) Detection of epileptic seizure in EEG Lojistik, LazyIB1, LazyIB5 ve J48 100
signals using linear least squares algoritmalari
preprocessing
Hassan ve ark. (2016) Epileptic seizure detection in EEG signals Ayarlanabilir Q faktor dalgacik 100
using tunable-Q factor wavelet transform doniigiimil ile torbalama yontemi
and bootstrap aggregating
Bhardwaj ve ark. (2016) | A novel genetic programming approach Ampirik mod ayristirmast ile 98.64
for epileptic seizure detection Kartezyen genetik programlama
algoritmalari
Zhang ve Chen (2016) LMD based features for the automatic Yerel ortalamalar ayrigtirmasi ile 100
seizure detection of EEG signals using genetik algoritma ve destek vektor
SVM makineleri
Swami ve ark. (2016) A novel robust diagnostic model to detect Stirekli dalgacik dontigiimii ile 100
seizures in electroencephalography genellestirilmis regresyon sinir ag1
Martinez-del-Rincon ve Non-linear classifiers applied to EEG Ayrik dalgacik dontisiimii ve radyal 99.85
ark. (2017) analysis for epilepsy seizure detection temelli fonksiyon ile destek vektor
makineleri
Chen ve ark. (2017) Automatic epileptic seizure detection in Ayrik dalgacik doniisiimii ile yapay 100 (YSA),
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EEG using non subsampled wavelet- sinir aglari ve destek vektor 78 (DVM)
Fourier features makineleri
Bhattacharyya ve ark. Tunable-Q wavelet transform based Ayarlanabilir Q faktor dalgacik 100
(2017) multiscale entropy measure for automated | doniisiimii ile destek vektor
classification of epileptic EEG signals makineleri
Sharma ve ark. (2017) A new approach to characterize epileptic Analitik zaman frekansl esnek 100
seizures using analytic time—frequency dalgacik doniisiimii ve destek
flexible wavelet transformand fractal vektor makineleri
dimension
Zhou ve ark. (2018) Epileptic seizure detection based on EEG Evrimsel sinir ag1 100
signals and CNN
Hussein ve ark. (2018) Epileptic Seizure Detection: A Deep Uzun kisa bellek hiicre temelli 100
Learning Approach tekrarlayan sinir ag1
Yavuz ve ark. (2018) An epileptic seizure detection system Logaritmik spektrumun ters fourier 99
based on cepstral analysis and generalized | doniisiimiine dayali sepstral analiz
regression neural network ile genellestirilmis regresyon yapay
sinir ag1
Amin ve ark. (2020) A novel approach based on wavelet Ayrik dalgacik ve aritmetik 100
analysis and arithmetic coding for kodlama ile destek vektor
automated detection and diagnosis of makineleri ve yapay sinir aglar
epileptic seizure in EEG signals using
machine learning techniques
Sharma ve ark. (2020) Seizures classification based on higher Derin sinir ag1 100
order statistics and deepneural network
Bu Calisma EEG sinyalleri ile epilepsi krizinin Hiper parametre optimizasyonu 99.78
tahminlenmesinde Rassal Orman ve Rassal Orman algoritmasi
algoritmasi ile hiper parametre
optimizasyonun uygulanmasi

Caligilan deneylerin vakalarinda % 99,78 oraninda dogruluk, %99,95 6zgiillik ve % 99,61 hassasiyet elde
edilmistir ve sonuglar modelinin bagarili sekilde siniflandirdigini gostermektedir. Ozgiilliik ve hassasiyet
degerleri kiyaslana tiim ¢aligmalarda verilmedigi i¢in tabloda yer almamastir.

5. SONUCLAR

Bu ¢aligmada epilepsi rahatsizlig1 olan kisilerin belirlenmesi i¢in, Rassal Orman algoritmasi ile hiper parametre
optimizasyonu yaparak EEG sinyallerinden epilepsi krizi ve normal beyin durumlarini %99.78 dogruluk orani ile
tahmin edebilecek sistemin genel tasarimi ele alinmistir ve bu veri setinde daha 6nce yapilmig calismalar
incelendiginde yapay sinir aglar1 dahil olmak {izere bir ¢ok farkli yontem ile ayn1 seviyede sonuclar elde edildigi
goriilmektedir. Somut rakamlar vermek gerekirse; ¢alisilan deneylerin vakalarinda % 99,78 oraninda dogruluk
yaninda, %99,95 6zgiillik ve % 99,61 hassasiyet de elde edilmistir. Rassal Ormanlar paralel olarak kurulabilen,
egitimde zaman maliyeti diisitk ve dogruluk orani yiiksek, 6zellik ¢ikartimi ve veri on isleme gibi ekstra
islemlere ihtiyag duymayan bir algoritma oldugu goriilmektedir. EEG verileri gibi siirekli verilerin islenmesinde
bir alternatif olarak degerlendirilebilecegi ¢aligmamizin sonuclarindan biridir. Sonuglar ve degerlendirmeler
15181nda modelinin basarili bir sekilde siniflandirma yaptig1 goriilmektedir.
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