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Oz

Kanserli dokularin heterojen dogasi geregi birgok kanserin alt tiirii vardir, ve bu alt tiirler tespit edilmedikge kanser
tedavisi hedefi bulamaz. Mikrodizi gen teknolojisi ve veri teknolojisinin gelismesiyle beraber, son yillarda kanserli
dokulara ait mikro dizi gen ifadesi verilerini kullanarak makine 6grenmesi yardimiyla kanserlerin alt tiirlinii tespit
etmek yayginlasmistir. Fakat burada asil problem, veri setinde her bir gene bir 6zniteligin karsilik gelmesi, bu
yiizden yiiksek boyut probleminin ortaya ¢ikmasidir. Bu ¢alismada ¢ farkli metrik 6grenmesi metodu (LMNN,
ITML ve NCA) ayr1 ayr kullanilarak g¢esitli kanser tiirlerine ait mikro dizi gen veri setleri boyutu azaltilmig
uzaylara transfer edilmistir. Bu sayede, PCA gibi klasik boyut azaltma yontemlerinden farkli olarak boyutu
azaltilmis uzayda, ayni smifa (kanser alt tiiriine) ait 6rnekleri birbirine yaklastirilirken, farkli siniflara ait 6rnekleri
birbirinden uzaklagtirilmigtir. t-SNE metodu yardimiyla azaltilmig boyutlu uzaylar goriintilenerek smiflarin
birbirinden ayristig1 teyit edilmistir. Ilaveten, bu yeni uzaylarda siniflama algoritmalarinin daha performansh
caligtigin1 gostermek amaciyla, k-NN, en yakin merkez ve LVQ gibi 6rnek temelli (instance-based) siniflama
algoritmalart ¢aligtirilmis ve bu algoritmalarin kanser tiirlerini tespit etmede orjinal uzaydaki performanslarina
gore yaklasik %30'a kadar performanslarinin arttigi gézlemlenmistir.

Anahtar Kelimeler: Kanser Siniflandirma, Metrik Og’renmesi, Mikro Dizi Gen Verisi, Ornek Temelli Siniflama

Classifying Microarray Gene Data of VVarious Cancerous Tissues
Using Metric Learning

ABSTRACT

Due to the heterogeneous structure of cancerous tissues, they have several subclasses. Unless the subclasses are
detected, the cancer treatment cannot be carried out accurately. With the advent of microarray gene technology
and data science technology, employing machine learning methods that use the microarray gene expression data
of the cancerous tissues for classifying the cancer subclasses has gained an increasing popularity. However, as
there exists one feature for each gene, the issue of the curse of dimensionality arises. In the present study, the
microarray gene expression data of various cancer types were transferred to some dimensionality reduced spaces
by the means of three metric learning methods: LMNN, ITML and NCA. As a result, the instances of the same
classes come closer in the reduced space; while those from different classes locate far from each other, which is
different from the conventional dimensionality reduction methods, such as PCA, do. To verify this, dimensionality
reduced spaces created by the t-SNE method were monitored. Additionally, to show that the classification
algorithms perform better in such new spaces, instance-based classifiers, e.g. k-NN, the nearest mean classifier
and the LVQ, were built and then it was observed that the performances of the classifiers increased up to 30% in
comparison with their performances in the original space.
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|. GIRIS

Diinyada en fazla 6liime yol agan hastaliklar igerisinde ilk siralarda yer alan kanserin tedavisinde, kanser
tanis1 almis kisiye en uygun tedavi programinin uygulanabilmesi i¢in tespit edilen kanserin alt tiiriinii
de dogru olarak tespit edebilmek gerekir [1]. Clinkii kanserli dokular genelde oldukga heterojen yapilara
sahiptirler; bu yiizden her bir doku tiiriiniin tedaviye verecegi cevap birbirinden farkli olmaktadir. Ote
yandan, Kklasik patolojik testlere ek olarak kanserli hiicrelere karsilik gelen gen ifadelerine ait verilerin
yapay zeka/makine 6grenmesi metotlari ile siniflandirilmasinin 6nemi veri depolama, veri isleme ve
biyoteknoloji alanindaki gelismelere paralel olarak giderek artmaktadir [1,2]. Hatta bu yontem, subjektif
goriilerden uzak, otomatik ve standart olmasi bakimindan konvansiyonel kanser siniflandirmasi
yontemlerine gore daha sik kullanilmaktadir [2].

Tek bir mikro dizi deneyinde binlerce hatta on binlerce gen ayni anda analiz edildiginden, mikro dizi
gen verileri ¢ok yiiksek boyutludur. Makine 6grenmesi bakimindan bu, su problemleri ortaya ¢ikarir:
yiiksek boyutlu uzaylarda ornekler birbirinden uzaklasir, uzaklik-yakinlik kavramlar1 bulaniklasir;
boylece siniflandirma algoritmalarinin basarilari ciddi anlamda azalmaya baglar [3]. Literatiirde mikro
dizi gen verilerinin boyutunu veri madenciligi/makine 6grenmesi alanindaki alisilagelmis 6zellik segimi
yonetemleri ile azaltma ¢aligmalar1 meveuttur [3,4,5]. Fakat bu ¢aligsmalar genelde ya filtreleme temelli
olup, her defasinda yalnizca bir adet geni (6zelligi) diger 6zelliklerden bagimisiz olarak ele alir; ya da
sarmalama (wrapping) temelli olup 6zellik kiimelerini bir arada ele alarak bu kiimeler tizerine kurulan
smiflayicilarin performansindan etkilenir. Buda, 6zellik yani gen se¢iminin kullanilan smiflama
algoritmasina bagli olmasina neden olur [4].

Bir makine 6grenmesi dali olan “Metrik 6grenmesi” eldeki veriye 6zel olarak birbirine anlamsal olarak
benzer olan veri 6rneklerini bir araya getirirken, farkli 6rnekleri birbirinden uzakta tutmaya caligan
uzaklik metrigi 6grenmeye calisir [6]. Ogrenilen bu metrik, hem boyut azaltma (dimensionality
reduction) anlaminda, hem de direkt bir siniflama ya da gruplama algoritmasi igerisinde kullanarak
faydalanilabilir; bdylece bu algoritmalarin performansi gozle goriiliir sekilde artmaya baglar.

Bu calismada farkli kanser tiirlerine ait mikro dizi gen verilerinin boyutunun klasik filtreleme ve
sarmalama Ozellik se¢imi yoOntemlerinden farkli olarak metrik Ogrenmesi metotlar1 yardimiyla
azaltilmasi, indirgenmis boyutlu uzaylarda makine ogrenmesi siniflama algoritmalari kullanarak
ilgilenilen kanserlerin alt tiirlerini tahmin edilmesi ¢alisilmigtir. Burada metrik 6grenmesi ile elde edilen
temel kazang, boyutu indirgenmis uzayda ayni sinifa (ayn1 kanser alt tiiriine) ait 6rneklerin birbirine
yakin olmasi; 6te yandan farkli siniflara ait 6rneklerin birbirine uzak olmasidir. Bu, Klasik 6zellik se¢imi
yontemlerinin saglayamayacagi bir avantajdir. Ayrica sarmalama yonteminin aksine, boyut azaltimi i¢in
metrik 6grenmesinin kullanilmasi, boyut azaltiminin herhangi bir sinflayiciya bagl olmasini da engeller.
Boylece boyutun azaldigi ve smiflarin birbirinden ayrildigi uzayda, makine 6grenmesi uygulayicisi
tercih ettigi herhangi bir siniflama algoritmasini kullanabilir. Yinede bu ¢aligmada siniflarin birbirinden
ayr1 olmasina ihtiyag duyan k-en yakin komsu, LVQ gibi 6rnek temelli (instance-based) siniflama
algoritmalari, metrik 6grenmesiyle boyutu azaltilmis uzayda kullanilmis, bu algoritmalarimn sahip oldugu
basarilarin ciddi oranda (%30’a kadar) arttig1 gdzlenmistir.

Makalenin geri kalaninda, 6nce kanser mikro dizi gen verilerinin siniflandirilmas: ve bu verilerin
boyutlarinin azaltilmasi ile ilgili benzer ¢alismalari igeren literatiir taramasi boliimii verilmistir. Boliim
3’te metrik O6grenmesi ile ilgili genel bilgilerden ve bu calismada kullanilan metrik 6grenmesi
metotlarindan bahsedilmistir. B6liim 4’te ise lizerinde ¢aligilan mikro dizi kanser gen veri setlerinin
bilgileri ve ilgilenilen metrik 6grenmesi metotlarinin bu veri setleri iizerindeki uygulamalarinin
sonuglari verilmistir. Boliim 5 ile calisma 6zetelenerek ortaya konulan sonuglar sunulmustur.

Il. LITERATUR CALISMASI

Ekim 1990°da baslayip, Nisan 2003’te sonlanan Insan Genom Projesi (Human Genome Project) insan
irkina ait biitiin genetik izleri ortaya ¢ikarmaya ¢aligmig, bu anlamda yaklasik 21,000 genden olusan
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insan genomunu elde etmistir. Boylece insan genomuna ait tiim DNA dizileri agiga ¢ikmistir. Buna
paralel olarak, gelisen mikro dizi teknolojisiyle mikroskopik (¢ap1 250 mikrondan az) DNA spotlari cam
ya da silikon bir ¢ip tizerine sistematik bir sekilde dizilerek DNA mikro dizi olusturulabilmis, bu sayede
hem binlerce genin ifadesi 6lgiilebilmis, hemde bu genlerin birbirleriyle etkilesimini anlayabilmek
miimkiin hale gelmistir [7]. Bu sekilde ortaya ¢ikan mikro dizi gen verileri makine 6grenmesi dahil
birgok farkli disiplin tarafindan ¢alisiimaya baglanmistir [7,8].

Cesitli kanser dokularina ait mikro dizi gen verilerini makine 6grenmesi/veri madenciligi alanlarina ait
gruplama (clustering) algoritmalariyla anlamakla ve siniflama (classification) algoritmalariyla kanser
alt tiirlerini tahmin etmekle ilgili calismalar Insan Genom Projesi ile birlikte baglamis ve giiniimiize
kadar kesintisiz olarak gelmistir [8,4]. Dahasi, son yillardaki veri depolama ve veri isleme
teknolojilerindeki ilerleme ve bollasma sayesinde bu calismalar her zamankinden daha popiiler hale
gelmistir.

Ulusal ve uluslararasi bir¢ok c¢aligmada, farkli kanser tiirleri, makine Ogrenmesinin smiflama
algoritmalarinin bu kanserli dokulara ait mikro dizi gen verileri ile egitilmesiyle sinmiflandirilmustir.
Ornegin Kiligarslan ve ark. [8] Destek Vektdr Makineleri ve k-en yakin komsu algoritmalarmni prostat
kanserine ait mikro dizi gen verileri ile egiterek prostat kanserini siniflamaya ¢alismis; Haznedar ve ark.,
[9] ise Ag Tabanli Bulanik Mantik Cikarim Sistemi (ANFIS) ve Genetik Algoritma (GA) algoritmalarini
birlestirerek olusturduklar1 hibrit algoritma ile karaciger kanserinin alt tiirlerini siiflandirmaya
calismistir. Uluslararasi ¢apta ise 6ne ¢ikan ¢alismalardan biri Dwivedi [2] ‘nin yapay sinir aglarini
16semili dokulardan alinmis mikro dizi gen verileri tizerinde egiterek 16seminin iki tiirii olan akut
lenfoblastik 16semi ile akut miyeloid 16semiyi efektif olarak ayristirmasidir. Yine ¢ok yakin bir zamanda
Morais-Rodrigues ve ark. [10], meme kanseri hastalarindan toplanmis mikro dizi gen verileri ile lojistik
regresyon siniflyacisini egitmis, bu sayede %80’den fazla basar1 ile meme kanserinin alt tiirlerini tahmin
edebilmistir.

Giris boliimiinde de deginildigi gibi, mikro dizi gen verileri kanserle iliskili ya da iliskisiz binlerce gene
ait bilgiyi tutarlar. Bu, makine 6grenmesi bakimindan binlerce 6zellik (6znitelik-feature) anlamina gelir;
bu da kanserli doku orneklerine karsilik gelen ozellik vektorlerinin boyutlarimin binlerle ifade
edilmesine neden olur. Asirn uyum (overfitting) ile birlikte makine &grenmesinin en Onemli
sorunlarindan biri olan yiiksek boyut problemi ortaya ¢ikar. Bu nedenle, mikro dizi gen verilerini
kullanarak kanser siniflandirmasi calismalar1 kadar, literatiirde bu verilerin boyutunu azaltma
(dimensionality reduction) ile ilgili ¢alismalar da aktif bir calisma alanidir. Ornegin Yildiz ve ark. [11],
Fisher korelasyon analizi, t-Skor ve Welch’in t-istastigi 6zellik filtreleme yontemlerini ayri ayr
kullanarak, her bir yontem ile 100 adet gen se¢mis, daha sonra bu genleri birlestirerek olusturdugu
ozellik vektorleri ile bir SVM smiflayicisini egiterek meme kanserini smiflandirmaya galigmustir.
Bununla birlikte sarmalama (wrapping) yontemi ile de kanser ile ilgili genlerin alt kiimelerinin se¢imi
yaygindir [12]. Sarmalama yontemi 6zellikleri (genleri) birer birer degil alt kiimeler halinde birlikte ele
aldigindan ozellikler (genler) arasindaki etkilesimi de dikkate almis olur. Bu haliyle filtreleme
yontemlerine gore daha gelismis sayilabilirken; 6zelliklerin biitiin alt kiimelerini incelemesi bakimindan
hesaplama anlaminda pahali, hemde ele aldig1 alt kiime {izerinde bir siniflandiric1 egiterek bu alt
kiimenin ise yararhiligm test ettifinden, ortaya cikan sonu¢ kullanilan siiflandirma algoritmasina
bagimli olur. Yinede hem filtreleme hemde sarmalama y6ntemleri kanserle iliskili genlerin segimi igin
aktif olarak kullanilmaya devam etmektedir. ilgili okuyuculara kanser smiflandirma amaci igin gen
secimi ¢aligmalarini derleyen [3] ve [4] kaynaklar tavsiye edilir.

III. METRIK OGRENMESI

Metrik 6grenmesi, ya da uzaklik metrik 6grenmesi, makine 6grenmesi alaninda verilen bir goreve 6zel
olarak veriden bir uzaklik metrigi 6grenmeyi amaclar [5, 15]. Ogrenilen bu metrik, anlamsal olarak
yakin o6rnekler aras1 uzaklig1 az, anlamsal olarak uzak olan 6rnekler arasi uzakligi fazla lger. Burada
bahsedilen anlamsal olarak yakinlik kavrami verilen goreve gore degiskenlik gosterir. Ornegin bir
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siniflandirma probleminde ayni1 sinifa ait 6rnekler anlamsal olarak yakin olarak diisiiniiliir; su halde bir
siniflandirma problemi icin 6grenilen bir metrik ayni siniflara ait ornekler arasi uzakligi az, farklh
siniflara ait 6rnekler arasi uzakliklari fazla olarak 6l¢mesi beklenir.

Yukarida verilen Ornek, metrik dgrenmesinin denetimli (supervised) 6grenmedeki kullanimina bir
ornektir. Metrik 6grenmesi ayni zamanda denetimsiz (unsupervised) 0grenmede de kendine sikca
kullanim alanlart bulur [13]. Ornegin bir gruplama (clustering) probleminde, belirli rnek ¢iftlerinin
ayni grup igerisinde olmasi ya da olmamas bilgisi 6n bilgi olarak verilebilir. Bu durumda, gruplama
algoritmasinda kullanilacak metrigin, beraber olmasi sart1 kosulan 6rnekleri ayni gruba diisiirebilmesi
icin bu ciftler arasindaki uzaklig1 minimum seviyede Olgerken, farkli gruplara diismesi istenilen 6rnek
ciftleri aras1 uzaklig1 maksimum seviyede hesaplar. Boylece, metrik 6grenmesi yalnizca sinif (etiket)
bilgisini degil ayn1 zamanda hangi 6rnek ¢iftlerinin bir arada bulunmasi ya da bulunmamasi seklinde
verilen zayif bir denetim bilgisini dahi 6grenebilir. Bu, metrik 6grenmesinin temel avantajidir [13,14].

Hem denetimli hemde denetimsiz makine &grenmesi problemlerinde kullanilabildiginden, metrik
Ogrenmesinin kullanim alan1 olduk¢a genistir. Bu alanlar icerisindeki en 6nemli kullanim alanlarindan
biri bilgisayarli gérme (computer vision)'dir [6]. Ozellikle gorsel siniflandirma (image classification),
yiiz tanima (face recognition), kisilerin poz tahmini (human pose estimation) gibi problemlerde metrik
ogrenmesi basarili bir sekilde kullanilmaktadir [15]. Ayrica yapisal ve yapisal olmayan metinlerin
analizinde ve siniflandirilmasinda metrik 6grenmesi gruplama ve siiflandirma gorevleri igin basaril
sonuglar vermektedir [15]. Bu iki kullanim alanina ek olarak, son yillarda mikro dizi teknolojisinin
gosterdigi gelisme ile birlikte bir dokuya ait binlerce hatta onbinlerce genin DNA ifadesinin
Olciimlerinin kolaylagmistir. Ayn1 zamanda bulut bilgisayar teknolojilerindeki ilerlemeye paralel olarak
DNA olgiimlerinin saklanmasi ve islenmesi ¢ok daha miimkiin hale gelmistir ve boylece metrik
ogrenmesi doku oOrneklerinin igerdigi hastaliklara gore smiflandirilmasinda 6nemli rol oynamaya
baglamistir [6]. Bu ¢alisma da bu yonde olup, farkli kanser tiirlerinin alt tiirlerini metrik 6grenmesinin
mikro dizi gen ifadelerine uygulanmasiyla siniflandirmaya ¢alismaktadir.

Metrik 6grenmesinin iki temel amact vardir: i) drnek temelli (instance based) ya da hafiza temelli
(memory based) olarak adlandirilan, test orneklerini egitim setindeki 6rneklerle kiyaslayarak modelleme
yapan makine Ogrenmesi algoritmalarmma (6rnegin k-en yakin komsu, anomali algoritmalari)
eklemlenerek bu algoritmalarin ¢ok daha basarili olmalarini saglamak, ii) dogrusal diskriminant analizi
(linear discriminant analysis) gibi denetimli bir sekilde boyut azaltimi1 (dimensionality reduction)
yapmak [14]. Bu galismada metrik 6grenmesi mikro dizi gen verileri {izerinde her iki amag igin
kullanilmgtir,

Kulis [6] metrik 6grenmesini informal olarak su sekilde formiilize etmistir. Metrik 6grenmesi, x; Ve x;
ornekleri igin verilen bir uzaklik u(x;, x;) fonksiyonunu (6rnegin 6klid uzakligini) ve bu 6rnekler igin
verilen benzerlik ve benzemezlik bilgilerini kullanarak yeni bir uzaklik fonksiyonu tanimlar. Oyleki bu
yeni uzaklik fonksiyonun, orjinale gore benzer ciftleri daha yakin, ayr ¢iftleri ise daha uzak 6lgmesi
gerekmektedir. Daha formal olarak, x; ve x; elementleri reel sayilar olan d boyutlu birer vektor olmak
tizere (yani x;,x; € R? iken) metrik 6grenmesi bir M € R4*?¢ pozitif yar1 tanimh (6z degerleri
negatif olmayan) matrisini 6grenmeyi amaglar Oyleki, burada M asagidaki sekilde tanimlanan
Mabhalanobis uzakliginin parametresidir:

(%, %) = J(xi %) M(xi~ %)) €

Eger M matrisi birim matris olarak alinirsa, (1)’de tanimlanan Mahalanobis uzaklig1 sik¢a kullanilan
oklid uzakligina dontisiir. Ayrica r < d pozitif tam sayis1 M matrisinin ranki olmak tizere, M matrisini
M =PTP (P € R™?) seklinde ayristirarak (1)’de tanimlanan Mahalanobis uzakhigim, asagidaki
sekilde de tanimlanabilir:
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up(x;,x; ) = \/(Pxi - Px])T(Pxi — Px;) 2

(2)'de dikkat edilmesi gereken nokta orjinal R% uzayinda yer alan tiim x € R® &rneklerinin Px €
R" boyutu azaltilmis uzayina transfer edilmesi, ve bu uzayda klasik 6klid uzakligimin hesaplanmaya
calisiimasidir. Boylece metrik 6grenmesi problemi, orjinal uzayda yer alan 6rnekleri daha kiiciik boyutlu
uzaylara transfer etme problemine doniismiis olur. Bu sekilde hem boyut azaltimi saglanmig, hemde
transfer edilen uzayda birbirine yakin (uzak) olmasi gerek 6rnekler daha yakin (uzak) olmus olur. Ayrica
su not edilmelidir Ki bir x € R® 6rnegini, Px € R” 'e doniistiirmek lineer bir doniisiimdiir. Daha genel
olmasi bakimindan, bu ¢alismada lineer doniisiimleri dikkate alinmaktadir. Bundan baska, 6rnekleri
once lineer olmayan (nonlinear) bir doniisiimle doniistiiriip ardindan bir lineer 6grenme uygulayan
metrik 6grenme calismalar1 da mevcuttur [15].

Asagida metrik 6grenme alaninda en sik kullanilan ¢ (lineer) metot kisaca acgiklanmistir. Bu ii¢
metodun motivasyonlar1 farkli olsa da, l¢iiniin ortak noktasi (1)'deki M matrisini hesaplamalaridir.
Ayrica bu ti¢ metot ilgilenilen mikro dizi gen veri setleri tizerine uygulanmis ve deneyler boliimiinde
sonuclar1 paylasilmistir.

A. BAZI ONEMLI METRIiK OGRENMESIi METOTLARI

A. 1. Large-Margin Nearest Neighbors (LMNN)

Genis Marjinli En Yakin Komsu (Large-Margin Nearest Neighbors (LMNN) [16]) metodu, metrik
ogrenmesinde en sik kullanilan metotlardan biridir, ve bircok varyant: bulunur [6]. Oziinde LMNN'nin
amac1 ¢ok aciktir: ayni sinifa (etikete) ait 6rnekleri birbirine yakin hale getirmek; farkli siniflara ait
ornekleri birbirinden uzaklastirmak. LMNN, bu amagla asagidaki amag¢ fonksiyonunu tanimlar ve bu
fonksiyonu minimize edecek M matrisini hesaplamaya galigir:

MiNyso Z uy (%, ) + 2 z [1+uM(xi,xj)—uM(xi,xk)]+ 3)

(L)) EB (i,j,k) €R

Burada B kiimesi ayni sinifta yer alan 6rnek giftlerinin kiimesini, R kiimesinin elemani olan (i, j, k)
licliisii x; ve x; orneklerinin ayni smifta oldugunu, x; 6rneginin x; Ve x;'nin simifindan farkl bir sinifta

oldugunu; ve A kullanicr tarafindan girilen regiilarizasyon parametresini gostermektedir.

Ayrica burada [ ], ile gosterilen terim mentese kaybi (hinge loss) olarak adlandirilan bir kayip tiirtidiir;
[z],= max{0,z} olarak tamimlanir. Bu amag fonksiyonu konvekstir; ve artik degiskenler (slack
variables) yardimiyla bir yar1 tanimli programlama (semidefinite programming) problemine
doniistiiriilerek lokal minimum noktalarindan etkilenmeyecek sekilde ¢oziiliir [16].

A. 2. Neighborhood Component Analysis (NCA)
Komsuluk Bilesen Analizinde (Neighborhood Component Analysis (NCA) ) [17] amag, egitim setindeki

her 6rnegin kendi sinifindaki diger 6rneklerle komsu olabilme olasiligim artirmaktir. Bu anlamda, aym
sinifta oldugu varsayilan x; ve x; 6rneklerinin birbirlerine komsu olma olasiligi:

exp (—uM(xl- ,xj))

B Dk exP(—uM (x;, xk))

(4)

bi;

C;, i ile ayni sinifta olan drneklerin kiimesini gostermek iizere, NCA'nin maximize etmeye ¢alistigi amag
fonksiyonu asagidaki gibidir:
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maxM>oz z bi,j )

T jEC,j#i

Dikkat edilirse (5) herhangi bir regiilarizasyon terimi igermez, ve (3) 'in aksine konveks degildir. Bu
yiizden (5) fonksiyonu, M matrisi M = PTP seklinde ayristirilip P ye bagh olarak dereceli azalma
(gradient descent) yardimiyla ¢oziiliir [17].

A. 3. Information Theoretic Metric Learning (ITML)

Enformasyon teoretik metrik 6grenmesi (Information Theoretic Metric Learning (ITML)) [18] asagida
gosterilen amag fonksiyonunu minimize etmeyi amaclar:

maxyso iz (M) —logdet(M),
oyleki,up (x;,x;) <s, (x;,x;)€B (6)
uy(x;, %) =t, (x;,x;)€F

Burada s kullanici tarafindan belirlenen yeterince kiigiik bir sayi; t ise yine kullanici tarafindan
belirlenen yeterince biiyiik bir reel sayidir. [laveten, F kiimesi birbirinden uzakta olmast istenilen rnek
giftlerinin kiimesi (bu ¢iftler farkli siniflara ait 6rneklerden olusabilir); B kiimesi birbirine yakin olmasi
istenilen Ornek ¢iftlerinin kiimesidir. iz(M), M matrisinin izi (trace); logdet(M), ise M matrisinin
determinantinin logaritmasidir.

ITML'nin amag fonksiyonu, LMNN'de oldugu gibi artik degiskenler (slack variables) yardimiyla bir
sinirsiz (unconstrained) optimizasyon problemi haline getirilir ve Bregman projeksiyonuyla ¢oziiliir
[18].

Goriiliiyor ki 6ziinde ii¢ metrik 0grenmesinin de motivasyonu aynidir: beraber olmasi diisiiniilen
ornekler ciftlerini beraber, uzak olmasi diisiiniilen 6rnek ciftlerini uzak hale getirmek. Bu metriklerin
ayristiklar1 nokta tanimladiklar amag fonksiyonunun yapisi ve bu fonksiyonlarin ¢6ziilme bi¢imidir.
Dogal olarak bu fonksiyonlarin ¢oziilebilmesi i¢in gereken ¢aligma zamam da metrikten metrige
degiskenlik gostermektedir.

V. UYYGULAMA

Bu boéliimde, bir 6nceki bolimde anlatilan metrik 6grenmesi metotlari gesitli tiirden kanser dokularindan
alinan 6rneklere ait mikro dizi gen verileri lizerine uygulanmistir. Bu veri setlerine ait istatistikler Tablo
l'de verilmistir. Buna gore calisilan kanser tiirleri, meme kanseri, Cocukluk Cagi Beyin Timorii
(CCBT), 16semi, lenfoma ve Kiiciik Yuvarlak Mavi Hiicreli Tiimor (KYMHT) dir. Ayrica alt tiir sayisi,
kanserin kag farkli alt tiirli oldugunu (makine 6grenmesi dilinde sinif sayisini) vermektedir.

Tablo 1. Calismada kullanilan mikro dizi gen veri setleri

Veri Seti Kanser Tiirii Ornek Say. Gen Say. Alt Tiir Sayisi
Gravier [19] Meme Kanseri 168 2905 2

Sorlie [20] Meme Kanseri 85 456 5
Pomeroy [21] CCBT 60 7128 2

Golub [22] Losemi 72 7129 2

Shipp [23] Lenfoma 77 6817 2

Khan [24] KYMHT 63 2308 4

Hatirlanirsa, metrik 6grenmesinin denetimli boyut azaltma ve Ornek temelli (instance-based)
smiflandirma algoritmalarma 6n hazirlik olusturma gibi iki dnemli amaci oldugunu belirtilmisti. Bu
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calismada, Tablo 1'de detaylar1 verilen kanser veri setleri kullanilarak metrik 6grenmesinin bu iki amaci
test edilmistir.

A. METRIK OGRENMESI ILE OZELLiK UZAYLARININ BOYUTUNU
INDIRGEME

Tablo 1’de goriildiigii gibi ilgilenilen kanser veri setleri farkli sayilarda gen icerdiginden farkli boyutlara
sahiptirler. Oyleki bu boyutlar 456 — 7129 araligindadir. Eger tiim veri setlerinin boyutu tek bir ortak
boyuta indirgenirse, her veri setinin bozulma oranlar1 farkli farkli olur, siniflar birinde ayrisirken
digerinde ayrigmayabilir. Yinede, tiim veri setlerinde ortak bir boyut indirgeme prosediirii kullanmak
adina bu ¢alismada her veri setinin boyutu kullanilan metrik 6grenemsi metotlariyla %30 azaltilmistir.
Bununla birlikte %20 - %80 bandinda farkli indirgenme yiizdeleri de denenmis; neredeyse tiim veri
setleri i¢in siflayicilarin siniflandirma basarilari korunurken, en yiiksek indirgenme yiizdesi %30
olarak tespit edilmistir.

1, 2, 3, 4, 5 ve 6 nolu sekiller metrik 6grenmesinin azaltilmis boyutlu uzaylarda simif i¢i varyansi
azaltabildigini, 6te yandan siniflar arasi varyansi artirabildigini gostermektedir. Burada, kullanilan
metrik 6grenmesi sayesinde boyutu indirgenmis uzayda siniflarin birbirinden ayristigini gérebilmek igin
bu uzaylarin goriintiileri t-distributed stochastic neighbor embedding (t-SNE) [25] metodu ile
verilmistir. Kisaca bahsetmek gerikirse t-SNE, yiiksek boyutlu verileri iki ya da ii¢ boyutlu uzaylara
indirgeyerek gorsellestirebilmeyi saglayan, temellerini stokastik komsu gomme metodundann alan
popiiler bir istatiksel metotdur. t-SNE’yi bu denli popiiler yapan 6zelligi yiiksek boyutlu orjinal uzaydaki
uzaklik-yakinlik iligkilerini diisiikk boyutlu uzayda da ¢ogunlukla koruyabilme basarisidir.
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Sekil 1. Gravier [19] Meme Kanseri Veri Seti (a) Orjinal Uzay (b) LMNN ile olusturulmus uzay
(c) ITML ile olusturulmus uzay (d) NCA ile olusturulmus uzay.
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Sekil 2. Sorlie [20] Meme Kanseri Veri Seti (a) Orjinal Uza (b) LMNN ile olusturulmus uzay

(¢) ITML ile olusturulmus uzay (d) NCA ile olusturulmus uzay.
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Sekil 3. Pomeroy [21] CCHT Veri Seti (a) Orjinal Uzay (b) LMNN ile olusturulmus uzay

(¢) ITML ile olusturulmus uzay (d) NCA ile olusturulmus uzay.
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Sekil 4. Golub [22] Losemi Veri Seti (a) Orjinal Uzay (b) LMNN ile olusturulmus uzay
(¢) ITML ile olusturulmus uzay (d) NCA ile olusturulmus uzay.
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Sekil 5. Shipp [23] Lenfoma Veri Seti (a) Orjinal Uzay (b) LMNN ile olusturulmus uzay

(c) ITML ile olusturulmus uzay (d) NCA ile olusturulmus uzay.
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Sekil 6. Khan [24] KYMHT Veri Seti (a) Orjinal Uzay (b) LMNN ile olusturulmus uzay
(¢) ITML ile olusturulmus uzay (d) NCA ile olusturulmus uzay.

t-SNE [25] yardimiyla goriintiilenen uzaylarda goriiliiyor ki metrik 6grenmesi ile olusmus uzaylarda
siniflar birbirinden lineer olarak ayrilabilir haldedir. Bu, incelenen alti veri seti i¢in de gecerlidir.
Boylece ornek temelli siniflandirma algoritmalarinin bu sekilde olugmus uzaylarda orjinal uzaya gore
cok daha basarili olmasi beklenir. Bu, bir sonraki boliimde test edilmistir.

Incelenen ii¢ metrik 6grenmesini karsilastirilirsa, LMNN'in siniflar1 birbirinden ayristirmada en
basarili metot oldugu yukarida verilen sekillerden gézlemlenebilir. Gergekten, incelenen 6 veri seti i¢in
LMNN smiflar1 ayirmada basarili olmustur. Bu anlamda LMNN'yi ITML metodu takip etmis, Gravier
[19] veri seti harig diger veri setlerinde siniflar1 ayristirabilmistir. En son olarak NCA'nin da Golub [22]
ve Shipp [23] veri setlerinde ayri siniflara ait 6rnekleri birbirinden uzaklagtirmada basarili oldugu
sOylenebilir.

B. INDIRGENMIS BOYUTLU UZAYLARDA ORNEK TEMELLI SINIFLANDIRMA

Uygulamanin ikinci kisminda, bahsedilen metrik 6grenmesi metotlarini kullanarak olusturulan
indirgenmis boyutlu uzaylarda ornek temelli (instance-based) siniflandirma yapilmigtir. Yapilan
siiflandirmalarin basarisi orjinal uzayda yapilan siiflandirmalar ile kiyaslanmistir. Bunun igin 6rnek
temelli ii¢ siniflandirma algoritmas1 kullanilmistir: k —en yakin komsu olarak bilinen k —Nearest
Neighbor (kNN) , En Yakin Merkez Smiflandirici (nearest centroid classifier) (EYMS) ve vektor
niceleme olarak da cevrilen Learning Vector Quantization (LVQ) [26]. Bu siniflandirma
algoritmalarinin ilgilenilen gen veri setleri iizerine olan sonuglari verilmeden 6nce, B.1. basliginda bu
algoritmalar kisaca anlatilmistir.

B.1 Kullamilan Simiflandirma Algoritmalar

k —en yakin komsu siniflayicisi (k-NN), her bir test 6rnegini kendine en yakin k adet egitim drneginde
en sik goriilen siifa esler. Formal olarak Y = {1, ..., n} kiimesi, x € R% &rneklerinin ait olduklart
smiflar gostermek {izere, egitim setinde olmayan bir x; test 6rnegi (7)’ye gore siniflandirilir:
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1
argmaxy, y T Z I(yj =y) 7

Xj EA

Burada A kiimesi, test 6rnegi olan x; ornegine 6klid uzakligr kullanilarak bulunan en yakin k adet
komsunun kiimesi; [ ise aldig1 deger dogru olunca 1'e; degilse 0'a giden indikator fonksiyonudur.

EYMS olarak kisaltilan en yakin merkez siniflayicisi, test 6rnegini en yakinindaki merkezin ait oldugu
smifa esler. Genel olarak smiflarin merkezi, her 6zelligin (boyutun) her sinifta aldigi degerlerin
ortalamasi alinarak tahmin edilir. Formal olarak, u,, ..., u, € R sinif merkezleri olmak iizere, EYMS
(8)’e gore, bir x; test 6rnegini siniflandirir:

argminy, y u (xi , uyj) (8)
Burada u oklid uzaklig: gibi bir uzaklik fonksiyonudur.

LVQ algoritmast EYMS'deki gibi her sinif i¢in 6zelliklerin her smifta aldigi degerlerin ortalamasi
alinarak bir baglangic merkezi olusturur, daha sonra asagida detaylar1 verilen algoritma ile bu
merkezlerin tahminlerini iyilestirir. Kullanict tarafindan 6nceden belirlenen iterasyon sayist kadar
(6rnegin 1000) LVQ egitim setindeki biitiin 6rnekleri ele alir. Ele aldig1 her bir egitim 6rnegi i¢in bu
ornege en yakin sinif merkezini bulur. Bu merkez, kendi sinifinin merkezi ise (9)’daki kurala gore bu
merkezi kendine dogru geker:

Hy; = py; t+ ogrenmesran, * (.ij B xj) N

Hy; burada x; egitim ornegine karsihk gelen sinifin merkezidir. Farkli olarak, ilgilendigimiz egitim

Ornegine en yakin sinifin merkezi kendi sinifinin merkezi degilse bu merkez, (10)’daki gibi egitim
orneginden uzaklastirlir:

Uy, = Uy, — ogrenmeyyqn, * (.uys - xj) (10)

Uy, Xj €gitim Ornegine en yakin simif merkezini gostermektedir. Yukarida (9) ve (10) da goriilen
denklemlerde o6grenme,,q,, Ogrenme orani (learning rate) dir. Bu, her iterasyonda merkeze
yaklagmanin ya da merkezden uzaklagsmanin miktarini belirler. Kullanici tarafindan karar verilen bu
parametre i¢in genel yaklagim her iterasyonda miktarini azaltmaktir [26]. T toplam iterasyon sayisini ve
a baslangig 6grenme oranini (genelde 0.3 alinir) gostermek {izere, t. iterasyondaki d6grenme orani
(11)’deki gibi hesaplanir:

t
0grenmey qn, = @ - (1 - (T) ) (11)

B.2 Simiflandirma Sonuglar:

Yukarida bahsedilen 6rnek temelli siniflandirma algoritmalarmin, Tablo 1'de detaylar1 verilen cesitli
kanser tiirlerine ait mikro dizi gen veri setlerinin boyutlarinin LMNN, ITML ve NCA metrik 6grenmesi
metotlartyla indirgenmis uzaylarda uygulanmasiyla elde edilen kesinlik (accuracy) sonuglar1 asagida
paylagilmistir. Sunu not etmekte fayda vardir Ki: bu siniflandirma algoritmalar orjinal halleriyle, 6klid
uzakligi kullanarak, boyutu indirgenmis uzaylarda kullanilmigtir. Bu sekilde elde edilen sonuglar, metrik
O0grenmesi uygulanmamig orjinal uzaylarda bahsi gecen algoritmalarin elde ettigi sonuglarla
kiyaslanmistir.

Paylasilan sonuglar 10-kathi capraz dogrulama (ten-fold cross validation) iterasyonlarindan alinan
sonuglarin ortalamasidir. Ek olarak, her veri setinde her simiflandirma algoritmasi igin her metrik
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ogrenmesi metotunu, algoritmanin orjinal uzaydaki kullanimiyla (yani tablolardaki ilk siitun) ile
kiyaslanmstir. Bu karsilastirmalarda, tek tarafli t-testine gore istatiksel olarak anlamli bulunan farklari
daha kalin olarak yazilarak istatiksel anlamlilik belirtilmistir.

Tablo 2. Calismada kullanilan mikro dizi gen veri setlerinin simiflandirma kesinlik (accuracy)sonuglart

Veri Seti Siniflandirma Alg. Orj. Uzay LMNN ITML NCA
Sravier [19] k-NN 0.666 0.832 0.736 0.791
et ) EYMS 0.743 0.743 0.745 0.698
LVQ 0.704 0.761 0.722 0.723

Sorlie [20] k-NN 0.749 0.863 0.872 0.801
Meme k) EYMS 0.873 0.881 0.877 0.916
LVQ 0.941 0.939 0.945 0.946

pomeroy [21] k-NN 0.633 0.676 0.619 0.626
o EYMS 0.771 0.736 0.645 0.771
LVQ 0.581 0.676 0.594 0.691

k-NN 0.854 0.953 0.953 0.897

%E'(‘)JSZEI? EYMS 0.893 0.944 0.944 0.910
LVQ 0.865 0.939 0.939 0.862

) k-NN 0.041 0.994 0.994 0.041
?E;f]?o[rig EYMS 0.841 0.947 0.946 0.836
LVQ 0.754 0.992 0.992 0.754

<han 23] k-NN 0.654 0.973 0.976 0.688
o) EYMS 0.831 0.973 0.977 0.799
LVQ 0.771 0.985 0.977 0.771

[k bakista Tablo 2 sunu ortaya koymaktadir ki farkl1 kanser tiirlerine ait mikro dizi gen veri setlerinde
bir 6n iglem olarak metrik 6grenmesi uygulamak kanserlerin alt tiirlerini belirlemek anlaminda bir
gelisme saglamaktadir. O kadar ki, bu gelisme yaklasik olarak %30'u bulabilmektedir. Bu sonuglar Sekil
1-6 da goriilen t-SNE yardimiyla goriintillenen boyutu indirgenmis uzaylardaki goriintiilerle
uyusmaktadir. Gergekten, orjinal uzaylara gére metrik 6grenmesi yardimiyla olusturulan uzaylarda
siiflarin birbirinden ayrildigi apagik goriilmektedir; bu da bu uzaylarda daha basarili smiflandirma
yapabilmeyi saglamaktadir. Bu nedenle Tablo 2 'de iyilestirilmis siniflandirma sonuglar1 goriilmektedir.

Veri setleri ayri ayri ele alindiginda metrik 6grenmesinin en fazla fayday:r Khan [23] veri setinde elde
ettigi goriilmektedir. Orjinal uzayda uygulanan k-NN smiflandiricisinin buradaki ortalama basarisi
yaklasik 0.65 iken, LMNN metrik 6grenmesi ile olusturulmus uzayda bu basar1 0.97'ye ¢ikmaktadir.
Yine, bu uzayda EYMS siniflayicisin bagarisi yaklagik %14 artmistir, LVQ algoritmasinda ise %20
civarinda bir ilerleme kaydedilmistir. Sorlie [20] veri setinde k-NN siniflayicisi LMNN ile olusturulmus
uzayda yaklasik %12 daha basarili iken, Shipp [23] veri setinde bu ilerleme %5 civarindadir.

Ilgilenilen simflandirma algoritmalar1 k-NN, En Yakin Merkez Siniflayicis1 (EYMS) ve LVQ
algoritmalari kendi i¢inde kiyaslandiginda, EYMS'nin az bir farkla da olsa diger iki algoritmadan daha
basarili oldugu goriilmektedir. Gergekten, EYMS alt1 kanser veri setinin liciinde en yiiksek kesinligi
yakalamistir. Ayni zamanda k-NN ve LVQ algoritmalarina gore hesaplama maliyeti ¢ok daha az olmas1
bakimindan EYMS'nin mikro dizi kanser veri setleri i¢in uygun bir siniflayici oldugu s6ylenebilir. Hatta
bu basarili ve gérece maliyetsiz siniflayicinin performansi metrik 6grenmesi metotlari ile %18'e kadar
artirilabilir. Benzer sekilde Lenfoma ve KYMHT veri setleri dikkate alindiginda LVQ algoritmasinin
basarist da metrik 6grenmesi sayesinde %24'e kadar artmugtir.

Tablo 2’nin gosterdigi bir bagka gergeklik drnek temelli siiflayicilarin kanser alt tiirlinii tahmin
etmedeki performanslarmin farkli kanser tiirleri igin farkli oldugudur. Ornegin k-NN’nin performansi
%65 - %94 bandindadir. k-NN’nin en diisiik siniflandirma performansim elde ettigi Khan [23] veri
setinin orjinal uzaydaki gortintiisii Sekil 6a’da goriilmektedir. Bu sekilden basitge gériilmektedir ki,
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neredeyse her bir egitim 6rneginin en yakin komsular1 farkli siniflara ait 6rneklerden olugsmaktadir; bu
da k-NN’algoritmasinin yanilmasina neden olmaktadir. Ote yandan k-NN’nin en yiiksek performansa
erigtigi Shipp [23] veri setinde lenfomanin birinci alt tiirii baskindir, ¢ok daha fazla goériilmektedir.
Gergekten, veri setinin yaklasik %75°i birinci alt tiire, geri kalan %25 ise ikinci alt tiire aittir. Ustelik
Sekil 5a’dan goriilmektedir ki ayni sinifa ait 6rnekler birbirine yakindir. Bu nedenle siniflandirma
algoritmalar1 genel olarak bu veri setinde basarilidir.

EYMS’nin kanser alt tiiriinii tahmin etme basarist ise k-NN’ye gore daha dar bir aralikta degiskenlik
gosterir; yaklasik %74 - %89 bandinda degisir. %74 siniflandirma basarisinin elde edildigi Gravier [19]
veri setinde Khan [23] veri setinde oldugu gibi farkli siniflara ait 6rnekler birbirleriyle i¢ ice gegmistir
(bakiniz Sekil 1a). k-NN gibi bir lineer siniflandirict olan EYMS’nin siniflarin bu sekilde i¢ ige oldugu
veri setlerinde gérece basariz sonuglar almasi bu yiizden sasirtict degildir. Bir bagka lineer siniflandiric
olan LVQ algoritmasi i¢in de durum aynidir. Farkli siniflara ait 6rneklerin lineer bir dogru ile birbirinden
ayrilamadigi uzaylarda simiflandirma basarisi diigiik kalir. Gravier [19] veri setindeki sinif tahminin
yeterince basarili olmamasi bu sekilde agiklanabilir. Ozel olarak LVQ smiflayicis1 Pomeroy [21] veri
setinde en diisiik siiflandirma basarisina ulagmustir (%58). Sekil 5a’ya bakildiginda aymi sinifa ait
orneklerin uzay igersinde dagilimimin fazla oldugu goriilmektedir. Bu nedenle her bir simifin uzay
icersindeki merkezini belirlemek giictiir. Bu’da LVQ’nun sinif merkezlerini belirlemede giicsiiz
kalmasina neden olmaktadir.

Son olarak, metrik 6grenme metotlar: algoritmalarin siniflandirma basarisini artirma anlaminda
kiyaslandiginda, en yiiksek performanst LMNN'nin gosterdigi goriilmektedir. flgilenilen her veri setinde
neredeyse her algoritma i¢in veri setine uygulanmasi basariy1 artirmistir; ve bu basarilar istatiksel olarak
anlamlidir. Bu sonug 1-6 nolu sekillerdeki goriintiilere paraleldir. Ger¢ekten, LMNN her veri setinde
ayn1 siniftan 6rnekleri bir araya getirirken farkli siniflara ait 6rnekleri birbirinden uzaklastirabilmistir.
Bu anlamda, LMNN'yi takip eden metot ITML olmustur. ITML de alti veri setinin ddrdiinde
smiflandirma kesinligini istatiksel olarak anlamli bir sekilde artirmistir. NCA'nin performansi ise
LMNN ve ITML'ye gore biraz daha geride kalmigtir. Yinede meme kanseri veri setlerinde k-NN
algoritmasinin basarisin1 %14'e kadar artirabilmistir.

Uygulanan li¢ metrik 6grenmesi metodu igerisinde LMNN’nin simiflar1 birbirinden ayirabilmesinde
dolayisiyla en yiiksek siniflandirma yiizdesi saglamasinda altta yatan neden LMNN’nin minimize
etmeye calistigl amag fonksiyonun (3)’tin konveks olmasi dolayisiyla analitik ¢oziimiiniin olmasidir.
Ote yandan ne NCA’nin nede ITML’nin amag fonksiyonlari, sirastyla (5) ve (6), konveks degildir; ve
dereceli azalma (gradient descent) ve Bregman projeksiyonu yardimiyla yaklasik bir ¢6ziim bulunur. Bu
ise pratikte siniflarin birbirinden ayrilmasini her zaman garanti etmez.

IV. SONUC

Kanserli dokularin heterojen yapisi nedeniyle kanser kendi iginde ¢ok biiyiik farkliliklar gésterir; bu
farklilik kanserlerin alt tiirlerinin ortaya ¢ikmasina neden olur. Bu yiizden Kanser tedavisinde alt tiiriin
tespit edilmesi elzemdir. Alt tiiriin tespitinde konvansiyonel klinik yontemlere ek olarak, kanserli
dokulara ait mikro dizi gen verilerinin makine dgrenmesi/veri madenciligi yontemleriyle tahmin
edilmesinin son yillardaki veri depolama ve veri isleme teknolojilerinin ilerlemesi ve bollagmasi
sayesinde popiilerligi giderek artmaktadir.

Makine 6grenmesi algoritmalarinin kanserli dokulara ait mikro dizi gen verileri ile egitilerek kanserin
alt tliriiniin tespit edilmesi ¢aligmalarinda kargilagilan temel giicliik, doku 6rneklerinin ilgili-ilgisiz
binlerce hatta onbinlerce genden olusmasindan dolayi, ¢alisilan veri setinin ¢ok biiyiik boyutlu olmasi
problemidir. Bu sorunla bas etmek i¢in bu ¢alismada, yiiksek boyutlu uzaylarda yer alan veri setleri
metrik 6grenmesi ile cok daha kiigiik boyutlu uzaylara transfer edilmistir; tistelik bu uzaylarda ayn1 sinifa
(kanser alt tiiriine) ait veri ornekleri bir araya getirilmis, farkli siniflara ait veri 6rnekleri birbirinden
uzaklastirilabilmistir. Bu gorev i¢in U¢ farkli metrik 6grenmesi (LMNN, ITML ve NCA), alt1 farkli
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kanser tiirtine ait mikro dizi gen verisi tizerine uygulanmistir. Uygulama sonucunda kanser alt tiirlerinin
boyutu azaltilmis uzaylarda birbirinden ayrildigi t-SNE yardimiyla goriintiilenmistir. Ek olarak, bu
uzaylarda k-NN, en yakin merkez ve LVQ 06rnek temelli (instance-based) siniflama algoritmalari
caligtirlmig, orjinal (boyutu azaltilmamis) uzaya gore bu siniflayicilarin kesinlik (accuracy) anlaminda
performanslarinin yaklasik olarak %30'a arttig1 gézlemlenmistir.
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