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Doganin bir parcasi olan bitkiler ¢evremize giizellik katmanin yan1 sira alternatif tip gibi farkli sebep icin de
kullanilmaktadir. Bu gibi uzmanlik gerektiren durumlarda halk arasinda yayilan yanlis bilgilerle zehirli bitkilerin
sifali oldugu diisiiniilerek kullanilmasi 6liime kadar gidebilecek sorunlara yol agmaktadir. Bu ¢aligmada yapay
zeka teknikleri kullanilarak yaprak goriintiilerindeki yaprak tiirlerinin belirlendigi bir sistem aracilifiyla bu
sorunlara ¢6ziim saglanmasi amaglanmaktadir. Son zamanlarda yaygin olarak kullanilan yapay zeka
tekniklerinden biri olan evrisimli sinir ag1 kullanilmistir. Cok katmanli yapisi, birgok parametreye sahip olmasi ve
cok fazla 6n islem gerektirmeden 6znitelik 6grenebilmesi, birgok ¢alismada kullanilmasinin nedenlerinden biridir.
Bu ¢alismada, sabit bir arka plana sahip yaprak goriintiilerinden olusan 5 farkli veri seti ile evrisimli sinir aginin
egitimi ayr1 ayr1 yapilmis ve bu egitim sonucu parametrelerin egitime olan etkisi incelenmistir. Bu veri setlerinin
birlestirilmesiyle elde edilen 270 tiirden olusan birlestirilmis bir veri seti olusturulmustur. Evrisimli sinir ag ile
genel amaclh bir yaprak simiflandirma modeli elde edilmistir. Siniflandirma islemi ile elde edilen sonuglar
literatiirdeki ¢aligmalar ile karsilagtirilmigtir.

Anahtar Kelimeler- Segmentasyon, Derin Ogrenme, Goriintii Isleme, Yaprak Siniflandirma

ABSTRACT

Plants, which are a part of nature, are used for different reasons, such as alternative medicine as well as adding
beauty to our environment. In such cases requiring expertise, the misinformation spread among the public and the
use of poisonous plants considering that they are medicinal causes problems that can go up to death. In this study,
it is aimed to solve these problems through a system that determines the species of leaves in leaf images using
artificial intelligence techniques. Convolutional Neural Network (CNN), one of the most widely used artificial
intelligence techniques, has been used recently. Its multi-layer structure, having many parameters and being able
to learn features without requiring too much pre-processing is one of the reasons why it is used in many studies.
In this study, the training of the convolutional neural network was carried out separately with 5 different data sets
consisting of leaf images with a fixed background, and the effect of these training parameters on training was
investigated. A combined data set consisting of 270 species obtained by combining these data sets was created. A
general purpose leaf classification model is obtained with convolutional neural network. The results obtained by
the classification process were compared with the studies in the literature.
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|. GIRIS

Bitkilerin siis esyasi olmak disinda alternatif tip gibi farkl alanlarda da sik¢a kullanildigi goriilmektedir.
Bu gibi uzmanlik gerektiren durumlarda kulaktan dolma bilgilerle bitkilerin yanlis sekilde ya da zehirli olmasina
ragmen sifali oldugu disiiniilerek kullanilmasi 6liime kadar gidebilecek pek ¢ok soruna yol agmaktadir. Tiirkiye
ve Diinya’da pek ¢ok bitki alternatif tip ya da farkli nedenlerle kullanilmaktadir, bu durumu géz 6niine alarak
herhangi bir uzmanligi olmayan siradan insanlarin bitkiler hakkinda detayl bir bilgiye sahip olmasi beklenemez.
Gilinlik hayatimizin birgok alaninda teknolojinin sorunlar1 ¢6zdiigii veya iyilestirdigi dikkate alindiginda,
bitkilerin dogru kullanimi gibi uzmanlik gerektiren bu sorunu yaprak goriintillerine uygulanan yapay zeka
teknikleri ile olusturulan bir sistemin gelistirilmesi amaglanmaktadir.

Yapay zeka ve alt dallar1 insanlarin yapacagi islemleri daha hizli yapmak, karmasik hesaplamalarla girdi
olarak aldiklari verileri igleyen ve buna gore istenen sonucu iiretebilmektedir. Cagin 6nde gelen teknolojilerinden
biri olarak bir¢ok alanda dnemli mesafeler kat edilmesini saglamistir. Gelistirilen yapay zeka teknolojileri glinliik
hayatta pek cok durumda yarar saglamiglardir, bunun yani sira akademik olarak sagladiklar1 katkilara 6rnek
vermek gerekirse dogadaki hayvan, bitki, bocek ve daha kiigiik canlilar1 daha iyi anlayabilmek igin bir ¢ok bilim
insanin yararlandig1 6nemli bir aragtir.

Derin 6grenmenin alt dallarindan biri olan Evrigimli Sinir Ag1 (ESA), yiiksek basarimlar elde ederek
kullanim alanlarini her gecen giin genisleten goriintii odakli ¢aligsan bir yontemdir. Evrigimli sinir aginin yapisinda
bulunan birden ¢ok parametre (katmanlar, fonksiyonlar, filtreler gibi) mevcuttur. Yeni bir evrisimli sinir ag1 modeli
gelistirilirken havuzlama katman parametresi [1], filtre boyutu [2], goériintii boyutu [3], katman sayis1 gibi pek ¢ok
parametreyi dikkate alarak uygun parametrelerin incelenmesi gerekmektedir. Bu modeller 2 pargaya ayrilir,
Oznitelik 6grenimi yapilan bolim ve bu 6znitelik yardimiyla siniflandirma yapilan boliimden olusmaktadir. Girdi
olarak aldig1 goriintlilerden 6znitelikleri 6grenerek bu 6zniteliklere gore siiflandirma yapmasi diger siniflandirma
metotlarin da gerekli olan ek islemleri ortadan kaldirarak daha az islem yapilmasina ve bu iglemler yapilmayarak
elde edilen zamanin, yapilan egitimdeki iterasyon sayisinin arttirilmasina katki saglayabilmektedir.

Bu caligmada sabit arka plan goriintiisiine, farkli dlgeklerde yaprak goriintiilerine sahip olan 5 farklh
yaprak veri seti ve bu veri setlerinin birlestirilmis halinin ESA agi ile siniflandirilmasi yapilmistir. Bu veri setleri
literatiirde yapilan arastirmalar sonucu elde edilen bir¢ok veri seti arasindan segilmistir. Egitim ig¢in uygunluklarini
test etmek amaciyla bu ¢alismada kullanilacak model ile farkli denemeler yapilmistir. Yapilan bu denemeler
sonucu kullanilacak modeldeki konvoliisyon filtre boyutu, havuzlama katmani sayist ve tiiriiniin yan1 sira veri
setlerinde bulunan goriintiilerin boyutlarinin degisimine bakilarak kullanilacak yapi olusturulmustur. Buna ek
olarak yaprak goriintiilerinin renkli veya gri resim olmasi ile birlikte arka plan renginin etkisi de incelenmistir.
Belirlenen veri setlerine dondiirme, aynalama gibi ¢esitli goriintli isleme teknikleri kullanilarak veri ¢ogaltma
islemi uygulanmistir. Ayrica bu veri setlerinin birlestirilmesi sonucu elde edilen yeni veri setinde farkli arka plan
rengine sahip veri setleri arka plan ¢ikarma islemi uygulanarak beyaz arka plana sahip yaprak resimleri bulunacak
sekilde diizenlenmistir. Son olarak birlestirilmis veri setinde, farkli veri setlerinde bulunan ayni tiirdeki goriintiiler
birlestirilerek ayni tiirden birden fazla olmasi engellenmistir. Yapilan bu islemler sonucu elde edilen sonuglar
literatiirdeki evrisimli sinir ag1 kullanilan ¢aligmalarin goriintii sayisi, kullanilan tiir sayisi ve elde edilen
basarimlar ile kiyaslanarak degerlendirilmistir.

Akademik ¢aligmalar igin olusturulan yaprak veri setlerinin kullanildig1 ¢alismalara bakildiginda destek
vektor makinesi, [4-8] en yakin komsu algoritmasi, [9,10] karar agaci, [11] olasiliksal sinir agi, [12,13] ve
evrigimli sinir ag1 egitimi sirasinda ¢ikarilan 6zniteliklerin farkli siniflandirma yontemleri ile kullanilmasi [14-17]
gibi farkli yontemler géze ¢arpmaktadir. Bu ¢aligmanin da konusu olan evrigimli sinir ag1 kullanilarak yaprak veri
setlerinin siniflandirildig1 ¢aligmalara bakildiginda ESA modellerinin farkli kombinasyonlarda kullanilmasi ya da
farkli goriinti boyut ve tiirlerinin girdi olarak kullanildigr calismalar literatiirde bulunmaktadir. Renkli
goriintiilerden olusan 3 farkli yaprak veri seti, 11 konvoliisyon ve 6 maksimum havuzlamali bir yapiya sahip
modelle renkli goriintiiler kullanilarak siniflandirilmigtir [18]. Yaprak ve ¢igek goriintiilerinden olusan veri seti,
segmentasyon iglemi sonrasi farkli islemlerden gegerek evrisimli sinir ag1 siniflandirilir. Tahmin edilen tiirlere
dayali bir analiz ile siniflandirma yapilir [19]. Evrisimli sinir ag1 modelinde dogrusallik fonksiyonu olan ReLU
yerine ELU kullanilarak simiflandirma yapilmistir [20]. 2 farkli yaprak goériintiisii, 2 farkli ESA modeli ile
smiflandirilmigtir [21].
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1. MATERYAL v METOD
A. Veri Setleri

Literatiirde yapilan aragtirmalar sonucu farkli sayida tiir, goriintii sayis1 ve bu goriintiilerin renkli, gri veya
siyah beyaz goriintiiler bulunduran yaprak veri setlerinin degerlendirilmesi yapilmistir. Ayrica bu veri setleri
birlestirilerek yeni bir veri seti (Birlesmis VS) haline getirilmigtir. Daha sonra olusturulan evrisimli sinir ag1 modeli
ile siniflandirma ¢aligmalar1 yapilmustir.

1) Mendeley Veri Seti: Mendeley [22] veri seti hastalikli ve saglikli yapraklardan olugmaktadir. 12 tiir
ve 4404 goriintiiniin bulundugu bu veri setinde hastalikli yaprak goriintiilerinden kullanima uygun
olmayanlar ¢ikarilmustir.

2) Swedish Leaf Veri Seti: Swedish Leaf [23] veri setinde bulunan 15 tiirdeki 1125 yaprak goriintiisii
beyaz arka planlidir.

3) Flavia Veri Seti: 32 tiir ve 1907 goriintiiniin bulundugu Flavia [12] veri setindeki yaprak gériintiileri
beyaz arka planlidir.

4) UCL Veri Seti: 40 tiir ve 443 goriintiiniin bulundugu UCL [24] veri setinde yaprak gorintiilerinin arka
plan renkleri farklilik géstermektedir.

5) Leafsnap Veri Seti: 2 boliimden olusan Leafsnap [25] veri setinde bulunan lab adli boliimdeki
goriintiiler kullanilmistir. Bu veri seti 185 tiir ve 23147 goriintiiden olugmaktadir.

6) Birlesik Veri Seti: Tum veri setleri birlestirilirken ortak tiirler tek bir tiire indirgenmistir, bu sayede
283 olan toplam tiir sayis1 270’e diigiirilmiistiir.

Kullanilan veri setleri incelendiginde, her veri setindeki tiir bagina diisen goriintii sayisinin az olmasi ve
yapilacak egitimler sonucu elde edilecek basarimlarin arttirilmasi amaciyla goriintii isleme teknikleri kullanilarak
veri ¢ogaltma yapilmistir. Bu iglemler sonucu elde edilen goriintii sayilar1 Tablo 1°de goriilmektedir. Kullanilan
goriintii isleme teknikleri veri setlerinin orijinal goriintii sayisina gore farklilik gostermektedir. UCL gibi tiir sayis1
fazla, goriintli sayis1 ¢ok az olan veri setine 6ncelikle yansitma islemi uygulanmistir. Daha sonra ise diger veri
setlerine de uygulanan 30 dereceden 330 dereceye kadar 30 derecelik artiglarla 11 farkli agida dondiirme iglemine
tabi tutulmustur. Bu islemler sonucu veri setindeki orijinal goriintiilerde dahil olmak tizere 12 farkli aginin
bulundugu bir yap1 olusturulmustur. Leafsnap ve birlesik veri setinde ise farkl: goriintii sayisina sahip olan birgok
tir bulunmaktadir. Bu veri setlerinde diigiik goriintii sayisina sahip tiirlerdeki goriintiilere farkli sayida dondiirme
islemi uygulanmistir. Veri setlerinde bulunan goriintiilerin farkli rotasyonlarda olmasi sebebiyle asirt 6grenmeyi
onlemek i¢in veri ¢cogaltma islemi simirli ve ¢ok fazla goriintliye sahip tiirler igin farkli bir sekilde yapilmistir.
Ayrica yapilan ¢ogaltma islemleri sonrasi egitim ve test verisi ayrimi yapilmustir. Kullanilan 5 farkl veri setinden
arka plan rengi beyaz olmayanlara, arka plan ¢ikarma islemi uygulanarak tiim veri setleri birlestirilirken aynm arka
plana sahip goriintiiler elde edilmistir. Yapilan bu islem tiim veri setlerinin birlestirilmis haline 6zgii olmakla
birlikte, olusturulmug olan bu birlestirilmis veri setinin benzer 6zelliklere sahip olmasini da saglamustir. 5 farkli
veri setinin birlestirilmesi sonucu 283 tiir oldugu goriilmektedir, ayni tiirlerin bulundugu bu veri setlerinin
birlestirilmesinde ortak tiirlerin goriintiileri birlestirilmistir. 270 tiire sahip olan birlestirilmis veri seti,
birlestirilirken kullanilan veri setleri farkli sayida dondiirme iglemlerine tabi tutulmustur.

Tablo 1 Kullanilan veri setlerinin tiir sayisi, goriintii say1si ve veri cogaltma sonrasi elde edilen goriintii sayisi

Veri Seti Tiir Sayist Gg;;l:;:u Veri Cogaltma Sonras1 Goriintii Sayis1
Mendeley 12 4149 52 624
Swedish Leaf 15 1125 13500
Flavia 32 1907 22877
UCL, 40 443 10 632
Leafsnap 184 11234 57 966
Birlesmis VS(Tiim Veri Setleri Birlesik Hali) 270 18 858 65 100
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B. Evrisimli Sinir Ag1

ConvNets, derin 6grenme alaninda daha genel bir model sinifinin bir ¢esididir. Bu modeller, birgok
katmanli mimariye 6zel bir vurgu yapmaktadir [26]. Evrisimli sinir ag1 modelleri, farkli sayida katmandan ve bu
katmanlardaki farkli parametreler ile fonksiyonlardan olugmaktadir. Konvoliisyon, havuzlama, diizleme ve
siniflandirma katmanlarinda yapilan degisikliklerle farkli amaglara hizmet eden modeller olusturulmaktadir. Bu
katmanlardan biri olan konvoliisyon katmani, gériintiileri iglerken kullandig: filtreleri resim tizerine uygulayarak
yiiksek seviyeli 6zniteliklerin ¢ikarilmasini saglar. Bu islem yapilirken kullanilan filtre boyutlarinin artip azalmasi
Ogrenilen 6znitelik miktarini etkilemektedir. Havuzlama katmani, maksimum, ortalama ve minimum havuzlama
olarak 3 farkli tiirde bulunmaktadir. Filtreler resim tizerinde dolasirken kullanilan havuzlama katmanma gore
maksimum veya ortalama degeri alarak islemi sonuglandirir.

Modele gore degisiklik gdsteren farkli sayidaki konvoliisyon ve havuzlama katmanlarindan sonra gelen
diizleme katmani, bu katmanlarla siniflandirma katmani arasinda koprii goérevi goriir. Diizleme katmani onceki
katmanlar tarafindan olusturulan ¢ok boyutlu matrisi, tek boyutlu matris haline doniistiirerek iletir. Siniflandirma
katmaninda bulunan néronlar aracihigiyla etiket ile eslenmis degerleri inceler ve dogrulugu fazla olan etiketler
belirlenerek smiflandirma yapilir.

C. Model

Bu caligmada kullanilan veri setlerinden bir kagi ile yapilan bu g¢alismalar sonucunda farkli veri
setlerinin, farkli goriinti sayis1 ve farkli boyuttaki yaprak goriintillerine gore elde ettigi sonuglar
degerlendirilmisgtir. Buna goére olusturulan modelde, 6 konvoliisyon ve 3 ortalama havuzlama katmam
bulunmaktadir, konvoliisyon filtre boyutu ise 3 olarak belirlenmistir. Ayrica bu model i¢in yapilan goriintii
boyutu ve yaprak goriintiilerinin arka plan renklerine dayali analize gore goriintii sayisi fazla olan veri setleri de
dikkate alinarak 90x75 boyutlu gri resimlerin kullanilmasi tercih edilmistir.

ESA modeli kullanilirken belirli degerler ve fonksiyonlar standart sekilde birakilirken bazilari ise
yapilan denemeler sonucunda 6zel olarak degistirilmistir. Rastsallasma degeri 4 olarak belirlenirken aktivasyon
fonksiyonu ReLu olarak belirlenmistir. Son katmanda ise Softmax aktivasyon fonksiyonu kullaniimistir.
Optimizasyon fonksiyonu olarak Adam kullanilan modelimizde 6grenme orani 0.001 olarak belirlenmistir. Son
olarak par¢a boyutu ise 250 olarak belirlenmistir.

111. SONUCLAR
A. Sonug

Yaprak siniflandirilmasinda yeni bir ESA modeli gelistirmek ve bu model i¢in uygun parametrelerin
belirlenmesi gergeklestirilmistir. Bu amagla 5 farkli veri seti ve bu veri setlerinin birlestirilmesi sonucu elde edilen
yeni veri setinin goriintii isleme teknikleri ile 6n iglemler yapilmistir. Daha sonra ise olusturulan evrisimli sinir ag1
modeli ile bu veri setleri siniflandirilmigtir. Bu ¢aligmada ESA egitimi i¢in kullanilan agik kaynak kodlu tensorflow
kiitiiphanesi kullanilmistir. Python programlama dilinde yazilan kodlar AMD Ryzen 5 3600x islemci, Nvidia GTX
1080 ekran kart1 ve 32 gigabayt sistem bellegine sahip bir bilgisayarda calistirilmistir.

Sekil 1’de yapilan galismanin kisa bir 6zeti gosterilmektedir. Farkli arka plana sahip veri setlerine
uygulanan arka plan ¢ikarma iglemi sonrasi birlestirilen veri setleri dondiirme iglemine tabi tutulmustur. Bu islem
oncesinde uygun olmayan goriintiiler ¢ikarilir ve yapilan tarama sonucunda az goriintii sayisina sahip olan tiirlere
yansitma islemi uygulanir. Farkli veri setleri ve farkli degiskenlerin test edilmesi ile yapilan ¢aligmalar sonucunda
model olusturul ve bu model kullanilarak smiflandirma islemi yapulir.
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Sekil 1. Yapilan ¢aligmanin akis diyagrami

Model gelistirilmesinde veri setleri %80 egitim %20 test verisi olarak kullanilmis ve siniflandirma sonucu
elde edilen sonuglar, veri setlerindeki goriintii sayisi, tiir sayisi, iterasyon sayisi ve basarim oranlar birlikte
degerlendirilmistir. Ayrica literatiirde ESA siiflandirma yontemi kullanilan ¢aligmalar ile kiyaslama yapilmustir.
Yeni bir evrigimsel sinir ag1 modeli gelistirirken siniflandirma ve birlesik veri seti olusturulmasi igin se¢ilen 5 veri
seti ile yapilan simiilasyon sonuglart degerlendirilmistir. Dikkate deger parametreleri kullanarak yeni modelin
tasarimi belirlenmistir. Sekil 2 ve Sekil 3’te gosterilen grafiklere bakildiginda, kullanilan veri setlerinin goriintii
sayilarina, ortalama goriintii sayilar1 ve siniflandirma igin belirlenen iterasyon sayilari arasindaki kayda deger bir
iliski s6z konusudur. Genel olarak drnek sayisi arttikga iterasyon sayisi artmaktadir. Fakat her tiir i¢in ortalama
goriintii say1s1 arttikga iterasyon sayisinin azaldig1 goriilmektedir. Ornegin Mendeley veri seti gibi her bir tiiriinde
cok sayida yaprak goriintiisii olmasi egitimi kisa siirede yani diisiik iterasyonla tamamlayabildigini gostermektedir.
Diger taraftan yakin sayida olan UCL ve Flavia veri setlerine (sirasiyla 40 tiir ve 32 tiir) bakildiginda UCL veri
setinde ortalama 6rnek sayisi 266/Tiir iken Flavia veri setinde ortalama 6rnek sayist 715/Tiir goriilmektedir.
Burada iterasyon sayilarina bakildiginda UCL veri seti daha uzun siirede egitilmistir.

7000

6000 —
z 5000 —
=
=
#4000 —
g 40
=
E 3000 —
2
= 2000 —

0
10632 13500 22877 52624 57966 65100
Gaoriintii Sayisi
UCL = Swedish Leaf Flavia ®Mendeley ®Leafsnap ™ Birlesmis VS

Sekil 2. Evrigimli sinir ag1 ile yaprak siniflandirmada iterasyon sayisi, goriintii say1si ve tiir sayisi arasindaki iliski
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Sekil 3. Evrisimli sinir a8 ile yaprak siniflandirmada iterasyon sayisi, ortalama goriintii sayisi ve tiir sayist arasindaki iligki

Evrisimli sinir ag ile yapilan yaprak siniflandirma isleminde veri setlerinin tiir sayisi, goriintii sayist,
iterasyon sayisi1 ve bagarim oranlar1 Tablo 2’de gériilmektedir. Buna gore yiiksek goriintii sayis1 ve diisiik tiir say1st
i¢in az iterasyonla yiiksek egitim basarimi saglanmaktadir. Yiiksek tiir ve goriintii sayisina sahip veri setleri igin
iterasyon sayilari da artmaktadir.

Literatiire baktigimizda evrigimli sinir ag1 ile yaprak veri setlerinin siniflandirilmasi az olmakla birlikte
bu ¢alismada kullanilan UCL, Mendeley ve birlesik veri setleri i¢cin herhangi bir ¢alisma bulunmamaktadir.
Yapilan egitimlerin uzun siirmesi ve yiiksek donanima ihtiya¢ duyulmasi arastirmacilarin isini zorlagtirmaktadir.

Literatiirde, yeni model egitmek yerine hazir egitilmis modellerin kullanildig1 yaprak tanima modelleri
mevcuttur.

Tablo 2. Veri setlerinin tiir sayisi, goriintii say1s1 ve bagarim orani

R . Gériintii iterasyon Egitim Test Egitim/
Veri Seti Tiir Sayst Sayis1 Sayl)sll Basar%m Orani Basarim Oram Tes% Orani
Mendeley 12 52 624 2000 96,22 91,30 %80 - %20
Swedish Leaf 15 13500 3500 97,89 90,00 %80 - %20
Flavia 32 22 877 2500 96,57 90,99 %80 - %20
UCL 40 10 632 6 500 97,48 86,02 %80 - %20
Leafsnap 184 57 966 4250 94,05 87,32 %80 - %20
Birlesmis VS 270 65 100 5000 88,01 79,00 %80 - %20

Leafsnap veri setinin kullanildigi derin 6grenme tabanli siniflandirma yontemlerinin karsilastiriimasi
Tablo 3’de goriilmektedir. Ayni1 veri setini kullanan diger ¢alismaya (Barre, 2017) bakildiginda yaprak goriintiileri
farkl1 veri ¢ogaltma yontemleriyle kullanilarak 272300’¢ ¢ikarilmis ve 200000 iterasyona kadar egitim yapilmustir.
Diisiik goriintii boyutu kullanilmasina ragmen daha iyi bir basarim elde edilmistir.

Tablo 3. Leafsnap veri setinin siniflandirilmasinda metot, tiir, goriintii sayis1 ve bagarim orani kiyaslamasi

Calhismay1 Yapan Metot Tiir Sayisi Goriintii Sayisi Basarim Orani Egitim/Test Oram
Barre, 2017 ESA 184 272 300 86,30 %99 - %1
Shah, 2017 ESA 150 7710 95,61 %70 - %30

Bu calisma da ESA 184 57 966 87,32 %680 - %20

Swedish Leaf veri setinin kullanildig1 derin 6grenme tabanli siniflandirma yontemlerinin karsilastiriimast
Tablo 4’de verilmistir. Tabloda goriildiigii iizere ayni veri seti kullanilarak farkli goriintii sayisi ile yapilan
calismaya baktigimizda, yapilan siniflandirmanin daha iyi basarim sagladigi goriilmektedir. Fakat goriinti
¢ogaltma algoritmalarinin kullanilma sebeplerinden biri genelleme performansini arttirmaktir.
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Yaptigimiz ¢alismada egitilen modelin rotasyon bagimsiz hale getirilmesi ve ESA egitimlerinin daha iyi
yapilmasidir. Ayrica diisiik goriintii sayisina sahip ¢alismanin yiiksek goriintii boyutlu resim kullanilarak egitim
gergeklestirmis olmasi da yiiksek basarima ulagsmasindaki etkenlerden biridir.

Tablo 4. Swedish Leaf veri setinin siniflandirilmasinda metot, tiir, gériintii sayist ve basarim orani kiyaslamasi

Calismay1 Yapan Metot Tiir Sayisi Goriintii Sayisi Basarim Oram Egitim/Test Oram
Atabay, 2016 ESA 15 2250 99,11 %70 - %20
Bu ¢alisma da ESA 15 13500 90,00 %380 - %20

Literatiirde farkli siniflandirma yontemleri ile sik¢a kullanilan Flavia veri seti, evrigimli sinir agi
modelleri ve bazi parametreleri smiflandirma yapildigi Tablo 5°de goriilmektedir. Yapilan ¢aligmalara
baktigimizda goriinti sayisimin etkisi 6nemli oldugundan farkli oranlarda goriintii cogaltma yapildig:
goriilmektedir. Shah (2017) yaptig1 ¢alismada veri ¢ogaltma islemi yapilmamistir. Buna karsin Atabay (2016),
Barre (2017) ve onerdigimiz ¢aligmada farkli veri arttirma oranlari kullanildigi goériilmektedir. Bunun yan1 sira
yiiksek goriintii boyutu ile iglem yapilan bu c¢alismalardan en iyi basarima sahip olan ¢alismada hem yaprak
goriintiileri hem de yaprak doku parcalariyla egitilen 2 farkli model birlestirilerek egitim yapilmis bir evrigimli
sinir ag1 yaklasimi kullanilmistir.

Tablo 5. Flavia veri setinin siniflandirilmasinda metot, tiir, goriintii say1s1 ve bagarim orani kiyaslamasi

Caliymay1 Yapan Metot Tiir Sayisi Goriintii Sayisi Basarim Oram Egitim/Test Oram
Atabay, 2016 ESA 32 3814 97,24 %70 - %20
Barre, 2017 ESA 32 44 623 97,90 %99 - %1
Shah, 2017 ESA 32 1907 99,28 %70 - %30

Bu ¢calismada ESA 32 22 877 90,99 %80 - %20

Son olarak Tablo 2’de verilmis sonuglara bakildiginda birlesmis veri setinde arttirtlmis goriintii sayisi ile
toplam 65100 6rnek kullanilirken 5000 iterasyonda %88 egitim basarimi ve %79 test basarimi elde edilmistir. Bu
acidan literatiire baktigimizda 270 farkli tiire sahip birlesmis veri seti i¢in yapilmis bir caligma mevcut degildir.
Bu sebeple karsilastirma yapilamamaktadir.

B. Tartisma

Bu ¢alismada, bitkilerin genel tiir ¢esitliligi gdz oniine alindiginda, gorsel bitki tiirii tanimlamasinin tam
bir otomatiklesme olmamasi sebebiyle yaprak tiirlerini siiflandirmak igin yapilan modellerin karsilastiriimasi
yapilmustir. Derin Ogrenme yaklasimlari, yeni gorsel egitim verileri ile kendi kendine 6grenen bir alternatif sunan
bir modeldir. Bu sebeple farkl: veri setleriyle performans incelenerek farkli 6zelliklere sahip yaprak veri setlerinin
olusturulan modele gore davranislart gosterilmistir. Yapilan ¢aligmalara baktigimizda egitimde goriintii sayisinin
etkisi onemli oldugundan farkli oranlarda goriintii ¢ogaltma yapildiginda, bu islemin basarimi arttig
goriilmektedir.

Tiim veri setleri birlestirilerek elde edilen 270 farkli tiire sahip yeni birlesmis veri setinde arttirilmig
gorlintii sayisi ile toplam 65100 6rnek kullanilmigtir. Derin 6grenme modeli egitiminde 5000 iterasyonda %88
egitim basarimi ve %79 test bagarimi elde edilmistir. Bu agidan literatiire baktigimizda 270 farkl tiire sahip genis
bir veri seti i¢in yapilmis bir ¢alisma mevcut degildir.
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