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Oz

Borsa Istanbul 100 (BIST-100) endeksi, diger biiyiik diinya endeksleri ile birlikte finans piyasalarmin kiiresellesme
degisiminin bir parcast olmustur. Endeksler arasindaki iliskinin analizi yatirimcilara biiyiik avantajlar
saglayacaktir. Bu durumdan yola ¢ikarak g¢esitli makine 6grenmesi algoritmalari ile biiyiik diinya endeksleri ve
bazi makroekonomik gostergeler kullanilarak BIST-100 endeksinin degisim ydniiniin  (artig-azalis)
simiflandirilmast  amaglanmigtir. Bu amag¢ dogrultusunda BIST-100 endeksinin  degisim y6niiniin
siniflandirmasinda etkin rol oynayan degiskenler belirlenmis ve belirlenen bu degiskenler yardimiyla siniflandirma
basarilarinda degisim olup olmadigl incelenmistir. Tiim degiskenler ile yapilan smiflandirmada lojistik
regresyonun %70,6; Oznitelik segimi ile yapilan smiflandirmada da Destek Vektér Makinesi PUK c¢ekirdegi
algoritmasmimn %71,9 daha dogru smiflandirma bagaris1 gosterdigi belirlenmistir. Boylelikle daha az sayida
degisken ile daha yiiksek siniflandirma basarisi elde edilmistir.

Anahtar kelimeler: BIST-100 endeksi, Makine &grenmesi, Oznitelik secimi, Smiflandirma algoritmalar.

Classification of BIST-100 Index Change Direction with Machine Learning
Algorithms Using Major World Indexes

Abstract

Borsa Istanbul 100 (BIST-100) index has become a part of the globalization of the financial markets along with
other major world indexes. The analysis of this relationship will bring great advantages to investors. For this
purpose, it is aimed to classify the change (increase-decrease) of the BIST-100 index with machine learning
algorithms using major world indexes and some macroeconomic indicators. In first step, effective variables in the
classification of the BIST-100 index were determined. In the next step, with the help of these variables, it was
examined whether there was a change in classification success. The classification with all variables, logistic
regression’s classification success was 70.6%. Support Vector Machine PUK core algorithm showed 71.9% correct
classification success with selected features. Thus, higher classification success was achieved with less number of
variables.

Keywords: BIST-100 index, Machine learning, Feature selection, Classification algorithms.

1. Giris

Hisse senedi piyasalar1 bir iilkenin ekonomik gelismesi ve biiyiimesinin en 6nemli gostergelerindendir
[1]. Hisse senedi piyasasindaki gelismeler iilke reel piyasasinin uzun dénemli biiylimesin de dnemi rol
oynamaktadir [2, 3]. Uzun yillardir yapilan arastirmalar hisse senetleri piyasasi ile makroekonomik
degiskenler arasindaki iliskiyi ortaya ¢ikarmustir. Bu durum hisse senetlerinin, dolayisiyla da borsa
endekslerinin mikro ve makroekonomik degiskenlerle giiclii iliskisini vurgulamaktadir [1, 4, 5].
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Genel ekonomik kosullar, politik olaylar, yatirime1 psikolojisi ve biiyiik yatirimeilarin farkli
tilke borsalarmna ilgisi borsa endekslerini etkilemektedir [6, 7]. D6viz kurlarinn, altin fiyatlarmm ve
yabanci borsa endekslerinin de iilkenin borsa endeksleri iizerinde etkisi vardir [8, 9]. Teknik
indikatorlerin yaninda politika faizi, doviz kurlari, enflasyon ve hiikiimet politikalar1 borsa endeksini
etkileyen degiskenlerdir [4, 10]. Yani tim bu belirsizlikler endeks yonii ya da hisse fiyati tahminlerini
zorlastirmaktadir [4].

Alis ve satig emirlerinin saliselerle l¢iildiigii giiniimiizde hisse senedi piyasalari olduk¢a oynak
hale gelmistir. Bircok parametreden etkilenen hisse senedi yatirimlari bu nedenle yiiksek risk
icermektedir [7, 11]. Yiiksek risk genel olarak yiiksek getiri potansiyelini de beraberinde getirmektedir.
Yiiksek getiri potansiyeli nedeniyle yabanci yatirimeilar BIST” e yogun ilgi gostermektedir [12].

Makine Ogrenmesine dayanan yoOntemler ile modelleme yaparak yatirimcilar olaganiistii
durumlara kars1 kendini korumaya almakta hatta kazang saglayabilmektedir [6, 13-15]. Endeks yoniiniin
bilinmesi ile alict ve saticilar alim satim stratejileri belirleyebilmektedir [16]. Yatirimeilarin
birikimlerini korumak ve yatirimlarin1 daha karl hale getirmek i¢in piyasanin yoniinii basarili sekilde
tahmin edebilmesi gerekmektedir.

Makine 6grenmesi yontemlerinin klasik yontemlere gore daha esnek yapida olmasi ve daha az
varsayima ihtiya¢ duymasi finansal arastirmalarda yogun olarak kullanilmasini saglamaktadir [17, 18].
Makine 6grenmesi yontemlerinin bir diger iistiin 6zelligi ise dogrusal olmayan iligkileri modelleme
basarisidir [19]. Yontemlerin kullanim kolayligi ile tahmin ve genelleme yapabilme yetenekleriyle
sagladig iistiinliikler de yayginlasmasini kolaylastirmistir [20].

Finansal veri madenciligi, yapay zekd algoritmalarimin finans piyasalarinda kullanimini
saglamaktadir. Finansal veri madenciligine yapilan yatirimlar, diinya borsalarinin, petrol ve emtialarin
ve yabanci para cinsinden yatirim araglarmin birbirine daha baglh hale gelmesini saglamistir. Endeksler
ve diger yatirim araglari arasindaki iligkinin tespiti ileriye doniilk tahmin yapabilmeyi de
kolaylastiracaktir. Literatirde BIST-100 endeksinin siniflandirilmasinda ve tahmininde birgok
algoritma kullamlmustir. Bu ¢alismalarda ¢ogunlukla yapay sinir aglar1 (YSA), destek vektér makinesi
(DVM), lojistik regresyon (LR), k-en yakin komsu algoritmasi (k-NN), C4.5 karar agaci algoritmasi
(KA-C4.5), lineer diskriminant algoritmalar1 (LDA) ve Naif Bayes algoritmasi (NB) kullanilmigtir.
Ornegin Diler (2003), BIST-100 endeksinin bir sonraki giinkii yoniinii YSA kullanarak %60,81
dogruluk orani ile tahmin etmistir [21]. Avci (2007) da ¢alismasinda BIST-100 endeksinin seanslik ve
giinliik getirilerini YSA ile tahmin etmistir. Calisma sonucunda seanslik tahminin daha basarili sonug
rettigini belirtmistir [22]. Benzer sekilde Kutlu ve Badur (2009), doviz ve diger borsalarmn verilerini
kullanilarak endeks degerinin ileri beslemeli yapay sinir aglar1 ile modellenebilecegini gostermislerdir
[11]. Sakarya vd. (2015), BIST-100 Endeksi'nin 2008 kiiresel krizi doneminde giinlik ve haftalik
getirilerinin YSA kullanilarak 6ngoriilebilirligi gostermislerdir. Girdi degiskeni olarak yedi farkl
ekonomik parametre ile YSA’nin bu alanda oldukc¢a basarili bir sekilde kullanilabilecegini ve
bilinmeyen 6rnekler igin bile %5'in altinda bir dogruluk marj hatasi ile sonraki giin ve gelecek hafta i¢in
degeri dogru bir sekilde 6ngordiigiinii gostermislerdir [23].

BIST-100 endeksinin giinliik hareket yonii tahmini i¢in on teknik gostergeyi kullanan Kara vd.
(2011), YSA ile %75,74 ve DVM ile %71,52 siniflandirma basarisi elde etmistir [16]. Yakut vd. (2014)
ise BIST-100 endeksi hareket yoniinii YSA ve DVM ile modellemistir. Bagimsiz degisken olarak
gecelik faiz orani, dolar kuru, NIKKEI, BOVESPA, FTSE, CAC ve DAX kullanilmis ve yontemlerin
tahmin basarisinda anlamli bir farklilik bulunmamustir [24]. Ozdemir vd. (2011) ise BIST-100 endeksi
getiri yoniinii LR ve DVM yontemleri ile %86 dogrulukla siiflandirmugtir [18]. Tayyar ve Tekin (2013)
de BIST-100 endeksi hareket yoniini DVM ve LR smiflandirmiglardir. DVM’nin %70 smiflama
basarisi ile daha iyi performans gosterdigini ortaya koymuslardir [25]. Pabugcu (2019), BIST-100
endeksinin gelecege doniik hareketlerini tahmin edebilmek igin 2009-2018 tarihsel verisini kullanarak
YSA, DVM ve NB siniflandirma algoritmalarini kullanmis ve algoritmanin basarilarmi karsilagtirmistir.
Caligma sonucunda ii¢ yonteminde basarili ve birbirine yakin sonuglar iirettigini vurgulamistir [26].

Diger ¢ahigmalardan farkli olarak Filiz ve Oz (2017) BIST-100 endeksindeki degisimi makine
ogrenme yontemlerinden k-NN, NB, LR ve KA-C4.5 ile siflandirmiglardir. Girdi degiskeni olarak
BIST-100 endeks degerlerinin degisimini etkileyen faktorler alindiginda en basarili yontemi KA-C4.5
algoritmasi (%66,2) olarak bulmuglardir [27]. K-NN algoritmasinin kullanildig: bir bagka ¢aligmada ise
Kemalbay ve Alkis (2020) BIST-100 endeksinin hareket yoniinii tahmin etmistir. Yontem olarak ¢oklu
LR ve k-NN algoritmasini kullanmiglardir. Veri seti 2010-2016 tarihleri arasinda 1700 islem giinii olup
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%095 egitim ve %S5 test verisi olmak tizere model kurmusglardir. LR modelinin %81 dogruluk oram ile
iyi tahmin performansi gosterdigini ortaya koymuslardir [14]. Calismalarm biiyiik bir ¢cogunlugunda
YSA daha basarili sonuglar ortaya koymustur [28]. Siniflandirma algoritmas1 olarak LR’ de oldukca
basarili sonuglar tiretmektedir [14]. Bazi ¢aligmalarda ise DVM yo6ntemi LR yonteminden daha basaril
smiflandirma yapmustir [25]. Parametrelerin belirlenmesi ve modelin kullanim zorlugu bakimindan
YSA olduk¢a dezavantajli konumdadir. Kullanim kolayligi bakimindan NB diger makine dgrenmesi
yontemlerine gore daha kolaydir. Buna karsin DVM model hatalarinin en kiigiik hale getirilmesinde
diger yontemlere gore istiindiir [26]. Ancak DVM i¢in kullanilan ¢ekirdek fonksiyonu modelleme
basarisini etkilemektedir [25]. Ozetle makine 6grenmesi ydntemlerinin birbiri {izerinde farkli
stlinliikleri vardir. Bu dstiinliikler modelleme basarilarini etkilemektedir. Bunun i¢in modellerin
birgogunun birlikte kullanimi modelleme basarisini arttiracaktir [29].

Bu ¢alismada, literatiirde verilen ¢aligmalardan farkli olarak biiylik diinya endeksleri, altin (ons),
dolar ve Euro kuru verilerinden yararlanarak makine 6grenmesi algoritmalari ile BIST-100 endeksinin
degisim yoniiniin siniflandirilmast ve siniflandirmada etkili 6zniteliklerin belirlenmesi amaglanmigtir.
Calismada kullanilacak olan siniflandirma algoritmalari: NB, LR, YSA, DVM-PUK ve rastgele orman
karar agaci (KA-RF) algoritmalaridir. Ayrica simiflandirmada etkili Ozniteliklerin segimi iginde
CfsSubset 6znitelik se¢im algoritmasi kullanilmustir.

2. Materyal ve Metot
2.1. Veri Seti

Istanbul Borsasi, 2013 yilinda yapilan bir degisiklikle Istanbul Menkul Kiymetler Borsasi, Vadeli
Islemler Borsasi, Opsiyon Borsas1 ve Altin Borsasi tek ¢at1 altinda toplanarak Borsa Istanbul (BIST)
adimi almustir. BIST-100 endeksi, Borsa Istanbul Pay Piyasasi i¢in temel endeks olarak kullanilmaktadar.
Borsa Istanbul pazarlarinda islem goren, piyasa degeri ve islem hacmi en yiiksek 100 payin ortak
performansinin 6l¢iilmesi amaciyla olusturulmustur.

BIST-100 endeksinin degisim yo6niiniin siniflandirilmasinda biiyiik diinya endeksleri ile kiiresel
olarak piyasalarda kullanilan altin (ons), dolar ve Euro’nun TL cinsinden kur bilgilerinden
yararlanilmistir. Analizler, 01.01.2006 —01.12.2020 tarihleri arasinda islem goérmiis veriler kullanilarak
yapilmigtir. Ele alinan veriler zaman serisi olarak incelendiginde duraganlastirma zorlugu ortaya
cikmaktadir. Verinin duragan olmayan bir yapidan kesikli bir yapiya doniistiiriilmesi modelleme ve
tahmin yapilmasini kolaylastirmaktadir [4]. Bu nedenle degiskenlerin bir dnceki giine gore artis ya da
azalislar1 1 ve 0 olarak kodlanmistir. Calismada kullanilan bagimli degisken ve bagimsiz degiskenler
Tablo 1’de verilmistir.

Tablo 1. Calismada kullanilan degiskenler*

Bagimh degisken Bagimsiz degiskenler

BIST-100 (Tiirkiye) S&P-500 (Amerika) Moex (Rusya)
Nasdaq (Amerika) Ta-35 (Israil)
Russell-2000 (Amerika) Tadawul (Saudi Arabia)
S&P/Tsx (Kanada) Nikkei-225 (Japonya)
Bovespa (Brezilya) S&P/Asx-200 (Avustralya)
Ipc (Meksika) Shangai (Cin)
Dax (Almanya) Hang-Seng (Hong-Kong)
Cac-40 (Fransa) Kospi (Giiney Kore)
Aex (Hollanda) Idx-Composite (Endonezya)
Ibex-35 (Ispanya) Nifty-50 (Hindistan)
Ftse-Mib (Italya) Cse (Sri Lanka)
Smi (Isvigre) Dolar kuru
Bel-20 (Belgika) Euro kuru
Omxs-30 (Isveg) Altin (ons)

*Veriler https://tr.investing.com/ sitesinden alinmustir [30].
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2.2. Simflandirma Algoritmalar:

Nuaif Bayes algoritmasi (NB), makine 6grenmesinin danigmanli 6grenme alt sinifinda yer almaktadir. Bir
tiir Bayes ag1 olan bu algoritmanin en basarili sekilde ¢aligmasi igin iki varsayimin gerceklesmesi
gerekmektedir. 1k olarak, simflarm belirli sartlar altinda birbirlerinden bagimsiz olmasidir. Ikincisi ise
calismanin sonuglarmi etkileyebilecek olan degiskenlerin belirli olmasidir [31].

Loyjistik regresyon algoritmast (LR), temel amaci bagimli ve bagimsiz degiskenler arasindaki
iliski veya iligkileri ortaya c¢ikarmak olan klasik istatistiksel bir yontemdir. Bu yontemde dogrusal
regresyonda gegerli olan varsayimlar aranmadigindan dogrusal regresyona gore daha esnek ve daha
fazla tercih edilmektedir. Ayrica bagimli degiskenin kategorik olmasi lojistik regresyon analizini
dogrusal regresyondan ayirir [32].

Yapay Sinir Aglart (YSA), insan beyninin islem siireglerini taklit ederek ¢alisan ve gegmisteki
deneyimlerin sonuglarma gore hareket eden en 6nemli makine 6grenmesi algoritmalarindandir. Bu
nedenle, karmasik dogrusal olmayan durumlarla c¢alisirken bile, YSA modelleri standart istatistik
yontemlerinde oldugu gibi varsayimlara ihtiya¢ duymaz [33].

Destek Vektor Makinesi Puk Cekirdegi (DVM-PUK), verileri iki kategoriye ayirmak igin n-
boyutlu bir hiper diizlem olusturan giighi bir yontemdir [34]. DVM kendi iginde c¢ekirdek
fonksiyonlarina sahiptir. Cekirdek fonksiyonu, etkin bir benzerlik 6l¢iisiidiir ve lineer bir modeli
dogrusal olmayan bir modele doniistiirebilir. Calismada destek vektér makinesi PUK c¢ekirdegi
kullanilmustir.

Rastgele Orman Karar Agact algoritmast (KA-RF), Karar agacglarim gelistirmek igin egitim
verilerinin degisimlerinden yararlanarak islem yapan bir yontemdir. Egitim verilerinin degisimlerini
belirlemek i¢in orijinal egitim verilerinin pargalar: rassal olarak degistirilir. Her aga¢ budama islemi
yapilamadan once olabildigince ilerletilmeye odaklanir. Daha sonra her agacin kendi siniflandirmasini
yapmasina izin verilir ve boylece karar siireci uygulama islemi yapilir [35].

k-katli ¢apraz dogrulama, makine O6grenmesi algoritmalarinin ¢alisma prensibinde 6nemli
noktalardan birisi de egitim ve test veri setinin ayrimidir. k-katli ¢apraz dogrulama da veri seti k esit
parcaya boliiniir. Burada k-1 tanesi egitim veri seti geri kalan kismu ise test veri seti olarak belirlenir.
Bu islem k kez tekrarlanir. Her bir parga test veri seti olarak alinir. Sonug olarak bu k kez tekrar edilen
islemler sonrasi elde edilen basar1 degerlerinin ortalamasi alinarak siniflandirma algoritmasinin basarisi
elde edilir. Bu ¢alismada da 10 katli ¢apraz dogrulama islemi yapilmistir [36].

2.3. Oznitelik Secimi

Oznitelik secimi, makine &grenmesi algoritmalar1 biinyesinde kullanilan degisken indirgeme
durumudur. Oznitelik secimi ile veri setindeki iliskisiz ya da sonuca az etkisi olan degiskenler
cahiymadan cikarilmaktadir. Onemli nokta siniflandirma yaparken daha az degiskenle daha yiiksek ya
da fazla diisiis olmadan benzer sonuglar elde etmektir. Calismada CfsSubset oOznitelik se¢im
algoritmasindan yararlanilmistir.

CfsSubset oznitelik se¢imi algoritmasi, en iyi Oznitelikleri belirlemek i¢in veri setindeki
degiskenleri korelasyon yardimi ile degerlendirilmektedir. Bu algoritma aralarinda diisiik korelasyonlu,
siif etiketleri arasinda ise yiiksek korelasyonlu 6znitelikleri se¢gmektedir. CfsSubset algoritmasi veri
setine en uygun sayida 6znitelik belirlemektedir. Segilen 6zniteliklerin 6nem siralamasi i¢in Ki-Kare
testinden yararlanilabilir. Ki-Kare testi, gozlenen ve beklenen frekanslar arasindaki farkin anlamli olup
olmadigini test etmektedir. Hesaplanan y? degerine gore biiyiikten kiigiige dogru siralanmasinin
ardindan 6znitelikler 6nem sirasina gore de siralanmig olacaktir [37, 38].

2.4. Simflandirma Kriterleri

Caligmada BIST-100 endeksinin degisim yoniiniin siniflandirma basarisini elde edebilmek i¢in farkli
makine Ogrenmesi algoritmalart kullanilacaktir. Bu smiflandirma algoritmalarmin basarilariin
belirlenebilmesi i¢in siniflandirma olgiitlerine ihtiyag duyulmaktadir. Bu caligmada Dogruluk, Kappa
istatistigi, Ortalama Hatalarm Karekokii, ROC Egrisi, Matthew Korelasyon Katsayis1 smiflandirma
oOlgiitlerinden yararlanilmstir.
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Dogruluk (Acc), modeldeki dogru smiflandirilmis olan tiim 6rneklerin, toplam 6rnek sayisina
oram ile tespit edilmektedir [39].

Kappa istatistigi (x), kategorik degiskenler i¢in yapilan analizlerin anlasilmasinda kullanilan ve
ki-kare tablosuna dayanan uygun bir istatistiki veridir [40]. « istatistigi 1'e yaklastik¢a, siniflandirma
algoritmasinin bagarisinin arttig1 soylenebilir.

Ortalama Hatalarim Karekékii (Rmse), bir modelin tahmin edilen ve gozlenen degerleri
arasindaki farklar1 gostermeye yardimci olmaktadir. K&k ortalama kare hatasi, tahmin edilen ve
gozlemlenen degerler arasindaki kare farklarmin ortalama karekdkiine esittir. Bu degerin az olmasi
istenilen bir durumdur.

ROC Egrisi (ROC), smiflandirma algoritmalarinin performansim 6lgmek igin kullanilan ROC
egrisinin altindaki alan siniflandiricinin basarisi ile ilgili bilgi vermektedir [41]. ROC egrisinin altinda
kalan alanm degeri ne kadar yiiksek olursa, algoritmanin yaptig1 simiflandirmanin da o kadar basarili
oldugu sdylenebilir. Ayrica algoritmanin basarisini gorsel olarak gostermektedir.

Matthew Korelasyon Katsayisi (Mcc), -1 ile 1 arasinda degerler alan Mcc karsilastirma
matrisindeki bilesenler kullamilarak elde edilmektedir. Pozitif deger elde eden Mcc’lerin dogru
tahminler iirettigi sonucuna varilabilmektedir [42].

3. Uygulama

BIST-100 endeksinin degisim yoniiniin siniflandirilmasinda eldeki bagimsiz degiskenler yardimiyla
calisma 3 asamadan olusmaktadir. Analizlerde Waikato Universitesi tarafindan gelistirilen Weka
programindan yararlanilmistir. Bu program, makine &grenmesi algoritmalarmi ve Oznitelik segim
algoritmalarimi biinyesinde barindirmaktadir. Simiflandirma ve kiimeleme analizlerinde kullanimi
uygundur [29]. Calismanin asamalar1 su sekilde verilmistir:

Asamal. BIST-100 endeksinin degisim yiiniiniin tiim degisikler kullanilarak makine 6grenmesi
algoritmalari ile siniflandirilmasi,

Asama?2. Simflandirmada etkin rol oynayan 6zniteliklerin belirlenmesi ve istatistiksel olarak test
edilmesi,

Asama3. Etkin Oznitelikler kullanarak makine Ogrenmesi algoritmalarinin siniflandirma
basarilarinda diisiis ya da yiikselisin incelenmesi.

Calismanin ilk asamasinda, kullanilan 28 bagimsiz degisken goz Oniinde bulundurularak
siiflandirma algoritmalart ile veriler analiz edilmistir. Asamal’e gore kullanilan bes simiflandirma
algoritmasi ile siniflandirma basarilar1 Tablo 2 de verilmistir. Daha 6nce belirtilmis olan siniflandirma
kriterlerine gore (Acc, k, Rmse, ROC ve Mcc) algoritmalarm siniflandirma performanslari incelenmistir.

Tablo 2. Asamal igin elde edilen siniflandirma sonuglari

NB LR YSA DVM-PUK KA-RF
Acc(%) 67,70 70,60 62,70 69,60 67,80
K 0,350 0,406 0,249 0,383 0,350
Rmse 0,524 0,441 0,583 0,551 0,455
ROC 0,749 0,770 0,669 0,690 0,740
Mcc 0,350 0,406 0,249 0,387 0,350

Tablo 2’de goriildiigi gibi, Acc’ye gore LR (%70,6) en iyi algoritma olarak belirlenmistir. LR
icin k (0,4057), Rmse (0,4410), ROC (0,7700) ve Mcc (0,4060) degerleri bu sonucu desteklemektedir.

Sekil 1’de, BIST-100 endeksinin siniflandirilmasinda Asamal i¢in siniflandirmada basaril
algoritmanin ROC alan1 gosterilmistir. ROC alam degerleri tiim algoritmalar i¢in incelendiginde
0,657’nin tlizerinde oldugunu sdylemek miimkiindiir. LR ise en basaril1 ROC alani degerini vermistir
(0,770).

Asama2 icin CfsSubset Oznitelik se¢im algoritmasi yardimiyla yapilan analizler sonucunda
Tablo 3’te belirtilen degiskenler BIST-100 endeksinin degisim yoniiniin smiflandirilmasinda etkin olan
Oznitelik olarak belirlenmistir.
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Tablo 3. Asama? i¢in elde edilen siniflandirmada etkin 6znitelikler

Sekil 1. Asamal igin LR algoritmasinin ROC egrisi

Bovespa Moex
Ipc Nifty-50
Cac-40 Dolar kuru
Ibex-35 Euro kuru
Omxs-30

Oznitelikler Ki-kare analizi ile test edilmis ve sonuglar Tablo 4’te verilmistir.

Tablo 4. Asama? i¢in etkin 6zniteliklerin Ki-kare analizi

Oznitelik x? Degeri p-degeri
Dolar kuru 202,982
CAC-40 127,064
Omx-30 125,992
Ipc 121,325

Ibex-35 112,637 0,000

Euro kuru 106,116
Bovespa 100,034
Moex 99,067
Nifty-50 98,859

Tablo 4’e gore BIST-100 endeksinin degisim yonii ile etkin 6znitelikler arasinda istatistiksel
olarak anlamli iliski tespit edilmistir (p=0,000). Bu 6znitelikler y? degerlerine gore siralanmustir. En

etkili 6znitelik dolar kuru (2 = 202,982) olarak belirlenmistir.
Asama3’e gore etkin Oznitelikler kullanarak makine 6grenmesi algoritmalarmin siniflandirma
basarilar1 Tablo 5°te verilmistir.

Tablo 5. Asama3 i¢in elde edilen siniflandirma sonuglari

NB LR YSA DVM-PUK KA-RF
Acc(%) 70,4 71.2 70,2 71,9 70,3
K 0,404 0,418 0,396 0,433 0,401
Rmse 0,458 0,437 0,456 0,530 0,466
ROC 0,772 0,777 0,737 0,715 0,732
Mcc 0,404 0,419 0,399 0,434 0,401

Tablo 5’te goriildiigii gibi, Acc’ye gore DVM-PUK (%71,9) en iyi algoritma olarak
belirlenmistir. DVM-PUK i¢in k (0,4328) ve Mcc (0,4340) degerleri bu sonucu desteklemektedir.
Ayrica, LR (%71,2) DVM-PUK ile karsilastirildiginda benzer performanslara sahip oldugu sdylenebilir.
LR sonucunu Rmse (0,4369) ve ROC alam (0,7770) 6lgiitlerinin destekledigi s6ylenebilir.
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0 0.5 0 0.5

DVM-PUK LR
Sekil 2. Asama3 i¢in DVM-PUK ve LR algoritmalarinin ROC egrileri

Sekil 2’de, BIST-100 endeksinin degisim yoniiniin siniflandirilmasinda Asama3 igin
smiflandirmada basarili algoritmanin ROC alam gosterilmistir. ROC alami degerlerinin tiim algoritmalar
i¢in 0,7150° nin tizerinde oldugunu sdylemek miimkiindiir. LR (0,777) ise en basarili ROC alan1 degerini
vermistir.

BIST-100 endeksinin degisim yoniiniin siniflandirilmasia yonelik olarak Asamal ve Asama3
de gergeklestirilen siniflandirmalar i¢in siniflandirma 6lgiitlerinden Acc temel alinarak algoritmalarin
basarist Sekil 3’te verilmistir. Sekil 3’e gore Oznitelik se¢imi ile tiim algoritmalarin siniflandirma
basarisinin arttigi gériilmektedir.

0,68
0,66
0,64
0,62 .
B LR ¥SA v,

WM-PUK ka-RF

mAcc (Asama 1) Acc (Agama 3)
Sekil 3. BIST-100 endeksinin degisim yonii i¢in siniflandirma sonuglari

4. Bulgular ve Tartisma

Borsa endeksleri teknolojik gelismeler ile her gegen giin daha yogun olarak i¢ ice ge¢mektedir.
Haberlerin anlik yayilimi ve piyasalarda etkilerinin aninda goriilmesi alim satim kararlarinin aninda yon
degistirmesine neden olmaktadir. Yatirimcilarin kendini korumasi i¢in kararlarim belirli bir modele ve
degisken kiimesine dayandirarak almasi gerekmektedir. Bu amagla ¢calismamizda diinyanin gelismis ve
geligsmekte olan borsalarmin endeksleri ile borsayi etkiledigi bilinen altin, dolar ve Euro kurlar1 ile BIST -
100 iliskisi incelenmistir. Siniflandirma i¢in etkili 6zniteliklerin de belirlendigi bu calisma, 6znitelik
secimi kullanmilmasi ile literatiirden farklilik gostermektedir. Ayrica etkili 6zniteliklerin istatistiksel
olarak da degerlendirilmesi i¢in Ki-kare testinden yararlanilmustir.

BIST-100 endeksinin degisim yoniiniin siniflandirilmasinda Asamal de LR en yiiksek
dogruluga sahip algoritma olarak bulunmustur. LR’ nin Acc degeri %70,6 oldugu ve bu degerin 28
degisken kullanarak elde edildigi goriilmektedir. Yani bagimsiz degiskenlerin degerlerinin bilinmesi
durumunda BIST-100 endeksinin degisim yoniiniin belirlenmesi %70,6 oraninda dogru bir sekilde
yapilabilecektir. Literatiirde yapilan incelemelere gore mevcut pek ¢ok ¢aligmada, LR’nin hisse senedi
piyasalarinda yapilan siniflandirilma ¢aligmalarmda kullanilan en uygun algoritmalardan biri oldugu
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belirlenmistir [18, 19, 28]. LR farkli alanlarda yapilan c¢aligmalarda da diger makine 6grenmesi
yontemlerine gore daha iyi performans gosterebilmektedir [36, 43].

BIST-100 endeksinin degisim yoniiniin smiflandirma basarisini  etkileyen Oznitelikler
bilindiginde 6nlemler alinarak veya mevcut kosullar1 degistirerek siniflandirma basarisinda bir diisiis
olmayacag ya da arttirilacag varsayilabilir. Onem diizeyi diisiik dzniteliklerin modelden ¢ikarilmasi
modellerin bagarisimi arttirmaktadir [22]. Bu amagla Asama2’de BIST-100 endeksinin degisim yoniiniin
siiflandirma basarisini etkileyen en onemli 6znitelikleri belirlemek i¢in Oznitelik se¢im algoritmasi
kullanilmistir. Oznitelik segim algoritmasim kullanmanm amaci, smiflandirma basarisindan 6diin
vermeden daha az 6znitelik kullanmaktir. BIST-100 veri seti igin CfsSubset 6znitelik se¢im algoritmasi
kullanilarak elde edilen sonuglara gore ‘Bovespa’, ‘Ipc’, ‘Cac-40’°, ‘Ibex-35°, ‘Omxs-30’°, ‘Moex’,
‘Nifty-50°, ‘dolar’, ‘Euro’ etkili Oznitelikler olarak belirlenmistir. Ki-kare analizine gore en etkili
Ozniteligin dolar kuru oldugu goriilmiistiir. Etkili 6znitelikler literatiirdeki pek ¢ok calismada da 6nemli
Oznitelikler olarak bulunmustur [8, 9, 13, 18, 24].

Son olarak Asama3 de BIST-100 endeksinin degisim yoniiniin 9 dznitelik ile Acc oram %71,9
olan DVM-PUK algoritmasi en iyi siniflandirma algoritmast olarak belirlenmistir. Yani BIST-100
endeksinin degisim yoniiniin siniflandirilmasini etkileyen bagimsiz degiskenlerin degerlerinin bilinmesi
durumunda BIST-100 endeksinin degisim yoOniiniin belirlenmesi %71,9 oraninda dogru bir sekilde
yapilabilecektir. Daha az sayida 6znitelik kullanilarak siniflandirma basarisinda tatminkar sonuglar elde
edilmistir.

BIST-100 veri setinde BIST-100 endeksinin degisim yo6niiniin siniflandirilmasinda ¢ok sayida
makine 6grenmesi algoritmasi ve dznitelik se¢im algoritmasi kullanilmasi bu ¢aligma agisindan oldukga
onemlidir. Ayrica, BIST-100 literatiirii ile ilgili daha onceki ¢aligmalar incelendiginde, kiimeleme,
tahmin ve regresyon amaciyla siklikla tercih edilen makine 6grenmesi algoritmalarimin birgogu
kullanilmistir. Diger 6nemli bir nokta ise BIST-100 smiflandirilmasinda sadece en etkin degiskenlerin
dikkate alinmasi gerektigini ve tiim degiskenlerin kullanilmasina gerek olmadigimi gosterilmektedir.
Ilerleyen ¢alismalarda ilk asamada kullanilan degiskenlerin sayisinin arttirilmasi ve en etkili makro ve
mikro degiskenlerin belirlenmesi yatirimcilar, ekonomistler ve ekonomi politikasi belirleyicileri igin
yararl olacaktir.

Calismada BIST-100 endeksinin degisim yoniiniin siniflandirilmasinda yalnizca biyiik diinya
endeksleri, altin, dolar ve Euro kuru kullanilmistir. Bu ise ¢alismanin kisitlarindandir. Zira bir¢ok mikro
ve makro degiskenin endeks tizerinde etkili olabilecegi diisiiniilmektedir. Diger bir sinirlama da BIST-
100 endeksinin degisim yoniiniin siniflandirilmasini etkileyen o6zniteliklerin, sadece BIST-100 i¢in
belirlenmis olmasidir.

Yazarlarin Katkisi

Yazarlar makaleye esit oranda katki saglamiglardir.

Cikar Catismas1 Beyam

Yazarlar arasinda herhangi bir ¢ikar ¢catismasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyam

Yapilan ¢alismada arastirma ve yayin etigine uyulmustur.
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