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Oz: Deri kanseri erken teshis edilmezse Sliimle sonuglanan vakalara yol agabilir. Dermatoskopik goriintiiler, deri kanserini
erken teshis etmek i¢in en 6nemli veridir. Yapay zeka modellerini igeren bilgisayar destekli uygulamalar, dermatoskopik
goriintiilerden deri kanserini teshis etmek icin uzmanlara yardim etmede faydali bir arag olabilir. Ozellikle, derin 6grenme
tabanli uygulamalar medikal goriintiilerden hastalik tespit etmede popiiler hale gelmistir. Bu ¢alismada, MobileNetV2 modelini
iceren bir derin 6grenme tabanli yaklasim, dermatoskopik goriintilerden kotii huylu deri kanserini teshis etmek igin
kullanilmigtir. Onceden egitilmis MobileNetV2 modelinin tam bagh katmanindaki degerler kullanilarak oOznitelikler
cikarilmustir. Bir sonraki agsamada siniflandirma performansini artirmak igin rasgele degisken (RD) ve L1-Norm DVM
algoritmalariyla Ozniteliklerden yiiksek seviyeli olanlar secilmistir. En son olarak diger siniflandiricilara gore daha iyi
performans sagladigi icin Destek Vektor Makineleri (DVM) algoritmast ile smiflandirma islemi yapilmustir. Onerilen yéntemle
%88.35 smiflandirma dogrulugu elde edilmistir. Ayrica ayni veri setini kullanan bir diger calismaya gore daha iyi bir basarim
saglanmistir. Bu ¢aligmada, egitim siirecinde diisiik hesaplama maliyeti elde edilmistir. Gelecek ¢alismalarda birden ¢ok derin
o6grenme modelinden elde edilen 6zniteliklerle siniflandirma performansi daha da artirilmaya galisilacaktir.

Anahtar kelimeler: Koétii huylu deri kanseri, MobileNetV2 modeli, 6znitelik segme, siniflandirma.

Detection of Malignant Skin Cancer from Dermotoscopic Images with Deep Learning Based
Approach

Abstract: Skin cancer can lead to fatal cases if not diagnosed early. Dermotoscopic images are the most important data for
early diagnosis of skin cancer. Computer-aided applications involving artificial intelligence models can be a useful tool in
helping professionals to diagnose skin cancer from microscopic images. In particular, a deep learning-based applications have
become popular for disease detection from medical images. In this study, a deep learning-based approach, including the
MobileNetV2 model, was used to diagnose malignant skin cancer from dermotoscopic images. The features are extracted using
values from the fully connected layer of the pre-trained MobileNetVV2 model. In the next step, high-level features were selected
by Random Forest (RF) and L1-Norm SVM algorithms to increase the classification performance. Finally, since it provides
better performance compared to other classifiers, the classification process has been made with Support Vector Machines
(SVM) algorithm. The classification accuracy of 88.35% was achieved with the proposed method. In addition, a better
performance was achieved compared to another study using the same data set. In this study, low computational costs were
obtained in the training process. In future studies, the classification performance will be tried to be further increased with
features obtained from multiple deep learning models.

Key words: Malignant skin cancer, MobileNetVV2 model, feature selection, classification.
1. Giris

Deri kanseri, beyaz tenli insanlarda en sik goriilen koticiil hastaliktir. Bununla birlikte cilt kanserine
yakalanma oranlari kiiresel 6lgekte artmaktadir [1]. Ko6tii huylu cilt kanseri (melanom), en 6liimciil cilt kanseri
tirlerinden biridir ve diinya ¢apinda yilda 55.000 kisi melanomdan 6lmektedir; bu, tiim kanser 6liimlerinin %
0.7'sine tekabiil etmektedir. Ancak 6liim oranlar iilkeden iilkeye biiyiik farkliliklar gostermektedir. 2008'den
2018'e kadar olan siiregte, melanom vakalarimin yillik sayisi, kismen artan ultraviyole 1ginlarina maruz kalmaya
bagli olarak %53 artmustir [2]. Melanom, en 6liimciil cilt kanseri tiirlerinden biri olmasina ragmen, erken teshis,
hayatta kalma sansini biiyiik bir oranda artirmaktadir.

Bir dermatolog tarafindan kotii huylu bir lezyonun teshisinin ilk adimi, siipheli cilt bélgesinin gorsel olarak
incelenmesidir. Bazi lezyon tiplerinin benzerliginden dolayr dogru tani dnemlidir; dahasi, tanisal dogruluk,
hekimin mesleki deneyimi ile iliskilidir [3]. Ek teknik destek olmadan, dermatologlar melanom tanisinda %65-
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%80'lik bir dogruluk oranina sahiptir [4]. Stipheli durumlarda, gorsel inceleme, 6zel bir yiiksek ¢oziniirliklii ve
biiyiitecli kamera ile alinan dermatoskopik goriintiilerle desteklenir. Kayit sirasinda aydinlatma kontrol edilir ve
cilt iizerindeki yansimalari azaltmak i¢in bir filtre kullanilir, bdylece daha derin cilt katmanlar1 goriiniir hale gelir.
Bu teknik destek ile cilt lezyonu tanisinin dogrulugu %49 daha artirilabilir [5]. Gorsel inceleme ve dermatoskopik
goriintilerin kombinasyonu sonucunda dermatologlar tarafindan %75-%84 oraninda mutlak melanom saptama
dogrulugu elde edilebilir [6]. Bununla birlikte teshis dogrulugu, farkli deneyimleri olan uzmanlar arasinda biiyiik
6lciide degisebilir. Sonug olarak, tarama programlarina ve ikinci bagimsiz bir goriis olarak kullanilabilen yar1 veya
tam otomatik bilgisayar destekli tan1 sistemlerinin gelistirilmesine biiyiik ilgi vardir [7]. Bu tiir bilgisayar destekli
tam sistemlerinde en ¢ok kullanilan yaklasimlar yapay zeka modelleridir. Ozellikle 2012 yilinda Krizhevsky ve
digerlerinin [8] AlexNet isimli modelinin ImageNet 2012 yarigmasindaki basarisindan sonra medikal goriinti
smiflandirma tizerine derin 6grenme yaklasimlarinin kullanimi artmustir.

Cilt kanseri goriintiilerinin siniflandirilmasinda derin 6grenme modelleri sikga kullanilmistir. Brinker ve
digerleri [9] cilt kanseri goriintiilerini Nevus ve Melanoma olarak iki sinifa ayirmigtir. Siiflandirma i¢in ResNet-
50 modeli se¢ilmistir. ResNet-50 modelinde, sabit bir 6grenme orani yerine modelin her katmani i¢in farkli bir
6grenme orant kullanilmistir. Ayrica, 6grenme hizlarimi diisiirmek igin kosiniis islevine dayali yeni yontemler
kullanilmustir. Bu metot ile % 82.3'liikk bir duyarhlik oran1 yakalanmistir. Hosny ve digerleri [10], veri setindeki
her bir goriintiiyii veri artirma teknigini kullanarak veri setini biiyiittiiler ve transfer 6grenmesi yaklagimi ile
siiflandirma problemi ele aldilar. Bu yaklasim ile %95.91°lik siniflandirma dogruluguna ulagilmistir. Estava ve
digerleri [11], ¢alismalarinda kullandiklar1 veri setini iyi huylu ve kotii huylu olmak iizere iki smifa ayrrmistir. On
isleme adiminda, veri setindeki goriintiiler Gauss filtreleme yontemiyle islenmistir. AdNet isimli derin 6grenme
modeli ile %87.81 dogruluga ulasilmistir. Nugroho ve digerleri [12] HAMZ10000 isimli cilt kanseri veri setini yedi
smifa ayirmustir. Sifirdan tasarlanan ve egitilen Evrisimsel Sinir Aglar1 (ESA) modeli %78 smiflandirma
dogruluguna ulasmustir. Alqudah ve digerleri [13], ti¢ simif cilt kanseri goriintiilerini tanimak i¢in dnceden egitilmis
AlexNet ve GoogLeNet modellerini kullanmigtir. Kullanilan veri seti, boliitlemesiz veri seti ve boliitlemeli veri
seti olmak lizere iki formata ayrilmistir. Stniflandirma dogrulugu boliitlemeli veri seti igin % 92.2 ve boliitlemesiz
veri seti i¢in % 89.8 olmustur.

Bu ¢alismada 6nceden egitilmis MobileNetV2 modeline ve Destek Vektor Makinelerine (DVM) dayanan bir
yaklasim, dermatoskopik goriintiilerden iyi huylu ve kotii huylu deri kanserini tespit etmek i¢in Onerilmistir.
MobileNetV2 modeli 6znitelik ¢ikarma islemi i¢in kullanilmistir. L1-Norm DVM ve Rasgele Degisken (RD)
algoritmalar ile 6znitelik se¢imi yapilmistir. Siniflandirma asamasinda polinomal (kiibik) ¢ekirdek fonksiyonunu
kullanan DVM algoritmas1 yiiksek bir performans sagladigi i¢in secilmistir.

2. Materyal ve Metodoloji

Bu ¢alismada iki simifli (iyi huylu ve koétii huylu) deri kanseri siniflandirma problemi i¢in derin dgrenme
tabanl bir yaklasim dnerilmistir. Onerilen yontem 6znitelik ¢ikarma, 6znitelik segme ve siniflandirma olmak iizere
tic asamadan olusmaktadir. Oznitelik ¢ikarma asamasinda énceden egitilmis MobileNetV2 modelinin “Logits”
isimli tam baglh katmam kullanilmistir. Bu katmandan 1000 adet 6znitelik elde edilmistir. Oznitelik se¢me
asamasinda L1-Norm DVM algoritmasi ile 217 adet RD algoritmasi ile 223 adet Oznitelik secilmistir.
Simiflandirma performansint artirmak i¢in bu iki 6znitelik seti birlestirilmistir. Siniflandirma asamasinda daha iyi
simiflandirma dogrulugu verdigi igin DVM algoritmasi kullanilmistir. Onerilen ydntemin temsili gosterimi Sekil
1’de verilmistir.
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Sekil 1. Onerilen ydntemin temsili gosterimi.
2.1. Veri seti

Bu ¢alismada kullanilan veri seti toplam 3297 adet goriintiiden olusmaktadir. Bu goriintiilerin her biri
224x224 vyiikseklik ve genislikle JPG formatinda kaydedilmistir. Bu goriintiilerin 1800 adedi iyi huylu timér ve
1497 adedi kotii huylu timor olarak etiketlenmistir. Bu veri seti olusturulurken uzman doktorlar hastalardan
biyopsi 6rnekleri almistir ve kanser hiicrelerinin daha net goriinmesi igin dermatoskop cihazlari kullanilmustir.
Veri setindeki her iki sinif igin birkag 6rnegin gosterimi Sekil 2°de verilmistir.
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2.2. MobileNetV2 Mimarisi

Sekil 2. Her iki smnif i¢in veri setinden 6rnekler.

MobileNetV1 [14], Google ekibi tarafindan 2017 yilinda 6nerilen, mobil veya gomiilii cihazlara odaklanan
hafif bir ESA modelidir. MobileNetV1, standart evrisimin iki agamasini, yani derinlemesine evrigim ile noktasal
evrigsimi derinlemesine ayrilabilen evrigimi kullanmaktadir. MobileNetV1 yapisinda bit ¢arpiminin hesaplanmasi
kanallara gore yapilir ve kanal sayis1 degismez. Daha sonra, 1x1 evrisim ¢ekirdeginin kanal sayis1 degistirilebilir.
MobileNetV1'in hiperparametreleri ayarlanarak verimlilik ve dogruluk arasindaki denge saglanabilir.

619



Derin Ogrenme Tabanli Yaklasimla Kotii Huylu Deri Kanserinin Dermatoskopik Goriintiilerden Saptanmasi

MobileNetV2 [15], MobileNetV1 modeline tersine ¢evrilmis artik yapilar ve dogrusal darbogazlar getirerek
gelistirilmigtir. Derinlemesine evrisim, kanal sayisim degistiremez ve bu da o6znitellik ¢ikariminin girig
kanallarinin sayisiyla sinirlt olmasina neden olur. Tersine ¢evrilmis artik yapilar bu sorunu ¢ozer. Artik yapi, 1x1
boyutunda azalan evrisim filtresi, 3x3 boyutunda evrigim filtresi ve 1x1 boyutunda artan evrigim filtresi diizeninde
olan yapi tersine ¢evrilmis artik yapida 1x1 boyutunda artan evrisim filtresi, 3%3 boyutunda derinlemesine evrigim
filtresi ve 1x1 boyutunda azalan evrisim filtresi diizenindedir. Tersine c¢evrilmis artik yapidaki aktivasyon
fonksiyonu, 6grenmeyi hizlandirir, gradyan dagilimini bastirir ve modelin Kararliligini arttirir. MobileNetV2
modelinin blok yapist Sekil 3’te verilmistir.

MobileNetV2

Artik Yapi 2
-
-
u

Sekil 3. MobileNetV2 modelinin blok semasi.
2.2. Rastgele Degisken (RD) Algoritmasi

RD, birbiriyle ilgisiz birden ¢ok karar agaci olusturmak icin rastgele yeniden drnekleme dnytikleme teknigi
ile diigiim stokastik siniflandirma teknigini kullanan ve oylama yoluyla nihai simiflandirma sonuglarini iireten
entegre bir makine dgrenmesi yontemidir [16]. RD, karmasik etkilesimli dzellikleri analiz edebilir (Sekil 2). RD
yontemi, giiriiltii ile eksik verilere karsi daha saglamdir ve daha hizli bir 6grenme hizina sahiptir. RD algoritmasi
degiskenlerin 6nem olgiimiinii yapabildiginden, yiiksek boyutlu veriler i¢in bir 6znitelik se¢im araci olarak
kullanilabilir.

Egitim verilerinin (X, Y) n adet 6rnek i¢erdigi varsayilirsa, bir regresyon agaci olusturmak igin b alt kiimelerini
rasgele ¢ikarilir. i (ieb) alt kiimesi ¢ikarildiginda, diger 6rnekler torba dis1 veriler olarak kabul edilir. EK olarak,
sabit boyutlu m (m <M) vektori, girdi degiskeni olarak M boyutlu vektorden segilir ve regresyon agacinin 6znitelik

uzayi olusturulur. Bélme degiskeni, bélme biiylime siireci sirasinda minimum varyans kriteri tarafindan segilir
(Denklem 1).

| = min Ig-1(Xs—Xs) (1)
s n

burada I, optimal bolme degiskeni ve s, gomiilii 6rnek boyutudur. X ve X; sirasiyla degiskenlerin degerini ve
ortalama degerini temsil eder. Agac biiyiimesi tamamlandiktan sonra rastgele bir degisken olusur ve daha sonra
torba digindaki verilerin model tizerindeki etkisi ortalama kare hata (OKH) ile hesaplanir.

nooo N2
0KH=M (2)
n

n, ¢antanin digindaki verilerin 6rnek boyutunu belirtir; y;, y; sirasiyla 6rnek setinin gergek ve tahmin edilen
degerlerini temsil eder. RD modeli, ortalama kare artiklar1 aracilifiyla gosterge girdi degiskenlerinin 6nemini
azaltir, [OKH1, OKHy, ..., OKHk] 'deki ortalama kare kalintilarinin sirasini elde etmek igin cep dist verilerle K
regresyon agaclari olusturur ve torbadan ¢ikarilan veri artik matrisini olugturmak i¢in ¢oklu 6rneklemeden sonra
yeni regresyon agaci K’y1 olugturur. M girdi degiskeni igin degisken 6nemi (Ds) Denklem 3’teki gibi 6l¢iiliir.

_ X¥_,(0KHj-0KHy ;)

D6 k.Sy (3)

Ds degiskenin 6nem puant, K (j€K) karar agaglarinin sayisi, Sy, K karar agaglarinin standart hatasidir.
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2.3. L1-Norm DVM

L1-Norm DVM algoritmasinda 6znitelik sayis1 maliyet parametresi (M) ile belirlenir. N 6rnege sahip bir veri
seti (X) Denklem 4°teki gibi ifade edilmistir.

X ={Cy)lx € Ry, € (-1, 13} @

Burada x;, orneklerini (y;) simif etiketlerini temsil etmektedir. Binari siniflandirma probleminde (Denklem 5)
DVM algoritmast ile, kenar paymi maksimize edecek hiper diizlem 6grenilir.

yilwx; —b) > 1,i=1,..,k 5)

Burada, w agirlik vektorii ve b ise bias vektoridiir. Denklem 5°teki problemi baz alarak Denklem 6°da
belirlenen optimizasyon probleminin ¢6ziimlenmesi gerekir.

min§||w||2 (6)

Kenar paymin yakimindaki mesafe hatalarindan kaynaklanan ¢oziimlemeleri diizeltmek i¢in Denklem 4,
Denklem 6’daki gibi yeniden diizenlenir.

yl(le—b)21—6,6l20,1=1,,k (7)

Ortaya cikan seyrek ¢oziimlerin bir sonucu olarak L1-Norm DVM tabanl 6znitelik se¢imi igin Denklem 5
kisitlamasi ile Denklem 6 kullanilir [17].

min]lw||* + M £, max(0,1 — y;(a"x; + b))’ 8)

“a”, Lagrange carpanlari ile elde edilen katsayilardan olusan vektori temsil eder. M maliyet parametresi ile
secilen dzniteliklerin sayisi belirlenir.

2.3. DVM smiflandiricisi

DVM smiflandiricist iki sinifi birbirinden ayirmak igin bir hiper diizlem (w"x; + b = 0) kullanir. Lagrange
algoritmasi ile optimize edilen w agirliklarinin Denklem 9°daki esitligi saglamaktadir.

w = X} a;y; X; )
n destek vektorleri, y; simflar, x; girisleri ve o; Lagrange katsayilarini simgelemektedir. Lineer ayrilan ve

lineer ayrilamayan 6rnekler icin DVM algoritmasinda kullanilan karar verme islevleri sirastyla Denklem 10 ve
Denklem 11°de verilmistir.

f(x) = sgn(X} a;y; x[ x + b) (10)
f(x) =sgn(¥7 a;y; K(x;,x) + b) (11)

Denklem 11°deki K, ¢ekirdek islevidir. Lineer olmayan 6rnekler K ile farkli bir uzaya tagindiktan sonra 6rnekler
lineer olarak ayrilabilir.

3. Deneysel Calisma ve Sonuglar

Bu c¢aligmadaki tiim kodlamalar Windows 10 igletim sistemi iizerine kurulu Matlab isimli simiilasyon
programiyla gerceklestirilmistir. Onerilen metodun performansim degerlendirmek igin kullanilan veri setinin
%75’ egitim igin, %251 test i¢in rasgele ayrilmistir. Oznitelikleri ¢ikarmak i¢in MobileNetV2 modelinin “Logits”
isimli tam bagli katmani kullanilmigtir. Bu katmandan 1000 adet 6znitelik ¢ikarilmistir. Hem hesaplama maliyetini
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azaltmak hem de siniflandirma performansini artirmak i¢in RD ve L1-Norm DVM o&znitelik segme algoritmalari
kullanilmustir. RD algoritmasinda agag sayisi 50 olarak ayarlanarak 223 adet 6znitelik se¢ilmigtir. L1-Norm DVM
algoritmasinda cezalandirma parametresi (M) 0.02 secilerek 217 6znitelik ¢ikarilmigtir. Bu iki 6znitelik seti
birlestirilerek (440 6znitelik) DVM simiflandiricisina iletilmistir. Birlestirilen 6znitelik setinin sagilim diizeni Sekil
4’te verilmistir. Sekil 4’te goriildiigii gibi iki sinifa ait veriler dogrusal olarak ayrilamamaktadir. Bu nedenle DVM
algoritmasinda 3. dereceden polinomal (kiibik) cekirdek islevi kullanilmistir. Ayrica DVM siiflandiricisinin
cekirdek boyutu “19” olarak secilerken kutu sinirlamasi “1” olarak secilmistir.

Ozniteliklerin 2-Boyutlu Gsterimi

Y-ekseni
o
T

X-ekseni
Sekil 4. Birlestirilmis 6zniteliklerin sagilim diizeni.

Oznitelik segme algoritmalarinin kullanilmadig: ve kullanildig: her iki durum igin karmasiklik matrisi sonuglari
Sekil 5°te verilmistir. Oznitelik se¢me algoritmalarinin kullanilmadig1 durum icin %86.04 simflandirma dogrulugu
elde edilmistir (Sekil 5(a)). Oznitelik segme algoritmalarinin kullanildigr durum icin %88.35 smiflandirma
dogruluguna ulasilmistir (Sekil 5(b)). Ayrica her iki durum i¢in duyarlilik, 6zgiilliik, kesinlik ve F-skor sonuglari
Tablo 1°de verilmistir.

Dogruluk: 86.04% Dogruluk: 88.35%

= =

)| >
= 2 61 = 2 53
e =
g g
nn 2
S = S =
5% 52
0= 54 Gl 43

2 %

Iyi Huylu Kétii Huylu Iyi Huylu Kétii Huylu
Tahminler Tahminler

@) (b)

Sekil 5. Karmasiklik matrisi sonuglart.
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Tablo 1. Diger performans metriklerinin sonuglar

Oznitelik sayisi Siniflar Duyarhhk | Ozgiillik | Kesinlik | F-skor
1000 Iyi Huylu 0.87 0.85 0.88 0.87
Kétii Huylu 0.85 0.86 0.84 0.84
440 Iyi Huylu 0.88 0.88 0.90 0.89
Koétii Huylu 0.88 0.88 0.86 0.87

Tablo 2’de RD ve LI-Norm DVM algoritmast ile ¢ikartilan &zniteliklerin diger smiflandiric
algoritmalarindaki siniflandirma dogruluklar1 verilmistir.

Tablo 2. Simiflandiricilara gére dogruluk sonuglari

Smiflandiricilar Dogruluk (%)
Lineer Ayirtag 83.75
Karar Agaci 76.50
K-en Yakin Komsu 80.55
Saf Bayes 72.30
DVM 88.35

Tablo 3’te ayni1 veri setini kullanan Farooq ve digerleri [18] Inception-V3 modelini ve MobileNetV1 modelini
smiflandirma i¢in kullanmistir. Inception-V3 modeli MobileNetV1 modelinden daha iyi performans saglayarak
%86 siiflandirma dogruluguna ulagmustir.

Tablo 3. Ayni veri setini kullanan yontem ile karsilagtirma

Metot Model Dogruluk (%)
Farooq ve digerleri [18] Inception-V3 ve MobileNetV1 86.00
Onerilen metot MobileNetV2, LINorm, RD ve DVM 88.35

4. Sonuclar

Bu c¢alismada, dermatoskopik goriintiilerden kotii huylu deri kanserini saptamak i¢in MobileNetV2 derin
o6grenme modelini ve DVM algoritmasini igeren bir yaklagim kullanilmistir. Ayrica dnerilen yontemin basarimini
artirmak icin RD ve L1-Norm algoritmalari ile dznitelik secimi yapilmustir. Oznitelik segimi kullamlmadan
onerilen ydntemin siniflandirma dogrulugu %86.04 olmustur. Oznitelik segme algoritmalari ile simiflandirma
dogrulugu %2.31 oraninda iyilestirilmistir. Ayrica ayn1 veri setini kullanan diger bir yonteme gore siniflandirma
dogrulugu %2.35 oraninda gelistirilmistir. Bununla birlikte diger derin 6grenme tabanli yaklasimlar kullanilarak
smiflandirma dogrulugu artirilacagr diistiniilmektedir. Bu ¢aligmada, sifirdan egitimli bir derin 6grenme modeli
kullanilmadig1 igin egitim siirecinde diisitk hesaplama maliyeti elde edilmistir. Bu durum da &grenilebilir
parametrelerin optimizasyon siiresini azaltmistir. Ayrica dznitelik segme algoritmalariyla 6grenilebilir parametre
sayis1 daha da azaltilmistir. Dahas1 daha az parametre ile daha yiiksek bir basarim elde edilmistir. Onerilen bu
yontemin uzmanlara karar vermede yardimci bir arag olarak kullanilmasi diisiiniilmektedir.
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