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OZET: Internetin gittik¢e yayginlasmasi ve boyutlarmin ¢ok genislemesi web sayfalarimin biiyiik
bir veri deposu haline gelmesine ve karmasikliginin artmasima neden olmustur. Bu nedenlerle
web’de arama yapma ve kullanici profili ¢cikarma alanlarinda veri madenciligine ilgi artmustir.
Web sayfalarinda bulunan belgeler icinde gerekli bilgiyi elde etmede kullanilan veri madenciligi
yontemlerinden birisi de belge madenciligidir. Bu ¢alismada, web belgesi i¢eren ii¢ ayr veri seti
kullanilarak k-means ve asir1 kiiresel bulanik c-means algoritmalarmin kiimeleme basarilart
karsilastirilmali olarak incelendi. Asir1 kiiresel bulanik c-means algoritmasinin kiimeleme
basarisi, k-means algoritmasindan daha iyi ¢ikmistir.
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DOCUMENT CLUSTERING USING K-MEANS AND
HYPERSPHERICAL FUZZY C-MEANS ALGORITHMS

ABSTRACT: Web pages have became a big data repository, with rapid grow in Internet. For
these reason, interest to data mining in the field of searching in web pages and analyzing user
profile is increased. Document mining is preferred to get necessary knowledge from documents
on web pages. In this study, k-means and hyperspherical fuzzy c-means algorithms were applied
to web documents and clustering performances were investigated comparatively using three data
sets which have web documents. Our results show that clustering feature of hyperspherical fuzzy
c-means algorithm is better than k-means algorithm.

Keywords: Data mining, Document mining, clustering, K-means, Hyperspherical Fuzzy c-means.

GIRIS

Kiimeleme analizi, bir veri kiimesindeki bilgileri belirli yakinlik oSl¢iitlerine
gore gruplara ayirma islemidir. Kiimeleme igleminde kiime i¢indeki elemanlarin
benzerligi fazla, kiimeler arasi benzerlik ise az olmalidir. Kiimeleme analizi,
bireylerin ya da nesnelerin siniflandirilmasimi ayrintili bir sekilde agiklamak
amaciyla gelistirilmistir. Bu amaca yonelik olarak, ele alinan 6rnekte yer alan
varliklar aralarindaki benzerliklere gore gruplara ayrilir, daha sonra bu gruplara
giren bireylerin goriliniisii ortaya konur. Diger bir hedef ise, benzer elemanlarin
gruplanmastyla veri setini kiigiiltmektir[1-4].

Internetteki web(6riin) sayfalar1 boyutlarinin gittikce genislemesi ve
iceriginin dinamik bir yapiya sahip olmasindan dolayi, web sayfalarinin
otomatik olarak organize edilmesi ihtiyaci ortaya ¢ikmustir. Internet arama
motorlarindaki ilerleme ile birlikte belge kiimeleme analizine ilgi oldukga
artmistir[2]. Belge kiimeleme analizinin amact, bir belge i¢inde yer alan benzer
belgeleri bulmaktir. Iyi bir belge kiimeleme analizinde, kiime i¢indeki belgeler
arasindaki benzerlik uzaklig1 az, kiimeler aras1 belgelerde de belge benzerliginin
biiyiik olmas1 gerekir[2,3].
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Bu c¢alismadaki belge madenciligi, ¢ok boyutlu vektorlerle temsil edilen web
belgelerinin bulundugu ii¢ ayr1 veri setinde uygulandi. Web belgelerinin
kiimelenmesi, Kosiniis Uzaklik dl¢iitii kullanilarak gerceklestirildi. Cok boyutlu
vektorler lizerinde islemler yapmak icin k-means ve asir1 kiiresel bulanik c-
means algoritmalarn iizerinde ¢esitli degisiklikler yapilip, bu algoritmalarin da
performanslari degerlendirildi.

VERI SETLERI(DATA SETS)

Bu calismada, web belgesi kiimeleme i¢in Milliyet gazetesi, Hiirriyet gazetesi
ve YahooNews (Indirgenmis) veri setleri kullamildi. Milliyet gazetesi ve
Hiirriyet gazetesi Internet arsivlerinden derlenen veri setleri [5] nolu ¢calismadan
alinmistir. Milliyet gazetesi veri setinde ekonomi, siyaset ve spor olarak her biri
485’er tane html belgeri igeren ii¢ alt baglik bulunmaktadir. Hiirriyet gazetesi
veri seti Astroloji, Bilim, Ekonomi ve Sporu igeren dort alt basliktan
olugmaktadir. Bu veri setindeki Astroloji klasoriinde 105, Bilim klasoriinde 40,
Ekonomi klasoriinde de 176 tane ve Spor klasoriinde de 127 tane belge
bulunmaktadir. YahooNews indirgenmis veri seti, igerikleri Ingilizce html
belgelerini igeren 4 alt baslik olugsmaktadir. Bu veri setinin, Business klasoriinde
142 belge, Politics klasoriinde 114 belge, Health klasoriinde 164 belge, Sports
klasoriinde 141 belge bulunmaktadir.

BELGE VEKTORU YAPISI VE KOSINUS BENZERLIK OLCUTU

Belge kiimelemede, web sayfalart igerdikleri kelimelerin normalize edilmis
frekans degerlerini tutan vektorlerle temsil edilir. Her belge, tiim webdeki
kelimelerin sadece kiigiik bir oranini icermektedir. Belgelerin ¢ok boyutlu birer
vektor olduklart diisiiniildigiinde, buradaki kiimeleme problemi klasik
kiimelemeden daha farkli islemler gerektirmektedir. Belge kiimeleme verisi,
biiytik boyutlu, seyrek ve dnemli derecede sira dis1 veri igceren bir yapida olan
kelime-belge matrisidir. Veri matrisinin satirlar1 belgeleri, siitunlar ise terimleri
ifade etmektedir. Bu matris olusturulurken her kelime belge ¢ifti igin terim
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sikligi-ters belge sikligi olarak belirtilen TF-IDF (Term Frequency-Inverse
Document Frequency) degeri hesaplanir [6]. Bu deger, o terimin belgedeki
agirligimi gosterir. Bir belgede, diger belgelere gore daha sik goriilen terim, o
belgenin belirleyici terimidir. Bu nedenle agirlig1 yiiksektir. Diger taraftan,
bircok belgede gecen terim belgeleri ayirt edici 6zelligini yitirir ve terimin
agirlig: azalir.

TF ifadesi, terimin ilgili belgede ka¢ tane oldugunu gosterir. Boylece o
terimin ilgili belge i¢in 6nemini gosterir. TF degeri, Denklem 1 ile hesaplanir
Burada n degeri j. kelimenin i. belgedeki sayisini, d degeri ise i. belgedeki biitiin
kelimelerin sayisini gostermektedir [6]:

n,
TE, = — (1)
")
IDF ters belge siklig1 Denklem 2 ile hesaplanir. Bu denklemde » toplam belge
say1sini, nj ise j. terimin goriindiigii belgelerin sayisin1 belirtir (sadece TF;; > 0
olan terimler i¢in hesaplanir) [6]:

log, {i] @
n;

TF-IDF degerleri hesaplanarak veri matrisi olusturulur. Fakat, bu matrisin bdyle
bir sekilde kullanilmasi ¢ok biiyiik bir veri matrisi elde edileceginden, bellek
yeterli gelmeyecektir. Veri matrisinin stitunlarinda bulunan herhangi bir kelime
icin, kelimenin bulunmadig belgelerdeki TF degeri sifir olacagindan, TF*IDF
degeri de sifir olacaktir. Her belgede smirli sayida terim olacagi
diigiiniildiigiinde ortaya ¢ikan matrisin biiyilkk bir kismini “0”  degeri
dolduracaktir. Sifirlar ¢ikarilarak veri matrisi indirgenir. Bu sekilde, sifir
degerleri i¢in gereksiz bellek kullanimi engellenerek, bellek problemi ¢oziilmiis
olmaktadir. Benzerlik hesaplamalar1 gerceklestirilirken islem yapilacak
belgenin satir1 bir vektore alinir. O belgede bulunmayan terimler i¢cin “0”
degeri yerlestirilerek gecici bir siire olmasi gereken boyuta getirilir. Sirayla her
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belge icin islemler tekrarlanir. Denklem 3 ve 4 ile matris i¢inde her terimin
belgedeki agirliklar hesaplanir:

X;; = TF;; * IDF; 3)

I’ll.j n
—Lx1 —|.
|di| oe (”j J @

Belgeler arasindaki benzerlik hesabinda degisik vektor aritmetik islemleri
kullanilabilir. Belge kiimelemede, Oklid Uzaklig1, Kosiniis benzerligi, Pearson
iligkisi ve genisletilmis Jaccard benzerligi gibi benzerlik dl¢iitlerini hesaplayan
yontemler vardir. Bu galismada belge kiimelemede ¢ok kullanilan vektor tabanl
bir Ol¢iit olan Kosiniis benzerligi kullanilmigtir. Kosiniis benzerliginde, iki
vektor arasindaki agmin Kosiniis degeri hesaplanarak vektorlerin benzerligi
bulunur. Kosiniis benzerliginin giicli bir 06zelligi vektdér boyutundan
etkilenmemesidir. Farkli sayida kelimeler iceren benzer icerikteki belgeleri
kolaylikla tespit eder. Denklem 5’de goriildiigli gibi, vektorlerin skaler
carpimlarinin, genliklerine béliinmesiyle iki vektdr arasindaki ag1 elde edilir. Iki
vektor arasindaki ag1 ne kadar 0’a yaklasirsa, aginin Kosiniis degeri 1’e yaklasir
ve iki vektoriin birbirlerine olan benzerlikleri de artar.

g

d ve d birbirinden farkli iki belgeyi temsil eden ok boyutlu vektorlerdir ve

vektorlerin i¢ garpimini, |d| ise vektdriin uzunlugunu temsil etmektedir. iki
vektor arasindaki aginin Kosiniis degeri asagidaki formiille hesaplanir [4];

S d.d*

ded” ,Z'] 17

|d|\d*\_Ji§l(d)2Jé(d7 J

cos(d) =

)
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K-MEANS ALGORITMASI VE YAPILAN DEGISIiKLiKLER

K-means algoritmasi, merkez noktanin kiimeyi temsil etmesi ana fikrine dayal
bir metottur [1]. Esit biiytikliikte kiiresel kiimeleri bulmaya egilimlidir[1]. K-
means algoritmasinin ¢alisma mekanizmasina gore oOncelikle her biri bir
kiimenin merkezini veya ortalamasini temsil etmek iizere k tane nesne segilir.
Kalan diger nesneler, kiimelerin ortalama degerlerine olan uzakliklar1 dikkate
alinarak, en benzer olduklar kiimelere dahil edilir. Daha sonra, her bir kiimenin
ortalama degeri hesaplanarak yeni kiime merkezleri belirlenir ve tekrar nesne-
merkez uzakliklari incelenir.

K-means kiimeleme ydnteminin degerlendirilmesinde en yaygin olarak
toplam karesel hata kriteri SSE (Summed Squared Error) kullanilir. En diigiik
SSE degerine sahip kiimeleme sonucu, en iyi sonucu verir. Nesnelerin
bulunduklar1 kiimenin merkez noktalarina olan wuzakliklarinin karelerinin
toplam1 Denklem 6 ile hesaplanmaktadir [4,7].

K

SSE =Y dist*(m,,x) (6)

i=1 xeC;

Burada, dist iki nesne arasindaki standard Oklid Uzakligi, x degeri C;
kiimesinde bulunan bir nesne, m; degeri C; kiimesinin merkez noktasidir.
Yukarida aciklanan k-means algoritmasi, iki boyutlu veriler iizerinde Oklid
Uzaklik olgiitiine gore ¢aligmaktadir ve higbir nesne kiimesini terk etmeyene
kadar 6telenmektedir. Ancak, web uygulamasi i¢in bu k-means algoritmasinin
yapisi uygun degildir. Her 6telemede kiimeyi terk eden nesne olup olmadigin
karsilastirmak biiyiik veri setlerinde zaman agisindan olumsuzluk yaratacagi
icin amag¢ fonksiyonu temelli bir k-means versiyonu tercih edilmistir ve web
sayfalarii kiimelemek i¢in bu algoritma ¢ok boyutlu veriler ilizerinde ¢aligir
hale getirilmistir. Oncelikle, verilerin tamammi bellege alip islem yapmak
miimkiin olmadig1 i¢in her belgeyi temsil eden vektoriin sirayla ¢agirilmasi
saglanmistir. Bu vektorlerin kiime merkezlerine uzaklhigint farkli yontemlerle
hesaplamak i¢in Kosiniis Benzerlik olgiitii eklenmistir.
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BULANIK C-MEANS ALGORITMASI VE YAPILAN DEGISiKLIKLER

Bulanik c-means (FCM) algoritmasi, bulanik bolinmeli kiimeleme
tekniklerinden en iyi bilinen ve yaygin kullanilan yontemdir. Bulanik c-means
metodu nesnelerin iki veya daha fazla kiimeye ait olabilmesine izin verir[8].
Bulanik mantik prensibi geregi her veri, kiimelerin her birine [0,1] arasinda
degisen birer iiyelik degeri ile aittir. Bir verinin tiim simiflara olan iiyelik
degerleri toplami “1” olmalidir. Nesne hangi kiime merkezine yakin ise o
kiimeye ait olma {iyeligi diger kiimelere ait olma iiyeliginden daha biiyiik
olacaktir. Cogu bulanik kiimeleme algoritmasi amag fonksiyon tabanlidir. Amag
fonksiyonun belirlenen minimum ilerleme degerine yakinsaklagmasiyla
kiimeleme islemi tamamlanir. Temel olarak k-means algoritmasina ¢ok
benzemekle beraber bulanik c-means’in, k-means’den en 6nemli farki verilerin
her birinin sadece bir sinifa dahil edilme zorunlulugunun olmamasidir.

Bulanik c-means algoritmas1 1973 yilinda Dunn tarafindan ortaya atilmis
ve 1981° de Bezdek tarafindan gelistirilmistir[9]. Bulanik c-means algoritmasi
da amac¢ fonksiyonu temelli bir metottur. Algoritma, en kiiclik kareler
yonteminin genellemesi olan asagidaki amag fonksiyonunu 6teleyerek minimize
etmek icin ¢alisir [10];

g 1<m<w. 7

U iiyelik matrisi rasgele atanarak algoritma baslatilir. Ikinci adimda ise merkez
vektorleri hesaplanir. Merkezler, Denklem 8 ile hesaplanir [10].

¢ = (8)
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Hesaplanan kiime merkezlerine gore U matrisi Denklem 9 kullanilarak yeniden
hesaplanir. Eski U matrisi ile yeni U matrisi karsilastirilir ve fark ¢’dan kiiciik
olana kadar islemler devam eder [10].

u, = 1 ©)

(s }/
el

Kiimeleme islemi sonucunda bulanik degerler iceren U {iyelik matrisi
kiimelemenin sonucunu yansitir. Istenirse, berraklastirma yapilarak bu degerler

yuvarlanip 0 ve 1’lere doniistiiriilebilir. Yukarida agiklanan bulanik c-means
algoritmasi da k-means gibi iki boyutlu veriler {izerinde c¢alismaktadir. Ayni
sekilde bu algoritma da ¢ok boyutlu veriler iizerinde ¢alisir hale getirilmistir.
Mendes ve Sacks tarafindan gelistirilen asir1 kiiresel bulanik c-means
algoritmasinin ~ formiilleri  kullanilarak, MATLAB’in  bulanik(fuzzy)
toolbox’inda bulunan Roger Jang’in[8] hazirladigi bulanik c-means
fonksiyonlar1 web-belgesi kiimeleme i¢in uygun hale getirilmistir. Asir1 kiiresel
bulanik c-means normalize edilmis belge vektorleri ile calistig1 icin tiim veri
algoritmaya verilmeden once normalize edilir. Asir1 kiiresel bulanik c-means
formiillerinde Kosiniis benzerligi ol¢iit olarak secilmis ve Denklem 10’da
goriilen benzersizlik olglitiine ¢evrilmistir [11].

0<SXa,Xp)<1,Va,p-

SXa,Xa)=1 Va -

Xi=[wil wi2 wi3...... w ik]
Benzersizlik matrisi fonksiyonu: [12]

k
D(x,,%5) =1=S(x,,x,) = 1= w,wy, (10)

J=1
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Asirt kiiresel bulanik c-means amag fonksiyonu: [12]

Jm(U,V):ﬁ:iuZ’iDmziiug‘i[l—ixvaj. (11)
j=1

i=l a=1 i=l a=1
Uyelik matrisi formiilii: [12]

m—1

(12)

k
1 1— XV,
4 (D'Jmlz c ; y-aj

al
k
- Z X Vg
=1

=\ D
Denklem 12 deki kisidi gerceklestirmek ve amag fonksiyonu minimize etmek

pi

icin kiime merkezi formiiline Lagrange Carpant (multiplier) metodu
uygulanmigtir[ 12]. Boylece Denklem 13’deki kiime merkezleri formiili elde
edilmistir. Bu formiille elde edilen kiime merkezleri normalize edilmis
vektorlerdir.

k k
Dw,,v,)=1- val.-val.zl—Zvijzo, Va (13)
j=l ' j=l
P -1/2
N k N
Ve = DX, -{Z(Zuiﬁ-xgj } (14)
i=1 j=1 \Ui=l

Denklem 14°de, w; belge vektoriiniin bir boyutunu, v; kiime merkezini, N veri
setindeki nesne sayisini, x; « kiimesindeki herhangi bir nesneyi, m bulaniklik
katsayisini ifade etmektedir.

Orijinal bulanik c-means algoritmasi ve web belgelerini kiimelemek igin
modifiye edilmis asir1 kiiresel bulanik c-means algoritmasi belgeler arasindaki
uzakliklar1 hesaplamada ve kiime merkezi bulunmasi konusunda farkliliklar
gostermekle birlikte benzer sekilde ¢aligmaktadir.
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KUMELEMENIN DEGERLENDIRILMESI

Kiimelemenin degerlendirilmesi i¢in kullanilan saflik (purity), entropi ve ortak
bilgi (mutual information) Olgiitleri kiimelemenin sonucuna uygulanmistir.
Ayni klasérde bulunan belgeler ayni etiket numarasma sahiptir. Ornegin,
Milliyet veri setindeki ekonomi klasoriiniin altinda bulunan 485 adet belge “0”
numarali etikete, siyaset klasoriiniin altinda bulunan 485 adet belge “1”
numarali etikete, spor klasoriinde bulunan 485 adet belge ise ‘“2” numarali
etikete sahiptir. Degerlendirme Olciitlerinin hesaplanabilmesi igin kiimeleme
islemlerinin sonucunda kiimelerdeki belgelerin hangi etiket numaralarina sahip
olduklarinin bilinmesi gerekmektedir. Bu etiketler sayesinde hangi kiimede
hangi kategorilerden kacar belge oldugu tespit edilir ve Tablo I’ deki gibi bir
karmagiklik matrisi (confusion matrix) olusturulur. Bu matris kullanilarak
saflik, entropi ve ortak bilgi hesaplanir.

Saflik, kiime elemanlar: igindeki baskin sinifin kiimedeki eleman sayisina
oranini verir. Bir kiimedeki elemanlarin hepsi ayni sinifa aitse saflik
maksimumdur. Denklem 15 ile hesaplanir [13].

o“(C) = im}?x(n;’”) (15)
n,

Burada, C; her bir kiime ve nl(h) , C; kiimesindeki her bir 4 kategorisine ait

nesne sayisidir.

Entropi, safliktan daha kapsamli bir dlgiittiir. Saflik sadece baskin sinifin
icerisinde olan ve olmayan nesne sayilartyla ilgilenirken, entropi tiim
dagilimdaki diizensizlikle ilgilenir. Entropi, her bir siifa ait belgelerin bir kiime
icerisinde nasil dagildigina bakar. Kiimenin igerdigi elemanlariin hepsi ayni
sinifa aitse entropi “0” olur. Denklem 16 ile hesaplanir [13].

10
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g n(h) n(h)
P(C)=-) ~—log,| ~— (16)
h=1 My n,

Saflik ve entropi biiyllk sayida kiimeleri degerlendirmek {izere
kullanilmaktadir. Genel kiimelemeyi degil de her bir kiimenin kendi i¢indeki
degerlendirilmesini yansitirlar. Her kiime tek bir belgeden olustugu zaman
optimum degeri iiretmektedirler. Bu nedenle kiimelemenin genel basarisini
gosteremezler.

Ortak Bilgi (Mutual Information): Teorik olarak en iyi sonu¢ veren nitelik
olciitiidir. Tarafsiz bir degerdir. [0,1] arasinda degerler almaktadir. Siniflar
dengeli oldugu durumlarda kiimeleme basarili ise 1’e dogru bir deger {iretir.
Saflik ve entropinin etkilendigi olumsuzluklardan etkilenmez. Denklem 17 ile
hesaplanir [13].

23 & 1 n"n
P (AK)==2 > n" e (17)
no log(k- g) Z n™ . nl(’)

=1t
KUMELEME ALGORITMALARI TEST SONUCLARI VE TARTISMA

Tablo II’de Milliyet gazetesi veri seti, Tablo III’de YahooNews (indirgenmis)
veri seti, Tablo IV’de Hiirriyet gazetesi veri seti lizerinde k-means ve bulanik c-
means algoritmalari i¢in yapilan test sonuglar1 goriilmektedir. Yapilan testlerde

Tablo I. Ug kiimeye ayrilmis Milliyet veri setinin karmagiklik matrisi

Etiket
Kiime 1 (ekonomi) 2 (siyaset) 3 (spor)
1 460 3 15
2 10 17 462
3 15 465 8

11
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iyl sonug iiretmesi ve islemsel karmasikliginin az olmasi nedeniyle Kosiniis
benzersizligi kullanilmistir.

Tablo II’de Milliyet veri seti kelimelerinin tamami alinarak ve tohum
degeri “7” verilerek uygulanan sonuglar goriilmektedir. %100 kelime igin
algoritma Kkarsilastirmasinda k-means’in genel kiimeleme basarist 0.9955
bulanik c-means’in ise bir (“1”’) bulunmustur. Her iki algoritma bu testte ¢ok
bagarili olmustur. K-means 0.0045” lik ¢ok kiigiik hata oranina sahiptir, ancak
bulanik c-means kiimeleri tamamen dogru ayirmistir. Olusan kiimelerin saflig:
ve entropisi incelenerek ayri ayri degerlendirmesi yapildiginda k-means’te
sadece birinci kiimenin farkli kategorilerden eleman igerdigi goriilmektedir.
Birinci kiimenin safliginin 0.9955 ve entropisinin ise 0.0135 olmas1 nedeniyle
farkl1 kategorilere ait eleman sayisinin olduk¢a az oldugu anlagilmaktadir.
fkinci ve {iglincii kiime ise sadece tek bir kategoriye ait eleman icermektedir.
Bulanik c-means’te ise biitiin kiimeler tamamen dogru ayrilmistir. Kiimelerin
safliginin “1”, entropisinin ise “0” olmasi her kiimenin sadece tek bir kategoriye
ait eleman icerdigini gostermektedir. K-means algoritmasi’nin 6teleme sayisi,
bulanik c-means’e gore daha diisiik ¢ikmistir. K-means’in bulanik c-means’e
gore daha cabuk yakinsaklastigi goriilmektedir. Hem oteleme sayist hem de
islemsel karmagikliga bagl olarak k-means’in gecen zaman degeri de bulanik c-
means’den az c¢ikmustir. Milliyet %100’lik veri seti sonuglar1 ortak bilgi,
kiimelerin safligi ve entropisi agisindan kiyaslandiginda bulanik c-means
algoritmasinin k-means algoritmasindan daha basarili oldugu ancak k-means’in
Oteleme sayisi ve gecen zaman degerleri agisindan daha avantajli oldugu
goriilmektedir.

Milliyet veri setinin toplam kelimelerinin %50°si alinarak uygulanan
sonuclara gore kelime sayisinda diislis olmasina karsin, iki algoritmanin hem
ortak bilgi hem de kiime safliklar1 ve entropileri, Milliyet %100°liik veri seti ile
aynmi ¢ikmistir. Bulanik c-means’in 6teleme sayisi biraz azalmistir. Belgeleri
temsil eden kelimelerin ayirt ediciligine bagli olarak algoritmanin
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yakinsaklagma siireci degisir. Kelime sayisindaki azalma nedeniyle gegen
zaman degerleri de diismiistiir. Milliyet %50’lik veri seti sonuglari, %100°lik
veri seti sonuglariyla benzer nitelikte ¢ikmustir.

Tablo I1. Milliyet Gazetesi veri setinde tohum 7 i¢in algoritmalarin karsilastirilmasi

. . . Ortak Kiimelerin ~ Kiimelerin ~ Oteleme Gegen
Veri Seti L Algoritma . V .. Zaman(sn
Bilgi Safligi Entropisi Sayis1 )
e 0.9979 0.0135
Milliyet 10, cans 0,995 1 0 6 247
veri setinde 0
1 0
100% 10 Bulanik ! 0
. 1 1 0 33 76.9
kelime 0 c-means
1 0
s 0.9979 0.0135
Millivet 50 means 0,995 1 0 6 50
veri setinde
1 0
1 0
50%kelime 50 Cuank 1 1 0 30 50
c-means
1 0
e 0.9876 0.0610
Vxlile‘tyi?de 25  k-means  0.9473 0.9815 0.0838 9 17
0.9979 0.0135
Bulanik 0.9817 0.0833
25% kelime 25 l:nan 0.9605 0.9937 0.0346 128 431
c-means 1.0000 0

Milliyet veri setinin toplam kelimelerinin %25°1 alinarak yapilan algoritma
karsilagtirmasinda k-means algoritmasimin genel kiimeleme basarist 0.9473,
bulanik c-means algoritmasinin ise 0.9605 bulunmustur. Her iki algoritmanin
basarisinda diislis olmustur, ancak bulanik c-means’nin basarisi1 daha az oranda
diismiigtiir. Her iki algoritma sonucunda olusan kiimeler farkli kategorilerden
nesneler igermektedir. Ancak, bulanik c-means ile olusturulan kiimelerdeki
farkli kategorilerden eleman sayis1 k-means’le olusan kiimelerdekinden daha az
cikmustir. Oteleme say1s1 degerlerinin her iki algoritma igin artmasi belgelerdeki
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ayirt edici kelime sayisinin oldukca azaldigini gostermektedir. Bu testte, bulanik
c-means’in k-means’ten daha iyi sonuglar iireterek daha basarili kiimeleme
gerceklestirdigi ancak Oteleme sayisi ve gecen zaman agisindan k-means’ten
dezavantajli oldugu goriilmektedir.

Tablo I11. Yahoo News veri setinde tohum 7 i¢in algoritmalarin karsilastiritlmast

Kiimeleri

Veri Seti L Algoritma Ol:ta}( Kumelt:,rm Oteleme Gecen
Bilgi Saflig1 .. Sayisi Zaman
Entropisi

0.5745 0.6025
0.9464 0.1753

100 k- 0.6581 8 40
YahooNews fmeans 0.9063 0.2709
veri setinde 0.9776 0.0773
%100 0.9145 0.2500
kelime Bulanik 0.9760 0.0815

100 comeans 0.8874 1.0000 0 33 315
0.9489 0.1455
0.5745 0.6025
0.9464 0.1753

YahooNews -0 ~ k-means 06581 0.9063 0.2709 8 40
veri setinde 0.9776 0.0773
%30 kelime 0.9145 0.2500
Bulanik 0.9760 0.0815

50 comeans 0.8873 1.0000 0 33 311
0.9489 0.1455
0.7737 0.5258
0.9896 0.0418

YahooNews 2> kmeans  0.6883 000y 0.4402 13 53
veri setinde 0.9683 0.1015
%25 kelime 0.9279 0.2160
Bulanik 0.9930 0.0302

25 c-means 0.8783 0.9758 0.0944 36 253
0.9371 0.1695
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Tablo III’ de YahooNews (indirgenmis) veri seti lizerinde uygulanan
algoritma test sonuglar1 goriilmektedir. Bu sonuglarda, k-means ve bulanik c-
means arasindaki performans farki daha belirgin olarak goriilmektedir. Ug
tablonun da sonuglari birbirine paralel ¢ikmistir. K-means’in genel basarisi 0,65
gibi ¢ok iyi sayilamayacak degerlerde ¢ikmistir. Ayrica baz1 kiimelerdeki farkli
kategorilerden eleman sayisi oldukca fazla ¢ikmustir. Bulanik c-means’in ise
genel basarist 0,88 gibi iyi degerlerde c¢ikmistir. Ayrica kiimelerin safligi
oldukga iyidir, kiimeler az oranda farkli kategorilerden elemanlar icermektedir.
Daha onceki testlerde goriildiigi gibi k-means’in Gteleme sayisi ve gegen
zaman degeri bulanik c-means’ten diisiiktiir. Ancak ortak bilgi degeri 6teleme
sayisindan ve gecen zamandan daha onemlidir. Genel kiimeleme sonucunun
basarili olmadig1 durumda &teleme sayisinin ve gecen zamanin az olmasinin bir
Onemi yoktur.

Tablo IV’ de Hiirriyet gazetesi veri seti lizerinde uygulanan algoritma test
sonuglar1 goriilmektedir. Bu sonuglarda k-means ve bulanik c-means arasindaki
performans farki YahooNews veri setinde oldugu gibi net olarak goériilmektedir.
K-means’in genel basarist1 0,55 civarlarinda iyi sayilamayacak degerlerde
cikmustir. Ayrica bazi kiimelerdeki farkli kategorilere ait eleman sayisi oldukg¢a
fazladir ve kiimeler iyi ayrilamamistir. Bulanik c-means’in ise genel basarisi
0,77 civarlarinda orta seviyede c¢ikmistir. Ayrica kiimelerin safligi, ikinci
kiimelerde 0.73 gibi biraz diisiik seviyede c¢ikmistir ancak diger kiimelerin
saflig1 olduke¢a iyidir ve kiimeler az oranda farkli kategorilerden elemanlar
icermektedir. Oteleme sayis1 ve gecen zaman degeri dnceki testlerle benzer
cikmistir. Hiirriyet veri setinde %25°lik degerler daha iyi ¢ikmistir. Bu da
rasgele secilen kelimelerin ayirt ediciligine ve sira digilik yaratan kelimelerin
secim igerisinde yer almamasina bagl olarak degisiklik gdsterir.

DEGERLENDIRME

Gergek veri seti olarak web belgeleri se¢ilmistir. Web belgelerinin her biri
icerdikleri kelimelerle ifade edildikleri i¢in ¢ok boyutlu vektorlerden olusurlar.
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Tablo IV. Hiirriyet veri setinde tohum 13 igin algoritmalarin kargilagtirilmasi

Veri Seti L Aleoritma Ortak Kiimelerin  Kiimelerin ~ Oteleme Gegen
& Bilgi Saflig Entropisi Sayis1 Zaman
1.0000 0
0.5730 0.7366
i 100 k-means 0.5403 0.8814 03139 6 5.6
er.u:elgs “ 0.7849 0.4063
veri
100% 0.9775 0.0776
0
. Bulanik 0.7410 0.4599
kelime 100 c-means 0.7639 1.0000 0 26 31
0.9362 0.1712
1.0000 0
0.5730 0.7366
50 k-means 0.5432 0.8814 03139 5 4.1
Hirriyet 0.7935 0.3981
veri setinde 0.9775 0.0776
50% kelime Bulanik 0.7357 0.4638
50 cmeans 0.7666 10000 0 25 25.8
0.9462 0.1511
1.0000 0
0.6071 0.6915
25 k-means 0.5610 0.8667 03373 7 5
Hirriyet 0.7629 0.4257
veri setinde 0.9770 0.0790
25% kelime Bulanik 0.7305 0.4440
25 c-means 0.7829 1.0000 0 26 24
0.9681 0.1020

Her bir veri setinde ylizlerce belge ve her belgede de yiizlerce kelime
oldugundan dolay1 ¢esitli bellek sorunlariyla karsilasildi. Bir belgede gegen
herhangi bir kelime bir¢ok belgede bulunmadigindan, diger belgelerdeki agirlig:
sifir olarak degerlendirilmektedir. Bellek problemini gidermek i¢in bu sifirlar
indirgenmistir. Ayrica verilerin ¢ok boyutlu olmasindan dolay1 algoritmalarin
bu veriler tizerinde iglem yapabilmesi i¢in algoritmalarda da ¢esitli degisiklikler
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de yapilmistir. K-means ve bulanik c-means algoritmasinda ise Kosiniis
benzerligi uygulanmustir.

Test sonuglarinda da goriildigli gibi bulanik c-means algoritmasi
kiimeleme islemlerinde daha az hata oranina sebep olmustur. Olusan kiimelerin
safliklar1 ve entropileri k-means’le olusan kiimelerin degerlerinden daha iyi
cikmustir. Ayrica daha kararli sonuglar iiretmistir. Ancak k-means algoritmasina
gore islemsel karmasikligi oldukca yiiksek oldugundan daha fazla dongii
gerceklesmis, ayrica Oteleme sayilari k-means’in Oteleme sayilarindan fazla
¢ikmis, bu nedenlerle gegen zaman degerleri k-means’ten yiiksek ¢ikmugtir.
Olusan kiime safliklarinda iyi sonu¢ elde edilmesi istenen calismalar igin
bulanik c-means algoritmasinin kullanim1 uygun olacaktir.
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